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Résumé

Résumé
Malgré la masse de données (satellitaires et in-situ) disponible en mesure de déplacement, l’in-
complétude de données reste toujours un problème fréquemment rencontré. Ce phénomène est
principalement dû au changement des propriétés de surface de l’objet observé et/ou aux limites
techniques des méthodes de calcul de déplacement terrestre (e.g. interférométrie différentielle,
corrélation croisée). Rendant les données discontinues en espace et en temps, l’incomplétude de
données constitue un écueil vers la compréhension complète des phénomènes physiques sous-
jacents liés au déplacement de surface. Malgré ce constat, l’analyse de données manquantes ne
bénéficie pas d’une attention sérieuse et dédiée à la mesure de déplacement. Des méthodes de
reconstruction adaptées aux données sont ainsi nécessaires pour gérer la présence de données
manquantes spatio-temporelles au sein de séries temporelles de mesure de déplacement. Dans
cette thèse, nous proposons trois approches pour l’analyse et la reconstruction de données man-
quantes en mesure de déplacement par télédétection. Les deux premières approches sont basées
sur la décomposition de la covariance temporelle et spatio-temporelle du signal de déplacement
en fonctions empiriques orthogonales (EOFs). Ces études ont débouchées sur le développement
de deux méthodes, appelées EM-EOF et extended EM-EOF, nécessitant d’initialiser les valeurs
manquantes avant traitement. La troisième étude, plus prospective, est orientée vers l’estimation
robuste de la matrice de covariance du signal de déplacement, sans initialisation préalable des
valeurs manquantes. Ces trois approches ont en commun de s’appuyer sur un schéma de résolution
itératif de type espérance-maximisation (EM) ainsi que sur la sélection d’un nombre réduit de
modes décrivant le maximum de variabilité du signal de déplacement. L’ensemble des cas d’études
sur données réelles et synthétiques fournissent des résultats prometteurs, renforçant l’intérêt que
porte l’étude des données manquantes en mesure de déplacement par télédétection.

Mots-clefs : Données manquantes, mesure de déplacement, EOF, covariance, algorithme EM, série
temporelle.
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Abstract

Abstract
Despite the large volume of available (satellite and in-situ) data in displacement measurement,
data incompleteness is still a commonly encountered issue. This phenomena is mainly due to
surface property changes of the observed object and/or to technical limitations of the displacement
extraction methods (e.g. differential interferometry, offset tracking). By generating time and space
discontinuity, data incompleteness can hinder a thorough understanding of underlying physical
phenomenon that induce surface displacement. However, missing data analysis in displacement
measurement has not been paid significant and dedicated attention. In this context, advanced
reconstructionmethods, adapted to the data specificities, are necessary for handling spatio-temporal
gaps in displacement measurement time series. In this thesis, we propose three approaches for
analysing and imputing missing data in remotely sensed displacement measurement time series.
The two first approaches are based on the decomposition of the temporal and spatio-temporal
covariance of the displacement signal into Empirical Orthogonal Functions (EOFs). These studies
have led to the development of twomethods, called EM-EOF and extended EM-EOF, both requiring
an initialization of the missing values. The third approach intends to explore techniques in robust
estimation of the covariance matrix without initialization of the missing values. All approaches
rely on an Expectation-Maximization (EM)-type iterative resolution scheme and reckon with the
covariance low rank structure, which describe most of the variability of the displacement signal.
Both synthetic simulations and real data applications present promising results, bringing to light the
interest of the proposed approaches for missing data imputation in remotely sensed displacement
measurement time series.

Keywords : Missing data, displacement measurement, EOF, covariance, EM algorithm, time
series.
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Notations

Notations et acronymes
Généralités
a ou A Scalaire

a Vecteur

A Matrice

Notations

M Délai spatial

N Nombre d’observations

P Nombre de variables

R, r Nombre optimal de modes, rang d’une matrice

s Indice espace

t Indice temps

M Matrice indicatrice des données manquantes

X,Y Champ spatio-temporel, matrice de données

X′ Anomalie du champ spatio-temporel

Yobs Partie observée de Y

Ymis Partie manquante de Y

{yi} Ensemble des vecteurs yi pour i = 1, . . . , N

Σ Matrice de covariance

a Composante principale

u Vecteur propre, EOF

θ Paramètres d’un modèle paramétrique

θ̂ Estimateur de θ

θ(m) Estimation de θ à l’itérationm d’un algorithme

Ωθ Espace des paramètres

E[ · ] Espérance mathématique

R Ensemble des nombres réels

Ck Critère de confiance à l’indice k

Λ Critère du biais de surestimation

p(Y|θ) Distribution conditionnelle de Y sachant θ

L( · ) Fonction de vraisemblance

`( · ) Logarithme de la fonction de vraisemblance
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Notations

Q( · ) Fonction surégatoire : espérance de `( · )

N Distribution gaussienne

CG Distribution gaussienne composée

Γ Distribution Gamma

O( · ) Complexité algorithmique

δk Cross-RMSE

δ2
SH++

Distance géodésique sur l’espace des matrices hermitiennes définies
semi-positives

δ2
R++ Distance géodésique sur l’espace des réels positifs

µ Moyenne empirique

σ Écart-type

τ Paramètre de texture

arg max
a∈S

f Argument du maximum de la fonction f : A→ B où S ∈ A

arg min
a∈S

f Argument du minimum de la fonction f : A→ B où S ∈ A

diag( · ) Opérateur diagonal

H( · ) Opérateur du point-fixe

Tr( · ) Opérateur trace

vec( · ) Opérateur vectorisation

·H Opérateur transposée conjugée

· T Opérateur transposée

� Produit de Hadamard
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Notations

Acronymes

ACP Analyse en composantes principales
ACPP Analyse en composantes principales probabiliste
ASTER Advanced Spaceborne Thermal Emission and Reflection Radiometer
CV Cross validation
DINEOF Data Interpolation with Empirical Orthogonal Functions
EEOF Extended empirical orthogonal function
EM Expectation-Maximization
EMV Estimateur du maximum de vraisemblance
EM-EOF Expectation-Maximization empirical orthogonal function
EOF Empirical orthogonal function
ES Elliptique symétrique
ESA European Space Agency
ESS Effective sample size
EVD Eigenvalue decomposition
FP Point Fixe
GNSS Global Navigation Satellite System
IDW Inverse distance weighting
InSAR Interférométrie SAR
LOS Line-of-sight
MNT Modèle numérique de terrain
M-SSA Multichannel singular spectrum analysis
NMSE Normalized mean-square error
NNI Nearest neighbor interpolation
OVPF Observatoire volcanologique du Piton de la Fournaise
PC Composante principale
RMSE Root-mean-square error
RGI Randolph Glacier Inventory
SAR Synthetic Aperture Radar
SCM Sample covariance matrix
SCN Spatially correlated noise
SK Simple kriging
SLC Single Look Complex
SNR Signal-to-noise ratio
SPOT Système Probatoire pour l’Observation de la Terre
SSA Singular spectrum analysis
STCN Spatio-temporally correlated noise
SVD Singular value decomposition
2D-SSA 2 dimension singular spectrum analysis
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Introduction générale

Introduction générale

Toute vision du monde a une singulière tendance à se
considérer comme la vérité dernière sur l’univers.

– Carl Gustav Jung, L’Âme et la Vie

Il est clair que l’idée d’une méthode fixe, ou d’une
théorie fixe de la rationalité, repose sur une concep-
tion trop naïve de l’homme et de son environnement
social. Pour ceux qui considèrent la richesse des élé-
ments fournis par l’histoire et qui ne s’efforcent pas de
l’appauvrir pour satisfaire leurs bas instincts – leur soif
intellectuelle, sous forme de clarté, précisions, “objec-
tivité”, “vérité” –, pour ceux-là, il devient clair qu’il y
a un seul principe à défendre en toutes circonstances
et à tous les stades du développement humain. C’est le
principe : tout est bon.

– Paul Feyerabend, Contre la méthode

La planète Terre est aujourd’hui surveillée. À distance. Des milliers de capteurs, embarqués
à bord de plateformes satellitaires propulsées à des vitesses vertigineuses à plus de 400 kilo-
mètres au-dessus de nos têtes, scrutent, imagent, sondent chaque mer, montagne, vallée et ville
atteignable. Ces plateformes ont permis, depuis le lancement du satellite soviétique Sputnik en
1957, d’observer le déclin de l’étendue de la glace de mer en Arctique à partir des années 70 [Co-
miso2002], l’augmentation du niveau des océans [Cazenave2004] ou encore la fonte et le retrait des
glaciers [Vaughan2013], autant de variables étant considérées comme des indicateurs du réchauf-
fement climatique selon le groupe intergouvernemental d’experts sur l’évolution du climat (GIEC).

Les satellites sont aussi capables de calculer et de surveiller avec précision les déplacements
terrestres, comme les glaciers, les séismes, les phénomènes de subsidence en milieu urbain ou les
glissements de terrain. Parmi les satellites placés en orbite, on distingue les satellites imageurs
passifs (imageurs optiques) des satellites imageurs actifs (imageurs radar). Le premier programme
satellite à imagerie optique, Landsat, a permis de collecter des images à 80 mètres de résolution
depuis le début des années 70. Dès la fin des années 70, le développement des radars à ouverture de
synthèse (SAR, Synthetic Aperture Radar) avec le satellite américain Seasat, puis avec les familles
de satellites ERS, ENVISAT, RADARSAT, etc., dans les années 90, a permis de s’affranchir des
contraintes rencontrées dans le domaine optique, comme la présence de nuages ou l’absence de
lumière.

Le suivi des déplacements de surface est fondamental pour mieux comprendre les phénomènes
de déformation de la croûte terrestre liés aux forces de compression et de tension à la limite des
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plaques continentales. Dans le cas des glaciers, le suivi continu de leur vitesse d’écoulement permet
de mieux représenter leur dynamique interne et constitue également une variable climatique essen-
tielle (VCE) selon le Global Climate Observing System (GCOS). La variété des méthodes dérivées
de l’imagerie optique et de l’imagerie SAR, comme la corrélation d’images ou l’interférométrie
radar (InSAR) rendent à présent possible le suivi temporel de la vitesse des déformations terrestres
(volcaniques, sismiques, écoulements glaciaires) avec une précision atteignant le millimètre par an.

Plus récemment, la mise à disposition au grand public d’images radar et optique, notamment
dans le cadre du projet Copernicus de l’Agence Spatiale Européenne (ESA), permet l’utilisation
massive par le plus grand nombre des images acquises par la famille de satellites d’observation
européens Sentinel. Ainsi, fin 2018, le système d’accès aux données Sentinel publiait en ligne la
quantité astronomique de 16 TB de données par jour. Il est désormais possible, grâce à cette masse
de données transmise et aux combinaisons d’observations issues de différentes plateformes, de voir
évoluer les déformations en quasi-temps réel.

Malgré l’existence de ces techniques, les observations de déplacement par télédétection
souffrent fréquemment d’un problème d’incomplétude, que l’on désigne par l’expression don-
nées manquantes [Shen2015]. Ce phénomène se produit lorsqu’il n’est pas possible de mesurer la
variable désirée, c’est-à-dire le déplacement. Parmi les causes très diverses qui engendrent l’incom-
plétude de données, on peut citer par exemple : les événements naturels, comme les intempéries,
survenant avant ou pendant la mesure, les limites des techniques de mesure du déplacement ou
les défaillances d’un ou plusieurs capteurs. Plus précisément, il peut s’agir d’une forte chute de
neige venant perturber la mesure du déplacement d’un glacier par interférométrie radar, ou d’un
arrêt ponctuel de fonctionnement d’un instrument pour maintenance, créant ainsi une discontinuité
temporelle de l’observation du déplacement.

Pourquoi vouloir analyser et reconstruire les données manquantes? Premièrement, les données
manquantes empêchent une compréhension à la fois précise et globale du déplacement de surface
par l’obscuration de certaines zones, parfois très vastes. De plus, le déplacement de surface étant
lié à d’autres paramètres physiques sous-jacents, l’observation réduite du premier peut conduire à
une connaissance partielle des seconds, puisqu’une modélisation géophysique rigoureuse des dé-
formations requiert des observations spatialement et temporellement résolues. Deuxièmement, les
données manquantes peuvent être sources d’erreurs récurrentes dans l’interprétation des données
de déplacement, comme les interférogrammes ou les cartes de corrélation d’image.

Ce travail de thèse entend aborder cette problématique en se consacrant entièrement à l’analyse
des données manquantes en mesure de déplacement par télédétection. Un intérêt tout particulier
est porté au développement de méthodes et d’algorithmes d’interpolation spatio-temporelle pour
reconstruire des séries temporelles de cartes de déplacement incomplètes. Le but est d’apporter une
alternative robuste aux méthodes d’interpolation existantes, dédiée à la mesure de déplacement, ce
qui, à notre connaissance, n’a pas été porté à l’étude jusqu’à maintenant.

Les méthodes proposées sont mises à l’épreuve à travers des applications concrètes de me-
sures de déplacement de glaciers alpins situés dans différentes régions du monde, calculés à
partir d’images Sentinel par corrélation d’image SAR, interférométrie différentielle et corréla-
tion d’images optique où le phénomène de données manquantes est récurrent. Une application
à vocation exploratoire est également proposée sur des mesures de déplacement incomplètes en
zone volcanique calculées par Global Network Satellite System (GNSS), dont le système émetteur-
récepteur permet de mesurer des déformations terrestres.

Ce mémoire s’organise en cinq chapitres et deux annexes dont le contenu est le suivant.
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Le chapitre 1 pose d’abord le problème de l’incomplétude de données en mesure de déplace-
ment, puis dresse un inventaire des différentes méthodes de reconstruction de données manquantes
en télédétection et en particulier en mesure de déplacement, ce qui permet de cerner le positionne-
ment de cette thèse.

Le chapitre 2 est consacré au développement d’une méthode de reconstruction de données
manquantes reposant sur l’analyse en fonctions empiriques orthogonales (EOFs) et adoptant le
formalisme de l’algorithme Espérance-Maximisation (EM). Cette méthode utilise notamment l’in-
formation temporelle des données pour reconstruire les valeurs manquantes. Trois applications sur
champs de déplacement incomplets obtenus à partir d’images Sentinel-1 sur les glaciers du Gorner,
de Miage et d’Argentière sont étudiées afin de saisir les avantages et inconvénient de la méthode
proposée.

Le chapitre 3 propose une extension de la méthode proposée au chapitre 2, en incluant l’in-
formation spatiale en plus de l’information temporelle pour la reconstruction de grandes quantités
de données manquantes. Une application sur un champ de vitesses de surface obtenues à partir
d’images Sentinel-2 sur le glacier Fox est proposée.

Le chapitre 4 est dédié à l’exploration d’une approche différente pour l’analyse de données
manquantes. Cette approche se base sur la connaissance d’un modèle statistique décrivant le com-
portement des données pour procéder à une inférence des paramètres statistiques. Une application,
dont les résultats sont préliminaires, est proposée sur des mesures de déplacement reçues par un
réseau de stations GNSS sur le Piton de la Fournaise.

Le dernier chapitre effectue une synthèse générale des contributions méthodologiques ap-
portées dans cette thèse, et dresse un certain nombre d’ouvertures faisant suite au travail effectué
pendant ces trois années.

Enfin, ce manuscrit est complété par des annexes. L’annexe 1 décrit une procédure de calcul
d’un bruit corrélé simulant les perturbations atmosphériques communes au images SAR. L’annexe
2 présente le principe de l’opérateur Sweep, dont nous préciserons l’utilité au chapitre 4, et présente
les séries temporelle de mesures de déplacement GNSS étudiées au chapitre 4.

L’objectif principal de ce travail de thèse est de reconstruire des séries temporelles de champs
de déplacement incomplets. Chaque jeu de données d’applications possède des caractéristiques
particulières en terme de complexité du champ de déplacement, de quantité et type de données
manquantes ainsi que de niveau de bruit présent dans les données 1. L’analyse se concentre sur les
données suivantes :

1. Une série de 13 interférogrammes sur le glacier du Gorner dans la partie ouest du massif du
Mont Rose calculés à partir d’images Sentinel-1 (chapitre 2) ;

2. Une série de 16 interférogrammes sur le glacier de Miage dans le massif du Mont Blanc
calculés à partir d’images Sentinel-1 (chapitre 2) ;

3. Une série de 65 champs de déplacement sur le glacier d’Argentière dans le massif du Mont
Blanc calculés par corrélation d’amplitude à partir d’images Sentinel-1 (chapitre 2) ;

4. Une série de 13 champs de déplacement calculés par corrélation d’images optiques Sentinel-2
sur le glacier Fox en Nouvelle-Zélande issue du travail de [Millan2019] (chapitre 3) ;

1. Les descriptions précises des données sont fournies dans les chapitres concernés.
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5. Des séries temporelles contenant 1086 mesures de déplacement sur 23 stations GNSS au
Piton de la Fournaise situé sur l’île de la Réunion (chapitre 4).

Les principales caractéristiques des données d’application sont regroupés dans le tableau 2.

Type de données Plateforme Application Taille de la série Traitement

D-InSAR Sentinel-1 Glacier du Gorner 13 [Prébet2019]

D-InSAR Sentinel-1 Glacier de Miage 16 Y. Yan

Corrélation Sentinel-1 Glacier d’Argentière 16 Cette étude

Corrélation Sentinel-2 Glacier Fox 12 [Millan2019]

GNSS GNSS Déformation du sol 1086 [Smittarello2019b]
[Smittarello2019a]

Tableau 2 – Principales caractéristiques des jeux de données étudiés dans cette thèse.
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1
Données manquantes en mesure de déplacement

par télédétection : aperçu et problématique

Ce chapitre pose les bases contextuelles et les motivations de l’étude des
données manquantes en mesure de déplacement. Pour cela, les problèmes que
posent l’incomplétude de données sont abordés, puis un examen de la littérature
des méthodes existantes est dressé selon deux grandes approches : prédictives
et paramétriques. Les positionnements méthodologiques et/ou scientifiques vis-
à-vis des problèmes posés sont également identifiés.
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Chapitre 1. Données manquantes en mesure de déplacement par télédétection : aperçu et
problématique

1.1 Le problème des données manquantes en télédétection
D’abord rencontré en analyse statistique de données [Rubin1976,Little1987,Preisendorfer1988],

le problème des données manquantes en télédétection n’est pas nouveau. Aujourd’hui, celui-ci
continue de susciter un vif intérêt de la part de la communauté scientifique. En effet, une recherche
rapide des mots clefs "missing data" sur deux bases de données en lien direct avec la recherche
en télédétection, les bases IEEE Xplore et GeoRef, permet de prendre la mesure de l’engouement
scientifique : à ce jour, ce sont respectivement 13718 et 12016 résultats concernant des articles de
recherche 1.

1.1.1 Qu’est-ce qu’une donnée manquante?
La page Wikipédia "Données manquantes" énonce la définition suivante :

[...] les données manquantes ou les valeurs manquantes se produisent lorsqu’aucune
valeur de données n’est représentée pour une variable pour une observation donnée.
Les données manquantes sont courantes et peuvent avoir un effet significatif sur
l’inférence, les performances de prédiction ou toute autre utilisation faite avec les
données

Nous reviendrons plus tard sur la signification des termes inférence et prédiction. La plupart du
temps en télédétection, les données sont insérées dans une matrice, appelée matrice de données :
on peut choisir de représenter les variables en ligne et les observations en colonne, ou l’inverse.
Par variable, nous entendons la propriété ou la caractéristique d’un objet observé, alors que
l’observation désigne la mesure de cette propriété. En télédétection, des milliers de variables
peuvent être mesurées : température de surface de la mer, concentration d’ozone, déplacement de
surface, etc. Lorsqu’il y a absence de données, certaines valeurs situées à certaines positions de la
matrice de données sont manquantes, alors que les autres sont observées. Dans les situations de
données manquantes, on emploiera plus généralement l’expression incomplétude de données.

1.1.2 Les données manquantes en télédétection
La donnée manquante étant inhérente à la production de données, la télédétection n’échappe

pas à ce phénomène. Il est même difficile de trouver une application qui ne soit pas concernée
par l’incomplétude de données. À cause d’un capteur défecteux ou de conditions atmophériques
difficiles, les données acquises sont souvent dégradées, voire inutilisables. Parmi les nombreux
cas existants en télédétection, [Shen2015] cite par exemple : le non fonctionnement de certains
détecteurs du spectroradiomètre MODIS à bord du satellite Aqua, la défaillance du capteur SLC
sur la plateforme Landsat 2 ou encore une anomalie d’acquisition de l’ozone monitoring instrument
(OMI) à bord du satellite Aura.

Alors que 35% en moyenne de la surface terrestre est couverte par les nuages à un instant
donné [Lin2013], ces derniers constituent une cause majeure d’incomplétude des données issues
de capteurs passifs [Melgani2006,Lin2014,Wu2018,Zhang2018]. La continuité des données étant
un gage de confiance dans la plupart des applications faisant usage des données mesurées à
distance (classification, détection de changement, mesure de paramètres physiques, surveillance
des milieux naturels, etc.), il semble logique que le développement et la mise en place de méthodes
d’estimation des valeurs manquantes prennent alors un intérêt tout particulier. Il n’est pas anodin
qu’un effort important pour développer des méthodes d’interpolation ait été produit pour des

1. Ceci sans compter les quelques 98632 résultats sur la base BioMed Central, une des plus grandes bases de données
de la recherche bio-médicale.

2. Ce problème, appelé "SLC-off", a suscité le développement de dizaines de méthodes par des équipes du monde
entier pour y remédier.
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applications géoscientifiques telles que les sciences de l’atmosphère, l’océanographie, sciences de
la végétation ou l’hydrologie [Beckers2003, Kondrashov2006, Alvera-Azcarate2007, Hocke2009,
Verger2013, Gerber2018], puisque ces dernières utilisent et dépendent souvent des données de
télédétection.

La figure 1.1 montre quelques cas de données manquantes sur des images satellitaires dues aux
nuages ou à des capteurs défectueux. Notons que les valeurs manquantes adviennent directement
sur la valeur du pixel de l’image ou sur la valeur du paramètre physique observé, ce qui est une
conséquence indirecte d’une cause antérieure (présence de nuage, capteur défectueux, intempéries)
au calcul du produit quantitatif (carte de déplacement, température de surface de la mer, NDVI 3,
réflectance, etc.).

(a) (b) (c) (d) (e) (f)

Figure 1.1 – Exemples de données manquantes en télédétection. (a) réflectance avec capteur défecteux
sur la bande 6 d’Aqua MODIS ; (b) le problème SLC-off sur la plateforme Landsat ETM+ ; (c) concentration en
ozone par Aura OMI ; (d) image IKONOS-2 en présence de nuages ; (e) mesure de Land Surface Temperature
par MODIS en présence de nuages ; (f) NDVI en présence de nuage (MODIS). Image issue de [Shen2015]
©2017 IEEE.

1.1.3 Type de données manquantes

Formes des données manquantes

Comme l’illustre la figure 1.2, les données manquantes peuvent prendre plusieurs formes dans
la série temporelle d’images. Cette forme dépend du mécanisme responsable de leur cause. Les
données manquantes peuvent être distribuées aléatoirement, corrélées spatialement, temporelle-
ment, spatio-temporellement. Par "aléatoire", on entend que les positions des données manquantes
n’ont pas de dépendance spatiale ni temporelle. "Corrélée" signifie que les positions des données
manquantes possèdent une dépendance spatiale, temporelle ou spatio-temporelle.

Souvent, plusieurs de ces distributions sont présentes au sein d’une série temporelle. Prenons
quelques exemples simples : la distribution aléatoire peut-être due à une intempérie imprévisible,
provoquant ainsi une dégradation de certains pixels de l’image. Dans le cas de la mesure de
déplacement, une telle configuration est possible si des changements de terrains aléatoires ont eu
lieu entre deux ou plusieurs acquisitions, ce qui rend le calcul du champ de déplacement difficile.
Les distributions corrélées peuvent être dues à des phénomènes similaires non aléatoires : dans le
cas des glaciers alpins, il peut s’agir de chutes de neige spatialement ou temporellement localisées
sur une zone ou un intervalle précis. Selon la technique utilisée, le calcul du déplacement peut
être très sensible à ce type de changement, ce qui engendre des erreurs dans le résultat final,
comme des valeurs aberrantes ou atypiques qui sont ensuite retirées artificiellement, créant ainsi
une incomplétude des données.

Il est également possible qu’une ou plusieurs images soient manquantes, par exemple si le
satellite effectue un changement momentané de l’angle de visée. Dans ce cas, la forme des don-
nées manquantes est spatio-temporellement corrélée. Enfin, lorsqu’on combine plusieurs séries

3. Normalized difference vegetation index.
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Figure 1.2 – Exemples de formes de données manquantes dans une série temporelle d’images aux dates
t1, t2, . . . , tN , oùN est le nombre d’images : (a) aléatoire (sans dépendance spatiale ni temporelle) ; (b) cor-
rélée spatialement ; (c) corrélée spatio-temporellement ; (d) corrélée temporellement ; (e) aléatoire et corrélée
spatio-temporellement.

temporelles issues d’instruments de satellites différents [Nakamura2007], on se confronte égale-
ment au temps de mission de chaque plateforme, paramètre susceptible de créer une discontinuité
temporelle des acquisitions.

Mécanismes responsables de l’incomplétude de données

Avant d’effectuer toute reconstruction de données manquantes, il est nécessaire de savoir
pourquoi ces données manquent. Si l’on raisonne en termes de probabilités, on distingue trois
raisons pour lesquelles des données peuvent manquer (voir le passage en revue méticuleux des
types de données manquantes par [Santos2019]) :
— Missing completely at random (MCAR) : la probabilité qu’une donnée soit manquante ne

dépend ni des valeurs observées, ni des valeurs non observées (manquantes). En d’autres
termes, la probabilité qu’une donnée soit manquante est aléatoire, c’est-à-dire indépendante
des valeurs . Par exemple, il peut s’agir d’un arrêt de la mesure pour des raisons techniques
imprévisibles entraînant une maintenance, ou à cause de la présence d’intempéries non
prédites. Dans les deux cas, la probabilité qu’une valeur manque est indépendante des
valeurs mesurées et non mesurées.

— Missing at random (MAR) : concept initialement développé par [Rubin1976], il s’agit de dire
que la probabilité qu’une donnée soit manquante dépend seulement des données observées.
Par exemple, lorsque plusieurs variables sont observées sur un même pixel (comme les
images multi-spectrales), la probabilité qu’une observation d’une variable soit manquante
dépend d’autres observations sur d’autres variables, et non d’elle-même.

— Missing not at random (MNAR) : la probabilité qu’un élément soit manquant dépend seule-
ment des données manquantes. Formulé autrement, cela signifie que la probabilité qu’une
valeur soit manquante est reliée à sa propre valeur. Par exemple, on peut décider de supprimer
des valeurs aberrantes d’une image : les valeurs sont donc manquantes à cause de leur propre
valeur, jugée trop atypique. Notons que dans certains cas, il est théoriquement impossible
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de prouver qu’un mécanisme d’incomplétude est MNAR puisqu’on ne connaît simplement
pas les valeurs aux points manquants. On se contente donc d’émettre une hypothèse sur ce
mécanisme.

Remarque Une définition des mécanismes MCAR, MAR et MNAR, formulée à l’aide des
distributions de probabilité des données manquantes, sera fournie au chapitre 4, où l’approche
étudiée dépend de l’hypothèse sur le mécanisme responsable de l’incomplétude de données.

1.2 Données manquantes en mesure de déplacement
1.2.1 L’imagerie SAR

Le radar à synthèse d’ouverture (SARpour Synthetic Aperture Radar) est un système d’imagerie
actif utilisant les micro-ondes, dont les propriétés permettent l’acquisition d’images (figure 1.3)
quelle que soit la météo, de jour comme de nuit. L’imagerie SAR permet notamment de calculer
des modèles numériques de terrain (MNT) à précision centimétrique en mesurant les variations du
chemin aller-retour de l’onde électromagnétique en fonction du temps d’acquisition et de la position
du satellite [Ferretti2007]. L’imagerie SAR trouve des applications dans des domaines extrêmement
variés, allant des sciences du climat à la détection de changement, ou de la cartographie 4-D
à l’exploration planétaire, à travers des techniques bien connues (polarimétrie, interférométrie)
voire plus sophistiquées (interférométrie polarimétrique, tomographie holographique). Le lecteur
et la lectrice désireux d’un aperçu global des techniques existantes pourra se référer au tutoriel
de [Moreira2013] ou au livre de [Maître2013]. Dans cette thèse, nous nous concentrons sur
les données de mesure de déplacement calculées par interférométrie différentielle et corrélation
d’amplitude, qui peuvent être sources d’incomplétude de données.

Figure 1.3 – Image SAR acquise par le satellite TerraSAR-X en trajectoire ascendante sur le massif du
Mont-Blanc [Fallourd2012]. Certains glaciers du massifs sont clairement visibles, comme la Mer de Glace et
le glacier d’Argentière côté Chamonix, ou le glacier de Miage côté Courmayeur. Le nord se situe à gauche.

Interférométrie SAR

Le principe de l’interférométrie, connu depuis longtemps par les opticiens puis importé chez
les radaristes au milieu des années 70 [Graham1974], consiste à étudier les interférences entre deux
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sources cohérentes. L’interférométrie SAR (InSAR) utilise ce principe pour mesurer la distance
entre le satellite et un objet situé sur la surface terrestre avec une grande précision : l’idée consiste
à comparer la phase de deux ou plusieurs images SAR complexes ayant été acquises à des temps
différents. Comme la phase de chaque pixel de l’image SAR contient une information très précise
sur la fauchée (range), il est possible de mesurer des différences de chemin aller-retour de l’onde
de l’ordre du centimètre voire du millimètre [Moreira2013].

Formation d’un interférogramme La formation d’un interférogramme est le produit hermitien
de deux images SAR complexes, appélées images Single Look Complex (SLC), que l’on aura
préalablement recalées sur une même géométrie. Avant d’extraire les valeurs de la phase, une
opération de moyennage local peut être appliquée lors de la formation de l’interférogramme
complexe (multi-looking) afin de réduire le bruit sur la phase [Goldstein1988]. La phase est
dominée par un motif en franges (voir figure 1.4) dans la direction de la fauchée. Ce motif est
dû en grande partie à la baisse de la phase interférométrique en fonction de l’augmentation de la
distance de fauchée et de l’angle de visée. La qualité de la phase interférométrique est indiquée par
la cohérence interférométrique, qui mesure le degré de corrélation entre deux images SAR :

γ =

∑
i,j∈Ω z1(i, j)zH2 (i, j)√∑

i,j∈Ω z1(i, j)zH1 (i, j)
√∑

i,j∈Ω z2(i, j)zH2 (i, j)
(1.1)

où Ω est la fenêtre d’estimation. La cohérence γ, qui varie entre 0 et 1, peut être utilisée pour
mesurer la qualité d’un interférogramme. En pratique, de nombreux facteurs contribuent à une
perte de cohérence, comme le niveau de bruit [Zebker1992], la décorrélation temporelle, qui décrit
les changements de structure et de permittivité de la scène observée 4 entre deux acquisitions à
deux temps différents, ou encore la décorrélation spatiale (géométrique) due à la légère différence
entre les deux géométries d’acquisition.

Figure 1.4 – Interférogramme du déplacement cosismique de surface dans la zone d’Oaxaca au Mexique
calculé à partir de plusieurs images Sentinel-1 avant et après le séisme du 23 juin 2020 (image ESA). Les
franges montrées ici sont dues à la phase du déplacement sismique.

Phase interférométrique Le modèle de la phase interférométrique peut être défini par la somme
de ses différentes composantes, soit :

4. Ces changements introduisent une modification des mécanismes de rétrodiffusion de la scène.
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ϕ = ϕorb + ϕtopo + ϕdepl + ϕatm + ϕbruit (1.2)

où ϕorb est la phase orbitale, ϕtopo est la composante topographique, ϕdepl est la phase liée au
déplacement, ϕatm est la composante due à l’atmosphère, dont la concentration en vapeur d’eau
produit des retards non négligeables sur l’onde [Rocca2007], et ϕbruit est la phase du bruit. Toutes
ces composantes sont susceptibles de créer des franges supplémentaires dans l’interférogramme.De
nombreuses techniques de correction de la phase interférométrique existent pour extraire chacune
des composantes mentionnées ci-haut. Pour un résumé de ces techniques, ainsi que pour une
description plus exhaustive des différentes composantes, nous renvoyons les lecteurs et lectrices
intéréssés vers le tutoriel de [Moreira2013] ou la thèse de Y. Yan [Yan2011].

Déroulement de phase interférométrique Le déroulement de phase permet de résoudre l’am-
biguïté sur la phase, dont la valeur augmente de 2π lorsque l’onde parcourt une distance égale à
la longueur d’onde. Ce problème non-linéaire constitue une étape fondamentale en interférométrie
différentielle et nécessite de formuler une hypothèse de départ sur la continuité de la phase. La
réalité du terrain, comme la discontinuité des zones cohérentes ou un fort gradient de déplacement,
peut faire échouer cette hypothèse. De nombreuses méthodes dédiées au déroulement de phase ont
ainsi été développées, dont l’article de [Yu2019] en fait un résumé.

Données manquantes En mesure du déplacement, les données manquantes surgissent principa-
lement pour une raison déjà mentionnée plus haut : la perte de cohérence entre une ou plusieurs
acquisitions. Cette perte de cohérence peut entraîner des erreurs de déroulement de phase, telles
que des sauts de phase ou des valeurs aberrantes. Dans [Pepe2016], les auteurs retirent les valeurs
sur les pixels à faible cohérence temporelle, ce qui engendre une incomplétude de données dans
la dimension spatiale (figure 1.5). D’autres exemples existent en milieu urbain, lequel peut être
concerné par des déformations terrestres comme des phénomènes de subsidence : on pourra citer
les études de [Yan2012] sur la ville de Mexico ou plus récemment de [Aslan2018] sur la ville
d’Istanbul, où les déplacements présentent des valeurs manquantes en temps et en espace.

La détection de glissement de terrain par imagerie SAR est également sujette à l’incomplétude
de données en espace et en temps [Jakob2012]. De plus, les événements à faible magnitude ne
sont souvent pas détectés à cause de la mise en place d’un seuil de détection [Corominas2014]
permettant initialement d’exclure les événements non considérés comme des glissements de terrain.
En milieu montagneux, la géométrie d’acquisition des images SAR est plus complexe (repliement,
zones d’ombre), ce qui rend l’utilisation de la technique InSAR difficile à implémenter et sujette à
certaines limitations : décorrélation temporelle due à un changement de surface (végétation, neige),
erreurs de MNT, artéfacts dus à l’atmosphère, etc. L’ensemble de ces éléments peut engendrer
des erreurs de déroulement de phase interférométrique, et ainsi générer des zones de données
manquantes par suppression des valeurs incertaines de la phase. Toujours en étude des glissements
de terrain par InSAR, [Aslan2020] suppriment simplement les données acquises durant la saison
hivernale, où la neige réduit la capacité de détection en haute altitude [Solari2018]. Dans cette
même étude, les données affectées par le bruit atmosphérique corrélé à la topographie de surface
sont également supprimées.

En mesure du déplacement des glaciers de montagne, la topographie en relief réduit la vi-
sibilité des vallées glaciaires, qui sont rarement visibles sur les deux trajectoires ascendantes et
descendantes du satellite [Trouvé2007]. Lorsqu’une seule projection du déplacement dans la ligne
de visée SAR est disponible, le calcul du champ de vitesse requiert la formulation d’une hypothèse
forte sur le comportement du déplacement de surface, comme sa direction de mouvement [Jou-
ghin1998]. De plus, le signal est sensible aux conditions atmosphériques (pression, température,
humidité) difficiles à modéliser en milieu montagneux. La perte de cohérence temporelle causée
par les changements rapides de la glace en mouvement dans les zones d’ablation ainsi que l’évolu-

11



Chapitre 1. Données manquantes en mesure de déplacement par télédétection : aperçu et
problématique

Figure 1.5 – Déplacement DInSAR moyen dans la ligne de visée calculé à partir d’images ENVISAT sur la
période 2007-2010 en zone urbaine (Shanghai, Chine) [Pepe2016].
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tion de la couverture neigeuse dans la zone d’accumulation 5 exige de traîter des images acquises
à un faible intervalle de temps, ce qui limite le nombre de données utilisables [Dehecq2015], en
particulier dans les massifs alpins tempérés où la taille moyenne des glaciers est plus petite. La
figure 1.6 montre deux interférogrammes déroulés sur les glaciers du Gorner (Suisse) et de Miage
(Italie). La plupart des données manquantes sont situées dans des zones à cohérence faible. On
constate aussi des sauts de phase qui proviennent d’erreurs lors du déroulement de phase.

16/01/2017 - 22/01/2017 21/02/2017 - 27/02/2017

Figure 1.6 – Interférogrammes déroulés (centimètre dans la ligne de visée) calculés à partir de paires (6
jours) d’images SAR Sentinel-1 A/B sur les glaciers du Gorner (gauche) et de Miage (droite). La représenta-
tion est en géométrie radar.

La figure 1.7 est un autre exemple d’interférogramme déroulé sur une grande zone située au
sud-ouest de la ville de Mexico, dont la topographie en relief provoque occasionnellement des
erreurs de déroulement de phase.

Corrélation d’amplitude

La corrélation d’amplitude (offset tracking) est une technique de mesure du mouvement entre
deux images utilisant la similarité de l’intensité ou l’amplitude des pixels. Cette technique a été
utilisée pour estimer les déplacements de surface de forte magnitude issus de séismes, de l’activité
volcanique, des glissements de terrain et depuis une vingtaine d’année pour l’estimation de la
vitesse de surface des glaciers [Strozzi2002]. Le principe consiste à rechercher le maximum de la
valeur de similarité entre les deux images grâce à un système de fenêtres glissantes. Parmi les autres
techniques de corrélation ayant été développées depuis, on peut citer la méthode IPS [Serafino2006]
qui repose sur l’exploitation du signal de rétrodiffusion de cibles isolées et brillantes, ou encore
l’algorithme de [Erten2009], qui propose l’évaluation d’un critère de maximum de vraisemblance
à partir de la fonction de probabilité du ratio des chatoiements (speckle) des deux images.

Calcul de déplacement par la méthode du maximum de similarité La méthode du maximum
de similarité cherche à estimer un déplacement en comparant les points d’un couple d’images
(image 1 et image 2) acquises à deux dates différentes. La similarité entre les images 1 et 2 est
calculée à l’aide d’un critère de corrélation [Faugeras1993], appelé aussi fonction de similarité.
Si l’on note I1(i, j) et I2(i, j) les valeurs d’intensités au pixel (i, j) dans l’image 1 et l’image 2
respectivement, la fonction de similarité a pour expression :

5. La zone d’ablation est la partie du glacier concernée par la perte de masse, alors que la zone d’accumulation est
la partie où la neige se transforme en glace. Ces deux zones sont séparées par la ligne d’équilibre du glacier, qui sépare
la partie du glacier où le bilan de masse est excédentaire (accumulation) et la partie du glacier où le bilan de masse est
déficitaire (ablation).
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Figure 1.7 – Interférogrammes déroulés non corrigés (centimètres dans la ligne de visée) à trois dates
différentes calculés à partir d’image Sentinel-1 A/B sur la région montagneuse de l’ouest et du sud-ouest de
Mexico (L. Maubant, ISTerre, communication personnelle).

sim(p, q) =

∑
i,j∈Ω1

(
I1(i, j)− I1

)
×
(
I2(i+ p, j + q)− I2

)√∑
i,j∈Ω1

|I1(i, j)− I1|2 ×
√∑

i,j∈Ω1
|I2(i+ p, j + q)− I2|2

(1.3)

où I1 et I2 désignent respectivement la moyenne des valeurs d’intensités au sein de fenêtres
de corrélation Ω1 et Ω2 ayant la même taille dans les deux images. Ce critère de corrélation,
appelé Zero-mean Normalized Cross-Correlation (ZNCC), possède des variantes selon le type
de normalisation ou le type de corrélation (pour un récapitulatif, voir la thèse de R. Fallourd
[Fallourd2012], et l’étude de [Vernier2011] qui fournit une version optimisée de la ZNCC). Le
vecteur de déplacement

−→
d (i, j) au pixel (i, j) est obtenu en calculant la ZNCC entre la fenêtre Ω1

centrée en (i, j) dans l’image I1 et la fenêtre Ω2 translatée de (p, q) dans l’image I2. La recherche
est réalisée sur une fenêtre de recherche ∆ englobant les fenêtres de corrélation, dont la taille
dépend de l’information a priori sur le déplacement. Le vecteur de déplacement au pixel (i, j)
correspond alors au maximum de la similarité au sein de la fenêtre de recherche ∆ :

−→
d (i, j) = (popt, qopt) = arg max

(p,q)∈∆
sim(p, q) (1.4)

où (popt, qopt) est le décalage (offset) qui maximise la fonction de similarité sim(p, q).

Données manquantes Les fonctions de similarité peuvent être utilisées comme valeur de
confiance pour sélectionner les pixels à forte similarité entre deux images. La valeur de la fonction
de similarité dépend de plusieurs facteurs liés à la structure de la surface observée. Par exemple,
cette valeur sera probablement haute dans une zone crevassée dont la signature apparaît sur les
deux images étudiées, à condition que la fenêtre de corrélation soit assez grande pour capturer
toute cette zone. À l’inverse, les zones homogènes, comme un sol dépourvu de points isolés à
forte intensité ou les zones de couverture neigeuse, résultent en une faible similarité. De plus, si la
vitesse de surface est très importante entre deux acquisitions, un point sur la première image peut
se retrouver en dehors de la fenêtre de recherche dans la seconde image, ce qui engendrera une
valeur faible de la fonction de similarité (c’est-à-dire du pic de corrélation).

Dans la littérature, il est commun que les pixels dont la valeur du maximum de similarité est
inférieure à un seuil soient masqués afin de préserver les zones où la confiance en la mesure est
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élevée [Nakamura2007,Fallourd2011]. Comme le montre la figure 1.8, les valeurs du maximum de
la ZNCC inférieures à 0.2 ont été masquées, ce qui résulte en un champ de déplacement incomplet
sur la majeure partie du glacier.

a) b) c)

Figure 1.8 – Estimation du déplacement du glacier d’Argentière par corrélation d’une paire d’images
TerraSAR-X entre le 29 septembre et le 10 octobre 2008. a) pics de corrélation ZNCC; b) magnitude du
déplacement ; c) estimation de l’orientation du déplacement. Figure tirée de [Fallourd2011] ©2011 IEEE.

Ce phénomène n’est pas réservé au glacier d’Argentière mais à tout type de déplacement, dont
la taille, l’orientation par rapport à la ligne de visée, les caractéristiques de la surface observée
(présence ou non de structure, zones de saturation) et la vitesse de déplacement (plus ou moins
marquée) sont la source d’un phénomène de décorrélation entre deux acquisitions, ce qui ne
permet pas toujours d’obtenir une similarité suffisante et par conséquence une valeur observée du
déplacement.

1.2.2 L’imagerie optique

Bien avant qu’elle ne soit appliquée à l’imagerie SAR, l’estimation du mouvement par cor-
rélation d’image a été appliquée sur des images optiques numériques [Anuta1970]. En télédé-
tection, [Scambos1992] ont d’abord appliqué une intercorrélation sur des images Landsat pour
mesurer les vitesses d’écoulement de glaciers en Antarctique. [Berthier2005] a ensuite appliqué
cette technique aux glaciers alpins à partir de séries temporelles d’images moyenne résolution
ASTER et haute résolution SPOT, dont la précision de ces dernières se rapproche de celle obtenue
par InSAR.

Comme en imagerie SAR, le calcul du déplacement par corrélation d’images optiques est
fortement dépendant de la qualité de la corrélation. Lorsque cette technique est automatisée et
incorporée dans une chaîne de traitement, elle peut exiger la sélection d’un maximum de paires
d’images disponibles. Comme l’écrit [Dehecq2015] dans sa thèse (p. 63),

[...] une seule paire permet rarement d’avoir une couverture complète de la région
imagée, en raison d’ombres, de nuages ou de la saturation dans certaines zones,
qui vont induire des trous ou des mauvais appariements dans le résultat final. Mais
plusieurs paires peuvent être complémentaires, en raison des différences de conditions
de surface, d’éclairement, etc... ce qui permet d’augmenter la couverture spatiale du
champs de vitesse.

L’incomplétude de données est donc un problème fréquent : une démarche commune consiste
alors à proposer un traitement supplémentaire comme un moyennage temporel des cartes de
déplacement, ce qui ne permet pas d’avoir un suivi de l’évolution temporelle du déplacement
observé. À titre d’exemple, les figures 1.9 montrent l’estimation des vitesses de surface moyennes
sur deux massifs alpins européens calculées à partir d’une archive d’images Landsat 7 entre 1999
et 2003. Dans le massif duMont-Blanc, la plupart des valeurs manquantes sont situées sur les petits
glaciers, ou dans des zones dont la surface est peu structurée, comme la moitié haute du glacier
d’Argentière. Dans les alpes bernoises, c’est notamment toute la partie haute du glacier d’Aletsch,
le plus grand glacier des Alpes, qui est concernée par l’incomplétude du déplacement.
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Figure 1.9 – Vitesses de surface (m/an) des glaciers du Mont-Blanc (gauche) et des alpes bernoises (droite)
obtenues pour la période 1999-2003 à partir d’images Landsat 7 [Dehecq2015].

La figure 1.10 montre les vitesses de surface du glacier Fox, en Nouvelle-Zélande, estimées
par calcul de la corrélation de paires d’images Sentinel-2 à partir d’une version modifiée de
l’algorithme ampcor du code ROI_PAC (Repeated Orbit Interferometry Package) [Rosen2004].
Les déplacements manquants sont issus de valeurs de corrélation trop basses dans des zones à
haute saturation, comme en amont du glacier, ou des zones à très fort déplacement comme dans la
zone centrale du glacier, réputée rapide [Kääb2016].

Figure 1.10 – Vitesse de surface (m/an) sur le glacier Fox en Nouvelle-Zélande. Le calcul des vitesses est
issu de la chaîne de traitement développée par [Millan2019]. Les contours sont ceux du Randolph Glacier
Inventory (RGI) [Consortium2017].

Remarque Notons que les données manquantes semblent, dans la plupart des exemples men-
tionnés jusqu’ici, posséder une certaine dépendance spatiale et temporelle, voire spatio-temporelle.
Bien que nous n’ayons pas encore fait état des différentes méthodes existantes pour l’interpolation
de donnéesmanquantes, une connaissance de cette dépendance peut s’avérer utile avant de dévelop-
per une telle méthode, qui pourra exploiter la corrélation spatiale, temporelle ou spatio-temporelle
du champ de déplacement pour reconstruire les données.

1.2.3 Le Global Network Satellite System

Le Global Network Satellite System (GNSS) est un terme générique standard pour désigner
tous les systèmes de navigation satellite, comme GALILEO, GPS, GLONASS, BeiDou, etc. Le
principe du GNSS est le suivant : la distance entre un émetteur et un récepteur d’onde radio est
déduite de la mesure des temps de transmission et de réception, en faisant l’hypothèse que l’onde a
une vitesse proche de la vitesse de la lumière. Dans notre cas, les émetteurs sont plusieurs satellites
situés à 20 200 kilomètres du sol terrestre dont la position exacte est connue [Duquenne2005] et
qui transmettent régulièrement un signal en direction de la Terre, et le récepteur est un instrument
capable de calculer sa propre position dans un repère géodésique en trois dimensions. Pour détecter
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un déplacement d’une surface dans le temps et en déduire une vitesse, on peut alors mesurer l’onde
reçue à plusieurs intervalles de temps.

De nombreuses études font état demesuresGNSS incomplètes, dont [Dong2006,Kositsky2010,
Xu2016,Gualandi2016,Liu2018a,Khazraei2019,Maubant2020]. Les causes de valeursmanquantes
sont multiples : maintenance des capteurs nécessitant une mise hors service, dysfonctionnement
dû aux perturbations du milieu naturel (éboulement, zone instable), attenuation ou difficulté de
traitement du signal reçu ou suppression de valeurs atypiques. La plupart des données manquantes
en mesure GNSS ont une forme corrélée temporellement puisque l’analyse se concentre souvent
sur des séries temporelles mesurées par des récepteurs. Certaines zones sont parfois suivies par
un ensemble de capteurs, appelé réseau de récepteurs, ce qui est par exemple le cas du Piton de la
Fournaise sur l’île de la Réunion. Un arrêt de tout ou partie du réseau de capteurs sur une période
peut donc engendrer une incomplétude de données de forme spatio-temporellement distribuée (voir
figure 1.2).

1.3 Méthodes pour l’interpolation de données manquantes

1.3.1 Méthodes en télédétection

Il existe en télédétection une quantité considérable de méthodes d’interpolation des données
manquantes dont nous n’avons pas la prétention de dresser un portrait exhaustif. Nous voulons
simplement faire état des grandes familles de méthodes existantes selon deux types de classification
données dans la littérature.

La première, formulée dans le livre Statistical Analysis with Missing Data de [Little2002],
identifie quatre grandes catégories de méthodes, lesquelles ne sont pas exclusives les unes par
rapport aux autres :

1. Les méthodes basées sur l’omission des données manquantes. Ces procédures consistent
simplement à retirer les données manquantes et à mener l’analyse sur les données observées
seulement. On peut citer par exemple l’omission par liste (listwise deletion) ou l’omission
par paire (pairwise deletion). La première consiste à supprimer toutes les variables si une
seule observation est manquante. Par exemple, si un sujet dépend des trois variables X , Y ,
Z et si une observation manque sur Y , on supprime les observations des variables X et
Z pour ce même sujet. Ce mode opératoire simple peut se révéler très pratique lorsque la
quantité de données manquantes est faible par rapport au nombre de données observées.
L’inconvénient repose essentiellement sur la perte d’information que produit l’omission,
induisant une perte de précision sur la connaissance des paramètres statistiques régissant les
données [Olinsky2003], surtout si ces derniers sont estimés à partir d’une sous-population.

2. Lesméthodes basées sur les poids. Selon la probabilité d’apparition d’une observation au sein
d’un jeu de données, un poids plus ou moins important peut être attribué à cette observation.
De manière générale, le poids est inversement proportionnel à la probabilité d’apparition
d’une observation.

3. Les méthodes d’imputations des données manquantes. [Little2002] définissent l’imputation
comme toute procédure visant à remplacer les valeurs manquantes par des valeurs pré-
dites ou observées. On peut citer l’imputation hot deck qui consiste à remplacer les valeurs
manquantes par des valeurs existantes, l’imputation par la moyenne où les moyennes sont
substituées aux données manquantes, ou encore l’imputation multiple [van Buuran2012],
qui consiste à remplacer les données manquantes par des valeurs générées m fois à partir
d’une distribution donnée, puis à moyenner l’ensemble des m imputations. L’avantage de
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cette stratégie est qu’elle est applicable à tout type de données manquantes (MCAR, MAR,
MNAR) et est relativement simple à implémenter. [Molnar2008] a cependant souligné qu’un
certain type d’imputation, celle consistant à remplacer les données manquantes par la der-
nière valeur observée, peut introduire des biais non négligeables, voire mener à un résultat
catastrophique. Enfin, lorsque les données sont imputées par des valeurs prédites, on parle
alors d’interpolation. Beaucoup de méthodes d’interpolation existent dans la littérature, et
c’est en partie dans cette catégorie que s’inscrit le travail de cette thèse et notamment les
chapitres 2 et 3.

4. Les méthodes basées sur un modèle statistique. Une gamme importante de méthodes consiste
à définir un modèle régissant les données observées puis à procéder à une inférence reposant
sur la distribution a posteriori ou la vraisemblance, notamment en estimant les paramètres
statistiques régissant ce modèle par des procédures comme le maximum de vraisemblance.
Cette approche a plusieurs avantages dont la flexibilité, la possibilité d’évaluer les hypothèses
de départ sur le modèle et enfin la garantie de fournir des estimations des paramètres
statistiques prenant en compte le type d’incomplétude des données. Ce type de méthode
constitue le second socle dans lequel s’inscrit cette thèse.

Remarque À la différence des méthodes d’imputations, les méthodes basées sur un modèle n’ont
pas directement pour but de prédire les données manquantes, mais plutôt d’estimer les paramètres
statistiques sous contrainte d’un modèle défini. La plupart des méthodes que nous allons présenter
ci-après et au cours de ce manuscrit sont soit des méthodes d’imputations des données manquantes,
soit des méthodes basées sur un modèle statistique.

La seconde classification, formulée en partie dans l’état de l’art de [Shen2015], est spécifique-
ment conçue pour catégoriser les méthodes d’interpolation des données manquantes en télédétec-
tion. On pourra également se référer à l’étude de [Lepot2017], qui dresse un panorama instructif
des méthodes d’interpolation pour l’analyse de séries temporelles. Cette classification repose sur
le type d’information utilisée lors de l’interpolation, selon qu’elle est basée sur la corrélation spa-
tiale, temporelle, spectrale ou sur une combinaison d’un ou plusieurs types de corrélation. Nous
faisons ici état des approches spatiales, temporelles et spatio-temporelles, avec quelques exemples
de méthodes.

1. Approches spatiales. La prise en compte de la corrélation spatiale est classique lorsque l’on
traîte de champs géophysiques spatiaux. Le krigeage est une méthode très populaire en géo-
statistique et possède de nombreuses variantes. Leurs principes reposent sur un dénominateur
commun : une valeur interpolée est estimée par une combinaison linéaire pondérée des va-
leurs proches, où les poids et le nombre de valeurs utilisées sont dépendants de la corrélation
ou de la covariance des données [Goovaerts1997]. L’avantage de cette famille de méthode
repose notamment sur la possibilité de fournir une mesure quantitative de l’incertitude asso-
ciée à la prédiction des données manquantes, alors que l’inconvénient est principalement le
temps de calcul que requiert l’inversion de la covariance spatiale, parfois de grande dimen-
sion. [Cressie2008] a cependant proposé un krigeage "à dimension fixe", où la covariance
spatiale des données possède une flexibilité qui dépend du type de dépendance spatiale des
données, réduisant ainsi la dimension à partir de laquelle est estimé la covariance. D’autres
méthodes utilisent la décomposition du signal en fonction empiriques orthogonales (EOFs)
spatiales [Beckers2003] qui permettent une prise en compte de la corrélation spatiale du
champ étudié ;

2. Approches temporelles. Parmi les méthodes les plus classiques, citons l’interpolation aux
plus proches voisins (NNI pour Nearest Neighbor Interpolation), la pondération inverse à
la distance (PID), l’interpolation basée sur un polynôme (interpolation cubique, interpola-
tion par les splines). Ces méthodes ont initialement été développées pour traîter des séries
temporelles univariées, mais leur extension aux données multivariées (ensemble de pixels
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d’un champ) existe. La méthode CACAO [Verger2013] utilise le motif saisonnier de pixels
sur des images d’indice de surface foliaire (LAI, Leaf Area Index), ainsi qu’un modèle cli-
matologique 6 comme informations temporelles pour prédire les données manquantes. Le
programme TIMESAT [Jönsson2004] repose sur l’ajustement des données par des filtres
adaptatifs de Savitzky-Golay et des fonctions gaussiennes asymétriques. Cette méthode
nécessite une connaissance préliminaire du phénomène saisonnier et un pré-traitement des
valeurs atypiques. Les EOFs temporelles sont également utilisées pour extraire des tendances
temporelles à partir de séries incomplètes, technique que l’on peut classer dans l’analyse
spectrale singulière (SSA) [Kondrashov2006] et sa version multivariée (M-SSA) ;

3. Approches spatio-temporelles. Ces méthodes combinent l’approche spatiale et temporelle.
Citons par exemple la méthode gapfill [Gerber2018], dont la prédiction des données man-
quantes repose sur une régression quantile, le krigeage spatio-temporel [Zeng2013b], qui
utilise un modèle de variogramme décrivant la corrélation spatio-temporelle des données,
la régression spatio-temporelle [De Oliveira2014], qui consiste à prédire les valeurs man-
quantes au sein d’une fenêtre spatio-temporelle par un modèle de régression linéaire, ou
encore la 2D-SSA étendue aux séries temporelles d’images [von Buttlar2014]. Plus récem-
ment, uneméthode d’interpolation utilisant des réseaux de neurones profonds a été appliquée
à des images MODIS incomplètes [Zhang2018], ce qui nécessite néanmoins un grand vo-
lume de données d’entraînement. Ces méthodes, parfois très différentes, ont en commun
d’utiliser la corrélation spatiale et temporelle des données observées afin de prédire les
données manquantes.

Le diagramme en figure 1.11 offre un aperçu non-exhaustif des méthodes récentes selon cette
classification, ainsi que le positionnement de cette thèse.

Remarque D’autres catégories pourraient également être ajoutées, celles des approches spec-
trales ainsi que celles combinant l’approche spectrale et les approches mentionnées ci-dessus.
L’approche spectrale fait usage de la diversité spectrale et de la redondance d’information présente
dans les images multi-spectrales et hyper-spectrales pour reconstruire les données manquantes sur
une bande spécifique.

1.3.2 Méthodes en mesure de déplacement
Dans la continuité de ce qui vient d’être présenté, nous voulons ici passer en revue les quelques

moyens mis en oeuvre dans la littérature pour traîter les données manquantes en mesure de
déplacement, ce qui est l’objet principal de cette thèse.

En InSAR

Nous avons vu qu’en mesure de déplacement InSAR, la perte de cohérence entre deux images
acquises à deux temps différents est génératrice de données incomplètes, transférant ainsi le
problème de la cohérence faible à un problème de données manquantes. Les études que nous avons
citées en section 1.2.1 omettent les valeurs manquantes, ce qui peut poser problème si l’on veut
connaître le comportement (spatial et temporel) local du déplacement ou si l’on veut construire
un modèle statistique à partir des données incomplètes. Afin de gérer les valeurs manquantes,
[Pepe2016] utilisent un modèle de déformation externe (description analytique de la déformation
au cours du temps), ce qui requiert des hypothèses supplémentaires sur le comportement physique
de la déformation dans les zones de données manquantes. [Chen2017] utilisent la fusion de données
et des observations multi-capteurs pour faire face à l’incomplétude temporelle des données InSAR.

6. Ensemble de mesures décrivant les variations de paramètres climatiques sur une longue période.
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Figure 1.11 – Aperçu de quelquesméthodes récentes classées par approche spatiale, temporelle ou spatio-
temporelle, et positionnement de notre étude.

Cette approche différente demande un traitement qui dépend de plusieurs types de données dont
l’incertitude varie.

Lorsque des méthodes d’interpolation sont mises en oeuvre, celles-ci utilisent assez clas-
siquement l’information spatiale afin d’interpoler les valeurs manquantes. On pourra citer les
méthodes comme l’analyse par régression, la NNI, la pondération inverse ou angulaire à la
distance, l’interpolation par les splines et/ou bicubique et le krigeage [Gudmundsson2002, Jo-
livet2011,Wu2013,Chang2018], ou un simple moyennage spatial [Maubant2020]. Ces méthodes
font parties des approches spatiales citées précédemment et n’utilisent donc pas l’information
temporelle, ce qui peut être problématique lorsque le processus physique étudié évolue dans le
temps [Choudhury2015], ce qui est le cas du déplacement terrestre.

Un état de l’art minutieux sur l’interpolation de champs de déplacement InSAR, comme les
interférogrammes, ainsi que des champs de déplacement issus de la corrélation d’amplitude, révèle
qu’aucune méthode n’y est spécifiquement dédiée, et ce alors que la complétude des champs de
déplacement se révèle être un facteur clef pourmieux comprendre les phénomènes observés, surtout
lorsqu’il s’agit de cibles à fort taux de décorrélation (glaciers, volcan couvert de végétation, etc.).
De plus, il semble nécessaire de considérer la spécificité des données de déplacement InSAR en
terme de :

1. complexité du champ de déplacement, dont le comportement dépend à la fois du support de
déplacement : glace en mouvement (glaciers alpins, inlandsis), roche ou sédiment (glacier
rocheux, plaque terrestre, lave), milieu urbain, et de la nature du déplacement : linéaire,
oscillatoire, périodique, non-linéaire (voir [Mora2003]), etc. ;

2. corrélation du bruit à différentes échelles de temps et/ou d’espace, qui peut prendre des formes
diverses, telles que des perturbations atmosphériques et/ou des erreurs lors du déroulement
de la phase interférométrique.

En effet, les perturbations atmosphériques constituent une source récurrente d’artéfacts affec-
tant la précision de la mesure InSAR [Bürgmann2000,Hanssen2001], bien plus que les artéfacts
dus aux erreurs résiduelles orbitales [Fattahi2014]. L’étude de [Doin2009] a par ailleurs montré
que la composante troposphérique de la phase peut biaiser la mesure du champ de déplacement
InSAR. La contribution atmosphérique au déplacement de surface est souvent modélisée par un
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bruit aléatoire corrélé, caractérisé par une fonction d’autocorrélaton ou une fonction de cova-
riance [Tarantola1987,Fukushima2005] définie par :

C(r) = σ2 exp(−r/a) (1.5)

où r est la distance entre deux points du champ de déplacement, σ2 est la variance du bruit et
a est la longueur de corrélation.

Positionnement 1. Le développement d’une méthode d’interpolation de champs de dépla-
cement InSAR, pour être pleinement effective, devrait prendre en compte les spécificités des
données de déplacement InSAR citées ci-dessus tout en fournissant la possibilité d’utiliser
la corrélation temporelle des champs de déplacement. Idéalement, une telle méthode serait
indépendante d’unmodèle externe afin de pouvoir être appliquée à plusieurs types de champs
de déplacement SAR. Ceci est notamment l’objet du chapitre 2 de cette thèse.

En corrélation d’amplitude d’images SAR et optique

En corrélation d’amplitude d’images SAR, une étude a récemment utilisé un réseau de neurones
pour interpoler un seul champ de déplacement issu de la corrélation du chatoiement, fournissant
ainsi de meilleurs résultats qu’un krigeage [Zhang2019]. Cette technique utilise ainsi strictement
l’information spatiale. Une recherche minutieuse n’a pas permis de trouver d’autres techniques
existantes. Concernant la corrélation d’images optiques, aucune méthode dédiée à la reconstruc-
tion de données manquantes de champs de déplacement n’a, à notre connaissance, été développée
jusqu’ici. Dans les deux cas (corrélation d’images SAR et d’images optiques), la logique veut que
l’on supprime les valeurs de déplacement associées à une corrélation faible, comme c’est le cas
des travaux mentionnés en sections 1.2.1 et 1.2.2. En milieu montagneux, cela peut engendrer
des zones de données manquantes particulièrement étendues spatialement et temporellement. Les
études mentionnées se contentent d’omettre simplement les valeurs manquantes, ou d’appliquer
un moyennage pour calculer des vitesses moyennes sur des longues périodes [Berthier2005, Fal-
lourd2012, Dehecq2015, Millan2019], ce qui peut entraver le suivi continu spatio-temporel de
l’évolution des vitesses de surface.

Positionnement 2. La proportion de donnéesmanquantes pouvant être assez importante dans
les champs de déplacement issus de la corrélation d’images en milieu montagneux, la prise
en considération de la corrélation spatiale en plus de la corrélation temporelle peut s’avérer
utile pour reconstruire les données manquantes. Le comportement du déplacement en terme
de complexité du champ de déplacement (voir sous-section précedénte, item 1.) devrait
aussi être pris en compte dans la reconstruction. Comme énoncé lors du positionnement 1,
la reconstruction des données manquantes ne devrait pas reposer sur un modèle externe aux
données. Ceci est notamment l’objet des chapitres 2 et 3 de cette thèse.

Mesure GNSS

À la différence de l’imagerie optique et SAR, la prédiction de données manquantes dans
des séries temporelles de mesure GNSS a fait l’objet de beaucoup d’études. Dans le travail
de [Dong2006], les auteurs utilisent une approche basée sur l’analyse en composante principale
(ACP) et sur l’expansion du signal en composantes spatiales et temporelles, que l’on peut appeler
transformée deKarhunen-Loève, pour reconstruire les données. [Gualandi2016] utilisent également
des méthodes similaires afin de prédire les données manquantes dans un problème de séparation
de sources. [Xu2016] considère en plus la problématique, toujours d’actualité, d’un bruit dominant
sur le signal de déplacement d’origine géophysique, ce qui est assez commun aux données GPS
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[Ray2008]. [Khazraei2019] a plus récemment utilisé une technique similaire basée sur la génération
de simulations de type Monte Carlo et a montré qu’il était possible d’extraire des variations inter-
annuelles ou intra-annuelles à partir de mesures incomplètes. L’amplitude du bruit blanc et la
présence d’autres signaux périodiques dans la mesure de déplacement constituent toutefois une
limite au succès de l’extraction du signal d’intérêt. Enfin, deux autres méthodes ont également été
appliquées : l’interpolation log-normale [Kositsky2010] ainsi que le filtrage de "Kriged" Kalman
[Liu2018a] permettant d’interpoler des données manquantes temporellement continues en prenant
en compte la corrélation spatiale en plus de la corrélation temporelle des données.

1.4 Approches prédictives
1.4.1 Les fonctions empiriques orthogonales

Karl Pearson, eugéniste anglais de la fin du XIXème siècle, fût aussi un promoteur du socialisme
allemand, notamment en se proposant à Karl Marx comme traducteur des volumes existants du
Capital 7. Si cela peut paraître surprenant, c’est parce que Pearson est plutôt connu aujourd’hui pour
être l’un des fondateurs majeurs de la statistique moderne. Parmi ses nombreuses contributions, on
peut citer le coefficient de corrélation de Pearson, la méthode des moments, l’analyse en compo-
santes principales (PCA), reprise et développée plus tard par [Hotelling1933,Hotelling1935], dont
les fonctions empiriques orthogonales (EOFs) découlent directement. Les EOFs ont d’abord été
utilisées en sciences de l’atmosphère par [Obukhov1947], [Fukuoka1951], [Lorenz1956] et [Kutz-
bach1967], comme méthode d’exploration des données atmosphériques puis météorologiques en
temps et en espace, en toute indépendance d’un modèle. Depuis, les EOFs ont été utilisées dans
des champs aussi divers que la réduction de dimension de données [Hannachi2001], l’extraction
de structures dynamiques et le filtrage [Broomhead1986, Kimoto1991, Plaut1994]. L’analyse en
EOF repose sur la recherche d’un ensemble de motifs spatiaux orthogonaux ainsi que de com-
posantes principales (PC) décorrélées, lesquelles peuvent être interprétées indépendamment les
unes des autres afin de dégager des variabilités générales et/ou particulières. Pour une description
détaillée des techniques issues de l’ACP et des EOFs, le lecteur pourra se référer au livre de [Prei-
sendorfer1988]. L’article de [Hannachi2007] dresse un état de l’art sur les EOFs en sciences de
l’atmosphère et du climat, lequel fournit en partie une base à la présente section.

La simplicité d’implémentation, la possibilité d’interprétation physique des EOFs et l’absence
d’information a priori sur le comportement des données sont quelques uns des avantages pou-
vant servir à justifier la mise en oeuvre de l’analyse en EOF. Initialement, celle-ci repose sur la
décomposition d’un champ spatio-temporel continu X(t, s), où t est le temps et s la position
spatiale :

X(t, s) =
R∑
i=1

ai(t)ui(s) (1.6)

où ui(s) sont des fonctions de l’espace et ai(t) des fonctions du temps. On dira ici queX(t, s)
est décomposé en R modes de variabilité ou modes EOF. L’expression (1.6) découle directement
du théorème Kosambi-Karhunen-Loève (KKL) [Kosambi1943, Loève1945, Karhunen1946], qui
permet une représentation deX par la somme du produit de variables aléatoires non corrélées et de
fonctions continues réelles orthogonales sur un intervalle défini. Ces fonctions, désignées plus tard
comme fonctions empiriques orthogonales par les atmosphéristes, sont obtenues en diagonalisant

7. https://www.britannica.com/biography/Karl-Pearson
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la matrice de covariance ou de corrélation du champ continuX représenté mathématiquement par
le théorème KKL. La structure symétrique de ces matrices rend alors la décomposition en valeurs
singulières (SVD) [Golub1996] particulièrement adaptée pour en effectuer la diagonalisation. Les
EOFs sont dites temporelles ou spatiales selon sur quelle dimension (temps ou espace) la matrice
de covariance est calculée, laquelle est alors appelée matrice de covariance temporelle ou spatiale.
Il est d’usage de regrouper les modes EOFs en trois catégories désignant les variabilités qui
composent le signal : tendances, formes oscillatoires et bruit [Ghil2002] (voir figure 1.12). On
comprend aisément qu’une telle représentation est liée à la répartition en fréquences du signal, où
les premiers modes représentent les fréquences les plus basses et les derniers modes les fréquences
les plus hautes. La décomposition de Fourier n’est qu’un cas particulier de cette représentation,
puisque les fonctions orthogonales y sont imposées (sinusoïdes à fréquences constantes), alors que
l’on cherche ici les fonctions décrivant le mieux les données.

Une partie du travail, non la plus aisée, consiste ainsi à sélectionner un nombre réduit de
modes pouvant "expliquer" la partie la plus significative du comportement des données en terme
de variance, en éliminant ainsi la partie du signal identifiée comme étant du bruit parasite ou inutile.

Temps
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Figure 1.12 – Exemple d’un signal périodique (gauche) et des modes de variabilité qui le composent
(droite) : (a) tendance, (b) oscillations et (c) bruit. Ici, la somme des modes de variabilité permet de re-
construire le signal. Spectralement, la tendance correspond à une fréquence basse, tandis que le bruit est
(généralement) un événement haute fréquence.

Organisation des données

Dans la littérature de l’analyse en EOF, le champ spatio-temporel X(t, s) est représentée par
une grille de données 8, elle-même contenue dans une matriceX de tailleN×P (ou P ×N ), oùN
est le nombre d’observations temporelles et P le nombre de positions spatiales. Nous choisissons
d’adopter la seconde représentation, où la matrice X est de taille P × N . Les valeurs de X à la
position s et au temps t sont notées (xst)1≤s≤P,1≤t≤N et X admet la définition suivante :

X =
(
x1,x2, . . . ,xN

)
=


x11 x12 · · · x1N

x21 x22 · · · x2N

...
...

. . .
...

xP1 xP2 · · · xPN

 (1.7)

Chaque colonnext =
(
x1t, x2t, . . . , xPt

)T est une observation au temps t = 1, . . . , N , appelée
également vecteur d’état et chaque ligne est une série temporelle au point s. Une observation xt

8. Voir par exemple le tutoriel très complet de [Björnsson1997] sur le calcul des EOFs et leur interprétation.
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peut être une image ou un champ géophysique, représentée au départ sous la forme d’une matrice
2-D de taille Px × Py puis arrangée en un vecteur colonne de longueur P = Px × Py.

Calcul de la covariance

Comme nous l’avons évoqué, les EOFs sont obtenues en diagonalisant la matrice de covariance
du champ X contenu dans la matrice X. On définit ainsi la matrice de covariance empirique par :

Σ =
1

P
XTX (1.8)

Cette matrice de taille N × N est appelée matrice de covariance empirique temporelle car
elle est construite à partir du produit terme à terme de chaque vecteur d’état, dont la moyenne est
supposée nulle. La valeur de Σ à la position (i, j), notée (Σ)ij , est fournie par :

(Σ)ij =
1

P

P∑
k=1

xkixkj (1.9)

La matrice de covariance empirique spatiale, de taille P × P , est calculée par Σ = 1
NXXT .

Dans les deux cas (matrice de covariance temporelle et spatiale), Σ est symétrique et définie
positive, c’est-à-dire qu’il existe un vecteur x ∈ RN \ 0 ou RP \ 0 tel que xTΣx > 0. La
diagonalisation de X est réalisée à l’aide de la décomposition en valeurs singulières (SVD), définie
par la factorisation suivante :

X = VΛUT (1.10)

où V est une matrice unitaire de taille P × P contenant les vecteurs de base orthonormés
à gauche, Λ est une matrice de taille P × N dont la diagonale est composée de réels positifs
et de zéros ailleurs, et UT une matrice unitaire de taille N × N contenant les vecteurs de base
orthonormés à droite. La matrice de covariance temporelle peut alors être exprimée en fonction du
produit des SVD :

Σ = XTX = (VΛUT )T (VΛUT ) = UΛ2UT (1.11)

Cette dernière définition correspond à la décomposition en valeurs propres (EVD) de Σ. On
comprend aisément en regardant les deux dernières équations que les valeurs propres de Σ sont
égales à la racine carré des valeurs singulières de X. Les vecteurs propres orthogonaux de U, qui
sont les EOFs, sont ainsi aisément obtenus par cette procédure.

EOFs et données manquantes

En proposant une implémentation itérative du calcul des EOFs sur des imagettes radiométriques
du Advanced Very-High-Resolution Radiometer (AVHRR) contenant des données manquantes
(figure 1.13), l’étude de [Beckers2003] est la première à utiliser l’analyse en EOF comme méthode
d’interpolation de donnéesmanquantes. Parmi lesméthodes d’interpolation existantes en analyse de
séries temporelles, les EOFs ont depuis été utilisées de nombreuses fois en sciences de l’atmosphère
et en océanographie pour interpoler les données manquantes, souvent à des fins d’extraction des
caractéristiques spatio-temporelles de signaux géophysiques [Beckers2006,Alvera-Azcarate2007,
Taylor2013,Xu2016, Liu2018b]. Le principe de base de l’application des EOFs à l’interpolation
est similaire à celle de l’analyse en EOF, sauf que le champ de départX(t, s) contient à présent des
données manquantes. Il n’est donc pas directement possible de calculer la matrice de covariance à
partir du champ incomplet ni d’obtenir les EOFs. Une étape d’initialisation des donnéesmanquantes
est donc nécessaire avant la décomposition. Dans la procédure originale mise en oeuvre dans
[Beckers2003], l’initialisation est réalisée par 0 sur un champ dont la moyenne spatio-temporelle a
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été préalablement retirée (en sciences de l’atmosphère et du climat, on parle alors de l’anomalie).
Une SVD est alors appliquée sur le champ initialisé, puis une partie seulement des EOFs est utilisée
pour reconstruire le champ. Autrement dit, la SVD tronquée contenant une partie des EOFs permet
d’obtenir de nouvelles valeurs là où les données sont manquantes. Une fois les données manquantes
"remplies", cette procédure est répétée jusqu’à ce que l’erreur entre le champ initial et le champ
reconstruit converge.

Figure 1.13 – Extrait de la séquence d’images AVHRR (400 pixels) sur la mer Adriatique contenant des
nuages utilisées par [Beckers2003]. ©American Meterological Society. Figure utilisée avec permissions.

En mesure de déplacement InSAR, aucune étude ne s’est penchée sur la reconstruction de don-
nées manquantes à travers l’analyse en EOF. Dans leur travail récent, [Prébet2019] ont cependant
utilisé les EOFs afin d’extraire un signal de déplacement d’une série temporelle d’interférogrammes
calculés à partir d’images Sentinel-1 A/B sur le glacier du Gorner en Suisse. En sélectionnant un
nombre restreint de modes, la procédure utilisée permet de séparer le signal de déplacement tem-
porellement corrélé d’autres perturbations dans un contexte où le rapport signal sur bruit (SNR) est
bas. La figure 1.14 montre notamment que les franges interférométriques peuvent être reconstruites
dans un tel environnement chaotique. Afin d’optimiser la capacité de correction des perturbations,
les auteurs préconisent d’appliquer la méthode (appelée méthode PM pour Principal Modes) deux
fois : une fois sur les interférogrammes enroulés, puis une seconde fois après déroulement de la
phase interférométrique. Cette stratégie s’avère payante puisqu’elle permet de réduire les arté-
facts et d’obtenir ainsi un champ de déplacement plus cohérent. Toutefois, la méthode PM s’avère
peu apte à reconstruire la partie du signal de déplacement correspondant à des fréquences plus
hautes, ce qui est un des inconvénients des méthodes de type PCA face aux données aberrantes ou
atypiques [Serneels2008]. De plus, l’application de la méthode sur les interférogrammes enrou-
lés s’avère délicate, puisqu’il suffit que les valeurs reconstruites diffèrent légèrement des valeurs
observées pour que la phase déroulée soit déviée de manière importante par rapport à la vraie
valeur. Les auteurs mentionnent la possibilité d’appliquer la méthode PM en présence de données
manquantes, sans toutefois s’y engager. En effet, la présence de bruit dans les zones à cohérence
faible peut être interprétée comme une zone de données manquantes, transférant ainsi un problème
de filtrage en un problème d’interpolation.

Figure 1.14 – Interférogramme initial (a), reconstruit (b) et résidus (reconstruit-initial) sur le glacier du Gor-
ner. Figure tirée de [Prébet2019]. ©2019 IEEE.
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Positionnement 3. Il peut sembler pertinent, dans la continuité des travaux de [Prébet2019],
de proposer le développement d’une méthode d’interpolation reposant sur l’analyse en EOF
et capable d’utiliser l’information temporelle des champs de déplacement SAR (InSAR,
corrélation d’amplitude). Pour cela, il sera nécessaire de considérer la spécificité de ces
données en terme de complexité du champ de déplacement et de corrélation du bruit à
différentes échelles de temps et/ou d’espace, ce qui n’a pas été réalisé pour le moment.
Nous considérons qu’une méthode d’interpolation efficace devra répondre à ces critères
spécifiques. Pour ce qui est des déplacements InSAR, une telleméthode pourra être appliquée
sur les interférogrammes déroulés afin de minimiser les potentiels biais d’interpolation.

1.4.2 Les fonctions empiriques orthogonales étendues
Les Fonctions Empiriques Orthogonales Étendues (EEOFs), initialement introduite par le tra-

vail de [Weare1982], sont une extension des EOFs car elles permettent de capter la corrélation
temporelle des données en plus de la corrélation spatiale. Les EEOFs sont numériquement simi-
laires à la version multivariée de la SSA, appelée M-SSA [Broomhead1986,Vautard1992], et les
deux méthodes sont souvent prises pour synonyme [Von Storch2001]. La différence d’appellation
provient des origines de chacune des méthodes : la première découle de l’analyse de systèmes dy-
namiques dans des séries temporelles univariées alors que la seconde prend racine dans l’analyse
en composantes principales de champs météorologiques [Ghil2002].

En analyse en EEOFs, le vecteur d’état xt =
(
x1t, x2t, . . . , xPt

)T est étendu en alignant dans
un seul et même vecteur sa version décalée, ou copiée,M fois dans le temps :

yt =
(
x1t, . . . , xPt︸ ︷︷ ︸

xt

, x1,t+1, . . . , xP,t+1︸ ︷︷ ︸
xt+1

, . . . , . . . , x1,t+M−1, . . . , xP,t+M−1︸ ︷︷ ︸
xt+M−1

)
(1.12)

où t = 1, . . . N−M+1 etM est appelé paramètre de délai ou dimension embarquée. Le choix
du délai M , établi au préalable, est conditionné par deux considérations [Ghil2002] : la quantité
d’information extraite versus le degré de confiance statistique en cette information. Le premier
point exige une grande fenêtreM car plusM est grand, plus la série temporelle yt contiendra de
versions du vecteur d’état xt décalées dans le temps, alors que le second incite à un maximum de
répétitions du processus et donc à ce que le ratio N/M soit le plus grand possible. L’inclusion de
portions de signal temporellement retardées dans l’expression (1.12) peut être interprétée comme
une augmentation de données. La matrice de données admet à présent la forme :

X =


x1 x2 · · · xM

x2 x3 · · · xM+1

...
...

...

xN−M+1 xN−M+2 · · · xN

 (1.13)

Cette matrice est similaire à la forme présentée en équation (1.7), à l’exception du fait que ses
éléments sont à présent des vecteurs d’état xt et non plus des scalaires xij . La matrice X est de
taille (N −M + 1)× PM , ce qui est bien plus grand que la matrice initiale X de taille P ×N .
Similairement à la décomposition (1.8), la matrice de covariance est obtenue par :

C =
1

N −M + 1
X TX (1.14)

Cette matrice de covariance augmentée possède une structure de Toeplitz symétrique, c’est-à-
dire constante sur ses diagonales [Vautard1992]. À l’image des EOFs obtenues par décomposition
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de Σ, les EEOFs sont obtenues en décomposant C. Les signaux périodiques au sein du champ
spatio-temporel peuvent être identifiés par l’existence de paires de valeurs propres dégénérées 9

de la matrice de covariance. Cette technique se révèle être apte à identifier et isoler des structures
périodiques et propagatives au sein de signaux à partir de données multi-dimentionnelles [Ki-
moto1991,Plaut1994,Groth2015].

Alors que ces travaux s’inscrivent dans un régime où la dimension temporelle des données N
est grande par rapport à la dimension spatiale P , les travaux de [Golyandina2010,Golyandina2015]
proposent une implémentation de l’analye spectrale singulière sur une seule image à deux dimen-
sions, c’est-à-dire pourN = 1. Les pixels de l’image sont représentés dans une matrice de données
spatiales, laquelle est augmentée spatialement à l’aide d’une fenêtre glissante de taille Px × Py.
Le résultat est une grande matrice, dont la structure particulière est appelée Hankel-block-Hankel
(HbH). La matrice de covariance est ensuite estimée à partir du jeu de données augmenté. Une
approximation en rang faible de la covariance est ensuite implémentée par une troncature de sa
SVD, processus qui revient à sélectionner un nombre réduit de modes comme dans l’analyse en
EOF classique.

EEOFs et données manquantes

L’application des EEOFs (ou M-SSA) à la reconstruction de données manquantes s’est tout
naturellement étendue au cas de données géophysiques incomplètes, comme le démontrent les
études de [Kondrashov2006,Alvera-Azcarate2007,Xu2016]. Dans la première de ces trois études,
une procédure itérative de reconstruction est développée en s’appuyant sur l’algorithme de [Be-
ckers2003]. À la différence de cette dernière étude qui fait usage des EOFs spatiaux, les auteurs font
usage des EOFs temporels sur des données multivariées, utilisant donc la corrélation temporelle
pour reconstruire les données manquantes. Le travail de [Alvera-Azcarate2007] est une extension
directe de l’algorithme de [Beckers2003] aux données multivariées, où chaque variable est un
phénomène différent (température de surface de la mer, concentration en chlorophylle, vitesse de
vent) dont le vecteur d’état est augmenté. Comme le font remarquer les auteurs, l’utilisation d’une
matrice augmentée temporellement pour le calcul des EEOFs par rapport à l’utilisation des EOFs
classique présente l’avantage de pouvoir détecter des structures évolutives grâce à la présence
d’informations passées et/ou futures, si ces dernières ne sont pas manquantes dans la matrice
augmentée [Kim2000, Von Storch2001, Jollife2002]. De plus, la corrélation non-nulle entre les
variables physiques utilisées peut aider au processus de reconstruction [Gomis2001]. Enfin, le
travail de [Xu2016] porte sur la reconstruction de séries temporelles de déplacement mesurés par
GPS, ce qui est en lien avec cette thèse. La sélection du nombre de modes et du délai est effectuée
grâce à l’erreur moyenne quadratique entre les données initiales et les données reconstruites. Fi-
nalement, [von Buttlar2014] ont étendu les travaux de [Golyandina2010] en présence de données
manquantes sur une série temporelle d’images 2-D de divers champs géophysiques (température
de l’air, NDVI 10), alors que l’étude initiale proposait une implémentation sur une seule image.

Positionnement 4. Alors que les champs de déplacement contiennent des données man-
quantes spatio-temporelles, avec parfois des formes prolongées et corrélées comme dans le
cas de champs de déplacement issus d’un calcul de corrélation, il serait intéressant de prendre
comme point de départ l’algorithme de [von Buttlar2014] pour augmenter chaque champ
de déplacement en espace et ainsi utiliser la corrélation spatiale en plus de la corrélation
temporelle pour reconstruire les données manquantes.

9. Des valeurs propres sont dites dégénérées si la différence de leur amplitude respective est inférieure ou équivalente
à leur incertitude d’estimation. Ce concept sera étudié en profondeur lors du chapitre 3, notamment pour sélectionner
un nombre de modes optimal pour reconstruire des champs de déplacement incomplets.
10. Normalized difference vegetation index.
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1.4.3 Sélection du nombre de modes

Dans l’analyse en EOF et EEOF, le choix du nombre de modes est souvent un exercice délicat,
surtout si les données contiennent des perturbations de type corrélées (bruit corrélé) car ces
dernières sont difficiles à séparer du signal d’intérêt. Dans la littérature, ces perturbations sont
souvent associées à un "spectre rouge" (red spectra), où les modes contaminés par un tel bruit
contribuent de manière significative à la variance du signal, voire dominent les basses fréquences
du spectre [Kondrashov2006].

Dans la littérature, il est commun que le choix du nombre de modes soit guidé par la mesure
de la variance contenue dans les R premiers modes comparée à la variance totale du système 11

[Beckers2003,Hannachi2007], quantité exprimée par :

fi =

∑R
i=1 λi∑N
i=1 λi

(1.15)

où λi sont les valeurs propres du système etN est la dimension temporelle. On pourra exprimer fi
en pourcentage et choisir par exemple lesmodes dont la variance explique 90%de la variance totale.
Lorsque l’incertitude des données est connue, le choix du nombre de mode peut être déterminé
de manière à ce que l’erreur entre les données reconstruites et les données initiales bruitées soit
en moyenne de l’ordre de l’incertitude [Kositsky2010]. L’étude de [Thacker1996] a également
proposé d’inclure l’incertitude de mesure au sein de l’analyse en EOF, notamment en estimant une
matrice de covariance d’erreur.

Dans le cas de données fortement corrompues par du bruit corrélé, les modes voisins peuvent
être contaminés entre eux, ce qui signifie que leurs valeurs propres correspondantes sont proches
entre elles. Une règle empirique proposée par [North1982] permet d’estimer l’incertitude des
valeurs propres, et ainsi de fournir une information précise sur les caractéristiques du spectre
(ensemble des valeurs propres) [Overland1982], comme les discontinuités, la variation en terme
de pente ou les plateaux de valeurs.

Positionnement 5. Les caractéristiques du spectre de valeurs propres citées ci-dessus pour-
raient être utilisées afin de sélectionner un nombre de modes adéquat pour reconstruire les
données manquantes, ce qui implique une estimation de l’incertitude des valeurs propres et
une analyse de l’autocorrélation du champ étudié. Ceci est notament l’objet du chapitre 3,
où nous reviendrons plus longuement sur les notions d’incertitude et de contamination des
valeurs propres.

De plus, lorsque la statistique du bruit (loi statistique, moyenne, covariance) présent dans les
données est connue, un critère basé sur uneméthodeMonteCarlo peut-être appliqué [Overland1982,
Björnsson1997]. L’inconvénient réside dans la connaissance d’information a priori sur le bruit, qui
ne peut être approché que par unemodélisation. Dans le travail de [Prébet2019], les auteurs utilisent
la racine de l’erreur quadratique moyenne (RMSD ou RMSE) entre les données reconstruites
(estimé) et les données bruitées (observation) : à chaque ajout consécutif d’un mode dans la
reconstruction, l’erreur est calculée. Ainsi, une valeur de l’erreur est obtenue pour chaque ajout de
mode : il suffit en théorie de sélectionner le nombre de modes qui correspond à l’erreur minimale
parmi les erreurs calculées ( [Beckers2003] avait déjà procédé ainsi). Cette étude montre dans des
simulations que cette RMSE est similaire à l’erreur minimale entre l’estimé et les vraies données, ce
qui indique la possibilité de s’affranchir d’une connaissance a priori lors du traitement de données
réelles où la vérité est difficilement accessible.

11. À l’origine, le système désigne l’équation matricielleAu = λu oùA est une transformation linéaire représentée
par une matrice carrée, u ∈ RN est un vecteur propre de A et λ est la valeur propre deA correspondante à u.
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La validation croisée

Le principe de la validation croisée, formulé initialement par [Wahba1980] puis utilisé en
analyse objective par [Brankart1995] pour déterminer les paramètres statistiques optimaux d’un
champ océanographique, peut être résumé ainsi : 1) on sélectionne une série de points sur le champ
initial X , de manière aléatoire ou non ; 2) ces points sont copiés puis mis de côté ; 3) ces points
sont retirés des données, créant ainsi des données manquantes supplémentaires ; 4) la procédure
de reconstruction est lancée sur toutes les données ; 5) lors du résultat intermédiaire ou final, les
points de validation croisé reconstruits sont comparés aux points mis de côté, souvent par le calcul
d’une erreur. Un résumé visuel de ces étapes est fourni en figure 1.15.

x1

x2

x3

x4

x̂1

x̂2

x̂3

x̂4

x1 x2 x3 x4 xcv

x̂1 x̂2 x̂3 x̂4x̂cv

Création de

valeurs manquantes

Reconstruction

X

X̂

Figure 1.15 – Illustration du principe de validation croisée sur un champ sans données manquantes. X̂
désigne le champ reconstruit et x̂cv les points de validation croisée reconstruits. Après reconstruction, l’erreur
est calculée entre xcv et x̂cv.

La comparaison en 5) peut être réalisée à l’aide de la RMSE, que l’on nomme cross-RMSE
car celle-ci est calculée seulement sur les points de validation croisée. La quantité de points de
validation croisée doit être assez importante afin d’obtenir une estimation statistiquement robuste
de l’erreur, sans que cela représente une proportion trop importante des données car cela implique
de créer des données manquantes artificielles. On pourra typiquement choisir 1% des données pour
mesurer l’erreur de validation croisée.

L’algorithme DINEOF (Data Interpolating EOF) [Alvera-Azcárate2005], directement issu des
travaux de [Beckers2006], se base sur la cross-RMSE calculée à chaque ajout de modes pour
pouvoir sélectionner le nombre optimal de modes. Plus particulièrement, le champ est reconstruit
plusieurs fois avec un nombre de modes constant k jusqu’à ce que la cross-RMSE converge. Une
fois la convergence atteinte, le champ est reconstruit avec k+ 1 modes, puis la cross-RMSE est de
nouveau calculée, et ainsi de suite. Si la cross-RMSE permet de s’affranchir de la vérité terrain,
cette erreur est soumise aux perturbations que contiennent les données observées [Ng1997], comme
du bruit corrélé représenté par la partie "rouge" du spectre, c’est-à-dire dans les premiers modes.
La présence de ce type de perturbation au sein même de l’erreur provoque un phénomène appelé
sur-estimation, qui consiste à sélectionner plus de modes que nécessaire. La sous-estimation du
nombre de modes est le phénomène inverse, mais dont la cause est due à la présence d’un signal
de déplacement haute fréquence représenté dans les derniers modes.

Positionnement 6. Du fait de la difficulté que représente la sélection du nombre de modes,
surtout en présence de bruit corrélé, il semble raisonnable de devoir mettre en place un
certain nombre de critères robustes et paramétrables pour éviter de sur-estimer le nombre de
modes, dans les cas de l’analyse en EOF et en EEOF précédemment décrits. La sélection du
nombre optimal de modes pourra ainsi reposer sur un algorithme itératif convergeant vers
le minimum de la cross-RMSE, comme proposé dans l’algorithme DINEOF.
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1.4.4 Note sur l’initialisation des données manquantes
Avant reconstruction des données manquantes, ces dernières doivent être initialisées dans la

matrice de données X. L’étape d’initialisation, qui permet le calcul des EOFs en "complétant" la
matrice de covariance, conditionne la vitesse de convergence vers un minimum local (ou global)
[Srebro2003] de l’erreur entre le champ initial et le champ reconstruit. [Brankart1995] indiquent
qu’à défaut d’avoir une information sur les valeurs probables aux points manquants, on peut
initialiser ces dernières par la moyenne de l’observation au temps t. Lorsque la moyenne est retirée
avant le traitement, on peut également initialiser les données manquantes par une valeur de 0 en
supposant que l’estimation de la moyenne retirée est une estimation non biaisée.

La plupart des travaux que nous avons cités utilisant l’analyse en EOF et EEOF pour l’inter-
polation de données pratiquent l’initialisation du champ par 0, à condition donc que la moyenne
(spatiale, temporelle ou spatio-temporelle) ait été retirée.

Positionnement 7. Alors que l’initialisation par 0 (ou par la moyenne si le champ a une
moyenne non nulle) semble faire l’unanimité dans les études existantes, il n’existe pas, à
notre connaissance, d’étude comparative empirique sur l’effet de l’initialisation des données
manquantes sur la performance de reconstruction, comme l’erreur d’interpolation ou la
vitesse de convergence. On s’intéressera donc à mener une telle comparaison, en initialisant
par exemple les valeurs manquantes par un bruit se rapprochant du bruit présent dans les
données.

1.5 Approches paramétriques
Une autre approche, complémentaire à l’approche prédictive, s’intéresse à l’estimation d’un

ou plusieurs paramètres statistiques décrivant le comportement de données incomplètes. En effet,
comment estimer de manière précise la moyenne, la variance ou la covariance d’un ensemble
de données contenant des observations manquantes? Ce problème est mitoyen aux sciences so-
ciales et biomédicales [Rubin1976,Walczak2001a,Walczak2001b,Howell2007,Graham2012,Lit-
tle2014], où l’analyse statistique de données de sondage ou de patients occupe une place notable.
Cette approche regroupe des méthodes basées sur un modèle statistique (voir la classification en
sous-section 1.3.1), c’est-à-dire qu’elle nécessite de définir un modèle dépendant des paramètres
statistiques le plus à même de représenter les données.

1.5.1 L’algorithme Espérance-Maximisation
Une des méthodes les plus utilisées pour l’estimation paramétrique en présence de données

manquantes est l’algorithme Espérance-Maximisation (EM) [Dempster1977]. Cette technique ne
procède pas directement à l’interpolation des données manquantes, mais propose un calcul itératif
des paramètres convergeant vers les paramètres optimaux au sens de l’estimation du maximum de
vraisemblance (EMV) lorsque l’équation de vraisemblance ne possède pas de solution analytique.
L’avantage de l’algorithme EM est sa simplicité conceptuelle facilitant son implémentation en
un programme, ainsi que l’assurance, sous certaines conditions générales, de convergence de la
vraisemblance des données vers une valeur stationnaire [Little2002]. L’idée intuitive générale est la
suivante : 1) remplacer les valeurs manquantes par les valeurs estimées ; 2) estimer les paramètres ;
3) estimer à nouveau les valeurs manquantes en prenant en compte les nouveaux paramètres
estimées ; 4) ré-estimer les paramètres et continuer ce schéma jusqu’à convergence. L’inconvénient
principal est la lenteur de convergence lorsque la quantité de données incomplètes est conséquente.
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L’estimation des paramètres statistiques peut aussi être utilisée à des fins d’imputations des
valeurs manquantes, comme l’a montré l’étude de [Schneider2001] en science du climat. L’EM
a aussi été utilisé jointement à l’ACP, et sa version probabiliste (ACPP) [Tipping1999], pour
déterminer les composantes principales via l’EMV des paramètres statistiques. Les auteurs de
cette étude examinent également l’application de la ACPP à des vecteurs de données contenant au
moins une donnéemanquante, sans étendre l’étude à plusieurs observationsmanquantes. La version
"robuste" de la ACPP a été par la suite appliquée à la détection de valeurs aberrantes [Chen2009].
La robustesse est ici entendue en la capacité d’un modèle à représenter des données hétérogènes
comportant des valeurs aberrantes ou atypiques, lesquelles sont souvent sous-représentées par des
modèles plus classiques comme le modèle gaussien.

Positionnement 8. Les analyses en EOF et en EEOF mentionnées en sous-sections 1.4.1 et
1.4.2, embarquées dans un processus itératif d’estimation des données manquantes, peuvent
être formalisées en utilisant le concept intuitif de l’EM : estimation des valeurs manquantes
à l’étape E puis estimation du ou des paramètres statistiques à l’étape M. Les étapes E et M
sont ainsi répétées jusqu’à ce que l’erreur de validation croisée (sous-section 1.4.3) entre les
données initiales et les données reconstruites converge.

1.5.2 Initialiser ou ne pas initialiser
Nous avons vu que l’analyse en EOF dans le cas de données manquantes nécessite une ini-

tialisation des valeurs manquantes, car l’algorithme repose sur la décompostion du champ spatio-
temporel ou de sa matrice de covariance en fonctions spatiales et temporelles continues. D’un
point de vue programmatique, ne pas initialiser les valeurs manquantes provoque des erreurs lors
de la formation de la covariance et lors de l’application de la SVD. L’approche paramétrique,
notamment par l’implémentation de l’EM, ne requiert pas une telle initialisation. La procédure
d’application de l’EM est relativement flexible à ce sujet, car elle s’adapte au type de données
manquantes (aléatoires, corrélées). L’idée est de "faire avec" les valeurs manquantes, en déduisant
leur probabilité en fonction des valeurs observées et de l’estimation des paramètres. En d’autres
mots, il s’agit d’inférer leur espérance conditionnelle en sachant les valeurs des données observées
et l’estimation des paramètres. Nous reviendrons plus longuement sur cet algorithme, ainsi que sur
l’EMV, lors du chapitre 4.

1.5.3 Estimation de la matrice de covariance
En mesure de déplacement, la connaissance des paramètres statistiques peut s’avérer utile pour

construire des modèles de déplacement dans un problème d’inversion des données acquises par
télédétection, comme les données InSAR ou GNSS. Lorsque des données sont manquantes, ce
problème peut être rendu particulièrement difficile. Appuyons-nous sur un exemple d’inversion
de données. L’inversion d’un champ de déplacement pour déterminer un modèle optimal de dé-
formation requiert une minimisation de la différence entre les observations et le modèle, dont
l’expression est donnée par la métrique suivante [Tarantola2005] :

X 2 =
(
dobs − g(m)

)T
Cd

(
dobs − g(m)

)
(1.16)

où dobs est le vecteur des déplacements observés, g(m) est le vecteur des déplacements
modélisés avec m l’ensemble des paramètres physiques du modèles et g est l’opérateur physique
du modèle (qui représente le processus ou le mécanisme sous-jacent). Cd est la covariance des
données observées par télédétection (InSAR, GNSS). Lorsque les données sont complètes, Cd

peut être estimée à l’aide d’un estimateur selon l’hypothèse du modèle de distribution (gaussien,
gaussien-composé, non-gaussien, etc.), comme la Sample Covariance Matrix (SCM) ou un M-
estimateur.

31
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problématique

Lorsque les données sont incomplètes, il n’est plus possible de calculer directement la cova-
riance ou tout autre paramètre statistique. Nous pouvons identifier trois choix qui s’offrent alors à
nous : 1) omettre les données manquantes et procéder à l’estimation des paramètres, ce qui, en plus
de poser une difficulté d’implémentation, risque de fournir une estimation biaisée des paramètres ;
2) rendre les données complètes en procédant à une interpolation, ce qui est le but des méthodes de
prédiction passées en revue en section 1.4 pour ensuite déterminer la covariance via un estimateur
classique ; 3) effectuer une estimation de la covariance en situation de données manquantes, ce qui
est le but de l’algorithme EM.

En se plaçant dans l’optique du point 3), il est possible de choisir comme point de départ le
modèle centré gaussien, qui permet une première description simple des données, puis d’élargir
l’étude au modèle gaussien-composé, qui est un modèle plus flexible et mieux adapté aux données
de télédétection, et plus spécifiquement aux données issues de lamesure radar [Mahot2012]. Notons
que d’autres modèles ont été étudiés dans le cas de données incomplètes, comme les distributions
elliptiques complexes [Frahm2010], qui est une généralisation de la distribution gaussienne, et la
distribution Student [Liu2019b].

Positionnement 9. Il semble intéressant de confronter l’approche paramétrique (section 1.4)
à l’approche prédictive, notamment en dressant un certain nombre d’hypothèses (gaussianité,
non-gaussianité) sur la distribution probabiliste des données. Pour cela, l’utilisation de
l’algorithme EM semble adaptée, et nécessitera une définition nouvelle, adaptée à l’approche
paramétrique, de la forme des données manquantes (sous-section 1.1.3). Cette étude, plus
exploratoire, pourra s’appliquer à l’estimation de la matrice de covariance de données de
mesure de déplacement présentant une incomplétude. Pour cela, on pourra utiliser des
données de mesure de déplacement issues d’un réseau de stations GNSS, ce qui est l’objet
du chapitre 4.

1.6 Synthèse

Cet état de l’art nous a permis de passer en revue un certain nombre de méthodes pour gérer les
données manquantes en télédétection. Les méthodes existantes peuvent être condensées en deux
classifications. La première, très large, identifie quatre groupes de méthodes : les méthodes basées
sur l’omission des données, les méthodes basées sur les poids, les méthodes d’imputation et les
méthodes nécessitant unmodèle statistique. La seconde classification, plus propre à la télédétection,
reconnaît trois types de méthodes selon l’approche : spatiale, temporelle ou spatio-temporelle.

Les quelques positionnements scientifiques et méthodologiques disséminés au cours de ce
chapitre sont à la racine des travaux présentés dans les chapitres 2, 3 et 4. Nous en présentons ici
une synthèse.

Dans un premier temps, certaines approches prédictives, que l’on peut classer dans lesméthodes
d’imputation par approches temporelle et spatio-temporelle, ont été introduites. Nous avons ainsi
jugé pertinent d’appliquer l’analyse en EOF à la mesure de champs de déplacement incomplets,
et ce pour plusieurs raisons. D’une part, l’identification de difficultés liées à la perte de cohérence
temporelle des données SAR nous a conduit à considérer l’importance de développer une méthode
d’interpolation basée sur l’analyse en EOF, le problème de la cohérence faible étant ainsi entendu
comme un problème de données manquantes [Prébet2019]. D’autre part, l’analyse en EOF offre
la possibilité de prendre en compte l’information temporelle des champs de déplacements SAR.
La reconstruction de données manquantes corrélées devra s’attacher à la spécificité des données
en terme de complexité du champ de déplacement et de corrélation du bruit, ce qui constitue, à
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notre connaissance, un manque dans les études existantes. De plus, les données peuvent manquer
en des proportions parfois notables en espace et en temps, comme en mesure de déplacement par
corrélation d’amplitude d’images SAR ou d’images optique. Dans ce cas, il sera intéressant de
procéder à une augmentation spatiale des données pour reconstruire le champ incomplet à l’aide
d’EOFs étendues [von Buttlar2014] ayant recours à la corrélation spatiale en plus de la corrélation
temporelle des données. Ce type de technique n’a, selon nos recherches, pas été appliquée à la
mesure de déplacement incomplète. Dans les deux cas (analyse en EOF et EEOF), la présence d’un
bruit corrélé perturbant la mesure du déplacement peut entraîner une sur-estimation du nombre de
modes. Il semble donc nécessaire de mettre en place des critères basés sur l’erreur entre les données
initiales et les données reconstruites, comme la cross-RMSE, afin d’éviter cette sur-estimation.Dans
le cas de l’analyse en EEOF, l’augmentation des données engendre une augmentation significative
de la dimension de la matrice de covariance, et donc du nombre de vecteurs propres issus de
la SVD : l’investigation de l’autocorrélation spatio-temporelle du champ et de l’incertitude des
valeurs propres peuvent être d’un intérêt tout particulier pour proposer une sélection robuste du
nombre optimal de modes. Pour cela, la règle empirique empirique proposée par [North1982]
pourra être étudiée et étendue au cas de données spatialement augmentées.

Dans un second temps, nous avons brièvement introduit certaines approches paramétriques
basées sur un modèle statistique : l’algorithme EM a naturellement émergé de cette discussion
en tant que technique itérative d’estimation des paramètres statistiques en présence de données
manquantes. Nous avons vu que des analyses similaires à l’analyse en EOF, comme l’ACP, ont
déjà été intégrées dans un formalisme EM [Tipping1999]. Les analyses en EOF et en EEOF, qui
procèdent également par itérations pour estimer les données manquantes, pourront également être
intégrées dans un algorithme de type EM. Enfin, nous avons vu, à travers un exemple d’inversion
de données que la connaissance des paramètres statistiques de données de déplacement, comme
la covariance, alimente l’estimation des paramètres d’un modèle de déformation. Dans une étude
liminaire, nous chercherons finalement à développer des algorithmes d’estimation de la matrice de
covariance en utilisant l’algorithme EM, ce qui, en mesure de déplacement, constitue un objet de
recherche original.
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Chapitre 2. La méthode EM-EOF

2.1 Introduction

Dans cette première étude, nous proposons de combiner l’analyse en EOF avec un algorithme
de type EM, méthode que l’on désignera par l’acronyme EM-EOF pour Expectation-Maximization
Empirical Orthogonal Functions. Les valeurs manquantes sont, avant traitement, initialisées : en
prenant l’hypothèse de départ que la valeur d’initialisation est proche des valeurs espérées aux
points manquants, un algorithme itératif convergeant vers les valeurs les plus vraisemblables peut
ainsi être construit.

La méthode EM-EOF est itérative et adaptative aux données. Elle permet d’interpoler les
valeurs manquantes au sein de séries temporelles de champs de déplacement issus de l’imagerie en
télédétection (e.g. SAR, optique). La complexité des données en terme de comportement du signal
de déplacement et du bruit est systématiquement prise en compte.

Comme la vérité terrain n’est pas ou peu disponible enmesure de déplacement par télédétection,
une technique de validation croisée [Brankart1995] est mise en oeuvre afin de calculer la distance
de reconstruction. La reconstruction finale minimise ainsi la distance entre le champ reconstruit et
les données utilisées comme validation (voir figure 1.15)

L’originalité de cette étude réside principalement dans lamise en oeuvre d’uneméthode itérative
prenant en compte la corrélation temporelle du champ de déplacement puis dans son application
aux séries temporelles de mesures de déplacement issues d’images de télédétection.

Ce chapitre suit la trame suivante. La section 2.2 décrit la méthode EM-EOF, ce qui comprend,
dans l’ordre : un rappel sur l’organisation des données, le calcul et la décomposition de la matrice
de covariance temporelle, la reconstruction avec un nombre de modes appropriés, l’initialisation
des données manquantes, la validation croisée puis la description de l’algorithme. Les résultats
d’application de la méthode sur des jeux de données synthétiques sont exposés en section 2.3,
l’objectif étant d’étudier l’impact de paramètres externes tels que le niveau de bruit et la quantité
de données manquantes sur la méthode. L’avant dernière section (2.4) concerne l’application de
la méthode EM-EOF à des données réelles : trois séries temporelles de champs de déplacement
calculés par InSAR et corrélation d’amplitude d’images Sentinel-1 A/B acquises entre septembre
2016 et décembre 2017 sur les glaciers du Gorner (Suisse), Miage (Italie) et Argentière (France).
Enfin, la section 2.5 sert de conclusion quant aux avantages et inconvénients de la méthode EM-
EOF, lesquels nous permettront de tirer des perspectives pour la suite de ce manuscrit.

2.2 La méthode EM-EOF

La méthode EM-EOF exploite essentiellement la corrélation temporelle du déplacement : elle
s’appuie ainsi sur l’analyse en EOF de la matrice de covariance temporelle de la série temporelle
de mesures de déplacement pour reconstruire les données manquantes.

Le principe général de la méthode EM-EOF se résume à deux étapes distinctes (figure 2.1).
La première étape consiste à estimer le nombre optimal de modes EOF à partir d’une initialisation
des données manquantes. Pour cela, la covariance temporelle du jeu de données est décomposée
en modes distincts. Le nombre optimal de modes (noté R) pour reconstruire la série temporelle
est ensuite estimé en minimisant l’erreur entre les données initiales de validation et les données
reconstruites. La deuxième étape est une mise à jour itérative des valeurs manquantes utilisant
l’estimation du nombre de modes de l’étape 1 comme l’entrée de l’algorithme de type EM : à
l’étape E, les données manquantes sont estimées et comblées par leur valeurs espérées. À l’étape
M, la covariance temporelle de la série est à son tour estimée à partir des données complétées lors
de l’étape E. L’algorithme prend fin lorsque l’erreur de validation croisée converge vers un seuil
pré-défini.

36



2.2. La méthode EM-EOF

Étape 1

Étape 2

Initialisation des
valeurs manquantes

Première estimation du
nombre optimal de modes EOF R

Mise à jour des valeurs manquantes
Reconstruction avec
r ≤ R modes EOF

Champ reconstruit

itérations EM

Figure 2.1 – Diagramme simplifié de la méthode EM-EOF.

2.2.1 Organisation des données
On rappelle ici quelques notations de l’analyse en EOF introduites en sous-section 1.4.1.

Supposons queX désigne une matrice de données de taille P ×N , où P est le nombre de variables
et N le nombre d’observations. Plus spécifiquement, P peut désigner un nombre de pixels, ou
points, observés N fois au cours du temps. On appellera donc X champ spatio-temporel, et ses
valeurs au point s et au temps t seront notées (xst)1≤s≤P,1≤t≤N . En forme matricielle, le champ
X peut s’écrire :

X =
(
x1,x2, . . . ,xN

)
=


x11 x12 · · · x1N

x21 x22 · · · x2N

...
...

. . .
...

xP1 xP2 · · · xPN

 (2.1)

où chaque vecteur colonne xt = (x1t, x2t, . . . xPt)
T est une observation deP points à un temps

t. Inversement, chaque ligne de X est une série temporelle de tailleN à un point s. Chaque vecteur
xt peut être un champ de déplacement incomplet, initialement représenté par une matrice 2D puis
ordonné en vecteur colonne de taille p. Avant tout traitement ultérieur, la moyenne spatiale 1 du
champ à chaque temps lui est soustraite afin d’obtenir l’anomalie spatiale X′ :

X′ = X− 1P x̄ (2.2)

où 1P = (1, . . . , 1)T est le vecteur unité de taille P et x̄ = (µ1, µ2, . . . µN ) est un vecteur
ligne contenant les moyennes empiriques spatiales de chaque observation xt définies par :

µt =
1

P

P∑
s=1

xst (2.3)

2.2.2 Décomposition de la covariance
On définit tout d’abord la matrice de covariance temporelle empirique par :

Σ =
1

P
X′TX (2.4)

1. Comme l’a fait remarquer [Björnsson1997], ne pas soustraire la moyenne n’empêche pas le calcul ultérieur des
vecteurs propres, mais permet d’interpréter correctement la matrice de covariance des données.
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Σ est une matrice de tailleN ×N , symétrique, réelle et définie positive. Par conséquent, pour
tout z ∈ RN , zTΣz ≥ 0, et les valeurs propres de Σ sont réelles et positives, rangées par ordre
décroissant λ1 > λ2 > · · · > λN .

Les vecteurs propres, appelés fonctions empiriques orthogonales (EOF), satisfont l’équation
linéaire suivante, communément appelée équation des valeurs propres :

ΣU = UΛ (2.5)

où U = (u1, . . . ,uN ) est une matrice orthogonale de taille N × N contenant les vecteurs
propres ui = (u1i, . . . , uNi)

T de Σ et Λ = diag(λ1, . . . λN ) contient les valeurs propres de Σ sur
sa diagonale. Chaque vecteur ui propre correspond à la valeur propre λi. L’équation (2.5) résulte
du problème de maximisation suivant :

max(uTΣu) (2.6)

soumis à la contrainte uTu = 1. Cela revient à trouver un vecteur unité u tel que X′u ait une
variabilité maximale. Notons que la propriété d’orthogonalité 2 deU, dont tient le nom de fonctions
orthogonales, permet d’écrire l’équation (2.5) sous la forme Σ = UΛUT , ce qui correspond à
la décomposition en valeur propres (EVD) de la matrice Σ. Cette dernière peut être décomposée
sous la forme d’une somme, écrite comme suit :

Σ = λ1u1u
T
1 + λ2u2u

T
2 + · · ·+ λNuNuTN (2.7)

Cette écriture n’est autre que la décomposition spectrale de Σ. Chaque terme λiuiuTi de cette
équation est appelémode, oumode EOF. Chaquemode permet de décrire une variabilité temporelle
de l’anomalie spatiale X′ [Hannachi2007] et chaque valeur propre permet de mesurer la fraction
de variance totale expliquée par le mode correspondant. De manière générale, les premiers modes
représentent la variabilité majeure du signal, ce qui signifie qu’une grande partie de la variance,
qui peut aussi se traduire en terme de puissance spectrale, est contenue dans les premiers modes.
Cela signifie également que le comportement du champ X′ peut être expliqué par quelques modes
dits dominants, c’est-à-dire ceux correspondants aux plus grandes valeurs propres de Σ.

2.2.3 Reconstruction des données
La reconstruction de X′, notée X̂′, est obtenue en sommant le produit des composantes

principales (PC) ai et des vecteur propres :

X̂′ =
N∑
i=1

aiu
T
i (2.8)

où la ième composante ai = X′ui est la projection de X′ sur le ième vecteur propre, et dont
chaque élément aki, pour k = 1, . . . , P , s’exprime par :

aki =

N∑
j=1

x′kjuji (2.9)

On peut se représenter chaque ai comme un champ spatial associé à chaque vecteur propre ui.
On peut alors se référer aux PC comme aux "modes" de variabilité spatiale de la série temporelle,
alors que les vecteur propres permettent de visualiser comment ces modes évoluent dans le temps.

Afin de retrouver le champ reconstruit X̂, on ajoute finalement la moyenne spatiale à l’anomalie
reconstruite :

2. Propriété vérifiable parUTU = UUT = I où I est la matrice identité.
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X̂ = X̂′ + 1P x̄ (2.10)

2.2.4 Estimation du nombre optimal de modes
La troncature de l’expression (2.8) à R� N termes permet de ne retenir que les modes EOFs

qui correspondent aux premières (plus grandes) valeurs propres. On notera dès lors X̂′R le champ
reconstruit avec R modes, défini par :

X̂′R =
R�N∑
i=1

aiu
T
i (2.11)

En procédant ainsi, il est possible d’extraire les principales caractéristiques du signal car les
premiers modes capturent la plus grande part de la dynamique temporelle du signal alors que les
modes suivants représentent diverses perturbations [Prébet2019], souvent associées à du bruit.

Le choix du nombre optimal de modes pour reconstruire le signal est donc crucial, l’idéal
étant de laisser de côté les modes secondaires comme le ferait un filtre passe-bas avec les hautes
fréquences.

Nous proposons ci-après deux techniques afin de sélectionner le nombre optimal de modes : le
calcul d’une erreur de validation croisée, puis la construction d’un critère de convergence basé sur
cette même erreur.

Validation croisée

La sélection du nombre optimal de modes se base notamment sur une erreur de reconstruction,
dite erreur de validation croisée. Cette erreur n’est autre que la racine de l’erreur quadratique
moyenne (cross-RMSE) [Brankart1995] exprimée par :

δk =

[
1

Q

Q∑
i=1

(x̂i − xi)2

]1/2

=
1√
Q
||x̂cv,k − xcv||2 (2.12)

où xcv = {xi}1≤i≤Q ⊆ Xobs est un vecteur contenantQ points choisis aléatoirement parmi les
données existantes Xobs, et x̂cv,k = {x̂i}1≤i≤Q est sa reconstruction avec k modes. Après tirage
aléatoire des Q points de validation croisée, ceux-ci sont artificiellement convertis en données
manquantes, une copie de leur valeur étant stockée dans xcv. Après chaque reconstruction du
signal avec k modes, les valeurs de xcv sont comparées à l’estimation x̂cv,k. Le choix du nombre
Q de points doit se faire de manière à représenter statistiquement les données tout en sachant
qu’augmenter Q signifie également augmenter la quantité de données manquantes, ce qui pourrait
affecter la qualité de la reconstruction. La cross-RMSE est particulièrement adaptée lorsqu’aucune
vérité terrain n’est disponible pour valider les résultats, ce qui est souvent le cas en mesure de
déplacement. L’usage d’une telle erreur permet également de s’affranchir de toute connaissance a
priori sur l’évolution spatio-temporelle du champ.

Biais de surestimation

Lorsqu’un signal de déplacement est fortement perturbé par un bruit corrélé, le nombre optimal
de modes peut être surestimé. Afin de parer à ce problème, on examine la quantité suivante :

Λ = 1− δk+1

δk
(2.13)

Cette métrique permet de mesurer la variation de la cross-RMSE lors de l’ajout d’un mode
supplémentaire. Une petite variation, disons inférieure à un seuil β, implique que peu d’information
est apportée au nouveau champ reconstruit par l’ajout d’un nouveau mode : dans ce cas, ce mode
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n’est pas pris en compte. Si l’incertitude des données est connue, β peut être déterminé de façon à
ce que l’incertitude de reconstruction soit dans l’intervalle de l’incertitude des données. A défaut
de connaître l’incertitude, β est déterminé empiriquement. Dans la plupart des cas, une valeur de
0.1 (ce qui signifie que l’algorithme prend fin si la variation de la cross-RMSE entre k et k + 1
modes tombe en-dessous de 10%) est suffisante pour éviter ce biais.

2.2.5 Initialisation des données manquantes
L’initialisation des données manquantes constitue une étape clef de la méthode EM-EOF. En

effet, la valeur initiale peut impacter l’estimation de la covariance temporelle Σ lors des itérations,
et donc avoir un impact sur le calcul des EOFs. Par ailleurs, l’initialisation étant considérée
comme la première estimation des données manquantes, il sera pertinent de choisir une valeur
en accord avec la distribution statistique des données observées. Ce choix implique qu’une telle
initialisation devrait perturber le moins possible la répartition de la variance des différents modes
qui composent le champ de déplacement. Afin d’éviter tout biais au sein de l’anomalie, les données
manquantes peuvent être initialisées par la moyenne spatiale, ce qui revient à initialiser l’anomalie
par zéro [Schneider2001,Alvera-Azcarate2007]. L’étude de [Beckers2003] a montré qu’une telle
initialisation tend à diminuer la variance desmodes non dominants et inversement, à augmenter celle
des modes dominants. D’autre part, l’information à petite échelle peut se voir effacée car un effet
de filtrage se met en place sur le voisinage proche des données manquantes. Nous choisissons, dans
un premier temps, d’initialiser les valeurs manquantes de l’anomalie par 0. Nous nous attacherons,
lors des simulations, à comparer différentes valeurs d’initialisation et à analyser brièvement leur
impact sur l’estimation des valeurs manquantes.

2.2.6 L’algorithme EM-EOF
Dans cette section, nous décrivons en détail le déroulé de l’algorithme EM-EOF présenté

succintement en figure 2.1.

Étape 1 : première estimation du nombre optimal de modes

L’étape 1 est décrite en détail en pseudo-code par l’algorithme 1. Après initialisation des
données manquantes, les équations (2.4) et (2.5) sont calculées puis l’anomalie est reconstruite
par l’expression (2.8), en y ajoutant un mode supplémentaire à la fois. A chaque ajout d’un mode
supplémentaire k, la cross-RMSE δk est calculée. Le nombre optimal de modes R est celui qui
minimise le set de cross-RMSE :

R = arg min
R∈[1,N ]

δk, k = 1, . . . , N (2.14)

où N est le nombre maximal de modes, soit la dimension temporelle ici.

Étape 2 : mise à jour des valeurs manquantes

L’étape 2 de la méthode EM-EOF a pour but d’affiner d’une part le nombre de mode estimé à
l’étape 1, puis la valeur même des valeurs manquantes, d’autre part. Une description est fournie par
le pseudo-code de l’algorithme 2. Nous décrivons ci-dessous cette étape dans le cadre formel de
l’algorithme EM. Si X̂(m)

mis désigne l’estimation de Xmis et δ
(m)
k = ||x̂(m)

cv,k − xcv||2 la cross-RMSE
à l’itérationm de l’algorithme, les étapes de l’EM sont décrites comme suit :

Initialisation. X(m=0)
mis = 0.

Étape E. Calcul des valeurs manquantes espérées sachant les données observées, la covariance
estimée et les EOFs :
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Algorithme 1 Étape 1 : première estimation de R
Entrée: X, init_value
Sortie: R
1: xcv ← init_value
2: pour k ← 1, N faire
3: Calculer (2.4), (2.5) pour estimer Σ̂, Û
4: Calculer (2.8) avec k modes pour estimer x̂cv,k ⊆ X̂k

5: Calculer δk
6: fin pour
7: return arg min

R∈[1,N ]
δk

X̂
(m)
mis = E

[
Xmis|Xobs, Σ̂

(m), û(m)
]

Cette étape est réalisée en calculant les équations (2.4), (2.5) et (2.8).
Étape M. Calcul de la cross-RMSE et examen de la condition

δ
(m)
k < δ

(m−1)
k

Si cette condition est remplie, les valeurs manquantes estimées à l’étape précédente sont
remplacées par les valeurs estimées à l’itération courante : X̂(m)

mis = X̂
(m−1)
mis . L’algorithme consiste

alors en une répétition des étapes E et M jusqu’à ce que l’erreur converge, c’est-à-dire lorsque
la différence ∆k = δ

(m)
k − δ(m−1)

k atteint un seuil de tolérance prédéfini α. Une fois le critère de
convergence atteint, unmode supplémentaire est ajouté à la reconstruction. L’EM est alors parcouru
une nouvelle fois avec k + 1 modes, et ainsi de suite. A tout moment, si l’erreur augmente, ou si
le critère Λ (équation (2.13)) dépasse un seuil β, la procédure prend fin. Sinon, celle-ci continue
jusqu’à ce que le nombre demodeR estimé à l’étape 1 soit atteint. Notons que le nombreR n’est pas
nécessairement atteint durant cette étape. Cela dépend essentiellement du rapport signal-sur-bruit
(SNR) et de la quantité de données manquantes. Durant le processus itératif de l’étape 2, la mise
à jour des valeurs manquantes améliore la cohérence globale du champ en modifiant les valeurs
reconstruites vers leur valeur espérée.

A la fin de l’étape 2, la série temporelle est reconstruite avec le nombre optimal de modes en
faisant appel à l’équation (2.8). La moyenne est finalement ajoutée à l’anomalie pour retrouver le
champ reconstruit final.

2.3 Simulations numériques

Dans cette partie, nous allons simuler des champs de déplacement physique d’ordres différents.
L’intérêt de la simulation réside dans la disponibilité de la vérité terrain, avec laquelle il est
possible d’effectuer une validation absolue. Le but est d’une part de démontrer la capacité de la
méthode EM-EOF à interpoler des valeurs manquantes au sein de série temporelles de champs à
complexités variables puis, d’autre part, de montrer l’impact de paramètres clefs sur la qualité de la
reconstruction, comme le type de bruit présent au sein des données, le type de données manquantes
et la valeur d’initialisation.

41



Chapitre 2. La méthode EM-EOF

Algorithme 2 Étape 2 : mise à jour des valeurs manquantes
Entrée: X, R, α, β
Sortie: X̂k

1: pour k ← 1, R faire
2: tant que |∆k| < α faire
3: Calculer (2.4), (2.5), (2.8) pour estimer Σ̂(m), Û(m), x̂(m)

cv,k ⊆ X̂
(m)
k

4: x̂
(m−1)
cv,k ← x̂

(m)
cv,k

5: Calculer δ(m)
k

6: si δ(m)
k > δ

(m)
k−1 or Λ < β alors

7: return X̂k−1

8: fin si
9: m← m+ 1
10: fin tant que
11: fin pour
12: return X̂k

2.3.1 Type de champ de déplacement

Afin de simuler les champs de déplacement, divers modèles d’ordres variables sont générés
(le tableau 2.1 récapitule tous les champs simulés). Les modèles vont d’un simple champ linéaire
d’ordre 1 g1 à des champs d’ordre n (2, 3, 4, ≥ 4), appelés respectivement g2, g3, g4 et g5 (voir
la figure 2.2 pour visualiser les champs synthétisés). Ces champs correspondent à des sommes
de produits de sinusoïdes afin de reproduire un déplacement oscillatoire à fréquences multiples.
Le champ g5 correspond quant à lui à un champ multi-forme, c’est-à-dire composé de plusieurs
cibles physiques à variabilités distinctes. Un sixième champ g6 correspondant à un déplacement
post-sismique exponentiellement décroissant est également généré à l’aide de l’outils Pyrocko
[Heimann2017].

Nom g(r, t) Ordre

g1 (1− 0.5r1)t 1

g2 g1 + sin(2πf1t) cos(2πf1r1) 2

g3 g2 + 0.5 cos(2πf2t) cos(2πf3r1) 3

g4 g3 + 0.1 sin(2πf4t) cos(2πf5r1) 4

g5 g1(r1) + g3(r2) + g3(r3) + g4(r1) ≥ 4

g6 A− b exp(−t/τe) + 10−4t -

Tableau 2.1 – Récapitulatif des champs déterministes synthétisés. g1 est linéaire en temps et en espace
alors que les chamsp g2 à g5 sont non-linéaires et incluent diverses oscillations à fréquences variables. g6 est
unmodèle de déformation post-sismique avec un temps de décroissance τe = 1.5. Les constantesA et b sont
fixées à 0 et 1 respectivement. r1 =

√
x2 + y2, r2 =

√
(x− 1)2 + (y − 1)2 et r3 = exp (−(x+ y)2) +

xy+tan(x) sont les distances à l’origine. Les coordonnées (x, y) varient dans l’intervalle compacte [−1, 1]2

et t est la variable temps. Les valeurs des fréquences sont fixées à : f1 = 0.25, f2 = 0.75, f3 = 2.5, f4 =
1.25, f5 = 5.
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g1 g2 g3 g4 g5 g6

Figure 2.2 – Exemples de champs de déplacement synthétisés dans cette étude. On notera que le champ
g5 est une composition spatiale de champs d’ordre 1, 3 et 4, avec diverses formes de distances à l’origine
(voir tableau 2.1).

2.3.2 Type de perturbation
Les mesures de déplacement dérivées de l’imagerie en télédétection sont souvent sujettes à des

perturbations d’origines diverses (voir sous-section 1.3.2 et notamment l’équation 1.5) : perturba-
tion atmosphérique, erreurs introduites lors du traitement (e.g. erreur de déroulement de phase en
InSAR), bruit thermique, etc. Ces perturbations, tout comme le champ de déplacement, peuvent
être corrélées en temps et/ou en espace. Afin de représenter au mieux (sans toutefois prétendre à
l’exhaustivité) la nature de ces perturbations au sein des champs simulés, nous synthétisons trois
types de perturbations :

— un bruit spatialement corrélé (SCN)
— un bruit spatio-temporellement corrélé (STCN)
— des erreurs localisées issues du traitement, simulées par des sauts artificiels des valeurs

déplacement (e.g. sauts de phase)

Un exemple des bruits SCN et STCN est présenté en figure 2.3. Le SCN est synthétisé en
utilisant une fonction d’auto-corrélation de la forme c(r) = r−γ , où la variation du paramètre
γ ≥ 0 permet de régler le degré de corrélation entre deux points distants de r (figure 2.4). Cette
fonction est ensuite utilisée afin de filtrer puis moduler un bruit blanc gaussien dans le domaine
fréquentiel. Le STCN est la somme d’un SCN et d’un bruit temporellement corrélé, et utilise de
manière connexe un coefficient ρ ≥ 0 afin de régler le degré de corrélation temporelle. Le lecteur
est invité, pour un descriptif détaillé de la synthétisation du STCN, à consulter l’Annexe A.

Figure 2.3 – Exemples de perturbations : a) bruit blanc gaussien (non simulé dans l’étude) ; b) bruit spatia-
lement corrélé (SCN) ; c) bruit spatio-temporellement corrélé (STCN) ; d) erreur localisée issue du traitement
sur champ d’ordre 1 ; e) erreur localisée issue du traitement sur champ d’ordre 1 perturbé par un bruit STCN.

2.3.3 Type de données manquantes
Selon leur origine, les données manquantes peuvent être distribuées de manière très variée.

Parmi les formes de données manquantes présentées au chapitre 1 (section 1.1.3), on distingue deux
grands cas : distribution aléatoire indépendante du temps et de l’espace et distribution corrélée en
temps et/ou espace. Par exemple, on observe fréquemment des données manquantes spatialement
corrélées en mesure de déplacement par corrélation d’images, puisque de fortes chutes de neige
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Figure 2.4 – Evolution du degré de corrélation c(r) en fonction de la distance r. Plus l’exposant γ est
grand, moins le bruit est corrélé. A l’inverse, plus γ est petit et plus c(r) est invariant à la distance r, ce qui
correspond à un bruit plus corrélé.

ou un écoulement très rapide de la surface du glacier peuvent être le signe d’une corrélation basse.
Il est alors souvent préférable de supprimer ces valeurs à forte incertitude que de les conserver.
En InSAR, des phénomènes saisonniers, comme les chutes de neige ou la densification du couvert
végétal peuvent induire une perte de cohérence. Nous considérons donc les types de données
manquantes suivants (figure 2.5) : 1) aléatoires dans les deux dimensions espace et temps, puis 2)
spatio-temporellement corrélés, c’est-à-dire possédant une forme évoluant en temps et en espace.
Dans ce deuxième cas, les données manquantes sont synthétisées sur dix champs de déplacement
consécutifs afin de simuler une origine saisonnière.

Figure 2.5 – Types de données manquantes superposées à un champ de déplacement du premier ordre
contenant un bruit SCN. A gauche : données manquantes aléatoires ; à droite : données manquantes corré-
lées.

2.3.4 Paramètres de simulations

Pour les besoins de l’expérience, six séries temporelles de 40 champs de déplacement sont
synthétisées. Les champs g1 à g4 sont de taille 200 × 200, alors que g5 et g6 sont de taille
4000 × 4000. Les champs sont ensuite artificiellement corrompus par des données manquantes
aléatoires et corrélées ainsi que des bruits SCN et STCN. Dans un premier temps, la quantité de
données manquantes est fixée à 30% et le rapport signal-sur-bruit (SNR) autour de 1.4 (tableau 2.2).
Le SNR est ici définit comme le ratio suivant :
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SNR =
µ2
dépl

σ2
bruit

(2.15)

où µdépl est la moyenne spatio-temporelle du signal de déplacement et σbruit est l’écart-type
du bruit. On considère que le signal de déplacement est totalement submergé par le bruit lorsque
le SNR est inférieur à 1. Inversement, plus le SNR est grand, moins l’amplitude du bruit est
importante.

Dans un second temps, une analyse plus fine est réalisée : la quantité de données manquantes
est modulée entre 0 et 80%, alors que l’on fait varier le SNR dans un intervalle allant de 0.5 à 4.5,
soit d’un signal fortement à moyennement bruité.

Cas Ordre Type de données manquantes Type de bruit SNR

1

1
Aléatoire SCN 1.44

Corrélé STCN 1.47

2
Aléatoire SCN 1.45

Corrélé STCN 1.24

2

3
Aléatoire SCN 1.61

Corrélé STCN 1.43

4
Aléatoire SCN 1.46

Corrélé STCN 1.24

- Aléatoire SCN 1.7

3 multi-forme
Aléatoire SCN 1.4

Corrélé STCN 1.4

Tableau 2.2 – Paramètres des expériences des cas 1, 2 et 3 (voir section 2.3.5 ci-après). Tous les champs
de déplacement contiennent 30% de données manquantes.

2.3.5 Résultats et discussions
Dans les sous-parties qui suivent, nous présentons les échantillons de résultats de reconstruction

sur les champs simulés décrits en section 2.3.1. Les résultats sont classés comme suit :
— Comparaison de différentes valeurs d’initialisation ;
— Cas 1 : Champs du premier et second ordre g1 et g2 ;
— Cas 2 : Champs du troisième, quatrième ordre et déplacement post-sismique : g3, g4, g6 ;
— Cas 3 : Champs multi-formes g5.

Comparaison des différentes initialisations

Afin d’évaluer l’effet de la valeur d’initialisation sur la qualité de la reconstruction des données,
les simulations sont reproduites avec trois valeurs d’initialisation :

1. Moyenne spatiale ;
2. Moyenne spatiale + bruit blanc Gaussien ;
3. Moyenne spatiale + SCN.
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Le résultat des expériences sur un nombre suffisant de répétitions (500) permet de conclure qu’il
n’existe pas, selon la valeur d’initialisation considérée, de différence notable sur la valeur de l’erreur
finale ni sur l’estimation du nombre optimal demodes. Cependant, lorsque le champ est initialisé par
une des deux dernières initialisations, la durée de convergence se voit systématiquement augmentée
durant l’étape 2. Ces deux initialisations pourraient s’avérer efficaces si le bruit présent dans les
données était connu, ce qui n’est le cas ici. Par conséquent, dans toutes les expériences qui suivent,
nous choisissons d’initialiser les valeurs manquantes par la moyenne spatiale.

Cas 1 : champs du premier et second ordre

Un exemple de reconstruction des champs g1 et g2 est présenté en figure 2.6. Le nombre optimal
de modes estimé est de 1 pour le champ du premier ordre et de 2 pour le champ du second ordre.
On observe que les champs de déplacement reconstruits sont en accord avec le vrai déplacement
simulé, sans dégradation visible dans les zones de données manquantes (aléatoires et corrélées).

Il semble néanmoins que la qualité de reconstruction soit plus affectée par du bruit STCN, dont
la granularité est encore faiblement visible au sein du champ reconstruit (figure 2.6 (b)(d)). La figure
2.7 montre également l’évolution d’un point du champ g2 au cours de la série temporelle ainsi
que sa reconstruction. Ces résultats démontrent la capacité de la méthode EM-EOF à reconstruire
des tendances temporelles en plus des variations spatiales, et ce quel que soit le type de données
manquantes et bruit.

Nous simulons, en plus des bruits SCN et STCN, des sauts locaux des valeurs de déplacement
sur le champ du second ordre (figures 2.7 (a) et 2.8). En interférométrie radar, ces sauts sont
souvent le résultats d’erreurs lors du processus de déroulement de la phase interférométrique
(d’où l’expression saut de phase). Les valeurs reconstruites aux points concernés par des sauts de
phase montrent une certaine robustesse de la méthode par rapport à ce type d’événement haute
fréquence. L’observation des valeurs résiduelles permet de confirmer que les sauts de phase y ont
été absorbés. En effet, ces perturbations sont représentées par des modes EOF secondaires qui ne
sont pas sélectionnés dans la reconstruction.

L’analyse sous forme de carte d’erreur de reconstruction en fonction du pourcentage de données
manquantes et du SNR (figure 2.9) permet également demieux connaître la sensibilité de laméthode
à de tels paramètres, et ainsi de poser plus clairement les conditions d’applicabilité de la méthode.

Ces cartes d’erreur permettent ici de dégager deux observations, confirmées par l’expérience.
Premièrement, le niveau de bruit joue un rôle majeur dans la performance de reconstruction,
et ce comparé à la quantité de données manquantes. Cette dernière n’affecte sensiblement la
reconstruction que lorsqu’elle est supérieure à 60% des points existants. Ce constat vaut pour des
données manquantes aléatoires. On observe que les données manquantes corrélées affectent moins
la qualité de reconstruction. Cette différence de sensibilité entre données manquantes aléatoires
et corrélées s’explique par la qualité épisodique de ces dernières. Un calcul simple peut nous
permettre de comprendre qu’une plus grande quantité de données manquantes aléatoires signifie
également une plus grande probabilité qu’un point soit manquant surN déplacements consécutifs.
Si on désigne parP cette probabilité, on peut l’exprimer parP = (q/100)n où q est le pourcentage
de données manquantes. Si n = 40, P est presque négligeable pour q < 60%, ce qui est cohérent
avec une augmentation de l’erreur au delà de 60%.

Cas 2 : champs du troisième et quatrième ordre

Les champs considérées ici étant plus complexes, on s’attend à ce que le nombre de mode
sélectionné soit plus élevé. En effet, le nombre de mode sélectionné est de 3 dans le cas d’un champ
du troisième ordre, 5 pour un champ du quatrième ordre et 2 pour un déplacement post-sismique
(figure 2.10).

L’observation des champs reconstruits permet de dégager une consistance globale avec les
champs réels, tant dans la variabilité spatiale que temporelle, même en présence d’erreurs de
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Figure 2.6 – Reconstruction des champs de déplacement [cm] du premier ordre (a)(b) et second ordre
(c)(d). Le SNR varie entre 1.24 et 1.44 et la quantité de données manquantes est de 30%. (a)(c) : don-
nées manquantes aléatoires et SCN; (b)(d) : données manquantes corrélées et STCN. Les résidus sont la
différence entre le champ reconstruit et le champ perturbé.
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Figure 2.7 – Série temporelle d’un champ du second ordre perturbé par (a) données manquantes corrélées
sur 10 dates consécutives et (b) données manquantes aléatoires. Rouge : déplacement vrai ; cercles noirs :
déplacement bruité avec données manquantes ; courbe hachée noire : données manquantes ; ligne grise :
série temporelle reconstruite.
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Figure 2.8 – Reconstruction d’un champ du second ordre perturbé par 30% de données manquantes, un
bruit STCN et plusieurs erreurs de déroulement de phase (cercles rouges).

Figure 2.9 – Cartes d’erreur [cm] en fonction du % de données manquantes et du SNR dans le cas d’un
champ du premier ordre (a)(b) et du second ordre (c)(d) perturbé par des trous aléatoires (a)(c) et corrélés
(b)(d). Tous les déplacement sont également perturbés par un bruit spatio-temporellement corrélé (STCN).
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Figure 2.10 – Reconstruction des champs de déplacement [cm] du troisième ordre (a)(b), quatrième ordre
(c)(d) et post-sismique (e). Le SNR varie entre 1.24 et 1.61 et la quantité de données manquantes est de
30%. (a)(c)(e) : données manquantes aléatoires et SCN; (b)(d) : données manquantes corrélées et STCN.
Les résidus sont la différence entre le champ reconstruit et le champ perturbé.
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déroulement de phase comme le montre la figure 2.14. Dans le cas du champ du quatrième ordre
(figure 2.10 (c)(d)), une partie du signal de déplacement se distingue dans les résidus, même si
l’amplitude moyenne de ces derniers est faible. De plus, le champ reconstruit contient encore du
bruit. En effet, le choix du nombre optimal demodes est ici plus délicat car le champ de déplacement
est complexe et fortement perturbé par un bruit dont le comportement peut être proche de celui
du déplacement. La présence de ce bruit corrélé en espace et en temps peut conduire à une sur-
estimation du nombre de modes, notamment parce que la similarité entre ce bruit et le déplacement
rend leur séparation difficile. En effet, comme le montre la figure 2.11, la variance d’un bruit
SCN/SCTN à forte corrélation s’explique par seulement quelques modes dominants, tout comme
celle d’un champ de déplacement, ce qui introduit un certain mélange spectral.

Figure 2.11 – Pourcentage de variance expliquée pour trois bruits : bruit blanc gaussien (WGN, couleur
orange) et bruit fortement (noir) et faiblement (magenta) corrélé spatialement (respectivement γ = 0.9 et
γ = 0.2).

Dans ce cas spécifique, la métrique Λ (équation 2.13) peut être utilisée et on pourra augmenter
le seuil β afin de limiter cette sur-estimation. Notons qu’une valeur trop haute de β conduira à
l’effet inverse, c’est-à-dire à une sous-estimation du nombre de modes.

Les cartes d’erreurs des champs du troisième et quatrième ordre montrent, comme dans le cas
1, que de grandes quantités de données manquantes affectent plus la reconstruction lorsqu’elles
sont aléatoirement distribuées (figure 2.12 (a)(c)), et ce particulièrement lorsque le déplacement est
plus complexe (figure 2.12 (c)). Dans le cas du déplacement post-sismique, la méthode est moins
sensible à de grandes quantités de trous aléatoires comparé aux trous corrélés (figure 2.13).

Cas 3 : champs multiformes

Dans ce dernier cas d’étude, chaque champ de déplacement est une composition spatiale de
quatre champs appelés blocs : un champ linéaire (g1), deux champs d’ordre 3 (g3) et un champ
d’ordre 4 (g4).

On effectue tout d’abord une seule reconstruction de l’ensemble des blocs. Comme dans les
expériences précédentes, les valeurs manquantes sont initialisées par la moyenne spatiale. Le
nombre optimal de modes estimé s’élève à 4 pour un champ perturbé par un bruit SCN et avec
données manquantes aléatoires (figure 2.15 (a)) et à 6 pour un champ perturbé par un bruit STCN
et des données manquantes corrélés (figure 2.15 (b)). On remarque au sein des champs reconstruits
que les transitions entre chaque bloc sont conservées, même lorsque les trous corrélés s’étendent
sur plusieurs blocs. Les résidus montrent une faible amplitude de déplacement (bloc g4), ce qui
correspond à une légère sous-estimation du nombre de mode. A l’inverse, le bloc g1 reconstruit
contient du bruit, ce qui correspond à une sur-estimation.

Afin de comparer ces résultats, les quatre blocs sont reconstruits séparement les uns des autres.
Les résultats de cette reconstruction bloc par bloc sont exposés en figure 2.16. Les caractéristiques
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Figure 2.12 – Cartes d’erreur [cm] en fonction du % de données manquantes et du SNR dans le cas d’un
champ du premier ordre (a)(b) et du second ordre (c)(d) perturbé par des trous aléatoires (a)(c) et corrélés
(b)(d). Tous les déplacements sont également perturbés par un bruit STCN.

Figure 2.13 – Cartes d’erreur [cm] en fonction du % de données manquantes et du SNR dans le cas d’un
déplacement post-sismique perturbé par des trous aléatoires (a)(c) et corrélés (b)(d). Tous les déplacements
sont également perturbés par un bruit STCN.
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Figure 2.14 – Série temporelle d’un champ du troisième ordre perturbé par (a) données manquantes cor-
rélées sur 10 date consécutives et (b) données manquantes aléatoires. Rouge : déplacement vrai ; cercles
noirs : déplacement bruité avec données manquantes ; courbe hachée noire : données manquantes ; ligne
grise : série temporelle reconstruite.

Figure 2.15 – Reconstruction d’un champ de déplacement [cm] multiformes avec 30% de données man-
quantes et SNR = 1.6. Le champ est composé de plusieurs blocs, de haut en bas : champ linéaire (g1),
deux champs d’ordre 3 (g3) puis champ d’ordre 4 (g4) (voir tableau 2.1). Les champs de déplacement sont
perturbés par des données manquantes aléatoire et un SCN (a), puis des données manquantes corrélées et
un STCN (b).
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des déplacements reconstruits sont cette fois-cimieux conservées, et aucune sur- ou sous-estimation
n’est observée. Cela est notamment confirmé par le cas du champ d’ordre 4, où aucun signal de
déplacement n’est observé dans les résidus.

On préférera donc, lorsque les zones de transition entre champs de déplacement sont bien
délimitées (donc connues), une reconstruction bloc par bloc à une seule et même reconstruction.
Il sera d’autant plus intéressant d’utiliser cette technique si la nature du déplacement diffère entre
chaque bloc, ce qui impliquera potentiellement un nombre optimal de modes différent par bloc. A
l’inverse, si les zones de transition ne sont pas clairement identifiables (comme dans beaucoup de
champs de déplacement de surface), une seule reconstruction sera préférée afin d’éviter la création
de toute discontinuité entre champs de déplacement.

Figure 2.16 – Reconstruction bloc par bloc du champ de déplacement [cm] multiformes présenté en fi-
gure 2.15 (même perturbations). Les chiffres correspondent au nombre optimal de modes par bloc.

On pourra conclure cette étude de trois cas de la manière suivante : la qualité de reconstruction
est dans l’ensemble plus dépendente du niveau de bruit (SNR) que de la quantité de données
manquantes. Il a cependant été observé qu’en moyenne cette même qualité est, au-dessus d’un
certain seuil de données manquantes (>60%), autant sensible au SNR qu’à la quantité de données
manquantes. De plus, plus le déplacement est complexe (ordre 4 et plus), plus la méthode EM-EOF
est sensible au bruit spatio-temporellement corrélé (STCN) qu’au bruit spatialement corrélé (SCN).
Lors du premier cas, un problème de sur-estimation du nombre optimal de modes peut advenir :
cela peut être régulé par l’utilisation de la métrique Λ. Enfin, lorsque le champ de déplacement
est composé de plusieurs cibles physiques, chacune constituant un bloc indépendant de l’autre,
une stratégie de reconstruction multiple peut être considérée, et ce en fonction des différences de
dynamique entre chaque bloc et du nombre de bloc.

Temps de calcul

La méthode EM-EOF opère sur la covariance temporelle, de dimension N × N . Le facteur
limitant le temps de calcul est donc la dimension temporelle. SiR est le nombre optimal demodes et
c une constante, l’algorithme EM-EOF a une complexité algorithmique de l’ordre deO(R2N + c)
puisque ce dernier repose essentiellement sur une EVD tronquée à R < N . Il est donc possible
de traiter de grandes grilles spatiales dans des temps de calculs raisonnables. Quelques exemples
de temps de calcul moyens sont indiqués en tableau 2.3, sur un Intel Xeon E5-2650 v3 à 2.3GHz
(processeur standard d’un ordinateur portable).
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Taille de l’image
(pixels)

Distance en
données Sentinel-1 (km) Temps de calcul (s)

100×100 0.35×2.2 0.07

1000×1000 3.5×22.2 17.1

2000×2000 7×44.4 82.4 (1 min 22.4 s)

4000×4000 14×88.8 295.5 (4 min 55.5 s)

5000×5000 17.5×111 499 (8 min 19 s)

Tableau 2.3 – Temps de calculs moyens de l’algorithme EM-EOF pour une série temporelle de 40 images
synthétiques avec 30% de données manquantes.

Comparaison avec d’autres méthodes d’interpolations

Afin d’évaluer plus largement les performances de la méthode EM-EOF, nous présentons
une comparaison de l’erreur de reconstruction avec des méthodes d’interpolation classiques :
l’interpolation au plus proche voisin (Nearest-Neighbor Interpolation, abrégé NNI) [Sibson1980]
et le krigeage [Jones2001]. Ces deux méthodes d’estimation linéaire sont largement utilisées
en géostatistique dans le traitement de champs spatiaux. Due au temps de calcul important de
l’algorithme de krigeage, l’expérience est menée sur des petites grilles spatiales de 50 × 50. Le
résultat de cette comparaison est présenté en figure 2.17. Dans tous les cas considérés, la méthode
EM-EOF montre de meilleures performances en termes d’erreur, et ce d’autant plus que le SNR
est bas (gain supérieur). On remarque également que le krigeage est moins sensible à de grandes
quantités de donnéesmanquantes aléatoires que EM-EOF etNNI (figure 2.17 (a)), notamment parce
que cetteméthode repose sur la semi-variance et non la distance géométrique [Gentile2012], comme
c’est le cas pour NNI. La hausse de l’erreur concernant EM-EOF se traduit par l’indisponibilité
croissante de points temporels, l’occurrence d’un même point au sein de la série temporelle étant
un gage de performance. Dans le cas de données manquantes corrélées (figure 2.17 (b)), les
performances du krigeage sont similaires à celles de EM-EOF alors que l’algorithme NNI est
inopérant.

2.4 Application sur données réelles

Il est naturel, après les simulations synthétiques, de se pencher sur des cas de données réelles. Le
but de notreméthode, est, en partie, de fournir des champs de déplacement complets aux spécialistes
qui étudient de plus près les phénomènes physiques qui dépendent directement du déplacement
de surface. Dans le cas des glaciers alpins, les champs de vitesse sont particulièrement utiles aux
modélisateurs afin de mieux contraindre le frottement basale.

La méthode EM-EOF est donc appliquée ici sur trois séries temporelles de mesures de déplace-
ment dérivées d’images SAR Sentinel-1 A/B, constellations de deux satellites équipés chacun d’un
radar à ouverture synthétique opérant en bande C (4-8 GHz). Ces jeux de données sont constitués
de deux séries temporelles d’interférogrammes calculés à six jours sur les glaciers du Gorner
(Suisse) et de Miage (Italie), et d’une série temporelle de mesures de déplacements calculés par
corrélation d’amplitude sur des images SAR à douze jours d’intervalle sur le glacier d’Argentière
en France (figure 2.18).

On choisit l’option d’une seule et même reconstruction par jeu de données, puisque chacun
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Figure 2.17 – Erreur moyenne (cross-RMSE) des méthodes EM-EOF, NNI et krigeage en fonction de la
quantité de données manquantes et du SNR (100 simulations). Légende : (a) Données manquantes aléa-
toires, SNR = 2, SCN; (b) données manquantes corrélées, SNR = 2, SCN; (c) SCN, 30% de données man-
quantes aléatoires ; (d) STCN, 30% de données manquantes aléatoires.

d’entre eux contient une seule cible (équivalent au bloc des simulations synthétiques). Tous les
jeux de données sont sujets à une incomplétude de données, elle-même dûe à un déplacement
rapide de surface ou à des chutes importantes de neige durant l’acquisition des images. Comme
lors des simulations, nous initialisons les données manquantes par la moyenne spatiale. On choisit
également de fixer le nombre de points de validation croisée à 1% des points observés par champ
de déplacement.

2.4.1 Glacier du Gorner
Ce jeu de données est constitué de seize interférogrammes traîtés puis calculés 3 à partir

d’images Sentinel-1 A/B acquises entre novembre 2016 et mars 2017. Les données manquantes
sont spatialement corrélées et varient entre 11,8 et 27,4% par interférogramme. La série temporelle
contient également quatre interférogrammes manquants. La qualité du jeu de données varie d’un
interférogramme à l’autre : on peut estimer, en se basant sur la cohérence, que douze des seize
interférogrammes sont de bonne qualité (franges interférométriques correctement déroulées, peu
de sauts de phase, etc.).

Le nombre optimal de modes EOF pour reconstruire cette série temporelle est de 3. Quelques
exemples représentatifs des champs reconstruits sont présentés en figure 2.19 : le premier cas
(première ligne) contient 14,6% de données manquantes, le second cas est un interférogramme
manquant et le troisième cas contient 27,4% de données manquantes.

Concernant le premier cas, les valeurs reconstruites montrent un motif de déplacement en
accord avec la tendance globale du champ non reconstruit. Pour ce qui est des valeurs observées,
l’effet de filtrage est visible sans qu’il y ait de dégradation des valeurs de déplacement (perte/gain

3. Le traitement a été réalisé lors du stage de recherche de Master 2 de Rémi Prébet, voir [Prébet2017].
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Figure 2.18 – Emplacement géographique des glaciers du Gorner (massif du Mont Rose), Miage et Argen-
tière (massif du Mont-Blanc).

Figure 2.19 – Interférogramme initial (a) et reconstruit (b), et résidus (reconstruit-initial) (c) en géométrie
radar sur le glacier du Gorner à trois intervalles de temps (2016/12/23-2016/12/29, 2017/01/10-2017/01/16,
2017/01/16-2017/01/22, format YYYY/MM/JJ). Les séries temporelles aux points P1, P2 et P3 sont présen-
tées en figure 2.20. Les valeurs de déplacement sont en centimètres dans la ligne de visée (line-of-sight,
abrégé LOS) du radar.
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d’amplitude, saut de valeur, etc.). Aucun signal relatif à un champ de déplacement n’est observé
au sein des résidus, que l’on peut par ailleurs décrire comme homogènes et centrés en zéro sur une
large partie du glacier. De plus grandes valeurs résiduelles sont observées près de la rive gauche
du glacier, précisément là où résident des erreurs de déroulement de phase dûes à la transition
abrupte entre la roche statique et la glace en mouvement. Cette zone est également sujette à des
discontinuités dûes à une perte de cohérence.

L’évolution temporelle de points situés en P1, P2 et P3 (voir figure 2.19) montre que la
reconstruction suit les valeurs observées, même lors de fluctuations abruptes comme à la mi-
novembre 2016 et à la mi-février 2017 (figure 2.20). A défaut de vérité terrain, la reconstruction
au point P2, qui contient peu d’observations temporelles, peut être validée par le point P1 situé
à proximité et contenant plus d’observation au cours du temps. On notera également la légère
différence observée entre quelques valeurs observées et reconstruites : celle-ci est dûe à la propriété
de filtrage de la méthode EM-EOF.

Afin de reconstruire l’interférogramme manquant (deuxième cas), la moyenne temporelle (au
lieu de la moyenne spatiale qui ne peut être calculée) est ajoutée à l’anomalie spatiale (voir
équation 2.2). Le motif de déplacement reconstruit semble en continuité avec les autres interfé-
rogrammes et est cohérent avec les interférogrammes obtenus récemment dans l’étude de [Pré-
bet2019] (même jeu de données).

La reconstruction du cas numéro 3 montre également un résultat satisfaisant. Au sein de
l’interférogramme initial, les données manquantes (dûes à une cohérence faible) ont induit des
erreurs de déroulement de phase dans quelques zones localisées, notamment à l’amont du glacier. Il
en résulte des discontinuités dans les valeurs résiduelles, où de grandes amplitudes sont notamment
observées. Cependant, aucune valeur résiduelle n’est identifiable à un signal de déplacement.

Afin de garantir également une analyse quantitative des résidus, on calcule les moyennes et
écart-types de ces derniers sur les points observés et sur les points de validation croisée. Les
valeurs sont exposées dans le tableau 2.4. Ce tableau nous permet d’observer que les moyennes des
résidus sont faibles : moins de 0.05 cm pour les points observés et moins de 0.2 cm pour les points
de validation croisée. Cela confirme l’hypothèse selon laquelle la méthode EM-EOF ne dégrade
pas les points observés de bonne qualité. La différence de valeur entre les deux catégories de
points s’explique par la représentation statistique moindre des points de validation croisée (1% des
valeurs observées). Concernant les mesures d’écart-types, celles-ci sont généralement inférieures
à 1 cm sur les points observés et 1.8 cm sur les points de validation croisée. Les quelques hautes
valeurs observées sont principalement dûes aux erreurs de déroulement de phase au sein des
interférogrammes initiaux.
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Figure 2.20 – Série temporelle de mesures de déplacement sur différentes zones P1, P2 et P3 (figure 2.19)
situées sur le glacier du Gorner ainsi que leur reconstruction P̂1, P̂2 et P̂3 par la méthode EM-EOF. Les cercles
représentent les valeurs existantes alors que les lignes pleines correspondent aux valeurs reconstruites.
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Gorner Miage

Observé CV Observé CV

Date Moyenne σ Moyenne σ Moyenne σ Moyenne σ

1 0.028 0.741 0.114 1.043

2 x x x x

3 0.089 0.951 0.046 1.724

4 0.008 0.814 0.088 1.369 0.015 0.984 -0.134 0.974

5 0.048 0.808 -0.158 1.273 0.0008 1.068 -0.029 0.920

6 -0.005 0.662 0.057 1.191 0.002 0.720 -0.058 0.632

7 0.045 0.859 0.024 1.342 0.002 0.885 0.173 0.904

8 0.022 0.921 -0.072 1.419 -0.004 1.029 0.051 1.186

9 -0.048 0.721 -0.05 0.856 0.011 1.137 -0.056 0.773

10 0.0006 0.863 -0.022 1.108 0.001 0.837 0.016 0.825

11 x x x x x x x x

12 -0.031 0.667 0.015 0.593 -0.0003 0.935 0.015 0.959

13 x x x x -0.002 1.396 -0.103 1.329

14 -0.034 0.869 0.09 0.968 -0.008 1.030 -0.083 1.039

15 -0.001 0.906 -0.083 1.518 x x x x

16 -0.085 1.032 -0.219 1.782 0.003 1.091 -0.046 0.804

17 -0.011 0.884 -0.118 1.462 -0.009 1.042 0.232 1.029

18 -0.034 0.749 0.002 1.038 -0.032 1.070 -0.074 1.208

19 x x x x x x x x

20 0.004 1.228 0.026 1.374

Tableau 2.4 – Moyenne (cm) et écart-type σ (cm) des champs de résidus des points observés et des
points de validation croisée (abrégés CV) sur les glaciers du Gorner et de Miage. Le symbol ’x’ indique les
interférogrammes manquants. Les numéros de date s’étendent entre novembre 2016 et mars 2017.
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2.4.2 Glacier de Miage
Treize interférogrammes ont été calculés 4 à partir de quatorze acquisitions Sentinel-1 consé-

cutives de décembre 2016 à mars 2017. La quantité de données manquantes varie entre 11.4 et
23.1%. Beaucoup d’interférogrammes sont sujets à des données manquantes dans la partie cen-
trale du glacier. Il y a également trois interférogrammes manquants dans la série temporelle. On
notera également que la forme longiligne et étroite du glacier, en plus des discontinuités dûes à
une perte de cohérence, rendent le déroulement de la phase interférométrique difficile. Ainsi, cinq
interférogrammes sur treize ont été sujets à des sauts de phase lors du déroulement de phase. La
correction de tels sauts de phase est rendue complexe par l’absence d’un autre jeu de données dont
l’étendue spatiale et la précision soient similaires.

Des exemples représentatifs de la reconstruction sont présentés en figure 2.21. Le cas 1 (pre-
mière ligne) contient 12.3% de données manquantes, le cas 2 (seconde ligne) en contient 18.6%
alors que le cas 3 (troisième ligne) présente 23.1% de données manquantes. L’estimation du
nombre optimal de modes est de 2. On observe globalement une similarité correcte entre les
interférogrammes reconstruits et originaux. Dans le cas 1, le champ résiduel est homogène mais
présente parfois de claires discontinuités. Cela est dû aux sauts de phase dans l’interférogramme
initial, eux-même causés par une perte de cohérence dans la partie centrale du glacier. La série
temporelle d’un point situé dans la zone de discontinuité (P2, figure 2.21) ainsi que sa version
reconstruite P̂2, sont tracées en figure 2.22. Ces deux séries, dont l’erreur est située en deçà de
la limite de précision nominale de l’InSAR (<1cm), montrent des variations similaires. On notera
que la plupart des décalages observés entre P2 et P̂2 se justifient par les erreurs de déroulement de
phase dans la zone de discontinuités à ces dates (Fig 2.21).

Dans le cas 2, la forme de déplacement est reconstruite avec succès, mais présente quelques
discontinuités dans la zone de séparation des deux lobes terminaux (partie basse du glacier), qui
est une zone perturbée par des données manquantes fortement corrélées temporellement. Une autre
série temporelle est également tracée au point P1 situé dans cette zone (figure 2.22). On observe ici
que la méthode EM-EOF permet de reconstruire les interférogrammes en corrigeant notamment les
sauts de phase. Le cas numéro 3 présente un interférogramme fortement dégradé, avec de grandes
quantités de données manquantes et des sauts de phase à répétition. L’interférogramme reconstruit
présente une forme de déplacement en accord et en continuité avec le reste de la série temporelle,
même si l’amplitude des valeurs de déplacement dans la zone de séparation semble amoindrie par
rapport à l’interférogramme initial. Les moyennes et écart-types des résidus sont exposés dans le
tableau 2.4. L’observation est sensiblement la même que dans le cas du glacier du Gorner. Dans
ce cas, les résidus sont centrés en zéro dans la plupart des cas (moins de 0.01 cm sur les parties
observées et moins de 0.3 cm sur les points de validation croisée). De plus, les écart-types sont plus
grands, ce qui est essentiellement dû aux sauts de phase et aux erreurs de déroulement localisées.
En plus de la possibilité d’interpoler et de filtrer, la méthode EM-EOF peut détecter et corriger les
inconsistences au sein du signal de déplacement sur chaque interférogramme de la série temporelle.

2.4.3 Étude d’un cas limite : le glacier d’Argentière
À partir d’une base de 66 images radar Sentinel-1 A/B acquises entre octobre 2016 et décembre

2017, nous avons généré 65 champs de déplacement par corrélation d’amplitude (voir sous-
section 1.2.1) à un intervalle de douze jours 5. Les images Sentinel-1 A/B en trajectoire ascendante
ont été téléchargées depuis le portail Alaska Vertex 6 sur une zone de 250 km de large s’étendant
entre lemassif duMont Blanc jusqu’auValais suisse. L’intégralité de ces images sont préalablement

4. Le calcul des interférogrammes a été réalisé par Y. Yan.
5. Le recalage des images, ainsi que le calcul de la corrélation, ont été effectués à l’aide du logiciel de télédétection

Gamma (www.gamma-rs.ch).
6. vertex.daac.asf.alaska.edu.
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Chapitre 2. La méthode EM-EOF

Figure 2.21 – Interférogramme initial (a) et reconstruit (b), et résidus (reconstruit-initial) (c) en géométrie
radar sur le glacier de Miage à trois intervalles de temps (2016/12/11-2016/12/17, 2016/12/29-2017/01/04 et
2017/02/21-2017/02/27, format YYYY/MM/JJ). Les séries temporelles aux points P1 et P2 sont présentées
en figure 2.22. Les valeurs de déplacement sont en centimètres dans la ligne de visée (LOS) du radar.
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Figure 2.22 – Séries temporelles de mesures de déplacement sur différentes zones P1 et P2 (figure 2.21)
situées sur le glacier de Miage, ainsi que leur reconstruction P̂1 et P̂2 par la méthode EM-EOF. Les cercles
représentent les valeurs existantes alors que les lignes pleines correspondent aux valeurs reconstruites.
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recalées sur la géométrie d’une image de référence afin de pouvoir comparer leurs informations
respectives en les superposant dans un seul et même repère géométrique.

La corrélation d’amplitude s’effectue à l’aide d’une fenêtre de corrélation carrée de taille
variable suivant la période d’acquisition (figure 2.23). Un seuillage sur les valeurs de la fonction de
corrélation est par la suite appliqué afin de ne retenir que les valeurs de confiance. Les seuils sur la
valeur de la fonction de corrélation sont déterminés empiriquement : il s’agit de minimiser la perte
d’information tout en gardant un niveau de confiance acceptable. La valeur de seuil la plus souvent
choisie est de 0.2. La série temporelle finale de 65 champs de déplacement contient des valeurs
manquantes dues aux valeurs trop faibles de la corrélation qui n’ont pas atteint le seuil défini.

Figure 2.23 – Taille de la fenêtre de corrélation utilisée selon la période d’acquisition des images entre
octobre 2016 et décembre 2017 (J : janvier, F : février, etc.).

Remarque Sur les 65 images que comporte la série temporelle, beaucoup sont concernées par
des données manquantes localisées sur une partie du glacier, ce qui est identifiable à une corrélation
spatio-temporelle des valeurs manquantes.

Ce cas constitue, de notre point de vue, un cas limite du fait de la qualité globale dégradée des
données, et ce comparé aux jeux de données précédemment utilisés. Les deux facteurs dégradants
sont ici le bruit (SNR faible) et la forte corrélation spatio-temporelle des données manquantes. En
raison de l’orientation du glacier d’Argentière, l’amplitude de déplacement est supérieure dans la
direction azimuthale (direction du mouvement de la plateforme satellite) que dans la direction de
la ligne de visée (direction perpendiculaire au mouvement du satellite). Pour cette raison, nous
privilégions l’analyse du déplacement en azimuth. La quantité de données manquantes par champ
de déplacement varie entre 2% et presque 50%. Afin d’éclairer le lecteur sur la difficulté que
représente ce cas d’étude, l’erreur est calculée en fonction du nombre de modes utilisés dans la
reconstruction (figure 2.24 (a)). On y observe que le minimum de l’erreur correspond au mode
58, c’est-à-dire proche de la dimension de la covariance temporelle. Cela est essentillement dû au
fort mélange entre le signal de déplacement et bruit. En effet, une grande proportion de modes
étant dominés par un bruit spatialement corrélé, ceux-ci sont interprétés comme un potentiel signal
de déplacement, faisant ainsi baisser l’erreur à chaque ajout d’un nouveau mode (figure 2.24
(b)). Trois exemples de champs reconstruits sont présentés en figure 2.25, avec un nombre de
mode de 20 correspondant au résultat après l’étape 2 (minimum local dans l’erreur). Les cas 1,
2 et 3 (première, seconde et troisième ligne) contiennent respectivement 7.39%, 7.42% et 4.12%
de données manquantes. La reconstruction montre, comme dans les cas d’étude précédents, une
cohérence globale avec les champs initiaux. Malgré cela, l’exactitude des valeurs reconstruites
dans les zones de données manquantes peut être remise en question : dans les cas 2 et 3, les valeurs
reconstruites au sein des zones basses du champ de déplacement (partie haute du glacier) peuvent
différer des valeurs voisines et ainsi marquer de franches discontinuités. Comme l’ont montré les
simulations, la qualité de reconstruction dépend plus fortement du niveau de bruit que de la quantité
de données manquantes. Nous suggérons donc que ces discontinuités sont l’effet du fort niveau de
bruit, la quantité de données manquantes étant faible dans ce cas (<10%).
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(a) (b)

Figure 2.24 – (a) Cross-RMSE E(k) versus nombre de modes EOF k utilisés pour la reconstruction du jeu
de données du glacier d’Argentière. Le minimum de E(k) est atteint pour k = 58 (étape 1). Après l’étape
2, le nombre optimal de modes est réduit à 20 modes, ce qui correspond à un minimum local de E(k). (b)
Pourcentage de variance expliquée par chaque mode (jusqu’au numéro 32). L’énergie du système est bien
répartie sur un grand nombre de modes, rendant ainsi difficile la tâche de sélection du nombre optimal de
modes.

2.4.4 Comparaison avec les méthodes NNI et krigeage

La performance de la méthode EM-EOF dans le cas d’applications réelles est analysée au
travers de la comparaison, entamée lors des simulations, avec les méthodes d’interpolation NNI et
krigeage. La comparaison est menée sur le glacier du Gorner car ce jeu de données présente peu de
sauts de phase. En effet, cela pourrait être préjudiciable quant à l’objectivité de la comparaison avec
des méthodes d’interpolation n’utilisant que l’information spatiale. La figure 2.26 montre ainsi un
exemple de reconstruction de l’interférogramme 2017/01/16-2017/01/22. Dû au temps de calcul
important que nécessite le krigeage, la comparaison n’est menée que sur la partie haute du glacier,
plus sujette à des données manquantes et à des sauts de phase. L’observation des résultats indique
des conclusions similaires à celles des simulations : la méthode EM-EOF permet d’interpoler
plus finement comparé aux méthodes NNI et krigeage, et ce plus spécifiquement dans les zones
concernées par des données manquantes corrélées et des sauts de phase. L’analyse visuelle suggère
dans ces cas une reconstruction plus cohérente avec les valeurs voisines et plus lissée par effet de
filtrage des perturbations haute fréquence.

2.5 Conclusion

EM-EOF est une méthode itérative, sans information a priori sur le comportement spatio-
temporel des données, pour l’interpolation de valeurs manquantes au sein de séries temporelles de
champs de déplacement SAR. Le principe est le suivant. Tout d’abord, les données manquantes
sont initialisées par la moyenne spatiale, puis la covariance temporelle est décomposée en modes
EOF. Le nombre optimal de modes pour reconstruire les données incomplètes est ensuite estimé
grâce au calcul d’une erreur sur une petite proportion des données, adaptée et proportionnelle au
nombre de données observées (étape 1). Enfin, les valeurs manquantes estimées sont mises à jour
jusqu’à ce que l’erreur converge (étape 2).

Les simulations, munies d’une analyse rigoureuse de l’erreur de reconstruction en fonction des
facteurs potentiellement limitants (type et niveau de bruit, type et quantité de données manquantes),
ont montré l’effacité de la méthode à l’égard de champs à complexité variable et comportant divers
types de bruit et de données manquantes. Nous avons pu montrer empiriquement que la méthode
EM-EOF est plus sensible au bruit qu’aux données manquantes, excepté dans le cas où ces
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Figure 2.25 – Champ de déplacement (corrélation d’amplitude) initial (a), reconstruit (b) et résidus
(reconstruit-initial) (c) en géométrie radar sur le glacier d’Argentière à trois intervalles de temps (2017/08/26-
2017/09/07, 2017/09/19-2017/10/01 et 2017/10/25-2017/11/06, format YYYY/MM/JJ). Les valeurs de dépla-
cement sont en mètres dans la direction azimuthale.
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Figure 2.26 – Interférogramme reconstruit [cm] (2017/01/16-2017/01/22) sur la partie haute du glacier du
Gorner par les méthodes NNI (a), krigeage (b) et EM-EOF (c).

dernières sont aléatoires et en quantité suffisamment importante, cas qui peut affecter la qualité de
reconstruction. Lorsque le bruit est spatio-temporellement correlé, le nombre optimal de modes
EOF peut être sur-estimé à cause de la difficulté à séparer le signal de déplacement du bruit, qui
peuvent se comporter de manière similaire, tant spectralement que corrélativement.

L’application de la méthode EM-EOF sur un jeu de données réelles confirme également le
potentiel de prise en charge de cas complexes combinant de multiples écueils : données man-
quantes à forte corrélation, interférogrammes manquants, rapport signal sur bruit bas, sauts de
phase à répétition. En ce sens, cette méthode est tout à fait apte à augmenter la taille effective
d’un jeu de données, et ce d’autant plus que les trous de données constituent un problème fréquent
dans l’analyse de séries temporelles de champs de déplacement. Ainsi, cela pourra constituer une
aide au géophysicien (modélisateur, glaciologue) pour mieux contraindre les paramètres rhéolo-
giques (contrainte de frottement basal, hydrologie sous-glaciaire), dont la connaissance dépend
directement de vitesses de surface continues en espace et en temps.

La mise en évidence d’un cas limite lors du dernier cas d’étude sur le glacier d’Argentière
permet de constater la limite d’opérativité de la méthode. Cela s’exprime notamment par un signal
de déplacement fortement contaminé par un bruit de type corrélé, ce qui est appuyé par une
forte incertitude due à la basse résolution spatiale (22 m dans la direction azimutale en mode
interférométrique), et un déplacement insuffisamment grand au regard de la capacité (précision)
de la technique de corrélation d’amplitude.

Ces différentes conclusions nous amènent à continuer la réflexion sur la caractérisation et
la reconstruction de structures fortement corrélées spatialement et corrompues par des données
manquantes parfois persistantes (corrélées) sur des zones localisées. Le problème de sur-estimation,
qui malgré la mise en oeuvre de la métrique Λ seuillée par le paramètre β, ne prend pas en compte
le groupement des valeurs propres, appelé multiplet, et qui, comme souligné par [Hannachi2007],
correspond à la description d’une variabilité particulière du signal. Dans la suite de ce manuscrit,
nous proposons d’inclure de l’information supplémentaire dans le champ spatio-temporel X.
Cette augmentation de données conduit à une estimation d’une matrice de covariance spatio-
temporelle. Ces travaux, comme nous allons le voir, font directement référence à l’analyse spectrale
singulière (SSA) et sa versionmultivariée [Vautard1992,Ghil2002,Golyandina2010] introduite lors
du chapitre 1 sous le nom de fonctions empiriques orthogonales étendues (section 1.4.2).
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Chapitre 3. La méthode EM-EOF étendue

3.1 Introduction

Le but de ce chapitre est d’introduire une extension de la méthode EM-EOF (appelée EM-
EOF étendue ci-après). Comme présentée au chapitre précédent, la méthode EM-EOF se base sur
l’analyse en EOF de la covariance temporelle pour la reconstruction de données manquantes au
sein de séries temporelles de déplacement. Cette technique, comme nous l’avons vu, décompose
la covariance temporelle Σ puis estime, de manière itérative, un nombre optimal de modes pour
extraire des tendances significatives à partir de champs de déplacement bruités. Des résultats
prometteurs ont ainsi pu être présentés sur des séries temporelles de champs de déplacement de
surface de glacier alpins calculés par interférométrie différentielle de couples d’images Sentinel-1.

Cependant, la méthode EM-EOF peut présenter certaines limites lorsque :

— la corrélation spatiale du champ de déplacement domine la corrélation temporelle ;

— le champ de déplacement présente des caractéristiques spatiales hétérogènes et locales ;

— la série temporelle est courte, renforçant ainsi la probabilité qu’une zone ou un pixel soit
peu observé au cours du temps, ce qui est la conséquence de données manquantes fortement
corrélées.

En particulier, comme la méthode EM-EOF utilise la décomposition de la covariance tem-
porelle, des biais de reconstruction peuvent apparaître lorsqu’un pixel n’est jamais observé dans
la série temporelle. Cela constitue une motivation supplémentaire à la prolongation de l’étude,
notamment en faisant l’usage d’une covariance non pas temporelle mais spatio-temporelle pour
prendre en compte les corrélations spatiale et temporelle du champ de déplacement.

À la manière des travaux dérivés de l’analyse spectrale singulière [Vautard1992, Ghil2002,
Kondrashov2006,Golyandina2010], qui procèdent par une augmentation des données par fenêtrage
(ou décalage) de dimension finie, nous utilisons l’information spatiale décalée et redondante afin
d’augmenter une série temporelle de champs de déplacement. En cela, le principe de la 2D-
SSA [Golyandina2010,Golyandina2015], qui se concentre sur une seule et même image, puis sur
une série temporelle d’images [von Buttlar2014], est directement étendu pour le traitement de
séries temporelles de champs de déplacement incomplets.

Du fait de la structure de la matrice de covariance spatio-temporelle augmentée, le lien direct
entre les modes EOF et leur interprétation physique peut être rendu difficile. Un nouveau critère
basé sur l’incertitude des valeurs propres du système est ainsi proposé afin de sélectionner le nombre
optimal de modes, notamment afin de traîter et d’analyser finement le problème de sous et/ou sur-
estimation du nombre de modes. Une approximation du décalage spatial utilisé pour augmenter les
données spatialement est également fournie par une approche simple liant corrélation des données
et théorie de l’estimation de covariance.

Les différentes sections de ce chapitre s’organisent ainsi : la méthode EM-EOF étendue est
décrite en section 3.2 : organisation des données (section 3.2.1), estimation puis décomposition de
la covariance spatio-temporelle (sections 3.2.2 et 3.2.3), sélection du nombre optimal de modes
(section 3.2.4), détermination du décalage spatial (section 3.2.5) et enfin description de l’algorithme
de type EM (section 3.2.6). L’application sur trois champs de déplacement synthétiques est ensuite
exposée et discutée en section 3.3. La section 3.4 propose une application de la méthode sur des
données réelles : des champs de vitesse de surface obtenus par corrélation d’images Sentinel-2
sur le glacier de Fox en Nouvelle-Zélande [Millan2019]. Enfin, un bilan de cette étude ainsi que
quelques perspectives sont dressés en section 3.5.
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3.2 La méthode EM-EOF étendue
Le principe général de la méthode EM-EOF étendue (figure 3.1) reprend celui de la méthode

EM-EOF sous la forme de deux étapes. Après initialisation des valeurs manquantes, la première
étape effectue une première estimation du nombre optimal de modes appelée R : cette estimation
correspond au minimum de l’erreur de validation croisée (cross-RMSE) entre le champ reconstruit
et le champ initial. La seconde étape est une mise à jour des valeurs manquantes et de l’estimation
de nombre de modes par un algorithme de type Expectation Maximization (EM). À l’étape E, les
valeurs manquantes sont estimées par leurs valeurs espérées sachant l’estimation de la covariance
spatio-temporelle. À l’étape M, l’erreur de validation croisée est calculée : si cette erreur baisse
par rapport à l’itération précédente, les valeurs manquantes sont mises à jour par les valeurs
manquantes estimées lors de l’étape E. On obtient alors en sortie un nombre optimal de modes mis
à jour r ≤ R. Après les étapes 1 et 2 (figure 3.1), une mesure de confiance basée sur l’incertitude
d’estimation des valeurs propres est calculée puis associée à r : en fonction de la valeur et des
caractéristiques de cette mesure de confiance, qui seront détaillées plus loin, le nombre de modes
est mis à jour ou non en retournant à l’étape 2.

Étape 1

Étape 2

Initialisation des
valeurs manquantes

Première estimation du
nombre optimal de modes EOF R

Mise à jour des valeurs manquantes
Reconstruction avec
r ≤ R modes EOF

Mesure de confiance sur r

Champ reconstruit

itérations EM

Figure 3.1 – Diagramme simplifié de la méthode EM-EOF étendue.

3.2.1 Organisation et augmentation des données
Soit Xt un champ spatial 1 de taille Px × Py = P observé aux temps discrets t = 1, . . . , N .

On note xij(t), 1 ≤ i ≤ Px, 1 ≤ j ≤ Py chaque élément de Xt à la position (i, j). Chaque champ
Xt peut être ordonné au sein d’une matrice de données spatio-temporelle :

Y = (X1,X2, . . . ,XN ) (3.1)

En pratique, Y a une moyenne nulle, ce qui signifie que sa moyenne spatiale lui a été retirée
au préalable. Chaque Xt est ensuite augmenté en une matrice Hankel-block Hankel (HbH), c’est-
à-dire une matrice de Hankel par bloc de sous-matrices 2. Cette matrice, que l’on note Dt, est de
taille KxKy ×MxMy, avec Kx = (Px −Mx + 1), Ky = (Py −My + 1), où Mx ×My est la
taille d’une fenêtre glissante à deux dimensions :

1. Xt peut correspondre, par exemple, au vecteur colonne xt défini au chapitre 2, avant ordonnancement.
2. On rappelle qu’une matrice de Hankel est une matrice carrée dont les anti-diagonales sont constantes. Une matrice

Hankel-block Hankel est constituée de blocs identiques sur ses anti-diagonales.
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D

Figure 3.2 – Illustration de l’augmentation spatiale des champs (Xt)1≤t≤N à l’aide d’une fenêtre glissante
de tailleMx×My . Le champ X1 est ici augmenté en une matrice D1 de tailleKxKy×MxMy , laquelle est
stockée dans une grande matrice spatio-temporelleD. Chaque Dt correspondant à Xt est ensuite ordonné
en ligne, ce qui résulte en une matrice de taille (K ×NM).

Dt =



H1,t H2,t . . . HMx,t

H2,t H3,t . .
. ...

... . .
.

. .
. ...

HKx,t . . . . . . HPx,t


(3.2)

Chaque sous-matrice Hi,t est une matrice de Hankel de tailleKy ×My définie par :

Hi,t =



xi1(t) xi2(t) . . . xi,My(t)

xi2(t) xi3(t) . .
. ...

... . .
.

. .
. ...

xi,Ky(t) . . . . . . xi,Py(t)


(3.3)

Dans un souci d’allègement de la notation, nous noterons K = KxKy, M = MxMy et
P = PxPy par la suite. De manière similaire à Xt et Y, chaque matrice Dt est à son tour ordonnée
au sein d’une grande matrice spatio-temporelle de taille (K ×NM) (voir figure 3.2) :

D = (D1,D2, . . . ,DN ) (3.4)

En référence à la littérature en analyse spectrale singulière multi-variée (M-SSA) [Broom-
head1986, Vautard1992, Ghil2002], D est appelée matrice de donnée augmentée. La différence
réside ici dans le fait que chaque Xt est augmenté spatialement et non temporellement. La fenêtre
uni-dimensionnelle de tailleM utilisée en M-SSA pour augmenter une série temporelle est main-
tenant une fenêtre à deux dimensions de tailleMx×My [Golyandina2010]. La matrice augmentée
est donc spatio-temporelle dans le sens où sa structure est une alternation de blocs temporels au
sein desquels sont imbriqués des blocs spatiaux augmentés.

3.2.2 Estimation et décomposition de la covariance spatio-temporelle
A partir de la matrice augmentée D, on peut calculer la covariance empirique augmentée par :
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Σ =
1

K
DTD (3.5)

Σ est une matrice de taille NM × NM , symétrique, réelle et définie positive. Ses valeurs
propres sont par conséquent réelles et positives, rangées par ordre décroissant : λ1 > λ2 > · · · >
λNM . Chaque entrée de Σ à la position (i, j), notée σij , peut être exprimée en fonction de chaque
entrée de D :

σij =
1

K

K∑
k=1

DkiDkj , i, j = 1, . . . , NM (3.6)

La décomposition en valeurs propres de la matrice Σ s’écrit de manière commune :

Σ
EVD
=

NM∑
i=1

λiuiu
T
i (3.7)

Les vecteurs ui sont lesNM fonctions empiriques orthogonales étendus (EEOF) de la matrice
D. Chaque terme de l’équation (3.7), qui provient du théorème de représentation spectral, est un
mode EOF [Hippert-Ferrer2020] (voir également chapitre 2). La fraction de la variance totale
expliquée par un mode i est indiquée par sa valeur propre λi. Cette fraction peut être facilement
calculée par λi/

∑
i λi. De manière générale, les premiers modes représentent la plus grande part

de variabilité du signal dans D. Les valeurs propres λi fournissent également une information
importante quant à la distribution de la puissance spectrale du signal, formule que l’on peut
englober sous le terme d’énergie.

3.2.3 Reconstruction de la covariance spatio-temporelle
Afin de reconstruire la série temporelle de champs 2D, il faut tout d’abord définir les compo-

santes principales (PC) {ak}1≤k≤NM , qui sont, comme dans l’analyse en EOF, la projection de la
matrice de données (augmentée) sur chaque (E)EOF, et dont chaque élément est défini par :

aik =

NM∑
j=1

Dijujk, i = 1, . . . ,K (3.8)

où ujk On notera que chaque PC a une tailleK. La matrice augmentée peut être partiellement
ou totalement reconstruite en projetant les PC sur les vecteurs propres étendus. Si A est la matrice
K × NM contenant tous les PC sur ses colonnes et si U est la matrice contenant les vecteurs
propres étendus, obtenus par EVD de Σ (équation (3.7)), alors la reconstruction prend la forme
matricielle D̂ = AUT , où chaque élément de D̂ est donné par :

D̂ij =

NM∑
k=1

aiku
T
jk (3.9)

Avant reconstruction de Y, un moyennage sur les diagonales 3 est appliqué sur chaque matrice
Hi,t et Dt, que l’on exprime de la manière suivante :

xik(t) =
1

#Ak

∑
(l,l′)∈Ak

xll′(t) (3.10)

Hk,t =
1

#Bk

∑
(l,l′)∈Bk

Hll′,t (3.11)

3. Cette opération est appelée hankelization.
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où Ak = {(l, l′) : 1 ≤ l ≤ Ky, 1 ≤ l′ ≤ My, l + l′ = k + 1} et Bk = {(l, l′) : 1 ≤ l ≤ Kx, 1 ≤
l′ ≤ Mx, l + l′ = k + 1}. Cela signifie que le moyennage a tout d’abord lieu sur chaque bloc de
Hi,t, puis entièrement sur Hi,t [Golyandina2010], ce qui est cohérent avec la structure de Hankel
par bloc.

Le champ reconstruit, noté Ŷ, consiste finalement à inverser le processus d’ordonnancement
décrit en figure 3.2 en procédant par correspondance directe entre chaque D̂t et chaque X̂t.

Il est important de mentionner que la troncature de l’expression (3.9) par un nombreR�MN
de modes permet de filtrer la partie indésirable et/ou non significative du signal (par exemple le
bruit). Le choix d’une troncature appropriée, qui revient à détecter la structure rang faible de la
matrice de covariance Σ, est l’objet de la prochaine sous-section.

3.2.4 Sélection du nombre optimal de modes
Plusieurs techniques sont utilisées afin de sélectionner le nombre optimal de modes. Première-

ment, on utilise une erreur de validation croisée entre le champ reconstruit et le champ initial, ce
qui permet de ne pas dépendre de la vérité terrain et d’obtenir une estimation du nombre optimal
de modes. Ensuite, la métrique Λ (chapitre 2, section 2.2.4) permettant de traiter le problème de
sur-estimation du nombre de modes est utilisée. Enfin, une mesure de confiance est construite à
partir de l’incertitude des valeurs propres, lesquelles procurent à la fois une information sur la
variation des valeurs propres et sur la répartition en énergie du système. Cette mesure permet ainsi
d’affiner la sélection du nombre optimal de modes puisque ces derniers sont directement liés aux
valeurs propres.

Validation croisée

Afin d’estimer le nombre optimal de modes, on utilise une erreur sur des données de validation
croisée (cross-RMSE) parmi les données existantes Yobs. Ces données de validation, notées ycv ∈
Yobs, sont choisies aléatoirement à hauteur de 1% du nombre total de points observés, puis sont
retirées des données et gardées en copie. La cross-RMSE est la norme `2 de la différence entre ycv
et son estimation basée sur k modes EEOF ŷcv,k, puis normalisée par la taille de ycv. Si δk désigne
cette erreur, alors celle-ci s’exprime par :

δk =
1√
Q
||ŷcv,k − ycv||2 (3.12)

L’ensemble des cross-RMSE {δk}1≤k≤NM est calculé, le nombre optimal de modes étant celui
qui correspond à la valeur minimale dans cet ensemble.

Biais de surestimation

Comme évoqué au chapitre 2, un mélange fort entre bruit corrélé et signal brut (par exemple
un signal de déplacement) peut conduire à une sur-estimation du nombre de modes. Cela est
plus précisément dû à la contamination des données de validation croisée par du bruit [Ng1997],
lesquelles sont utilisées comme base de l’estimation du nombre optimal de mode. Afin de se
prémunir contre ce problème, le critère suivant a été proposé dans le chapitre 2, section 2.2.4 :

Λ = 1− δk+1

δk
(3.13)

Cette quantité permet de mesurer la variation négative de la cross-RMSE lors de l’ajout d’un
mode supplémentaire dans la reconstruction (3.9). Une petite variation de Λ implique que peu
d’information est apportée au nouveau champ reconstruit par l’ajout d’un nouveau mode : dans
ce cas, ce mode n’est pas pris en compte. On pourra alors définir un seuil sur Λ en-dessous
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duquel l’algorithme s’arrête. Cela signifie que l’erreur δk+1 aura peu varié par rapport à δk : on
sélectionnera alors k modes et non k + 1 modes pour reconstruire les données.

Mesure de confiance

Incertitude des valeurs propres Si le critère Λ est sensible aux variations de la cross-RMSE,
ce dernier ne permet pas de prendre en compte la structure du spectre de valeurs propres dans le
choix du nombre de modes. En effet, la manière dont varient les valeurs propres peut fournir une
information utile quant à la répartition en fréquences du signal de déplacement.

Par exemple, les valeurs propres sont dites dégénérées si elle possèdent une amplitude similaire.
La dégénéréscence des valeurs propres rend l’interprétation des EEOF difficile puisque toute
combinaison linéaire de ces EEOF est également un EEOF, ce qui conduit à un mélange des
EEOF [Hannachi2007]. Le phénomène inverse à la dégénéréscence est la séparation des valeurs
propres, laquelle peut être synonyme d’un changement de variabilité spatio-temporelle entre une
valeur propre et la suivante, ou un groupe de valeurs propres et le suivant. Deux ou plusieurs
valeurs propres consécutives, groupement appelé multiplet, sont dégénérées lorsque l’incertitude
d’une valeur propre est du même ordre ou plus grande que la différence entre cette valeur propre et
sa plus proche voisine. Par conséquent, toute étude de la dégénéréscence des multiplets devra tout
d’abord s’intéresser à l’estimation de l’incertitude des valeurs propres du système. La première
étude à ce sujet [North1982] a ainsi proposé une règle empirique afin de fournir une approximation
de l’incertitude des valeurs propres. Cette règle peut être résumée par les équations suivantes :

∆λk ≈
√

2

L∗
λk (3.14)

∆uk ≈
∆λk

λj − λk
uj (3.15)

où λj est la valeur propre la plus proche de λk, uj , uk sont les vecteurs propres correspondants
(EEOF) et L∗ est le nombre d’observations indépendantes au sein de l’échantillon spatio-temporel,
aussi appelé taille effective d’échantillon (effective sample size, abrégéeESS ci-après).∆λk désigne
l’incertitude de la valeur propre λk et ∆uk celle du vecteur propre uk. L’intervalle d’incertitude
de λk est ainsi donné par λk ± ∆λk. L’interprétation de l’équation (3.15) est la suivante : si
l’incertitude de la valeur propre λk est proche de la différence entre cette valeur propre et sa plus
proche voisine, alors les vecteurs propres correspondant ont de fortes chances d’être contaminés
l’un par l’autre. Cette contamination existe par exemple lorsque deux EEOF décrivent ensemble
la même variabilité spatio-temporelle (comme une tendance ou une oscillation) ou si le signal
est perturbé par un bruit corrélé, ce qui aurait pour effet de disperser la variance du système sur
l’ensemble du spectre.

Estimation de l’ESS Afin de fournir une estimation de L∗, celle-ci est séparée en deux termes
multiplicatifs de sorte que L∗ = N∗M∗. N∗ correspond à l’ESS temporelle alors queM∗ corres-
pond à l’ESS spatiale. [Thiébaux1984] ont formulé une estimation de N∗ pour l’analyse de séries
temporelle, définie par :

N∗ = N

[
1 + 2

N−1∑
k=1

(1− k

N
)ρ(k)

]−1

(3.16)

où ρ(k) est l’autocorrélation temporelle de la série temporelle étudiée etN est le nombre d’obser-
vations temporelles. Cette définition est valable pour une série temporelle univariée composée de
N observations, comme un pixel d’une image dont l’amplitude varie au cours du temps. A partir
de cette définition, nous estimons l’ESS spatiale M∗ au sein de chaque fenêtre spatiale de taille
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M = Mx ×My. Si ν désigne l’autocorrélation spatiale moyenne de la série temporelle,M∗ peut
être estimé par :

M∗ = M

[
1 + 2ν

M∑
k=1

(1− k

M
)

]−1

(3.17)

Cette forme est analogue à la forme de l’ESS temporelle (3.16). Une simplification permet de
réduire l’ESS spatiale à l’expression suivante :

M∗ =
M

1 + ν(M − 1)
(3.18)

L’autocorrélation spatiale moyenne ν est la moyenne des indices I de Moran du champ Xt,
noté It, qui permet de caractériser la corrélation entre des points spatialement proches :

ν =
1

N

N∑
t=1

It =
1

N

N∑
t=1

N

W

∑
i

∑
j wij vec(Xt)i vec(Xt)j∑

i vec(Xt)2
i

i, j = 1, . . . , P (3.19)

où vec(.) est l’opérateur vectorisation 4, wij sont les poids de toutes les paires de points définis par
l’inverse de la distance au carré entre les points aux positions i et j :

wij =

{
1

|i−j|2 i 6= j

0 sinon,

et oùW est la somme de tous les poids pour toutes les paires de points, soitW =
∑

i

∑
j wij . La

définition des poidswij varie selon une hypothèse sur la corrélation spatiale du champ en question.
L’hypothèse prise en compte ici est que le champ possède bien une autocorrélation spatiale et que
les structures spatiales qui le composent ont une dépendance décroissante à d’autres structures en
fonction de la distance entre ces structures, et ce dans un rayon restreint (longueur de corrélation).
Au-delà de cette longueur de corrélation, la dépendance entre structures est nulle. Cela justifie
donc le choix de poids indexés sur l’inverse de la distance au carré.

Mesure de confiance Àpartir de l’estimation des incertitudes des valeurs propres (équation (3.15)),
un indice de confiance Ck associé à chaque valeur propre λk peut être calculé dans l’intervalle
[0, 1], prenant ainsi la forme :

Ck =
max(Γk)− Γk

max(Γk)−min(Γk)
k = 1, . . . , NM (3.20)

où Γk est donné par :

Γk = log
( ∆λk
λj − λk

)
(3.21)

Ck permet de détecter la dégénérescence et/ou la séparation des valeurs propres dans le spectre
de la matrice augmentéeD, qui correspondent respectivement à des valeurs basses et hautes de Ck.
Ainsi, chaque pic au sein de Ck coïncide avec une séparation plus ou moins marquée entre deux
multiplets. A l’inverse, les valeurs situées de part et d’autre des pics (les creux) correspondent
à une dégénérescence de multiplet, ou plus largement à des valeurs propres dont l’amplitude est
proche.

4. La vectorisation d’une matrice est la transformation linéaire d’une matrice en un vecteur colonne. Si A désigne
une matrice de taille N × P , vec(A) est le vecteur de taille NP × 1 contenant les colonnes de A apposées les unes
aux autres.
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Afin d’ajuster le nombre optimal de modes r issu de l’étape 2 (figure 3.1), l’indice Ck est calculé
pour k = 1, . . . ,MN . On note {Ck} le set des indices calculés. Les pics {Cpk} ∈ Ck, correspondant
à des séparations dans le spectre de valeurs propres, sont alors détectés. Si un des pics détectés se
trouve à un indice 1 ≤ k ≤ MN correspondant à r, l’algorithme s’arrête. En effet, dans ce cas
idéal, le nombre optimal de mode r estimé correspond à une séparation dans le spectre. Si tel n’est
pas le cas, l’indice k le plus proche de r correspondant à un pic au-dessus d’un certain seuil est
détecté. Le nombre optimal de modes est alors mis à jour par r̂ = k en retournant à l’étape 2 de la
méthode. L’ajustement est décrit par le pseudo-code ci-après (algorithme 3).

Algorithme 3 Ajustement du nombre de modes par calcul de Ck
Entrée: λk, r, seuil < 1
Sortie: r̂
1: Calculer {Ck}1≤k≤MN

2: Détecter les pics {Cpk} ∈ {Ck}
3: Extraire les indices {k} des pics {Cpk}
4: si r ∈ {k} alors
5: r̂ = r
6: sinon
7: Extraire l’indice k du pic Cpk ≥ seuil le plus proche de r
8: r̂ = k
9: fin si

Afin d’illustrer l’ajustement du nombre de modes par le calcul de {Ck}, un exemple simplifié
est fourni en figure 3.3. Le spectre est constitué des séquences de valeurs propres suivantes : une
valeur propre dominante λ1, un multiplet {λ2, λ3, λ4}, une valeur propre isolée λ5, un multiplet
{λ6, λ7}, puis un "plateau" de valeurs propres. On voudrait sélectionner 7 modes car la dernière
séparation significative a lieu entre λ7 et λ8. À l’issue de l’étape 2, le nombre optimal de modes r
est ici de 6 (ligne verticale verte), ce qui est dû à une variation insuffisante de la cross-RMSE lors
de l’ajout du mode 7 (voir critère Λ, section 3.2.4). Or, les principaux pics de Ck au-dessus d’un
seuil, fixé ici à 0.9, sont situés aux indices k = 1, k = 4 et k = 7, correspondant aux principales
séparations. Le nombre de modes r est alors ajusté de sorte que r̂ = k = 7, indice le plus proche
de r = 6 correspondant à un pic de Ck (ligne verticale rouge). Cet ajustement fait appel à l’étape
2 qui met à jour les valeurs manquantes jusqu’à l’obtention d’un champ reconstruit avec r̂ = 7
modes.

Dans ce cas, l’indice le plus proche de r correpondant à un pic est supérieur à r, ce qui justifie
l’appel à l’étape 2. Si cet indice est inférieur à r, les modes correspondant à la différence entre
l’indice et r sont retirés au champ reconstruit.

Notons que lorsque le spectre ne comporte pas de séparation dominante, Ck ne comporte alors
pas de pic dominant. Dans ce cas, le seuil choisi pourra être abaissé afin d’élargir le choix de pics
et éviter une sous-estimation du nombre de modes. L’ajustement, moins significatif dans ce cas,
consiste alors à choisir un nombre de modes correspondant au pic non dominant le plus proche.

3.2.5 Détermination du décalage spatial

Le choix du décalage spatial pour augmenter les données, appelé aussi fenêtre spatiale, est
généralement dicté par le compromis entre la quantité d’information extraite au sein de la fenêtre
(M ) et le nombre de répétitions (K) de la fenêtre spatiale au sein de chaque image [Groth2015].
La première logique requiert une taille de fenêtre la plus grande possible alors que la seconde
appelle à réduire la taille de la fenêtre. Plutôt que de chercher une seule valeur de M , il est
admis qu’un intervalle peut fournir des résultats satisfaisants [Ghil2002]. La variation du décalage
spatial modifie par ailleurs la dimension de la covariance spatio-temporelle de taille K ×MN :
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Figure 3.3 – (a) Spectre de valeurs propres λk et (b) mesure de confiance associée Ck. La ligne verte
correspond à l’estimation du nombre de modes après l’étape 2. La ligne rouge correspond à l’ajustement
du nombre de modes par le calcul de Ck. Les barres verticales sont les intervalles d’incertitude de chaque
valeur propre issus de la règle empirique (3.15).

la répartition de l’énergie par valeur propre change aussi, et avec elle la variation de la cross-
RMSE en fonction du nombre de modes (figure 3.4). En effet, l’augmentation du décalage spatial
provoque une translation du minimum de la cross-RMSE vers de plus hautes valeurs. L’estimation
du nombre de modes augmentera aussi en moyenne car celle-ci repose en partie sur le minimum
de la cross-RMSE.

Nous proposons ici deux mesures correspondant aux limites inférieures et supérieures de
l’intervalle de M . La première mesure se base sur la théorie de l’estimation de la covariance :
le nombre d’échantillons indépendants doit être au moins supérieur à deux fois le nombre de
variables [Reed1974] (ici les M points au sein de la fenêtre spatiale). La valeur maximale de
M peut être estimée en résolvant l’inégalité K > 2M , ce qui, par un calcul simple, conduit à
l’approximationM < P/6.

La seconde mesure est basée sur l’autocorrélation spatiale du champ de déplacement. Soit τ la
distance de décorrélation spatiale définie par :

τ = − ∆P

log r̃
(3.22)

où r̃ est l’auto-corrélation à la distance unité et ∆P est le pas d’échantillonnage spatial, ici
1 pixel. Si l’on suit l’étude de [Ghil2002], M peut être généralement approximé par M ' P/τ .
Dans la plupart des cas, r̃ est supposé être inférieur à 0.95, ce qui donne finalementM > P/20.

3.2.6 Synthèse de la méthode EM-EOF étendue
Nous donnons ici un résumé succinct, étape par étape, du déroulé de la méthode EM-EOF

étendue en reprenant le principe général déjà illustré en figure 3.1.

Étape 1

Après initialisation des données manquantes, la matrice de données spatio-temporelle Y est
augmentée (équations (3.2 et (3.4)). La covariance spatio-temporelle est ensuite estimée à partir
de D (équation 3.5), puis décomposée en modes EEOF (équation 3.7). La matrice augmentée
est ensuite reconstruite (équations (3.8) et (3.9)), puis moyennée (équation (3.10)). La matrice
augmentée est ensuite ré-ordonnée de manière à retrouver Ŷ. Finalement, la moyenne spatiale de
Y est ajoutée à Ŷ afin de retrouver un champ à moyenne non nulle. À chaque ajout d’un mode
dans la reconstruction, la cross-RMSE δk est calculée. Le nombre optimal de modesR correspond
au minimum de l’ensemble des cross-RMSE calculées à chaque ajout de mode supplémentaire.
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Figure 3.4 – Variation de la cross-RMSE en fonction du nombre de modes pour différent décalages spatiaux
sur des données synthétiques incomplètes (N=10, P=144). Le minimum de la cross-RMSE évolue avec la
variation du décalage spatial : plus ce dernier est grand, plus le nombre de modes sélectionnés sera grand.

Étape 2

L’étape 2 est une mise à jour des données manquantes et du nombre de modes R estimé à
l’étape 1. Cette étape repose sur la forme de l’algorithme EM, lequel a déjà été décrit au chapitre
précédent, en section 2.2.6. La différence est que l’on calcule les équations (3.5), (3.7), (3.8), (3.9)
et (3.10) à chaque itération. La convergence de l’étape 2 se base sur la cross-RMSE, et le traitement
du problème de sur-estimation sur le critère Λ. Ces deux éléments ont été traités en section 2.2.6
du chapitre précédent. La sortie de l’étape 2 est le champ reconstruit avec r modes, Ŷr.

Mesure de confiance associée à r

Le set demesures de confiance{Ck}1≤k≤MN est calculé et, commedétaillé en sous-section 3.2.4,
les pics dominants en sont extraits puis leurs rangs comparés à r. Si ce dernier nécessite un ajus-
tement, un retour à l’étape 2 est opéré. La sortie finale est le champ reconstruit avec r̂ modes,
Ŷr̂.

3.3 Simulations numériques

Dans cette partie, des simulations sur champs de déplacement synthétiques sont présentées.
En l’absence de vérité terrain dans les données de télédétection, de telles simulations s’avèrent
utiles afin de s’assurer que les valeurs manquantes interpolées sont le plus proche de la vérité
simulée. D’une part, il s’agit de confirmer la capacité d’interpolation de la méthode EM-EOF
étendue en opérant là où la méthode EM-EOF peut présenter certaines limites, comme énoncé
en introduction : séries temporelles courtes de champs de déplacement pertubés par de forts
taux de données manquantes, où la corrélation spatiale prévaut sur la corrélation temporelle et
présentant des caractéristiques spatiales hétérogènes. D’autre part, il s’agit de déceler, à travers
une comparaison systématique avec la méthode EM-EOF, les avantages et inconvénients des deux
méthodes et ce en fonction du type de champ de déplacement, du type de données manquantes et
du type de bruit présent dans les données.
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3.3.1 Type de champ de déplacement
Dans cette étude, nous nous intéressons à quatre types de champ de déplacement (figure 3.5)

dont les modèles sont décrits dans le tableau 3.1 ci-après.
Le champ g0 est un champ linéaire croissant. Le champ g1 est constitué d’une partie linéaire et

d’une partie oscillatoire à trois fréquences, ce qui en fait un champ d’ordre 3. Le champ g2 contient
de multiples fréquences et possède une distance à l’origine non-linéaire : nous l’appelons champ
d’ordre n. Enfin, le champ g3 est un champ d’ordre 5 entouré spatialement d’une zone stable dont
les valeurs sont fixées à 0.

Nom g(r, t) Ordre

g0(r1, t) (1 + 0.5r1)t 1

g1(r1, t) (1 + 0.5r1)t+ sin(w1t) cos(w1r1) + 0.5 cos(w2t) cos(w3r1) 3

g2(r2, t)
sin(w1t) cos(w1r2) + 0.5 cos(w2t) cos(w3r2) + 0.1 sin(w4t) cos(w5r2)

+0.3 sin(w6r2) sin(w7t) + 0.1 sin(w8r2) sin(w8t)
n

g3(r2, t)
sin(w1t) cos(w1r2) + 0.5 cos(w2t) cos(w3r2)

+0.1 sin(w4t) cos(w5r2)+ zone stable 5

Tableau 3.1 – Modèles des champs déterministes synthétisés. t est la variable temps, les coordonnées
(x, y) discrétisent le compact [−1, 1]2, et r1 =

√
(x+ 0.1)2 + (y + 0.3)2 et r2 = exp (−(x+ y)2)+xy+

tan(x) sont les distances à l’origine. w1, . . . , w8 = 2πf1, . . . , 2πf8 sont les vitesses angulaires du signal
dont les fréquences sont fixées à {f1, . . . , f8} = {0.25, 0.75, 2.5, 1.25, 5, 7.5, 1.75, 0.5}.

g0 g1 g2 g3

Figure 3.5 – Champs de déplacement considérés dans cette étude. Une description des modèles mathé-
matiques des champs g0 à g3 est fournie en tableau 3.1

.

3.3.2 Type de perturbation et type de données manquantes
Afin de simuler différents types de perturbations, nous reprenons deux des trois types de bruits

simulés lors du chapitre précédent. Le but est de mettre en évidence l’intérêt pratique de la méthode
EM-EOF étendue dans différents cas de bruit corrélés. Nous simulons un bruit spatialement corrélé
(SCN) et un bruit spatio-temporellement corrélé (STCN). Le degré de corrélation de ces deux
types de bruit est contrôlé au moyen de coefficients de corrélation spatiale et temporelle γ ∈ R+

et ρ ∈ [0, 1]. Le bruit SCN est ainsi synthétisé par le biais d’une fonction d’auto-corrélation
c(r) = r−γ , où la modification de γ permet de jouer sur le degré de corrélation entre deux points
distants de r, et donc sur la longueur de corrélation. Le bruit STCN est la somme d’un bruit SCN et
d’un bruit corrélé temporellement. Plus de détails concernant sa synthèse sont fournis en annexe A.

Concernant le type de données manquantes, deux cas sont également examinés : données
manquantes aléatoires indépendantes de l’espace et du temps et données manquantes spatio-
temporellement corrélées. Dans ce second cas, les données manquantes sont générées sur quatre
dates consécutives et sur une zone particulière afin de reproduire l’effet de phénomènes saisonniers
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et localisés (chute de neige, densification du couvert végétal) créateurs de données manquantes en
mesure de déplacement par télédétection.

3.3.3 Paramètres de simulations
Quatre séries temporelles de 10 champs de déplacement correspondant aux modèles g0, g1,

g2 et g3 sont générées sur une grille régulière de taille 50×50 5. Les séries temporelles sont
ensuite perturbées par des bruits de type SCN et STCN, ainsi que par des données manquantes
aléatoires et corrélées (voir tableau 3.2 ci-après). Les données manquantes aléatoires sont simulées
sur l’ensemble des champs qui composent la série temporelle, alors que les données manquantes
corrélées sont simulées sur quatre dates consécutives. Les coefficients de corrélation γ, ρ des bruits
SCN et STCN sont fixés à 0.5 : si l’on considère l’intervalle des valeurs possibles de γ et ρ, cela
correspond à un bruit SCN fortement corrélé (voir figure 2.4) et un bruit STCN à corrélation
moyenne. Dans les cas g0, g1 et g2, la taille du décalage spatial est fixée à M = 121, soit une
fenêtre spatiale de tailleMx×My = 11× 11. Cette valeur deM correspond à la limite inférieure
de l’intervalle approximé en section 3.2.5, c’est-à-dire à ≈ P/20. Dans le cas g3, étant donné la
taille réduite de la cible physique (30×30),M est abaissé à 64, ce qui correspond à ≈ P/15. De
plus, le seuil sur la détection des pics de Ck est fixé à 0.8. Enfin, les données manquantes sont
initialisées par la moyenne spatiale de chaque champ Xt.

Champ Type de données
manquantes Type de bruit SNR % de données

manquantes M Initialisation

g0

Aléatoire SCN; γ = 0.5 2
30%

121
Moyenne
spatiale

Corrélée STCN; γ, ρ = 0.5 1.8

g1

Aléatoire SCN; γ = 0.5 2
30%

Corrélée STCN; γ, ρ = 0.5 1.8

g2

Aléatoire SCN; γ = 0.5 1.8
50%

Corrélée STCN; γ, ρ = 0.5 1.5

g3

Aléatoire SCN; γ = 0.5
1.8 30%

64

Corrélée STCN; γ, ρ = 0.5

Tableau 3.2 – Principaux paramètres de simulations des quatre cas d’étude (g0, g1, g2, g3).

5. Le choix de cette grille relativement petite est conditionné par le temps de calcul (qui est plus important que celui
de la méthode EM-EOF) qu’engendre l’augmentation de la dimension de la matrice de covariance.
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3.3.4 Résultats et discussion
Impact du bruit et des données manquantes sur l’estimation de r̂

L’estimation du nombre optimal de modes, qui dépend directement de la forme du spectre de
valeurs propres, peut être directement impactée selon les caractéristiques du bruit (corrélation,
SNR) présent dans les données ainsi que selon la quantité de données manquantes. Afin de mieux
appréhender cet impact, on peut analyser la structure spectrale d’un tel bruit. Par exemple, le
spectre des valeurs propres d’un bruit SCN est présenté en figure 3.6. On remarque que plus le
bruit est corrélé (γ petit), plus le spectre est structuré. À l’inverse, un bruit très peu corrélé (γ
grand) possède un spectre homogène, à l’image d’un bruit blanc. La reconstruction d’un signal de
déplacement perturbé par ce type de bruit consistera dès lors à sélectionner un nombre de modes
qui minimise la part de variabilité due au bruit sans toutefois décalagesser celle correspondant au
signal de déplacement. La figure 3.6 montre que cela peut poser un problème car, tout comme pour
un signal de déplacement, la variabilité d’un bruit corrélé s’exprime dans les premiers modes.

0 20 40 60 80 100
10−3

10−1

101

λ
k

γ = 0.01
γ = 0.5
γ = 10

Figure 3.6 – Valeurs propres d’un bruit SCN pour différentes corrélations.

En plus de la corrélation du bruit, la variation du SNR et de la quantité de données manquantes
peuvent impacter l’estimation du nombre optimal de modes. La figure 3.7 permet d’illustrer ce
phénomène. On remarque que la diminution du SNR provoque un réhaussement de l’ensemble des
valeurs propres (augmentation de l’énergie du système). À l’inverse, on observe que l’augmentation
de la quantité de données manquantes tend à diminuer l’énergie du système, ce qui est dû à
l’initialisation des données manquantes [Beckers2003]. Dans les deux cas, l’augmentation des
données manquantes et/ou du niveau de bruit se traduit par moins de valeurs propres dominantes.
La détection du nombre optimal de modes est alors plus sujette à une sous-estimation car une partie
des valeurs propres décrivant la variabilité du signal de déplacement est soit noyée dans celle du
bruit, soit effacée par l’initialisation des données manquantes. Ces cas (faible SNR et/ou grande
quantité de données manquantes) constituent donc une limite à l’utilisation pratique de la mesure
Ck.

Analyse quantitative : reconstruction des champs g0 à g3

Cas 0 : champ g0 Le champ linéaire g0 est perturbé par des données manquantes aléatoires et un
bruit SCN, puis par des données manquantes corrélées et un bruit STCN (tableau 3.2). Le nombre
de modes estimé par la méthode EM-EOF étendue est r̂ = 3 dans les deux configurations. Dans
la première configuration, la mesure Ck (figure 3.8) est utilisée pour ajuster le nombre de modes
estimé à l’issue de l’étape 2 (r = 4) au nombre de modes correspondant à la séparation dominante
la plus proche dans le spectre, située à k = 3. Dans le second cas, la mesure Ck n’est pas utilisée
car le nombre de modes sélectionnés à l’étape 2 correspond déjà à une séparation dans le spectre.

Des exemples de reconstruction sont présentés en figure 3.9 (champs synthétiques à la date
t = 5) et en figure 3.10 (séries temporelles d’un point choisi aléatoirement) pour les méthodes
EM-EOF et EM-EOF étendue. Dans la première configuration (données manquantes aléatoires et
bruit SCN), la méthode EM-EOF étendue fournit une reconstruction spatialement plus lisse que la
méthode EM-EOF (1mode sélectionné dans les deux configurations). De plus, les résidus montrent
que les deux méthodes filtrent correctement le bruit SCN. L’évolution temporelle (figure 3.10 (a))
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Figure 3.7 – Spectres de valeurs propres λk d’un champ de déplacement synthétique augmenté et mesure
Ck pour différentes quantités de données manquantes (gauche) et différents SNR (droite). Lignes verticales
et nombres en couleur : estimation du nombre optimal de modes r̂.
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Figure 3.8 – (a) Valeurs propres λk de la matrice de données augmentées D (50 premières) du champ g0
perturbé par des données manquantes aléatoires et un bruit SCN; (b) mesure de confiance associée Ck et
estimation du nombre de modes à l’issue de l’étape 2 (ligne verte) puis après ajustement (ligne rouge) ; (c)
Ck versus λk. Les cercles rouges correspondent au nombre de modes sélectionnés.
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Chapitre 3. La méthode EM-EOF étendue

suggère que la méthode EM-EOF est plus proche de la vérité terrain. Dans la seconde configuration
(données manquantes corrélées et bruit STCN), la méthode EM-EOF étendue fournit également
une reconstruction spatialement plus homogène. Le champ reconstruit par la méthode EM-EOF
est spatialement plus hétérogène, mais est en réalité plus proche de la vérité terrain sur la série
temporelle (figure 3.10 (b)). Dans les deux configurations, la méthode EM-EOF est donc plus
proche de la vérité terrain. La méthode EM-EOF étendue fournit un champ reconstruit plus proche
des données réelles et spatialement plus homogène, ce qui est notamment dû au moyennage spatial
sur le champ augmenté (équation (3.10)). Toutefois, on remarque que le champ reconstruit est
faiblement décentré car il conserve une partie du bruit SCN (figure 3.9 (a)) : le moyennage ne
permet donc pas de réduire totalement le bruit SCN.

Vérité Perturbé Reconstruit Résidu Bruit
a)

b)

c)

d)

Figure 3.9 – Reconstruction [cm] d’un champ d’ordre 1 perturbé par des données manquantes aléatoires et
un bruit SCN ((a), (b)) puis des données manquantes corrélées et un bruit STCN ((c), (d)), par les méthodes
EM-EOF étendue ((a), (c)) et EM-EOF ((b), (d)). La quantité de données manquantes est fixée à 30% et le
SNR à 1.8 ((a)(b)) et 2 ((c)(d)). Le résidu est la différence entre le champ reconstruit et le champ perturbé.

Cas 1 : champ g1 Dans un premier temps, le champ g1 est perturbé par des données manquantes
aléatoires ainsi que par du bruit SCN. Le nombre de modes estimé est r̂ = 37. Le spectre de
valeurs propres ainsi que les mesures Ck sont illustrées en figure 3.11. Ici, l’ajustement n’est pas
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Figure 3.10 – Série temporelle d’un champ d’ordre 3 perturbé par (a) données manquantes aléatoires et
bruit SCN; (b) données manquantes corrélées et bruit STCN. Rouge : déplacement vrai ; cercles noirs :
déplacement perturbé observé ; courbe en pointillés noire : déplacement perturbé non observé (données
manquantes) ; ligne grise : reconstruction par la méthode EM-EOF; courbe en pointillés bleue : reconstruction
par la méthode EM-EOF étendue.

nécessaire car l’estimation du nombre de modes à l’issue de l’étape 2 correspond à un pic de Ck
situé à k = 37 marquant une séparation du spectre. Les modes correspondant aux valeurs propres
situées en deçà de cette séparation décrivent à la fois la variabilité du signal de déplacement et du
bruit SCN.
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Figure 3.11 – (a) Valeurs propres λk de la matrice de données augmentées D (100 premières) du champ
g1 perturbé par des données manquantes aléatoires et un bruit SCN; (b) mesure de confiance associée Ck
et estimation du nombre de modes (ligne rouge) ; (c) Ck versus λk. Les cercles rouges correspondent au
nombre de modes sélectionnés.

Le résultat de reconstruction est présenté en figure 3.12 (date t = 5), pour les méthodes EM-
EOF étendue et EM-EOF. Le nombre de modes estimé par la méthode EM-EOF est de 3. Les
motifs de déplacement présentent, pour les deux méthodes, une cohérence globale entre champ
reconstruit et vérité terrain, bien qu’une comparaison visuelle permette de constater que la méthode
EM-EOF étendue fournit un champ reconstruit plus homogène. La plupart des composantes du
signal (tendance, oscillations) sont reconstruites, comme l’illustre la décomposition mode par
mode d’un champ d’ordre 3 (figure 3.13), dont la répartition est la suivante : le premier mode est
lié à la partie linéaire du signal ; les modes 2 à 8 concernent la partie du signal de déplacement
à fréquence basse ; les modes supérieurs à 8 voient une oscillation supplémentaire s’ajouter au
signal, ce qui s’apparente aux fréquences plus hautes qui le composent. Le bruit SCN est présent
dès le second mode et s’étend sur les modes suivants. La méthode EM-EOF étendue reconstruit
donc une partie du bruit SCN qui, avec les paramètres considérés (SNR=2, γ = 0.5), possède une
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Chapitre 3. La méthode EM-EOF étendue

structure spectrale mélangée à celle du signal de déplacement dès les premiers modes. La méthode
EM-EOF filtre davantage le bruit, ce qui est visible sur le résidu qui est proche du bruit SCN.

Vérité Perturbé Reconstruit Résidu Bruit
a)

b)

Figure 3.12 – Reconstruction [cm] d’un champ d’ordre 3 perturbé par des données manquantes de type
aléatoire et un bruit SCN, par les méthodes EM-EOF étendue (a) et EM-EOF (b). La quantité de données
manquantes est fixée à 30% et le SNR à 2. Le résidu est la différence entre le champ reconstruit et le champ
perturbé.

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15

Figure 3.13 – Reconstruction par la méthode EM-EOF étendue d’un champ d’ordre 3 par ajout de modes
successifs (jusqu’à 15).

La figure 3.14 (a) illustre la reconstruction d’une série temporelle d’un point choisi aléatoi-
rement. La reconstruction par la méthode EM-EOF étendue fournit une interpolation plus proche
des données perturbées (réelles) mais contient une partie du bruit SCN. La reconstruction par la
méthode EM-EOF fournit un résultat similaire dont la variation dépend moins des données réelles.

Le champ g1 est ensuite perturbé par des données manquantes corrélées et un bruit STCN.
Le nombre optimal de modes estimé est ici de 39 pour EM-EOF étendue et 3 pour EM-EOF.
Dans cette configuration, l’estimation du nombre optimal de modes repose essentiellement sur
la cross-RMSE et sur le critère Λ car le spectre ne comporte pas de séparation dominante. La
figure 3.15 présente un exemple de champ reconstruit. La reconstruction par la méthode EM-
EOF étendue s’avère spatialement plus conforme à la vérité terrain, alors que la reconstruction
par la méthode EM-EOF est plus hétérogène, avec quelques discontinuités visibles dans la partie
basse au sein des zones de données manquantes. Comme déjà souligné auparavant, l’augmentation
spatiale des données permet de prendre en compte la corrélation spatiale du champ en créant de
multiples copies des données. Lors de la reconstruction, le moyennage de ces données permet
alors de corriger les potentielles discontinuités dans la reconstruction, effet directement visible ici.
La série temporelle d’un point choisi aléatoirement (figure 3.14 (b)) permet de constater que les
deux méthodes produisent une reconstruction temporelle similaire, c’est-à-dire proche des données
réelles.
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Figure 3.14 – Série temporelle d’un champ d’ordre 3 perturbé par (a) données manquantes aléatoires et
bruit SCN; (b) données manquantes corrélées et bruit STCN. Rouge : déplacement vrai ; cercles noirs :
déplacement perturbé observé ; courbe en pointillés noire : déplacement perturbé non observé (données
manquantes) ; ligne grise : reconstruction par la méthode EM-EOF; courbe en pointillés bleue : reconstruction
par la méthode EM-EOF étendue.

Vérité Perturbé Reconstruit Résidu Bruit
a)

b)

Figure 3.15 – Reconstruction d’un champ de déplacement synthétique d’ordre 3 [cm] perturbé par des
données manquantes corrélées et un bruit STCN, pour les méthodes EM-EOF étendue (a) et EM-EOF (b).
La quantité de données manquantes est fixée à 30% et le SNR à 1.8.
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Chapitre 3. La méthode EM-EOF étendue

Cas 2 : champ g2 Les résultats de la reconstruction du champ d’ordre n g2 sont, à leur tour,
analysés. Comme dans le cas précédent, nous examinons les résultats sur un champ perturbé par
des données manquantes aléatoires et un bruit SCN, puis sur un champ perturbé par des données
manquantes corrélées et un bruit STCN. Les champs sont ici perturbés par 50% de données
manquantes.

Dans le premier cas, les estimations du nombre de modes sont les suivantes : 61 pour EM-
EOF étendue et 4 pour EM-EOF. La mesure Ck (figure 3.16) permet d’ajuster l’estimation de
r̂ à une séparation dans le spectre par rapport à l’étape 2 (r = 59). Une troncature en amont
de cette séparation entraînerait une sous-estimation du nombre de modes : la figure 3.17 montre
notamment qu’il est difficile de filtrer le bruit (présent dès les premiers modes) sans filtrer le
signal de déplacement. Cela est notamment dû à la structure du bruit SCN, qui possède une grande
longueur de corrélation et s’apparente spectralement à un signal basse fréquence, comme déjà
souligné en sous-section 3.3.4 et dans le cas d’étude du champ g1.
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Figure 3.16 – (a) Valeurs propres λk de la matrice de données augmentées D (100 premières) du champ
g2 perturbé par des données manquantes aléatoires et un bruit SCN; (b) mesure de confiance associée Ck
et estimation du nombre de modes à l’issue de l’étape 2 (ligne verte) puis après ajustement (ligne rouge) ;
(c) Ck versus λk. Les cercles rouges correspondent au nombre de modes sélectionnés.

1 4 7 10 13 16 19 22

Figure 3.17 – Reconstruction par la méthode EM-EOF étendue d’un champ d’ordre n par ajout modes
successifs (jusqu’à 22).

Le champ reconstruit par la méthode EM-EOF étendue (figure 3.18) montre un résultat sa-
tisfaisant en comparaison à la vérité terrain. La variabilité spatiale du champ de déplacement
synthétique est globalement bien conservée. La structure est moins affectée par la présence de
données manquantes aléatoires (50%) dans le cas d’EM-EOF étendue, ce qui est dû à deux méca-
nismes. Le premier est la prise en compte de la corrélation spatiale du champ dans la recontruction
alors que l’incomplétude des données rend l’information temporelle peu disponible. Le second est
le moyennage dans la reconstruction, qui permet de réduire les discontinuités spatiales induites
par l’incomplétude des données et/ou le bruit. Le champ résiduel est proche de zéro dans le cas
d’EM-EOF étendue, alors que l’on retrouve une partie du bruit SCN dans les résidus d’EM-EOF.
La méthode EM-EOF étendue fournit donc un champ plus homogène et mieux interpolé, mais ne
permet pas de filtrer totalement le bruit SCN, contrairement à la méthode EM-EOF qui permet de
mieux filtrer le bruit mais fournit un champ plus perturbé par la quantité importante de données
manquantes, et ce compte tenu de la petite taille de la série temporelle.

Les séries temporelles reconstruites pour ce cas sont présentées en figure 3.19 (a). Malgré la
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Vérité Perturbé Reconstruit Résidu Bruit

a)

b)

Figure 3.18 – Reconstruction d’un champ d’ordre n perturbé par des données manquantes aléatoires et
un bruit spatialement corrélé, pour les méthodes EM-EOF étendue (haut) et EM-EOF (bas). La quantité de
données manquantes est fixée à 50% et le SNR à 1.8.
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Figure 3.19 – Série temporelle d’un champ de déplacement synthétique d’ordre n perturbé par (a) données
manquantes aléatoires et bruit SCN; (b) données manquantes corrélées et bruit STCN. Rouge : déplacement
vrai ; cercles noirs : déplacement bruité avec données manquantes ; courbe noire en pointillés : données
manquantes ; ligne grise : série temporelle reconstruite par la méthode EM-EOF; courbe bleue en pointillés :
reconstruction par la méthode EM-EOF étendue.
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complexité spatio-temporelle du champ considéré, la cohérence entre reconstruction et vérité terrain
est assurée. La série reconstruite par la méthode EM-EOF étendue est proche de la vérité terrain et
du champ perturbé, alors que celle reconstruite par la méthode EM-EOF est temporellement plus
lisse mais "n’accroche pas" à la vérité terrain. Cela pourrait être dû notamment à une estimation
biaisée de la covariance temporelle (équation (2.4)), puisque peu de points sont observés au cours
de la série, soulignant au passage l’intérêt de l’augmentation spatiale des données pour estimer une
matrice de covariance spatio-temporelle et ainsi réduire les biais potentiellement émergents.

Concernant le cas d’un champ perturbé par des données manquantes corrélées et un bruit
STCN, le nombre optimal de modes estimé est de 71 pour EM-EOF étendue et 4 pour EM-EOF.
Le spectre des valeurs propres ne possédant pas de séparation dominante, la mesure Ck n’est pas
illustrée car l’ajustement du nombre est réalisé sur un pic non dominant.

Un exemple de champ reconstruit est affiché en figure 3.20. La reconstruction par la méthode
EM-EOF étendue fournit, comme dans les exemples précédents, un champ interpolé plus homogène
mais contenant une partie du bruit STCN car les modes correspondant aux valeurs propres signi-
ficatives du bruit ont été pris en compte dans la reconstruction. Concernant la méthode EM-EOF,
une partie du bruit est filtré (voir résidu) mais le champ reconstruit contient plus de discontinuités
spatiales. L’évolution temporelle de la reconstruction montre que les deux méthodes fournissent
un résultat similaire dans la zone de données manquantes.

Vérité Perturbé Reconstruit Résidu Bruit
a)

b)

Figure 3.20 – Reconstruction d’un champ de déplacement synthétique [cm] d’ordre n perturbé par des
données manquantes corrélées et un bruit STCN, pour les méthodes EM-EOF étendue (a) et EM-EOF (b).
La quantité de données manquantes est fixée à 50% et le SNR à 1.5.

En définitive, la méthode EM-EOF étendue fournit un champ spatial généralement mieux
interpolé, quel que soit le bruit considéré (SCN ou STCN), mais reconstruit également une partie
de ce bruit corrélé. La méthode EM-EOF fournit une interpolation spatiale dont la structure
spatiale est plus hétérogène du fait de la quantité importante de données manquantes et de la faible
dimension temporelle des données, ce qui peut se traduire par des biais de reconstruction.

Cas 3 : champ g3 Le champ g3 est perturbé par des données manquantes aléatoires et un bruit
SCN, puis des données manquantes corrélées et un bruit STCN. Le nombre optimal de modes est
estimé à r̂ = 79 et r̂ = 62 respectivement. Dans la première configuration, Ck n’est pas utilisé car
le nombre de mode estimé à l’étape 2 correspond déjà à une séparation dans le spectre. Dans la
second configuration, l’illustration de Ck (figure 3.21) montre un ajustement d’un mode par rapport
au nombre de mode estimé à l’étape 2.
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Figure 3.21 – (a) Valeurs propres λk de la matrice de données augmentées D (150 premières) du champ
g3 perturbé par des données manquantes corrélées et un bruit STCN; (b) mesure de confiance associée Ck
et estimation du nombre de modes à l’issue de l’étape 2 (ligne verte) et après ajustement (ligne rouge) ; (c)
Ck versus λk. Les cercles rouges correspondent au nombre de modes sélectionnés.

Un exemple de résultat pour les deux configurations est présenté en figure 3.22. L’interpolation
est comparable entre les méthodes EM-EOF étendue et EM-EOF (nombre de modes : 4). Concer-
nant la première configuration (figure 3.22 (a)(b)), le bruit SCN est présent dans la reconstruction
des deux méthodes. Concernant les zones stables, ces dernières sont moyennées par la méthode
EM-EOF étendue. On remarque également la présence d’effets de bord dans la zone de transition
entre l’objet physique et la zone stable (à gauche et à droite), effet qui est dû au fenêtrage spatial.
Cela se traduit par un léger résidu dans les zones de transition du champ reconstruit. Cet effet peut
être corrigé si l’on sait détecter les bords en amont du traitement afin de masquer la zone stable.
Ce même effet est visible dans la reconstruction du champ perturbé par des données manquantes
corrélées et un bruit STCN (figure 3.22 (c)(d)). Dans cette configuration, la méthode EM-EOF
(nombre de modes : 4) permet de filtrer le bruit STCN (voir résidu) et comme dans le cas précédent,
préserve aussi la zone de transition.

Enfin, la reconstruction de séries temporelles de points choisis aléatoirement est présentée
en figure 3.23. Dans les deux configurations considérées, la méthode EM-EOF étendue permet
d’obtenir une interpolation plus fidèle au champ perturbé par rapport à la méthode EM-EOF, alors
que cette dernière fournit une reconstruction plus proche de la vérité terrain, surtout lorsque le
champ est perturbé par des données manquantes corrélées et du bruit STCN (figure 3.23 (b)).

Analyse des erreurs de reconstruction

Afin de fournir des indicateurs quantitatifs de la performance des reconstructions illustrées
précédemment, on analyse et compare trois erreurs de reconstruction en fonction de la quantité de
données manquantes et du SNR :

— La cross-RMSE correspondant au nombre de modes sélectionnés r̂ (équation (3.12)) :

δCV = δk=r̂ (3.23)

— La RMSE entre les données reconstruites et les données réelles :

δ =
1√
NP
||Ŷr̂ −Y||F (3.24)

— La RMSE entre les données reconstruites et la vérité terrain :

δvrai =
1√
NP
||Ŷr̂ −Yvrai||F (3.25)
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Vérité Perturbé Reconstruit Résidu Bruit
a)

b)

c)

d)

Figure 3.22 – Reconstruction d’un champ de déplacement synthétique [cm] d’ordre n perturbé par des
données manquantes aléatoires et un bruit SCN ((a), (b)), puis par des données manquantes corrélées et
un bruit STCN ((c), (d)), pour les méthodes EM-EOF étendue ((a), (c)) et EM-EOF ((b), (d)). La quantité de
données manquantes est fixée à 30% et le SNR à 1.8.
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Figure 3.23 – Série temporelle d’un champ de déplacement synthétique d’ordre n perturbé par (a) données
manquantes aléatoires et bruit SCN; (b) données manquantes corrélées et bruit STCN. Rouge : déplacement
vrai ; cercles noirs : déplacement bruité avec données manquantes ; courbe noire en pointillés : données
manquantes ; ligne grise : série temporelle reconstruite par la méthode EM-EOF; courbe bleue en pointillés :
reconstruction par la méthode EM-EOF étendue.

Contrairement à la cross-RMSE qui utilise une norme vectorielle, les autres erreurs sont
les normes matricielles (norme de Frobenius ||.||F ) [Golub1996] de la différence des matrices
spatio-temporelles Ŷ et Y (équation (3.1)) ordonnées en matrices N × P . Notons que la RMSE
n’est pas indépendante de l’amplitude des données ni de leur variance. Par conséquent, les erreurs
présentées ci-après (moyenne sur 100 simulations) ne sont pas dans l’ordre de grandeur des champs
reconstruits précédemment.

L’évolution des erreurs en fonction de la quantité de données manquantes est présentée en
figure 3.24. De manière générale, on remarque une tendance similaire entre la cross-RMSE δCV et
la RMSE δ.

Quel que soit le type de données manquantes, on remarque que les erreurs de reconstruction sur
les champs peu complexes (g0 et g1) sont plus basses pour la méthode EM-EOF étendue que pour
la méthode EM-EOF. Pour ces mêmes champs, lorsque les données manquantes sont aléatoires,
on remarque que l’écart des erreurs entre EM-EOF et EM-EOF étendue augmente en même
temps que la quantité de données manquantes, pour atteindre son maximum lorsque la quantité de
données manquantes est importante (90%). La méthode EM-EOF étendue est donc plus robuste à
une augmentation de la quantité de données manquantes aléatoires pour des champs synthétiques
relativement simples. Concernant le champ g2, la méthode EM-EOF étendue fournit également des
erreurs plus faibles, dont l’écart avec la méthode EM-EOF diminue lorsque la quantité de données
manquantes aléatoires augmente. Lorsque les données manquantes sont corrélées, la méthode EM-
EOF étendue est plus proche des données réelles que la méthode EM-EOF sur les champs g0, g1

et g2, ce qui a en partie été observé précédemment. Concernant le champ g3, la méthode EM-EOF
fournit des erreurs plus basses quel que soit le type de données manquantes. Cela peut s’expliquer,
comme nous l’avons souligné auparavant, par les biais de reconstruction engendrés par effet de
bord sur la zone de transition entre le champ de déplacement et la zone stable.

Les erreurs en fonction du SNR pour les deux types de bruits SCN et STCN sont présentées
en figure 3.25. Lorsque le bruit est important (SNR < 1), on constate que la méthode EM-EOF
étendue est plus performante que la méthode EM-EOF, et ce quel que soit le type de bruit. Quel que
soit le type de champ de déplacement, la méthode EM-EOF étendue est peu sensible à la variation
du bruit SCN, ce qui n’est pas le cas pour le bruit STCN. Cette différence est due à la variation
de la partie temporelle du bruit : en effet, le moyennage prend effet sur des données augmentées
spatialement (et non temporellement), d’où l’augmentation de l’erreur lorsque le bruit STCN est
important. La méthode EM-EOF est plus performante sur le champ g3 lorsque le SNR augmente
alors que la méthode EM-EOF étendue est plus robuste à une diminution de ce dernier, surtout

89



Chapitre 3. La méthode EM-EOF étendue

20 40 60 80

0.2

0.4

0.6

0.8
g0

Données manquantes (%)

RM
SE

δCVétendue δCVEM-EOF

20 40 60 80

0.5

1

g1

Données manquantes (%)

RM
SE

δétendue δEM-EOF

20 40 60 80

0.2

0.4

0.6

0.8
g2

Données manquantes (%)

RM
SE

20 40 60 80

0.2

0.3

0.4

0.5 g3

Données manquantes (%)

RM
SE

Figure 3.24 – RMSE en fonction de la quantité de données manquantes (%). Trait plein : données man-
quantes aléatoires et bruit SCN; trait en pointillés : données manquantes corrélées et bruit STCN. SNR =
2.

si le bruit est spatialement corrélé, confirmant ainsi la possibilité de reconstruire des signaux à
corrélation spatiale plus importante.

Enfin, on analyse les erreurs de reconstruction des champs de déplacement synthétiques par
date (figure 3.26). De manière générale, on remarque que les erreurs varient au cours de la série
temporelle. Cette variation est dûe à la dépendance de la RMSE à l’échelle d’amplitude des
données ainsi qu’à la variance des données interpolées [Willmott2006] 6. Ainsi, les erreurs du
champ g0 ont tendance à augmenter au cours de la série car l’amplitude moyenne du déplacement
augmente linéairement. Concernant les autres champs, l’erreur varie de manière non-linéaire car
l’amplitude moyenne des champs de déplacement est de nature oscillatoire. De plus, on observe
sur tous les cas présentés une augmentation de l’erreur entre les dates 5 et 8, ce qui correspond aux
données manquantes corrélées simulées sur une période seulement. On remarque que les RMSE
δ augmente toutefois moins dans le cas de la méthode EM-EOF étendue, confirmant une nouvelle
fois la performance de cette méthode vis-à-vis des données manquantes corrélées. Notons que la
cross-RMSE est peu affectée par cette variation, puisque celle-ci est calculée sur des points choisis
aléatoirement sur l’ensemble de la série temporelle.

Concernant les trois premiers cas de champs de déplacement g0, g1 et g2, les erreurs δCV et δ
sont plus faibles pour la méthode EM-EOF étendue que pour la méthode EM-EOF, indiquant que la
reconstruction par la méthode EM-EOF étendue est plus proche des données perturbées (réelles),
ce qui corrobore les observations précédentes. Dans un seul de ces cas (champ du premier ordre
g0), la reconstruction par la méthode EM-EOF est plus proche de la vérité (δvraiEM-EOF < δvraiétendue).
Concernant le champ g3, la méthode EM-EOF étendue fournit un champ recontruit plus proche de
la vérité mais plus éloigné des données réelles dans le cas de données manquantes aléatoires.

6. À la différence de l’erreur moyenne absolue (MAE), dont la variabilité ne dépend pas de la variance des données
interpolées.
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Figure 3.25 – RMSE en fonction du SNR. Trait plein : bruit STCN et données manquantes corrélées ; trait
en pointillés : bruit SCN et données manquantes aléatoires. La quantité de données manquantes est fixée à
30%.

3.3.5 Bilan de l’étude synthétique

Si l’on récapitule ce qui a été énoncé lors de l’introduction, la méthode EM-EOF peut présenter
certaines limites lorsque : 1) la corrélation spatiale du champ de déplacement prévaut sur la corré-
lation temporelle, 2) le champ de déplacement présente des caractéristiques spatiales hétérogènes
et locales et 3) la série temporelle est courte avec plus de chance que des points soient peu observés
au cours du temps.

Les résultats des simulations numériques nous permettent d’aborder directement ces limites.
Concernant le point 1), la prise en compte de la corrélation spatiale (par l’augmentation des

données) permet de ne pas dépendre exclusivement de la corrélation temporelle lorsque peu d’ob-
servations temporelles sont disponibles, ce qui rejoint alors le point 3). Pour ce dernier, l’utilisation
d’information spatiale redondante pour estimer une covariance augmentée permet de minimiser
de potentielles discontinuités dans la reconstruction lorsque peu d’observation temporelles sont
disponibles, effet notamment visible sur les séries temporelles reconstruites entre les résultats des
méthodes EM-EOF étendue et EM-EOF. La méthode EM-EOF étendue permet d’interpoler plus
fidèlement des séries temporelles courtes avec de grandes quantités de données manquantes. Ce
cas constitue une limite à la méthode EM-EOF qui est plus performante lorsque la dimension tem-
porelle N est grande. Le fenêtrage spatial des données permet de répondre au point 2) en traîtant
des sous-ensembles de pixels relativement plus homogènes que l’image entière, réduisant ainsi
de potentiels biais d’estimation de la matrice de covariance. Dans le cas d’un champ avec zone
stable (champ g3) dont le contour n’est pas connu, le fenêtrage peut provoquer des effets de bords
mais permet d’éliminer les discontinuités dans les zones stables (méthode EM-EOF), elles-mêmes
dues à une estimation biaisée de la matrice de covariance. Dans ce cas de figure, l’utilisation de la
méthode EM-EOF est recommandée si le champ est peu bruité, alors qu’on préferera l’utilisation
de la méthode EM-EOF étendue si le champ est fortement bruité.

En complément à ces points, le moyennage spatial permet de réduire la plupart des discon-
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Figure 3.26 – Évolution de la RMSE dans les séries temporelles des champs g0 (première ligne) à g3 (der-
nière ligne). Colonne de gauche : données manquantes aléatoires ; colonne de droite : données manquantes
corrélées. La quantité de données manquantes est fixée à 30% et le SNR à 2.
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tinuités provoquées par les données manquantes, et ce d’autant plus que leur quantité augmente,
comme l’a notamment souligné le second cas d’étude ainsi que l’analyse des erreurs en fonction
de la quantité de données manquantes sur les champs g0 et g1. Ce moyennage a l’avantage de
pouvoir fournir un résultat plus homogène lorsque le champ de déplacement est constitué de struc-
tures fortement corrélées spatialement (bruit SCN, données manquantes corrélées). À ce titre, les
erreurs ont notamment montré une plus grande robustesse de la méthode EM-EOF étendue face
aux variations du niveau de bruit SCN.

En ce qui concerne l’utilisation de la mesure de confiance Ck, les simulations ont montré
que celle-ci peut constituer une aide à la sélection du nombre de modes, elle-même rendue plus
complexe du fait de la grande dimension des données, de la présence de bruit fortement corrélé et
de grandes quantités de données manquantes (section 3.3.4). Lorsque le spectre ne contient pas de
séparation dominante, le critère Ck est moins discriminant mais permet tout de même d’ajuster le
nombre de modes, dont l’estimation repose essentiellement sur la cross-RMSE et le critère Λ.

Enfin, il paraît important de mentionner que le temps de calcul de la méthode EM-EOF
étendue est en moyenne 100 fois supérieur à celui de la méthode EM-EOF. En effet, le fait
d’opérer sur une covariance augmentée par échantillonnage spatial de taille M provoque une
augmentation de la complexité algorithmique, passant deO(r̂N + c) àO(r̂MN + c). Cet élément
doit donc être pris en compte dans la décision de mettre en oeuvre la méthode EM-EOF étendue
sur de grands champs spatiaux nécessitant un fenêtrage spatial plus large. Il existe toutefois la
possibilité de réduire la complexité algorithmique par des techniques d’implémentation efficace de
l’EVD [Korobeynikov2010], ce qui constitue une suite logique de ce travail. Un bilan comparatif
général des avantages et inconvénients des méthodes EM-EOF et EM-EOF étendue est présenté
ci-après (tableau 3.3).

Méthode
Taille de
la série N Type de bruit SNR Type de données

manquantes
% données
manquants Temps

de calcul
↗ ↘ SCN STCN ↗ ↘ Aléa. Corr. ↗ ↘

EM-EOF + + + − + + ++ + + + + ++ +

EM-EOF

étendue
+ ++ ++ + + ++ ++ + + + ++ + −

Tableau 3.3 – Comparaison des méthodes EM-EOF étendue et EM-EOF selon la grille suivante : + + +
très adaptée ; ++ adaptée ; + moyennement adaptée ;− peu adaptée. Abbréviations -↗ : Grand ;↘ : Petit ;
Aléa. : Aléatoire ; Corr. : Corrélé.

3.4 Application sur données optiques : le cas du glacier Fox

La méthode EM-EOF étendue est appliquée à un jeu de données de vitesse de surface obtenues
par corrélation croisée d’images Sentinel-2 sur le glacier Fox dans les Alpes néo-zélandaises
(figure 3.27). La chaîne de traitement utilisée pour obtenir ce produit de vitesse a été mise au point
dans l’étude de [Millan2019].

Le tableau 3.4 récapitule les caractéristiques des données utilisées. Ce jeu de données consiste
en une série temporelle de douze champs de vitesse de surface s’étendant entre février et septembre
2018 (figure 3.28). L’intervalle temporel (baseline) entre chaque image varie entre dix et quarante
jours. La taille de chaque grille spatiale est P = 100 × 150 = 15000 pixels. Chaque champ
de vitesse contient des valeurs manquantes qui correspondent à des valeurs initialement retirées
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Chapitre 3. La méthode EM-EOF étendue

Figure 3.27 – Emplacement géographique du glacier Fox (contours vert et point noir en gradient) dans les
Alpes du sud en Nouvelle-Zélande. Les contours sont ceux du Randolph Glacier Inventory (RGI) [Consor-
tium2017]. Figure tirée de [Wang2015].

Période Plateforme Type de données Taille de la série [min, max]%
manquants

02/2018-09/2018 Sentinel-2 Corrélation d’amplitude 12 [10, 60]%

Tableau 3.4 – Principales caractéristiques du jeu de données de vitesse de surface sur le glacier Fox.
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à cause d’un calcul de corrélation défectueux, d’un pic de corrélation trop faible ou de valeurs
aberrantes. La quantité de valeurs manquantes varie ainsi entre 10% et 60% du nombre de points
par champ de vitesse. Les données manquantes sont fortement corrélées, notamment dans la partie
basse du glacier (plus étroite) où le calcul de corrélation est plus délicat. Ainsi, certaines zones ne
sont jamais observées au cours de la série temporelle. Avant lancement de la méthode, les valeurs
manquantes sont initialisées par la moyenne spatiale. Les points de validation croisée sont choisis
aléatoirement et leur nombre est fixé à 1% du total de points observés (non-manquants) par champ
de vitesse. Enfin, le décalage spatial est fixé àM = 225 (fenêtre carrée de taille 15×15), ce qui,
au regard de la quantité de points situés sur le glacier, correspond approximativement à la limite
inférieure de l’intervalle de valeurs du décalage spatial proposé en sous-section 3.2.5.

Figure 3.28 – Série temporelle de champs de vitesse de surface (mètres/an) obtenus par corrélation d’am-
plitude d’images optiques Sentinel-2 sur le glacier Fox entre février et mi-septembre 2018. L’emplacement
des zones étudiées P1, P2 et P3 est également illustré à la date 2018-02-13. Les contours proviennent du
Randolph Glacier Inventory (RGI) [Consortium2017].

Le nombre optimal de modes estimé est de 13. La figure 3.29 montre le spectre de valeurs
propres du jeu de données, ainsi que la valeur de l’indice Ck associé à chaque valeur propre. On
observe ici que le nombre de modes estimé correspond à un pic dans Ck, ce qui coïncide avec
une séparation au sein du spectre de valeurs propres. On peut également identifier trois multiplets
qui correspondent aux valeurs propres {λ5 − λ7}, {λ8 − λ11} et {λ12, λ13}, lesquels sont retenus
au sein des données reconstruites. Les champs de vitesse reconstruits (figure 3.30) montrent que
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Chapitre 3. La méthode EM-EOF étendue

la variation saisonnière (correspondant ici à un demi-cycle saisonnier) est reconstituée, avec des
amplitudes de vitesse similaires à celles de [Millan2019]. On remarque que les vitesses de surface
peuvent atteindre 1500 m/an dans la partie basse du glacier, laquelle est une zone étroite et
pentue, voyant ainsi ses vitesses de surface accélérer. Ces valeurs hautes sont cohérentes avec la
valeur maximale de vitesse de 4.5 m/jour en-dessous du principal mur de glace situé en aval du
glacier [Herman2011,Kääb2016]. Notons que l’effet du moyennage sur les données reconstruites
est visible puisque certaines aspérités spatiales sont systématiquement corrigées, notamment sur
en amont du glacier (dates 2018-02-01, 2018-08-31 et 2018-09-19).
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Figure 3.29 – (a) Valeurs propres λk (60 premières) du jeu de données augmenté sur le glacier Fox, (b)
mesure de confiance associée Ck et (c) Ck versus λk. Les cercles et ligne rouges représentent les valeurs
propres correspondant aux modes sélectionnés.

Afin d’évaluer la capacité de la méthode EM-EOF étendue à reconstruire la variabilité tempo-
relle du champ de déplacement, des séries temporelles de vitesse de surface sur trois zones P1, P2
et P3 sont présentées en figure 3.31. Ces résultats sont également comparés à ceux de la méthode
EM-EOF. P1 est la même zone que celle choisie dans l’étude de [Millan2019] et ne contient au-
cune valeur manquante au cours de la série temporelle. P2 est plus proche de la ligne d’écoulement
centrale du glacier et contient cinq valeurs manquantes sur les douze dates d’observation. P3 est
située dans la partie basse du glacier et ne contient qu’une seule valeur de vitesse observée à la
date 2018-02-01 à cause d’une grande vélocité de surface dans cette zone. Du fait de la proximité
des zones P1 et P2, nous considérons que l’évolution saisonnière des vitesses de surface ne varie
qu’à un facteur d’échelle près entre ces deux points. Par conséquent, la tendance de l’évolution
temporelle en P1 peut être utilisée à des fins de validation des valeurs de vitesse de déplacement
reconstruites en P2.

On observe que les valeurs reconstruites en P2 sont globalement cohérentes avec les valeurs
observées dans la série temporelle, c’est-à-dire dans l’intervalle d’erreur 7 dans la plupart des cas.
Notons également que la reconstruction de la date 2018-07-15 par les deux méthodes est plus
faible que la valeur observée. Une observation détaillée du champ de vitesse à cette date suggère
la présence de valeurs aberrantes dans les zones limitrophes aux trous de données manquantes.
La reconstruction en P3 montre que la tendance saisonnière est reconstituée et ce malgré la quasi
absence de données observées. En comparaison avec la méthode EM-EOF, l’extension de celle-ci
permet d’obtenir une amélioration des résultats de reconstruction avec un gain de '15 m/an en
moyenne, surtout dans la période d’avril à août où les trous de donnéesmanquantes sont importants.
Cette observation souligne la contribution de l’exploitation de la corrélation spatiale, en plus de la
corrélation temporelle, dans la reconstruction, ainsi que du moyennage des données augmentées

7. On notera que les erreurs ne sont pas issues de la reconstruction mais sont celles issues de la chaîne de traitement
pour le calcul des vitesses de surface développée dans [Millan2019].
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Figure 3.30 – Reconstruction de la série temporelle de champs de vitesse de surface (mètres/an) sur le
glacier Fox entre février et mi-septembre 2018. Les contours proviennent du RGI.
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reconstruites. Une comparaison entre l’évolution de P1, P2, P3 permet de remarquer que la même
tendance saisonnière est reconstruite, et ce quelle que soit la zone considérée, y compris sur le bas
de la langue glaciaire (P3) où très peu de données observées existent. En cela, la méthode EM-EOF
étendue peut fournir une aide importante au glaciologue modélisateur afin de mieux contraindre
des paramètres sous-glaciaires, telle que la contrainte de frottement basal, à partir de vitesses de
surface spatio-temporellement résolues.
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Figure 3.31 – Évolution des vitesses de surface entre février et mi-septembre 2018 sur les zones P1 (cercles
bleus), P2 (cercles rouges), P3 (cercles noirs) et séries temporelles reconstruites en P2 et P3. Les intervalles
d’erreur sont ceux de l’étude de [Millan2019].

3.5 Conclusion et perspectives
Dans ce chapitre, une extension de la méthode EM-EOF développée au chapitre 2 a été

présentée pour la reconstruction de données manquantes au sein de séries temporelles de champs
de déplacement. Par une augmentation spatiale des données, la matrice de covariance temporelle est
étendue à une matrice de covariance spatio-temporelle. De plus, une sélection robuste du nombre
de modes a été développée, se basant sur 1) l’erreur de validation croisée, 2) un critère permettant
de prévenir la sur-estimation du nombre de modes et 3) l’analyse de l’incertitude des valeurs
propres. Concernant ce dernier point, le problème de dégénérescence des valeurs propres est traîté
en étendant la règle empirique proposée par [North1982] avec échantillonnage spatio-temporel. À
partir de cette règle, une mesure de confiance associée à chaque valeur propre est construite afin
d’aider à la détection du nombre optimal de modes. De plus, un intervalle sur le décalage spatial
est proposé en utilisant des règles simples tirées des propriétés de l’estimation de la covariance et
de la décorrélation spatiale.

Les simulations, associées à des comparaisons quantatives et qualitatives à la méthode EM-
EOF, ont permis de mieux saisir les avantages et inconvénients de l’extension proposée, notamment
lorsque la structure spatiale du champ de déplacement est perturbée par un bruit corrélé, mais aussi
lorsque le champ de déplacement dispose de peu d’observations temporelles en certaines zones.
Dans ce cas, la prise en compte de la corrélation spatiale permet de notamment réduire les biais
d’estimation de la covariance et ainsi de fournir une interpolation temporelle adéquate. De plus,
le moyennage spatio-temporel fournit un champ interpolé spatialement mieux résolu et dépourvu
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de toute hétérogénéité. L’estimation du nombre de modes a lieu à travers trois critères cités ci-
dessus : l’erreur de validation croisée, le critèreΛ et la mesure de confiance Ck. Ces trois techniques
permettent d’estimer, de manière semi-automatique, le nombre optimal de modes pour reconstruire
des données incomplètes. La mesure de confiance Ck, dont les limites d’application existent et ont
été dressées, apporte une connaissance supplémentaire sur la structure spectrale et permet d’ajuster
l’estimation du nombre de modes en présence de bruit corrélé contribuant significativement à la
variance du signal (voir section 1.4.3).

À travers l’application à une série temporelle de champs de vitesse de surface sur le glacier Fox,
en Nouvelle Zélande, la capacité de la méthode EM-EOF étendue à interpoler une série temporelle
courte de champs de vitesses de surface disposant de grandes quantités de données manquantes
spatialement corrélées a été montrée. La méthode EM-EOF étendue permet ainsi d’interpoler un
signal de déplacement complexe même lorsque peu d’observations temporelles sont disponibles.
Cette conclusion s’appuie notamment sur la reconstitution du cycle saisonnier des vitesses de
surface sur plusieurs zones du le glacier, y compris des régions où très peu de données sont
disponibles à cause des difficultés que représentent leur calcul par des méthodes d’estimation du
déplacement. Une comparaison avec la méthode EM-EOF montre également un gain de précision
de l’ordre de 15 mètres par an par rapport aux données observées, confirmant l’intérêt de cette
extension.

De manière générale, cet outil peut constituer une aide pour augmenter la taille effective de
séries temporelles courtes et incomplètes pour des applications diverses en mesure de déplacement
de surface. En particulier, concernant l’application à l’étude des glaciers alpins, il peut s’agir
d’une étape supplémentaire vers l’obtention de vitesses de surface complètes et continues, ce qui
permettrait in fine d’approfondir la connaissance des paramètres rhéologiques qui contrôlent le
déplacement de surface (e.g. contrainte de cisaillement basal, viscosité de la glace, hydrologie
sous glaciaire) [Rabatel2018]. En effet, l’étude de l’effet de l’hydrologie sur le glissement des
glaciers nécessite des produits de vitesses complets et résolus, ce qui est peu souvent le cas. Cette
méthode peut aussi être considérée comme complémentaire à la méthode EM-EOF, puisqu’on
préfère utiliser cette dernière lorsque la dimension temporelle est grande.

Une perspective possible de ce travail est d’estimer unematrice de covariance spatio-temporelle
à l’aide d’une fenêtre spatiale adaptative, c’est-à-dire de travailler directement avec un masque sur
les contours de la cible observée. De tels travaux pourraient notamment s’inspirer de la Shaped
2D-SSA [Golyandina2015]. Cela permettrait en théorie d’éviter ou de diminuer les effets de bords
potentiels créés sur les zones de transition entre la zone de déplacement et les zones fixes qui
l’entourent, comme le glacier et ses rives.

99





4
Vers une estimation robuste de la matrice de

covariance de données incomplètes

Sommaire
4.1 Introduction . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 102
4.2 Modèles statistiques et type de données manquantes . . . . . . . . . . . . . 102

4.2.1 Modélisation statistique . . . . . . . . . . . . . . . . . . . . . . . . . 103
4.2.2 Type de données manquantes . . . . . . . . . . . . . . . . . . . . . . . 106

4.3 Principe de l’algorithme EM . . . . . . . . . . . . . . . . . . . . . . . . . . 107
4.3.1 Estimation du maximum de vraisemblance . . . . . . . . . . . . . . . 107
4.3.2 L’algorithme EM . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 108

4.4 Estimation de la matrice de covariance en modèle Gaussien . . . . . . . . . 108
4.4.1 Estimation avec données manquantes de forme générale . . . . . . . . 109
4.4.2 Estimation en rang faible . . . . . . . . . . . . . . . . . . . . . . . . . 111
4.4.3 Simulations numériques . . . . . . . . . . . . . . . . . . . . . . . . . 112

4.5 Estimation robuste de la matrice de covariance . . . . . . . . . . . . . . . . 113
4.5.1 Estimation avec données manquantes en bloc . . . . . . . . . . . . . . 114
4.5.2 Estimation en rang faible . . . . . . . . . . . . . . . . . . . . . . . . . 117
4.5.3 Simulations numériques . . . . . . . . . . . . . . . . . . . . . . . . . 117

4.6 Comparatif avec la méthode EM-EOF dans le cas Gaussien . . . . . . . . . 122
4.6.1 Estimation de la matrice de covariance sur données synthétiques . . . . 122
4.6.2 Reconstruction de données manquantes sur données réelles . . . . . . . 123
4.6.3 Discussion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 130

4.7 Synthèse . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 131

101



Chapitre 4. Vers une estimation robuste de la matrice de covariance de données incomplètes

4.1 Introduction
Ce chapitre a pour objet d’élargir le cadre d’analyse des données manquantes en mesure

de déplacement par télédétection et plus généralement à tout type de signal détecté sujet à une
incomplétude de données. Ce cadre a pour ambition d’aborder le problème des donnéesmanquantes
au sens large, c’est-à-dire d’un point de vue statistique, et ce quelle que soit l’application qui en
découle. Ce paradigmenécessite le plus souvent de formuler des hypothèses sur lemodèle statistique
paramétrique s’exprimant à l’aide d’une distribution de probabilité décrivant le comportement des
données reçues. Dès lors que ces hypothèses sont posées, on peut s’intéresser à l’estimation de
paramètres statistiques dont dépend cette distribution. Ces paramètres sont l’objet d’une attention
particulière de la part du chercheur confronté à tout type de données car ils permettent de décrire,
d’analyser et de prédire la variabilité des données, c’est-à-dire de mieux connaître les données.

Jusqu’à présent, lors des chapites 2 et 3, nous n’avons formulé aucune hypothèse particulière
sur la distribution des données de mesure de déplacement étudiées. Cela est notamment dû au fait
que le problème a été posé sous la forme d’un problème d’interpolation des données manquantes
(approche prédictive) et non sous celle d’un problème d’estimation paramétrique à partir de
données incomplètes (approche paramétrique). La matrice de covariance calculée jusqu’à présent
prenait la forme :

Σ =
1

N
XXT (4.1)

Ce calcul est rendu possible car les données manquantes de X sont, rappelons-le, initialisées.
En effet, le calcul des fonctions empiriques orthogonales (EOFs), ou vecteurs propres, ne peut être
obtenu directement à partir de données incomplètes non initialisées [Beckers2003]. Il faut alors
rendre les données complètes pour calculer (4.1). Par ailleurs, (4.1) est un estimateur connu de la
matrice de covariance, appelée matrice de covariance empirique (SCM pour Sample Covariance
Matrix). Cet estimateur est adapté pour des données suivant une distribution gaussienne, ce qui
n’est pas toujours le cas.

Une autre approche consiste à ne pas initialiser les données manquantes : la matrice de cova-
riance est alors estimée à partir des données observées. L’estimateur, qui dépend de la distribution
des données, peut être approché par des méthodes itératives. Plus spécifiquement, le but est de
trouver des statistiques exhaustives, c’est-à-dire à même de décrire statistiquement les données
manquantes sachant les données observées. Ceci est en partie l’objet de ce chapitre. D’autre part,
on se posera la question de la robustesse de l’estimation paramétrique, c’est-à-dire comment es-
timer des paramètres statistiques robustes à des données reçues contenant des valeurs aberrantes
ou fortement hétérogènes, ce qui est très souvent le cas en mesure de déplacement terrestre. Par
exemple, le déroulement de la phase interférométrique peut être sujet à des erreurs ou sauts de
phase, produisant ainsi des valeurs aberrantes et localisées de déplacement de surface. On s’in-
téressera donc, en dernier ressort, à l’estimation robuste de paramètres décrivant des données
incomplètes.

4.2 Modèles statistiques et type de données manquantes
Dans la plupart des applications de traitement du signal en télédétection, on s’intéresse à

modéliser la distribution des données reçues. Cette distribution dépend des paramètres statistiques
des données, comme la moyenne 1 (statistique du premier ordre) et/ou la matrice de covariance

1. Dans ce chapitre, la moyenne est considérée nulle.
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(statistique du second ordre). Ces paramètres étant la plupart du temps indisponibles, l’enjeu
consiste à émettre une ou plusieurs hypothèses sur la distribution des données. Cela permet de se
référer à un modèle probabiliste qui dépend de paramètres dont l’estimation est rendue possible,
directement ou indirectement.

Lorsque les données sont incomplètes, l’estimation des paramètres nécessite souvent la mise
en oeuvre d’une stratégie différente car il s’agit d’estimer les paramètres des données manquantes à
partir des données observées. Cette stratégie dépend de la forme des données manquantes. Prenons
l’exemple d’un capteur extérieur recevant un signal continu depuis l’espace. Si la réception du
signal est sensible aux intempéries, un certain nombre de données reçues devront potentiellement
être retirées lors du traitement car trop bruitées ou atypiques. Dans ce cas, la forme des données
manquantes est, sur le long terme, quasi-aléatoire, car elle dépend de la météo qui est un système
chaotique. À l’inverse, si le capteur subit une vérification mensuelle entraînant un arrêt temporaire
de la réception, la forme des données est alors périodisée.

4.2.1 Modélisation statistique

Dans cette section, nous introduisons les modèles statistiques utilisés dans ce chapitre. Chaque
modèle est défini par une loi statistique associée à une fonction de densité de probabilité (on
utilisera simplement le raccourci p.d.f pour désigner une telle fonction). Notons que de nombreux
éléments de cette section, notamment les définitions et références citées, s’appuient sur les thèses de
Mélanie Mahot [Mahot2012] et d’Ammar Mian [Mian2019], ainsi que sur l’Habilitation à diriger
des Recherches d’Arnaud Breloy, dont la préparation est en cours.

Dans ce qui suit, on représente par {yi}i∈[1,N ] ∈ RP l’échantillon de tailleN de vecteurs réels
indépendants et identiquement distribués (vecteurs iid) de dimension P .

La distribution gaussienne

Définition 4.2.1. Loi gaussienne
Le vecteur réel y de taille P suit une distribution gaussienne centrée (ou normale) si sa p.d.f.

s’écrit :

f(y) =
1

(2π)P/2|Σ|1/2
exp
(
− 1

2
yTΣ−1y

)
(4.2)

où Σ = E[yyT ] est la matrice de covariance de y.

Dans toute notre étude, la moyenne statistique est considérée comme nulle, c’est-à-dire qu’on
l’exprime sous la forme d’un vecteur de taille P composé de 0, noté 0. Cette distribution est
ainsi notéeN (0,Σ). La distribution gaussienne est populaire dans de nombreuses applications de
traitement de signal et en télédétection. Il est commun de formuler une hypothèse de gaussianité
sur la distribution des données, notamment du fait de l’absence de connaissance particulière sur
les caractéristiques du signal reçu comme sa phase. De plus, la distribution gaussienne admet un
estimateur optimal deΣ au sens dumaximumde vraisemblance (EMV), dont les calculs constituent
des résultats standards en analyse multivariée 2 [Anderson1965,Rao1972]. Dans le cas gaussien,
Σ est la SCM. Si les vecteurs yi suivent une loi gaussienne, la SCM s’écrit alors :

Σ̂SCM =
1

N

N∑
i=1

yiy
T
i (4.3)

2. L’analyse de données multivariées examine le comportement d’observations issues de plusieurs variables à la fois
dont dépendent des modèles statistiques.
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Cet estimateur est simple d’utilisation lorsqu’on ne dispose pas d’information sur la distribution
des données. C’est d’ailleurs cette forme que nous avons utilisée dans lesméthodes EM-EOF et EM-
EOF étendue pour calculer respectivement les covariances empiriques temporelles (2.4) et spatio-
temporelles (3.5). Cependant, de nombreuses études ont mis en évidence l’existence d’applications
qui traîtent des données dont la distribution est non-gaussienne. En traitement du signal radar haute
résolution (HR) et en analyse de données hyperspectrales, on pourra notamment citer les travaux
de [Jakeman1980,Gini2000,Manolakis2001,Theiler2005,Shnidman2005]. En mesure de déplace-
ment terrestre, l’hypothèse gaussienne peut également s’avérer insuffisante [Dehecq2015,Manto-
vani2019], et ce alors que la connaissance de la distribution du déplacement est nécessaire dans de
nombreux cas demodélisation utilisant la covariance des données [Hergert2010,Smittarello2019b].
Dans ces exemples, et plus généralement lorsque les données contiennent des valeurs aberrantes,
l’estimateur (4.3) est peu robuste, terme dont nous dresserons les contours dans ce qui suit. Il est
donc naturel de chercher un modèle robuste face à des données parfois hétérogènes, comme le
modèle elliptique, ce qui est l’objet de la section suivante.

Les distributions elliptiques symétriques

Lorsque l’on traite des images ou des signaux potentiellement corrompus par diverses per-
turbations, l’hypothèse de gaussianité peut se révéler insuffisante. Le but est alors de trouver un
modèle robuste qui puisse englober un grand nombre de distributions tout en étant capable de
fournir une estimation précise. C’est le cas des distributions elliptiques symétriques [Ollila2012],
qui généralisent notamment les distributions gaussiennes et de nombreuses distributions à queue
lourde (heavy-tail), qui sont particulièrement adéquantes pour prendre en compte des données
présentant des valeurs aberrantes [Greco2007,Gao2010].

Définition 4.2.2. Modèle elliptique (distribution elliptique symétrique)
Le vecteur complexey suit une distribution centrée elliptique symétrique (ES) si sa p.d.f s’écrit :

f(y) = C|Σ|−1gy

(
yTΣ−1y

)
(4.4)

où Σ est la matrice de covariance de y, C désigne une constante de normalisation et gy :
[0,∞) → [0,∞) est toute fonction, appelée génératrice de densité, garantissant que (4.4) soit
une p.d.f. Cette distribution est notée ES(0,Σ, gy). De plus, ce vecteur admet la représentation
stochastique suivante :

y =
√
QAv (4.5)

où Σ = AAT , v est uniformément distribuée sur la sphère complexe UP1 et Q est une variable
aléatoire réelle non-négative, appelée variable modulaire, indépendante de v avec une p.d.f dé-
pendante seulement de gy.

Soit yi ∼ ES(0,Σ, gy). Un M-estimateur, noté Σ̂, est alors défini par solution de l’équation
de point-fixe suivante :

Σ̂ =
1

N

N∑
i=1

u(yTi Σ̂−1yi)yiy
T
i (4.6)

où u est toute fonction de pondération réelle définie sur [0,∞) respectant les conditions de
Maronna [Maronna1976] et garantissant l’existence et l’unicité de (4.6). Lorsque ces conditions
sont respectées, cet estimateur peut être calculé par un algorithme de point-fixe (PF) défini par :

Σ(m+1) = H(Σ(m)) (4.7)

où m désigne l’indice d’itération de l’algorithme et H : RP×P → RP×P une fonction
différentiable définie par (4.6). Lorsque u(t) = −g′y(t)/gy(t), l’estimateur (4.6) correspond à
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l’EMV de la matrice de covariance de y ∼ ES(0,Σ, gy). Cependant, certainsM -estimateurs sont
construits avec une fonction u qui n’est pas reliée à gz, cette dernière étant souvent inconnue en
pratique. C’est notamment le cas de l’estimateur de Tyler, auquel on s’intéresse dans la sous-section
suivante.

Robustesse : de la distribution ES au gaussien composé

Afin de définir le modèle gaussien composé, reprenons la forme (4.5) du modèle CES défini
précédemment. Soit un vecteur y suivant une distribution elliptique symétrique. Il est possible de
représenter ce vecteur par le modèle :

y =

√
Q
||n||

An (4.8)

où n ∼ N (0, I). Le vecteur x = An est appelé coeur gaussien de y [Drašković2018]. Si l’on pose√
τ =
√
Q/||n||, où τ est un scalaire positif et indépendant de n, alors le modèle (4.8) appartient

à la famille des modèles gaussiens composés. Un vecteur y ∈ RP suit une distribution gaussienne
composée s’il admet la représentation stochastique suivante :

y =
√
τx (4.9)

où x est un vecteur complexe gaussien de dimension P dont la moyenne est un vecteur nul et la
matrice de covariance est E{yyT } = Σ, où (Σ)ii = 1 pour i = 1, . . . , P . En écriture compacte,
on note donc x ∼ N (0,Σ). Le paramètre τ est généralement appelé texture. La distribution de
(4.9) est notée N (0, τiΣ, fτ ), où fτ est la p.d.f de τ . De manière générale, fτ n’est pas connue :
on peut alors relaxer le modèle gaussien composé de sorte que τ soit une variable déterministe
inconnue. L’EMV de ce modèle prend alors la forme :

Σ̂ =
P

N

N∑
i=1

yiy
T
i

yTi Σ̂−1yi
, τ̂i =

yTi Σ̂−1yi
P

(4.10)

Cet estimateur est connu sous le nom d’estimateur de Tyler [Tyler1987,Pascal2008]. En ce sens,
l’estimation est "robuste" car la distribution de (4.10) ne dépend pas de la distribution initiale des
données [Maronna2006,Zoubir2018]. De plus, le modèle gaussien composé possède une certaine
flexibilité puisqu’il est possible d’assigner des poids différents (τi) aux observations qui pourraient
s’apparenter à des données aberrantes ou atypiques.

Modèle par facteur

Dans de nombreuses applications en télédétection et notamment en traitement du signal radar, il
est assez commun que les signaux étudiés vivent dans un sous-espace à faible dimension. Pour faire
un parallèle avec l’analyse en EOF ou l’ACP, on dira dans ces cas qu’il est possible de représenter
le signal à partir d’un nombre réduit R de fonctions orthogonales ou de composantes principales.
Dans le cas présent, cette répresentation se traduit par une structure particulière de la matrice de
covariance, que l’on nomme structure rang faible :

Σ = ΣR + σ2I (4.11)

où ΣR est une matrice positive semi-définie de rang R plus faible que la dimension des données
P et définie par :

ΣR
EVD
=

R∑
i=1

λiuiu
T
i (4.12)
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ui sont les vecteurs orthogonaux issus de la décomposition en valeur propres (EVD) de ΣR et
λi sont les valeurs propres associées à chaque ui. Le modèle auquel se réfère l’équation (4.11)
est plus communément appelé modèle par facteur et est directement lié à l’analyse en EOF. Afin
de bénéficier de l’avantage du modèle par facteur, celui-ci peut être combiné aux distributions
gaussienne et gaussienne composée, que l’on désigne alors respectivement parN (0,ΣR +σ2I) et
N (0, τi(ΣR + σ2I)).

4.2.2 Type de données manquantes
Dans cette section, nous apportons des détails supplémentaires aux mécanismes liés à l’in-

complétude de données et aux formes de données manquantes déjà définis lors du chapitre 1.
Ces éléments sont ici définis suivant le formalisme en vigueur en analyse statistique de données
manquantes.

Forme des données manquantes

Il est utile, au sein d’un jeu de données, de distinguer les formes que prennent les données
manquantes parmi les données observées. Suivant l’origine des données manquantes, celles-ci
peuvent ainsi être distribuées aléatoirement, ou suivre des formes bien définies.

Soit Y un jeu de données rectangulaire contenant des données manquantes, que l’on re-
présente par une matrice de taille (P × N). Y est représentée sous la forme d’une partition
Y = {Yobs,Ymis}, où Yobs est la partie observée des données et Ymis est la partie manquante.
Chaque colonne de Y est un vecteur aléatoire de dimension P observé N fois de sorte que :

Y = {yi = (y1,i, y2,i, . . . , yP,i)
T }, i = 1, . . . , N (4.13)

Ainsi, la variable à l’indice i observée à l’indice j est noté yij . Trois représentations formes
de données manquantes sont illustrées en figure 4.1. Certaines méthodes s’appliquent à toutes les
formes, alors que d’autres ne s’appliquent qu’à certains types de formes en particulier.

...

y1,i

y2,i

y3,i

yP−1,i

yP,i

...

y1,i

y2,i

y3,i

yP−1,i

yP,i

...

y1,i

y2,i

y3,i

yP−1,i

yP,i

(a) (b) (c)

Figure 4.1 – Forme de données manquantes : (a) bloc, (b) monotone et (c) générale. En blanc : valeurs
observées ; en gris : valeurs manquantes.

Dans cette étude, nous traîterons des formes en bloc et générale. Si l’on reprend les termes
utilisés lors des chapitres 2 et 3, ces formes correspondent respectivement à des donnéesmanquantes
corrélées et aléatoires au sein des données. Dans certains cas particuliers, la forme en bloc peut
être obtenue par une permutation en ligne et en colonne de la matrice Y. Cela consiste alors à
trouver des matrices de permutation en ligne L et colonne C tel que Ybloc = LYC. Notons que
cette opération n’est pas toujours possible et dépend essentiellement de la configuration initiale
des données manquantes Y.

Dans la suite du manuscrit, quelle que soit la forme des données manquantes considérée, la
partie observée de Y est représentée comme suit :

Yobs = (y1,obs, . . . ,yN,obs) (4.14)
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où {yi,obs}i∈[1,N ] ∈ RPi×1 est l’ensemble de Pi variables observées dans la ième observation,
c’est-à-dire la ième colonne deY. Demanière équivalente, on notera {yi,mis} l’ensemble deP−Pi
variables manquantes dans la ième observation de Y.

Mécanismes liés à l’incomplétude de données

Soit M une matrice dont les éléments mij valent 1 si l’élément yij est manquant et 0 si yij
est observé. Cette matrice est appelée matrice indicatrice des données manquantes. Le mécanisme
des données manquantes est caractérisé par la distribution conditionnelle de M sachant Y, notée
p(M|Y,θ), où θ est le vecteur des paramètres inconnus du modèle. On rappelle que les trois
mécanismes liés à l’incomplétude de données sont MCAR, MAR et MNAR. Lorsque les données
manquantes sont MCAR, la probabilité d’occurence des données manquantes est aléatoire, soit, en
terme de probabilité conditionnelle :

p(M|Y,θ) = p(M|θ) (4.15)

Ici, l’incomplétude ne dépend donc pas des données complètesY. Lorsque les donnéesmanquantes
sont MAR, la probabilité que les données soient manquantes ne dépend que des données observées
Yobs, soit :

p(M|Y,θ) = p(M|Yobs,θ) (4.16)

Finalement, le cas NMAR consiste à remplacer Yobs par Ymis dans l’expression ci-dessus, puisque
dans ce cas la probabilité que les données soient manquantes ne dépend que de la valeur des
données manquantes. Dans l’ensemble de cette étude, les données seront supposées MAR.

4.3 Principe de l’algorithme EM
Afin d’estimer la covariance du signal représenté par Y, nous faisons appel à l’estimation

itérative du maximum de vraisemblance. Pour cela, l’algorithme espérance maximisation (EM),
dont nous avons introduit quelques éléments lors du chapitre 1 (section 1.5.1), propose un schéma
de calcul itératif des paramètres statistiques convergeant vers les paramètres optimaux au sens de
l’estimation du maximum de vraisemblance (EMV). Rappelons que Y = {Yobs,Ymis}, où Yobs
est la partie observée des données et Ymis est la partie manquante.

4.3.1 Estimation du maximum de vraisemblance
Afin d’introduire l’algorithme EM, on rappelle ici quelques définitions. Soit θ ∈ Ωθ le vecteur

de paramètres appartenant à l’espace des paramètres Ωθ. L’estimation du maximum de vraisem-
blance (EMV) d’un paramètre θ sont les valeurs de θ qui maximisent la fonction de vraisemblance
L(θ|Yobs) :

θ̂EMV = arg max
θ∈Ωθ

L(θ|Yobs) (4.17)

Le logarithme étant une fonction monotone croissante, le maximum de la fonction de vrai-
semblance intervient aux mêmes valeurs de θ que le maximum du logarithme de la fonction de
vraisemblance, appelé fonction du log-vraisemblance et définie par `(θ|Yobs) = logL(θ|Yobs).
Si la fonction du log-vraisemblance est différentiable et admet une limite supérieure, l’EMV peut
être calculé en dérivant la vraisemblance par rapport à θ et en posant l’équation suivante :

D`(θ,Yobs) ≡
∂`(θ|Yobs)

∂θ
= 0 (4.18)
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Cette équation est appelée équation de vraisemblance. En réalité, cette équation est un ensemble
d’équations définies par la dérivée partielle de `(θ|Yobs) par rapport à tous les paramètres qui
composent θ. Dans de nombreux modèles, cette équation peut être résolue explicitement mais
le problème de maximisation (4.17) n’admet pas de solution analytique et n’est pas directement
implémentable. Dans ce cas, des méthodes itératives qui convergent vers le EMV peuvent être
appliquées. De nombreuses méthodes existent, dont les plus populaires sont les méthodes basées
sur le gradient 3 (descente de gradient, sous-gradient, gradient conjugé, gradient conditionnel) et
sur l’algorithme de Newton-Raphson. Ces méthodes, dont certaines sont à présent perçues comme
obsolètes (comme la descente de gradient), sont aussi difficilement implémentables, en particulier
car elles nécessitent de calculer la dérivée seconde de la fonction du log-vraisemblance.

4.3.2 L’algorithme EM
Lorsque les données contiennent des donnéesmanquantes, une solution alternative est d’utiliser

l’algorithme Espérance-Maximisation (EM), qui a notamment l’avantage de ne pas avoir recours au
calcul des dérivées secondes et possède aujourd’hui des applications variées (on pourra consulter
l’ouvrage de [Little2002] ou la synthèse de [Gupta2011]). L’algorithme EM, initialement développé
dans l’étude fondatrice de [Dempster1977], permet de relier directement les EMV de θ obtenues
à partir de `(θ|Yobs) aux EMV obtenus à partir de `(θ|Y). Après initialisation des paramètres θ,
l’algorithme EM consiste à alterner, demanière itérative, l’estimation de l’espérance conditionnelle
des "donnéesmanquantes" à partir des données observées et de l’estimation courante des paramètres
(étapeE), puis à rechercherθ quimaximise la fonction du log-vraisemblance (étapeM). L’utilisation
du terme "données manquantes" est ici un abus de langage, car il ne s’agit pas à proprement dit
de remplacer les données manquantes mais plutôt de remplacer les fonctions de Ymis apparaissant
dans le log-vraisemblance des données complètes `(θ|Y). Cette stratégie permet ainsi d’assurer la
convergence de `(θ̂EM|Y) vers `(θ̂EMV|Y).

Plus spécifiquement, soit θ(m) l’estimé courant à l’itérationm des paramètres θ. L’étape E de
l’algorithme EM consiste à trouver l’espérance du log-vraisemblance des données complètes :

Q(θ|θ(m)) =

∫
`(θ|Y)f(Ymis|Yobs, θ

(m))dY mis (4.19)

L’étape M est une mise à jour des paramètres θ à partir des données remplies à l’étape E en
maximisant la fonction surégatoire Q(θ|θ(m)) :

Q(θ(m+1)|θ(m)) ≥ Q(θ|θ(m)) (4.20)

Le but est alors de répéter les étapes E et M en incrémentantm jusqu’à ce qu’un critère d’arrêt
soit atteint, par exemple en calculant successivement l’écart ||θ(m+1) − θ(m)||. L’algorithme EM
possède de nombreuses variations [Liu1999, Little2002] à convergence plus rapide. Nous nous
contenterons, dans cette étude, d’utiliser la version "classique" de l’EM.

4.4 Estimation de la matrice de covariance en modèle Gaussien
Dans un premier temps, nous faisons l’hypothèse de données centrées gaussiennes contenant

des données manquantes de forme générale (Fig. 4.1 (b)). L’hypothèse de gaussianité constitue

3. Dont l’origine remonte à Augustin-Louis Cauchy, mais dont les propriétés de convergence seront démontrées
presque 100 ans plus tard par Haskell Curry [Curry1944].
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une étape vers la distribution gaussienne composée, dont nous avons vu que la flexibilité est plus
adaptée aux mesures contenant des données aberrantes ou atypiques.

4.4.1 Estimation avec données manquantes de forme générale
Soit Y = {Yobs,Ymis} = {yi}i∈[1,N ] ∈ RP une matrice contenant des données incomplètes

(voir (4.13)) décrivant une forme générale. On noteYobs = {yi,obs}i∈[1,N ] ∈ RPi la partie observée
de Y, où chaque observation yi,obs contient Pi variables. De manière équivalente, on note {yi,mis}
l’ensemble de P − Pi variables manquantes dans la ième observation de Y. On suppose ici que
tous les yi suivent une distribution gaussienne centrée multivariée :

{yi} ∼ N (0,Σ) (4.21)
où Σ = (σij) est la matrice de covariance de taille (P ×P ). Le but est ici d’estimer la matrice

de covariance de la distribution (4.21) qui admet pour densité de probabilité (4.2). Considérons
le vecteur des paramètres ζ de taille P 2/2 contenant la diagonale et les entrées de la matrice
triangulaire inférieure de Σ. Si l’on note θ = ζT , le modèle ci-dessus admet la fonction de
vraisemblance suivante :

L(θ|Y) = −N log |Σ| −
N∑
i=1

yTi Σ−1
i yi (4.22)

Pour estimer θ, on a recours à une estimation paramétrique à l’aide du maximum de vraisem-
blance (voir section 4.3.1), lequel permet d’estimer les paramètres de la distribution au sens de
l’EMV :

θ̂EMV = arg max
θ

L(θ|Y) (4.23)

En réalité, la fonction de vraisemblance ne dépend que des données observées Yobs. Ainsi,
maximiser L(θ|Y) revient à maximiser L(θ|Yobs), soit à poser le problème suivant :

θ̂EMV = arg max
θ

−
N∑
i=1

log |Σi,obs| −
N∑
i=1

yTi,obsΣ
−1
i,obsyi,obs (4.24)

où Σi,obs est la matrice de covariance de yi,obs. La maximisation de L(θ|Yobs) revient à
résoudre l’équation du maximum de vraisemblance (4.18). Dans ce cas, celle-ci n’admet pas de
solution analytique : on ne peut donc pas maximiser l’expression (4.22) de manière directe. C’est
ce qui justifie la mise en place d’un algorithme itératif de type EM dont la solution converge vers
θ̂EMV. Plutôt que de procéder à un remplacement (imputation) direct des données manquantes qui
ne serait pas optimal, on estime les statistiques exhaustives 4 des données manquantes, lesquelles
admettent une relation linéaire à la fonction de vraisemblance (4.24). Pour notre problème, les
statistiques exhaustives sont définies par :

sj =

N∑
i=1

yij , j = 1, . . . , P ; sjk =

N∑
i=1

yijyik, j, k = 1, . . . , P (4.25)

L’EM consiste alors à maximiser l’expression (4.24) en calculant à chaque étape l’espérance
conditionnelle des quantités (4.25) sachant les données observées Yobs et les paramètres θ. Si
θ(m) = ζ(m)T désigne l’estimée courante des paramètres à l’itération m de l’algorithme EM, les
étapes E et M sont alors décrites par :

4. Les paramètres statistiques d’une famille de distribution sont dits exhaustifs (on parle de statistique exhaustive)
si l’échantillon à partir duquel les paramètres sont calculés ne donne aucune autre information que ces paramètres
statistiques [Fisher1922].
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Initialisation - À l’itération 0, les paramètres initialisés sont arrangés dans une matrice Θ de
taille (P + 1)× (P + 1) :

Θ(0) =

−1 0

0T Σ̂

(0)

(4.26)

où Σ̂ est obtenue à partir des données observées.

Étape E - Calcul de l’espérance des statistiques exhaustives (équation 4.25) à partir de Yobs et
θ(m) :

E[sj |Yobs,θ
(m)] = E

[ N∑
i=1

yij |Yobs,θ
(m)

]
(4.27)

E[sjk|Yobs,θ
(m)] = E

[ N∑
i=1

yijyik|Yobs,θ
(m)

]
(4.28)

Cela revient à calculer E[yij |Yobs,θ
(m)] et E[yijyik|Yobs,θ

(m)]. Pour cela, on se munit de
l’opérateur sweep [Goodnight1979], outil fournissant un moyen simple et pratique de faire les
calculs demaximumde vraisemblance pour des données incomplètes, dont une description détaillée
est fournie enAnnexe B.1. Soit un vecteuryi, où aumoins une valeur manquante existe. On suppose
que les indices 1 ≤ j1, . . . , js ≤ P correspondent aux positions des variables observées de yi,
c’est-à-dire yi,obs = (yj1,i, . . . , yjs,i)

T . La distribution conditionnelle yi,mis|Yobs est équivalente à
yi,mis|yi,obs car les variables sont considérées indépendantes. Cette distribution peut être obtenue
en appliquant l’opérateur sweep sur la matrice Θ successivement sur les positions des variables
observées j1, . . . , js de yi :

B = SWP[j1, . . . , js]Θ
(m) (4.29)

B = (bij)i,j∈[0,P ] contient les estimés du maximum de vraisemblance de la régression li-
néaire multivariée des données manquantes {yi,mis} sur les données observées {yi,obs}. Ainsi, les
quantités (4.27) et (4.28) sont calculées comme suit :

E[yij |Yobs,θ
(m)] =

{
b0j +

∑
k∈{j1,...,js} bkjyik si yij est manquant

yij si yij est observé
(4.30)

E[yijyik|Yobs,θ
(m)] = E[yij |Yobs,θ

(m)]E[yik|Yobs,θ
(m)] + Cov[yij , yik|Yobs,θ

(m)] (4.31)

où Cov[.] désigne la covariance conditionnelle exprimée par :

Cov[yij , yik|Yobs,θ
(m)] =

{
bjk si yij et yik sont manquants
0 si yij ou yik sont manquants

Étape M - Mise à jour des paramètres θ(m+1) à partir des statistiques exhaustives nouvellement
estimées E[sj |yobs,θ

(m)] et E[sjk|yobs,θ
(m)] à l’étape E :

Θ(m+1) =

−1 0

0T Σ(m+1)

 = SWP[0]N−1S (4.32)

où S contient les espérances calculées ci-dessus :
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S =


n E[yi1] . . . E[yiP ]

E[yi1] E[yi1yi1] . . . E[yi1yiP ]

...
...

. . .
...

E[yiP ] E[yiP yi1] . . . E[yiP yiP ]

 (4.33)

Notons que l’étapeM revient à calculer l’EMV de la matrice de covariance du modèle (4.21),
qui est la SCM déjà définie en (4.3) :

Σ̂ = C/N (4.34)

où C = (cjk) est la somme des produits croisés dont les éléments sont données par cij =∑N
i=1 yijyik.

Algorithme L’algorithme EM est décrit par le pseudo-code ci-après (algorithme 4). La conver-
gence de l’algorithme est évaluée à partir de l’erreur quadratique moyenne normalisée (NMSE)
entre l’estimé à l’itérationm etm+ 1 définie par :

NMSE =
||Σ̂(m+1) − Σ̂(m)||2F

||Σ̂(m)||2F
(4.35)

Lorsque la NMSE passe sous un certain seuil de tolérance tol prédéfini, l’algorithme prend fin.

Algorithme 4 EM pour l’estimation de la covariance en présence de données manquantes.
Entrée: -
Sortie: Σ̂
1: Initialiser Σ(0) = I
2: tant que NMSE < tol faire
3: Calculer E[yij |Yobs,Σ

(m)], E[yijyik|Yobs,Σ
(m)] . Étape E

4: Calculer Σ(m+1) = SWP[0]N−1S . Étape M
5: Calculer NMSE
6: Σ̂(m) ← Σ̂(m+1)

7: fin tant que

4.4.2 Estimation en rang faible
Afin de procéder à une réduction de la dimension des données, nous prenons le modèle de

covariance par facteur (4.11) qui est adapté aux données dont le comportement physique peut
être exprimé par un nombre réduit de composantes spectrales, en utilisant des outils comme la
transformée de Fourier, l’ACP ou les EOFs.

Comme souligné lors de la présentation du modèle par facteur, la distribution gaussienne peut
être associée à une covariance de structure rang faible, où les vecteurs {yi} suivent la distribution
N (0,ΣR+σ2I) oùΣR =

∑R
i=1 λiuiu

T
i etR ≤ P est le rang deΣR. Le problème demaximisation

(4.24) est ainsi soumis à la contrainte de structure sur la covariance Σ = ΣR + σ2I. Une solution
globale à ce problème [Tipping1999] existe et prend la forme suivante :

R =
R∑
i=1

λ̂iuiu
T
i + σ̂2I (4.36)

où
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σ̂2 =
1

P −R

P∑
i=R+1

λi (4.37)

λ̂i = λi − σ̂2, pour i = 1, . . . , R (4.38)

et Σ
EVD
=
∑P

i=1 λiuiu
T
i , où λi < · · · < λP sont les valeurs propres de Σ et ui ses vecteurs

propres.

Algorithme Le processus itératif de l’estimation rang faible est décrit dans le pseudo-code ci-
contre (algorithme 5). À la sortie de l’algorithme EM, les solutions (4.37) et (4.38) sont calculées
à partir de l’EVD de la matrice de covariance. La condition d’arrêt est fixée sur la convergence de
la NMSE (4.35) entre les estimés à l’itération courante et à l’itération précédente vers un seuil de
tolérance tol défini à l’avance.

Algorithme 5 Estimation de la covariance avec structure rang faible (forme inspirée de [Sun2016]).
Entrée: -
Sortie: R̂
1: tant que NMSE < tol faire
2: Estimer Σ̂(m) par l’algorithme 4 . Algorithme EM
3: Σ̂(m) EVD

=
∑P

i=1 λiuiu
T
i

4: Calculer σ̂2, λ̂i . équations (4.37) et (4.38)
5: R̂(m) =

∑R
i=1 λ̂iuiu

T
i + σ̂2I

6: Calculer NMSE
7: m← m+ 1
8: fin tant que

4.4.3 Simulations numériques
Afin de valider les performances de l’estimateur proposé, celui-ci est calculé sur des données

incomplètes simulées de dimension P = 15, 10 etN ∈ [60, 330]. Les données ont une distribution
gaussienne multivariée de matrice de covariance Σ dont les éléments sont communément définis
par la structure de Toeplitz suivante :

Σij = ρ|i−j| (4.39)

pour i, j ∈ [1, P ] et 0 ≤ ρ ≤ 1. Les données manquantes, dont la quantité varie entre 10%
et 50% du total des données, sont générées aléatoirement afin de garantir l’obtention d’une forme
générale. La covariance estimée Σ̂ est comparée à la vraie la matrice de covariance Σ en calculant
la distance riemannienne (géodésique) [Bhatia2009] suivante :

δ2
SH++

(Σ, Σ̂) = || log(Σ−1/2Σ̂Σ−1/2)||22 (4.40)

Cette distance correspond à la métrique de Fisher pour les distributions gaussiennes composées sur
l’ensemble des matrices symétriques (hermitiennes dans le cas complexe) définies semi-positives
SH++. Cette distance possède notamment des propriétés d’invariance aux transformations poten-
tielles que peuvent subir les données [Skovgaard1984]. Les estimateurs suivants sont considérés
pour une comparaison des performances :

— L’estimé Σ̂ issu de l’algorithme EM (pseudo-code 4)
— La SCM définie par l’équation (4.3) ;
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— La SCMestimée sur une partie des données correspondant à la quantité de données observées
en pourcentage Σobs% :

Σ̂obs%
SCM =

100
obs N∑
i=1

yiy
T
i (4.41)

Par exemple, si les données contiennent 10% de données manquantes, on estimera la SCM
sur 90% des données Σ̂90%. Même si cet estimé n’est pas strictement équivalent à l’estimé
Σ̂, il fournit néanmoins la possibilité, lorsque les données sont simulées, de comparer deux
matrices de covariance estimées à partir de la même quantité de données observées ;

— L’estimé R̂ issu de l’algorithme EM rang faible (pseudo-code 5) ;
— L’estimation de (4.3) en rang faible R̂SCM ;
— L’estimation de (4.41) en rang faible R̂obs%

SCM .
Les résultats (figure 4.2) permettent de remarquer que pour une faible quantité de données

manquantes (10%), la SCM "incomplète" est légèrement plus performante que l’estimé proposé
ici, écart qui s’accentue dans le cas rang faible (rang = 4). Lorsque l’on fait augmenter la quantité
de données manquantes (30%), les performances des estimés R̂70%

SCM et R̂ sont équivalentes (rang
= 3). En définitive, ces simulations numériques fournissent un indicateur de la performance de
l’estimé proposé par la mise en évidence de sa cohérence avec les EMV de données gaussiennes
multivariées. En section 4.6, cette estimé sera comparé à la matrice de covariance estimée par la
méthode EM-EOF (chapitre 2).
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Σ̂ R̂

Figure 4.2 – Distance naturelle en fonction du nombre d’observations dans deux configurations (obs :
pourcentage de données observées ; d.m. : pourcentage de données manquantes).

4.5 Estimation robuste de la matrice de covariance
Il peut arriver que les données manquantes soit regroupées en un seul bloc (figure 4.1).

Considérons par exemple un ensemble de stations mesurant le déplacement terrestre grâce à un
signal GPS (Global Positioning System) reçu quotidiennement depuis un satellite. Si trois de ces
stations nécessitent une maintenance en même temps sur une période donnée, on peut aisément
comprendre que les mesures manquantes seront regroupées. Si ces mesures sont insérées dans une
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matrice de données Y de sorte que chaque station soit sur les lignes de Y et chaque observation
soit sur ses colonnes, on peut obtenir une forme en bloc en permutant les lignes. Alors que nous
avons étudié des données gaussiennes en section précédente, nous nous situons à présent dans le
cas où les données présentent une distribution gaussienne composée, hypothèse plus adaptée à la
mesure de déplacement potentiellement soumise à diverses perturbations. Même si l’hypothèse de
données manquantes en bloc est probable, elle constitue une étude préliminaire à l’hypothèse de
données manquantes de forme générale, qui est dominante dans beaucoup d’applications.

4.5.1 Estimation avec données manquantes en bloc
Nous nous situons à présent dans la configuration où les données contiennent un bloc de

données manquantes (Fig. 4.1 (a)). Soit Y = {Yobs,Ymis} = {yi}1≤i≤N ∈ RP une matrice
obéissant à une telle configuration. On rappelle que yi,obs désigne la partie observée des données
et yi,mis la partie manquante. Les données manquantes yi,mis trouvent position sur les variables
aux indices entre p+ 1 et P et aux observations entre n+ 1 et N (figure 4.3), soit :

yi,mis = (yp+1,i, . . . , yP,i)
T i = n+ 1, . . . , N

et

yi,obs =

{
(y1,i, . . . , yP,i)

T i = 1, . . . , n

(y1,i, . . . , yp,i)
T i = n+ 1, . . . , N

P

p

n N

Figure 4.3 – Données manquantes ordonnées en bloc. Gris : données manquantes. Blanc : données ob-
servées.

On suppose que tous les yi suivent une distribution gaussienne composée :

yi ∼ N (0, τiΣ), τi > 0 (4.42)

Le but est d’estimer la matrice de covariance de la distribution ci-dessus. La fonction de
vraisemblance des données complètes suivant un tel modèle est donnée par :

Lc = L({yi,obs}1≤i≤N , {yi,mis}n≤i≤N |τiΣ)

∝ −N log |Σ| − P
N∑
i=1

log τi −
N∑
i=1

yTi
1

τi
Σ−1yi (4.43)

La séparation du troisième terme en deux parties correspondant aux variables observées et man-
quantes permet d’obtenir la forme détaillée suivante :

Lc = −N log |Σ| − P
N∑
i=1

log τi −
n∑
i=1

yTi,obs
1

τi
Σ−1yi,obs −

N∑
i=n+1

yi,obs

yi,mis

T 1

τi
Σ−1

yi,obs

yi,mis


(4.44)
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Les deux premier termes étant déterministes, l’étape E de l’algorithme EM revient à calculer
les termes :

E[yTi
1

τi
Σ−1yi] =


E[yTi,obs

1
τi

Σ−1yi,obs] 1 ≤ i ≤ n

E

[[
yi,obs

yi,mis

]T
Σ−1
i

[
yi,obs

yi,mis

]]
n+ 1 ≤ i ≤ N

(4.45)

Pour les variables situées entre n + 1 ≤ i ≤ N , on utilise la fonction trace Tr(.) afin de
développer l’espérance ci-dessus :

E

[
Tr
(yi,obs

yi,mis

 [yTi,obsy
T
i,mis]Σ

−1
i

)]

=
1

τi
Tr

(
E

[yi,obsy
T
i,obs yi,obsy

T
i,mis

yi,misy
T
i,obs yi,misy

T
i,mis

]Σ−1

)

=
1

τi
Tr
(
BiΣ

−1
)

où Bi est une matrice de taille P × P dont l’estimation à l’étapem de l’EM est définie par :

B
(m)
i =

yi,obsy
T
i,obs 0

0 τ
(m)
i (Σ

(m)
22 −Σ

(m)
12 Σ

−1(m)
11 Σ

T (m)
12 )

 (4.46)

La forme finale du log-vraisemblance est donnée par :

Lc = −N log |Σ| − P
N∑
i=1

log τi −
n∑
i=1

yTi,obsΣ
−1
i yi,obs −

N∑
i=n+1

1

τi
Tr
(
B

(m)
i Σ−1

)
(4.47)

Théorème 4.5.1. Soit τ̂i et Σ̂ les EMV de τi et Σ respectivement. Alors :

τ̂i =


yTi Σ−1yi

P pour i ∈ {1, . . . , n}
Tr(B(m)

i Σ−1)
P pour i ∈ {n+ 1, . . . , N}

(4.48)

et

Σ̂ =
P

N

[ n∑
i=1

yiy
T
i

yTi Σ̂−1yi
+

N∑
i=n+1

B
T (m)
i

Tr
(
B

(m)
i Σ̂−1

)] (4.49)

Preuve. Le but est dans un premier temps de différencier Lc par rapport à la variable τi. On
sépare pour cela l’équation (4.47) entre les termes variant entre 1 et n puis entre ceux variant
entre n + 1 et N . La résolution de l’équation δLc

δτi
= 0 est alors triviale et nous permet d’obtenir

l’expression de τ̂i.
Si l’on remplace τi par τ̂i dans (4.47), on obtient la fonction de log-vraisemblance suivant :

Lc = −N log |Σ| − P
n∑
i=1

log
yTi Σ−1yi

P
− P

N∑
i=n+1

log
Tr(B(m)

i Σ−1)

P
−NP (4.50)
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La résolution de l’équation de vraisemblance δLc
δΣ = 0 mène ensuite à :

−NΣ̂−1 − P
n∑
i=1

Σ̂−1yiy
T
i Σ̂−1

yTi Σ̂−1yi
− P

N∑
i=n+1

Σ̂−1B
T (m)
i Σ̂−1

Tr
(
B

(m)
i Σ̂−1

) = 0

Un arrangement des termes, suivi d’une multiplication à droite et à gauche par Σ̂ nous conduit au
résultat escompté. �

On peut à présent décrire l’algorithme EMmis en oeuvre pour estimer la matrice de covariance,
oùm désigne l’itération courante.

Initialisation : À l’itération 0, Σ(0) est initialisée par l’estimateur de Tyler (4.10) obtenu par
l’algorithme du point fixe sur les données observées, c’est-à-dire sur le bloc de données observées
entre 1 et n. Les textures ne pouvant être initialisées par l’estimateur de Tyler à cause du bloc
manquant, nous fixons τ (0)

i = (1, . . . , 1).

Étape E : Calcul des espérances de yi,mis|yi,obs, ce qui consiste à calculer les coefficients de la
matrice B

(m)
i .

Q(θ|θ(m)) ∝ Eyi,mis|yi,obs,θ(m)(Lc) (4.51)

=
N∑
i=1

Eyi,mis|yi,obs,θ(m)(Lc)

=
N∑
i=1

Qi(θ|θ(m))

=

n∑
i=1

(Lc)i +

N∑
i=n+1

Qi(θ|θ(m))

La première somme correspond au log-vraisemblance négatif des données observées alors que

la seconde somme correspond aux données manquantes

yi,obs

yi,mis

 , n+ 1 ≤ i ≤ N .

Étape M :

arg min
Σ,τi

−N log |Σ| − P
N∑
i=1

log τi −
n∑
i=1

yTi,obsΣ
−1
i yi,obs −

N∑
i=n+1

1

τi
Tr
(
B

(m)
i Σ−1

)
(4.52)

avec B
(m)
i =

yi,obsy
T
i,obs 0

0 τ
(m)
i (Σ

(m)
22 −Σ

(m)
12 Σ

−1(m)
11 Σ

T (m)
12 )

.
Algorithme Afin d’estimer tour à tour les paramètres τi etΣ, on injecte dans l’EM un algorithme
du point fixe. On rappelle la forme de la matrice Bi à l’itérationm de l’algorithme EM :

B
(m)
i =

yiy
T
i 0

0 Q
(m)
i

 , i = n+ 1, . . . , N (4.53)
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avec Q
(m)
i = τ

(m)
i (Σ

(m)
22 −Σ

(m)
12 Σ

−1(m)
11 Σ

(m)
21 ). L’algorithme est décrit par le pseudo-code 6.

Les principales étapes sont les suivantes. Les paramètres (τ
(0)
i ,Σ(0)) sont d’abord initialisés : τ (0)

i

par 1 et Σ(0) par l’estimé de Tyler (4.10). L’équation du point fixe (4.49) avec τ (0)
i et B

(0)
i fixé est

ensuite imbriqué au sein de l’EM. Une fois que la convergence du point fixe est atteinte, τ (m)
i est

à son tour estimé, puis Q
(m)
i est mis à jour à partir des estimations de τ (m)

i et Σ(m). Ce processus
est ainsi répété jusqu’à ce l’algorithme EM converge. Comme pour les algorithmes précédents, la
convergence est évaluée en calculant la NMSE. Celle-ci est calculée pour le point fixe entre les
itérations k et k + 1 (NMSEPF ) et pour l’EM entre les itérations m et m + 1 sur les paramètres
Σ et τi (NMSEEM,Σ et NMSEEM,τi). Notons qu’à chaque itération k du point fixe, la matrice de
covariance est normalisée par son déterminant, soit Σ(m) = Σ(m)/|Σ(m)|1/P [Tatsuoka2000].

Algorithme 6 Imbrication de l’EM et du PF pour l’estimation de Σ̂, τ̂i.
Entrée: Y = {Yobs,Ymis} ∼ N (0, τiΣ)
Sortie: Σ̂, τ̂i
1: Initialisation : Σ(0) = Σ̂Tyler, τ

(0)
i = (1, . . . , 1),B

(0)
i

2: tant que NMSEEM,Σ > tol faire . boucle EM,m varie
3: tant que NMSEPF > tol faire . boucle PF, k varie
4: Σ

(m)
(k+1) = f(Σ

(m)
(k) ,B

(m)
i ) . équation (4.49)

5: Σ
(m)
(k+1) = Σ

(m)
(k+1)/|Σ

(m)
(k+1)|

1/P . normalisation par le déterminant
6: Calculer NMSEPF
7: k ← k + 1
8: fin tant que
9: Σ(m+1) ← Σ(m)

10: τ
(m+1)
i = f(Σ(m+1)) i = 1, . . . , n . équation (4.48)

11: τ
(m+1)
i = f(Σ(m+1)),B

(m)
i ) i = n+ 1, . . . , N . équation (4.48)

12: Q
(m+1)
i = f(Σ(m+1), τ

(m+1)
i ) i = n+ 1, . . . , N . équation (4.53)

13: Calculer NMSEEM,Σ

14: Calculer NMSEEM,τi

15: m← m+ 1
16: fin tant que

4.5.2 Estimation en rang faible

Nous reprenons la procédure décrite en section 4.4.2 pour l’appliquer au cas de la distribution
gaussienne composée. Le problème consiste alors à reprendre la minimisation (4.52) sujette à la
contrainte sur la structure de la matrice de covarianceΣ = ΣR+σ2I. Tout comme précédemment,
la solution globale à ce problème est donnée par (4.37) et (4.38). La procédure d’exécution de
l’algorithme consiste alors à injecter le calcul de cette solution dans l’algorithme 6 comme décrit
dans le pseudo-code ci-après (algorithme 7).

4.5.3 Simulations numériques

L’algorithme EM est évalué sur des données incomplètes de dimension P = 10 et N ∈
[44, 251], dont la taille du bloc de données manquantes varie. Les données sont tirées à partir d’une
distribution gaussienne composée de matrice de covariance Σ dont les éléments sont définis par
Σij = ρ|i−j| pour i, j ∈ [1, P ] et 0 ≤ ρ ≤ 1, et de textures {τi}i∈[1,N ] obéissant à une distribution
Gamma Γ(α, 1/α), oùα et 1/α sont les paramètres dits de forme et d’échelle (strictement positifs).
Notons que pour α = 1, on retrouve une distribution exponentielle, alors que pour α grand, la
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Algorithme 7 Estimation rang faible de Σ̂, τ̂i.
Entrée: Y = {Yobs,Ymis} ∼ N (0, τi(ΣR + σ2I))
Sortie: Σ̂, τ̂i
1: Initialisation : Σ(0) = Σ̂Tyler, τ

(0)
i = 1,B

(0)
i

2: tant que NMSEEM,Σ > tol faire . boucle EM,m varie
3: tant que NMSEPF > tol faire . boucle PF, k varie
4: Σ

(m)
(k+1) = f(Σ

(m)
(k) ,B

(m)
i )

5: Σ
(m)
(k+1)

EVD
=
∑P

i=1 λiuiu
T
i

6: Calculer σ̂2, λ̂i . équations (4.37) et (4.38)
7: Σ

(m)
(k+1) =

∑R
i=1 λ̂iuiu

T
i + σ̂2I

8: Calculer NMSEPF
9: k ← k + 1
10: fin tant que
11: Calculer τ (m+1)

i , Q(m+1)
i , NMSEEM,Σ, NMSEEM,τi . voir Algorithme 6

12: fin tant que

distribution Gamma converge vers une loi gaussienne. Plusieurs configurations sont étudiées selon
la valeur deα ainsi que la taille du bloc de donnéesmanquantes (P×N)manquant = (P−p)×(N−n).

Convergence de l’EM

Afin de valider expérimentalement la convergence de l’algorithme EM proposé, les quantitées
NMSEEM,Σ, NMSEEM,τi sont sauvegardées à chaque itération. Les paramètres de simulation
sont ici fixés à P = 10, N = 100 et α = 1. La variation des erreurs (figure 4.4) montre que
l’EM converge plus ou moins rapidement selon les différentes configurations sur la taille du bloc
de données manquantes. De manière générale, la convergence est plus lente lorsque la taille du
bloc de données manquantes augmente, tant sur les observations (N ) que sur les variables (P ).
La convergence est tout de même atteinte pour une large partie d’observations manquantes (80 sur
100) et de variables manquantes (7 sur 10).

Estimation des paramètres

On considère les estimateurs suivants pour comparaison :
— Les estimations τ̂ (4.48) et Σ̂ (4.49) ;
— Les estimateurs de Tyler "complets" (4.10) ;
— Les estimateurs de Tyler "incomplets" définis par :

τ̂i =
yTi Σ−1

n yi
P

, Σ̂n =
P

n

n∑
i=1

yiy
T
i

yTi Σ̂−1
n yi

(4.54)

Les performances sont évaluées à l’aide de la distance riemannienne sur la matrice de covariance
(4.40) et sur la texture. Cette dernière est définie par [Bouchard2020] :

δ2
R++(τ, τ̂) = || log(τ−1 � τ̂)||22 (4.55)

où� est le produit de Hadamard (produit terme à terme). Les résultats de validation sont présentés
en figure 4.5 pour l’estimation de la matrice de covariance. Quelle que soit la taille du bloc
de données manquantes, l’erreur sur l’estimation de l’algorithme EM se situe entre les erreurs
des estimateurs de Tyler "complet" et "incomplet". Les résultats montrent également qu’aucun
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Figure 4.4 – Convergence de l’EM pour différentes tailles de bloc de données manquantes (P ×N)manquant
sur un jeu de données de taille (10× 100).

changement visible n’a lieu lorsque α varie, ce qui témoigne de la robustesse de l’estimation.
Concernant l’estimation des textures, les résultats sont présentés en figure 4.6. L’augmentation de
la distance en fonction du nombre d’observations N est simplement due au fait qu’augmenter N
provoque également une augmentation du nombre de textures à estimer sans que la dimension P
ne change. Les résultats sur l’estimation de la matrice de covariance avec structure rang faible
(figure 4.7) pour une configuration en bloc de données manquantes fournissent également une
validation du comportement asymptotique de l’estimation EM et des estimateurs de Tyler.
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(a) α = 1 ; (P ×N)manquant = (1× 15) (b) α = 10 ; (P ×N)manquant = (1× 15)

(c) α = 1 ; (P ×N)manquant = (5× 20) (d) α = 10 ; (P ×N)manquant = (5× 20)

(e) α = 1 ; (P ×N)manquant = (9× 22) (f) α = 10 ; (P ×N)manquant = (9× 22)

Figure 4.5 – Distance naturelle sur la matrice de covariance en fonction du nombre d’observations (N )
selon différents α et différentes tailles de bloc de données manquantes.
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(a) α = 1 ; (P ×N)manquant = (1× 15) (b) α = 10 ; (P ×N)manquant = (1× 15)

(c) α = 1 ; (P ×N)manquant = (5× 20) (d) α = 10 ; (P ×N)manquant = (5× 20)

(e) α = 1 ; (P ×N)manquant = (9× 22) (f) α = 10 ; (P ×N)manquant = (9× 22)

Figure 4.6 – Distance naturelle sur les paramètres de texture en fonction du nombre d’observations (N )
selon différents α et différentes tailles de bloc de données manquantes.
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(a) α = 1 (b) α = 10

Figure 4.7 – Distance naturelle sur la matrice de covariance sans et avec structure rang faible, en fonction du
nombre d’observations (N ) selon différents α et un bloc de données manquantes de taille (P ×N)manquant =
(3× 20).

4.6 Comparatif avec la méthode EM-EOF dans le cas Gaussien
Laméthode EM-EOF (chapitre 2) est uneméthode itérative permettant d’interpoler des données

incomplètes comportant de multiples caractéristiques (complexité du comportement de déplace-
ment, caractéristiques du bruit, type de données manquantes). Nous avons vu que cette méthode
repose sur la décomposition de la covariance temporelle ΣEM-EOF des données en fonctions em-
piriques orthogonales. Une partie seulement de ces fonctions (nombre optimal de modes) sont
ensuite sélectionnées pour reconstruire les données manquantes. Les données finales possèdent
donc une structure rang faible car celles-ci sont reconstruites à partir des modes les plus représen-
tatifs du comportement des données. Comme la qualité de la reconstruction dépend largement de
l’estimation de la covariance temporelle, on s’intéresse donc ici à la comparaison, en terme d’er-
reurs, de l’estimé Σ̂EM-EOF avec la covariance de structure rang faible R̂ estimée en section 4.4.2.
Nous supposons dans cette étude comparative que les données suivent une distribution gaussienne
centrée.

4.6.1 Estimation de la matrice de covariance sur données synthétiques
Les données complètes sont synthétisées à partir d’une distribution N (0,ΣR + σ2I), avec

P = 12, R = 3 et N ∈ [60, 330]. Les données manquantes, dont la quantité varie entre 10% et
50% pour les besoins de la simulation, sont générées aléatoirement de sorte qu’elles admettent une
forme générale (figure 4.1). La NMSE est calculée sur ΣR :

δ =
||ΣR − Σ̂||F
||ΣR||F

(4.56)

où Σ̂ correspond aux estimés comparés suivants :

— L’estimation rang faible de (4.3) R̂SCM ;
— L’estimation rang faible de la SCM "incomplète" (4.41) R̂obs%

SCM ;

— L’estimation rang faible issue de l’algorithme EM (section 4.4.2) R̂ ;
— La matrice de covariance empirique estimée à partir des données reconstruites à l’issue

l’étape 1 de la méthode EM-EOF :

Σ̂
step1
EM-EOF =

1

N
X̂RX̂T

R (4.57)
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— La matrice de covariance empirique estimée à partir des données reconstruites à l’issue
l’étape 2 de la méthode EM-EOF :

Σ̂
step 2
EM-EOF =

1

N
X̂rX̂

T
r (4.58)

Notons que le nombre de modes estimé par la méthode EM-EOF est de 3, ce qui correspond
au rang des données. Les résultats sont présentés en figure 4.8. On observe que les performances
d’estimation des covariances de l’EM et de la méthode EM-EOF sont similaires à la SCM "incom-
plète" lorsque les données contiennent une faible quantité de données manquantes (10%). Lorsque
la quantité de données manquantes augmente (30%), l’étape 2 de la méthode EM-EOF permet
d’obtenir une meilleure estimation par rapport à l’étape 1, ce qui pourrait être dû à la mise à jour
itérative des données manquantes lors de l’étape 2. L’écart est plus largement visible lorsque la
quantité de données manquantes atteint 50% des données complètes, où Σ̂

step2
EM-EOF est plus proche

de la vraie covariance que R̂. On observe également que la variation des erreurs de la méthode
EM-EOF a tendance à s’aplanir lorsqueN augmente, ce qui pourrait s’expliquer par des modes de
convergences différents entre l’EM et la méthode EM-EOF. Le premier converge vers les solutions
de l’EMV par le calcul d’une erreur sur les paramètres estimés à chaque itération de l’EM, alors
que la seconde converge vers une prédiction des données manquantes en se basant sur une erreur
calculée directement sur les données. Ceci est lié à une remarque soulignée en introduction, d’ordre
plus générale, à savoir que les deux méthodes poursuivent deux objectifs différents : l’estimation de
la covariance (EM) et la prédiction de données manquantes (EM-EOF). Il est toutefois intéressant
de constater que ces méthodes fournissent des résultats tout à fait comparables en terme d’estima-
tion de la covariance. Concernant la prédiction des données manquantes, la prochaine section a
pour objet d’en effectuer la comparaison.

70 140 270
−32

−30

−28

−26

δ
(d
B)

R̂SCM R̂obs%
SCM R̂ Σ̂step 1

EM-EOF Σ̂step 2
EM-EOF

70 140 270
Nombre d’observations

70 140 270

10% manquant 30% manquant 50% manquant

Figure 4.8 – Erreur (moyenne sur 200 simulations) en fonction du nombre d’observations N pour trois
configurations (10%, 30%, 50%) de données manquantes.

4.6.2 Reconstruction de données manquantes sur données réelles
Lors du chapitre 1, puis en introduction de ce chapitre, nous avons évoqué la distinction entre

problème d’estimation paramétrique et problème d’interpolation. En effet, si l’EM décrit en sec-
tion 4.3 permet d’estimer la matrice de covariance à partir de données incomplètes, cet algorithme
ne permet pas directement de prédire les données manquantes, autrement dit d’interpoler. Le but
est ici tenter une stratégie permettant de combiner les deux méthodes "sur le terrain" de la méthode
EM-EOF, c’est-à-dire en terme d’interpolation des données.
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La procédure adoptée consiste à injecter l’estimation de la covariance issue de l’EM dans
la reconstruction utilisée par la méthode EM-EOF. La matrice de covariance estimée est ensuite
décomposée par une EVD, ce qui permet de récupérer ses vecteurs propres (ou EOFs). La re-
construction consiste ensuite en une projection des EOFs sur les composantes principales A (voir
équations (2.8) et (2.9)) :

Ŷ = AUT (4.59)

où la matrice U contient en colonne les vecteurs propres issus de l’EVD de la matrice de
covariance des données observées. S’agissant d’un travail préliminaire, la stratégie adoptée n’est
pas optimale car elle ne permet pas de comparer directement la méthode EM-EOF et l’algorithme
EM en terme d’interpolation, mais plutôt de combiner les deux approches.

Description des données

Les données consistent en des mesures de déplacement de surface issues du réseau de stations
GNSS (Global Navigation Satellite System) de l’observatoire volcanologique du Piton de la Four-
naise (OVPF) situé sur l’île de la Réunion (figure 4.9). Le réseau est constitué de 22 stations dont
l’altitude varie entre 67 et 2590 mètres au-dessus du niveau de la mer. Chaque station mesure les
déplacements de surface dans trois directions correpondant aux axes est-ouest, nord-sud et vertical
dans la référence terrestre [Smittarello2019b, Smittarello2019a]. Pour les besoins de l’étude, seul
le déplacement vertical est traîté. Les mesures considérées s’étendent entre janvier 2014 et mars
2017, à raison d’une mesure par jour. L’ensemble des mesures pour chaque station sont présentées
en annexe B.2 (figure B.1). Chaque station GNSS (P ) contient 1086 observations (N ), dont le
taux de données manquantes varie entre 5.1% et 54.9%. Par son caractère irrégulier, le motif
des données manquantes s’apparente largement à une forme générale (figure 4.10). Les données
manquantes sont essentiellement causées par l’inactivité temporaire des capteurs sur une période
temporelle. Notons également que les données, de par la précision des mesures GNSS, contiennent
peu de bruit.

Application de la méthode EM-EOF et détermination du rang

Lorsque la méthode EM-EOF est appliquée sur des séries temporelles d’images, la dimension
P (nombre de pixels par image) surpasse la dimension N (nombre d’observations temporelles).
Dans ce cas, la méthode se base naturellement sur la décomposition de la covariance temporelle,
ce qui a notamment l’avantage de minimiser le coût temporel du traitement (voir section 2.2.2).
Dans le cas présent, N est bien plus grand que P . Plutôt que de calculer la covariance empirique
temporelle, nous calculons donc la covariance empirique spatiale. Si Y = (yi, . . . ,yP ) désigne la
matrice rectangulaire de taille (N × P ), où {yi}i∈[1,P ] désigne une station GNSS, la matrice de
covariance empirique spatiale est définie par :

Σ =
1

N
(Y − 1N ȳ)T (Y − 1N ȳ) (4.60)

où ȳ = (µ1, . . . , µP ) est le vecteur des moyennes empiriques temporelles de chaque station et
1P = (1, . . . , 1)T est un vecteur de taille P composé de 1. À la différence du traitement d’origine,
qui consistait à retirer la moyenne spatiale aux données (équation (2.2)), on retire ici la moyenne
temporelle de chaque station yi.

La méthode EM-EOF est appliquée sur les données en suivant les changements décrits ci-
dessus. Le nombre optimal de modes estimé est de 3, ce qui correspond au minimum de l’erreur
de validation croisée que l’on a définie par l’équation (2.12). Une approche visuelle du spectre
(figure 4.11) permet d’observer que les trois premiers modes correspondent aux trois valeurs
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N

Figure 4.9 – Réseau GNSS permanent de l’OVPF et état de fonctionnement des stations en décembre
2019 (communication personnelle avec Virginie Pinel de l’ISTerre). ©WEBOBS / IPGP. Modèle numérique
de terrain : SRTM/NASA.
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5.4
7.9
6.2
6.1
54.9
5.5
5.7
11.5
6.2
27.8
5.2
5.8
9.5
5.1
5.1
5.2
7.6
6.4
5.9
12.6
5.2
5.5
6.7

Figure 4.10 – Observations GNSS au cours du temps et pourcentage de données manquantes par station.
Noir : observé ; blanc : manquant.
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propres dominantes du spectre et rassemblent 75% de la variance totale 5. Le rang choisi pour
l’application de l’algorithme EM est donc fixé à R = 3.
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Figure 4.11 – Cross-RMSE (m) en fonction du nombre de mode à l’issue de l’étape 1 de la méthode EM-
EOF (moyenne sur 100 simulations) et spectre de valeurs propres (v.p.). Le minimum moyen de l’erreur se
situe à l’indice 3.

Résultats préliminaires

L’algorithme EM et la méthode EM-EOF sont à présent appliqués sur les données GNSS. La
reconstruction est menée sur les stations GNSS situées en marge du cratère et peu affectées par
les événements éruptifs dans la période étudiée (2014-2017). Du fait de leur position, ces stations
peuvent contribuer à comprendre les déformations en profondeur en agissant comme contrainte
d’un modèle de déformation. Une sélection de résultats est présentée en figure 4.12, comprenant
les stations contenant le plus de données manquantes (GBNG, GBSG, GPSG, respectivement
54.9, 27.8 et 12.6% de données manquantes). Dans l’ensemble, les séries temporelles reconstruites
suivent les tendances de déplacement, y compris dans les zones de données manquantes. Les séries
temporelles reconstruites contenant de plus importantes quantités de données manquantes sont
également cohérentes avec la tendance de déplacement. Les zooms 1 et 2 sur les stations GBNG
et GBSG permettent de remarquer la proximité entre les deux reconstructions et par rapport à la
série temporelle initiale.

Analyse des erreurs de reconstruction

La RMSE sur les données observées et la cross-RMSE sur des données retirées artificiellement
parmi les données observées (40 points par station, ce qui représente au total 3% des observations)
sont calculées. La première erreur permet de mesurer les potentiels changements induits sur les
données observées du fait de la sélection d’un rang inférieur à la dimension P (effet potentiel de
filtrage). La seconde erreur permet de mesurer l’erreur d’interpolation des données manquantes
[Beckers2003]. Les erreurs par station sont présentées en figure 4.13, ainsi que la différence entre
les erreurs ∆RMSE = RMSEEM − RMSEEM-EOF (figure 4.14). Globalement, l’erreur est stable par
station GNSS, ce qui laisse présumer que la quantité de données manquantes n’a pas d’influence
sur la qualité de la reconstruction.

5. Cette valeur est simplement obtenue par le calcul de la mesure 100×
∑3
i=1 λi/

∑P
i=1 λi.
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Figure 4.12 – Exemples de séries temporelles de mesure de déplacement (m) reconstruites sur huit sta-
tions GNSS et zoom sur les stations GBNG (54.9% de données manquantes) et GBSG (27.8% de données
manquantes).
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Figure 4.13 – Erreurs (cross-RMSE et RMSE) par station GNSS de l’algorithme EM et de la méthode
EM-EOF.
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Figure 4.14 – Différence des erreurs de reconstruction entre l’algorithme EM et la méthode EM-EOF.
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4.6.3 Discussion

Les simulations et l’application sur des données réelles permettent de soulever quelques points
de discussion. Concernant l’estimation de la covariance, les deux méthodes fournissent des résul-
tats similaires pour des quantités de données manquantes moyennes (<30%), alors que la méthode
EM-EOF fournit une erreur plus faible lorsque la quantité de données manquantes est plus impor-
tante (50%). Il faut cependant rappeler que la méthode EM-EOF n’est pas conçue pour l’estimation
de la covariance car elle ne converge pas vers les solutions de l’EMV, ce qui explique la différence
de comportement asymptotique lorsque N augmente. Concernant la reconstruction des données
manquantes, les deux méthodes fournissent un résultat très similaire en terme d’erreur d’interpo-
lation quelle que soit la quantité de données manquantes. Toutefois, on rappelle que la procédure
choisie pour l’application de l’EM ne permet pas d’effectuer une comparaison en tant que telle
avec la méthode EM-EOF, mais repose plus simplement sur une combinaison.

Perspective de ce travail

Dans l’immédiat, un travail supplémentaire devra être fourni afin de trouver un moyen fiable
de comparaison de l’algorithme EM et de la méthode EM-EOF pour l’interpolation de données
manquantes. Ensuite, une suite logique de cette étude consiste à étendre les simulations sur
données synthétiques et l’application aux données réelles au cas des distributions gaussiennes
composées. Un aperçu de la distribution empirique sur l’ensemble des données de déplacement
GNSS (figure 4.15) peut suffire à montrer l’intérêt de cette perspective. En effet, le modèle gaussien
ne représente pas fidèlement l’histogramme des données centrées en zéro, qui possède des valeurs
hors de la distribution gaussienne à droite et à gauche. Notons que cet histogramme est tracé
sur l’ensemble des stations GNSS (vecteurs yi). Il n’est donc pas représentatif de la distribution
des vecteurs yi (dont l’indépendance est supposée) mais plutôt des paramètres de textures. Les
histogrammes par stations (figure 4.16) montrent des comportements très différents. La distribution
gaussienne centrée ne permet pas d’englober la distribution des données avec précision, ce qui
pourrait avantager l’hypothèse gaussienne composée dont les paramètres de textures permettent
d’intégrer une certaine robustesse aux données atypiques.
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Figure 4.15 – Histogramme de l’ensemble des données de déplacement GNSS et modèle de distribution
gaussienne centrée (rouge).
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Figure 4.16 – Histogrammes sur six stations GNSS et modèle de distribution gaussienne centrée à variance
fixe (rouge).

4.7 Synthèse

Ce chapitre nous a permis d’aborder l’analyse de données manquantes sous l’angle d’un
problème d’estimation paramétrique, nécessitant ainsi des hypothèses statistiques sur le modèle
régissant les données. Après avoir passé en revue les distributions de probabilité utiles à cette étude
(gaussienne, gaussienne composée, modèle par facteur), plusieurs cas d’études ont été examinés
selon la forme des données manquantes et la distribution considérée. Afin d’estimer la matrice de
covariance, nous avons fait usage de l’algorithmeEM,méthode itérative garantissant la convergence
vers l’estimation du maximum de vraisemblance (EMV).

La première étude s’est concentrée sur des données manquantes dont la forme est générale
et dont la distribution est gaussienne centrée, alors que la seconde a traité d’un cas de données
manquantes en bloc avec une distribution gaussienne composé centrée. Dans les deux cas, les
performances des estimateurs ont été validées à travers des simulations numériques sur des données
incomplètes, y compris dans le cas où la matrice de covariance admet une structure rang faible.

Dans le cas gaussien, une étude comparative de l’algorithme EM avec la méthode EM-EOF
a été réalisée. Tout d’abord, la comparaison a été menée sur l’estimation de la covariance sur
données synthétiques. Celle-ci a permis de mettre en évidence la similarité des performances
d’estimation entre les deux méthodes, bien que les comportements asymptotiques pour N grand
soient différents. L’intérêt de l’étape 2 de la méthode EM-EOF, étape itérative de mise à jour
des données manquantes, a été mis en évidence, en montrant une amélioration de l’estimation
de la covariance par rapport à l’étape 1. D’autre part, les deux méthodes ont été combinées pour
l’interpolation de données manquantes au sein de données réelles de mesure de déplacement
vertical par GNSS sur le Piton de la Fournaise. Cette comparaison préliminaire a montré que la
méthode EM-EOF produit une interpolation équivalente à l’algorithme EM.

Les données réelles observées pouvant présenter des valeurs atypiques, une extension au cas
gaussien composé constitue une suite logique de ce travail. Pour cela, il sera nécessaire d’adapter
l’opérateur Sweep au cas gaussien composé. À cette fin, on pourra travailler à une généralisation
de l’algorithme de [Liu1999], qui a fourni des résultats sur des données bivariées gaussiennes
contenant des données manquantes de forme générale, à des données multivariées de distribution
gaussienne composée. Cette perspective est également motivée par une inspection de la distribution
empirique des données qui ne s’ajuste pas fidèlement au modèle gaussien classique (ce qui pourrait
également être vérifié par un test statistique de gaussianité). Ce futur travail soulève l’intérêt que
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porte une meilleure caractérisation de la covariance des données de déplacement. Comme déjà
mentionné lors du chapitre 1, la covariance des données est en effet utilisée comme entrée de
nombreux modèles d’inversion [Tarantola2005] (voir section 1.5.3 et l’équation 1.16), notamment
en déplacement de surface en zone volcanique [Smittarello2019b].
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Conclusions et perspectives

L’ineptie consiste à vouloir conclure. Oui, la bêtise
consiste à vouloir conclure. Quel est l’esprit un peu fort
qui ait conclu, à commencer par Homère? Contentons-
nous du tableau, c’est ainsi, bon.

– Gustave Flaubert, Correspondance

Sur ce, salut les filles, et meilleure route...

– Virginie Despentes, King Kong Théorie

Cette thèse est dédiée au développement et à la mise en oeuvre de méthodes de reconstruc-
tion de données manquantes au sein de séries temporelles de champs de déplacement estimés par
télédétection. Ces méthodes peuvent être classées en deux approches : une approche prédictive et
une approche paramétrique. Cette partie résume les contributions de cette thèse, réparties en deux
types d’apports :

1. Les apports méthodologiques, c’est-à-dire relatifs au développement théorique de méthodes
et d’algorithmes de reconstruction des données ;

2. Les apports applicatifs ayant trait à l’application desméthodes développées à des cas d’études
réels, originaux et diversifiés, dont l’impact ne se limite pas forcément à la télédétection.

Ces contributions ouvrent des perspectives dont une synthèse est proposée en dernier lieu.

Apports méthodologiques

Deux méthodes de reconstruction des données ont été développées lors de cette thèse. La
méthode EM-EOF, implémentée sur la base du travail de [Beckers2003], repose sur la corrélation
temporelle du champ de déplacement. La méthode EM-EOF étendue, reprenant les travaux de
[Golyandina2010] et [von Buttlar2014], est basée sur la corrélation spatio-temporelle du champ
de déplacement. Dans ce cas, une formulation empirique des limites inférieures et supérieures du
décalage spatial utilisé pour augmenter les données en espace a été proposée pour la première
fois en utilisant des outils simples issus de l’analyse de la longueur de corrélation [Ghil2002] des
champs de déplacement. Afin d’étudier la performance des méthodes développées, une batterie
de tests ont été menés sur différents types de champs de déplacement à complexité variable,
contenant plusieurs formes de données manquantes et des bruits de natures différentes modélisant
le bruit corrélé présent dans les données réelles de mesure de déplacement. Une telle diversité de
cas de simulations n’a, à notre connaissance, pas été proposée jusqu’ici pour l’étude de données
manquantes.

Les deux méthodes proposées constituent une alternative crédible et avantageuse à l’omis-
sion de données manquantes et aux approches purement spatiales souvent utilisées en mesure de
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déplacement : l’étude comparative avec des méthodes d’interpolation spatiales a montré la supé-
riorité des méthodes proposées surtout lorsque le rapport signal-sur-bruit est bas et que le taux
de valeurs manquantes est important. La mise en place de la méthode EM-EOF étendue a aussi
permis d’améliorer les performances de reconstruction par rapport à la méthode EM-EOF, plus
particulièrement dans les cas où la série temporelle est courte (peu d’observations temporelles) et
la corrélation spatiale du champ est importante, assurant une certaine complémentarité des deux
méthodes et une continuité dans les recherches menées. De plus, le formalisme de l’algorithme
EM a été adopté dans le développement des algorithmes, ce qui a déjà été proposé en ACP mais
pas en analyse en EOF. Les méthodes proposées sont itératives, nécessitent peu d’information a
priori et sont seulement dépendantes des données, ce qui les rend potentiellement transportables à
d’autres types de données.

Deux critères robustes, l’un basé sur l’erreur de validation croisée (Λ) et l’autre sur l’incertitude
des valeurs propres ainsi que l’autocorrélation spatio-temporelle du champ de déplacement (Ck),
ont été proposés puis implémentés. Le premier permet de gérer le problème de sur-estimation
du nombre de modes lorsque les données sont perturbées par du bruit corrélé, ce qui est un
problème établi dans la littérature de l’analyse en EOF [Kondrashov2006]. Le second critère
a été construit en formulant une extension de la taille effective d’échantillon (ESS) temporelle
originellement proposée par [North1982] pour estimer l’incertitude des valeurs propres du système
à une ESS spatio-temporelle à travers des outils provenant de la géostatistique. Ce critère permet
d’ajuster la sélection du nombre afin de garder les groupes de valeurs propres significatives dans
la reconstruction.

Dans un second temps de ce travail de thèse, une contribution a été apportée en confrontant les
approches prédictives précédemment citées à une approche paramétrique. Deux distributions ont
été considérées pour cela : la distribution gaussienne et la distribution gaussienne composée. Dans
le cas gaussien, l’algorithme EM pour des données manquantes de forme générale a été développé
à partir du travail de [DiCesare2006], puis a été adapté au cas d’une covariance à structure rang
faible. Dans le cas des données suivant une distribution gaussienne composée, les estimations de la
matrice de covariance et des textures au sens du maximum de vraisemblance ont été dérivées pour
le cas de données manquantes en bloc, ce qui constitue un résultat théorique. Un second algorithme
EM a été développé avec sa version rang faible. L’ensemble de ces algorithmes ont été validés
et cette approche a pu être comparée à la méthode EM-EOF pour l’estimation de la covariance.
Les résultats obtenus sont similaires, et ce alors que les méthodes ne poursuivent pas la même
"philosophie" de traitement des données manquantes, initiant ainsi une comparaison singulière.

Apports applicatifs

Le second volet des contributions de cette thèse est d’ordre applicatif. Les méthodes EM-EOF
et EM-EOF étendue, basées sur l’analyse en EOF et en EEOF, ont été appliquées sur des séries
temporelles incomplètes de champs de déplacement, ce qui constitue un objet de recherche neuf.
Plusieurs données ont été considérées pour cela : deux séries temporelles de champs de déplacement
InSAR sur les glaciers de Miage et du Gorner, une série temporelle de champs de déplacement
calculés par corrélation d’images SAR sur le glacier d’Argentière et une série temporelle de champs
de déplacement issus de la corrélation d’images optique sur le glacier Fox.

L’application sur des champs de déplacement InSAR (interférogrammes déroulés) amontré que
la reconstruction des données manquantes est en accord avec les déplacements observés. Lorsqu’il
existe une estimation des vitesses de surface dans la littérature, comme c’est le cas du glacier du
Gorner [Prébet2019], les résultats obtenus sont en accord avec les résultats existants. De plus, il a
été montré la possibilité de corriger les champs de déplacement bruités et/ou contenant des valeurs
atypiques résultant d’erreur de traitement (déroulement de phase). Concernant les déplacements
issus de la corrélation d’images SAR, l’originalité de notre étude consiste à avoir appliqué une
méthode utilisant l’information temporelle alors que la seule étude dédiée utilise l’information
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spatiale [Zhang2019] sur un seul champ de déplacement. Dans les deux cas (InSAR et corrélation),
les données manquantes corrélées en espace et en temps ont été reconstruites en conservant les
motifs des champs de déplacement.

Concernant les champs de déplacement issus de l’imagerie optique, outre l’application nouvelle
de ces méthodes sur ce type de données, il a été démontré la possibilité de reconstruire des zones
du champ ne possédant aucune observation temporelle, comme les zones de saturation (surface
neigeuse) et les zones de déplacement rapide dans la partie basse du glacier Fox (où il est difficile
d’obtenir des mesures de vitesse). Une vérification attentive des résultats a montré leur cohérence
avec d’autres résultats de la littérature sur le glacier Fox utilisant des images Sentinel-2 [Kääb2016]
et des images Venµs à plus haute résolution [Millan2019].

L’ensemble de ces résultats est très prometteur et montre que les méthodes développées peuvent
être intégrées au sein d’une chaîne de traitement (par exemple en pré-traitement) pour produire
des séries temporelles continues, spatialement et temporellement résolues. Les méthodes peuvent
être aussi utilisées à des fins d’augmentation du volume des données, notamment lorsqu’une
image est manquante dans la série ou qu’une zone est constamment incomplète, éléments qui
ont été illustrés. L’application des méthodes implementées durant cette thèse peut directement
profiter au glaciologuemodélisateur. En effet, certains modèles d’estimation de l’épaisseur de glace
[Fürst2017,Rabatel2018] exigent d’intégrer des vitesses de surface continues afin de contraindre
des paramètres peu connus lié à la topographie basale, comme la contrainte de frottement basal,
ou des paramètres liés à l’hydrologie sous-glaciaire où les mesures sont rares.

Enfin, les méthodes développées au chapitre 4 ont permis d’entrevoir une autre approche pour
l’estimation de la matrice de covariance des données d’observation GNSS, laquelle est utilisée en
modélisation de la déformation terrestre en zone volcanique [Smittarello2019a], et plus largement
dans de nombreux problèmes d’inversion des données [Bos2004, Cavalié2013]. Une application
de l’algorithme EM pour l’interpolation des données manquantes a également été proposée : cette
étude se situant encore au stade de l’ébauche, celle-ci s’inscrit dans les perspectives détaillées
ci-après.

Perspectives

Cette thèse ouvre des perspectives méthodologiques et applicatives.
D’un point de vue méthodologique, nous avons appliqué jusqu’à maintenant une augmentation

de données spatiale à l’aide d’une fenêtre carrée (méthode EM-EOF étendue). Due à la forme
polygonale des cibles de déplacement reconstruites, cette fenêtre peut créer des effets de bords lors
de la reconstruction, ce qui est dû au moyennage spatial des données. Pour cela, les auteurs de
[Golyandina2015] ont proposé une reconstruction par fenêtre adaptative (Figure 4.17) en masquant
préalablement les données situées hors de la cible de déplacement. Dans le cas de la mesure de
déplacement, une connaissance exacte des limites du champ de déplacement n’existe pas toujours.
Pour ce qui est des glaciers, la plupart des contours des zones glaciaires sont repertoriés dans la
base du RGI [Consortium2017], ce qui permettrait d’appliquer une telle technique dans de futures
études en utilisant les masques du RGI.

De plus, un effort supplémentaire devra être fourni pour réduire le temps de calcul de la
méthode EM-EOF étendue, qui, à l’heure actuelle, possède une complexité algorithmique de
l’ordre de O(r̂MN + c). La mise en ligne des codes EM-EOF et EM-EOF étendue ainsi que des
données de simulation prêtes à être testées constituent une préoccupation première de la fin de
cette thèse afin de garantir une recherche reproductible, transparente, transportable et facilement
améliorable par la communauté scientifique.

Enfin, l’extension de l’algorithme EM au cas gaussien composé, ainsi que l’adaptation au rang
faible, assure une suite logique du travail exploratoire présenté au chapitre 4. Pour cela, il s’agira
d’adapter l’opérateur Sweep au cas gaussien composé, ce qui reste, selon notre connaissance, inédit
pour le moment. De plus, une extension de l’algorithme de [Liu1999], qui propose un algorithme
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EM à convergence optimisée (monotone EM) pour des données bivariées gaussiennes, sera étu-
diée pour des données multivariées à distribution gaussiennes composées contenant des données
manquantes de forme générale. Ce chantier sera rendu possible en prolongeant la collaboration
amorcée avec des chercheurs en traitement du signal de l’Université Paris-Nanterre, ce qui est en
bonne voie.

a b

Déplacement Déplacement

Figure 4.17 – Schéma simplifié d’une fenêtre carrée (a) versus fenêtre adaptative (b) pour l’augmentation
spatiale des données (voir figure 3.2).

Du point de vue des applications, nous avons appliqué la méthode EM-EOF sur des in-
terférogrammes déroulés. Ceci a été fait principalement pour une raison : minimiser les biais
d’interpolation. On pourrait très bien décider d’appliquer la méthode sur des interférogrammes
enroulés, avec les risques que cela peut comporter : en effet, un léger biais d’interpolation peut
conduire à un déroulement erroné avec des valeurs décalées. Malgré cette réserve, cette stratégie
n’a pas été appliquée et pourrait, à condition de fournir une interpolation suffisamment précise,
éviter les erreurs de déroulement de phase auxquelles nous avons été confronté.

L’application sur des mesures GNSS ayant été amorcée dans le cas gaussien, il s’agira par la
suite d’appliquer l’EM dans le cas gaussien composé afin d’estimer la matrice de covariance et les
textures, puis d’utiliser la covariance pour interpoler les données manquantes. Une première étude a
permis de remarquer que la distribution des données n’est pas toujours adaptée au cas gaussien : les
éventuels avantages apportés par l’hypothèse gaussienne composée feront donc l’objet de futures
discussions.

La liste d’applications est encore longue. De nombreuses données de mesure de déplacement
sont concernées par l’incomplétude de données, comme les cartes de subsidence en milieu urbain
qui nécessitent une connaissance très localisée des déplacements. Nous avons commencé pendant
cette thèse à collaborer avec des chercheurs du laboratoire ISTerre travaillant sur la caractérisation
de séismes lents au Mexique. Des résultats préliminaires ont été obtenus sur des interférogrammes
incomplets sur la zone montagneuse du sud-ouest de Mexico (voir [Maubant2020]), où les dépla-
cements issus d’un séisme lent sont particulièrement difficiles à extraire des données InSAR.
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A
Génération d’un bruit corrélé

A.1 Génération d’un bruit spatio-temporel
Le bruit spatio-temporellement corrélé est modélisé comme étant la somme d’un bruit spa-

tialement corrélé et d’un bruit temporellement corrélé. Le premier est obtenu comme décrit en
sous-section 2.3.2. Le second est obtenu par une décomposition de Cholesky d’une matrice de
covariance positive semi-définie R vérifiant :

E[ZZT ] = R (A.1)

où Z ∈ RN×P est le bruit corrélé désiré et E[.] est l’opérateur espérance. Les éléments de la
matrice R à la position (i, j) sont donnés par :

(rij)1≤i≤n,1≤j≤n = ρ|i−j| (A.2)

où le paramètre ρ varie dans l’intervalle [0, 1] et permet de régler la corrélation temporelle : une
valeur de 0 correspond à un bruit non corrélé alors qu’une valeur proche de 1 correspond à un bruit
totalement corrélé. Comme annoncé ci-dessus, la matriceR est positive semi-définie, ce qui permet
d’y appliquer la décomposition suivante decomposition, appelée décomposition de Cholesky :

R = LLT (A.3)

où la matrice L et sa transposée LT sont respectivement des matrices triangulaires inférieure et
supérieure. Une matrice aléatoireY (dont les colonnes sont indépendantes) de tailleN×P suivant
une distribution gaussienne est ensuite générée afin de résoudre l’équation :

Z = LY (A.4)

Z est une matriceN×P où le degré de corrélation entre chaque ligne est directement paramétrable
par ρ. Pour montrer que Z a bien la covariance temporelle R désirée (A.1) :

E[ZZT ] = LE[YYT ]LT = R (A.5)

XXIX



B
Opérateur Sweep et données GNSS

B.1 L’opérateur sweep

L’opérateur sweep 1 fournit un moyen simple et pratique de faire les calculs de maximum de
vraisemblance pour des données incomplètes.

Définition B.1.1. Opérateur sweep
Soit G une matrice symétrique de taille P × P . On dira que H = SWP[k]G est la matrice

résultant de l’opérateur sweep sur G de sorte que les éléments de H soient définis par :

hkk = −1/gkk

hjk = hkj = gjk/gkk j 6= k

hjl = gjl − gjkgkl/gkk j 6= k, l 6= k (B.1)

Supposons que Y = {yi} désigne un échantillon de N observations sur P variables (4.13),
dont chaque élément est désigné par yij . Soit G la matrice de taille (P + 1)× (P + 1) suivante :

G =


1 µ1 . . . µP

µ1 N−1
∑

i y
2
i1 . . . N−1

∑
i yiP yi1

...
...

. . .
...

µP N−1
∑

i yi1yiP . . . N−1
∑

i y
2
iP

 (B.2)

où µ1, . . . , µP sont les moyennes empiriques et les autres éléments sont les sommes des
produits croisés normalisées par N . L’application de l’opérateur sweep sur la ligne et la colonne à
l’indice 0 de G résulte en une nouvelle matrice définie par :

1. Le lecteur intéressé pourra trouver une description détaillée de l’opérateur sweep, ainsi que de nombreux exemples,
dans le livre de [Little2002].
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B.2. Données GNSS

H = SWP[0]G =


−1 µ1 . . . µP

µ1 σ11 . . . σP1

...
...

. . .
...

µP σ1P . . . σPP

 (B.3)

où (σjk)j,k=1,...,P est la covariance empirique. On remarque donc que l’opération SWP[0]
effectue une correction du produit croisé en soustrayant le produit de leur moyenne respective pour
obtenir la covariance empirique, soit :

σjk = N−1
∑
i

yijyik − µjµk (B.4)

De plus, on note SWP[k1, k2, . . . , ki]H l’application des opérations successives SWP[k1],
SWP[k2], . . . , SWP[ki] sur la matriceH. Cette opération permet d’obtenir les estimés dumaximum
de vraisemblance correspondant à la régression linéaire multivariée des variables {yij}j /∈{k1,...,ki}
sur les variables de prédiction {yij}j∈{k1,...,ki}. L’opérateur sweep sert donc à rendre des variables
de description (descripteurs) de la distribution normale multivariée en variables de prédiction
(prédicteurs).

Si Yobs = {yij}j∈{k1,...,ki} et Ymis = {yij}j /∈{k1,...,ki}, l’opérateur sweep est particulièrement
utile puisque les variables de prédiction sont à présent des variables observées. On peut alors
déduire les paramètres de la distribution des données manquantes à partir des données observées
et des paramètres estimés à l’itération courante.

B.2 Données GNSS
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Annexe B. Opérateur Sweep et données GNSS
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Figure B.1 – Déplacement vertical mesuré par 22 stations GNSS de l’OVPF entre 2014 et 2017. La re-
construction des données (section 4.6.2) est effectuée sur les stations non concernées par les événéments
éruptifs sur cette période, c’est-à-dire les courbes qui ne présentent pas de motifs en "escalier".
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Reconstruction de données manquantes
dans des séries temporelles de mesures
de déplacement par télédétection.

Résumé
Malgré la masse de données (satellitaires et in-situ) disponibles en mesure de dé-
placement, l’incomplétude de données reste toujours un problème fréquemment
rencontré. Ce phénomène est principalement dû au changement des propriétés de
surface de l’objet observé et/ou aux limites techniques des méthodes de calcul de
déplacement terrestre (e.g. interférométrie différentielle, corrélation croisée). Ren-
dant les données discontinues en espace et en temps, l’incomplétude de données
constitue un écueil vers la compréhension complète des phénomènes physiques
sous-jacents liés au déplacement de surface. Malgré ce constat, l’analyse de don-
nées manquantes ne bénéficie pas d’une attention sérieuse et dédiée à la mesure
de déplacement. Des méthodes de reconstruction adaptées aux données sont ainsi
nécessaires pour gérer la présence de données manquantes spatio-temporelles au
sein de séries temporelles de mesure de déplacement. Dans cette thèse, nous pro-
posons trois approches pour l’analyse et la reconstruction de données manquantes
en mesure de déplacement par télédétection. Les deux premières approches sont
basées sur la décomposition de la covariance temporelle et spatio-temporelle du
signal de déplacement en fonctions empiriques orthogonales (EOFs). Ces études
ont débouchées sur le développement de deux méthodes, appelées EM-EOF et ex-
tended EM-EOF, nécessitant d’initialiser les valeurs manquantes avant traitement.
La troisième étude, plus prospective, est orientée vers l’estimation robuste de la ma-
trice de covariance du signal de déplacement, sans initialisation préalable des va-
leurs manquantes. Ces trois approches ont en commun de s’appuyer sur un schéma
de résolution itératif de type espérance-maximisation (EM) ainsi que sur la sélection
d’un nombre réduit de modes décrivant le maximum de variabilité du signal de dé-
placement. L’ensemble des cas d’études sur données réelles et synthétiques four-
nissent des résultats prometteurs, renforçant l’intérêt que porte l’étude des données
manquantes en mesure de déplacement par télédétection.

Mots-clés : Données manquantes, mesure de déplacement, EOF, cova-
riance, algorithme EM, série temporelle.

Abstract
Despite the large volume of available data (satellite and in-situ) in displacement
measurement, data incompleteness is still a commonly encountered issue. This
phenomenon is mainly due to surface property changes of the observed object
and/or to technical limitations of the displacement extraction methods (e.g. diffe-
rential interferometry, offset tracking). By generating time and space discontinuity,
data incompleteness can hinder a thorough understanding of underlying physical
phenomena that induce surface displacement. However, missing data analysis in
displacement measurement has not been paid significant and dedicated attention.
In this context, advanced reconstruction methods, adapted to the data specificities,
are necessary for handling spatio-temporal gaps in displacement measurement time
series. In this thesis, we propose three approaches for analysing and imputing mis-
sing data in remotely sensed displacement measurement time series. The two first
approaches are based on the decomposition of the temporal and spatio-temporal
covariance of the displacement signal into Empirical Orthogonal Functions (EOFs).
These studies have led to the development of two methods, so-called EM-EOF and
extended EM-EOF, both requiring an initialization of the missing values. The third ap-
proach intends to explore techniques in robust estimation of the covariance matrix
without initialization of the missing values. All approaches rely on an Expectation-
Maximization (EM)-type iterative resolution scheme and reckon with the covariance
low rank structure, which describe most of the variability of the displacement signal.
Both synthetic simulations and real data applications present promising results, brin-
ging to light the interest of the proposed approaches for missing data imputation in
remotely sensed displacement measurement time series.

Keywords : Missing data, displacement measurement, EOF, covariance, EM
algorithm, time series.
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