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Résumé

La mise en place d’une politique de maintenance prévisionnelle est un défi ma-
jeur dans l’industrie qui tente de réduire le plus possible les frais relatifs à la main-
tenance. En effet, les systèmes sont de plus en plus complexes et demandent un
suivi de plus en plus poussé afin de rester opérationnels et sécurisés. Une mainte-
nance prévisionnelle nécessite d’une part d’évaluer l’état de dégradation des com-
posants du système, et d’autre part de pronostiquer l’apparition future d’une panne.
Plus précisément, il s’agit d’estimer le temps restant avant l’arrivée d’une défaillance,
aussi appelé Remaining Useful Life ou RUL en anglais. L’estimation d’une RUL
constitue un réel enjeu car la pertinence et l’efficacité des actions de maintenance
dépendent de la justesse et de la précision des résultats obtenus.

Il existe de nombreuses méthodes permettant de réaliser un pronostic de durée
de vie résiduelle, chacune avec ses spécificités, ses avantages et ses inconvénients.
Les travaux présentés dans ce manuscrit s’intéressent à une méthodologie géné-
rale pour estimer la RUL d’un composant. L’objectif est de proposer une méthode
applicable à un grand nombre de cas et de situations différentes sans nécessiter
de modification majeure. De plus, nous cherchons aussi à traiter plusieurs types
d’incertitudes afin d’améliorer la justesse des résultats de pronostic.

Au final, la méthodologie développée constitue une aide à la décision pour la
planification des opérations de maintenance. La RUL estimée permet de décider
de l’instant optimal des interventions nécessaires, et le traitement des incertitudes
apporte un niveau de confiance supplémentaire dans les valeurs obtenues.

3





Remerciements

Ces travaux de thèse ont été effectués au sein du laboratoire Heudiasyc (UMR
CNRS 7253) de l’Université de Technologie de Compiègne en collaboration avec
l’entreprise SECTOR. Je voudrais adresser ici mes sincères remerciements à toutes
les personnes qui m’ont aidé et soutenu pendant ces trois années.

En premier lieu, je tiens à remercier mon directeur de thèse Mohamed Sallak
pour la qualité de son encadrement, pour son soutien, ses conseils et orientations
précieux, et pour sa disponibilité. Je te remercie ainsi que Walter Schön d’avoir
relu et corrigé mon manuscrit, et de m’avoir fait part de tous vos commentaires et
remarques constructives. Merci aussi à Linda Zhao qui m’a encadré et a suivi mes
travaux chez SECTOR. Merci pour ton expertise et tes conseils.

Je voudrais également remercier AbdessamadKobi et Frédéric Kratz deme faire
l’honneur de rapporter mes travaux. Merci pour vos retours et commentaires. Merci
aussi à Jacques Pelletan qui a accepté d’évaluer cette thèse en tant que membre du
jury.

Je souhaite aussi remercier très chaleureusement tous mes collègues de SEC-
TOR pour m’avoir accueilli dans la joie et la bonne humeur. Merci pour la bonne
ambiance quotidienne au bureau. Je remercie Jean-François Barbet de m’avoir of-
fert l’opportunité de réaliser ces travaux de thèse sur ce sujet qui lui tenait à cœur.

Enfin, je remercie ma famille et mes amis, qui m’ont encouragé et soutenu tout
au long de ces trois années, même s’ils n’étaient pas forcément convaincus par mon
choix.

5





Table des matières

Abréviations 13

Introduction 15

1 La maintenance 18
1.1 Présentation générale de la maintenance . . . . . . . . . . . . . . . . 19

1.1.1 Typologie de la maintenance . . . . . . . . . . . . . . . . . . . . 20
1.1.2 Elaboration d’une stratégie . . . . . . . . . . . . . . . . . . . . 24

1.2 La maintenance prévisionnelle et son implémentation . . . . . . . . . 26
1.2.1 Sélection des composants . . . . . . . . . . . . . . . . . . . . . 26
1.2.2 La surveillance . . . . . . . . . . . . . . . . . . . . . . . . . . . 27
1.2.3 Le pronostic . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 32
1.2.4 Dispositifs HUMS . . . . . . . . . . . . . . . . . . . . . . . . . . 34

1.3 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35

2 Le pronostic de durée de vie résiduelle 36
2.1 Les méthodes de pronostic . . . . . . . . . . . . . . . . . . . . . . . . . 37

2.1.1 Le pronostic basé sur les modèles . . . . . . . . . . . . . . . . . 40
2.1.2 Le pronostic guidé par les données . . . . . . . . . . . . . . . . 42
2.1.3 Le pronostic basé sur l’expérience . . . . . . . . . . . . . . . . . 45
2.1.4 Comparaison des méthodes de pronostic . . . . . . . . . . . . . 47
2.1.5 Evaluation des performances d’un modèle de pronostic . . . . 48

2.2 Les modèles de Markov cachés . . . . . . . . . . . . . . . . . . . . . . 49
2.2.1 Processus markoviens et modèles de Markov cachés . . . . . . 50
2.2.2 Elements d’un HMM . . . . . . . . . . . . . . . . . . . . . . . . 55
2.2.3 Variantes des HMMs . . . . . . . . . . . . . . . . . . . . . . . . 56
2.2.4 Les trois problèmes fondamentaux . . . . . . . . . . . . . . . . 57
2.2.5 Les HMMs et le calcul de RUL . . . . . . . . . . . . . . . . . . 58

2.3 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 58

7



3 Estimation de RUL à l’aide de modèles de Markov cachés et gestion
d’incertitudes 60
3.1 Méthodologie pour le calcul de RUL . . . . . . . . . . . . . . . . . . . 61

3.1.1 Méthodologie générale . . . . . . . . . . . . . . . . . . . . . . . 61
3.1.2 Choix dumodèle : lesmodèles deMarkov cachés et l’estimation

de RUL . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 62
3.2 Traitement d’incertitudes . . . . . . . . . . . . . . . . . . . . . . . . . 79

3.2.1 Traitement des incertitudes aléatoires . . . . . . . . . . . . . . 79
3.2.2 Traitement des incertitudes épistémiques . . . . . . . . . . . . 83

3.3 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 88

4 Evaluation sur un cas d’application : le PHM challenge de 2008 89
4.1 Le PHM challenge de 2008 . . . . . . . . . . . . . . . . . . . . . . . . . 90

4.1.1 Les données du PHM challenge . . . . . . . . . . . . . . . . . . 90
4.1.2 Critère d’évaluation . . . . . . . . . . . . . . . . . . . . . . . . . 93

4.2 Méthodologie pour le calcul de RUL . . . . . . . . . . . . . . . . . . . 93
4.2.1 Analyse préliminaire des données . . . . . . . . . . . . . . . . 95
4.2.2 Indicateur de dégradation . . . . . . . . . . . . . . . . . . . . . 99
4.2.3 Construction et apprentissage du HMM . . . . . . . . . . . . . 104
4.2.4 Estimation des RUL . . . . . . . . . . . . . . . . . . . . . . . . 109
4.2.5 Robustesse du modèle . . . . . . . . . . . . . . . . . . . . . . . 110

4.3 Application de la méthodologie pour le traitement d’incertitudes . . . 112
4.3.1 Traitement des incertitudes aléatoires : estimation de l’écart-

type . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 112
4.3.2 Traitement des incertitudes épistémiques . . . . . . . . . . . . 114

4.4 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 118

Conclusions et perspectives 120

8



Table des figures

1.1 Politiques de maintenance usuelles . . . . . . . . . . . . . . . . . . . . 21

2.1 Classification des approches techniques pour le pronostic . . . . . . . 39
2.2 Catégories de modèles pour la prédiction de RUL . . . . . . . . . . . . 40
2.3 Exemple de réseau de neurones artificiels . . . . . . . . . . . . . . . . 44
2.4 Processus deMarkov représentant la prévisionmétéo pour le lendemain 51
2.5 Chaîne de Markov représentant la dégradation d’un composant . . . 52
2.6 Modèle de Markov caché. Les observations permettent de révéler les

états qt à chaque instant . . . . . . . . . . . . . . . . . . . . . . . . . . 53
2.7 Exemple d’un HMM ergodique . . . . . . . . . . . . . . . . . . . . . . 54
2.8 Exemple d’un left-right HMM . . . . . . . . . . . . . . . . . . . . . . . 54
2.9 Exemple d’un HMM avec la topologie de Bakis . . . . . . . . . . . . . 54
2.10 Exemple de modèle de semi-Markov caché multi-branches . . . . . . 56

3.1 Méthodologie pour le calcul de durée de vie résiduelle . . . . . . . . . 61
3.2 Représentation d’un “left-right HMM” à N états . . . . . . . . . . . . 63
3.3 Chaîne de Markov de 4 états représentant la dégradation d’un com-

posant . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 64
3.4 Tracé du critère BIC obtenu pour les HMMs à 3, 4 et 5 états . . . . . 66
3.5 Exemple d’indicateur de dégradation . . . . . . . . . . . . . . . . . . . 67
3.6 Discrétisation de l’indicateur de dégradation pour créer une séquence

d’émission utilisable par l’algorithme d’apprentissage . . . . . . . . . 68
3.7 Approximation de l’indicateur de dégradation par un polynôme de de-

gré 3 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 69
3.8 Définition des états à chaque instant pour créer une séquence d’états

utilisable par l’algorithme d’apprentissage . . . . . . . . . . . . . . . 70
3.9 Exemple de fonction de survie obtenue après l’estimation de RULd’un

composant. La droite rouge représente l’instant présent (dernier re-
levé de données) . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 78

3.10 Méthodologie proposée pour traiter les incertitudes aléatoires . . . . 80

9



3.11 Encadrement de la fonction de survie obtenue pour un composant par
des bornes supérieure et inférieure . . . . . . . . . . . . . . . . . . . . 82

3.12 Méthodologie proposée pour encadrer la valeur de RUL estimée dans
un intervalle . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 84

3.13 Encadrement du polynôme P par 2 polynômes de même degré afin de
créer 2 nouveaux jeux de données d’apprentissage . . . . . . . . . . . 84

3.14 Encadrement de la fonction de survie obtenue pour un composant par
des bornes supérieure et inférieure . . . . . . . . . . . . . . . . . . . . 85

3.15 Exemple de fonction de survie obtenue avec les stratégies proposées
en cas de données incertaines . . . . . . . . . . . . . . . . . . . . . . . 87

4.1 Schéma simplifié du réacteur d’avion simulé pour le PHM challenge
de 2008 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 90

4.2 Les différents modules et leurs connections tels que modélisés dans
la simulation. LPC : Low-Pressure Compressor, HPC : High-Pressure
Compressor, HPT : High-Pressure Turbine, LPT : Low-Pressure Tur-
bine . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 91

4.3 Méthodologie pour la construction du HMM et son exploitation dans
le cas du PHM challenge de 2008 . . . . . . . . . . . . . . . . . . . . . 94

4.4 Mesures relevées par plusieurs capteurs sélectionnés au hasard sur
des réacteurs choisis aléatoirement . . . . . . . . . . . . . . . . . . . . 96

4.5 Evolution des mesures d’un capteur par rapport à celles d’un autre
capteur. Les capteurs et les réacteurs ont été sélectionnés aléatoirement 97

4.6 Evolution du mode opérationnel dans lequel se trouve un réacteur en
fonction du temps . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 97

4.7 Evolution des mesures d’un capteur dans un seul mode opérationnel.
Les capteurs, les modes opérationnels et les réacteurs ont été sélec-
tionnés aléatoirement . . . . . . . . . . . . . . . . . . . . . . . . . . . . 98

4.8 Contribution de chaque axe de l’ACP . . . . . . . . . . . . . . . . . . . 100
4.9 Projection des instants de panne sur l’axe principal de l’ACP . . . . . 101
4.10 Contribution des axes aux ACPs dans chaque mode opérationnel . . 101
4.11 Définition du lieu de panne dans le plan constitué des 2 composantes

principales de l’ACP pour le mode opérationnel n° 1 . . . . . . . . . . 102
4.12 Définition de l’indicateur de dégradation. Les données des 7 capteurs

à un instant t sont projetées dans l’espace de panne du mode opéra-
tionnel n° k (l’unité étudiée est dans le mode k à l’instant t). L’indi-
cateur est la distance entre la projection et le lieu de panne du mode
k . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 103

10



4.13 Indicateur de dégradation pour 4 réacteurs choisis aléatoirement . . 104
4.14 Critère BIC obtenu en fonction du nombre d’états pour des HMMs de

4 à 10 états . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 105
4.15 Indicateur de dégradation et son approximation par un polynôme de

degré 3 pour 4 réacteurs sélectionnés aléatoirement . . . . . . . . . . 107
4.16 Définition des états d’une turbine à chaque instant pour un HMM à

7 états . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 107
4.17 Définition des symboles émis par une turbine à chaque instant pour

un HMM à 7 symboles d’émission . . . . . . . . . . . . . . . . . . . . . 108
4.18 Fonction de survie obtenue pour un réacteur du jeu de donnée test.

La droite rouge est l’instant présent (dernier relevé de données) . . . 110
4.19 Fonction de survie obtenue pour un réacteur du jeu de données test

avec les bornes supérieure et inférieure données par l’écart-type . . . 113
4.20 Erreur entre l’indicateur de dégradation et le polynôme l’approxi-

mant pour un réacteur du jeu de données d’apprentissage choisi aléa-
toirement . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 115

4.21 Bornes supérieure et inférieure du polynôme Pi pour une turbine du
jeu de données d’apprentissage choisie aléatoirement . . . . . . . . . 116

4.22 Fonction de survie avec ses bornes supérieure et inférieure obtenues
pour un réacteur du jeu de données test choisi aléatoirement . . . . . 116

4.23 Fonction de survie obtenue avec nos stratégies en cas de données in-
certaines pour un réacteur du jeu de données test sélectionné aléatoi-
rement . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 118

11



Liste des tableaux

2.1 Comparaison des 3 types de méthode de pronostic selon plusieurs cri-
tères . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 47

4.1 Les 6 modes opérationnels simulés par le modèle C-MAPSS . . . . . 91
4.2 Liste des 21 capteurs et des paramètres qu’ils mesurent (°R=degré

Rankine, psi=livre-force par pouce carré, psia=psi absolue, tpm=tour/min
et lps=livre/sec) . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 92

4.3 Comparaison des résultats obtenus en modifiant un seuil pour la dé-
finition des états : moyenne de l’erreur sur les RULs par rapport à
celles obtenues avec le HMM initial . . . . . . . . . . . . . . . . . . . 111

4.4 Écart-types des temps moyens avant absorption à partir de chaque
état du HMM. Cet écart-type est calculé à partir des données d’ap-
prentissage . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 113

12



Abréviations

ABAO : As Bad As Old
ACP : Analyse en Composantes Principales
AGAN : As Good As New
AIC : Akaike Information Criterion (critère d’information d’Akaike)
ANN : Artificial Neural Networks (réseaux de neurones)
BIC : Bayesian Information Criterion (critère d’information bayésien)
CBM : Condition-Based Maintenance (maintenance conditionnelle)
C-MAPSS : Commercial Modular Aero-Propulstion System Simulation
HMM : Hidden Markov Model (modèle de Markov caché)
HUMS : Health and Usage Monitoring System
IMdR : Institut de Maîtrise des Risques
NASA : National Aeronautics and Space Administration
PHM : Prognostics and Health Management
RUL : Remaining Useful Life
TRA : Throttle Resolver Angle

13





Introduction

La maintenance est une étape indispensable dans le cycle de vie de tout sys-
tème complexe qui permet d’assurer d’une part son niveau de fonctionnement no-
minal, dans des conditions qui assurent la sécurité de l’utilisateur et de l’environ-
nement, et d’autre part sa disponibilité. Cela occasionne généralement des coûts
non négligeables ainsi que l’indisponibilité du système pendant la durée des opéra-
tions de maintenance, ce qui peut entrainer de fortes baisses de productivité. Ces
contreparties sont d’autant plus contraignantes que les pratiques actuelles sont
rarement optimales. En effet, la maintenance corrective (attendre la panne pour
réparer et/ou remplacer le composant défaillant) ou la maintenance préventive sys-
tématique (remplacer les composants du produit à intervalles réguliers, selon un
planning fixé) restent la norme dans lamajorité des cas. Or, la première entraîne gé-
néralement des surcoûts et une indisponibilité importante du système, notamment
pendant la recherche de la panne et l’approvisionnement des pièces nécessaires à
la réparation. De plus, une défaillance peut poser des problèmes de sécurité. La
maintenance préventive systématique, par contre, se soustrait à cette perte de dis-
ponibilité car les interventions sont planifiées à l’avance à des intervalles réguliers.
Cela réduit significativement le risque de pannes imprévues demême que les temps
d’arrêt du système. Toutefois, cette stratégie peut entrainer des coûts de mainte-
nance élevés car chaque intervention s’effectue sans lien préalable avec l’état réel
du système : certains composants sont remplacés alors qu’ils sont encore en état de
fonctionnement nominal ou légèrement dégradé.

Afin de pallier ces inconvénients, une nouvelle forme de maintenance se dé-
veloppe et est particulièrement étudiée : la maintenance prévisionnelle. Celle-ci
consiste en une surveillance régulière (ou Health Monitoring en anglais) des or-
ganes du système qui permet d’évaluer leur état de santé et leur bon fonctionne-
ment. Les conditions d’utilisation du système sont elles aussi suivies afin d’évaluer
les contraintes réelles auxquelles il est soumis. Il est alors possible de pronosti-
quer l’apparition d’une défaillance du système avant qu’elle n’arrive ou qu’elle ne
compromette la sécurité ou la disponibilité, et de programmer, en conséquence, les
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opérations demaintenance adéquates. Ainsi, la panne est évitée, la mise à l’arrêt du
système est justifiée et généralement de courte durée, et les composants concernés
ne sont remplacés que lorsqu’ils sont dans un état de dégradation avancé. De nom-
breuses études récentes montrent l’intérêt suscité aujourd’hui par ces nouvelles
méthodes de maintenance. Toutefois, les politiques de maintenance prévisionnelles
restent difficiles à mettre en œuvre et sont donc encore relativement peu exploitées.

Suite à ces observations, et afin de développer une nouvelle activité, l’entreprise
SECTOR souhaite réfléchir à une stratégie de maintenance innovante. Il s’agit
d’utiliser les études de sûreté de fonctionnement afin de déterminer les organes
d’un système à surveiller pour la mise en œuvre d’une maintenance prévisionnelle.
Ces études sont obligatoires et permettent demettre en évidence les composants cri-
tiques du système (critiques du fait de la sécurité, la disponibilité, la productivité
ou des coûts, par exemple). Ainsi, les éléments identifiés seront surveillés pendant
toute la durée de leur cycle de vie afin de déterminer leurs conditions réelles d’uti-
lisation et leur état de santé. Il s’agit donc dans un premier temps de déterminer
comment évaluer la santé ou la dégradation de chaque élément. De plus, il importe
de pouvoir quantifier leur niveau de détérioration à chaque instant, et si possible
d’estimer la vitesse de progression de cette détérioration. Par la suite, cela permet
d’en évaluer l’impact sur le bon fonctionnement du système et de pronostiquer son
état futur (par le biais de calculs de durées de vie restantes par exemple). Grâce à
ces pronostics, il sera possible d’instaurer des plans de maintenance adaptatifs. En
effet, l’objectif final consiste à développer une stratégie de maintenance dynamique
dans laquelle le plan de maintenance évolue constamment en fonction de l’état du
système.

L’étape clef est donc l’estimation d’une durée de vie résiduelle (aussi appelée
Remaining Useful Life ou RUL en anglais) à l’aide de méthodes de pronostic. Cela
soulève de nombreuses questions, notamment concernant la méthodologie à suivre
pour pronostiquer la RUL d’un équipement. Les étapes qui précèdent ce pronostic,
comme par exemple la sélection des composants du système sur lesquels sera appli-
quée la maintenance prévisionnelle et la mise en place de moyens de surveillance
sur ces derniers, ne sont pas concernées par les travaux présentés ici. En effet, cette
étude a pour objectif de proposer une méthodologie, la plus générale possible, d’esti-
mation de la RUL d’un composant. Celle-ci s’appuie sur des modèles stochastiques,
et plus précisément sur des modèles de Markov cachés (Hidden Markov Models
ou HMM en anglais). Le principe est de construire un indicateur de dégradation à
partir des données collectées sur le système, puis d’évaluer l’état de détérioration
du composant, pour enfin estimer une valeur de RUL. L’indicateur est une valeur
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qui rend compte de l’état d’avancement d’une dégradation et qui permet donc de
déterminer la santé d’un équipement à chaque instant. Il est alors possible, grâce
au HMM, d’estimer le temps moyen restant avant que le composant entre dans un
état défaillant.

Le pronostic est indissociable de la notion de confiance. En effet, une prévision
implique une certaine incertitude dont il est important d’estimer l’ampleur. La va-
leur d’une RUL seule ne permet pas de prendre des décisions avisées et il est néces-
saire d’y associer la confiance qu’on peut lui accorder. C’est pourquoi, ces travaux se
sont intéressés à la gestion de plusieurs types d’incertitudes et à la définition d’in-
tervalles bornant la RUL. En particulier, nous proposons des solutions pour traiter
certaines incertitudes aléatoires et épistémiques.

Enfin, les résultats du pronostic dépendent fortement de la qualité des données
collectées sur le système. Or l’algorithme de pronostic doit parfois traiter des don-
nées altérées. Par exemple, un capteur défaillant peut produire des mesures impré-
cises voire ne fournir aucune donnée. Nous proposons donc une stratégie à adopter
dans ce cas de figure.

Le manuscrit de thèse est organisé en 4 chapitres. Le premier aborde le thème
de la maintenance. Il présente les différentes stratégies de maintenance existantes,
leurs avantages et inconvénients. Dans un second temps, ce chapitre s’intéresse au
concept de maintenance prévisionnelle et à son implémentation.
Le second chapitre s’intéresse aux méthodes de pronostic. Il introduit les 3 types
de pronostic, à savoir le pronostic basé sur les modèles, sur les données ou sur l’ex-
périence. Leurs avantages et inconvénients sont comparés et quelques pistes sont
avancées pour aider à la sélection d’une méthode selon le cas d’application. Enfin,
ce chapitre détaille les modèles de Markov cachés car ils seront employés dans la
suite de nos travaux.
Le troisième chapitre présente la méthodologie générale proposée pour estimer la
RUL d’un composant. Il permet de décrire la construction d’un HMM et son cali-
brage par apprentissage, puis l’utilisation de ce modèle pour évaluer l’état de santé
d’un composant et sa durée de vie résiduelle. Enfin, il aborde la problématique des
incertitudes et les solutions proposées pour y répondre.
Le dernier chapitre traite un cas d’application de la méthodologie. Il s’agit du PHM
challenge de 2008, qui est une compétition créée par l’IEEE pour évaluer et compa-
rer les modèles de pronostic. Cette étude permet de valider les concepts développés
dans le chapitre précédent. Elle met aussi en lumière certaines limitations de la
méthodologie proposée.
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Chapitre 1

La maintenance
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Ce chapitre présente le concept de maintenance ainsi que les politiques de main-
tenance majoritairement appliquées aujourd’hui avec leurs principaux avantages
et inconvénients. Il permet d’évoquer certaines avancées récentes et les axes de re-
cherche actuels dans ce domaine. Il présente le contexte dans lequel s’inscrit ces
travaux et l’objectif recherché.

1.1 Présentation générale de la maintenance

Lamaintenance est une étape indispensable dans le cycle de vie de tout système
complexe. La norme européenne NF EN 13306 définit la maintenance comme : l’en-
semble de toutes les actions techniques, administratives, et de management durant
le cycle de vie d’un bien, destinées à le maintenir ou à le rétablir dans un état dans le-
quel il peut accomplir la fonction requise [AFNOR, 2018]. Cette définition distingue
deux cas de figure dans la maintenance d’un système. Le termemaintenir suppose
que le système est fonctionnel et que l’objectif est d’éviter un dysfonctionnement. Il
introduit donc un aspect de prévention. Le terme rétablir induit au contraire que
le système ne fonctionne plus correctement et que l’objectif est de le remettre en
état de fonctionnement optimal. Il introduit un aspect de correction d’une panne.

La maintenance a donc pour but d’éviter un dysfonctionnement du système ou
de corriger une panne afin de rendre le système de nouveau opérationnel. Pour cela,
il est nécéssaire de définir une politique de maintenance. Celle-ci a deux objectifs :

— Déterminer les actions à réaliser pour prévenir ou corriger la panne
— Déterminer la date de ces actions

La politique de maintenance définit les règles permettant de répondre à ces deux
points.

De plus, la norme précise en préambule : il est de la responsabilité de toute orga-
nisation de maintenance de définir sa stratégie de maintenance selon les principaux
objectifs suivants :

— assurer la disponibilité du bien pour la fonction requise, au coût optimal ;
— considérer la sûreté, les personnes, l’environnement et toutes les autres exi-

gences obligatoires relatives aux biens ;
— tenir compte des répercussions sur l’environnement ;
— améliorer la durabilité du bien et/ou la qualité du produit ou du service four-

nis, en tenant compte des coûts.
D’après cette définition, la maintenance permet d’assurer le niveau de fonctionne-
ment nominal, la disponibilité du système, et le maintien des conditions qui garan-
tissent la sécurité des individus et de son environnement. Toutefois, comme men-
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tionné ci-dessus, cela occasionne généralement des coûts non négligeables qu’il faut
gérer efficacement. En effet, réaliser des actions demaintenance très régulièrement
permettrait effectivement de conserver un état de fonctionnement nominal mais
engendrerait des coûts très élevés en plus d’une diminution de la disponibilité de
l’équipement. De fait, les opérations de maintenance nécessitent l’immobilisation
du système qui n’est donc plus disponible pendant toute la durée des tâches en-
treprises. Il existe donc un optimum à atteindre entre d’un côté la disponibilité et
la sécurité du système, et de l’autre le coût engendré par la maintenance. Cet opti-
mumdépend de nombreux critères, comme par exemple la criticité du sytème ou son
prix. Comme dit dans [Arunraj andMaiti, 2007], l’objectif universel du processus de
maintenance est de faire usage des connaissances acquises sur les défaillances et
accidents liés au système afin d’atteindre les objectifs de sécurité avec les coûts les
plus faibles possibles. L’optimisation de la maintenance est un sujet d’intérêt pour
de très nombreuses entreprises dans des domaines très variés. D’autant plus que
des études montrent que les frais de maintenance sont en augmentation constante :
de 10 à 15% par an aux Etats-Unis par exemple [Rabatel et al., 2010].

1.1.1 Typologie de la maintenance

Il existe plusieurs stratégies de maintenance qui ont chacune leurs avantages et
inconvénients. Celles-ci sont plus ou moins élaborées et demandent plus ou moins
de moyens pour être mises en œuvre, ce qui signifie que l’optimisation de la mainte-
nance nécessite de sélectionner la stratégie adéquate pour chaque système ou sous-
système. La figure 1.1 présente les principales stratégies de maintenance mises
en œuvre actuellement [Le Mortellec, 2014]. Nous les détaillerons ainsi que leurs
avantages et inconvénients respectifs.

Maintenance corrective

La maintenance corrective est une maintenance exécutée après détection d’une
panne et destinée à rétablir un bien dans un état dans lequel il peut accomplir
une fonction requise [AFNOR, 2018]. En d’autres termes, la maintenance correc-
tive consiste à attendre l’apparition d’une panne pour réparer et/ou remplacer le
composant défaillant. Il s’agit d’une maintenance passive car c’est la panne du sys-
tème qui entraîne une action de maintenance. Elle peut être développée en deux
types de maintenance :

— palliative, qui vise à remettre temporairement le système en état de marche
en attente d’une vraie réparation.
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Figure 1.1. Politiques de maintenance usuelles

— curative, qui permet de restaurer le système dans son état initial
Les principaux inconvénients de cette stratégie est qu’elle engendre généralement
des surcoûts [Lee et al., 2006, Lesobre et al., 2014] et une indisponibilité du système
importants, notamment pendant la recherche de la panne [Jimenez et al., 2010, Pa-
lem, 2013]. En effet, il est nécessaire de localiser les pièces défectueuses du système,
puis de commander des pièces de rechanges, attendre leur livraison, et de s’assurer
de la disponibilité des outils adéquats et de la main d’œuvre qualifiée pour effec-
tuer les tâches de maintenance. Pendant ce temps, le système est indisponible, ou
du moins il ne peut plus réaliser une ou plusieurs fonctions pour lesquelles il a été
conçu. Or certaines de ces fonctions peuvent avoir un but sécuritaire. Leur perte
soulève donc des problèmes de sécurité.

Maintenance préventive systématique

La maintenance préventive est une maintenance destinée à évaluer et/ou at-
ténuer la dégradation et réduire la probabilité de défaillance d’un bien [AFNOR,
2018]. En particulier, la maintenance systématique est une maintenance préven-
tive exécutée à intervalles de temps préétablis ou selon un nombre défini d’unités
d’usage mais sans contrôle préalable de l’état du bien. Cela consiste donc à rempla-
cer les composants du système à intervalles réguliers, selon un planning fixé. Cela
permet donc de réduire considérablement les risques d’apparition de défaillances de
même que les temps d’arrêt du système. En effet, la périodicité des tâches de main-
tenance est calculée pour réduire les risques de panne à un niveau acceptable. La
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norme précise d’ailleurs qu’il est possible d’étudier les mécanismes de défaillance
du système afin de mieux estimer cette périodicité. De plus, toutes les tâches de
maintenance sont planifiées, ce qui permet de prévoir à l’avance la disponibilité
des pièces de rechange, des outils et du personnel nécessaires. Cette stratégie per-
met donc de pallier les principaux inconvénients de la maintenance corrective listés
dans le paragraphe précédent. Toutefois, la maintenance systématique peut entrai-
ner des coûts importants. En effet, comme précisé dans la définition de la norme,
les opérations sont réalisées sans connaitre au préalable l’état réel des composants
concernés. Ainsi, certains composants sont remplacés alors qu’ils ne sont que très
peu dégradés [Lee et al., 2006, Lesobre et al., 2014, Le, 2015]. Il est donc nécessaire
de bien calibrer les intervalles entre deux actions de maintenance afin de trouver
le meilleur compromis, c’est-à-dire d’agir avant l’apparition d’une défaillance, mais
d’éviter de remplacer des composants en bon état. Cela requiert généralement l’em-
ploi de méthodes permettant de determiner les intervalles de maintenance tout en
respectant certaines contraintes (sécurité, coûts, contraintes opérationnelles, etc.).
Par exemple, [Deschamps and Cattel, 2014] propose une méthode en 7 points per-
mettant de minimiser le nombre d’interventions de maintenance ou de maximiser
l’intervalle entre deux inspections dans le domaine aéronautique tout en respectant
la réglementation.

Maintenance conditionnelle

La maintenance conditionnelle (Condition-Based Maintenance ou CBM en an-
glais) est une maintenance préventive qui inclut l’évaluation des conditions phy-
siques, l’analyse et les éventuelles actions de maintenance qui en découlent [AFNOR,
2018]. En d’autres termes, cela consiste à suivre certains paramètres indicateurs
de la détérioration ou de la baisse de performance du système. Il peut s’agir par
exemple de mesures physiques comme des vibrations, une température ou l’épais-
seur d’une pièce. Ces indicateurs sont généralement comparés à des seuils prédé-
finis : lorsque le seuil est atteint il est nécessaire de prévoir une action de main-
tenance [Jardine et al., 2006]. Cela permet ainsi de contrôler l’état de dégradation
d’une pièce avant de la remplacer. Les composants ne sont donc plus changés sys-
tématiquement indépendament de leur état de santé. Le niveau de l’indicateur est
inspecté régulièrement et s’il dépasse le seuil l’action de maintenance adéquate est
initiée. Toutefois, cette stratégie ne permet pas de prévoir l’instant de la prochaine
opération à réaliser. En effet, les indicateurs ne donnent aucune indication sur le
temps restant avant l’occurrence de la panne.

22



Maintenance prévisionnelle

Lamaintenance prévisionnelle est unemaintenance conditionnelle exécutée suite
à une prévision obtenue grâce à une analyse répétée ou à des caractéristiques connues
et à une évaluation des paramètres significatifs de la dégradation du bien [AFNOR,
2018]. Le terme central ici est le mot prévision. Comme pour la CBM, certains
paramètres sont suivis [Bartelds et al., 2004], mais il ne s’agit plus uniquement
de surveiller l’état du système mais de pronostiquer sont état futur afin de prévoir
l’apparition d’une défaillance et de pouvoir anticiper encore plus en amont le plan-
ning de maintenance. En effet, cela consiste à évaluer l’état de santé et le niveau de
fonctionnement des composants du système, puis de prédire le temps de fonction-
nement restant avant l’occurrence d’une panne. On parle de durée de vie résiduelle
(Remaining Useful Life ou RUL en anglais) d’un système ou d’un composant. Ainsi,
il est possible de prévoir les opérations de maintenance adéquates au moment le
plus opportun [Mercier and Pham, 2012], et en particulier, avant que la défaillance
ne se produise [Lee et al., 2006, Jardine et al., 2006, Le, 2015]. Ce type de mainte-
nance fait l’objet d’un intérêt croissant depuis plusieurs décennies et de nombreux
travaux s’y sont consacrés.

Efficacité de la maintenance

Dans les paragraphes précédents nous avons détaillé les différents types de
maintenance existants. Un autre aspect est à prendre en compte lors de l’élabo-
ration d’une politique de maintenance : l’efficacité des opérations de maintenance
réalisées. En effet, on distingue usuellement trois catégories [Iung et al., 2005, Le-
sobre, 2015] :

— la maintenance parfaite (As Good As New ou AGAN en anglais) consiste en
un remplacement total du composant ou à sa réparation parfaite. Cela si-
gnifie qu’il est considéré comme neuf (“aussi bon que neuf”) après chaque
intervention. Ce composant retrouve son état nominal à la date de l’opéra-
tion. Cette hypothèse est généralement faite pour toute action préventive, et
peut aussi être appliquée lors d’une tâche de maintenance corrective. Elle
permet de simplifier la modélisation de la maintenance.

— la maintenance minimale (As Bad As Old ou ABAO en anglais) consiste en
une action très limitée qui laisse le composant dans le même état qu’il était
avant la défaillance (“aussi mauvais qu’usé”). Il s’agit en général d’une in-
tervention palliative rapide mais temporaire qui permet de rendre au sys-
tème une partie de ses performances afin qu’il puisse terminer sa mission.
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Le composant necessitera par la suite une opération de maintenance de plus
grande envergure. Par conséquent, cela concerne principalement la mainte-
nance corrective.

— lamaintenance imparfaite est le cas intermédiaire entre les deux précédents.
Elle désigne une opération dont l’efficacité n’est ni AGAN ni ABAO, mais
se situe entre les deux. La maintenance imparfaite réduit soit “l’âge” d’un
composant, soit sa vitesse de “vieillissement”, mais sans le remettre à neuf.

1.1.2 Elaboration d’une stratégie

Il est important de noter que la maintenance préventive et la maintenance cor-
rective sont en réalité complémentaires. La première permet de diminuer le risque
de panne sur un système, mais ce risque n’est jamais nul. Par conséquent, la main-
tenance corrective permet de remettre le système en état de fonctionnement dans
le cas ou une défaillance se produit malgré les actions de maintenance préventive.
Ainsi, une politique de maintenance combine généralement ces deux approches en
une stratégie mixte [Le Mortellec, 2014]. De plus, chacun des types de maintenance
présentés ci-dessus présente ses avantages et ses inconvénients dont il faut tirer
profit. Par exemple, lamaintenance prévisionnelle permet deminimiser des risques
sécuritaires et des problèmes de disponibilité que pourraient causer une défaillance,
mais cela nécessite des moyens supplémentaires. Dans le cas d’une maintenance
systématique, les composants sont remplacés sans tenir compte de leur état de dé-
gradation réel ; pour une CBM ou une mainteance prévisionnelle, il est nécessaire
de surveiller des paramètres et de les analyser pour prendre des décisions d’action.
Par conséquent, il est intéressant d’appliquer une stratégie de maintenance pré-
ventive sur des éléménts critiques d’un système, c’est-à-dire des éléments dont la
panne peut avoir des conséquences jugées importantes (financières, sécuritaires,
...) [Przytula and Choi, 2007]. Par contre, il peut être plus avantageux de recourir
à une maintenance plus basique, de type corrective, sur des composants de faible
criticité du système. Leur panne n’affecte pas les fonctions principales et sont donc
jugées acceptables. Les gains obtenus par une maintenance prévisionnelle ne jus-
tifieraient pas les moyens supplémentaires nécessaires à son implémentation.
[Levy, 2014] évoque des outils permettant de modéliser des politiques de mainte-
nance appliquées à des systèmes de production. Il propose une approche générique
pour le développement d’outils d’aide à la décision, permettant de déterminer les
paramètres optimaux de maintenance, d’exploitation et de surveillance. L’objectif
est de comparer plusieurs politiques afin d’optimiser la maintenance du système
par rapport à différents critères, notament de coûts.
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Finalement, l’élaboration d’une politique de maintenance repose en partie sur
un équilibre économique amenant à un meilleur compromis (coût et disponibilité,
par exemple) [Le Mortellec, 2014]. Par exemple, le domaine aéronautique s’inté-
resse grandement à de nouvelles stratégies de maintenance permettant d’augmen-
ter la disponibilité opérationnelle des avions [Ferreiro et al., 2012]. De même, dans
le domaine des transports routiers, [Lesobre et al., 2014] étudie des politiques de
maintenance dynamiques et cherche à déterminer les moments opportuns pour
réaliser les opérations ou inspections de maintenance. Par exemple, il est possible
de profiter d’un délai entre deux missions successives pour entreprendre certaines
tâches arrivant bientôt à échéance. Dans le domaine de l’industrie, la maintenance
“opportuniste” décrite dans [Édouard Thomas et al., 2009] a pour objectif de profiter
des arrêts de production plannifiés pour effectuer des opérations de maintenance
prévisionnelle. Le but est donc de déterminer pour chaque arrêt quels composants
peuvent bénéficier d’une intervention préventive, et sur quels composants il est im-
portant d’agir en premier.
D’autres travaux récents définissent la maintenance basée sur le risque (risk-based
maintenance) [Arunraj and Maiti, 2007]. Cette méthode consiste à étudier tous les
modes de défaillance d’un système et déterminer les risques associés à chacun de ces
modes, puis développer une stratégie de maintenance qui minimise l’occurrence des
modes les plus risqués. Elle comprend donc deux phases : l’évaluation des risques
et la planification de la maintenance en fonction de ces risques. Cette planification
doit permettre de réduire ces risques afin d’atteindre des critères d’acceptabilité.
Pour optimiser le processus de maintenance, une stratégie consiste à regrouper les
tâches de maintenance afin de minimiser le temps d’indisponibilité du système. En
effet, [Lesobre, 2015] propose de profiter d’une intervention de maintenance pour
réaliser une ou plusieurs autres opérations dans le même temps. Cette politique de
regroupement peut se baser sur des critères temporels ou spaciaux pour déterminer
les composants concernés. Par exemple, si les dates de maintenance préventive de
plusieurs composants sont proches, il est intéressant de réaliser toutes ces tâches
en même temps et d’immobiliser le système une seule fois. De même, si des compo-
sants sont proches spacialement et que leur accès est compliqué (par exemple s’il
faut démonter plusieurs parties du système pour y accéder), il peut être intéressant
de réaliser une maintenance préventive sur tous ces composants en même temps
lorsque l’un d’eux arrive à échéance.
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1.2 Lamaintenance prévisionnelle et son implémen-
tation

Commeprécisé dans la partie précédente, lamaintenance prévisionnelle consiste
à réaliser des pronostics sur l’état de dégradation d’un composant afin d’estimer
le temps de fonctionnement restant avant qu’il ne tombe en panne et ajuster le
planning de maintenance en conséquence. Cela implique de suivre l’évolution de
certains paramètres et d’évaluer le niveau de détérioration du composant [Baussa-
ron, 2011, Djurdjanovic et al., 2003] et si possible, la vitesse de cette dégradation
[Lee et al., 2006, Tang et al., 2015]. Il est alors possible de pronostiquer son évo-
lution future. L’algorithme de pronostic utilisé permet d’estimer la durée de vie
résiduelle (Remaining Useful Life ou RUL en anglais), c’est-à-dire le temps de fonc-
tionnement restant avant l’apparition d’une défaillance. L’objectif ultime est d’être
capable, grâce à cette information, de mettre en place un planning de maintenance
dynamique [Lesobre et al., 2014], ajustable en temps réel en fonction de l’état du
système et du niveau d’acceptation des risques [Lesobre, 2015]. En effet, cette RUL
permet de prévoir une intervention de maintenance juste à temps, c’est-à-dire juste
avant l’occurence de la défaillance [Lee et al., 2006, Jardine et al., 2006, Le, 2015].

1.2.1 Sélection des composants

Une maintenance prévisionnelle permet donc des gains importants par rapport
aux autres stratégies présentées précédemment. Le calcul des durées de vie rési-
duelles des composants permet d’évaluer le moment idéal pour effectuer les opé-
rations de maintenance [Tang et al., 2015]. Toutefois, cela demande un investis-
sement non négligeable et sa mise en œuvre est plus complexe. En effet, comme
précisé ci-dessus, unemaintenance prévisionnelle nécessite de déployer desmoyens
supplémentaires (mise en place de capteurs et d’algorithmes de traitement des don-
nées par exemple) afin de surveiller certains paramètres et d’analyser les données
récoltées. Ce surplus de ressources peut vite s’avérer coûteux, or l’un des objec-
tifs de ce type de maitenance est de réduire les coûts. C’est pourquoi les stratégies
majoritairement appliquées de nos jours restent la maintenance corrective ou la
maintenance préventive systématique. Il est donc évident que ces moyens de sur-
veillance et de pronostic ne pourront pas être appliqués à tous les organes du sys-
tème. Il s’agit par conséquent d’identifier les composants prioritaires du système
qui seront les seuls à être surveillés. Cela nécessite la définition de métriques qui
aideront à cette sélection. Parmi les critères à prendre en compte, on peut citer par
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exemple l’aspect sécuritaire du composant ou sa valeur financière : par exemple, si
la panne d’un composant entraine une indisponibilité importante du système qui
entraînerait une perte d’activité très coûteuse, il peut être intéressant de chercher
à le surveiller en vue d’appliquer une maintenance prévisionnelle).

Actuellement, la plupart des approches de pronostic développées dans le but de
mettre en place une maintenance prévisionnelle sont spécifiques d’une application
ou d’un équipement. En particulier, il n’existe pas de méthodologie générique per-
mettant de sélectionner les composants sur lesquels il serait intéressant d’instau-
rer une telle stratégie. Suite à ce constat, [Cocheteux et al., 2009] propose d’utiliser
et d’étendre les outils de sûreté de fonctionnement afin d’identifier les éléments
du système et les modes de défaillance à traiter. Cela se rapproche de la mainte-
nance basée sur le risque évoquée par [Arunraj andMaiti, 2007]. En effet, ces outils
permettent d’étudier le comportement dysfonctionnel d’un système, et plus préci-
sément les causes et conséquences de défaillances. Ces connaissances aident d’une
part à sélectionner les composants les plus critiques, et d’autre part à construire
un modèle de pronostic adapté au besoin.

La sélection des composants est une étape indispensable à la mise en place d’une
stratégie de maintenance prévisionnelle. Toutefois, elle n’est pas l’objet de ces tra-
vaux et ne sera donc pas traitée dans la suite de ce manuscrit.

1.2.2 La surveillance

Comme précisé dans les parties précédentes, l’implémentation d’une mainte-
nance prévisionnelle nécessite de surveiller les composants sélectionnés afin de dé-
tecter l’amorce d’une dégradation et de pouvoir suivre son évolution dans le temps.
Cela permet aussi de connaitre l’historique de ce qu’ils ont vécu et des conditions
opérationnelles réelles du système afin de le prendre en compte dans les modèles
prédictifs. Ces moyens de surveillance (Health Monitoring en anglais) sont donc in-
dispensables pour la mise en œuvre de méthodes de pronostic et d’une stratégie de
maintenance prévisionnelle. Toutefois, cela soulève de nombreuses questions, dont
voici un échantillon non exhaustif [Parouty et al., 2017] :

— Que faut-il mesurer pour nourrir le modèle de pronostic ?
En effet, les données intéressantes à collecter dépendront du type de compo-
sant que l’on souhaite surveiller, de son utilisation, du système dans lequel il
est intégré, de l’environnement dans lequel il évoluera, etc. De plus, il est pos-
sible de s’intéresser à des facteurs qui mettent en évidence les conséquences
d’une défaillance tout comme des paramètres qui jouent un rôle dans l’appa-
rition d’une défaillance. Par exemple, une élévation anormale de la tempéra-
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ture d’une batterie est le signe d’une dégradation, et un choc d’une certaine
ampleur peut la détériorer.

— Que mesure-t-on déjà? Peut-on tirer profit des données qui sont déjà collec-
tées sur le système? Si oui, ces données suffisent-elles ou faut-il les complé-
ter ?
En effet, la plupart des système complexes sont déjà équipés de capteurs qui
enregistrent un certain nombre de données. Il serait donc judicieux de récu-
pérer ces valeurs pour construire le modèle de pronostic avant de chercher
à ajouter de nouveaux capteurs. D’autant plus que certaines informations
peuvent être déduite à partir d’autres paramètres. Par exemple, en aéronau-
tique, les contraintes locales peuvent être mesurées directement, mais elles
peuvent aussi être déduites des paramètres de vol tels que la vitesse, l’alti-
tude, le poids, les valeurs d’accélérations, etc. [Bartelds et al., 2004].
Une fois ces données réutilisables identifiées, il est nécessaire de déterminer
si elles sont suffisantes pour alimenter le modèle de pronostic mis en place.
Il sera probablement nécessaire de les compléter par de nouvelles mesures.

— Faut-il mettre en place de nouveaux moyens de surveillance sur le système?
Si oui, lesquels ?
Si les données déjà disponibles ne suffisent pas à construire un modèle de
pronostic, il sera probablement nécessaire de collecter de nouvelles données.
Cela requiert en général d’ajouter de nouveaux capteurs afin de collecter les
informations requises. Il s’agit alors de choisir parmi une sélection de cap-
teurs réalisant les mêmes fonctions ceux qui correspondent le mieux aux be-
soins et qui respectent certaines contraintes. Cela nécessite principalement
d’évaluer leurs performances (par exemple la précision, la justesse ou encore
la sensibilité) et leur coût.

— Est-il possible financièrement d’ajouter ces capteurs? Quelles sont les contraintes
(poids, dimensions) s’appliquant à ces capteurs ?
L’ajout de nouveauxmoyens de surveillance est soumis à plusieurs contraintes.
Premièrement, cela a un coût financier. Grâce aux avancées technologiques
les capteurs sont de moins en moins chers, de plus en plus performants et de
plus en plus petits. Toutefois, selon la précision ou simplement selon le type
de mesure souhaité, certains capteurs peuvent avoir un prix élevé. Il s’agit
donc de trouver le compromis entre les données indispensables, la précision
recherchée et le coût du capteur qu’il faudra utiliser. En plus de cet aspect
financier, il existe généralement des contraintes de poids et de dimensions.
En effet, un capteur est un composant supplémentaire à insérer dans le sys-
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tème. Il va donc occuper un certain espace qu’il faut réduire le plus possible.
En automobile par exemple, il est nécessaire de faire rentrer les moyens de
surveillance avec tous les organes du véhicule dans un habitacle très limité.
Dans le domaine spatial, c’est surtout le poids qu’il faut surveiller. En effet,
des systèmes comme des satellites sont envoyés en dehors de l’atmosphère
terrestre ce qui demande une grande quantité de carburant. L’ajout d’un cap-
teur signifie l’ajout d’une certaine masse, ce qui demandera encore plus de
carburant. C’est pourquoi il est important de chercher d’autres moyens d’ob-
tenir les informations nécessaires au pronostic avant d’envisager l’ajout de
capteurs dans le système.

— Où positionner les capteurs pour obtenir les informations recherchées?
Le placement d’un capteur est important pour obtenir des mesures de qua-
lité. De même, il est nécessaire de déterminer le nombre de capteurs à ins-
taller. Par exemple, sur un composant de grande envergure comme une aile
d’avion une mesure comme la température peut varier d’une extrémité à
l’autre. Dans ce cas, il faudra peut-être disposer plusieurs capteurs iden-
tiques à intervalles réguliers. La publication [Rama Mohan Rao et al., 2014]
s’intéresse au placement optimal des moyens de surveillance pour identifier
les dégâts d’un système. De plus, un seul capteur peut être utilisé pour mesu-
rer une valeur commune à plusieurs composants. Par exemple, il est possible
de mesurer la température d’un seul petit composant électronique, ou alors
de mesurer la température d’un sous-système entier comme une carte élec-
tronique, et d’obtenir une valeur moyenne pour tous les composants qui le
constituent.

— Comment mettre en commun les données collectées par tous les capteurs ?
Comment traiter des données asynchrones, de dimensions et de natures dif-
férentes ?
Les données collectées par un dispositif de surveillance seront très certaine-
ment de nature et de dimensions différentes (températures, hygrométrie, ef-
forts/contraintes, pressions, courants, etc.). De plus, la fréquence de balayage
ne sera probablement pas la même d’un capteur à l’autre. Il faudra pourtant
pouvoir traiter toutes ces données, qui pourront présenter des hétérogénéi-
tés, des asynchronismes, etc., « en même temps » dans des modèles pour en
extraire un diagnostic ou un pronostic au bon niveau requis de confiance [Ta-
milselvan et al., 2012].
Les données peuvent être de différents types : des données capteurs (me-
sures) mais également des données issues de banc de test, des données de
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BIT (Built-In-Test du domaine aéronautique, ferroviaire ou terrestre), des
données élaborées par des systèmes d’alarmes, des alarmes automate, des
données d’essais, des données issues de comptes-rendus de maintenance, etc.
De plus, ces données sont à la fois des binaires, des scalaires, des vecteurs,
des matrices, des données textuelles… Ainsi, ces données doivent être resyn-
chronisées temporellement, homogénéisées, qualifiées et pondérées dans le
but ensuite d’agrégation, de fusion, de corroboration

Il est intéressant de distinguer deux cas de figure lorsqu’on décide de mettre
en place une stratégie de maintenance prévisionnelle : le système en question est
en phase de conception ou alors il est déjà existant et en fonctionnement [Bartelds
et al., 2004, Cocheteux et al., 2009]. Dans le premier cas, le système n’existe pas en-
core et il est possible, et même souhaitable de concevoir les moyens de surveillance
ainsi que tout le processus de maintenance en même temps que le système lui
même. Cela permettra de proposer des solutions optimales et, si nécessaire, de mo-
difier l’architecture du système en fonction des choix de capteurs faits. En d’autres
termes, le système et les moyens de surveillance sont développés en synergie, et les
modifications de l’un peuvent être répercutées facilement et à faible coût sur l’autre.
Dans le second cas, le système est déjà opérant et l’objectif est de développer un pro-
cessus de maintenance prévisionnelle sur un système existant. Alors la première
étape est d’identifier les informations qui sont déjà disponibles pour en tirer profit.
En général, il sera nécessaire d’ajouter des capteurs pour collecter des données sup-
plémentaires. Ces modifications sont complexes et coûteuses, et elles ne permettent
pas toujours de sélectionner les solutions les mieux adaptées aux besoins. Il y a tou-
tefois des avantages à instaurer une politique de maintenance prévisionnelle sur
un système existant. Par exemple, le retour d’expérience et toutes les connaissances
accumulées au cours de son utilisation peuvent aider au développement du modèle
de pronostic.

L’emploi de moyens de surveillance pour suivre l’état de santé et le bon fonction-
nement d’un système peut s’avérer très bénéfique. D’après [Bartelds et al., 2004],
une étude estime que plus de 40% du temps d’inspection pour un avion de combat
pourrait être économisé grâce à l’utilisation de capteurs. Cela augmenterait donc
grandement la disponibilité de l’appareil et économiserait les coûts relatifs à ces
inspections. De plus, toujours selon [Bartelds et al., 2004], l’utilisation de moyens
de surveillance intégrés pourraient réduire jusqu’à 20% des frais de maintenance
dans le domaine des transports. Ces chiffres datent de 2004maismontrent les gains
potentiels à instaurer un health monitoring efficace. [Geramifard et al., 2012] af-
firme lui aussi que les moyens de surveillance réduisent les temps d’indisponibilité
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inutiles ainsi que les coûts de maintenance. C’est d’autant plus intéressant que
d’autres études montrent qu’actuellement les frais de maintenance augmentent
de 10 à 15% par an aux Etats-Unis [Rabatel et al., 2010]. Cela explique que plu-
sieurs travaux récents ont étudié le health monitoring et son application dans le
domaine de la maintenance. Par exemple, [Le Mortellec, 2014] a proposé une mé-
thode de diagnostic basée sur l’utilisation d’une architecture dite “holonique”. Elle
consiste en une surveillance sur plusieurs niveaux avec des capteurs pouvant dia-
loguer entre eux afin de vérifier les données collectées. Cela permet d’une part de
faciliter la détection et la localisation de panne, et d’autre part de filtrer certaines
informations erronées.
En effet, une autre question qui se pose lors de la mise en place de moyens de
surveillance est la qualité des données récoltées. Un capteur peut commettre des
erreurs de mesure ou d’enregistrement. Une partie des données peut être erronée,
voire manquante. [Dai, 2008] affirme que, dans une application réelle, les erreurs
d’observations ou de mesure sont fréquentes. L’auteur estime que la plupart des
données dans un cas réel sont inexactes. Il faut donc envisager de contrôler les
données et leur assigner des niveaux de confiance afin de mettre en perspective
leur utilisation dans un modèle. Ainsi, la fiabilisation de la donnée est un élément
important qui se traite soit de façon intrinsèque, c’est-à-dire que la donnée est auto-
porteuse de sa qualité ou qu’un système valide la donnée unitairement, soit de façon
corroborée, c’est-à-dire que la donnée est validée voire ajustée en fonction d’autres
données redondantes physiquement, analytiquement ou méthodologiquement. Les
auteurs de [Hmad et al., 2012] par exemple proposent de calculer des probabili-
tés de fausse alarme dans le cas d’une surveillance dans le domaine aéronautique.
Dans [Le Mortellec, 2014], ces problèmes sont en partie gérés par l’architecture
des capteurs et leur communication. Cela permet de vérifier les informations dé-
tectées et de les inhiber s’il s’agit d’un diagnostic erroné. Les travaux publiés dans
[Krüger, 2013] et [Krüger, 2014] s’intéressent à des mesures conflictuelles entre
capteurs. En effet, il est possible que plusieurs sources différentes produisent des
informations différentes, ce qui peut signifier qu’un capteur est défaillant. En par-
ticulier, [Krüger, 2014] montre que ces conflits peuvent permettre de détecter un
appareil défectueux. Il propose plusieurs approches pour évaluer la performance de
capteurs.

Enfin, les avancées technologiques et l’augmentation continue de la puissance de
calculs des calculateurs a permis ces dernières années l’émergence d’une nouvelle
pratique : le “Big Data”. L’objectif global d’une démarche de ce type est de collecter,
de stocker et d’analyser un volume important de données à des coûts nettement
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plus raisonnables qu’avant et aussi de façon plus pertinente. En d’autres termes,
il s’agit d’analyser une quantité massive de données afin d’en extraire des patterns
anonciateurs d’une dégradation [Parouty et al., 2017]. Les données brutes, dans
un cas industriel, sont fournies généralement par des capteurs ou des systèmes de
mesure embarqués. Les résultats de l’analyse permettent entre autres d’établir des
points de comparaison dans le temps, grâce à des traitements statistiques massifs.
L’interprétation de ce large volume de données constitue le principal défi du Big
Data.
Le Big Data regroupe une famille d’outils faisant référence à cinq éléments clés à
prendre en compte dans le cadre d’une démarche d’optimisation de la gestion des
données massives. Ces 5 éléments sont :

— le volume : les volumes de données à collecter et analyser sont considérables
et en augmentation.

— la vitesse : les données doivent être collectées et traitées en temps réel.
— la variété : les données peuvent prendre des formes très variées et hétéro-

gènes.
— la véracité : exprime le besoin de disposer de données fiables, pertinentes et

significatives.
— la valeur : il s’agit d’être capable de se concentrer sur les données ayant une

réelle valeur.
Au final, l’utilisation des technologies Big Data, en conjonction avec les algorithmes
d’apprentissage statistique, peut ouvrir une nouvelle voie qui doit apporter aux in-
dustriels une meilleure performance dans leur prise de décision.
Le Big Data constitue une réelle opportunité pour planifier en anticipatif des opé-
rations de maintenance. Cette technique est déjà appliquée dans divers secteurs de
l’aéronautique, du transport, de l’espace, de la défense, etc.

Comme montré tout au long de cette partie, la sélection et la mise en place de
moyens de surveillance est une étape clef pour l’implémentation d’une politique de
maintenance prévisionnelle. Elle soulève plusieurs questions et fait l’objet de nom-
breuses études. Toutefois, ce sujet n’est pas traité plus en détail dans les travaux
présentés ici.

1.2.3 Le pronostic

La maintenance prévisionnelle repose avant tout sur la capacité de prévoir à
l’avance l’apparition d’une défaillance. Dans l’industrie, ce principe s’appelle le Pro-
gnostics and Health Management (ou PHM) en englais, ou encore System Health
Management (SHM) et a pour objectif l’estimation de durées de vies résiduelles. Il
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s’agit en premier lieu d’analyser toutes les informations disponibles sur le système
afin de réaliser un bilan de santé des composants sélectionnés. Cela permet donc
de prendre en compte l’historique des évènement vécus par le système ainsi que
les conditions réelles dans lesquelles il a été utilisé. Le bilan de santé est une es-
timation de l’état de dégradation actuel de chaque élément et constitue la donnée
d’entrée du pronostic. En effet, un modèle de pronostic permet de prévoir l’évolu-
tion future de cet état de santé et, en particulier, l’instant d’apparition d’une panne.
Pour ce faire, les algorithmes prennent en compte les évènements vécus, et une
estimation des conditions d’utilisation futures du système. Par exemple, [Lesobre
et al., 2014] s’intéresse à une politique de maintenance dynamique pour un système
multi-composant. L’étude défini des périodes pendant lesquelles le système doit me-
ner à bien ses missions sans intervention de maintenance et sans limitation. L’idée
est de considérer que les conditions d’utilisation peuvent être classifiées en deux
classes : un environnement “normal” et un environnement “stressé”, les missions
passés permettant de déterminer la proportion de temps passé dans chacun. Pour
les missions futures il est possible de créer des scénarios, comme par exemple de
faire l’hypothèse que la proportion entre les deux types d’environnement restera
identique à celle déjà observée.
En résumé, le processus de pronostic consiste à répondre aux questions suivantes
[Parouty et al., 2017] :

— Est ce que le composant est dans un état dégradé?
— Quel mode de défaillance a initié cette degradation?
— Dans quel état de “sévérité” est cette dégradation?
— A quelle vitesse cette dégradation va évoluer à partir de cet état courant

jusqu’à un état défaillant ?
— Quel événement pourrait survenir pour changer le comportement de cette

dégradation?
— Quels autres facteurs pourraient affecter le calcul d’estimation de la RUL?
Le pronostic est indissociable de la notion de risque. En effet, la prévision est

par définition soumise à une certaine incertitude. Savoir estimer cette incertitude
est tout aussi important que l’estimation de la RUL elle-même car elle permet d’ac-
corder un niveau de confiance en cette dernière. C’est l’association de la RUL et de
son niveau de confiance qui permettront de prendre les décisions de maintenance
adéquates comme par exemple de déclencher ou non une intervention de mainte-
nance. [Ferreiro et al., 2012] affirme que pour développer un outil de pronostic, il
est très important de définir un niveau d’acceptabilité de la précision/confiance. De
plus, il est possible d’évaluer les risques de continuer à utiliser le système en l’état
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sur une certaine période de temps [Chen et al., 2012, Dijon and Sauvage, 2014].
Le concept de pronostic est présenté plus en détail dans le chapitre suivant, de

même que les principales méthodes et modèles existant avec leurs avantages et
inconvénients.

1.2.4 Dispositifs HUMS

Parmi les outils innovants de maintenance prévisionnelle, des dispositifs nom-
més HUMS (Health and Usage Monitoring System) font l’objet de plusieurs études
depuis une trentaine d’années. Il s’agit d’équipements développés initialement pour
améliorer la fiabilité et la sécurité des hélicoptères dans les années 1990. Ces appa-
reils ont aujourd’hui une fonction plus complexe et intègrent une partie pronostic
afin d’améliorer la maintenance conditionnelle. Ils ciblent les systèmes critiques, et
principalement les composants mécaniques (les rotors des hélicoptères par exemple
[Iyyer et al., 2009]). Ils sont généralement constitués d’une partie embarquée qui
collecte les données et d’une partie débarquée qui les analyse [Giraudeau et al.,
2014, Michel and Baret, 2012]. Ces dispositifs sont un premier pas vers une straté-
gie de maintenance prévisionnelle

En 2016, l’institut pour la maîtrise des risques (IMdR) a initié un projet de re-
cherche d’une durée d’un an sur les HUMS (projet P15-2) [Parouty et al., 2017].
Cette étude, à laquelle SECTOR a participé, a été souscrit par plusieurs grands in-
dustriels français tels que Thales, Nexter, le CNES, EDF, ou encore la RATP. Ces
entreprises très diverses ont permis d’étudier plusieurs points de vue et attentes
différents sur le sujet des HUMS :

— celui de l’utilisateur final du système, qui demande à ce que le produit qu’il
achète soit monitoré afin d’optimiser sa maintenance et son exploitation ;

— celui du concepteur du système, qui désire développer un programme de mo-
nitoring de ses produits afin d’y ajouter de la plus-value et de proposer de
nouveaux services à ses clients ;

— celui du fournisseur de composants à qui l’on a demandé d’inclure un système
de monitoring ;

— celui du fournisseur de composants, qui souhaite mieux connaitre le compor-
tement de ses fournitures en utilisation réelle.

Ce projet a fait l’objet d’une part d’un rapport détaillé dont l’IMdR dispose d’une co-
pie qu’il rendra publique après une période d’exclusivité, et d’autre part d’un guide
de bonnes pratiques (ou guide demise en œuvre). Ce dernier synthétise en quelques
pages les points importants soulevés lors du projet. Ce guide propose un ensemble
de questions ou sujets importants à aborder lorsque l’on cherche à définir un be-
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soin HUMS, à concevoir un dispositif HUMS ou encore à utiliser un tel dispositif.
Il propose des réflexions à avoir mais ne rentre pas dans l’exhaustivité de chacun
des sujets.

Le nombre et la grande diversité des entreprises souscripteurs du projet IMdR
prouvent l’intérêt suscité aujourd’hui par ces dispositifs et par les nouvelles mé-
thodes de pronostic. Toutefois, les HUMS sont étudiés principalement dans le cadre
de projets R&D, et les moyens mis en œuvre ne sont pas toujours opérationnels. De
plus, les solutions proposées sont encore trop souvent spécifiques d’un composant
particulier [Lee et al., 2006] et ont donc peu d’application à grande échelle. Enfin,
les HUMS ont prouvé leur efficacité sur des composants mécaniques, mais ne sont
pas encore adaptés pour des composants électroniques [Giraudeau et al., 2014].

1.3 Conclusion

Ce chapitre a permis de présenter le concept de maintenance et son importance
pour le bon fonctionnement de tout système. Il présente dans un premier temps les
principales stratégies de maintenance aujourd’hui appliquées dans l’industrie ainsi
que leurs avantages et inconvénients. En particulier, la maintenance corrective
peut engendrer une indisponibilité importante du système ainsi que des problèmes
de sécurité. La maintenance préventive systématique peut s’avérer très coûteuse
et elle ne tient pas compte de l’état de dégradation des composants du système.

Dans une seconde partie, ce chapitre détaille les intérêts et les enjeux d’une nou-
velle stratégie de maintenance : la maintenance prévisionnelle. Celle-ci consiste à
surveiller l’état de dégradation des composants du système afin de pronostiquer
l’apparition d’une défaillance. Il est alors possible de prévoir le moment le plus op-
portun pour réaliser les interventions nécessaires. Cette stratégie permet ainsi de
limiter les périodes d’indisponibilité du système et de réduire les coûts de mainte-
nance. Toutefois elle soulève de nombreuses problématiques, en particulier concer-
nant les moyens de réaliser des pronostics.

Le chapitre suivant s’intéresse au pronostic et aux différentes méthodes permet-
tant d’estimer une durée de vie résiduelle. Il détaille ensuite un type de modèle qui
sera utilisé dans la suite de ces travaux.
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Chapitre 2

Le pronostic de durée de vie
résiduelle
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Le pronostic est une étape indispensable pour l’implémentation d’une stratégie
de maintenance prévisionnelle. Son but est d’estimer la durée de vie résiduelle (Re-
maining Useful Life ou RUL en anglais) des composants sélectionnés, c’est-à-dire le
temps de fonctionnement restant avant que ces composants tombent en panne ou
ne fonctionnent plus demanière suffisamment satisfaisante. Cela permet d’adapter
et d’optimiser le planning de maintenance. Cette phase marque la différence entre
une politique de maintenance prévisionnelle et une maintenance CBM. Ce chapitre
présente les concepts liés au pronostic et les différentes méthodes de pronostic exis-
tantes.

2.1 Les méthodes de pronostic

Il existe plusieurs définitions du terme “pronostic” dans la littérature. La version
anglaise de la norme ISO 13381-1 donne la définition suivante du terme “progno-
sis” (cette définition a été reprise de la norme ISO 13372) : “estimation of time to
failure and risk for one or more incipient failure modes” [ISO, 2015]. Cela peut se
traduire par l’estimaton d’une part du temps restant avant la défaillance d’un sys-
tème, et d’autre part, du risque associé, pour un ou plusieurs modes de défaillance.
De plus, la même norme définit le terme “prognostics”, qui se traduit aussi par
pronostic en français, comme : “analysis of the symptoms of faults to predict future
condition and residual life within design parameters”. Autrement dit, selon cette
définition le pronostic est l’analyse des symptômes des pannes afin de prédire l’état
futur et la durée de vie résiduelle d’un système. D’après [Vachtsevanos et al., 2006],
le pronostic est la capacité de prédire avec précision et justesse la durée de vie ré-
siduelle d’un composant ou sous-système qui se dégrade. Les auteurs de [Saxena
et al., 2008a] considèrent le pronostic comme la détection de signes avant-coureurs
d’une défaillance et la prédiction d’une RUL basée sur l’évaluation de l’état actuel
du système et l’estimation des conditions opérationnelles futures. La publication
[Sikorska et al., 2011] liste une dizaine de définitions du terme pronostic. Collecti-
vement, ces définitions afirment ou impliquent que le pronostic :

— est réalisé au niveau des composants ou sous-composants,
— implique de prédire la progression temporelle d’un mode de défaillance spé-

cifique à partir de son apparition et jusqu’à la défaillance du composant,
— nécessite une appréciation du fonctionnement futur du composant,
— est lié au diagnostic.

L’une des définitions les plus englobantes reste celle de la norme. Elle implique
que le pronostic ne s’intéresse pas seulement à la prédiction des effets des modes
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de défaillances déjà initiés, mais aussi à la possibilité qu’ils entrainent l’appartition
d’autres modes de défaillance. En particulier, la norme suggère de s’intéresser :

— aux modes de défaillance déjà initiés, et aux vitesses de dérérioration asso-
ciées,

— aux critères d’apparition d’autres modes de défaillances,
— aux inter-relations entre les modes de défaillances et leurs vitesses de dété-

rioration associées,
— à la sensibilité des moyens de surveillance et d’analyse par rapport aux vi-

tesses de détérioration associées aux modes de défaillance,
— à l’effet de la maintenance sur la dégradation,
— aux conditions considérées et aux hypothèses faites.
Il ressort de ces différentes définitions que l’un des éléments essentiels d’un

pronostic est l’estimation d’une durée de vie résiduelle. Il s’agit du temps de fonc-
tionnement restant avant que le composant tombe en panne ou que son niveau de
performances ne soit plus acceptable. Comme précisé dans [Sikorska et al., 2011],
pour estimer une RUL il est nécessaire de répondre à plusieurs questions :

— Le composant est-il dans un état dégradé?
— Quel mode de défaillance a initié la dégradation?
— Quel est l’état d’avancement de la dégradation?
— A quelle vitesse évolue la dégradation et combien de temps reste t-il avant

d’atteindre la défaillance?
— Quels nouveaux évènements peuvent modifier l’évolution de la dégradation

(par exemple ralentir ou accélérer le processus) ?
— Quels autres facteurs peuvent affecter l’estimation de la RUL et comment

(par exemple : le type de modèle, le bruit dans les données, les incertitudes) ?
On peut voir que les 3 premiers points de cette liste relèvent du diagnostic et que
les autres sont tout l’enjeu du pronostic. Par ailleurs, un diagnostic en continu est
nécessaire pour détecter tout nouvel évènement et actualiser l’estimation de la RUL
à chaque instant.

Le pronostic fait l’objet d’un intérêt croissant depuis plusieurs décennies et plu-
sieurs méthodes ont été développées, testées et améliorées au fil des avancées tech-
nologiques. Celles-ci se classent en trois catégories [Le, 2015, Roemer et al., 2006,
Soualhi et al., 2014, Vachtsevanos et al., 2006] :

— Le pronostic basé sur les modèles physiques, qui s’appuie sur des modèles
mathématiques et/ou physiques des phénomènes de dégradation

— Le pronostic basé sur les données, qui consiste en des analyses de jeux de
données pour la recherche d’indicateurs de l’état de santé du composant
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— Le pronostic basé sur l’expérience, qui est basé sur l’exploitation des connais-
sances acquises sur la défaillance ou la dégradation du composant dans le
passé

La figure 2.1 [Roemer et al., 2006] présente l’étendue des approches de pronostic en
fonction de leur applicabilité à différents systèmes, le coût de leur implémentation
et leur précision. Outre la classification des différents modèles de pronostic, cette

Figure 2.1. Classification des approches techniques pour le pronostic

figure permet de montrer que ces approches sont plus ou moins faciles à mettre
en œuvre, qu’elles demandent plus ou moins de moyens et que leurs résultats sont
plus ou moins précis. En effet, le pronostic basé sur les modèles nécessite d’avoir
une connaissance des phénomènes physiques de la dégradation et d’être capable
de les modéliser. Ce type de modèles existe pour des cas très spécifiques, mais la
plupart du temps, de nombreux phénomènes entrent en jeu en même temps lors
d’une dégradation et il est trop compliqué de le modéliser. Le pronostic basé sur
les données nécessite d’avoir accès à un certain nombre de mesures dont l’analyse
permettra de suivre l’évolution de la dégradation. Il est en théorie possible de le
mettre en place sur tout système pour lequel on peut relever des données. Enfin,
le pronostic basé sur l’expérience recense les modèles les plus génériques et donc
applicables à tout type de système. En ce qui concerne la précision et le besoin en
ressources, il semble logique que pour améliorer la précision des résultats il faille
complexifier le modèle. Par conséquent, un modèle plus précis nécessite en général
de plus grandes capacités de calcul et un temps de calcul plus élevé. La sélection et
la construction du modèle pour réaliser un pronostic demandera donc de chercher
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un optimal entre ces deux critères.
Certains, comme [Sikorska et al., 2011] préfèrent ajouter une quatrième classe

pour le cas particulier des réseaux de neurones (qui entrent dans la catégorie “model-
based” selon la figure 2.1). Cette nouvelle catégorie apparait dans la figure 2.2, qui
présente un grand nombre de modèles de pronostic. En particulier, on peut voir
qu’il existe de nombreux modèles statistiques et stochastiques qui entrent dans la
classe du pronostic basé sur les données.

Figure 2.2. Catégories de modèles pour la prédiction de RUL

Dans la suite, nous détaillons plus précisément chacune de ces 3 catégories et
présentons quelques exemples pour chacune.

2.1.1 Le pronostic basé sur les modèles

Les modèles physiques caractérisent de manière quantitative le comportement
d’une défaillance grâce à des lois physiques [Aggab, 2016, Sikorska et al., 2011]. Ces
techniques sont applicables lorsqu’il est possible de construire des modèles mathé-
matiques de la dégradation du système à partir de principes fondamentaux [Le,
2015]. Cela implique une connaissance et une compréhension poussées, presque to-
tales, du comportement du système et de sa réponse aux contraintes auxquelles il
est soumis. De plus, cela présuppose qu’il est possible de décrire ces comportements
de manière précise avec des équations mathématiques. En général, la construction
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d’un tel modèle demande d’identifier un ou plusieurs paramètres qui sont spéci-
fiques au système et qui permettent de le décrire. Une fois le modèle construit,
ces paramètres sont mesurés au cours de l’utilisation du système et sont comparés
aux sorties du modèle. Les différences entre les données réelles et les sorties du
modèle permettent de détecter une panne : une faible différence indique un état
de fonctionnement normal (il peut s’agir de bruit dans les mesures [le Son, 2012]
ou d’erreurs de modélisation) tandis qu’une grande différence indique l’apparition
prochaine d’une panne.

Un exemple demodèle physique courrament utilisé est le modèle de propagation
de fissure par fatigue : une fissure est apparue sur un composant et l’application
répétée de contraintes au cours du fonctionnement résultent en un agrandissement
de la taille de cette fissure. Il s’agit d’un phénomène largement répandu et qui est
influencé par de nombreux paramètres à la fois intrinsèques au matériau (limite
d’élasticité, module d’Young, etc.) et extérieurs (température, niveau de contrainte
appliqué, etc.). l’un des modèles les plus utilisés pour représenter ce phénomène est
la loi de Paris [Baussaron, 2011, Gucik-Derigny, 2011, Le, 2015]. Elle lie la vitesse
de propagation de la fissure au facteur d’intensité de contraintes K :

da

dN
= C(∆K)m (2.1)

oùN est le nombre de cycles, a est la longueur de la fissure (donc da
dN

est la vitesse de
propagation), ∆K est la variation du facteur d’intensité de contrainte sur un cycle,
et C et m sont des coefficients caractéristiques du matériau.

La corrosion est l’action d’origine chimique ou électrochimique exercée par le mi-
lieu ambiant sur un métal ou un alliage. Bien qu’il existe plusieurs défenses pour
protéger ces matériaux, la corrosion est la cause de nombreuses dégradations. Il
existe une loi générale permetant de modéliser le taux d’usure par corrosion [Baus-
saron, 2011] :

D(t) = Ctn (2.2)

avecD(t) la profondeur d’usure en fonction du temps, C le taux effectif de corrosion,
et n un coefficient dépendant des propriétés du matériau et du milieu.

Le principal avantage du pronostic basé sur les modèles est la possibilité d’in-
corporer directement la compréhension du phénomène physique responsable de la
dégradation [Le, 2015, Sikorska et al., 2011]. Au fur et à mesure que les principes
physiques s’améliorent, le modèle peut être adapté pour augmenter sa précision.
Par conséquent, s’il est possible d’utiliser unmodèle physique et que celui-ci est suf-
fisamment complet, ses performances seront bien meilleures que celles d’un autre
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type de modèle. De plus, les résultats de ces approches ont une signification phy-
sique facile à comprendre [El Koujok, 2010].

Par contre, il faut que le comportement du système puisse être modélisable à
partir de principes physiques élémentaires, ce qui limite grandement les applica-
tions possibles [Le, 2015, Sikorska et al., 2011]. En effet, plus le système est com-
plexe, plus il est difficile d’avoir une compréhension physique complète des phéno-
mènes qui entrent en jeu lors de sa dégradation [El Koujok, 2010]. De plus, un tel
modèle physique compliqué nécessite d’avoir accès à un grand nombre de données
précises et fiables, ce qui est rarement le cas. Par conséquent, le pronostic basé
sur les modèles n’est généralement utilisé que sur des cas particuliers, pour des
défaillances bien connues et dans des systèmes relativement simples.

2.1.2 Le pronostic guidé par les données

Comme son nom l’indique, le pronostic guidé par les données (ou “data-driven”
en anglais) consiste à évaluer l’état de santé d’un système et estimer sa RUL à
partir des données disponibles. En effet, toutes les informations disponibles sur le
système peuvent aider à comprendre les mécanismes de dégradation dont il est su-
jet [El Koujok, 2010, le Son, 2012]. Cette méthode est basée sur des indicateurs,
construits à partir des données de surveillance, qui permettent de suivre l’état
d’avancement d’une dégradation. [Abichou, 2013] définit un indicateur comme “une
grandeur reflétant une caractéristique de la santé, qu’elle soit de performance ou de
dégradation. Il permet de quantifier la déviation par rapport au mode de fonction-
nement nominal”. Ce type de méthodes utilise des techniques d’apprentissage ou
d’analyse de tendance afin de calibrer un modèle pour qu’il corresponde le mieux
possible au composant étudié. L’avantage est que ces méthodes d’apprentissage
peuvent identifier certaines corrélations entre des données,même si celles-ci étaient
inconnues jusqu’alors [Aggab, 2016, le Son, 2012].

Le pronostic guidé par les données peut être divisé en 2 catégories : les mo-
dèles statistiques et stochastiques et les réseaux de neurones artificiels [Le, 2015,
Sikorska et al., 2011].

Les modèles statistiques et stochastiques

Ces modèles se basent sur l’hypothèse que les temps avant défaillance de com-
posants identiques peuvent être considérés comme des variables aléatoires statis-
tiquement identiques et indépendantes [Sikorska et al., 2011]. Par conséquent, ces
temps avant défaillance peuvent être décrits par une densité de probabilité. Le prin-
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cipe fondamental de cette approche est que l’état de santé d’un composant étudié
peut être représenté par un ou plusieurs indicateurs de dégradation [El Koujok,
2010, Gucik-Derigny, 2011, Le, 2015, le Son, 2012]. L’analyse des données de sur-
veillance permet de déterminer l’état de santé actuel du composant. Puis l’indica-
teur est extrapolé en estimant les conditions d’utilisation futures du système. La
RUL est déterminée quand l’indicateur atteint une valeur seuil prédéfinie.

Ce type de modèles considère la dégradation du composant comme une succes-
sion d’états depuis son fonctionnement nominal jusqu’à sa défaillance. Il est donc
nécessaire de décrire les lois de passages d’un état à l’autre. Pour ce faire, on peut
distinguer 2 classes de modèles : ceux qui décrivent une dégradation continue et
ceux qui décrivent une dégradation discrète [Aggab, 2016, Deloux, 2008, Le et al.,
2015b, Lesobre, 2015]. Les premiers représentent l’état de santé par un espace
d’état continu et supposent que le composant est défaillant lorsqu’un seuil prédéfini
est atteint. Les seconds discrétisent la santé de l’équipement en plusieurs états dis-
crets, comme par exemple “nominal”, “très peu usé”, “usé”, “très usé”, “maintenance
requise” et “défaillant”. Ces états sont faciles à interpréter pour l’implémentation
pratique de la de maintenance.

Une dégradation continue est généralement modélisée par un processus de Lévy
[Deloux, 2008, Lesobre, 2015]. En particulier, les processus de Wiener et les pro-
cessus Gamma sont utilisés dans de nombreux travaux pour réaliser un pronostic.
Parmi lesmodèles discrets, les processusmarkoviens ou semi-markoviens sont clas-
siquement utilisés [Deloux, 2008, Lesobre, 2015]. Nous reviendrons plus en détails
sur ce type de modèles dans la partie suivante.

Les réseaux de neurones artificiels

Les réseaux de neurones (Artificial Neural Networks ou ANN en anglais) sont
de plus en plus utilisés pour faire du pronostic. Il permettent de construire un mo-
dèle mathématique représentant le composant à partir non pas de lois physiques
(qui supposent une connaissance poussée des phénomènes de dégradations) mais
des données d’observations disponibles [Le, 2015, Sikorska et al., 2011, Vachtseva-
nos et al., 2006]. Ils sont efficaces pour modéliser des systèmes complexes et non
linéaires, et peuvent généraliser et adapter des solutions à partir de jeux de données
limités.

Les réseaux de neurones s’inspirent des progrès réalisés en termes d’intelligence
artificielle. Ils sont construits sur le modèle de neurones biologiques afin de repro-
duire leur mode de fonctionnement. : ils sont constitués d’éléments élémentaires,
appelés nœuds ou neurones, capables d’opérations simples. Ces nœuds sont organi-
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sés en couches successives, avec typiquement une couche d’entrée, une ou plusieurs
couches cachées, et une couche de sortie. Les connexions entre les nœuds (aussi ap-
pelées des synapses) sont pondérées. Chaque couche reçoit les informations issues
de la couche précédente et envoie les résultats de ses calculs à la couche suivante.
La figure 2.3 présente un exemple de réseau de neurone avec 2 couches cachées [Si-
korska et al., 2011]. Un ANN peut utiliser en données d’entrées un grand nombre

Figure 2.3. Exemple de réseau de neurones artificiels

de type de données différentes,comme par exemple des mesures capteurs, des ca-
ractéristiques du composant étudié (âge, temps d’utilisation) ou des informations
de maintenance (date des dernières révisions). Il peut fournir directement en sortie
une valeur de RUL. Le principe d’un réseau de neurones est que les pondérations
de ses synapses sont ajustées lors de la phase d’apprentissage, ce qui construit par
itération la fonction mathématique qui lie les sorties du réseau à ses entrées.

L’utilisation de réseaux de neurones pour le pronostic présente plusieurs avan-
tages. Le principal est qu’un ANN permet de modéliser un système complexe, mul-
tidimentionnel et non linéaire sans avoir de compréhension physique de son com-
portement. De plus, il est possible d’utiliser des données d’entrées très différentes
(par exemple mélanger des données capteurs et des informations fournies par l’uti-
lisateur) [Le, 2015, Sikorska et al., 2011].
Un inconvénient est qu’il est difficile d’interpréter les résultats fournis par un ré-
seau de neurones car ils n’ont pas de signification physique. De plus, les ANNs ne
fournissent pas d’intervalle de confiance pour les valeurs de RUL qu’ils prédisent.
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Par conséquent, sans signification physique et sans intervalle de confiance il est
difficile de prendre une décision quant à la planification de la maintenance du sys-
tème. Enfin, l’apprentissage d’un réseau de neurones nécessite un grand jeu de
données [Le, 2015, Sikorska et al., 2011].

Pour conclure sur les modèles guidés par les données, leur principal avantage
est qu’il sont applicables à un grand nombre de systèmes. En effet, ils nécessitent
uniquement que des données de surveillance soit disponibles sur le système, ce qui
presque toujours le cas. De plus, contrairement au pronostic basé sur les modèles,
ces approches ne demandent pas une compréhension des principes physiques de la
dégradation [El Koujok, 2010]. Enfin, ces solutions peuventmodéliser des processus
dynamiques et multivariés. D’après [Breikin et al., 2005], les approches guidées par
les données sont les plus prometteuses pour des systèmes complexes comme par
exemple un moteur d’avion.
Toutefois, le principal inconvénient est que leur efficacité dépend de la qualité et de
la quantité des données disponibles [El Koujok, 2010, le Son, 2012]. Par exemple,
une étude de la NASA datant de 2013 s’est intéressée à un “Vehicle Integrated
Prognostic Reasoner”, un outil embarqué qui analyse les données captées sur le
système afin de détecter des pannes avant qu’elles ne se produisent [Bharadwaj
et al., 2013]. Les auteurs du rapport ont relevé que les techniques de pronostic
guidé par les données nécessitent des données pertinentes et bien organisées pour
obtenir des résultats exploitables.
Ces méthodes demandent aussi de grands jeux de données, en particulier lors de la
phase d’apprentissage. Cela nécessite donc un système de surveillance ainsi que du
temps d’apprentissage, soit un investissement supplémentaire, à la fois financier
et temporel.

2.1.3 Le pronostic basé sur l’expérience

Les méthodes basées sur l’expérience s’appuient sur la modélisation stochas-
tique de la dégradation ou sur des modèles fiabilistes. Elle ne nécessitent que le
retour d’expérience sur le composant étudié dans des conditions similaires [El Kou-
jok, 2010]. Il s’agit d’analyser ce retour d’expérience sur une population de compo-
sants identiques afin de déterminer une probabilité de défaillance sur un horizon
temporel. Plusieurs modèles sont usuellement utilisés, comme par exemple la loi
exponentielle ou la loi de Weibull.

La loi exponentielle considère que le taux de défaillance d’un composant est
constant dans le temps. Cela signifie que cet équipement ne vieillit pas et donc
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tombe en panne indépendamment du temps de fonctionnement déjà écoulé. Alors,
la fiabilité d’un composant suit une loi de la forme [Deloux, 2008, Lesobre, 2015] :

R(t) = e−λt (2.3)

où le taux de défaillance λ est constant. Par conséquent, la RUL est donnée par :

RUL =

∫∞
t
R(x)dx

R(t)
=

∫∞
t
e−λxdx

e−λt
=

1

λ
(2.4)

Elle est donc indépendante du temps, ce qui est la conséquence de l’hypothèse de
non vieillissement.

Ce modèle très simpliste est souvent utilisé pour simplifier les calculs de fia-
bilité, de disponibilité et de coûts de maintenance. Pour complexifier le modèle et
tenir compte du vieillissement du système étudié, on utilise des modèles comme la
loi de Weibull ou la loi Gamma.

La loi de Weibull considère que le taux de défaillance à la forme suivante [De-
loux, 2008, Lesobre, 2015] :

λ(t) =
β

η

(
t

η

)β−1

(2.5)

où β est appelé le paramètre de forme et η est le paramètre d’échelle. Ainsi, le signe
de β détermine le sens de variation de λ :

— Si β < 1 alors λ est décroissant. Cela signifie que la fiabilité du composant
augmente avec le temps. C’est typiquement le cas pour la période de jeunesse
ou de rodage pendant laquelle le risque de défaillance est plus élevé.

— Si β = 1 alors λ est constant et on retrouve le cas de la loi exponentielle
présenté ci-dessus.

— Si β > 1 alors λ est croissant et le système se dégrade au cours du temps.
C’est typiquement le cas lors de la période de fin de vie ou de vieillissement
pendant laquelle le risque de défaillance croît.

L’avantage des approches basées sur l’expérience est qu’elles sont les plus simples
à mettre en place et peu coûteuse. Elles ne nécessitent ni l’utilisation de capteurs
pour collecter des données, ni une connaissance physique des mécanismes de dégra-
dation [El Koujok, 2010, Le, 2015]. Elles sont applicables à tout composant à partir
du moment où il existe un retour d’expérience. En contrepartie, ces solutions ne
peuvent pas fournir de vraies RULs mais plutôt des estimations générales sur une
population de composants identiques. De plus, il est difficile d”obtenir un retour
d’expérience exhaustif sur toutes les conditions d’utilisation possibles du système.
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Ces modèles sont donc les moins précis de tous les modèles présentés dans cette
partie.

2.1.4 Comparaison des méthodes de pronostic

Les différents types de méthodes présentés ci-dessus peuvent être comparés se-
lon plusieurs caractéristiques. Le tableau 2.1 liste les principaux points de com-
paraison [Roemer et al., 2006, Vachtsevanos et al., 2006]. Il peut être utilisé pour
orienter le choix d’une méthode de pronostic pour une application concrète.

Précision du pronostic croissante −→
basé sur

l’expérience
guidé par les
données

basé sur les
modèles

Modèle du
système

pas nécessaire utile nécessaire

Historique des
défaillances

nécessaire pas nécessaire utile

Conditions
passées

utile pas nécessaire nécessaire

Conditions
actuelles

utile nécessaire nécessaire

Méthode de
reconnaissance
des défaillances

pas nécessaire nécessaire nécessaire

Historique de
maintenance

utile pas nécessaire utile

Besoin général ni capteur ni
modèle

capteurs, pas de
modèle

capteurs et
modèle

Tableau 2.1. Comparaison des 3 types de méthode de pronostic selon plusieurs cri-
tères

Lesméthodes à base demodèles n’ont pas besoin de données historiques pour es-
timer l’état du système une fois que le modèle est connu [Vachtsevanos et al., 2006].
Ce type de méthodes offre généralement des résultats précis. Par contre il est dif-
ficile dans certains cas de créer des modèles représentant les multiples processus
physiques qui se produisent dans le système étudié. Donc parfois cela nécessite de
construire plusieurs modèles représentatifs chacun d’une partie du problème. De
plus, la génération de ces modèles est généralement coûteuse en temps mais aussi
en niveau de compétences des concepteurs/développeurs [El Koujok, 2010].
L’avantage des méthodes guidées par les données est leur capacité à apprendre le
comportement d’un système uniquement à partir des données collectées sans néces-
siter des connaissances spécifiques sur le composant/système considéré. Un autre
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point fort est leur capacité d’adaptation à tout type d’application disposant de don-
nées suffisantes en qualité et en quantité. Cependant, ces méthodes dépendent for-
tement des données de capteurs utilisées dans l’apprentissage afin de déterminer
les corrélations et évaluer les tendances des données menant à la défaillance.
L’avantage des méthodes basées sur l’expérience est qu’elles ne requièrent pas de
connaissances précises sur les mécanismes de dégradations des éléments étudiés.
Elles utilisent des modèles simples plutôt que des modèles mathématiques com-
plexes. L’inconvénient de ce type de méthodes est qu’il est difficile de disposer d’un
historique d’expérience passé représentatif de toutes les conditions d’utilisation du
système. De plus ces méthodes manquent de réactivité face au changement de com-
portement d’un système. Les résultats des méthodes basées sur l’expérience sont
aussi moins précis que ceux à base de modèles et ceux guidés par les données, en
particulier quand les conditions de fonctionnement sont variables.

2.1.5 Evaluation des performances d’un modèle de pronostic

Une étape clef dans le déploiement d’une stratégie de maintenance prévision-
nelle est la certification du pronostic. En effet, il est nécessaire d’avoir un certain
niveau de confiance dans les résultats des prédictions avant de pouvoir les prendre
en compte dans le processus de prise de décision. En d’autres termes, il faut être
capable d’évaluer la justesse du pronostic avant de modifier le planning de main-
tenance par rapport aux durées de vies résiduelles obtenues. Par conséquent, les
méthodes utilisés doivent être testées et évaluées selon plusieursmesures de perfor-
mance avant d’être certifiées. Pourtant, d’après [Saxena et al., 2008a], le pronostic
est encore considéré comme relativement immature comparé au diagnostic et les
travaux récents se sont concentrés sur le développement de nouvelles méthodes
de pronostic plutôt que sur l’évaluation et la comparaison des performances de ces
dernières. Chaque algorithme a été testé dans des situations particulières, mais il
n’existe pas de méthodologie standardisée pour évaluer les performances. De fait,
il n’existe pas de moyen de comparaison permettant d’identifier la méthode la plus
appropriée pour un besoin spécifique. Suite à ce constat, les auteurs de [Saxena
et al., 2008a] proposent un ensemble de métriques permettant d’évaluer les mo-
dèles de pronostic en définissant plusieurs classes. Par exemple, des métriques de
performance peuvent évaluer la justesse, la précision ou la robustesse des algo-
rithmes. D’autres métriques permettent d’évaluer leur complexité (par exemple,
la puissance de calcul nécessaire). Enfin, une dernière classe consiste en des mé-
triques d’estimation du ratio coûts/bénéfices. L’article suggère aussi que des mé-
triques utilisées pour le diagnostic peuvent être modifiées afin de les appliquer
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à des méthodes de pronostic, et propose quelques suggestions pour développer de
nouvelles métriques.

Lors d’une sélection, les différentes approches de pronostic doivent être mises
en regard du ou des résultats attendus. D’une façon générale, on ne peut pas bien
répondre à un besoin sans connaitre les objectifs qui doivent être atteints. Il est
nécessaire alors de se placer avec une vision large qui permet de prendre en compte
les différents critères qu’il faut appréhender de sorte que les outils et méthodes
de pronostic qui seront déployées répondent du mieux possible aux attendus. En
particulier, voici une liste non exhaustive des paramètres à intégrer lors du choix
d’une méthode [Parouty et al., 2017] :

— l’horizon du pronostic : le pronostic va permettre de détecter l’apparition
d’une panne future. Combien de temps à l’avance espère t-on pouvoir dé-
tecter cette défaillance?

— le domaine d’application : selon que l’on considère un équipement électro-
nique, électromécanique, une structure ou une matière, certaines méthodo-
logies à mettre en œuvre seront plus adaptées que d’autres.

— le périmètre : la méthode sélectionnée sera potentiellement différente selon
qu’on s’intéresse à un équipement seul, à l’un de ses composants ou plus
largement à un système complet voire une flotte de véhicules ou un parc
d’installations

— la réactualisation des données : la notion de temps réel est-elle importante
ou est-il possible d’envisager une réactualisation en temps différé ?

— la dynamique du phénomène : le choix de la méthode dépend par exemple de
la cinétique du phénomène de dégradation étudié.

— les données disponibles : la quantité, la qualité et le type de données col-
lectées sur le système conditionneront aussi le choix final d’une méthode de
pronostic.

2.2 Les modèles de Markov cachés

Dans notre cas, on désire réaliser un pronostic de la durée de vie résiduelle de
composants à partir des données collectées par des moyens de surveillance. Le mo-
dèle doit fournir des résultats suffisamment précis et fiables pour pouvoir prendre
des décisions de maintenance, et en particulier prévoir les tâches de maintenance
nécessaires au moment le plus opportun. Selon les composants et leur criticité, il
n’est pas souhaitable que le composant tombe en panne, ce qui signifie qu’il faut
s’assurer que le résultat est suffisamment conservateur. De plus, l’objetif est de dé-
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velopper une méthodologie applicable à des composants très divers et variés avec le
minimum de modification nécessaire. Pour toutes ces raisons, nous avons opté pour
un modèle basé sur les données. Nous avons préféré un modèle stochastique à un
réseau de neurones car nous estimons qu’il est intéressant de pouvoir interpréter
les résultats, ce qui est rendu difficile pour les ANNs [Le, 2015] car leur fonction-
nement est celui d’une boîte noire. Un modèle stochastique est relativement simple
à utiliser et est assez facile à interpréter. Son but est de modéliser le processus de
détérioration et son évolution dans le temps. Cela permet de répondre à trois ob-
jectifs : aider le personnel de maintenance à évaluer le niveau de dégradation d’un
composant grâce aux données de surveillance, prédire ou extrapoler l’évolution fu-
ture de la santé du système, et estimer sa durée de vie résiduelle. D’après [Le et al.,
2015b], les mécanismes de détérioration ont une nature stochastique, c’est pourquoi
ils ont souvent été modélisés avec succès par des processus stochastiques.

Comme dit dans la partie précédente, il existe deux types de modèles stochas-
tiques : ceux qui modélisent une dégradation continue et ceux qui modélisent une
dégradation discrète. En pratique, les processus de dégradation tels que la corro-
sion, ou la propagation d’une fissure sont des phénomènes physiques continus dans
le temps donc ils peuvent être décrits par des modèles continus. Les modèles usuels
sont des processus de Lévy tels que le processus de Gamma ou le processus de Wie-
ner. L’inconvénient de ce type de modèles est que les calculs théoriques peuvent
parfois être très compliqués. Nous avons choisi ici d’utiliser un modèle discret, et
plus précisément un modèle multi-états qui permet de simplifier le comportement
du composant en un processus stochastique avec un nombre fini d’états. Les proces-
sus markoviens sont les principaux modèles de cette catégorie. Ils ont été appliqués
avec succès pour réaliser des pronostics dans de nombreuses études et dans des do-
maines très divers. En particulier, de nombreux travaux les utilisent dans le but
d’estimer des RULs [Geramifard et al., 2012, Roblès et al., 2014, Tang et al., 2015,
Tobon-Mejia et al., 2011].

Dans cette partie nous présentons plus en détail les processus markoviens, et
plus précisément les modèles de Markov cachés.

2.2.1 Processus markoviens et modèles de Markov cachés

Le principe de ce type de modèles est de considérer que le système peut être
représenté par une succession d’états modélisant la détérioration du composant. À
chaque instant, l’équipement est dans un état unique donné, et l’instant suivant, il
peut soit rester dans cet état, soit aller vers un autre état.
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Une chaîne de Markov est un processus de Markov à temps discret, c’est-à-dire
un processus stochastique décrit par une séquence de variables aléatoires. Chaque
variable représente un état du système et à des pas de temps réguliers, le processus
subit des transitions aléatoires d’un état à un autre (une transition pouvant aussi
laisser le système dans le même état). Ces transitions sont régies par des probabi-
lités fixées. Ce processus vérifie une propriété fondamentale (appelée propriété de
Markov) : l’absence de mémoire. En effet, la probabilité de passer à l’état suivant ne
dépend que de l’état présent et pas des états antérieurs [Le et al., 2015b, Sprauel
et al., 2014]. Par exemple, considérons un processus de Markov simple à 3 états
pour prédire la météo pour le lendemain. Il est représenté par la figure 2.4. D’après

ensoleillé

nuageux pluvieux

0.6

0.1

0.3

0.3

0.2

0.5
0.5

0.1

0.4

Figure 2.4. Processus deMarkov représentant la prévisionmétéo pour le lendemain

cette figure, si actuellement le temps est ensoleillé, la probabilité qu’il fasse beau
demain est de 0.6, la probabilité que le temps soit nuageux est de 0.3 et la probabilité
qu’il pleuve est de 0.1. La totalité des probabilités de transition d’un état à l’autre
peut être représenté par une matrice : la matrice de probabilités de transition du
processus, notée A. Pour cet exemple, et en considérant que “ensoleillé” est l’état n°
1, “nuageux” est l’état n° 2 et “pluvieux” est l’état n° 3, cette matrice vaut :

A =


0.6 0.3 0.1

0.2 0.3 0.5

0.4 0.1 0.5

 (2.6)
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À partir de ce modèle, sachant qu’aujourd’hui le temps est ensoleillé, on peut cal-
culer la probabilité qu’une certaine séquence se produise. Par exemple, cherchons
la probabilité que pour les 7 prochains jours la météo soit : ensoleillé, ensoleillé,
pluvieux, pluvieux, ensoleillé, nuageux, pluvieux. Appelons cette séquence d’états
Q = {S1, S1, S3, S3, S1, S2, S3}, alors la probabilité de Q, sachant le modèle vaut :

P (Q | modéle) = a11.a11.a13.a33.a31.a12.a23

= 0.6 ∗ 0.6 ∗ 0.1 ∗ 0.5 ∗ 0.4 ∗ 0.3 ∗ 0.5

= 1.08 ∗ 10−3

(2.7)

Dans le cas de la construction de modèles prédictifs, la chaîne de Markov repré-
sente les différents états de santé par lesquels peut passer le système. A partir d’un
état donné, les méthodes de résolution permettent de déterminer le temps moyen
de séjour dans un état et le temps moyen d’arrivée dans un état en fonction des pro-
babilités de transition. En particulier, on peut chercher le temps nécessaire pour
que le processus entre dans l’état défaillant pour la première fois. De ce fait, on peut
estimer la durée de vie résiduelle du composant [Sikorska et al., 2011]. La figure 2.5
présente un exemple de processus de Markov simplifié modélisant un composant
qui peut être dans un état nominal, dégradé ou défaillant.

nominal dégradé défaillant0.98

0.02

0.95

0.05

1

Figure 2.5. Chaîne de Markov représentant la dégradation d’un composant

Une des limitations d’une chaîne de Markov est qu’elle suppose que les états
du système sont observables directement, ou correspondent à un évènement phy-
sique observable. En pratique, comme montré dans la figure 2.5 la chaîne de Mar-
kov représente les différents états de santé par lesquels peut passer un composant.
Ce paramètre n’est pas quelque chose qu’il est possible d’observer directement, on
dit alors que les états sont cachés. Il est par contre possible de collecter des infor-
mations sur le composant (par exemple une température, une pression, des vibra-
tions, etc.) qui peuvent donner des indications sur son état. Il est alors nécessaire
d’étendre le processus de Markov afin de prendre en compte ce type de cas. Le mo-
dèle résultant est appelé un modèle de Markov caché (Hidden Markov Model ou
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HMM en anglais).

Un modèle de Markov caché est constitué d’un double processus stochastique
dont l’un n’est pas observable (il est caché) mais peut être révélé grâce au second
processus stochastique qui produit une séquence d’observations. Plus simplement,
la séquence d’observations permet de trouver la séquence d’états cachés. Dans notre
cas, les variables cachées dumodèle sont les différents états de santé du composant,
et les observations sont les valeurs de l’indicateur construit à partir des données
collectées grâce aux moyens de surveillance. La figure 2.6 représente un exemple
de modèle de Markov caché [Roblès et al., 2014].

Figure 2.6. Modèle de Markov caché. Les observations permettent de révéler les
états qt à chaque instant

La topologie du modèle décrit le nombre d’états et la structure du HMM, c’est-
à-dire les liens entre les états (un lien entre deux états équivaut à une transition
possible entre ces états). la topologie d’un modèle se construit en fonction du sys-
tème étudié. On peut citer 3 topologies usuellement utilisées [Aggab, 2016] :

— la topologie ergodique, qui considère toutes les transitions possibles sans ex-
ception. La figure 2.7 montre un exemple d’un tel modèle avec 3 états.

— la topologie gauche-droite (left-right en anglais), qui considère qu’il n’est pos-
sible de passer que d’un état d’indice i vers un état d’indice supérieur. De
plus, on considère en général un entier positif δ représentant le nombremaxi-
mum d’états qu’il est possible de sauter. En d’autres termes, la transition
entre l’état i et l’état j n’est possible que si i ≤ j ≤ i + δ. Un exemple de
left-right HMM avec δ = 1 est présenté dans la figure 2.8.

— la topologie de Bakis, qui considère qu’il n’est possible de passer que d’un
état i vers les états i+ 1 ou i+ 2. Il s’agit d’un cas particulier de la topologie
left-right avec δ = 2. La figure 2.9 présente un exemple de modèle de Markov
caché à 4 états avec la topologie de Bakis.
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1

2 3

Figure 2.7. Exemple d’un HMM ergodique

1 2 3

Figure 2.8. Exemple d’un left-right HMM

1 2 3 4

Figure 2.9. Exemple d’un HMM avec la topologie de Bakis
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Typiquement, pour l’étude d’une dégradation, il n’est pas possible de revenir
vers un état antérieur : le composant se détériore au fil du temps donc son état
ne peut pas s’améliorer. De plus, une fois la défaillance atteinte le composant est
définitivement inutilisable. Pour le processus de Markov correspondant, cela signi-
fie qu’après être entré dans le dernier état (défaillant), le modèle a une probabilité
de 1 de rester dans cet état (on dit alors que l’état est absorbant). Par conséquent,
on utilise généralement un HMM avec une topologie left-right ou de Bakis pour
modéliser un composant qui se dégrade.

2.2.2 Elements d’un HMM

Un modèle de Markov caché est caractérisé par les éléments suivants [Degir-
menci, 2014, Rabiner, 1989] :

— N , le nombre d’états cachés dans le modèle.
— M , le nombre de valeurs possibles de la variable d’observation. Par exemple,

si la variable est une valeur booléenne (0 ou 1) alors M = 2. Si c’est une
couleur parmi {bleu, vert, jaune, orange, rouge} alorsM = 5.

— S = {S1, S2, ..., SN}, un nombre fini d’états cachés qui représentent le sys-
tème. Par exemple, S = {nominal, dégradé, défaillant}

— Q = {q1, q2, ..., qt}, la séquence d’états par laquelle est passé le système entre
l’instant initial et l’instant t

— V = {v1, v2, ..., vM}, un nombre fini de valeur d’observations possibles. Par
exemple, V = {bleu, vert, jaune, orange, rouge}

— O = {o1, o2, ..., ot} la séquence d’observations obtenue jusqu’à l’instant t
— La matrice de probabilités de transition, appelée A = {aij}.

aij est la probabilité de transition de l’état i vers l’état j, c’est-à-dire la pro-
babilité que le système soit dans l’état j à l’instant t + 1 sachant qu’il est
dans l’état i à l’instant t. Cela se traduit mathématiquement par la formule
suivante : aij = P

(
qt+1 = Sj | qt = Si

)
, 1 ≤ i, j ≤ N

— La matrice de probabilités d’émission des observations, appelée B = {bj(k)}.
bj(k) est la probabilité d’émettre l’observation vk sachant que le système est
dans l’état j. Cela se traduit mathématiquement par la formule suivante :
bj(k) = P

(
ot = vk | qt = Sj

)
, 1 ≤ j ≤ N, 1 ≤ k ≤M

— La distribution initiale, appelée π = {πi}.
πi est la probabilité que l’état initial du système soit l’état i. Cela se traduit
mathématiquement par la formule suivante : πi = P

(
q1 = Si

)
, 1 ≤ i ≤ N

Un modèle de Markov caché est défini par les 3 matrices A, B et π (et donc im-
plicitement par les dimensions N etM ). Il est désigné par le symbole λ = (A,B, π).
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2.2.3 Variantes des HMMs

Les modèles de Markov cachés nécessitent de faire certaines hypothèses sur
le composant étudié. Notamment, l’un des désavantages majeurs de ce type de mo-
dèles concerne le temps de séjour dans un état, c’est-à-dire la durée entre le moment
où le composant entre dans un état et le moment où il passe dans l’état suivant. En
effet, un HMM impose que ce temps de séjour soit régi par une distribution géo-
métrique ou exponentielle. Pourtant, en pratique, la plupart des systèmes réels ne
suivent pas ce type de distribution. Pour contourner ce problème, plusieurs études
utilisent un outil plus puissant appelé modèle de semi-Markov caché (Hidden semi-
Markov Model ou HsMM en anglais). Il s’agit d’une généralisation des HMMs qui
autorise toute forme de distribution pour le temps de séjour dans un état [Le et al.,
2015b, Sikorska et al., 2011, Tobon-Mejia et al., 2011]. Plus précisément, un HsMM
est un modèle statistique qui a la même structure qu’un HMM, mais le processus
non observable est semi-markovien au lieu d’être markovien.

Une autre restriction de ce type de modèle est qu’un HMM ne permet de modé-
liser qu’un seul mode de dégradation. En pratique, la détérioration d’un composant
fait généralement intervenir plusieurs processus de dégradation, et la défaillance
ne résulte pas nécessairement d’un seul et unique mode. Une étude récente s’est
intéressée à cet aspect et a développé une méthode permettant de représenter plu-
sieursmodes de dégradation dans un seul modèle [Le et al., 2014, Le, 2015, Le et al.,
2015a,b]. Pour cela, les auteurs ont introduit le concept de modèle de semi-Markov
caché multi-branches. Comme son nom l’indique, il s’agit d’un HsMM constitué de
plusieurs branches. Chaque branche est un left-right HsMM qui modélise un mode
de dégradation du composant. La figure 2.10 montre un exemple de modèle de Mar-
kov caché multi-branches. Toutefois, les auteurs font une hypothèse forte : une fois

Figure 2.10. Exemple de modèle de semi-Markov caché multi-branches
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qu’un processus de dégradation est entamé, le système ne peut pas passer dans un
autre mode de détérioration. Cela signifie qu’il n’existe pas de transition possible
entre les branches du modèle. Pour estimer une RUL, la méthode consiste à iden-
tifier le mode de dégradation que subit le composant étudié. En d’autres termes, il
faut déterminer quelle branche du modèle doit être isolée pour réaliser le pronos-
tic. La durée de vie résiduelle est donc calculée comme avec un HsMM classique.
On peut donc considérer que le modèle multi-branches est en réalité plusieurs mo-
dèles de semi-Markov cachés modèlisant différents modes de défaillance du même
composant.

Dans le cadre de notre étude, nous nous limitons à desmodèles deMarkov cachés
classiques.

2.2.4 Les trois problèmes fondamentaux

Il existe 3 problèmes fondamentaux qu’il est possible de résoudre grâce à un
modèle de Markov caché [Degirmenci, 2014, Rabiner, 1989] :

— Problème 1 : connaissant le modèle λ = (A,B, π) et disposant d’une séquence
d’observations O, calculer P (O | λ). Il s’agit de déterminer la probabilité que
la séquence observée ait été produite par le modèle λ. Ce problème permet
de choisir le modèle qui correspond le mieux aux observations
En pratique, l’algorithme forward-backward permet de répondre à ce pro-
blème.

— Problème 2 : connaissant le modèle λ = (A,B, π) et disposant d’une séquence
d’observations O, trouver une séquence d’états correspondante optimale Q =

(q1, q2, ..., qt) selon un critère défini. En d’autres termes, il s’agit de trouver la
partie cachée du modèle : par quelle séquence d’états (quel chemin) est vrai-
semblablement passé le système pour produire la séquence d’observationsO ?
Le caractère optimal peut être exprimé par différents critères, mais en géné-
ral on cherche la séquence d’états qui maximize P

(
Q | O, λ

)
ou P

(
Q,O | λ

)
.

Il existe plusieurs méthodes pour résoudre ce problème. Dans la suite de
cette étude nous utiliserons l’algorithme de Viterbi.

— Problème 3 : connaissant la séquence d’observations O, comment ajuster les
paramètres du modèle λ = (A,B, π) pour maximiser la probabilité P (O | λ) ?
Il s’agit ici de faire l’apprentissage du modèle, c’est-à-dire d’optimiser ses pa-
ramètres afin de correspondre aumieux aux données observées. Ce problème
peut être résolu grâce à un algorithme d’espérance-maximisation. En parti-
culier, l’algorithme de Baum-Welch permet de réestimer les paramètres dans
le cas particulier d’un HMM.
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Nous reviendrons sur les algorithmes qui permettent de résoudre ces problèmes
dans le chapitre suivant.

2.2.5 Les HMMs et le calcul de RUL

La première étape nécessaire pour estimer la durée de vie résiduelle d’un com-
posant est de construire un modèle représentant l’évolution de la dégradation de
ce composant. Il faut donc choisir un type de modèle, puis la topologie de celui-
ci, et enfin il faut calibrer ce modèle par apprentissage. Cela consiste à estimer les
paramètres dumodèle afin qu’ils corresondent lemieux possible à l’équipement étu-
dié. Pour cela, il est nécessaire de disposer d’un jeu de données qui vont permettre
de faire ce calibrage. L’apprentissage est assimilable au problème 3 présenté ci-
dessus : on dispose de séquences d’observations (les données d’apprentissage), on
connait la topologie dumodèle qu’on souhaite construire, et l’objectif est d’optimiser
les variables du modèle [Rabiner, 1989].

Une fois le modèle construit et calibré, l’estimation d’une RUL nécessite d’esti-
mer l’état de santé actuel du composant [Le, 2015]. Cela s’apparente au problème
2 car on dispose d’une séquence d’observations et d’un modèle de Markov caché re-
présentatif du système, et on cherche à connaitre la séquence d’états par lesquels
est passé le système pour produire ces observations. En particulier, le dernier état
de cette séquence correspond à l’état de santé actuel. Il s’agit donc de trouver la sé-
quence d’état optimale qui a pu générer ces observations. La difficulté ici se trouve
dans la définition du terme “optimal” car il existe plusieurs critères possibles.

Une fois cette séquence d’état optimale identifiée, on obtient une estimation de
l’état actuel du composant. La RUL est définie comme le temps moyen de fonction-
nement avant d’entrer dans l’état défaillant. Il s’agit donc d’estimer le tempsmoyen
nécessaire pour passer de l’état actuel à l’état final. Pour cela, nous calculons grâce
aux probabilités de transition le temps moyen de séjour dans chaque état du HMM.
Pour estimer la durée de vie résiduelle, on somme ces temps de séjour moyens à
partir de l’état actuel du composant, et on soustrait le temps déjà passé dans l’état
actuel [Aggab, 2016].

2.3 Conclusion

Ce chapitre présente les méthodes permettant de réaliser un pronostic. Elles
sont généralement classifiées en trois groupes :

— Le pronostic basé sur les modèles physiques, qui s’appuie sur des modèles
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physiques des phénomènes de dégradation. Ces méthodes sont généralement
les plus performantes et donnent les meilleurs résultats. Toutefois elles sont
compliquées à mettre en œuvre et ne sont principalement appliquées que sur
des systèmes simples.

— Le pronostic guidé par les données, qui consiste en des analyses de jeux
de données afin d’estimer l’état de dégradation, puis la durée de vie rési-
duelle du composant. Ces méthodes sont applicables à un grand nombre de
systèmes et donnent de bons résultats. Par contre, leurs performances dé-
pendent grandement de la qualité et de la quantité des données disponibles.

— Le pronostic basé sur l’expérience, qui s’appuie principalement sur le retour
d’expérience. Ces méthodes sont les plus simples à appliquer et sont peu
coûteuses, mais en contrepartie elles ne sont pas très précises.

Dans un second temps, ce chapitre présente en détail un modèle qui sera utilisé
par la suite dans le cadre d’une méthode de pronostic guidé par les données. Il s’agit
d’un modèle stochastique appelé modèle de Markov caché.

Le détail de la méthode employée pour estimer une RUL à l’aide de modèles de
Markov cachés est présenté dans le chapitre suivant.
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Chapitre 3

Estimation de RUL à l’aide de
modèles de Markov cachés et
gestion d’incertitudes
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Ce chapitre présente notre contribution sur la méthodologie pour l’estimation
de durées de vie résiduelles grâce à des modèles de Markov cachés. Il s’appuie sur
des travaux antérieurs ayant déjà employé des HMMs dans le but de calculer des
RULs. Il s’intéresse aussi au traitement d’incertitudes afin d’évaluer le niveau de
confiance à accorder aux résultats du pronostic. Enfin, nous présentons notre ap-
proche pour répondre à la problématique de la gestion de données incertaines :
comment traiter les cas où certaines données collectées sur le système présentent
une grande incertitude, ou même sont manquantes à cause d’une panne de capteur
par exemple?

3.1 Méthodologie pour le calcul de RUL

3.1.1 Méthodologie générale

Dans la suite, nous présentons la méthodologie générale utilisée pour construire
un modèle de pronostic modélisant la dégradation du composant étudié, puis ex-
ploiter ce modèle pour estimer la RUL de ce composant. La figure 3.1 présente les
grandes étapes de cette méthodologie :

Figure 3.1. Méthodologie pour le calcul de durée de vie résiduelle

1. La première étape consiste à construire un modèle qui décrit la dégradation
du système. En premier lieu, il est nécessaire de sélectionner le type de mo-
dèle qu’on souhaite utiliser parmi tous ceux existants. Puis, ce modèle doit
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être calibré afin de correspondre au mieux au composant qu’il modélise. Il
faut pour cela faire l’apprentissage grâce à un jeu de données pour lesquelles
on connait les entrées et les sorties attendues du modèle. Il est donc néces-
saire au préalable de sélectionner et construire ce jeu de données d’appren-
tissage.

2. Une fois que lemodèle est défini et calibré pour représenter la dégradation du
composant, il est possible de passer à l’étape suivante : le relevé de nouvelles
données sur un composant dont on souhaite évaluer la RUL. Cette collecte
est faite tout au long de la vie du système à intervalles de temps réguliers
afin d’enregistrer les conditions réelles dans lesquelles il est utilisé.

3. L’analyse de ces données permet d’estimer l’état de santé actuel du compo-
sant. Celui-ci s’est potentiellement dégradé au cours de son utilisation et il
est nécessaire de déterminer l’avancée de cette dégradation avant de pouvoir
réaliser un pronostic.

4. La connaissance de l’état de santé du composant autorise à estimer sa durée
de vie résiduelle, c’est-à-dire le temps de fonctionnement restant avant qu’il
défaille, ou qu’il cesse de fonctionner à un niveau acceptable. Le résultat de
ce pronostic fournit des informations utiles pour mettre à jour le planning de
maintenance du système.

5. Enfin, il est possible d’effectuer une boucle de rétroaction dans le but d’amé-
liorer continuellement le modèle. Les RULs obtenues précédemment sont
comparées aux temps de défaillance réels des composant afin d’estimer la
justesse du modèle. Puis les données peuvent être réinjectées dans le jeu de
données d’apprentissage pour recalibrer le modèle avec ces nouvelles infor-
mations et ainsi le perfectionner de manière itérative.

3.1.2 Choix du modèle : les modèles de Markov cachés et l’es-
timation de RUL

Comme détaillé au chapitre précédent, il existe de nombreux modèles perme-
tant de faire du pronostic. Il sont classés en 3 catégories majeures : le pronostic
basé sur les modèles qui s’appuie sur des modèles physiques de la dégradation, le
pronostic basé sur l’analyse de données, et le pronostic basé sur le retour d’expé-
rience. Le modèle qu’on souhaite développer ici a pour vocation d’être applicable
à un grand nombre de systèmes tout en donnant des résultats précis. Il s’appuie
sur la collecte et l’analyse de données collectées tout au long de la vie du système,
et se classe donc dans la catégorie “data-driven”. Cette dernière contient un grand
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nombre de solutions différentes pour réaliser du pronostic. Parmi celles-ci, nous
avons choisi de nous orienter vers les processus markoviens. Il s’agit de modèles
basés sur des chaînes de Markov, c’est-à-dire des processus stochastiques qui véri-
fient la propriété de Markov : l’état du système au pas de temps suivant ne dépend
que de son état actuel, et pas de tous les états antérieurs. Ces modèles sont utilisés
depuis plusieurs décennies pour réaliser des pronostics. Ils ont été appliqués avec
succès dans plusieurs domaines, et en particulier ils sont employés pour l’estima-
tion de durées de vie résiduelles dans de nombreux travaux. Dans la suite de ce
document, nous emploierons donc des modèles de Markov cachés à la fois pour la
présentation de la méthodologie et pour l’application à un cas pratique.

Topologie

En premier lieu, il est nécessaire de définir la topologie du HMM qu’on souhaite
construire, c’est-à-dire sa structure, le nombre N d’états qu’il contient, le nombre
M de symboles d’observation qui peuvent être émis, etc. Pour rappel, un modèle de
Markov caché est défini par une matrice de probabilités de transitions A, une ma-
trice de probabilités d’emissions B, et une distribution initiale π. Les tailles de ces
matrices dépendent des paramètres N et M choisis. Dans notre cas, nous modéli-
sons une dégradation donc il n’est pas possible de revenir vers un état antérieur (le
composant se détériore au fil du temps donc son état ne peut pas s’améliorer). Par
conséquent, le modèle généralement utilisé est un HMM pour lequel les états sont
ordonnés et les transitions ne sont possibles que d’un état i à l’état i+1(i ≤ i ≤ N).
De plus, une fois la défaillance atteinte le composant est définitivement inutili-
sable. Cela se traduit par la présence d’un état N absorbant en fin de chaîne : une
fois entré dans le dernier état (défaillant), le modèle a une probabilité de 1 de rester
dans cet état. La figure 3.2 présente un exemple de ce cas particulier de modèle de
Markov caché qu’on appelle un “left-right HMM”. Ce type de modèle implique une

Figure 3.2. Représentation d’un “left-right HMM” à N états

forme particulière pour la matrice A : dans un état i donné (1 ≤ i ≤ N − 1), il n’est
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possible que de rester à l’état i ou de passer dans l’état i+1. En d’autres termes, on
peut écrire :

ai,j = 0, j ̸= {i, i+ 1}
ai,i+1 = 1− ai,i

aN,N = 1

Pour l’exemple, intéressons nous à un HMM à 4 états et 5 symboles d’observa-
tion modélisant la dégradation simplifiée d’un composant. On considère ainsi que
l’état 1 est “nominal”, l’état 2 est “peu dégradé”, l’état 3 est “dégradé” et l’état 4
est “défaillant”. La figure 3.3 présente la chaîne d’états représentant ce modèle.
Définissons les matrices de probabilités de transitions et d’émissions ainsi que la

1 2 3 40.98

0.02

0.97

0.03

0.95

0.05

1

Figure 3.3. Chaîne de Markov de 4 états représentant la dégradation d’un compo-
sant

distribution initiale de ce HMM :

A =


0.98 0.02 0 0

0 0.97 0.03 0

0 0 0.95 0.05

0 0 0 1



B =


0.8 0.15 0.05 0 0

0.15 0.6 0.18 0.05 0.02

0.1 0.2 0.55 0.12 0.03

0 0.09 0.22 0.6 0.09



π =


0.85

0.13

0.02

0


Pour rappel, la matrice B ci-dessus se lit comme suit : dans l’état j la probabilité

d’émettre le symbole k vaut bjk (par exemple, dans l’état 3 la probabilité d’émettre
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le symbole 2 vaut 0.2). Cet exemple nous permettra d’illustrer la méthode décrite
tout au long de ce chapitre.
Connaissant maintenant la structure du HMM, il s’agit de déterminer le nombre
d’états qu’il contient. Pour cela, il existe plusieurs critères permettant de sélection-
ner le nombre optimal d’états. On peut citer par exemple le critère d’information
d’Akaike (Akaike Information Criterion ou AIC en anglais) ainsi que le critère d’in-
formation bayésien (Bayesian Information Criterion ou BIC en anglais) qui per-
mettent de trouver un compromis entre la justesse du modèle et sa complexité (et
donc le temps et la puissance de calcul nécessaires pour l’exploiter) [Le, 2015]. La
justesse est basée sur la vraissemblance du modèle et la complexité est basée sur
le nombre de paramètres libres qu’il contient. Ces 2 critères sont calculés de la ma-
nière suivante :

AIC = −2 log(L̂) + 2k

BIC = −2 log(L̂) + k log(n)
(3.1)

où
— L̂ est la valeur maximale de la fonction de vraisemblance du modèle testé,
— k est le nombre de paramètres libres du modèle, c’est-à-dire le nombre de

paramètres qu’il faut calibrer lorsqu’on construit le modèle. Dans le cas d’un
HMM, il s’agit du nombre de paramètres non nuls dans les matrices A, B et
π,

— n est le nombre d’observations, c’est-à-dire la taille de l’échantillon.
Un modèle plus complexe signifie un plus grand nombre de paramètres. Par

conséquent, l’amélioration de la justesse entraîne l’augmentation du facteur péna-
lisant (2k dans le cas de l’AIC et k logn dans le cas du BIC). De ce fait, pour choisir
un modèle à l’aide de l’un ou l’autre de ces critères, il faut construire les différents
modèles à tester et calculer la valeur du critère pour chacun d’eux. Le modèle opti-
mal sera celui qui minimise la valeur du critère choisi.
En termes de comparaison, le critère BIC pénalise plus sévèrement le nombre de
paramètres que le critère AIC. Nous proposons donc de choisir le BIC pour déter-
miner le nombre d’états optimal dans notre HMM.
Appliquons le critère BIC sur l’exemple présenté plus haut : nous simulons plu-
sieurs séquences d’observations avec des tailles variables. Puis, nous essayons de
trouver le nombre d’états optimal pour un HMM décrivant ces observations : tes-
tons avec 3, 4 et 5 états. Nous construisons les modèles et calculons pour chacun le
critère BIC. La figure 4.14 présente les résultats obtenus.

Cette courbe est minimale pour un nombre d’états optimal N = 4, ce qui est
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Figure 3.4. Tracé du critère BIC obtenu pour les HMMs à 3, 4 et 5 états

logique puisque les données ont été simulées à partir d’un HMM à 4 états.
Si pour une raison quelconque il n’est pas possible d’utiliser les critères présentés
ci-dessus, le choix du nombre d’états se fait de façon plus arbitraire. Il est alors
nécessaire de discuter avec les équipes de conception et les experts du composant
étudié, car ils seront les plus pertinents pour guider ce choix. De plus, il peut être
intéressant de consulter le retour d’expérience, s’il existe, ainsi que les bases de
données de fiabilité.
Concernant les émissions, il est nécessaire d’avoir un nombre de symboles d’obser-
vation au moins égal au nombre d’états du modèle.

Indicateur de dégradation

Afin de construire et exploiter un HMM pour estimer la durée de vie résiduelle
de composants, il faut être capable de suivre leur dégradation au cours du temps.
En particulier, cela requiert de disposer d’un indicateur de cette dégradation, c’est-
à-dire une fonction caractéristique de la détérioration qui permet de la mesurer
[El Koujok, 2010, Gucik-Derigny, 2011, Le, 2015, le Son, 2012]. Il peut s’agir par
exemple d’une température ou d’une pression dont les variations renseigneraient
sur l’état de santé du composant. Toutefois, en général, les relevés d’un seul capteur
ne sont pas suffisants et il est nécessaire d’effectuer une analyse poussée des don-
nées collectées sur le composant afin de construire cet indicateur de dégradation. Il
est généralement dépendant du domaine d’application du composant étudié et de
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nombreux autres facteurs. Les équipes de conception et celles de maintenance du
système en question peuvent grandement aider à cette tâche grâce à leur connais-
sances et leur expérience.

La recherche de cet indicateur est un travail indispensable pour la bonne esti-
mation des RULs, toutefois nous ne nous y intéresserons pas dans ces travaux. La
figure 3.5 montre un exemple d’indicateur de dégradation : il s’agit ici d’une courbe
globalement décroissante en fonction du temps et qui tend vers 0 au moment de la
défaillance.

Figure 3.5. Exemple d’indicateur de dégradation

Construction des données d’apprentissage

Nous disposons maintenant d’un indicateur pour suivre l’évolution de la dégra-
dation en fonction du temps et nous connaissons la structure du HMM qui mo-
délisera le composant en question. L’étape suivante est de calibrer le modèle afin
qu’il corresponde le mieux possible au système étudié. Cette étape fondamentale
s’appelle l’apprentissage et nécessite l’utilisation d’un algorithme d’apprentissage
qui dans notre cas est un algorithme d’espérance-maximisation. Toutefois, avant
de pouvoir réaliser cette étape, il est nécessaire de connaître les sorties attendues
dumodèle selon plusieurs entrées. Plus précisémment, il faut fournir à l’algorithme
d’apprentissage des séquences d’observations provenant du composant ainsi que les
séquences d’états qui ont généré ces observations. En effet, l’algorithme a besoin de
ces données pour connaitre le fonctionnement attendu dumodèle. Cela signifie qu’il
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faut disposer de jeux de données prélevées sur plusieurs composants identiques (le
plus grand nombre possible) tout au long de leur vie (de la première utilisation jus-
qu’à la défaillance). Ces données peuvent être obtenues par retour d’expérience ou
par des expérimentations sur banc d’essai par exemple.
L’analyse de ces données permet la création de l’indicateur de dégradation, mais
cette information n’est pas utilisable telle quelle par l’algorithme d’apprentissage.
Celui-ci nécessite des séquences d’observations et les séquences d’états correspon-
dantes qu’il faut donc créer. Pour les observations, nous proposons simplement de
discrétiser les valeurs de l’indicateur en le comparant à des seuils prédéfinis. La
figure 3.6 présente un exemple de discrétisation en 5 symboles de l’indicateur de
dégradation présenté dans la figure 3.5.

Figure 3.6. Discrétisation de l’indicateur de dégradation pour créer une séquence
d’émission utilisable par l’algorithme d’apprentissage

Il faut aussi définir, pour chaque composant du jeu de données d’apprentissage,
quel est son état de dégradation à chaque instant. Pour ce faire, nous proposons
d’approximer la courbe représentant l’indicateur de dégradation en fonction du
temps avec un polynôme. Le degré de ce polynôme est choisi pour correspondre
au mieux à l’allure générale de la courbe. La figure 3.7 montre un exemple de poly-
nôme approximant l’indicateur de dégradation utilisé dans les figures précédentes.
Ensuite, les états sont définis en comparant la valeur de ce polynôme à des seuils
prédéfinis (différents de ceux utilisés pour la discrétisation des symboles d’émis-
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Figure 3.7. Approximation de l’indicateur de dégradation par un polynôme de degré
3

sion). La figure 3.8 présente un exemple de construction d’une séquence d’états
pour un HMM à 5 états. La courbe rouge est le polynôme qui approxime l’indicateur
et les droites noires représentent les seuils. Pour l’apprentissage, les données sont
prélevées jusqu’à la défaillance du composant. Par conséquent, les derniers relevés
correspondent à l’instant de panne et donc le dernier état est l’état N (défaillant).

Cette étape permet de créer le jeu de données exploitable par l’algorithme d’ap-
prentissage. Il reste donc à calibrer le modèle grâce à cet algorithme afin d’obtenir
un HMM qui représente le plus justement possible la dégradation du composant
étudié.

Calibrage du modèle par apprentissage

Comme dit précedemment l’apprentissage permet de calibrer lemodèle afin qu’il
corresponde au système étudié. Dans le cas d’un modèle de Markov, on utilise un
algorithme d’espérance-maximisation comme, par exemple, l’algorithme de Baum-
Welch [Degirmenci, 2014, Rabiner, 1989, Soualhi et al., 2014]. L’objectif est d’ajus-
ter les paramètres (A,B, π) du modèle pour maximiser la probabilité d’obtenir les
séquences d’observations qui constituent le jeu de données d’apprentissage. Nous
allons présenter l’algorithme de Baum-Welch, mais celui-ci nécessite d’abord d’étu-
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Figure 3.8. Définition des états à chaque instant pour créer une séquence d’états
utilisable par l’algorithme d’apprentissage

dier l’algorithme forward-backward.

L’algorithme forward-backward [Degirmenci, 2014, Rabiner, 1989] permet
de répondre au problème 1 présenté dans le chapitre précédent : connaissant le mo-
dèle deMarkov caché λ et disposant d’une séquence d’observationO = {o1, o2, ..., oT},
on désire calculer P (O | λ), c’est-à-dire la probabilité que cette séquence ait été pro-
duite par le modèle. La procédure forward-backward est la suivante : on considère
la variable “forward” αt(i) définie par

αt(i) = P (o1, o2, ..., ot, qt = Si | λ) (3.2)

Il s’agit de la probabilité d’avoir la séquence partielle o1, o2, ..., ot (jusqu’à l’instant t)
et d’être dans l’état Si à l’instant t, connaissant le modèle λ. Cette probabilité peut
être calculée par induction :

1. Initialisation :
α1(i) = π1bi(o1), 1 ≤ i ≤ N (3.3)

2. Induction :

αt+1(j) =

[
N∑
i=1

αt(i)aij

]
bj(ot+1), 1 ≤ t ≤ T − 1, 1 ≤ j ≤ N (3.4)
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3. Terminaison :

P (O | λ) =
N∑
i=1

αT (i) (3.5)

Le calcul de αt(i) par cette méthode a une complexité O(N2T ).
De la même manière, on définit une variable “backward” :

βt(i) = P (ot+1, ot+2, ..., oT | qt = Si, λ) (3.6)

Cette variable est la probabilité d’avoir la séquence partielle à partir de t + 1 et
jusqu’à T sachant qu’on est dans l’état Si à l’instant t et connaissant le modèle. Elle
peut aussi se calculer par induction de la manière suivante :

1. Initialisation :
βT (i) = 1, 1 ≤ i ≤ N (3.7)

2. Induction :

βt(i) =
N∑
j=1

aijbj(ot+1)βt+1(j), t = T − 1, T − 2, ..., 1, 1 ≤ i ≤ N (3.8)

Le calcul de βt(i) par cette méthode a aussi une complexité O(N2T ). Les variables
α et β définies ici sont aussi utilisées dans l’algorithme de Baum-Welch que nous
détaillons ci-dessous.

L’algorithme de Baum-Welch [Degirmenci, 2014, Rabiner, 1989] peut être
résumé comme suit : définissons ξt(i, j), la probabilité d’être dans l’état Si à l’instant
t et dans l’état Sj à l’instant t + 1, étant donné une observation O et le modèle λ,
c’est-à-dire

ξt(i, j) = P (qt = Si, qt+1 = Sj | O, λ) 1 ≤ i, j ≤ N (3.9)

On peut écrire ξt(i, j) sous la forme

ξt(i, j) =
αt(i)aijbj(ot+1)βt+1(j)

P (O | λ)

=
αt(i)aijbj(ot+1)βt+1(j)

N∑
i=1

N∑
j=1

αt(i)aijbj(ot+1)βt+1(j)

(3.10)
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où αt(i) et βt(i) sont les valeurs calculables grâce à l’algorithme forward-backward :

αt(i) = P (o1, o2, ..., ot, qt = i | λ)
βt(i) = P (ot+1, ot+2, ..., oT , qt = i | λ)

(3.11)

Définissons maintenant γt(i), la probabilité d’être dans l’état Si à l’instant t. On
montre facilement que :

γt(i) =
N∑
j=1

ξt(i, j) (3.12)

La réestimation des paramètres du modèle se fait de façon itérative :

1. On part d’un modèle initial qui peut être choisi aléatoirement (il est toutefois
conseillé d’avoir une estimation des paramètres initiaux)

2. Calculer les transitions et les émissions les plus probables d’après ce modèle
initial

3. Construire un nouveau modèle en réestimant les paramètres de façon à ce
que la probabilité des transitions et emissions augmente.

Ce processus est répété plusieurs fois jusqu’à ce que la différence entre le précédent
modèle et le nouveau soit inférieure à un seuil prédéfini. En d’autres termes, à
chaque itération on calcule la log-vraissemblance dumodèle obtenu et on la compare
à celle du modèle précédent. Si la différence est inférieure au seuil, l’algorithme
s’arrête car on a atteint le niveau optimal recherché.

Les équations pour la réestimation des paramètres sont les suivantes :
— Réestimation de la distribution initiale :

π̄i = γ1(i) 1 ≤ i ≤ N (3.13)

— Réestimation des probabilités de transition :

āij =

T−1∑
t=1

ξt(i, j)

T−1∑
t=1

γt(i)

1 ≤ i, j ≤ N (3.14)
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— Réestimation des probabilités d’émission :

b̄j(k) =

T∑
t=1:ot=vk

γt(j)

T∑
t=1

γt(j)

1 ≤ j ≤ N, 1 ≤ k ≤M (3.15)

Cet algorithme permet d’ajuster les paramètres dumodèles par itération. Comme
dit précedemment, il est possible de partir d’un modèle initial créé de manière aléa-
toire, toutefois, il est préférable de construire ce modèle initial de sorte qu’il soit
relativement proche du HMM recherché. Pour cela, nous proposons d’estimer sta-
tistiquement les paramètres dumodèle (les matricesA,B et π) avec les données dis-
ponibles. Ensuite, il suffit de lancer l’algorithme d’espérance-maximisation en lui
donnant en entrée le HMM initial et le jeu de données d’apprentissage. En sortie,
on obtient un HMM avec des paramètres ajustés pour correspondre au composant.

Estimation de l’état de santé du composant, l’algorithme de Viterbi

Nous disposons maintenant du modèle de Markov caché calibré pour le cas étu-
dié. Il est désormais possible d’utiliser ce modèle sur de nouvelles données pour
estimer les durées de vie résiduelles de composants opérationnels. Cela nécessite
en premier lieu de déterminer l’état de santé du composant en question. Les don-
nées dont on dispose sont les mêmes que pour celles qui ont servi à l’apprentissage.
Par conséquent, en effectuant les mêmes traitements, on obtient l’indicateur qui
avait été définit précédemment. On peut donc discrétiser cet indicateur en utili-
sant les mêmes valeurs seuils, et ainsi construire la séquence d’observations émise
par le composant.
Nous cherchons donc l’état de santé actuel du composant, et nous connaissons la
séquence d’émission ainsi que le HMM qui modélise le système. Cela s’apparente
au problème 2 présenté dans le chapitre précédent : par quelle séquence d’états est
passé le système pour produire ces observations? En particulier, le dernier état de
cette séquence correspond à l’état de santé aumoment du dernier relevé de données,
c’est-à-dire à l’état actuel du composant. Il s’agit donc de trouver la séquence d’état
optimale qui a pu produire cette séquence d’observations. La difficulté ici se trouve
dans la définition du terme “optimal” car il existe plusieurs critères possibles. Par
exemple, on peut chercher la séquence définie par l’état le plus probable à chaque
instant t. Toutefois, cette séquence n’a peut être pas de sens au vu du HMM repré-
sentant le système : par exemple, la séquence peut faire intervenir l’état j après
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l’état i alors que la probabilité de transition de i vers j est nulle (aij =0). La so-
lution la plus répandue consiste à chercher la meilleure séquence d’états au sens
de chemin le plus probable, ce qui signifie qu’on cherche à maximiser P

(
Q | O, λ

)
,

c’est-à-dire maximiser P
(
Q,O | λ

)
. Une méthode formelle, appelée algorithme de

Viterbi et basée sur des méthodes de programmation dynamique, permet de trou-
ver ce chemin le plus probable. La séquence réelle d’états reste inconnue, mais nous
obtenons la séquence la plus probable grâce à cet algorithme, et donc nous avons
une estimation de l’état de santé actuelle du composant.

L’algorithme de Viterbi [Degirmenci, 2014, Rabiner, 1989] se présente de la
façon suivante : considérons une séquence d’observations O = {o1, o2, ..., oT} où T

est le nombre d’observations dans la séquence. Afin de trouver la séquence d’états
Q = (q1, q2, ..., qT ) la plus probable, il faut définir la quantité :

δt(i) = max
q1,q2,...,qt−1

P (q1, q2, ..., qt−1, qt = Si, o1, o2, ..., ot | λ) (3.16)

c’est-à-dire la probabilité maximale des séquences qui rendent compte des t pre-
mières observations et se terminent à l’état Si. Par induction, il découle que

δt+1(j) = max
i

[δt(i)aij] .bj(ot+1) (3.17)

Cette formule permet de déterminer par récurrence la séquence d’états la plus pro-
bable. Ainsi, l’algorithme de Viterbi peut être résumé comme suit :

— Initialisation :
δ1(i) = πibi(o1), 1 ≤ i ≤ N

ψ1(i) = 0, 1 ≤ i ≤ N
(3.18)

— Récursion :

δt(j) = max
1≤i≤N

[δt−1(i)aij] bj(ot), 2 ≤ t ≤ T, 1 ≤ j ≤ N

ψt(j) = argmax
1≤i≤N

[δt−1(i)aij] , 2 ≤ t ≤ T, 1 ≤ j ≤ N
(3.19)

— Terminaison :
P ∗ = max

1≤i≤N
[δT (i)]

q∗t = argmax
1≤i≤N

[δT (i)]
(3.20)

— “Backtracking” des séquences d’états :

q∗t = ψt+1(q
∗
t+1), t = T − 1, T − 2, ..., 1 (3.21)
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Estimation de la RUL

Ainsi, disposant d’une séquence d’observations, l’algorithme de Viterbi permet
de trouver la séquence d’états la plus probable qui a donné lieu à ces observations.
En particulier, le dernier état correspond à l’état de santé actuel du composant étu-
dié. Cette nouvelle information nous permet d’estimer la RUL grâce au modèle sto-
chastique. Cette RUL est définie comme le temps de fonctionnement restant avant
que le composant tombe en panne. Autrement dit, il s’agit du nombre de pas de
temps avant d’atteindre l’état final du HMM (c’est-à-dire l’état défaillant). Dans le
cas particulier d’un système qui se dégrade, on peut faire l’hypothèse que cet état
final est absorbant. En pratique, lors d’une panne, la seule solution pour ramener
le système à un fonctionnement nominal est généralement de remplacer le ou les
composants défaillants. De plus, on peut faire l’hypothèse qu’il n’est pas possible de
revenir vers un état antérieur (le composant se détériore au fil du temps donc son
état ne peut pas s’améliorer). Par conséquent, les transitions ne sont possibles que
d’un état i à l’état i + 1(i ≤ i ≤ N) En ce qui concerne la matrice de probabilité de
transitions, cela signifie que les seuls termes non nuls sont les suivants :

— ai,i (probabilité de rester dans le même état). En particulier, aN,N = 1

— ai,i+1 = 1− ai,i (probabilité de passer à l’état suivant)
Compte tenu de ces probabilités on peut calculer le temps moyen pour entrer dans
l’état i+1 lorsqu’on se trouve dans un état i (i < N ). Appelons τi,i+1 ce temps moyen,
alors τi,i+1 correspond au nombre moyen de pas de temps (c’est-à-dire au nombre
moyen de “tirages”) avant d’entrer dans l’état suivant. Par conséquent, il s’obtient
en prenant l’inverse de la probabilité de transition de l’état i à l’état i+ 1 :

τi,i+1 =
1

ai,i+1

(3.22)

La RUL est définie comme le tempsmoyen avant d’entrer dans l’état défaillant (état
N ). Cela correspond donc à la somme des temps τi,i+1 à partir de l’état de santé
actuel du composant. Toutefois, nous tenons aussi compte du temps passé dans
l’état actuel lors de l’estimation de la durée de vie résiduelle. Ainsi, si on appelle ti
le temps passé dans l’état i (état courant du composant étudié), la RUL se calcule
de la manière suivante :

— Si i < N − 1

• Si τi,i+1 > ti

RUL = τi,i+1 − ti +
N−1∑
j=i+1

τj,j+1 =

[
N−1∑
j=i

τj,j+1

]
− ti (3.23)
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On calcule le temps avant de passer dans l’état i + 1, puis on ajoute le
temps moyen avant d’atteindre l’état défaillant à partir de l’état i+ 1.

• Sinon

RUL = 1 +
N−1∑
j=i+1

τj,j+1 (3.24)

On considère que l’unité passera dans l’état i + 1 dès le prochain pas de
temps donc RUL = 1+ temps moyen avant l’absorption en partant de
l’état i+ 1.

— Sinon (le composant est actuellement dans l’état N − 1)
• Si τN−1,N > ti

RUL = τN−1,N − ti (3.25)

RUL = temps moyen avant l’absorption moins temps de séjour dans l’état
actuel.

• Sinon
RUL = 1 (3.26)

On considère que l’unité passera dans l’état i + 1, c’est-à-dire l’état dé-
faillant, dès le prochain pas de temps.

Ce calcul peut se généraliser à des HMMs plus complexes. En effet, on peut se
limiter à l’hypothèse que l’état défaillant est absorbant. Alors, la matrice de proba-
bilités de transition a la forme suivante [Aggab, 2016] :

A =

(
Q R

0 1

)
(3.27)

où Q est une matrice carrée de taille N − 1, R est une matrice de taille (N − 1) ∗ 1
et 0 est la matrice nulle de taille 1 ∗ (N − 1).
On peut montrer par récurrence que :

An =

(
Qn [1 +Q+ ...+Qn−1]R

0 1

)
(3.28)

Or Q est une matrice de probabilités donc ses éléments sont compris entre 0 et 1.
Ainsi,

lim
n→∞

Qn = 0 (3.29)
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De plus, la matrice carrée I −Q est inversible, et son inverse vaut :

[I −Q]−1 =
∞∑
k=0

Qk (3.30)

Par conséquent,

lim
n→∞

An =

(
0 FR

0 1

)
(3.31)

La matrice F = [I − Q]−1 est appelée matrice fondamentale du modèle. Chaque
élément fi,j de F représente l’espérance du nombre de passage en j en partant de
l’état i. Ainsi, l’espérance du temps moyen avant l’absorption en partant de l’état i
s’obtient par la somme des éléments de la ligne i de F . Soit τi le temps moyen avant
d’arriver dans l’état défaillant (état N ) à partir de l’état i, alors

τi =
N−1∑
j=1

fi,j (3.32)

Ces définitions nous permettent de calculer la RUL de la manière suivante : appe-
lons ti le temps passé dans l’état i (état courant de l’unité étudiée).

— Si i < N − 1

• Si fi,i+1 > ti

RUL = fi,i+1 − ti + τi+1 (3.33)

On calcule le temps avant de passer dans l’état i + 1, puis on ajoute le
temps moyen avant d’atteindre l’état défaillant à partir de l’état i+ 1

• Sinon
RUL = 1 + τi+1 (3.34)

On considère que l’unité passera dans l’état i + 1 dès le prochain pas de
temps donc RUL = 1+ temps moyen avant l’absorption en partant de
l’état i+ 1

— Sinon (le composant est actuellement dans l’état N − 1)
• Si τN−1 > ti

RUL = τN−1 − ti (3.35)

RUL = temps moyen avant l’absorption moins temps de séjour dans l’état
actuel

• Sinon
RUL = 1 (3.36)

On considère que l’unité passera dans l’état i + 1, c’est-à-dire l’état dé-
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faillant, dès le prochain pas de temps

La RUL ainsi calculée correspond au nombre moyen de pas de temps restant
avant que le composant etudié tombe en panne. Afin de rendre ce résultat plus vi-
suel et d’avoir un outil d’aide à la décision plus efficace, nous choisissons de repré-
senter la fonction de survie du composant. Cette fonction présente la probabilité que
le système fonctionne en fonction du temps. Pour obtenir cette courbe, nous faisons
l’hypothèse que le composant se dégrade selon une loi exponentielle. Notons Tcomp

le temps que le composant a déjà vécu (depuis l’instant initial et jusqu’à l’instant
du dernier relevé de données). Alors, on peut considérer que le temps de demi-vie
de ce composant est Tcomp + RUL. Par conséquent, l’équation de la fonction de sur-
vie est f(t) = exp(−λt) avec λ = ln(2)

Tcomp+RUL
. En traçant cette fonction ainsi que la

droite x = Tcomp, on peut facilement voir la date à laquelle il faut prévoir une action
de maintenance en fonction d’un seuil d’acceptabilité choisi au préalable. La figure
4.18 montre un exemple de fonction de survie ainsi obtenue.

Figure 3.9. Exemple de fonction de survie obtenue après l’estimation de RUL d’un
composant. La droite rouge représente l’instant présent (dernier relevé de données)

Dans cet exemple, le composant a déjà vécu 159 pas de temps. Si on choisit d’en-
treprendre une action de maintenance lorsqu’il a une probabilité de 0.7 de tomber
en panne (c’est-à-dire une probabilité de 0.3 de fonctionner correctement), il faut la
prévoir dans 547− 159 = 388 pas de temps.
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3.2 Traitement d’incertitudes

La durée de vie résiduelle d’un composant est par définition l’estimation du
temps de fonctionnement restant avant d’atteindre une défaillance. Par conséquent,
comme pour toute estimation, la RUL est sujette à des incertitudes. Il est impor-
tant d’évaluer ces dernières afin d’attribuer un niveau de confiance aux résultats du
pronostic [Ferreiro et al., 2012]. En effet, la RUL est utilisée pour planifier la main-
tenance du système, et en particulier pour prévoir les opérations de maintenance
juste à temps : le composant est dans un état de dégradation avancé, mais il n’est
pas encore défaillant. Il s’agit donc d’un outil d’aide à la décision qui peut avoir un
impact sur la disponibilité du système, et surtout sur sa sécurité. Par conséquent,
il est important d’évaluer l’ampleur de l’incertitude autour du résultat de RUL.
Dans notre cas, 2 types d’incertitudes peuvent intervenir et influencer nos résul-
tats :

— des incertitudes aléatoires, qui proviennent du choix du modèle. En effet, les
modèles de Markov cachés sont des modèles stochastiques qui se basent sur
des probabilités (les matrices de probabilités de trasitions et d’émission et
la distribution initiale). Il présentent donc intrinsèquement des incertitudes
aléatoires.

— des incertitudes épistémiques, qui peuvent avoir plusieurs causes. Il s’agit
d’une part d’incertitudes sur les données qui interviennent lors du calcul de
l’indicateur de dégradation. De plus, les informations issues de moyens de
surveillance ne sont pas parfaites : elles sont imprécises et bruitées car les
capteurs ne sont pas parfaits. Leur précision dépend de la qualité et de la
technologie des capteurs. Enfin, les données peuvent être altérées ou même
manquantes à cause par exemple d’une erreur capteur. D’autre part, nous
engendrons des incertitudes sur la méthode : au moment d’approximer l’in-
dicateur avec un polynôme et au moment de discrétiser les valeurs d’obser-
vation.

Nous proposons une méthode pour traiter ces différents types d’incertitudes.

3.2.1 Traitement des incertitudes aléatoires

Estimation de l’écart-type

Comme dit plus haut, les incertitudes aléatoires sont intrinsèques au modèle
utilisé. Elles proviennent des probabilités de transitions, d’émissions et de distri-
bution initiale. En effet, lors de l’estimation de la RUL le calcul présenté dans la
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partie précédente consiste à choisir le “chemin moyen” (ou plutôt la séquence d’état
moyenne) aboutissant à la défaillance. Plus précisément, après avoir déterminé
l’état actuel (état i) du composant avec l’algorithme de Viterbi, nous calculons le
temps moyen avant d’entrer dans l’état final qui est l’état défaillant. Cela signifie
qu’on considère le nombre moyen de pas de temps avant d’entrer dans l’état i + 1,
puis le temps moyen pour passer de l’état i + 1 à l’état i + 2, et ainsi de suite jus-
qu’à atteindre l’état N . On sélectionne donc une certaine séquence d’états allant
de l’état actuel jusqu’à l’état défaillant. Mais il existe théoriquement une infinité
d’autres possibilités avant d’entrer dans l’état final, et chacune aboutira à une va-
leur de RUL différente. Par conséquent, pour prendre en compte ces incertitudes,
nous proposons d’estimer l’écart-type de la valeur de durée de vie résiduelle. Pour
cela, nous utilisons les données d’apprentissage : celles-ci sont constituées des don-
nées collectées sur un grand nombre de composants identiques de l’instant initial
jusqu’à leur défaillance. L’objectif est de calculer sur ce jeu de données l’écart-type
des temps de fonctionnement avant d’entrer dans l’état défaillant. Nous calculons
pour chaque équipement de ce jeu de données le temps de fonctionnement avant
d’entrer dans l’état défaillant à partir de chaque état du HMM. La figure 3.10 pré-
sente la méthode utilisée pour définir cet écart-type :

Figure 3.10. Méthodologie proposée pour traiter les incertitudes aléatoires

1. Pour chaque état i (1 ≤ i ≤ N − 1) du HMM, nous sélectionnons les compo-
sants du jeu de données d’apprentissage qui passent effectivement par l’état
i. En effet, il est possible qu’un composant soit déjà dans l’état 2 ou 3 à l’ins-
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tant initial, ce qui veut dire que tous les composants ne passent pas forcément
par les premiers états du modèle.

2. Pour chaque composant retenu, nous calculons le temps de séjour dans l’état
i, c’est-à-dire le nombre de pas de temps écoulés entre l’instant où il est entré
dans l’état i et l’instant où il est passé à l’état i+ 1.

3. Nous calculons la variance de ces temps de séjour dans l’état i.

4. Nous calculonsmaintenant la variance du temps nécessaire pour entrer dans
l’état défaillant depuis l’état i. Ce temps peut s’exprimer comme la somme
des temps de séjour de l’état i jusqu’à l’état N . Par conséquent, la variance
recherchée est la somme des variances des temps de séjour que nous avons
calculées à l’étape précédente.

5. Nous calculons l’écart-type correspondant, appelé σi. Il s’obtient en prenant
la racine carrée de la variance trouvée précédemment. σi est donc l’écart-type
des temps nécessaires pour atteindre la défaillance depuis l’état i.

6. Nous considérons une loi normale pour la répartition des valeurs de RUL.
Si l’état de santé actuel d’un équipement (déterminé grâce à l’algorithme de
Viterbi) est l’état i, alors l’intervalle à 68% de la RUL estimée vaut [RUL −
σi, RUL+ σi]

Par exemple, considérons l’état 2 du modèle de Markov. Nous cherchons tous les
composants du jeu d’apprentissage qui passent par cet état. Pour chacun d’entre
eux, nous calculons le temps de séjour dans l’état 2, c’est-à-dire le nombre de pas
de temps pendant lesquels le composant est dans l’état 2. Cela permet de calculer
la variance des temps de séjour dans l’état 2. Nous faisons de même avec les autres
états du système et nous disposons donc de la variance du temps de séjour dans
chaque état du HMM. La RUL est définie comme le temps moyen pour atteindre la
défaillance à partir de l’état actuel du composant étudié. Il s’agit donc de la somme
des temps moyens de séjour depuis l’état actuel jusqu’à l’état final. Par conséquent,
la variance de la RUL peut être calculée comme la somme des variances des temps
de séjour dans chaque état. Puis nous obtenons l’écart-type recherché en prenant
la racine carrée de cette variance.

Reprenons l’exemple utilisé pour illustrer l’utilisation du BIC. Nous avons si-
mulé plusieurs séquences d’observations allant jusqu’à la défaillance. On définit
et on construit par apprentissage un HMM à 4 états. Considérons maintenant un
composant dont on cherche la RUL et qui fonctionne déjà depuis 61 pas de temps.
L’algorithme de Viterbi nous renseigne qu’il est actuellement dans l’état 2 et qu’il y
est depuis 16 pas de temps. La méthode de calcul donne une durée de vie résiduelle
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de 67 pas de temps. L’écart-type pour un composant actuellement dans l’état 2 vaut
43 pas de temps. Par conséquent, l’intervalle de RUL obtenu est [25,110]. Cet inter-
valle est relativement grand à cause de la grande hétérogénéité des données d’ap-
prentissage. Dans un cas réel, ces données seront probablement plus semblables
entre elles et donc l’intervalle plus petit. La figure 3.11 présente les fonctions de
survies correspondant à la RUL (en bleu) et aux bornes supérieure (en vert) et
inférieure (en rouge). Comme précédemment, la droite noire représente l’instant
présent (instant du dernier relevé de données).

Figure 3.11. Encadrement de la fonction de survie obtenue pour un composant par
des bornes supérieure et inférieure

Modification de l’algorithme de Viterbi

La méthode présentée ci-dessus permet de prendre en compte les autres sé-
quences d’états possibles pour aller de l’état actuel du composant à l’état défaillant.
Toutefois, ce n’est pas l’unique fois au cours de l’estimation de la RUL qu’un che-
min est sélectionné par rapport à d’autres. En effet, comme précisé dans la partie
précédente, pour déterminer l’état de santé actuel nous utilisons l’algorithme de
Viterbi. Celui-ci permet de trouver la séquence d’états la plus probable par laquelle
est passé le composant pour produire la séquence d’observations dont on dispose.
Cette séquence d’états est la plus probable mais pas nécessairement la séquence
exacte par lequel est passé ce composant. Par conséquent, il serait intéressant de
modifier l’algorithme de Viterbi afin qu’il puisse fournir non pas la séquence la plus
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probable, mais la seconde plus probable, voire même la troisième. Cela permettrait
d’estimer la RUL à partir de ces nouvelles séquences d’états et d’obtenir potentiel-
lement un nouvel intervalle.

3.2.2 Traitement des incertitudes épistémiques

Incertitudes sur la méthode : création de deux nouveaux HMMs

Comme dit en préambule, une partie des incertitudes épistémiques provient de
la méthode employée, en particulier de la définition des états et des symboles d’ob-
servation lors de la phase d’apprentissage. En effet, dans un cas nous approximons
l’indicateur de dégradation avec un polynôme, ce qui engendre nécessairement des
erreurs. Dans l’autre cas, nous discrétisons la valeur de l’indicateur.
La solution que nous proposons repose sur la création de 2 nouveaux HMMs : un
premier qui permettra de calculer une borne supérieure pour la durée de vie ré-
siduelle estimée, et un second qui résultera en une borne inférieure. Pour cela, il
est nécessaire de modifier les données d’apprentissage qui servent d’entrée à l’algo-
rithme d’espérance-maximisation. Nous proposons de revenir sur la méthode em-
ployée pour définir les états à chaque instant, car elle est d’après nous la principale
source d’incertitudes. Pour rappel, nous construisons un indicateur de dégradation
à partir des données disponibles, puis nous l’approximons par un polynôme P .
La méthode de construction de l’intervalle est présentée dans la figure 3.12 :

1. Nous calculons l’erreur commise lors de la création de P : nous calculons
à chaque instant la différence entre la valeur de l’indicateur et la valeur
du polynôme. Appelons D l’indicateur de dégradation du composant étudié,
alors on calcule l’erreur err(t) = D(t)− P (t) à chaque instant t.

2. Cette erreur peut être séparée en 2 selon qu’elle est positive ou négative.
Ainsi, nous avons d’un côté errsup qui contient les cas où P est supérieur à
l’indicateur, et de l’autre errinf qui contient les cas inverses.

3. Cette différenciation permet de définir 2 nouvelles courbes : Psup à partir de
errsup et Pinf à partir de errinf . Ces polynômes sont construits de la même
manière que P et ont le même degré. La figure 3.13 présente un exemple
d’application de cette méthodologie sur l’indicateur de dégradation présenté
précedemment. Les deux courbes obtenues encadrent le polynôme P qui ap-
proxime l’indicateur.

4. Nous diposons de 2 nouvelles courbes donc nous pouvons les utiliser pour
redéfinir les états dans le jeu de données d’apprentissage. Chaque courbe
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Figure 3.12. Méthodologie proposée pour encadrer la valeur de RUL estimée dans
un intervalle

Figure 3.13. Encadrement du polynôme P par 2 polynômes de même degré afin de
créer 2 nouveaux jeux de données d’apprentissage
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permet d’obtenir une nouvelle séquence d’états. Les seuils permettant de dé-
finir les états sont les mêmes que pour le HMM initial.

5. Il est ainsi possible de construire et faire l’apprentissage de 2 nouveauxHMMs
à partir de ces nouvelles séquences.

6. Ces nouveaux modèles de Markov permettent d’estimer 2 nouvelles valeurs
de RUL qui encadrent la valeur obtenue avec le HMM initial. Encore une
fois, nous choisissons de représenter ces valeurs de RUL par des fonctions de
survie. La méthode pour obtenir ces courbes est identique à celle présentée
dans la partie précédente. La figure 3.14 présente un exemple de fonction de
survie encadrée par une borne supérieure et une borne inférieure.

Figure 3.14. Encadrement de la fonction de survie obtenue pour un composant par
des bornes supérieure et inférieure

Cette méthode apporte de nouvelles informations pour la planification des ac-
tions de maintenance à entreprendre. En particulier, elle permet d’accorder une
plus grande confiance aux résultats du pronostic.

Gestion de données incertaines

Notre méthode d’estimation de RUL se base sur un jeu de données qui décrit
l’état de santé du composant étudié. Par conséquent, le résultat dépend beaucoup
de la qualité des données collectées et de la confiance qu’on peut leur accorder.
Toutefois, une partie de ces données peut être altérée pour diverses raisons, et cela
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peut impacter le pronostic des durées de vie résiduelles. En effet, la qualité des
données est dépendante de nombreux facteurs, dont certains sont incontrôlables
(par exemple : surchauffe d’un capteur ou mise en défaut d’un capteur à cause de
conditions extérieures ou bruitage important à cause de conditions particulières).
Il est donc important de prévoir des solutions de repli dans le cas où une partie des
données sont altérées ou incertaines.
Notre modèle s’appuie sur des chaînes de Markov qui, par définition, sont “sans
mémoire”. Cela signifie qu’une incertitude dans certaines données intervenant au
début de la séquence d’observation n’aura pas d’influence sur les estimations de
RUL. Toutefois, si les données concernées sont récentes, c’est-à-dire vers la fin de
la séquence d’observation, cela peut affecter les résultats finaux. Nous proposons
donc plusieurs stratégies pouvant être adoptées pour répondre à cette probléma-
tique. Le principe est le suivant : lorsqu’une donnée est incertaine, nous choisissons
arbitrairement la valeur du symbole d’observation correspondant. La durée de vie
résiduelle est ensuite estimée en suivant la méthodologie présentée ci-dessus. Nous
pouvons ainsi décider d’adopter une attitude plus oumoins conservative en fonction
du système et du composant étudiés :

— Attitude “safe”. Cette attitude consiste à prendre en compte le pire scénario
afin d’être le plus conservatif possible. Nous fixons donc le symbole d’obser-
vation à sa valeur maximale (valeur obtenue lorsque l’indicateur de dégra-
dation indique une défaillance prochaine).

— Attitude “unsafe”. Il s’agit du cas contraire au précédent, c’est-à-dire qu’on
prend en compte le scénario le plus optimiste. Nous fixons donc le symbole
d’observation à sa valeurminimale (valeur obtenue lorsque l’indicateurmontre
que le composant est dans un état nominal).

— Attitude “medium”. Il s’agit d’un compromis entre les 2 précédents cas : nous
considérons un scénario intermédiaire. Nous fixons le symbole d’observation
à une valeur moyenne.

— Attitude “aveugle”. Cette dernière stratégie consiste à ne faire aucune hypo-
thèse sur les données. Tous les cas sont étudiés et à chaque fois la RUL est
estimée. Nous pouvons alors chercher les valeurs maximale et minimale des
résultats obtenus.

Dans ce cas encore, nous représentons les RULs par des fonctions de survie.
La figure 3.15 présente un exemple de fonctions de survies obtenues par les atti-
tudes “safe”, “unsafe” et “medium”. L’attitude “aveugle” prend en compte tous les
cas possibles et, en particulier, le pire scénario et le scénario le plus optimiste. Par
conséquent, les bornes maximale et minimale résultantes de cette attitude corres-
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pondent aux valeurs obtenues par les attitudes “unsafe” et “safe” respectivement.

Figure 3.15. Exemple de fonction de survie obtenue avec les stratégies proposées
en cas de données incertaines

Cette figure souligne les avantages de ces différentes stratégies en termes d’aide
à la décision. En effet, elles permettent de choisir le moment adéquat pour effectuer
la tâche de maintenance requise. Dans l’exemple présenté ici, on peut considérer
qu’il faut réaliser la maintenance quand le composant a une probabilité de 0.5 de
défaillir. L’attitude “safe” résultera en une planification de la maintenance dans un
futur très proche alors que l’attitude “unsafe” recommandera de ne la réaliser que
dans environ 70 pas de temps. En pratique, la sélection d’une stratégie au détriment
des autres dépendra de plusieurs paramètres comme, par exemple, de la criticité
du composant ou de son coût.

Paramètres du modèle incertains

Toute la méthode présentée dans ce chapitre se base sur les modèles de Markov
cachés qui sont définis par des probabilités. Ces probabilités sont les paramètres
du modèle et sont ajustées lors de la phase d’apprentissage. Les calculs d’estima-
tions de RUL sont effectués avec des valeurs exactes de ces paramètres, toutefois, il
serait plus juste de considérer des intervalles de probabilités. En effet, l’apprentis-
sage permet d’évaluer les variables en vu des informations disponibles, c’est-à-dire
des données récoltées sur un nombre fini de composants identiques. Ce ne sont fi-
nalement qu’un grand nombre de cas particuliers. Les résultats des algorithmes ne
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sont donc que des estimations des paramètres réels permettant de modéliser l’équi-
pement en question. Ainsi, pour chaque probabilité du HMM, c’est-à-dire chaque
composante non nulle des matrices A, B et π, il faudrait considérer un intervalle de
valeurs possibles. Toutefois, le modèle de Markov caché impose certaines restric-
tions. Par exemple, la somme des termes du vecteur π doit nécessairement faire 1
puisqu’il s’agit de la distribution initiale (à l’instant initial, le composant est for-
cément dans l’un des N états du modèle). De même, la somme des termes sur une
ligne des matrices A et B vaut 1. Il serait donc intéressant d’évaluer les incerti-
tudes pour chaque paramètre du HMM et de trouver comment les propager jusqu’à
la valeur de RUL tout en respectant ces contraintes imposées par le modèle.

3.3 Conclusion

Ce chapitre présente la méthodologie développée pour estimer la durée de vie ré-
siduelle d’un composant à partir de modèles de Markov cachés. La première étape,
et l’une des plus importantes, est la création d’un indicateur de dégradation. Celui-
ci permet de suivre l’évolution de la dégradation du composant en fonction du temps.
La seconde étape consiste à construire un modèle et à en faire l’apprentissage, c’est
à dire à déterminer les paramètres dumodèle qui correspondent le mieux au compo-
sant étudié. Cela nécessite de transformer les données d’apprentissage afin qu’elles
soient utilisables par l’algorithme d’apprentissage. Une fois cette étape réalisée, il
est possible d’estimer la durée de vie résiduelle d’un composant. La topologie parti-
culière du HMMutilisé pour modéliser un composant qui se dégrade au fil du temps
permet de calculer les temps moyens avant d’atteindre la défaillance.

La seconde partie de ce chapitre est consacrée à l’estimation d’incertitudes. Elle
détaille la méthodologie proposée pour estimer les incertitudes aléatoires : il s’agit
de calculer l’écart-type des temps moyens avant absorption pour les données d’ap-
prentissage. Puis elle présente la méthode développée pour traiter les incertitudes
épistémiques. Elle consiste à retravailler les données d’apprentissages afin de construire
2 nouveaux HMMs. Cela aboutira à 2 nouvelles valeurs de RUL qui encadreront la
RUL obtenue précédemment. Enfin, ce chapitre propose une méthode applicable en
cas de données incertaines, voire altérées ou manquantes. Cette méthode permet
d’envisager plusieurs attitudes plus ou moins conservatrices.

Dans le chapitre suivant, nous appliquons la méthodologie présentée ici à un
cas d’étude afin de l’évaluer et de la valider.
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Chapitre 4

Evaluation sur un cas
d’application : le PHM challenge de
2008
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Pour valider la méthodologie décrite dans le chapitre précédent, nous l’avons
appliquée à un cas d’étude tiré de la bibliographie : le PHM challenge de 2008.

4.1 Le PHM challenge de 2008

4.1.1 Les données du PHM challenge

Le PHM challenge de 2008 est une compétition sponsorisée par l’IEEE dont le
but est d’évaluer les modèles de pronostic. Elle a été organisée pour la conférence
PHM en 2008 (First International Conference On Prognostics And Health Mana-
gement) et propose aux participants de tester leur méthode sur un jeu de données
créé spécialement pour l’occasion [Le, 2015, le Son, 2012, Saxena et al., 2008b].

Les donnéesmises à disposition par les organisateurs du concours ont été construites
par simulation avec le modèle C-MAPSS (Commercial Modular Aero-Propulstion
System Simulation). Ce modèle a été développé par le centre de recherche de la
NASA afin de simuler des turboréacteurs d’avion. Il permet de générer des sé-
quences de jeux de données qui seront utilisées pour l’apprentissage des modèles
de pronostic, et d’autres séquences pour leur évaluation. Les figure 4.1 et figure
4.2 représentent un turboréacteur tel que simulé par le modèle C-MAPSS [Saxena
et al., 2008b].

Figure 4.1. Schéma simplifié du réacteur d’avion simulé pour le PHM challenge de
2008

Les variables d’entrée pour simuler les données consistent en 3 paramètres
décrivant les conditions opérationnelles des turboréacteurs [le Son, 2012, Saxena
et al., 2008b] :

— L’altitude par rapport au niveau de la mer (en pieds), qui peut prendre les
valeurs {0, 20 000, 25 000, 35 000, 42 000}
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Figure 4.2. Les différents modules et leurs connections tels que modélisés dans la
simulation. LPC : Low-Pressure Compressor, HPC : High-Pressure Compressor,
HPT : High-Pressure Turbine, LPT : Low-Pressure Turbine

— La vitesse mesurée en Ma (nombre de Mach), qui peut prendre les valeurs
{0, 0.25, 0.62, 0.7, 0.84}

— L’angle TRA (Throttle Resolver Angle), qui peut prendre les valeurs
{0, 20, 40, 60, 80, 100}

Ces paramètres permettent de définir 6 modes opérationnels détaillés dans le ta-
bleau 4.1. En effet, dans cette simulation, à chaque instant t le réacteur est dans
l’un de ces 6 modes opérationnels [le Son, 2012, Saxena et al., 2008b].

Mode opérationnel Altitude (ft) Vitesse (Ma) TRA
1 0 0 100
2 25 000 0.62 80
3 35 000 0.84 60
4 42 000 0.84 40
5 20 000 0.25 20
6 20 000 0.70 0

Tableau 4.1. Les 6 modes opérationnels simulés par le modèle C-MAPSS

Les données de sortie de la simulation correspondent à des signaux récupérés
par 21 capteurs dont la liste est donnée dans le tableau 4.2 [Saxena et al., 2008b] :

Ainsi, les données mises à disposition pour le challenge sont constituées de 26
paramètres différents :

— Le numéro de l’unité d’où proviennent les données
— La date (l’unité de temps n’est pas précisée donc la date est mesurée en pas

de temps)
— Les 3 variables opérationnelles
— Les mesures issues des 21 capteurs

Les participants au concours disposent de 3 jeux de données différents, chacun si-
mulant un certain nombre de turboréacteurs tous identiques :

— Unpremier jeu de données pour réaliser l’apprentissage dumodèle. Il contient
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N° Capteur Variable Description Unité
1 T2 Température totale à l’entrée du ventilateur °R
2 T24 Température totale à la sortie du LPC °R
3 T30 Température totale à la sortie du HPC °R
4 T50 Température totale à la sortie du LPT °R
5 P2 Pression à l’entrée du ventilateur psia
6 P15 Pression totale dans le conduit de bypass psia
7 P30 Pression totale à la sortie du HPC psia
8 Nf Vitesse du ventilateur tpm
9 Nc Vitesse du noyau tpm
10 Epr Taux de pression du moteur (P50/P2) –
11 Ps30 Pression statique à la sortie du HPC psia
12 phi Ratio du flux de carburant par rapport à Ps30 pps/psi
13 NRf Vitesse du ventilateur corrigée tpm
14 NRc Vitesse du noyau corrigée tpm
15 BPR Taux du bypass –
16 farB Taux carburant-air dans le brûleur –
17 htBleed Enthalpie perdue –
18 Nf_dmd Vitesse du ventilateur demandée tpm
19 PCNfR_dmd Vitesse du noyau corrigée demandée tpm
20 W31 Perte de liquide réfrigérant dans HPT lps
21 W32 Perte de liquide réfrigérant dans LPT lps

Tableau 4.2. Liste des 21 capteurs et des paramètres qu’ils mesurent (°R=degré
Rankine, psi=livre-force par pouce carré, psia=psi absolue, tpm=tour/min et
lps=livre/sec)
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les données de 218 turbines qui fonctionnent normalement à l’instant initial
et se dégradent dans le temps jusqu’à leur défaillance. Ce premier jeu permet
de calibrer les variables du modèle pour correspondre au système étudié

— Un jeu de données pour tester le modèle ainsi créé. Il contient les données de
218 turbines, mais les données sont tronquées à un instant aléatoire (avant
la défaillance des unités). Les participants doivent alors estimer la RUL de
ces 218 réacteurs et peuvent évaluer la performance de leur prédiction.

— Un jeu de données pour l’évaluation finale. Il contient les données de 435
turbines. Ces données sont aussi tronquées à un instant aléatoire. Ce der-
nier jeu de données a permis l’évaluation finale des méthodes de pronostic
proposées lors du challenge.

4.1.2 Critère d’évaluation

Pour évaluer les résultats obtenus par chaque participant, les organisateurs ont
proposé un score calculé de la manière suivante [Saxena et al., 2008b] :

S =

Nunités∑
i=1

Si (4.1)

Avec Si =

e−di/13 − 1, di ≤ 0

edi/10 − 1, di > 0
, i = 1, ..., Nunités

où di = RUL estimée pour l’unité i −RUL réelle de l’unité i et Nunités est le nombre
d’unités dans le jeu de données.

Par définition, plus le score est faible plus la méthode de pronostic est perfor-
mante. De plus, ce score est asymétrique : il pénalise les prédictions tardives (RUL
estimée > RUL réelle, donc la turbine atteint la défaillance plus tôt que prévu) par
rapport aux prédictions anticipées.

Dans le cadre de cette thèse, le PHM challenge de 2008 a été utilisé comme
cas d’application pour valider notre méthode. Nous ne cherchons pas ici à proposer
un modèle de pronostic le plus performant possible du point de vue de ce score,
mais uniquement à valider les différentes méthodologies que nous proposons. Par
conséquent, nous n’avons pas travaillé à l’amélioration du score que nous obtenons.

4.2 Méthodologie pour le calcul de RUL

Dans la suite, nous présentons la méthodologie utilisée pour construire un mo-
dèle de Markov caché représentant la santé d’un réacteur du PHM challenge, puis
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exploiter ce modèle pour estimer la RUL de chaque réacteur du jeu de données test.
La figure 4.3 présente les grandes étapes de cette méthodologie :

Figure 4.3. Méthodologie pour la construction du HMM et son exploitation dans le
cas du PHM challenge de 2008

1. La première étape consiste à faire une analyse préliminaire des données dis-
ponibles afin d’essayer d’identifier des tendances permettant de mesurer la
dégradation des turbines en fonction du temps.

2. Il est nécessaire de construire un indicateur qui rend compte de la dégrada-
tion des réacteurs au cours du temps. Cet indicateur est créé a partir d’une
sélection de plusieurs capteurs parmi les 21 disponibles.

3. Afin de construire un modèle de Markov caché modélisant ce système, il faut
définir les dimensions de ce modèle, c’est-à-dire le nombre d’états cachés et
le nombre de symboles d’observation qu’il est possible d’obtenir.

4. Pour calibrer leHMMpar apprentissage, il est nécessaire d’avoir pour chaque
réacteur du jeu d’apprentissage une séquence d’états et une séquence d’émis-
sion, de l’instant initial jusqu’à la défaillance. Il faut donc transformer les
données pour définir pour chaque turbine et à chaque instant dans quel état
elle se trouve et quel est le symbole émis.

5. Une fois toutes les étapes précédentes accomplies, il est possible de faire l’ap-
prentissage du modèle. Ceci est réalisé à l’aide d’un algorithme d’espérance-
maximisation (par exemple, l’algorithme de Baum-Welch).

94



6. LeHMMestmaintenant calibré pourmodéliser la dégradation des réacteurs.
Pour l’exploiter et estimer les RULs à partir du jeu de données test, il est
nécessaire de transformer ces données. En effet, il faut déterminer le symbole
émis par chaque unité à chaque instant afin de définir la séquence d’émission
pour chaque réacteur.

7. À partir de ces séquences d’émission, l’algorithme de Viterbi permet de trou-
ver la séquence d’états la plus probable par laquelle est passé chaque turbine.
En particulier, on obtient l’état de santé des réacteurs à l’instant du dernier
relevé de données.

8. Enfin, en exploitant lemodèle stochastique, on peut estimer la RULde chaque
unité du jeu de données test.

4.2.1 Analyse préliminaire des données

Dans un premier temps, on réalise une analyse rapide des données d’appren-
tissage pour essayer d’identifier une tendance qui pourrait rendre compte de la
dégradation en fonction du temps. En effet, il est indispensable de disposer d’un in-
dicateur permettant de mesurer la dégradation du composant pour essayer d’iden-
tifier l’occurrence d’une défaillance. On trace donc les données issues de chaque
capteur en fonction du temps, on étudie les transitions d’un mode opérationnel à
l’autre pour chaque turbine, on étudie l’évolution des données capteurs en fonction
du temps pour un seul mode opérationnel. Cette première analyse permet de tirer
les conclusions suivantes :

— la figure 4.4 présente l’évolution des mesures de capteurs en fonction du
temps pour plusieurs réacteurs choisis aléatoirement. Cette figure montre
que l’étude d’un seul capteur ne permet pas d’identifier une tendance quel-
conque qui pourrait rendre compte de la dégradation. Il n’est donc pas pos-
sible d’obtenir un indicateur de la dégradation avec les données d’un seul
capteur.

— Si maintenant on trace l’évolution d’un capteur par rapport à un autre, on
obtient 6 groupements de points distincts, comme montré par la figure 4.5.
Ils représentent les 6 modes opérationnels utilisés pour la simulation. Nous
ne pouvons donc pas non plus tirer d’information utile de cette manière.

— La figure 4.6 présente le tracé du mode opérationnel dans lequel se trouvent
plusieurs réacteurs choisis aléatoirement. D’après cette figure, pour un ré-
acteur donné, les transitions d’un mode opérationnel à un autre semblent
aléatoires, dumoins il est impossible d’identifier une règle régissant ces tran-
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sitions.
— La figure 4.7 montre l’évolution des mesures de capteurs dans le temps en ne

considérant qu’un seulmode opérationnel (on sélectionne unmode opération-
nel parmi les 6, et on ne s’intéresse qu’aux instants pendant lesquels le ré-
acteur se trouve dans ce mode). On remarque que certaines courbes semblent
montrer des tendances identifiables et peut-être exploitables. D’autres courbes
ne montrent pas de tendance particulière, et plusieurs courbes sont parfaite-
ment constantes. Ces courbesmontrent que le mode opérationnel dans lequel
se trouve un réacteur a une influence sur les mesures de certains capteurs.
Par conséquent, il est intéressant d’étudier pour chaque réacteur les données
disponibles par mode opérationnel.

Figure 4.4. Mesures relevées par plusieurs capteurs sélectionnés au hasard sur des
réacteurs choisis aléatoirement

Cette première analyse montre qu’il est nécessaire de construire un “indica-
teur de santé” qui représentera l’évolution de la dégradation de chaque turbine en
fonction du temps. Cet indicateur ne peut pas être défini de manière relativement
simple à partir des mesures capteurs. Il prendra probablement en compte le mode
opérationnel dans lequel se trouve le réacteur étudié, mais ne fera pas forcément
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Figure 4.5. Evolution des mesures d’un capteur par rapport à celles d’un autre cap-
teur. Les capteurs et les réacteurs ont été sélectionnés aléatoirement

Figure 4.6. Evolution du mode opérationnel dans lequel se trouve un réacteur en
fonction du temps
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Figure 4.7. Evolution des mesures d’un capteur dans un seul mode opérationnel.
Les capteurs, les modes opérationnels et les réacteurs ont été sélectionnés aléatoi-
rement
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intervenir l’ensemble des 21 capteurs.

4.2.2 Indicateur de dégradation

Pour définir l’indicateur de dégradation discuté dans la partie précédente, nous
nous sommes basés sur les travaux présentés par [le Son, 2012]. Les auteurs pro-
posent un indicateur construit à partir des données issues d’une sélection de 7 cap-
teurs : les capteurs n° 2, 3, 4, 7, 11, 12 et 15. Par la suite, nous décrivons laméthode à
suivre pour obtenir cet indicateur à partir du jeu de données d’apprentissage consti-
tué de 218 turboréacteurs. Cette méthode consiste à isoler l’instant de défaillance
de chacune des 218 unités appartenant au jeu de données d’apprentissage. Puis
une analyse en composantes principales (ACP) est réalisée sur les données des 7
capteurs issues de ces instants. L’ACP consiste à transformer des variables cor-
rélées en nouvelles variables, appelées “composantes principales”, décorrélées les
unes des autres. Elle permet ainsi de réduire le nombre de variables à traiter. Le
principe est le suivant : les variables sont disposées dans une matrice. Celle-ci est
ensuite centrée ou réduite (selon le modèle choisi), puis elle est multipliée par sa
transposée. Il en résulte une matrice carrée symétrique, donc diagonalisable. Les
axes principaux sont les vecteurs propres de la matrice de variances-covariances.
Avec les données d’apprentissage du PHM challenge de 2008, en projetant le ré-
sultat de l’ACP sur un espace de dimension 2 on créé un ”espace de panne” dans
lequel il est possible d’identifier un ”lieu de panne”. L’indicateur est défini comme
la distance entre la projection des données capteur à l’instant t et le lieu de panne.
Le détail de la méthodologie de construction de cet indicateur est donné ci-dessous.

En premier lieu, des données brutes mises à disposition des participants nous ne
gardons que les données issues des 7 capteurs cités ci-dessus. Les instants corres-
pondant à la défaillance des unités sont isolés (appelons les T i

défaillance où 1 ≤ i ≤ 218

est le numéro de la turbine en question). Une ACP centrée est réalisée sur ce sous-
ensemble. Notons D la matrice contenant les 7 données capteurs à l’instant de dé-
faillance pour les 218 réacteurs. Alors l’ACP est réalisée sur la matrice centrée
D0 = (dij − dj) où dij est la mesure fournie par le capteur n° j pour l’unité n° i et dj
est la moyenne des valeurs fournies par le capteur n° j sur les 218 unités (c’est-à-
dire la moyenne de la je colonne de D).
L’ACP permet d’obtenir les valeurs propres et vecteurs propres de la matrice E =

DT
0D0. La figure 4.8 présente la contribution de chaque axe de l’ACP. Ce diagramme

montre que le premier axe contribue pour plus de 97 %, il forme donc un espace de
dimension 1 très représentatif des données. Par conséquent, les mesures des cap-
teurs sont projetées sur le plan constitué par la composante principale issue de
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Figure 4.8. Contribution de chaque axe de l’ACP

l’ACP. Ces projections s’effectuent de la manière suivante : P = D0.v où v est le
vecteur propre de plus grande magnitude de la matrice E. La figure 4.9 montre la
projection des données de la matrice D0 sur l’espace décrit par la principale com-
posante de l’ACP. On remarque que les données constituent 6 groupes distincts et
qu’il est donc difficile de définir un lieu de panne unique. Ces groupes correspondent
aux 6 modes opérationnels décrits précédemment. Par conséquent, comme le sug-
gère [le Son, 2012], il est plus intéressant de trier les données en fonction du mode
opérationnel dans lequel se trouve la turbine au moment de sa défaillance. On sé-
pare donc la matrice D en 6 en fonction du mode opérationnel, puis on pratique 6
ACPs (une pour chaque nouvelle matrice obtenue). Par exemple, pour le mode opé-
rationnel n° 1 on s’intéresse au sous-ensemble formé par les réacteurs qui étaient
dans le mode 1 au moment de leur défaillance. On isole les données des 7 capteurs
sélectionnés précédemment ainsi que l’instant correspondant à la défaillance. Puis
on réalise une ACP centrée sur le jeu de données ainsi formé et on s’intéresse de
nouveau à la contribution de chaque axe. Les contributions des axes aux ACPs pour
chaque mode opérationnel sont représentées dans la figure 4.10. On remarque que
dans tous les cas, les deux composantes principales contribuent pour plus de 98
%. Ces deux axes forment donc un espace de dimension 2 très représentatif des
données. Par conséquent, les 2 principales composantes des ACPs sont retenues et
forment “l’espace de panne” pour chaque mode opérationnel.
On projette maintenant les données, toujours triées par mode opérationnel, dans le

100



Figure 4.9. Projection des instants de panne sur l’axe principal de l’ACP

Figure 4.10. Contribution des axes aux ACPs dans chaque mode opérationnel
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plan 2D ainsi créé. On définit le “lieu de panne” comme le barycentre du nuage de
points résultant de cette projection. La figure 4.11 montre l’espace de panne ainsi
que le lieu de panne (point rouge) pour le mode opérationnel n° 1. Remarque : les
ACPs sont centrées donc le lieu de panne est le point (0, 0).

Figure 4.11. Définition du lieu de panne dans le plan constitué des 2 composantes
principales de l’ACP pour le mode opérationnel n° 1

Une fois ce lieu de panne déterminé pour chaque mode opérationnel, on peut
définir l’indicateur de dégradation. Pour l’unité n° i à un instant t, on projette les
données des 7 capteurs dans l’espace de panne correspondant aumode opérationnel
dans lequel se trouve l’unité à l’instant t. Puis on définit l’indicateur comme étant
la distance entre cette projection et le lieu de panne de ce mode. Par exemple, sup-
posons que le réacteur n° 158 se trouve dans le mode opérationnel n° 4 à l’instant
73. Alors, nous projetons les données des 7 capteurs à l’instant 73 dans l’espace
de panne du mode n° 4. L’indicateur est ensuite obtenu en calculant la distance
entre la projection obtenue et le lieu de panne du mode n°4. La figure 4.12 montre
comment est défini l’indicateur de dégradation. Pour calculer cette distance mathé-
matiquement, introduisons les notations suivantes :

— (xk, yk) est le lieu de panne dans le mode opérationnel n° k.
— (xki,t, y

k
i,t) est la projection des données des 7 capteurs pour l’unité n° i, à l’ins-

tant t dans l’espace de panne du mode opérationnel n° k (l’unité i est dans le
mode k à l’instant t).

— Nk est le nombre de réacteurs qui sont dans le mode opérationnel n° k à
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Figure 4.12. Définition de l’indicateur de dégradation. Les données des 7 capteurs
à un instant t sont projetées dans l’espace de panne du mode opérationnel n° k
(l’unité étudiée est dans le mode k à l’instant t). L’indicateur est la distance entre
la projection et le lieu de panne du mode k

l’instant de leur défaillance.
— (xkj , y

k
j ), j = 1,…, Nk est la projection de l’instant de panne de la je turbine

qui se trouve dans le mode opérationnel n° k à l’instant de sa défaillance.
Alors l’indicateur s’obtient par l’équation suivante :

Di(t) =

√
(xki,t − xk)2 + (yki,t − yk)2

Disperk
(4.2)

oùDisperk est la dispersion associée au lieu de panne dans le mode n° k et se calcule
de la façon suivante :

Disperk =

√√√√ 1

Nk − 1

Nk∑
j=1

(
(xkj − xk)2 + (ykj − yk)2

)
(4.3)

En résumé, pour construire l’indicateur de la turbine n° i à chaque instant t il
faut :

— déterminer le mode opérationnel k dans lequel se trouve la turbine n° i à
l’instant t

— projeter les données des 7 capteurs relevées à l’instant t sur l’espace de panne
du mode k

103



— calculer la distance entre cette projection et le lieu de panne du mode k
La figure 4.13 présente l’indicateur de dégradation ainsi construit pour plusieurs
unités. Les courbes obtenues ont une tendance significative que l’on peut exploi-
ter pour évaluer la dégradation du turboréacteur en fonction du temps. En effet,
l’indicateur ainsi créé est globalement décroissant et tend vers 0 au moment de la
défaillance du composant.

Figure 4.13. Indicateur de dégradation pour 4 réacteurs choisis aléatoirement

4.2.3 Construction et apprentissage du HMM

Nous disposons maintenant d’un indicateur de la dégradation des réacteurs en
fonction du temps. Nous pouvons donc construire un HMM qui modélise la santé
des turbines. C’est l’exploitation de ce HMM qui permettra d’estimer les RULs pour
le jeu de données test. Dans un premier temps, il nous faut déterminer le nombre
optimalN d’états dumodèle et le nombreM de symboles d’émission possibles. Nous
utilisons pour cela le critère BIC présenté dans le chapitre précédent :

BIC = −2 log L̂+ k logn (4.4)
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où L̂ est la valeur maximale de la fonction de vraisemblance du modèle, k est le
nombre de paramètres libres du modèle (qui dépend du nombre d’états et de sym-
boles d’observation) et n est le nombre d’observations dans l’échantillon.
Nous testons ainsi des HMMs entre 4 et 10 états afin de déterminer le meilleur
compromis entre la justesse du modèle et sa complexité. Nous construisons ces
7 modèles de Markov et calculons pour chacun le critère BIC associé. La figure
4.14 présente les résultats obtenus. Cette figure ne permet pas de conclure sur le

Figure 4.14. Critère BIC obtenu en fonction du nombre d’états pour des HMMs de
4 à 10 états

nombre optimal d’états car la courbe du BIC est monotone croissante. Dans la thèse
[Le, 2015], l’auteur a montré que pour un modèle de semi-Markov caché, le nombre
d’état optimal est N = 7. Nous avons donc décidé de prendre cette valeur. Par sim-
plicité, nous choisissons un nombre de symboles d’emission identique au nombre
d’états :M = N = 7.

L’algorithme d’espérance-maximisation qui permet de calibrer le modèle par ap-
prentissage nécessite des données d’entrée spécifiques. Il est nécessaire de lui in-
diquer pour chaque moteur une séquence d’observations discrètes et la séquence
d’états correspondant. Par conséquent, il faut transformer le jeu de données d’ap-
prentissage afin qu’il soit exploitable par cet algorithme, c’est-à-dire, déterminer
l’état de santé de chaque turbine et le symbole qu’elle émet à chaque instant. Ap-
pelons Si(t) et Vi(t) respectivement l’état du réacteur n° i et le symbole émis par le
réacteur n° i à l’instant t. Pour déterminer la valeur de Si(t), nous procédons de la
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manière suivante :
— Nous traçons la courbe d’évolution de l’indicateur de dégradation en fonction

du temps et nous l’approximons par un polynôme Pi de degré 3. Ce degré a
été choisi pour correspondre au mieux à l’allure générale de la courbe.

— DéfinissonsPmax(i) = max
1≤t≤T i

défaillance

Pi(t) où T i
défaillance est l’instant de défaillance

de la turbine n° i. Notons Pseuil le 95e percentile du vecteur Pmax ainsi créé.
Nous prenons les 95 percentiles afin d’éliminer les données aberrantes.

— Pour déterminer la valeur de Si(t), nous comparons la valeur de Pi(t) avec
des valeurs seuils :
. Si Pi(t) ≥ log

(
1 + (e− 1)N−2

N

)
Pseuil

alors Si(t) = 1 (état nominal).
. Si log

(
1 + (e− 1)N−2

N

)
Pseuil > Pi(t) ≥ log

(
1 + (e− 1)N−3

N

)
Pseuil

alors Si(t) = 2 (état un peu dégradé).
. Etc.
. Si Pi(t) < log

(
1 + (e− 1) 1

N

)
Pseuil

alors Si(t) = N − 1.
. Si(T

i
défaillance) = N (état défaillant).

La figure 4.15 présente l’indicateur de dégradation et la régression par un polynôme
de degré 3 pour plusieurs réacteurs. La figure 4.16 présente la méthodologie suivie
pour définir les états d’une turbine du jeu de données d’apprentissage pour unHMM
à 7 états.
De façon évidente, la valeur des états à chaque instant dépend des valeurs seuils
fixées. Par conséquent, le choix de ces seuils influence la construction duHMMet les
probabilités de transition et d’émission obtenues après apprentissage. La fixation
des seuils est donc un sujet très important pour les résultats de l’étude, toutefois,
nous ne nous y intéressons pas dans ces travaux.

Comme dit précédemment, nous devons aussi définir les symboles émis par
chaque réacteur à chaque instant. Le processus utilisé est similaire à celui présenté
ci-dessus :

— Appelons Di(t) l’indicateur de l’unité n° i à l’instant t et
Dmax(i) = max

1≤t≤T i
défaillance

Di(t).

— Notons Dseuil le 95e percentile du vecteur Dmax ainsi créé. Nous prenons les
95 percentiles afin d’éliminer les données aberrantes.
. Si Di(t) ≥ N−1

N
Dseuil, le symbole émis vaut 1.

. Si N−1
N
Dseuil > Di(t) ≥ N−2

N
Dseuil, le symbole émis vaut 2.

. Etc.
La figure 4.17 présente la méthodologie suivie pour définir les symboles émis par
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Figure 4.15. Indicateur de dégradation et son approximation par un polynôme de
degré 3 pour 4 réacteurs sélectionnés aléatoirement

Figure 4.16. Définition des états d’une turbine à chaque instant pour un HMM à 7
états
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une turbine du jeu de données d’apprentissage pour un HMM à 7 symboles d’émis-
sion. Ici encore, la valeur des seuils est un sujet à étudier de manière approfondie,

Figure 4.17. Définition des symboles émis par une turbine à chaque instant pour
un HMM à 7 symboles d’émission

mais nous ne nous y intéressons pas dans ces travaux.
Maintenant que les états et symboles d’émission ont été définis pour chaque ins-

tant et chaque turbine, nous pouvons construire le modèle HMM et le calibrer par
apprentissage. Dans un premier temps, nous définissons grossièrement des ma-
trices A,B et π correspondant aux données. Pour la matrice de probabilités de tran-
sition A, nous estimons statistiquement la probabilité de transition d’un état i à un
état j (1 ≤ i, j ≤ N). Pour rappel, nous pouvons faire l’hypothèse que l’état de santé
du composant ne peut que se dégrader jusqu’à atteindre une défaillance. Par consé-
quent, à chaque instant il n’est possible que de rester dans l’état actuel ou d’évoluer
vers l’état suivant, et l’état final est absorbant (une fois l’état final atteint le com-
posant a une probabilité de 1 de rester dans cet état donc aNN = 1). Il suffit donc
d’estimer la probabilité de transition de l’état i à l’état i+1 pour 1 ≤ i ≤ N−1. Puis,
la probabilité de rester dans l’état i à l’instant suivant s’obtient par : aii = 1− ai,i+1.
Par exemple, pour la probabilité de transition de l’état 1 à l’état 2, nous sélection-
nons toutes les turbines qui commencent dans l’état 1 (une unité peut être déjà un
peu dégradée à l’instant initial, auquel cas elle commencera directement dans l’état
2, voire 3). Puis nous calculons pour chaque unité le temps qu’elle a passé dans l’état
1 avant d’entrer dans l’état 2 (appelons ce temps T i

1−>2). Alors, statistiquement, la
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probabilité de transition vaut a12 = 1
n1

n1∑
i=1

1

T i
1−>2

où n1 est le nombre de turbines

sélectionnées précédemment.
Pour la matrice de probabilités d’émission B, nous estimons statistiquement la

probabilité d’émettre le symbole k lorsque le réacteur est dans l’état j (1 ≤ j ≤ N

et 1 ≤ k ≤ M) sur les 218 turbines. Par exemple, pour estimer la probabilité b1(1),
on sélectionne les données correspondant à toutes les unités qui sont dans l’état 1.
On compte le nombre de fois qu’est émis le symbole 1 et on le divise par le nombre
total de symboles émis (c’est-à-dire la taille de l’échantillon sélectionné).

Enfin, pour la distribution initiale π, nous estimons statistiquement la proba-
bilité que la turbine soit dans l’état i (1 ≤ i ≤ N) à l’instant initial sur les 218
réacteurs. Par exemple, pour estimer π(1) on compte le nombre d’unités qui sont
dans l’état 1 à l’instant initial et on divise par 218.

Ces matrices sont une approximation des paramètres réels du modèle HMM que
l’on cherche à créer. Afin d’affiner ces coefficients, il nous faut utiliser un algorithme
espérance-maximisation tel que l’algorithme de Baum-Welch sur toutes les données
disponibles pour l’apprentissage du modèle.

4.2.4 Estimation des RUL

Une fois que le modèle HMM a été créé et calibré par apprentissage, nous pou-
vons analyser les données consacrées au test afin d’estimer la RUL des réacteurs
simulés. La méthodologie est la suivante :

— Détermination des séquences d’observations. En premier lieu, il est néces-
saire de déterminer le symbole émis par chaque turbine à chaque instant
afin d’avoir des séquences d’émission exploitables. Pour cela, le mode opéra-
toire est similaire à celui décrit ci-dessus : les données issues des capteurs
n° 2, 3, 4, 7, 11, 12 et 15 sont isolées et l’indicateur de dégradation est cal-
culé comme précédemment. Puis, nous comparons les valeurs de l’indicateur
à des seuils (les mêmes que ceux utilisés pour le jeu de données d’appren-
tissage) afin de déterminer le symbole émis. Nous obtenons une séquence
d’observations pour chaque réacteur.

— Détermination de l’état de santé des turbines. Cette étape est possible grâce
à l’algorithme de Viterbi. Connaissant la séquence d’observations et les pa-
ramètres du HMM, cet algorithme permet de trouver la séquence d’états la
plus probable par lesquels le réacteur est passé pour émettre ces observa-
tions. Le dernier état de la séquence obtenue correspond à l’état de santé
actuel de l’unité (son état de santé à l’instant du dernier relevé de données).
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— Estimation de la RUL des réacteurs. Une fois l’état de santé des turbines
connu, on peut estimer les RULs par laméthode de résolution présentée dans
le chapitre sur les modèles de Markov cachés.

Les résultats obtenus sont arrondis au nombre entier le plus proche. Les RULs
donnent donc pour chaque turbine le nombre moyen de pas de temps restant avant
qu’elle tombe en panne. Afin de rendre la chose plus visuelle et d’avoir un outil
d’aide à la décision plus efficace, nous choisissons de représenter les fonctions de
survie des réacteurs. Ces fonctions présentent la probabilité que l’unité fonctionne
en fonction du temps. La figure 4.18 montre une fonction de survie d’un réacteur
du jeu de données test. Cette courbe permet de déterminer facilement la date à

Figure 4.18. Fonction de survie obtenue pour un réacteur du jeu de donnée test. La
droite rouge est l’instant présent (dernier relevé de données)

laquelle il faut prévoir une action de maintenance en fonction d’un seuil d’accepta-
bilité choisi au préalable. Dans l’exemple présenté ici, la turbine a déjà vécu 190
pas de temps et la RUL estimée vaut 68. Si on choisit de faire la maintenance du
composant lorsqu’il a une probabilité de 0.7 de tomber en panne, il faut la prévoir
dans 449− 190 = 259 pas de temps.

4.2.5 Robustesse du modèle

Nous nous somme intéressés à la robustesse du modèle ainsi construit. En effet,
ce modèle a de nombreuses variables et il est important d’évaluer la conséquence
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d’une modification d’un ou plusieurs de ces facteurs. En particulier, le jeu de don-
nées d’apprentissage est construit à partir de valeurs seuils. Les choix de ces seuils
ne sont pas discutés dans ces travaux, toutefois, nous pouvons modifier légèrement
l’un d’eux et observer les répercussions que cela entraîne sur nos résultats.
La démarche suivie pour évaluer la robustesse du modèle est la suivante : nous
avons modifié de +10% et −10% les seuils fixés pour définir les états du jeu de don-
nées d’apprentissage. Ces seuils sont changés un par un : d’abord le premier seuil
est augmenté de 10% et les autres sont inchangés ; puis il est diminué de 10% et les
autres restent inchangés ; puis le second seuil est modifié sans toucher aux autres ;
etc. À chaque fois qu’on modifie un des seuils, cela résulte en une nouvelle séquence
d’états pour toutes les turbines. Par conséquent, après apprentissage, nous obte-
nons un nouveau HMM, qui produira une nouvelle valeur de RUL. Cette dernière
est comparée à la RUL obtenue initialement. Par exemple, dans notre cas d’appli-
cation, nous avons un HMM à 7 états et donc nous avons défini 5 seuils pour déter-
miner les états pour le jeu de données d’apprentissage. Prenons le premier de ces
seuils et augmentons sa valeur de 10%, puis redéfinissons les séquences d’états.
Après apprentissage du HMM nous estimons les RULs des réacteurs du jeu de
test et le comparons aux RULs obtenues avec le HMM initial. Nous renouvelons
la démarche en diminuant cette fois ci la valeur du seuil de 10%. Nous répétons ce
procédé pour les 4 autres seuils. En moyenne, les résultats obtenus avec les seuils
modifiés diffèrent des résultats originaux de moins de 0.7%, comme montré dans
le tableau 4.3 (il est à noter toutefois que dans de rares cas la différence peut être
importante avec un maximum à 44%.). Nous pouvons donc conclure que le modèle
que nous venons de créer est relativement robuste. Il sera toutefois important d’étu-
dier de manière plus approfondie le choix des valeurs seuils pour construire le jeu
de données d’apprentissage. Cela permettra d’optimiser le modèle et d’obtenir des
résultats plus justes.

Seuil modifié Erreur par rapport au modèle initial
1er 0.66%
2e 0.72%
3e 0.043%
4e 0.073%
5e 0.043%

Tableau 4.3. Comparaison des résultats obtenus en modifiant un seuil pour la dé-
finition des états : moyenne de l’erreur sur les RULs par rapport à celles obtenues
avec le HMM initial
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4.3 Application de la méthodologie pour le traite-
ment d’incertitudes

Nous avons aussi appliqué la méthodologie proposée pour le traitement d’incer-
titudes sur les données du PHM challenge de 2008. Cela nous a permi de valider
la méthode de construction de l’intervalle encadrant l’estimation de RUL ainsi que
les stratégies que nous proposons en cas de données incertaines.

4.3.1 Traitement des incertitudes aléatoires : estimation de
l’écart-type

Nous avons proposé de traiter les incertitudes causées par la nature probabi-
liste du modèle employé (un modèle de Markov caché) en estimant l’écart-type des
RUL calculées par notre méthode. Pour rappel, nous calculons une durée de vie
résiduelle comme la somme des temps moyens de séjour dans chaque état depuis
l’état actuel du composant étudié jusqu’à l’état défaillant. Nous proposons donc de
calculer la variance de la RUL comme la somme des variances des temps de séjour
dans chaque état, puis de prendre la racine carrée pour obtenir l’écart-type.
Nous travaillons sur les réacteurs du jeu de données d’apprentissage. La méthodo-
logie proposée est la suivante : nous fixons un état du HMM et nous sélectionnons
tous les réacteurs qui passent effectivement par cet état. Il est nécessaire de les
sélectionner car un réacteur peut être déjà endommagé à l’instant initial et donc
commencer dans l’état 2 ou 3. Dans ce cas il ne passe jamais par l’état 1. Puis nous
comptons le temps passé par chaque turbine dans l’état étudié et nous calculons
la variance de ces valeurs. Nous répétons la même procédure avec les 6 états pré-
défaillance du HMM. Nous obtenons donc la variance du temps passé dans chaque
état du HMM pour les réacteurs du jeu de données d’apprentissage. Prenons main-
tenant une turbine du jeu de données test et déterminons son état actuel (noté i)
grâce à l’algorithme de Viterbi. La variance de la RUL de ce réacteur est la somme
des variances calculées précédemment depuis l’état i jusqu’à l’état défaillant. En-
fin, nous prenons la racine carrée pour obtenir l’écart-type. Le tableau 4.4 présente
les résutats obtenus :

Il est à noter que l’écart-type est élevé lorsque la turbine est dans un état proche
de l’état nominal, et que plus sa dégradation est avancée plus l’écart-type se réduit.
Cela signifie que si le réacteur est en bon état, les prédictions ne sont pas très pré-
cises mais elles sont de plus en plus précises au fur et à mesure qu’il se détériore.
Cela s’explique car en début de vie, les informations sur la dégradation du com-
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État actuel dans lequel
se trouve le réacteur

Temps moyen avant
absorption

Écart-type

1 265 σ1 = 70
2 176 σ2 = 52
3 123 σ3 = 42
4 68 σ4 = 18
5 35 σ5 = 10
6 10 σ6 = 4

Tableau 4.4. Écart-types des temps moyens avant absorption à partir de chaque
état du HMM. Cet écart-type est calculé à partir des données d’apprentissage

posant sont peu nombreuses et on ne connait pas encore sa tendance d’évolution
(dégradation plutôt lente ou plutôt rapide?). Mais lorsque l’élément est dans un ni-
veau avancé de dégradation, on dispose de plus de données pour estimer la vitesse
de la détérioration et son évolution future.

Figure 4.19. Fonction de survie obtenue pour un réacteur du jeu de données test
avec les bornes supérieure et inférieure données par l’écart-type

La figure 4.19 présente la fonction de survie obtenue pour un réacteur du jeu de
données test ainsi que les bornes supérieure et inférieure obtenues grâce à l’écart-
type. Si on note σi l’écart-type de la RUL du réacteur n° i, alors l’intervalle à 68%
est donné par [RULi − σi, RULi + σi]
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4.3.2 Traitement des incertitudes épistémiques

Nous nous intéressons maintenant aux incertitudes créées par la méthode em-
ployée. Plus particulièrement, une partie importante des incertitudes est générée
lors du traitement des données d’apprentissage pour les rendre exploitables par nos
algorithmes. Nous avons considéré que la méthode employée pour définir les états à
partir de l’indicateur de dégradation était la plus propice aux incertitudes et avons
donc proposé une méthodologie pour traiter ces dernières.

Construction de l’intervalle

Rappelons la démarche générale : l’objectif est de construire deux nouveaux
HMMs en redéfinissant les états du jeu de données d’apprentissage. Pour cela, nous
calculons l’erreur commise lors de la définition du polynôme Pi approximant l’indi-
cateur de dégradation. Cette erreur est séparée en deux suivant que les valeurs
sont positives ou négatives, puis nous l’utilisons pour créer deux nouveaux poly-
nômes Psup et Pinf qui encadrent Pi. Chaque courbe permet de redéfinir les états
pour les réacteurs du jeu de données d’apprentissage. Nous obtenons deux nouvelles
séquences d’états, donc deux nouveaux jeux de données pour l’apprentissage. Par
conséquent, nous construisons deux nouveaux HMMs, qui résultent en deux nou-
velles valeurs de RUL bornant la valeur obtenue initialement.

Les polynômes Psup et Pinf sont construits de la manière suivante :
— Nous appelons toujours Di(t) la valeur de l’indicateur de la turbine n° i à

l’instant t. Cet indicateur est approximé par le polynôme de degré 3 Pi(t)

— Nous calculons à chaque instant l’erreur entre Di(t) et Pi(t). La figure 4.20
montre cette erreur pour une turbine du jeu de données d’apprentissage.
Cette erreur est calculée de la manière suivante :

erri(t) = Di(t)− Pi(t), 1 ≤ i ≤ 218, 1 ≤ t ≤ T i
défaillance (4.5)

— Cette erreur est divisée en deux vecteurs : errisup et erriinf qui contiennent
respectivement les valeurs positives et négatives de erri.

— Nous calculons les valeurs maximales de errisup et minimales de erriinf sur
une fenêtre glissante de taille 11. Encore une fois, nous ne gardons que les
95 percentiles des données afin d’éliminer toute valeur aberrante. Appelons
errisup et errisup les valeurs ainsi obtenues.

— Nous créons deux nouveaux polynômes :P i
sup(t) = Pi(t) + errisup(t)

P i
inf (t) = Pi(t) + erriinf (t)

1 ≤ t ≤ T i
défaillance
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Figure 4.20. Erreur entre l’indicateur de dégradation et le polynôme l’approximant
pour un réacteur du jeu de données d’apprentissage choisi aléatoirement

— Ces polynômes permettent de construire deux nouveaux jeux de séquences
d’états pour chaque turbine dans le jeu de données d’apprentissage. Nous
conservons les mêmes seuils que précédemment pour définir les états à par-
tir des polynômes supérieur et inférieur. Nous pouvons donc construire et
faire l’apprentissage de deux nouveauxHMMs. L’un d’eux donnera une borne
supérieure et l’autre une borne inférieure pour la RUL estimée.

La figure 4.21 montre le tracé du polynôme Pi et de ses bornes supérieure P i
sup et

inférieure P i
inf pour une turbine issue du jeu de données d’apprentissage.

Disposant de la RUL et de son intervalle, nous pouvons tracer la fonction de
survie du réacteur étudié avec ses bornes supérieure et inférieure. Comme précé-
demment, nous présentons nos résultats sous la forme de fonctions de survie pour
rendre leur interprétation plus facile et car cela fournit suffisamment d’informa-
tions pour prendre les décisions de maintenance nécessaires. La figure 4.22 pré-
sente la fonction de survie obtenue pour l’une des turbines du jeu de données test
ainsi que la borne supérieure et la borne inférieure. Malheureusement, dans de très
nombreux cas, la RUL obtenue précédemment n’est pas contenue dans l’intervalle
formé par les bornes supérieure et inférieure. De plus dans quelques cas (une tren-
taine sur les 218 réacteurs composant le jeu de données test), les bornes supérieure
et inférieure sont inversées (RULsup < RULinf ). Ce dernier point peut s’expliquer
par la façon dont sont construits les deux nouveaux HMMs. En effet, il semble lo-
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Figure 4.21. Bornes supérieure et inférieure du polynôme Pi pour une turbine du
jeu de données d’apprentissage choisie aléatoirement

Figure 4.22. Fonction de survie avec ses bornes supérieure et inférieure obtenues
pour un réacteur du jeu de données test choisi aléatoirement
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gique qu’avec le HMM supérieur, un réacteur reste plus longtemps dans les états
peu dégradés, mais ensuite la vitesse de dégradation croît pour les états dégradés.
Pour le HMM inférieur, c’est l’inverse : une turbine va vite passer des états peu
dégradés à des états de dégradation avancé, mais ensuite elle restera plus long-
temps dans ces états dégradés avant d’atteindre la défaillance. Par conséquent, si
une turbine se trouve à l’instant actuel dans un état de dégradation avancé, il peut
arriver que la défaillance soit atteinte plus tôt avec le HMM supérieur qu’avec le
HMM inférieur. Cette méthode de prise en compte des incertitudes manque donc
de fiabilité et ne peut pas être utilisée telle quelle.

Gestion de données incertaines

Nous avons proposé plusieurs stratégies à adopter en présence de données al-
térées, incertaines ou même manquantes. Pour rappel, ces stratégies consistent à
remplacer toute donnée concernée par une valeur choisie arbitrairement :

— Attitude “safe” : pour chaque donnée incertaine, nous considérons que le sym-
bole émis a la valeur maximale (7 dans notre cas d’étude). Il s’agit donc de
prendre en compte le pire scénario et de maximiser la sécurité.

— Attitude “unsafe” : pour chaque donnée incertaine, nous considérons que le
symbole émis a la valeur 1. Il s’agit de prendre en compte le scénario le plus
optimiste.

— Attitude “medium” : pour chaque donnée incertaine, nous considérons que le
symbole émis a une valeur intermédiaire (4 dans notre cas d’étude).

— Attitude “aveugle” : nous ne faisons aucune supposition sur les données in-
certaines. Nous savons uniquement que chaque symbole émis appartient à
l’ensemble {1, 2, ...,M} (dans notre exemple M = 7) donc nous considérons
tous les cas posibles et nous cherchons les valeurs maximale et minimale
des RULs obtenues.

Ces stratégies ont été appliquées sur les données du PHM challenge de 2008.
Nous avons artificiellement altéré des données des turbines du jeu de données de
test. Appelons T i

f le dernier relevé de données disponible pour l’unité n° i. On consi-
dère que les données collectées entre les instants T i

f−10 et T i
f−5 inclus sont endom-

magées et nous appliquons nos stratégies. La figure 4.23 présente les fonctions de
survie obtenues par les différentes attitudes. L’attitude “aveugle” prend en compte
tous les cas possibles et, en particulier, le pire scénario et le scénario le plus opti-
miste. Par conséquent, les bornes maximale et minimale résultantes de cette atti-
tude correspondent aux valeurs obtenues par les attitudes “unsafe” et “safe” res-
pectivement. Cette figure souligne les avantages de nos différentes stratégies en
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Figure 4.23. Fonction de survie obtenue avec nos stratégies en cas de données in-
certaines pour un réacteur du jeu de données test sélectionné aléatoirement

termes d’aide à la décision. En effet, elles permettent de choisir le moment adéquat
pour effectuer les tâches de maintenance. Par exemple, on peut considérer qu’il faut
réaliser la maintenance quand le composant a 50% de chance de défaillir. Alors l’at-
titude “safe” résultera en une planification de la maintenance dans un futur très
proche alors que l’attitude “unsafe” recommandera de ne la réaliser que dans en-
viron 70 pas de temps. En pratique, la sélection d’une stratégie au détriment des
autres dépendra de plusieurs paramètres comme, par exemple, de la criticité du
composant ou de son coût. La figure 4.23 met aussi en évidence les limites de cette
méthode. En effet, plus le nombre de données incertaines est important plus le ré-
sultat de l’attitude “safe” tend vers 0. Par exemple, sur cette figure, la fonction de
survie de l’attitude “safe” décroit très rapidement vers 0, ce qui rend ce résultat
presque inexploitable car il laisse trop peu de temps pour prévoir les actions de
maintenance requises. Il est clair que le nombre de données incertaines influence
les incertitudes du résultat.

4.4 Conclusion

Ce chapitre est consacré à l’application de la méthodologie développée au cha-
pitre 3 sur un cas d’étude : le PHM challenge de 2008. Celui-ci a été créé dans
l’objectif de tester et comparer les modèles de pronostic. Dans un premier temps,

118



le chapitre présente l’application de la méthode d’estimation de RUL. Toutes les
étapes de la méthodologie sont traitées et détaillées, depuis la construction de l’in-
dicateur de dégradation jusqu’au calcul des durées de vie résiduelles.

Dans une seconde partie, les méthodes de traitement d’incertitudes sont appli-
quées sur les données du PHM challenge. Les résultats sont encourageants mais
montrent aussi les limites de certaines méthodes. En particulier, il est nécessaire
de valider le traitement d’incertitudes épistémiques sur une autre application.

Ce chapitre a donc permis de valider la méthodologie proposée pour l’estima-
tion de durée de vie résiduelle et d’évaluer les différentes méthodes de traitement
d’incertitudes développées dans ces travaux.
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Conclusions et perspectives

Conclusions

La maintenance prévisionnelle est aujourd’hui un sujet d’intérêt pour de nom-
breux acteurs car elle offre la possibilité de réduire considérablement les coûts
de maintenance. Toutefois, elle soulève encore plusieurs problèmes complexes qui
freinent sa mise en œuvre pratique. En particulier, elle nécessite de réaliser des
pronostics précis et fiables sur l’état de santé futur du système considéré.
Ces travaux de thèse se sont intéressés à la problématique de l’estimation de durées
de vie résiduelles de composants. Le premier objectif a été de proposer uneméthodo-
logie générale pour évaluer la RUL de composants. Cette méthode a pour vocation
d’être facilement applicable à un grand nombre de cas différents sans nécessiter
de modification majeure. Elle s’appuie sur une approche de pronostic guidé par les
données, qui est une démarche au large champ d’application car elle ne nécessite
que des jeux de données collectées sur le système. La première étape consiste à
construire un indicateur de dégradation du composant étudié à partir des données
disponibles. Il s’agit d’une fonction qui permet de mesurer et suivre l’avancement
de la détérioration de l’élément. Cet indicateur permet ensuite de construire unmo-
dèle de Markov caché représentatif de l’état de santé du composant et de l’exploiter.
Cemodèle stochastique est calibré par apprentissage afin de trouver les paramètres
optimaux pour le cas étudié. Puis le modèle peut être utilisé pour estimer les RULs
de composants en situation réelle. Un des intérêts majeurs des modèles guidés par
les données est qu’il est possible de les améliorer par itération. En effet, les RULs
estimées peuvent ensuite être comparé aux RULs réelles des composants lorsque
celles-ci seront connues (à condition toutefois d’aller jusqu’à la fin de vie). Cest don-
nées peuvent ensuite être injectées dans les données d’apprentissage. Ce processus
permet d’améliorer continuellement l’algorithme de pronostic, et donc d’accroître la
justesse des RULs obtenues.
Dans un second temps, cette thèse s’est intéressée au traitement de plusieurs types
d’incertitudes qui entachent les résultats du pronostic. En effet, une RUL est par
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définition soumise à des incertitudes dont l’identification et l’évaluation apporte
une grande plus-value pour le processus de décision et la planification des inter-
ventions de maintenance. Ces incertitudes sont de deux sortes :

— aléatoires : causées par la nature probabiliste du modèle employé,
— épistémiques : causées par la méthode employée et la qualité des données

disponibles.
Nous proposons des solutions afin d’évaluer chaque type d’incertitude. Pour les in-
certitudes aléatoires, nous estimons l’écart-type des temps de fonctionnement avant
d’atteindre l’état défaillant. Pour les incertitudes épistémiques nous traitons d’une
part celles liées à la méthode en construisant deux nouveaux HMMs qui résultent
en deux nouvelles valeurs de RUL qui bornent la valeur initiale. D’autre part, nous
traitons les incertitudes liées aux données en proposant des stratégies à adopter en
cas de données manquantes.

Cette méthodologie à été évaluée sur un cas d’application créé justement pour
l’évaluation de modèles de pronostics : le PHM challenge de 2008. Cela a permis
de valider la méthode de construction du HMM et d’estimation des RULs, puis de
tester les approches proposées pour la gestion d’incertitudes. L’évaluation des in-
certitudes aléatoires permet de déterminer un intervalle qui encadre la valeur de
RUL obtenue. Plus le processus de dégradation du composant est avancé plus l’in-
tervalle est petit.
L’application de la méthode proposée pour traiter les incertitudes liées à la mé-
thode ont montré des limites préoccupantes. En effet, sur certains réacteurs du jeu
de données test, les résultats sont concluants : les 2 nouveaux HMMs permettent
de définir des bornes à la valeur de RUL obtenue. Toutefois, dans un nombre de cas
non négligeable, la RUL initialement estimée n’est pas comprise dans l’intervalle
donné par la méthode.
Enfin, le traitement des donnéesmanquantes permet de proposer une RUL dans les
cas où certaines données seraient altérées ou très dégradées. Mais cette méthode
présente aussi des limites, en particulier si le nombre de données concernées est im-
portant. Elle peut toutefois s’avérer efficace si le nombre de données manquantes
est faible et peut constituer une solution de repli temporaire intéressante.

Perspectives

Ces travaux de thèse ont proposé une méthodologie pour l’estimation de RUL
et l’ont testée avec un cas d’application. Toutefois, nous ne nous sommes pas in-
téressés au calcul et à l’amélioration du score proposé par les organisateurs de la
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compétition du PHM challenge de 2008. Il serait donc intéressant de comparer les
RULs obtenues avec les durées de vies réelles des réacteurs d’avion du jeu de don-
nées test afin de déterminer le score. Cela permettrait d’une part d’améliorer le
modèle et d’affiner l’estimation des RULs pour cette application, et d’autre part de
comparer l’approche par HMM choisie à d’autres types de modèles de pronostic.
Par ailleurs, nous avons proposé quelques idées supplémentaires pour traiter des
incertitudes mais ne les avons pas encore implémentées. Par exemple, il serait in-
téressant de modifier l’algorithme de Viterbi afin qu’il identifie la seconde séquence
d’états la plus probable, voire la troisième. Ces nouvelles séquences peuvent don-
ner des estimations de RUL différentes qui apporteraient de nouvelles informations
pour la prise de décision. De même, nous avons évoqué la possibilité de prendre en
compte les incertitudes sur les paramètres du modèles (c’est-à-dire sur les matrices
A, B et π). En effet, ces paramètres sont calibrés lors de la phase d’apprentissage,
donc leur justesse dépend des données d’apprentissage. Il est donc possible d’esti-
mer l’incertitude relative à chaque paramètre, puis de la propager afin d’évaluer
une incertitude sur la RUL obtenue.

Enfin, comme dit dans le premier chapitre de ce manuscrit, ces travaux ne
s’intéressent qu’à l’estimation de durées de vie résiduelles. Or l’implémentation
d’une maintenance prévisionnelle soulève de nombreuses autres problématiques.
Par exemple, du fait des moyens supplémentaires que nécessite ce type de main-
tenance (mise en place de moyens de surveillance, analyse des données collectées,
développement d’un algorithme de pronostic, etc.), il est illusoire de vouloir l’appli-
quer à tous les composants du système. Il est donc nécessaire de sélectionner les
composants qui bénéficieront d’une maintenance prévisionnelle. L’un des axes de
recherches proposé aujourd’hui par SECTOR est d’utiliser les outils et études de
Sûreté de Fonctionnement afin d’identifier les éléments critiques du système. Les
résultats de ces études, pondérés par d’autres paramètres comme, par exemple, des
études de retour sur investissement, peut aider à la sélection des composants can-
didats pour le pronostic. Ce sujet fera l’objet d’une prochaine thèse dans un futur
proche.
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