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Résumé de la thèse

De nos jours, les pays sont amenés à prendre des mesures visant à une meilleure rationa-
lisation des ressources en électricité dans une optique de développement durable. Des

solutions de comptage communicantes (Smart Meters), sont mises en place et autorisent
désormais une lecture fine des consommations. Les données spatio-temporelles massives
collectées peuvent ainsi aider à mieux connaitre les habitudes de consommation et pouvoir
les prévoir de façon précise. Le but est d’être en mesure d’assurer un usage « intelligent
» des ressources pour une meilleure consommation : en réduisant par exemple les pointes
de consommations ou en ayant recours à des sources d’énergies renouvelables. Les travaux
de thèse se situent dans ce contexte et ont pour ambition de développer des outils de
fouille de données en vue de mieux comprendre les habitudes de consommation électrique
et de prévoir la production d’énergie solaire, permettant ensuite une gestion intelligente
de l’énergie.

Le premier volet de la thèse s’intéresse à la classification des comportements types de
consommation électrique à l’échelle d’un bâtiment puis d’un territoire. Dans le premier
cas, une identification des profils types de consommation électrique journalière a été menée
en se basant sur l’algorithme des K-moyennes fonctionnel et sur un modèle de mélange
gaussien. A l’échelle d’un territoire et en se plaçant dans un contexte non supervisé, le but
est d’identifier des profils de consommation électrique types des usagers résidentiels et de
relier ces profils à des variables contextuelles et des métadonnées collectées sur les usagers.
Une extension du modèle de mélange gaussien classique a été proposée. Celle-ci permet
la prise en compte de variables exogènes telles que le type de jour (samedi, dimanche
et jour travaillé,. . . ) dans la classification, conduisant ainsi à un modèle parcimonieux.
Le modèle proposé a été comparé à des modèles classiques et appliqué sur une base de
données irlandaise incluant à la fois des données de consommations électriques et des
enquêtes menées auprès des usagers. Une analyse des résultats sur une période mensuelle
a permis d’extraire un ensemble réduit de groupes d’usagers homogènes au sens de leurs
habitudes de consommation électrique. Nous nous sommes également attachés à quantifier
la régularité des usagers en termes de consommation ainsi que l’évolution temporelle de
leurs habitudes de consommation au cours de l’année. Ces deux aspects sont en effet
nécessaires à l’évaluation du potentiel de changement de comportement de consommation
que requiert une politique d’effacement (décalage des pics de consommations par exemple)
mise en place par les fournisseurs d’électricité.

Le deuxième volet de la thèse porte sur la prévision de l’irradiance solaire sur deux hori-
zons temporels : à court et moyen termes. Pour ce faire, plusieurs méthodes ont été utilisées
parmi lesquelles des méthodes statistiques classiques et des méthodes d’apprentissage au-
tomatique. En vue de tirer profit des différents modèles, une approche hybride combinant
les différents modèles a été proposée. Une évaluation exhaustive des différents approches a
été menée sur une large base de données incluant des paramètres météorologiques mesurés
et des prévisions issues des modèles NWP (Numerical Weather Predictions). La grande
diversité des jeux de données relatifs à quatre localisations aux climats bien distincts (Car-
pentras, Brasilia, Pampelune et Ile de la Réunion) a permis de démontrer la pertinence
du modèle hybride proposé et ce, pour l’ensemble des localisations.
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Abstract

Nowadays, countries are called upon to take measures aimed at a better rationalization
of electricity resources with a view to sustainable development. Smart Metering so-

lutions have been implemented and now allow a fine reading of consumption. The massive
spatio-temporal data collected can thus help to better understand consumption behaviors,
be able to forecast them and manage them precisely. The aim is to be able to ensure "in-
telligent" use of resources to consume less and consume better, for example by reducing
consumption peaks or by using renewable energy sources. The thesis work takes place in
this context and aims to develop data mining tools in order to better understand electricity
consumption behaviors and to predict solar energy production, then enabling intelligent
energy management.

The first part of the thesis focuses on the classification of typical electrical consumption
behaviors at the scale of a building and then a territory. In the first case, an identification of
typical daily power consumption profiles was conducted based on the functional K-means
algorithm and a Gaussian mixture model. On a territorial scale and in an unsupervised
context, the aim is to identify typical electricity consumption profiles of residential users
and to link these profiles to contextual variables and metadata collected on users. An ex-
tension of the classical Gaussian mixture model has been proposed. This allows exogenous
variables such as the type of day (Saturday, Sunday and working day,...) to be taken into
account in the classification, thus leading to a parsimonious model. The proposed model
was compared with classical models and applied to an Irish database including both elec-
tricity consumption data and user surveys. An analysis of the results over a monthly period
made it possible to extract a reduced set of homogeneous user groups in terms of their
electricity consumption behaviors. We have also endeavoured to quantify the regularity of
users in terms of consumption as well as the temporal evolution of their consumption be-
haviors during the year. These two aspects are indeed necessary to evaluate the potential
for changing consumption behavior that requires a demand response policy (shift in peak
consumption, for example) set up by electricity suppliers.

The second part of the thesis concerns the forecast of solar irradiance over two time
horizons : short and medium term. To do this, several approaches have been developed,
including autoregressive statistical approaches for modelling time series and machine lear-
ning approaches based on neural networks, random forests and support vector machines.
In order to take advantage of the different models, a hybrid model combining the different
models was proposed. An exhaustive evaluation of the different approaches was conducted
on a large database including four locations (Carpentras, Brasilia, Pamplona and Reunion
Island), each characterized by a specific climate as well as weather parameters : measured
and predicted using NWP models (Numerical Weather Predictions). The results obtained
showed that the hybrid model improves the results of photovoltaic production forecasts
for all locations.
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Chapitre 1

Introduction

1.1 Introduction générale

L’avènement des technologies de l’information et de la communication (Information and
Communication Technologies, TIC) ainsi que la percée d’Internet a changé la façon de

stocker, transmettre et traiter l’information. Avec la possibilité de collecter et d’analyser
de grandes masses de données, l’enjeu est de valoriser ces données en vue d’adapter auto-
matiquement des produits ou des services à des millions de clients/citoyens en fonction de
leurs besoins, leurs situations actuelles et des besoins emergents. Amazone et Netflix sont
les principaux moteurs de cette tendance. Ils ont développé des moteurs de recommanda-
tion qui suggèrent automatiquement des produits aux clients en fonction de leurs achats et
de leurs navigations [readwrite, 2007]. D’autres grandes entreprises dans le secteur des ser-
vices, comme les banques et les assurances utilisent l’analyse de données pour améliorer la
gestion de la relation client [Davenport and Dyché, 2013]. Le concept de personnalisation
devient encore plus important avec l’Internet des objets (Internet of Things, IoT). Dans
la mesure où plusieurs objets sont connectés à Internet [Mattern and Floerkemeier, 2010],
et capables de communiquer leurs informations, une multitude de services dans divers do-
maines deviennent possibles en se basant sur l’analyse des données issues des capteurs en
temps réel.

Dans le domaine de l’énergie, l’avènement des TIC, de l’IoT et de l’analyse des données
conduit également à la personnalisation des efforts d’économie d’énergie susmentionnés.
Ces dernières années, les gouvernements du monde entier œuvrent vers la transition éner-
gétique. Elle est défine comme un changement structurel dans les modes de consommation
et de production d’énergie. Le but consiste à réduire les effets négatifs de ce secteur sur l’en-
vironnement. De ce fait, les gouvernements ont fixé des objectifs quantitatifs sur l’efficacité
énergétique afin de diminuer la quantité du combustibles fossiles brûlés [Salvatore, 2013].
L’Union Européenne (UE), par exemple, a récemment renforcé l’objectif de réduire la
consommation d’énergie de 20% jusqu’à 2020 [EEA, 2007, EEA, 2014] et de 27% jusqu’en
2030 [EEA, 2014] par rapport à la situation en 2007. La France a aussi décidé dans sa
stratégie de réduire de 30% la consommation d’énergies fossiles en 2030.

Dans les états de l’Union Européenne, le secteur résidentiel représente près d’un tiers
de la consommation totale d’énergie [eurostat, 2017]. La réduction de la consommation
énergétique résidentielle est donc cruciale pour atteindre les objectifs économiques sus-
mentionnées. Dans le passé, de nombreux efforts ont été fournis pour améliorer l’efficacité
énergétique dans les ménages : le chauffage est devenu plus efficace grâce à une meilleure
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12 CHAPITRE 1. INTRODUCTION

isolation. Le réglage des appareils électroménagers en mode veille limite maintenant la
consommation énergétique, et les appareils électroménagers deviennent de plus en plus
éconergétiques.

Malgré ces mesures visant à rendre les appareils et les maisons plus éconergétiques,
la réduction de la consommation énergétique résidentielle est toujours inférieure aux at-
tentes. Les raisons qui empêchent les consommateurs d’investir dans ces équipements sont
le manque d’information et d’incitation, les coûts d’investissement élevés et le manque
d’expertise technique. Pour surmonter ces obstacles, de nombreux pays encouragent de
plus en plus l’achat de nouveaux produits économiques en terme d’énergie obligeant ainsi
les fournisseurs d’énergie à mettre en œuvre des programmes d’efficacité énergétique pour
les ménages. De cette façon, les fournisseurs d’énergie encouragent les ménages à modifier
leurs comportements énergétiques en offrant à leurs clients des incitations tels que des
rabais pour l’achat des équipements et des technologies éconergétiques.

En plus de promouvoir les équipements économes en énergie, inciter à un changement
de comportement est également un moyen prometteur pour réduire la consommation éner-
gétique, et plus particulièrement l’électricité dans le secteur résidentiel. La majeure partie
de l’électricité est consommée par le chauffage qui représente environ 55% de la consom-
mation électrique dans un ménage français [monenergie, 2017]. La Figure 1.1 représente
la part des différents équipements dans la consommation électrique des foyers français.

Figure 1.1 – La part des différents équipements dans la consommation électrique des
ménages français [monenergie, 2017]

Les TIC peuvent jouer un rôle important pour motiver et aider les ménages à éco-
nomiser leurs énergies [Mattern and Floerkemeier, 2010]. Les compteurs intelligents par
exemple, peuvent mesurer la consommation électrique d’un ménage et fournir un retour
d’information pour ses occupants, et les aider ainsi à améliorer leurs comportements de
consommation. Plusieurs recherches ont examiné l’effet de la rétroaction sur la consom-
mation électrique d’un ménage, celle-ci s’effectuant en temps réel et pouvant être sous la
forme d’un affichage à domicile (voir Figure 1.2(a)) ou sur une application smart phone
(voir Figure 1.2(b)). Les premières études ont montré que la rétroaction permet de réaliser
des économies de l’ordre de 5% à 15% [Darby et al., 2006, Ehrhardt-Martinez et al., 2010].
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(a) (b)

Figure 1.2 – (a) Smart Energy Kit pour la rétroaction de la consommation électrique
[gadgetreview, 2015] ; (b) Retroaction fourni par l’application eMeter [Weiss et al., 2013]

En plus de stimuler le comportement éconergétique, les compteurs intelligents jouent un
rôle important pour assurer l’équilibre entre l’offre et la demande, notamment en facilitant
l’intégration des énergies renouvelables dans les réseaux électriques [Appelrath et al., 2012].
Ils permettent également de faciliter la procédure de facturation pour les fournisseurs
d’énergie. Pour toutes ces raisons, le nombre de compteurs intelligents installés dans les
ménages ne cesse d’augmenter. Aux États-Unis, par exemple, plus de 50 millions de comp-
teurs intelligents ont déjà été installés, ce qui représente une couverture de 43% à l’échelle
nationale [Cooper, 2014]. Dans l’UE, 45 millions de compteurs intelligents ont été déployés.
L’UE vise une couverture de 80% jusqu’à 2020, à condition que l’analyse coûts-avantages
réalisée par chaque état membre prouve que l’installation de compteurs intelligents est
économiquement raisonnable. Après avoir réalisé ces analyses, 16 pays prévoient d’effec-
tuer un déploiement à grande échelle d’ici 2020 [Covrig et al., 2014, Union, 2009].

Les économies réalisées grâce aux compteurs intelligents jouent un rôle important pour
atteindre les objectifs d’économies d’énergie. Pour augmenter ces économies de 3% à 5%,
le retour d’information sur l’énergie doit aller au-delà de la simple visualisation. La rétro-
action sur la consommation d’énergie devrait contenir des détails utiles en temps réel, avec
une manière facile à comprendre et à mettre en œuvre [Ehrhardt-Martinez et al., 2010]. De
nombreux chercheurs considèrent que la rétroaction spécifique à un appareil est un élément
clé [Armel et al., 2013, Ehrhardt-Martinez et al., 2010, Fischer, 2008]. La décomposition
de la consommation globale en fonction de la contribution des appareils individuels, peut
aider les ménages à mieux comprendre leurs consommations électriques et à adapter leurs
comportements en conséquence. Contrairement aux recommandations génériques en ma-
tière d’économie d’énergie, les études indiquent que la rétroaction spécifique à l’appareil
permet de réaliser des économies de 9% à 18% [Ehrhardt-Martinez et al., 2010].
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L’effet de la rétroaction est également plus important si les conseils et les indices de
motivation sont adaptés au destinataire, par exemple en comparant la consommation élec-
trique d’un ménage à celle d’un autre ayant les mêmes caractéristiques [Allcott, 2011,
Ayres et al., 2013, Goldstein et al., 2008]. Les caractéristiques d’un ménage jouent un rôle
important pour concevoir l’efficacité énergétique. Par exemple, les ménages ayant un re-
venu élevé sont plus susceptibles d’investir dans les services du changement d’infrastruc-
tures, tandis que les personnes âgées de 65 ans et plus ont tendance à être plus critiques en
vers ces changements. Les ménages qui sont ouverts aux investissements d’infrastructure
pourraient être de bonnes cibles pour une campagne de marketing de pompes à chaleur
par exemple [Fei et al., 2013]. De même, les ménages contenant deux personnes qui tra-
vaillent pendant la journée ont généralement des horaires régulières. Ces personnes sont
des candidats idéaux pour un thermostat intelligent, qui contrôle le système de chauffage
d’un ménage en fonction de son état d’occupation [Kleiminger et al., 2014].

La personnalisation des programmes d’efficacité énergétique pour les ménages est né-
cessaire pour améliorer les économies d’énergie. La rétroaction sur la consommation d’éner-
gie ou les recommandations sur les économies d’énergie exigent une connaissance détaillée
sur les caractéristiques des ménages ainsi que sur leurs appareils ménagers utilisés. D’un
côté, les technologies telles que les capteurs qui observent les comportements énergétiques
des ménages font de plus en plus partie de notre vie [Mattern and Floerkemeier, 2010].
D’un autre coté leur déploiement reste coûteux et les efforts fournis compensent souvent
les économies réalisées. De même, les caractéristiques d’un ménage, comme le nombre de
personnes qui y habite ou la taille du logement, pourraient être obtenues par le biais d’en-
quêtes auprès des clients. L’obtention de ces informations prend beaucoup de temps et
coûte cher, et souvent, seule une petite fraction des clients y participe [Stoop, 2005].

La situation mondiale en matière de changement climatique s’aggrave du fait de l’ex-
ploitation excessive des énergies fossiles. D’après des statistiques faites par IEA (Inter-
national Energy Agency), Plus de 80% de la production mondiale d’énergie a été basée
en 2015 sur les combustibles fossiles [international energy agency, 2017]. La Table 1.1 re-
présente la production mondiale d’énergie en 2015. D’après la Table 1.1, nous consta-
tons que 86.8% de la production mondiale d’énergie a été basée essentiellement sur des
ressources non renouvelables. Cette production d’énergie a évolué dans le temps depuis
1973. La Figure 1.3 représente l’évolution de la production d’énergie en millions de tep
(Mtep) par source entre 1973 et 2015. Si nous prenons comme exemple le charbon, sa
part a augmenté de 3.9% par rapport à 1973. L’énergie mondiale produite en 2015 est de
13647 Mtep. Cette production a permis de couvrir une consommation totale de 9384 Mtep
[international energy agency, 2017].

Source Mtep %
Pétrole 4326 31.7
Charbon 3835 28.1

Gaz naturel 2984 21.6
Nucléaire 669 4.9

Hydraulique 341 2.5
Renouvelables+déchets 1528 11.2

Table 1.1 – Production mondiale d’énergie en 2015 en millions de tep (Mtep)
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Figure 1.3 – Évolution de la production d’énergie (en millions de tep) par source

En plus de l’efficacité énergétique, un autre scénario envisageable pour la transition
énergétique, consiste à passer d’un système énergétique reposant sur l’utilisation de res-
sources non renouvelables vers un mixte énergétique basé principalement sur des énergies
vertes. En 2016, 161 GW d’énergies renouvelables ont été installées. Cela a participé à
l’augmentation de la capacité totale de production d’électricité d’origine renouvelable de
près de 9% par rapport à 2015. Le photovoltaïque a contribué avec 47% de ces capaci-
tés additionnelles, suivi de l’éolien (34%) et l’hydroélectricité (15.5%) [REN21, 2017]. En
2017, Les énergies renouvelables ont contribué à la consommation mondiale d’énergie à
hauteur de 19.3% contre 78, 4% pour les combustibles fossiles et seulement 2, 3% pour le
nucléaire. Les investissements mondiaux dans les technologies renouvelables se sont élevés
à plus de 286 milliards de dollars américains en 2015. La Chine et les États-Unis inves-
tissent massivement dans l’énergie éolienne, hydroélectrique, solaire et les biocarburants.
Environ 7.7% millions d’emplois associés aux industries des énergies renouvelables sont
principalement orientés vers le photovoltaïque étant considéré comme la source la plus
importante dans ce secteur.

En plus de la transition énergétique, les énergies renouvelables alimentent 90 millions
de personnes dans le monde en électricité et s’imposent notamment dans les endroits ru-
raux où il est difficile de déployer les réseaux électriques classiques. Au Mali par exemple,
10000 villages avaient besoin d’être électrifiés, mais grâce aux énergies renouvelables, ils
sont passés de 1% de villages électrifiés en 2004 à 17% aujourd’hui [LATRIBUNE, 2017].

En France, les énergies renouvelables sont en constante progression. Ils fournissent plus
de 18.9% du courant électrique français [RTE, 2017]. La Figure 1.4 représente la couverture
de la consommation électrique en France par la production renouvelable. Nous remarquons
que les régions d’Occitanie et d’Auvergne-Rhône-Alpes utilisent plus de 30% des énergies
renouvelables dans leurs consommations, par contre, en Ile de France seulement 1.5% sont
exploitées.

Les objectifs fixés pour 2018 visent à atteindre 51.7% GW de la puissance installée. En
2017, cette puissance est déjà à 46.8 GW en cumulant les parcs hydrauliques (25.5 GW),
éoliens (12.8 GW), solaires (7.2 GW) et bioénergies (1.9 GW) (voir Figure 1.5).

L’électricité d’origine solaire est souvent utilisée par des particuliers ou pour des habi-
tations éloignées du réseau électrique. Un panneau photovoltaïque (PV) de 1 m2 produit
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Figure 1.4 – Couverture de la consommation électrique en France par la production des
énergies renouvelables en 2017. [RTE, 2017]

Figure 1.5 – Parc renouvelable français en 2017 [RTE, 2017]

en moyenne entre 100 et 200 Watt crête (Wc) de puissance électrique par an, et cela dé-
pend de la disposition des panneaux ainsi que de l’ensoleillement du site. Un panneau
installé dans le sud de la France produira en moyenne 40% à 50% d’électricité en plus
qu’une installation dans le nord (voir Figure 1.6).

L’intégration d’un nombre important de PVs dans un réseau électrique pose un défi
technique en raison de la nature variable de la ressource solaire. A cet effet, une precision
de la prévision de l’ensoleillement ou ce qu’on appelle l’irradiance solaire va permettre aux
opérateurs des réseaux de mieux planifier l’utilisation des différentes sources d’énergies,
tout en favorisant les énergies renouvelables.



1.2. OBJECTIFS ET ORGANISATION DE LA THÈSE 17

(a) (b)

Figure 1.6 – (a) Production solaire par région durant une année [RTE, 2017] ; (b) carte
d’ensoleillement de la France [EDF, 2017]

1.2 Objectifs et organisation de la thèse

Ces dernières années de nombreux travaux de recherche ont été menés autour des tech-
niques d’analyse de données pour modéliser, analyser et mieux comprendre la consomma-
tion et la production électriques. Certains de ces travaux se sont focalisés sur la prévision
de la consommation et de la production électrique sur différents horizons temporels. Ces
travaux visent à mieux planifier l’utilisation des différentes sources d’énergies. D’autres
applications visent à classifier les consommateurs en différents groupes en se basant sur
leurs comportements de consommation. Ces applications ont pour but d’améliorer les pro-
grammes d’efficacité énergétique et d’optimiser les compagnes de marketing. Pour une
analyse plus fine des comportements de consommation dans les ménages, la désagrégation
de la courbe de charge totale permet de mieux identifier les appareils ménagers utilisés.
La détection d’anomalies à travers des données de consommation électrique est une ap-
plication très intéressante, car elle permet de révéler les défaillances et les pertes dans le
système.

Cette thèse s’inscrit dans le cadre du projet Smart City Energy analytics (SCE) porté
par l’institut de recherche technologique SystemX. Le projet SCE regroupe plusieurs par-
tenaires industriels (GE Grid solution, Alstom Transport, Reuniwatt, Engie, Cosmo Tech,
G2 Mobility, NovEner, Artelys, Ecogélec, Sherpa Engineering et Solunergie) ainsi que aca-
démiques (IFSTTAR, CEA et CentraleSupélec), dans l’objectif de développer des outils
d’aide à la décision afin d’optimiser la consommation énergétique.

Cette thèse propose des solutions aux problématiques des deux scénarios de la tran-
sition énergétique à savoir : l’efficacité énergétique et l’exploitation des énergies renouve-
lables plus précisément l’énergie solaire. Les solutions proposées se basent sur l’analyse
des données de consommation électrique et de production photovoltaïque.

Le premier volet s’intéresse à la compréhension et l’analyse des comportements de
consommation électrique à deux échelles : bâtiment et territoire. Ces travaux s’inscrivent
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dans le cadre de l’apprentissage non supervisé visant à extraire un ensemble réduit de
profils de consommation électrique à partir des données mesurées par des compteurs in-
telligents.

A l’échelle du bâtiment Galilée de General Electric, deux méthodes de classification
automatique ont été appliquées à savoir : l’algorithme des K-moyennes fonctionnel et le
modèle de mélange gaussien. L’objectif de ce travail consiste à l’identification des profils
types de consommation électrique journaliers, ainsi qu’à l’analyse de leurs évolutions du-
rant une année. Cette étude représente une étape préliminaire pour la suite des travaux
ainsi que pour le développement des nouveaux modèles prédictifs.

A l’échelle d’un territoire, une approche de classification automatique a été dévelop-
pée pour identifier les profils types de consommation électrique. Cette approche est une
extension du modèle de mélange gaussien classique dont les paramètres dépendent d’une
variable exogène représentant le type de jour (samedi, dimanche et jour ouvré). L’objectif
de ce modèle consiste à regrouper les consommateurs ayant des comportements de consom-
mation électrique similaires durant les trois types de jours et non pas séparément. Chaque
classe résultante sera caractérisée par trois profils types (samedi, dimanche et jour ouvré).
Il est important de mentionner que notre approche diffère de celle qui divise les données
selon les trois types de jours, et qui applique par la suite un modèle de mélange gaussien
de base sur chaque catégorie de données. Dans le cas de cette méthode alternative, pour
chaque type de jour, des profils types de consommation électrique seront déterminés. A cet
effet, chaque compteur intelligent va appartenir à trois classes : une pour les samedis, une
autre pour les dimanches, et une troisième pour les jours travaillés. Les données utilisées
dans cette étude ont été mises à notre disposition par la commission de régulation d’énergie
(CER) 1 de l’Irlande. Ces données ont été collectées dans le cadre d’un projet d’installation
des compteurs intelligents, lequel a pour but d’évaluer les performances de ces compteurs
et leur impact économique. En plus des données sur la consommation électrique de 4232
ménages, des informations sur leurs caractéristiques socio-économiques sont aussi mises à
notre disposition. Dans un premier temps, notre approche a été appliquée sur des données
de consommation électrique durant le mois de novembre. L’objectif consiste à identifier
les comportements de consommation électrique des usagers durant ce mois, et trouver le
lien entre ces comportements et les caractéristiques socio-économiques extraites de l’en-
quête. Dans un deuxième temps, une investigation sur l’évolution des comportements des
consommateurs au cours des mois de l’année a été menée à travers notre modèle.

Le deuxième volet est consacré à la prévision de l’irradiance solaire sur deux horizons
temporels : court et moyen termes. Dans un premier temps, six approches statistiques ont
été appliquées à savoir : Naïve, Calendaire, ARMAX, SVM, RF et NN. Pour construire et
valider ces modèles, deux types de données ont été utilisés : des paramètres météorologiques
mesurés et des prévisions issues des modèles NWP (Numerical Weather Predictions). Ces
données sont relatives à quatre localisations (Carpentras, Brasilia, Pampelune et Ile de la
Réunion) caractérisées chacune par un type de climat bien spécifique. Les performances
des modèles ont été mesurées sur les deux horizons temporels et pour chaque climat. Dans
un deuxième temps, pour tirer bénéfice des performances de chaque méthode, un modèle
hybride a été proposé. Ce modèle fusionne les résultats de prévision de : ARMAX, SVM,
RF et NN, en les pondérant à travers un apprentissage supervisé. Cette approche permet
d’améliorer la précision de prévision de l’irradiance solaire pour une meilleure planification
de l’utilisation de l’énergie solaire.

Ce manuscrit débute par le chapitre 2 qui présente les volets applicatifs à l’origine de

1. http://www.ucd.ie/issda/data/commissionforenergyregulationcer/

http://www.ucd.ie/issda/data/commissionforenergyregulationcer/
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ces travaux. Dans un premier temps, nous décrivons les moyens d’acquisition des données,
à savoir les compteurs intelligents et les capteurs météo. Dans un deuxième temps, une
description, un pré-traitement ainsi qu’une analyse exploratoire sont effectués et détaillés
sur deux ensembles de jeux de données. D’une part, les consommations électriques collec-
tées à l’échelle d’un bâtiment (Galilée-GE à la défense), puis d’un territoire (CER-Irlande).
D’autre part, il s’agit des irradiances solaires collectées sur 4 différentes localisations géo-
graphiques dans le monde (Reuniwatt).

Le chapitre 3 est consacré à la classification des comportements de consommation
électrique à deux échelles : bâtiment et territoire. La première partie de ce chapitre est
consacrée à l’état de l’art abordant les différents travaux de recherche qui ont appliqué
des approches de classification automatique sur des données de consommation électrique
des bâtiments. Par la suite, nous évoquons les différents algorithmes de classification clas-
siques utilisés ainsi que le modèle proposé pour mener à bien cette tâche de classification.
Nous présentons la mise en œuvre des différentes méthodes pour identifier les profils types
de consommation électrique journaliers à l’échelle d’un bâtiment tertiaire, ainsi que les
comportements de consommation électrique d’usagers à l’échelle d’un territoire.

La prévision de l’irradiance solaire à court et moyen termes fait l’objet du chapitre
4. Un état de l’art décrivant les différentes méthodes de prévision de l’irradiance solaire
est détaillé, en se focalisant sur les approches statistiques. Par la suite, nous évoquons les
méthodes de prévision utilisées, et présentons leur mise en œuvre pour prévoir l’irradiance
solaire à court terme (horaire) et à moyen terme (journalière), et cela en considérant quatre
climats différents. Nous terminons par une description détaillée du modèle hybride proposé
ainsi que sa comparaison avec les méthodes utilisées.

Une conclusion de ce manuscrit rappellera les différentes étapes des travaux menés
dans la thèse, ainsi que les perspectives de recherche envisagées.

Les travaux de cette thèse ont été valorisés dans les publications listées ci-dessous :

Revues avec comité de lecture

— MELZI, F., SAME, A., ZAYANI, H., OUKHELLOU, L. “ A Dedicated Mixture
Model for Clustering Smart Meter Data : Identification and Analysis of Electricity
Consumption Behaviors", energies. September 2017.

Conférences internationales avec actes

— MELZI, F., TOUATI, T., SAME, A., OUKHELLOU, L. “Hourly Solar Irradiance
Forecasting bases on Machine Learning Models", ICMLA 2016 - IEEE 15th Interna-
tional Conference on Machine Learning and Applications, Los Angeles, December
2016.

— MELZI, F., ZAYANI, H., BEN HAMIDA, A., SAME, A., OUKHELLOU, L. “ Iden-
tifying Daily Electric Consumption Patterns from Smart Meter Data by Means of
Clustering Algorithms", ICMLA 2015 - IEEE 14th International Conference on Ma-
chine Learning and Applications, Miami, December 2015.
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— MELZI, F., ZAYANI, H., BEN HAMIDA, A., STEPHAN, F., SAME, A., OU-
KHELLOU, L. “ Towards Smart City Energy Analystics : Identification of Consump-
tion Patterns Based on the Clustering of Daily Electric Consumption Curves",
CSDM 2015 - Springer 6th International Conference on Complex Systems Design
& Management, Paris, November 2015.



Chapitre 2

Données de consommation
électrique et d’irradiance solaire

2.1 Introduction

Le but de ce chapitre est de présenter les volets applicatifs à l’origine de ces travaux de
thèse. Le premier volet concerne la compréhension et l’analyse des comportements de

consommation électrique, tandis que le deuxième s’intéresse à la prévision de la produc-
tion photovoltaïque. Pour concrétiser ces applications, nous avons besoin non seulement
des données concernant la consommation et la production électriques, mais aussi d’infor-
mations contextuelles qui ont un impact direct sur ces dernières. Dans ce chapitre, nous
allons décrire dans un premier temps les moyens d’acquisition des données, à savoir les
compteurs intelligents et les capteurs météo. Dans un deuxième temps, une description,
un pré-traitement ainsi qu’une analyse exploratoire sont effectués et détaillés sur deux
ensembles de jeux de données. D’une part, nous disposons de deux jeux de données de
consommations électriques. Un premier, à l’échelle d’un bâtiment (Galilée de GE), et un
deuxième à l’échelle d’un territoire (CER en Irlande). D’autre part, nous nous sommes
appuyés sur des données d’irradiance solaire collectées sur 4 différentes localisations géo-
graphiques dans le monde (Reuniwatt).

2.2 Sources de données

2.2.1 Compteurs intelligents

Pour connecter les différents types de bâtiment d’une ville à un réseau électrique intel-
ligent, il est nécessaire de les équiper avec une technologie numérique via des compteurs
intelligents. Contrairement aux compteurs analogiques, ces compteurs mesurent la consom-
mation électrique en permanence avec une granularité très fine. Ces mesures sont mises à
disposition à travers un réseau de communication. Les Figures 2.1(a) et 2.1(b) représentent
deux compteurs intelligents fabriqués par Echelon et Elster destinés aux marchés européen
et américain respectivement. L’accès à la consommation électrique en temps réel offre de
nombreuses opportunités pour les ménages, les fournisseurs d’énergie et les opérateurs de
réseau de distribution [Vasconcelos, 2008].

Les ménages, par exemple, bénéficiant des compteurs intelligents, peuvent recevoir
des retours sur leur consommation électrique en temps réel et avec une granularité très
fine pouvant aller jusqu’à la seconde. La visualisation de la consommation électrique d’un
ménage aide à la sensibilisation de ses occupants à économiser l’électricité. Cela permet

21
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de réduire à la fois la facture d’électricité et l’émission du CO2. En plus des retours sur la
consommation, les clients peuvent bénéficier d’une flexibilité tarifaire et d’un changement
de fournisseur plus facile. Cela conduit à une libéralisation du marché et à une concurrence
entre les fournisseurs en termes de prix et qualité de service.

Les fournisseurs d’énergie exploitent le potentiel des compteurs intelligents de deux fa-
çons [Vasconcelos, 2008]. Tout d’abord, les compteurs intelligents rendent la procédure de
facturation et le schéma de tarification plus simple. Par exemple, une tarification adapta-
tive peut être mise en œuvre où différents prix de l’électricité sont appliqués à des moments
différents de la journée. Deuxièmement, avoir un accès aux données de consommation
électrique des consommateurs permet d’assurer l’équilibre entre l’offre et la demande. En
se basant sur les comportements de consommation des clients, les fournisseurs d’énergie
peuvent fournir des propositions personnalisées aux clients pour changer leurs façons de
consommer, notamment en évitant la consommation pendant les heures de pointe et en la
décalant durant les périodes creuses.

Les opérateurs de réseaux de distribution peuvent utiliser un déploiement étendu de
compteurs intelligents pour optimiser la qualité de service du réseau. Ils peuvent iden-
tifier rapidement les emplacements des pannes, détecter les pertes du réseau, améliorer
la stabilité de la tension et informer les clients en cas de pannes [Vasconcelos, 2008]. En
outre, la disponibilité d’informations sur le réseau de basse tension permet d’améliorer
la planification des investissements tout en respectant les nouvelles infrastructures et en
renforçant celles qui existent.

(a) (b)

Figure 2.1 – (a) Compteur intelligent fabriqué par Echelon [wikimedia, 2008] ; (b) Comp-
teur intelligent fabriqué par Elster [elster solutions, 2017]

2.2.2 Capteurs météo

Les stations météo fournissent des paramètres météorologiques liés à la variation du
climat. Ces paramètres englobent l’irradiance solaire, la température, la pression, l’humi-
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dité, la vitesse du vent, ..., etc. La météo est utilisée dans divers secteurs, nous pouvons
citer l’énergie, l’agriculture et le transport (routier, maritime et aérien). Il existe deux ca-
tégories de stations météorologiques : les stations manuelles et les stations automatiques.
Concernant les stations manuelles, les mesures sont prélevées par un technicien en mé-
téorologie à des horaires réguliers. Pour les stations automatiques (voir la Figure 2.2),
les données météorologiques sont rapportées par des capteurs sans intervention humaine.
Pour certaines mesures météorologiques comme la couverture nuageuse par exemple, les
observations sont plus fiables avec les stations manuelles qu’avec les stations automatiques.
L’instrumentation en capteurs d’une station automatique dépend du secteur et de l’objec-
tif visé. Pour une station destinée à l’énergie renouvelable, les capteurs utilisés sont listés
ci-dessous :

— Pyranomètre pour mesurer l’irradiance solaire,
— Thermomètre électronique pour mesurer la température de l’air,
— Hygromètre pour l’humidité,
— Baromètre pour mesurer la pression atmosphérique,
— Anémomètre pour mesurer le vent et sa direction,
— Pulviomètre pour mesurer la précipitation,
— Cléomètre pour mesurer la couche nuageuse.
Dans le cadre de cette thèse, les données issues de ces capteurs nous permettront de

développer un modèle de prévision dédié à la production photovoltaïque. Pour atteindre
cet objectif, nous allons nous focaliser sur la prévision d’un paramètre météorologique très
important qui est l’irradiance solaire.

Figure 2.2 – Station météo automatique [cimel, 2011]

2.3 Jeux de données

2.3.1 Données Galilée

Description

Dans cette partie, nous nous intéressons aux données de consommation électrique des
bureaux du bâtiment Galilée de General Electric (GE). Ce bâtiment est situé en Ile-de-
France, plus exactement à la Défense. La consommation électrique, exprimée en Watt (W ),



24CHAPITRE 2. DONNÉES DE CONSOMMATION ÉLECTRIQUE ET D’IRRADIANCE SOLAIRE

est mesurée par un seul compteur intelligent durant l’année 2013. Ce compteur prélève la
consommation électrique avec une fréquence de 10 minutes, qui est traduite par 144 me-
sures par jour. La Figure 2.3 représente les courbes de consommation électrique journalière
durant l’année 2013. A première vue, on note une grande variabilité des courbes, notam-
ment en distinguant des courbes plates et d’autres avec des consommations électriques
considérables . Ces observations sont expliquées dans la partie suivante.
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Figure 2.3 – Courbes de consommation électrique journalières durant l’année 2013

Pré-traitement et analyse exploratoire

Il est important de noter que 11% des données sont manquantes. La Figure 2.4, repré-
sente la consommation électrique du bâtiment durant l’année 2013, où les parties blanches
représentent les valeurs manquantes. Pour une meilleure précision d’analyse, nous avons
choisi de ne considérer que les jours sans valeurs manquantes (311 jours). Il est remarqué
aussi que le compteur du bâtiment ne prend pas en compte la correction du changement du
fuseau horaire indiqué par les deux flèches dans la Figure 2.4. Pour résoudre ce problème,
un décalage d’une heure a été effectué le 31 mars et le 27 octobre relativement aux dates
du passage à l’heure d’été et à l’heure d’hiver. La Figure 2.5 représente les données de
consommation électrique du bâtiment après le pré-traitement.

Pour avoir une vue globale sur les données, les Figures 2.6(a) et 2.6(b) représentent
respectivement la consommation électrique moyenne de chaque jour de la semaine et les
deux profils de consommation électrique moyens durant les jours travaillés et non tra-
vaillés (jours de weekend et jours fériés). La consommation électrique durant les jours de
semaine est plus élevée que celle des jours de weekend. Concernant les jours travaillés, la
consommation électrique augmente le matin entre 9 heures et midi jusqu’à atteindre un
pic. Juste après une décroissance pendant le déjeuner est aperçue (entre midi et 14 heures).
La consommation électrique croît progressivement jusqu’à 17 heures, puis une diminution
est observée. Cela peut être expliqué par la sortie du personnel des bureaux. Pour les jours
non travaillés, la consommation électrique est caractérisée par une certaine constance et
un faible niveau de consommation. Ces observations reflètent le type de bâtiment qui est
tertiaire. Pour une analyse plus fine, le chapitre 3 s’intéressera à l’identification de profils
types de consommation journaliers du bâtiment Galilée durant l’année 2013.
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Figure 2.4 – Données de consommation électrique du bâtiment Galilée durant l’année
2013 avant le pré-traitement

Figure 2.5 – Données de consommation électrique du bâtiment Galilée durant l’année
2013 après le pré-traitement

2.3.2 Données CER

Description

Cette partie s’intéresse aux données qui ont été mises à disposition par la commission
de régulation d’énergie (CER) 1 de l’Irlande. Ces données ont été collectées du juillet 2009
jusqu’à décembre 2010 dans le cadre d’un projet d’installation des compteurs intelligents,
lequel a pour but d’évaluer les performances de ces compteurs et leur impact économique.
Plus de 6000 ménages et entreprises ont participé dans cette enquête. Chaque compteur
mesure la consommation électrique en kilo Watt (kW ) toutes les 30 minutes. Chaque par-
ticipant était invité à remplir un questionnaire spécifique à son type de bâtiment (ménage
ou entreprise). Dans le cadre de cette thèse, nous nous sommes focalisés sur la catégorie ré-
sidentielle (4232 compteurs) durant l’année 2010. Le questionnaire s’y rapportant est basé
principalement sur les caractéristiques socio-économiques des ménages. La description des
questions, qui nous sera utile, est présentée dans la Table 2.1.

Pré-traitement et analyse exploratoire

Pour une analyse précise, nous avons utilisé uniquement les compteurs qui ne contiennent

1. http://www.ucd.ie/issda/data/commissionforenergyregulationcer/

http://www.ucd.ie/issda/data/commissionforenergyregulationcer/
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Figure 2.6 – (a) Consommation électrique moyenne durant les jours de semaine ; (b)
Consommation électrique moyenne durant les jours travaillé (JT) et non travaillé (JNT)

pas de valeurs manquantes durant toute l’année 2010. Le nombre de compteurs retenus
est de 2995. Pour une vue globale des données pré-traitées, la Figure 2.7 représente les
profils de consommation électrique moyens des 2995 compteurs durant les trois types de
jours (samedi, dimanche et jour travaillé) du mois de novembre. Pour une analyse plus
détaillée, le chapitre 3 s’intéressera à l’identification de profils types de consommation
électrique d’usagers en fonction des trois types de jours cités.

2.3.3 Données Reuniwatt

Description

Dans le cadre du projet Smart City Energy (SCE) porté par l’IRT SystemX, la société
Reuniwatt 2 a fourni des données d’irradiance solaire mesurées sur 4 localisations dans le
monde. Les caractéristiques climatiques ainsi que géographiques de ces régions sont pré-
sentées dans la Table 2.2. Cette irradiance qui est exprimée enW/m2 a été collectée durant
2 ans (du 1 janvier 2012 jusqu’au 31 décembre 2013) avec une fréquence de prélèvement

2. http://reuniwatt.com/fr/

http://reuniwatt.com/fr/
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Caractéristique Description Modalité

Emploi
Activité de la personne Travailleur

qui a la source de Chômeur
revenu principale Retraité

Classe-sociale

A ou B
Classe sociale selon C1 ou C2
le grade social NRS D ou E

F

Nombre d’appareils électriques
Faible (<6)

Nombre-appareils Moyen(6->8)
Élevé (>8)

Nombre de résidents
Seul

Nombre-résidents Faible (2->4)
Moyen(5->7)
Élevé(>7)

Age-personne
Age de la personne Jeune (<35)
qui a la source de Adulte (35->65)
revenu principale Senior (>65)

Usage-Internet Manière d’utiliser Régulier
Internet Non-régulier

Chauffage Type de chauffage Non-électrique
utilisé Électrique

nbr-pers-actifs

Aucun
1

Nombre de personnes 2
actives 3

>4

Table 2.1 – Description des caractéristiques socio-économique des ménages
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Figure 2.7 – Profils de consommation électrique moyens des ménages durant les trois
types de jours (samedi, dimanche et jour travaillé) du mois de novembre

d’une heure. D’autres données concernant la météo mesurée et prévue ont été également
mises à notre disposition. Ces données englobent la température, la pression, l’humidité et
la vitesse du vent. En plus de ces paramètres, la couverture nuageuse est aussi disponible
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mais à travers des données prévues uniquement. Les paramètres météorologiques cités sont
résumés dans la Table 2.3. En se focalisant principalement sur le jeu de données Carpen-
tras, la Figure 2.8 montre les courbes d’irradiance solaire journalières durant l’année 2013.
À première vue, trois parties sont distinguées : la première, représente la nuit avant l’aube,
la seconde, est la partie du jour entre l’aube et le couché du soleil, alors que la troisième,
correspond à la nuit après le couché du soleil. Comme nous pouvions nous y attendre, les
durées de ces parties varient d’une période à une autre dans l’année et elles dépendent
aussi de l’endroit dans lequel est situé. Pour une vue globale sur les données, une analyse
exploratoire est présentée dans la partie suivante.

Figure 2.8 – Courbes d’irradiance solaire journalières durant l’année 2013

Région Pays Climat latitude Longitude
Carpentras France Méditerranéen 44.0830 5.0590
Pampelune Espagne Maritime cote ouest 42.8160 -1.6010
Brasilia Brésil Tropical humide et sec -15.6010 -47.7130

Ile de la réunion France Tropical humide -21.0351 55.7052

Table 2.2 – Caractéristiques climatiques et géographiques des 4 localisations

Paramètre météorologique Unité Mesuré Prévu
Irradiance W/m2 Oui Non

Température K Oui Oui
Pression Pa Oui Oui
Humidité Kg/m2 Oui Oui

Vitesse du vent m/s Oui Oui
Couverture nuageuse - Non Oui

Table 2.3 – Paramètres météorologiques utilisés dans la prévision de l’irradiance solaire

Pré-traitement et analyse exploratoire

Dans la mesure où l’analyse exploratoire appliquée est similaire pour les 4 jeux de
données, nous avons choisi de ne montrer que les résultats obtenus pour la région de Car-
pentras qui est située en France. La Figure 2.9 représente l’évolution du nombre d’heures
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d’ensoleillement au cours des deux ans (2012 et 2013). Par manque d’historique de don-
nées, nous avons confirmé sur d’autres données (Alfortville, historique de 12 ans) que la
progression du nombre d’heures d’ensoleillement est la même d’une année non bissextile
à une autre, et d’une année bissextile à l’autre. La Figure 2.10 montre la répartition du
nombre d’heures d’ensoleillement durant les années 2012 et 2013 correspondant aux années
bissextiles et non bissextiles respectivement. Il est constaté que pour la région de Carpen-
tras, l’année est divisée en 8 groupes de jours selon leur nombre d’heures d’ensoleillement.
Ce nombre varie entre 9 et 16 heures. La Figure 2.11 représente les profils d’irradiation so-
laire moyens pour chaque groupe de jours au cours de l’année 2013. Comme il est attendu,
plus le nombre d’heures d’ensoleillement est élevé, plus le niveau d’irradiance solaire est
haut. Ceci est expliqué par la présence des jours ensoleillés durant les périodes chaudes
où les jours sont longs, contrairement aux jours nuageux pendant la période froide. Le
chapitre 4 s’intéressera à la prévision de l’irradiance solaire à court et à moyen termes.

Figure 2.9 – Évolution du nombre d’heures d’ensoleillement durant deux ans (2012-2013)
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(a)

(b)

Figure 2.10 – (a) Distribution du nombre d’heures d’ensoleillement durant une année
non bissextile ; (b) une année bissextile
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Figure 2.11 – profils d’irradiation solaire moyens pour chaque groupe de jours au cours
de l’année 2013

2.4 Conclusion
Dans ce chapitre, nous avons décrit les différents outils de recueil de données, à savoir

les compteurs intelligents pour la consommation électrique et les capteurs météo pour les
paramètres météorologiques. Trois jeux de données recueillis par ces outils sont décrits :
Galilée, CER et Reuniwatt. Pour la mise en forme des données, une étape de pré-traitement
a été effectuée. Cette partie a permis d’organiser et de filtrer les données. Une analyse
exploratoire a également été menée sur les trois jeux de données en vue d’en avoir une
vision globale. Dans le chapitre qui suit, nous allons nous intéresser à l’identification des
profils types de consommation électrique sur différent échelles (bâtiment et territoire) à
travers des approches de classification automatique.



Chapitre 3

Classification des courbes de
consommation électrique

3.1 Introduction

Dans ce chapitre nous présentons la classification non supervisé des comportements
de consommation électrique à différentes échelles : bâtiment et territoire. Ces tra-

vaux de recherche sont utiles à plus d’un titre. En effet, ils participent à une meilleure
compréhension des usages, permettant de mieux ajuster les stratégies d’optimisation de
consommation d’énergie ou encore ils peuvent servir dans les modèles de simulation de
manière à les rendre plus fiables. La première partie de ce chapitre est consacrée à l’état
de l’art abordant les différents travaux de recherche qui ont appliqué les méthodes de clas-
sification sur des données de consommation électrique des bâtiments. Par la suite, nous
évoquons les différents algorithmes de classification classiques utilisés ainsi que le modèle
proposé pour mener à bien cette tache de classification. Dans la dernière partie du cha-
pitre, nous présentons la mise en œuvre des différentes méthodes pour identifier les profils
types de consommation électrique journaliers à l’échelle d’un bâtiment tertiaire, ainsi que
les comportements de consommation électrique d’usagers à l’échelle d’un territoire.

3.2 État de l’art

Plusieurs travaux de recherche en apprentissage automatique ont été développés dans
le domaine de l’énergie. Dans cette section nous allons nous focaliser sur certains travaux
qui ont utilisé les approches de classification sur les données de consommation électrique
des bâtiments (ménage et entreprise).

Dans le cadre d’apprentissage non supervisé, l’algorithme des K-moyennes est l’une des
méthodes de classification les plus utilisées dans le domaine de l’énegie [Nizar et al., 2006,
Yu et al., 2011, Melzi et al., 2015, Birt et al., 2012, Cao et al., 2013, Kwac et al., 2013].

Les chercheurs dans [Nizar et al., 2006], ont travaillé sur la détermination de la meilleure
méthode de classification qui permet d’identifier les différents profils de consommation élec-
trique d’usagers. A cet effet, trois méthodes de classification ont été utilisées, à savoir :
l’algorithme des K-moyennes, l’algorithme Espérance Maximisation (EM) et l’algorithme
COBWEB. Il a été noté, que COBWEB est la méthode qui obtient les moins bons ré-
sultats, alors que les K-moyennes est le meilleur algorithme pour classer cet ensemble de
données. Malheureusement, aucune discussion n’a été faite sur les classes et leurs relations

32
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avec les variables contextuelles. Dans [Yu et al., 2011], Yu et al. ont utilisé la classification
pour identifier l’impact du comportement des occupants sur la consommation électrique
dans les ménages. Pour ce faire, l’algorithme des K-moyennes a été appliqué. Comme ré-
sultat, 4 classes ont été obtenues. Par la suite, une étude a été réalisée pour comprendre et
interpréter l’effet du comportement des occupants sur la consommation d’énergie. Melzi
et al. ont identifié les profils types de consommation électrique journaliers d’un bâtiment
tertiaire dans [Melzi et al., 2015]. L’objectif était d’étudier l’évolution de ces profils du-
rant une année. Deux approches de classification ont été utilisées à savoir l’algorithme
des K-moyennes et l’algorithme Espérance Maximisation basé sur un modèle de mélange
gaussien. Les auteurs ont constaté que les profils types journaliers dépendent fortement
de la température durant l’année ainsi que des types de jours (jour travaillé, jour non tra-
vaillé, vacances scolaires,..., etc). Dans [Birt et al., 2012], 327 ménages au Canada ont été
regroupés en appliquant l’algorithme des K-moyennes et la classification hiérarchique. Les
chercheurs ont découvert une forte corrélation entre la consommation électrique résiden-
tielle et les fluctuations de la température en hiver comme en été. Cette corrélation permet
de déterminer l’électricité consommée par le chauffage et par le climatiseur. Les mêmes
approches de classification ont été utilisées dans [Cao et al., 2013, Kwac et al., 2013]. Le
but de ces études est d’identifier des groupes de ménages qui présentent les mêmes pics
durant la journée, et aussi de déterminer les profils de consommation qui sont stables
pendant certaines périodes.

Restant sur les approches des centroides, plusieurs études ont utilisé des cartes auto-
organisatrices (SOMs) pour regrouper les consommateurs
[Figueiredo et al., 2005, Dent et al., 2013, Verdú et al., 2006, Sanchez et al., 2009].

Figueiredo et al. ont utilisé l’algorithme SOMs pour identifier des groupes de consom-
mateurs ayant des comportements de consommation similaires [Figueiredo et al., 2005].
Les auteurs ont construit par la suite un arbre de décision afin d’affecter automati-
quement de nouveaux ménages à l’une des classes trouvées au par avant. Dent et al.
ont également appliqué l’algorithme SOMs pour classifier 93 ménages au Royaume-Uni
[Dent et al., 2013]. Verdu et al. se sont appuyés sur les cartes auto-organisatrices afin d’étu-
dier l’évolution des comportements de consommation au fil du temps [Verdú et al., 2006].
L’objectif de ce travail, est de reconnaitre les comportements de consommation qui s’écartent
d’un comportement typique et d’identifier de nouveaux clients. Contrairement aux ap-
proches citées précédemment qui utilisent uniquement les données de consommation élec-
trique, Sanchez et al. ajoutent des informations socio-économiques pour alimenter l’algo-
rithme SOMs [Sanchez et al., 2009].

Récemment, quatre publications ont utilisé les mêmes données (CER), que nous avons
repris pour notre travail dans ce chapitre [McLoughlin et al., 2015, Haben et al., 2016,
Tong et al., 2016, Wang et al., 2016]. Dans le premier papier, les auteurs ont étudié trois
méthodes de classification à savoir : K-moyennes, K-médoide et SOMs, et ils ont choisi
la méthode la plus performante qui permet de regrouper les ménages en fonction de leur
consommation électrique journalière. Cette classification a été effectuée sur une période
de six mois. Les résultats obtenus sont représentés par des profils types nommés (PCs).
Chaque PC a été lié aux caractéristiques des ménages à travers une régression logis-
tique multinomiale. Le deuxième article présente une analyse détaillée sur les données de
consommation électrique. L’objectif de cette analyse, est de mieux comprendre les pics de
demande et d’identifier les principales sources qui provoquent la variabilité des comporte-
ments de consommation. Le regroupement a été basé sur sept attributs. Ces attributs ont
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été calculés pour chaque consommateur sur une période d’un an. En utilisant un modèle
de mélange fini basé sur une méthode de classification, un ensemble réduit de classes a été
obtenu. Dans [Tong et al., 2016], les auteurs ont mené des recherches en vue d’identifier le
lien entre les profils types et les informations sur les ménages en Irlande. Trois groupes de
consommateurs ont été identifiés en utilisant l’algorithme des X-moyennes. Ces groupes
ont été étiquetés par : groupe du jour, groupe de soirée et groupe de minuit. Les auteurs ont
constaté que le comportement de consommation électrique est principalement lié à l’uti-
lisation d’Internet. Une nouvelle approche de classification nommée CFSFDP (Clustering
by Fast Search and Find of Density Peaks) a été proposée dans [Wang et al., 2016]. Cette
technique permet de classifier les comportements de consommation électrique dynamiques,
où “les dynamiques" désignent les transitions et les relations entre les comportements de
consommation.

Les travaux présentés dans ce chapitre partagent le même objectif que celui des auteurs
de [Kwac et al., 2014, Kwac et al., 2017]. Cela revient à ce que les trois travaux visent à
synthétiser un ensemble important de données de consommation électrique en un ensemble
réduit de profils types journaliers liés aux styles de vie des consommateurs.

Dans [Kwac et al., 2014], la méthodologie utilisée pour créer un dictionnaire de profils
de charge fonctionne en deux étapes, où les auteurs exécutent l’algorithme des K-moyennes
suivi d’une classification hiérarchique. Le but de cette méthodologie est de fusionner les
sous classes qui sont trop proches.

L’approche de classification proposée dans cette thèse est une extension du modèle
de mélange gaussien classique dont les paramètres dépendent d’une variable exogène re-
présentant le type de jour (samedi, dimanche et jour travaillé). Le modèle proposé vise à
regrouper les consommateurs qui consomment de la même manière durant les trois types
de jours et non séparément. La deuxième partie de ce travail porte sur le changement
de comportement des consommateurs au fil du temps, qui est quantifié par le biais de
l’entropie.

Contrairement aux [Kwac et al., 2014, Kwac et al., 2017], l’ensemble de données utilisé
dans cette étude ne couvre qu’une seule année et les emplacements des compteurs ne sont
pas connus. La disponibilité de ces informations peut être utile pour une meilleure efficacité
du modèle de classification ainsi pour l’interprétation des résultats.

3.3 Modèles de classification automatique

Dans cette section, nous allons nous intéresser aux méthodes de classification automa-
tique. Ces méthodes visent à partitionner un ensemble de données en classes homogènes.
Deux catégories de méthodes sont distinguées : approches non probabilistes et approches
probabilistes.

Les approches non probabilistes englobent la classification hiérarchique
[Lance and Williams, 1967], la méthode des K-moyennes [MacQueen, 1967], les cartes auto-
organisatrices de Kohonen [Kohonen, 1982] et la classification floue [Bezdek, 1974]. Pour
les approches probabilistes, elles se basent sur une hypothèse concernant la distribution de
probabilité des données à classifier. Les modèles de mélange [McLachlan and Basford, 1988]
constituent un cadre adapté à ce type d’approche.

Dans ce chapitre, nous nous intéressons aux méthodes de classification automatique qui
visent à optimiser le critère d’inertie intra-classes à savoir : la classification ascendante hié-
rarchique, les K-moyennes et le modèle de mélange gaussien. Dans un premier temps, nous
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rappelons les méthodes citées, et nous décrivons ensuite l’approche que nous proposons
qui est basée sur un modèle de mélange gaussien intégrant des variables exogènes.

Données temporelles et notations

Dans cette partie, nous allons définir les notations utilisées tout au long de ce chapitre.
Les données à classifier sont représentées par N séries temporelles notées (x1,x2, . . . ,xN ).
Chaque série temporelle xi, qui correspond à un compteur intelligent indexée par i, est
notée xi = (xi1,xi2, . . . ,xiD), où D est le nombre de jours, et xid = (xid1,xid2, . . . ,xidT )
est un vecteur de T mesures appartenant à R.

Les algorithmes classiques de classification décrits dans les parties qui suivent sont utili-
sés non seulement dans le cas de la classification des consommations électriques des usagers
(Compteurs intelligents) (x1,x2, . . . ,xN ), mais aussi dans la classification des consomma-
tions électriques journalières (xi1,xi2, . . . ,xiD) d’un compteur i.

3.3.1 Algorithme des K-moyennes

L’algorithme des K-moyennes est l’un des algorithmes d’apprentissage non supervisé
les plus simples et les plus communément employé [MacQueen, 1967]. Étant donné un
ensemble d’observations et un nombre entier de groupes K fixé à priori, l’objectif est de
diviser cet ensemble d’observations en K classes tout en minimisant le critère d’inertie
intra-classes. L’idée principale est de commencer par choisir aléatoirement K centres pour
chaque classe. Il est recommandé que les centres des classes soient loin les uns des autres
pour une meilleure exploration de l’espace de recherche. L’étape suivante, consiste à af-
fecter chaque observation de l’ensemble à la classe dont le centre de gravité est le plus
proche. Une fois les classes formées, le centre de gravité de chaque classe est recalculé. Les
deux précédentes étapes sont répétées jusqu’à ce que les centres de gravité ne changent
pas de placement. La Figure 3.1 représente les étapes de classification de 10 observations
en 2 classes (K = 2) à travers l’algorithme des K-moyennes.

Pour classifier les observations (x1,x2, . . . ,xN ), l’algorithme des K-moyennes minimise
l’inertie intra-classes qui est définie par :

C (p, µ) =
N∑
i=1

∑
xi∈pk

||xi − µk||2,

où p = (p1,p2, . . . ,pK) est l’ensemble des classes, et µ = (µ1, µ2, ..., µK) est l’ensemble
des centres. La norme ||.|| est associée à la distance euclidienne. Les étapes principales de
la méthode sont décrites dans le pseudo-code 1.

Algorithme 1 Pseudo-code de l’algorithme des K-moyennes
1: Initialisation : Choisir aléatoirement K centres (µ1, µ2, ..., µK)
2: Répéter
3: Former les classes p en affectant les observations xi aux centres les plus proches

xi ∈ pk ⇔ k = argminl||xi − µl||2
4: Mettre à jour les centres des classes µk

µk ←
∑

xi∈pk
xi

#pk

5: Jusqu’à Convergence (les centres de gravité ne changent plus)
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Figure 3.1 – Étapes de classification à travers l’algorithme des K-moyennes
[Celeux et al., 1989]

3.3.2 Algorithme des K-moyennes fonctionnel

La version fonctionnelle des K-moyennes est une approche qui est capable de prendre
en compte l’aspect fonctionnel des données [Ramsay and Silverman, 2005]. Cette méthode
consiste à convertir les données de départ en fonctions, et les classifier en groupes juste
après. L’implémentation de cette approche est basée sur les étapes suivantes :

— Lissage : Cette étape consiste à lisser l’ensemble des observations (x1,x2, . . . ,xN )
qui sont sous forme de séries temporelles (ou courbes) en utilisant une approche
de lissage (lissage polynomial, lissage par spline ou lissage par série de fourrier).
Dans cette thèse nous avons utilisé le lissage par spline cubique avec pénalisation
[Reinsch, 1967]. A la fin de cette étape un ensemble de courbes lissées (s1, s2, . . . , sN )
est obtenu, où si = (si1, si2, . . . , sif ) est la ième courbe lissée sur des instants discrets
(1, 2, . . . , f)

— Analyse en Composantes Principales (ACP) : Une ACP [Benzécri and Bellier, 1976]
est appliquée sur les données lissées (s1, s2, . . . , sN ) obtenues à l’étape précédente
afin de réduire leur dimension. Le nombre d’axes factoriels c retenu est celui qui
explique au mieux la variabilité des données. Les scores des composantes principales
résultants sont notés par (y1,y2, . . . ,yN ), où yi ∈ Rc, tel que c << f .

— Classification : L’algorithme des K-moyennes est ensuite utilisé sur les scores des
composantes principales (y1,y2, . . . ,yN ) obtenues à l’étape précédente.

La Figure 3.2 représente les étapes des K-moyennes fonctionnel susmentionnées.

3.3.3 Classification Ascendante Hiérarchique (CAH)

La Classification Ascendante Hiérarchique est une méthode de classification itérative
[Lance and Williams, 1967]. Cette méthode regroupe itérativement les classes en partant
d’une partition la plus élémentaire (un singleton par classe), puis en fusionnant successive-
ment les classes qui se ressemblent jusqu’à l’obtention d’une seule classe. Le regroupement
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Figure 3.2 – Étapes des K-moyennes fonctionnel

des classes se fait de manière à optimiser un critère d’agrégation donné. Les regroupe-
ments successifs sont représentés par un dendrogramme où les feuilles correspondent aux
singletons. Ce dendrogramme représente une hiérarchie de partitions. Pour déterminer
une partition, une coupe au premier saut jugé significatif est recommandée, les sous arbres
obtenus forment alors les classes. La Figure 3.3 représente un dendrogramme, où la coupe
(trait en pointillé rouge) a permis de diviser les observations en 3 classes.

Figure 3.3 – Dendrogramme

Pour classifier les données (x1,x2, . . . ,xN ), le pseudo-code 2 décrit les étapes princi-
pales de la méthode.
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Algorithme 2 Pseudo-code de l’algorithme de Classification Ascendante Hiérarchique
(CAH)

1: Initialisation : Former les classes initiales : singleton {x1}, {x2}, ..., {xN}
2: Calculer la matrice de distance entre singletons
3: Répéter
4: Regrouper les deux classes les plus proches
5: Mettre à jour le tableau des distances
6: Jusqu’à ce que le nombre de classes soit égal à 1

3.3.4 Modèle de Mélange classique

Un modèle de mélange est un modèle qui suppose que les données proviennent générale-
ment d’un ensemble fini de classes, où chaque classe est modélisée par une loi de probabilité
(loi normale, loi de poisson ou loi binomiale). Plusieurs recherches ont été menées sur les
modèles de mélange. Parmi ces recherches, nous pouvons citer [Everitt and Hand, 1981,
Titterington et al., 1985, McLachlan and Krishnan, 2008, Mengersen et al., 2011].

Définition d’un modèle de mélange

Un modèle de mélange suppose que les observations (x1,x2, . . . ,xN ) sont générées sui-
vant un mélange de K distributions fk(.; θk), tel que k = (1, 2, . . . ,K), où θk représente
les paramètres de la kème distribution. Les K distributions sont mélangées selon les pro-
portions (π1, π2, . . . , πK), où

∑
k πk = 1. La variable latente qui représente l’étiquette de

la classe associée à chaque observation i est notée zi ∈ {1, 2, ...,K}, ∀i = (1, 2, . . . , N).
Chaque observation xi est ainsi distribuée suivant la densité suivante :

f (xi; Θ) =
∑
k

πkfk(xi; θk), (3.3.1)

où le vecteur Θ = (πk, θk)k représente le vecteur des paramètres globaux du modèle à
estimer.

Modèle de mélange gaussien

Un modèle de mélange gaussien est un modèle qui suppose que fk(.; θk) est une densité
gaussienne. La distribution de chaque xi est ainsi définie par :

f (xi; Θ) =
∑
k

πkN (xi;mk,Ck), (3.3.2)

où N (.;mk,Ck) désigne la densité normale de moyenne mk et matrice de variance cova-
riance Ck. Pour une meilleure illustration, la Figure 3.4 représente un mélange de K = 2
distributions gaussiènnes, où chaque courbe colorée représente une densité normale.

Estimation par la méthode du maximum de vraisemblance et l’algorithme EM

Plusieurs approches peuvent être utilisées pour estimer les paramètres d’un modèle de
mélange. Nous pouvons citer le maximum de vraisemblance [McLachlan and Peel, 2000]
et la méthode bayésienne du Maximum A Posteriori (MAP) [Stephens, ]. Dans cette thèse
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Figure 3.4 – Mélange de deux distributions gaussiènnes

nous allons nous intéresser au maximum de vraisemblance. La log-vraisemblance notée
L(Θ) est définie par :

L(Θ) = log f(x1,x2, . . . ,xN ; Θ)
=
∑
i

log f(xi; Θ)

=
∑
i

log
∑
k

πkfk(xi; θk).
(3.3.3)

La détermination du meilleur paramètre Θ̂ qui maximise la log-vraisemblance est ef-
fectuée via l’algorithme Espérance Maximisation (EM) [McLachlan and Krishnan, 2008].
L’algorithme EM est un algorithme itératif proposé par Dempster [Dempster et al., 1977]
dans le but d’estimer les paramètres d’un modèle à variables latentes. Cet algorithme
est adapté aux problèmes de classification, et plus particulièrement à l’estimation des pa-
ramètres des mélanges de loi. En effet ce dernier prend en compte la structure latente
en complétant les données observées par les données non observées d’appartenance aux
classes. La log-vraisemblance complétée par les classes non observées s’écrit :

L(Θ, z) =
∑
i

∑
k

zik log
(
πkfk(xi; θk)

)
, (3.3.4)

où la variable binaire zik vaut 1 si zi = k et 0 sinon.
L’algorithme EM opère itérativement en 2 étapes. Dans un premier temps, les para-

mètres initiaux Θ(0) sont fixés. Dans un deuxième temps, les nouveaux paramètres Θ(q+1)

sont calculés à partir des paramètres Θ(q) trouvés lors de l’itération précédente, de manière
à maximiser l’espérance conditionnelle de la log-vraisemblance complétée notée Q(θ, θ(q))
et définie par :

Q(Θ,Θ(q)) = E
[
Lc(Θ, z)|x1,x2, . . . ,xN ,Θ(q)

]
=
∑
i

∑
k

E
[
zik|x1,x2, . . . ,xN ,Θ(q)

]
log

(
πkfk(xi; θ

(q)
k )
)

=
∑
i

∑
k

τ
(q)
ik log

(
πkfk(xi; θ

(q)
k )
)
,

(3.3.5)
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où

τ
(q)
ik =

π
(q)
k fk

(
xi; θ(q)

k

)
∑
k π

(q)
k fk

(
xi; θ(q)

k

) (3.3.6)

est la probabilité a posteriori que l’observation xi soit dans la classe k avec les paramètres
Θ(q) de l’itération q.

L’algorithme EM consiste à alterner itérativement les deux étapes suivantes jusqu’à la
convergence :

— Espérance (étape E) : Calculer la fonction Q(Θ,Θ(q))
— Maximisation (étape M) : Mettre à jour les paramètres en maximisant la fonction Q

La qualité d’estimation des paramètres dépend fortement de leur initialisation. Dans
le cas gaussien, la stratégie la plus utilisée est celle proposée par [Biernacki et al., 2003]
où l’algorithme EM est lancé plusieurs fois avec des paramètres initiaux Θ(0) choisis par
l’algorithme des K-moyennes. Les paramètres Θ(0) retenus sont ceux qui donnent la plus
grande log-vraisemblance.

Algorithme EM pour un mélange de lois gaussiennes

Dans le cas d’un modèle de mélange fini où les données de chaque classe suivent une
distribution gaussienne, le vecteur de paramètres à estimer s’écrit Θ = (πk,mk,Ck).
A partir d’un paramètre initial Θ(0), l’algorithme EM alterne les deux étapes suivantes
jusqu’à la convergence :

— Espérance (étape E) : Calcul de l’espérance de la log-vraisemblance complétée
conditionnellement aux données observées (x1,x2, . . . ,xN ) et au paramètre cou-
rant Θ(q) :

Q(Θ; Θ(q)) = E
[
Lc(Θ, z)|x1,x2, . . . ,xN ,Θ(q)

]
=
∑
i

∑
k

τ
(q)
ik log

(
πkN (xi;m(q)

k ,C
(q)
k )
)
,

(3.3.7)

où

τ
(q)
ik = π

(q)
k N (xi;m(q)

k ,C
(q)
k )∑

k π
(q)
k N (xi;m(q)

k ,C
(q)
k )

(3.3.8)

représente la probabilité a posteriori que l’observation xi appartient à la classe k.
— Maximisation (étape M) : Maximisation de l’espérance de la log-vraisemblance

complétée en tenant compte des données observées (x1,x2, . . . ,xN ) et du paramètre
courant Θ(q). La maximisation de la fonction Q par rapport à (mk et Ck) aboutit
aux formules de mise à jour suivantes :

π
(q+1)
k = 1

N

∑
i

τ
(q)
ik , (3.3.9)

m
(q+1)
k = 1∑

i τ
(q)
ik

∑
i

τ
(q)
ik xi, (3.3.10)

C
(q+1)
k = 1∑

i τ
(q)
ik

∑
i

τ
(q)
ik

(
xi −m(q+1)

k

)(
xi −m(q+1)

k

)′
. (3.3.11)
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Le pseudo-code 3 décrit l’algorithme EM pour un modèle de mélange gaussien. Après
la convergence de l’algorithme, chaque observation xi sera attribuée à la classe zi qui
maximise la probabilité a posteriori τik.

Algorithme 3 pseudo-code de l’algorithme EM appliqué à un mélange gaussien
1: Entrée : Ensemble de données (xi)1≤i≤N
2: Initialisation : Θ(0)

q ← 0
3: Répéter
4: Étape espérance

Calcul des probabilités à postériori τ (q)
ik ∀i, k (équation 3.3.8)

5: Étape maximisation
Mise à jour de π(q+1)

k ∀k (équation 3.3.9)
Mise à jour de m(q+1)

k ∀k (équation 3.3.10)
Mise à jour de C(q+1)

k ∀k (équation 3.3.11)
q ← q + 1

6: Jusqu’à Convergence
7: Sortie : Vecteur des paramètres Θ̂, probabilités a postériori τ̂ik

3.4 Modèle de mélange proposé

3.4.1 Formulation modèle

Le modèle proposé est un mélange à K distributions, qui suppose que les séries tempo-
relles (x1,x2, . . . ,xN ) associées aux compteurs intelligents sont distribuées selon la densité
mélange décrite précédemment (voir équation 3.3.1). En raison de la grande dimension
D × T des séries temporelles étudiées (Nous rappelons que D et T représentent respecti-
vement le nombre de jour et le nombre de fréquences de prélèvement par jour), il a été
supposé que les matrices de variance covariance sont diagonales. Dans ce cas, mk et Ck

sont décomposées comme suit :

mk = (mk1, . . . ,mkD),
Ck = diag(Ck1, . . . , CkD), (3.4.1)

où mkd (d = 1, ..., D) sont des vecteurs de dimension T et diag(Ck1, Ck2, ..., CkD) est une
matrice diagonale en blocs. Ces blocs représentent les matrices de variance covariance
diagonales Ck1, Ck2, ..., CkD de dimension T × T .

De manière à tenir compte des spécificités applicatives, notamment du fait que le
calendrier impacte les consommations électriques, les contraintes suivantes s’imposent à
la structure du modèle proposé :

{
mkd = µkl,
Ckd = Σkl,

si d correspond au type de jour l ∈ {1, . . . , L}, (3.4.2)

où L = 3 correspond aux types de jours samedi (l = 1), dimanche (l = 2) et jour travaillé
(l = 3). µkl et Σkl représentent respectivement la moyenne et la matrice de variance
covariance relatives au type de jour l. Pour le mois de novembre 2010 qui commence par
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un lundi, la moyennemk et la matrice de variance covariance Ck sont explicitement écrites
par :

mk = (µk3, µk3, µk3, µk3, µk3, µk1, µk2,
µk3, µk3, µk3, µk3, µk3, µk1, µk2,
µk3, µk3, µk3, µk3, µk3, µk1, µk2,
µk3, µk3, µk3, µk3, µk3, µk1, µk2,
µk3, µk3),

(3.4.3)

Ck = diag(Σk3, Σk3, Σk3, Σk3, Σk3, Σk1, Σk2,
Σk3, Σk3, Σk3, Σk3, Σk3, Σk1, Σk2,
Σk3, Σk3, Σk3, Σk3, Σk3, Σk1, Σk2,
Σk3, Σk3, Σk3, Σk3, Σk3, Σk1, Σk2,
Σk3, Σk3),

(3.4.4)

Il est supposé que pour chaque série temporelle xi = (xi1, . . . ,xiD) provenant de la
kème distribution du mélange, la variable xid (La consommation électrique du compteur i
durant le jour d) est distribuée selon l’une des L distributions gaussiennes spécifiques à un
type jour. L’affectation des variables xid aux différents modèles gaussiens est donnée par
des variables exogènes discrètes notées δd ∈ {1, ..., L}. La densité de la kème distribution
s’écrit

fk(xi; θk) =
∏
d

N (xid;mkd,Ckd). (3.4.5)

En utilisant les variables binaires δdl (δdl = 1 si δd = l et δdl = 0 sinon), les moyennes
ainsi que les matrices de variance covariance peuvent respectivement s’écrire

mkd =
∑
l

δdlµkl, (3.4.6)

et

Ckd =
∑
l

δdlΣkl, (3.4.7)

La densité mélange définit par l’équation 3.3.1 peut se réécrire comme :

f(xi; Θ) =
∑
k

πk

∏
d

N (xid;
∑
l

δdlµkl,
∑
l

δdlΣkl)

 . (3.4.8)

Le modèle proposé est décrit par le modèle graphique représenté dans la Figure 3.5.
D’autres variables binaires auraient pu être utilisées dans le modèle proposé pour

encoder des jours fériés et des vacances scolaires par exemple. Comme les données ne sont
disponibles que sur une seule année, l’estimation des paramètres du modèle avec une telle
modélisation aura une précision limitée (en raison du nombre limité des jours fériés et
des vacances scolaires). Il est à noter que les jours fériés ont été considérés comme des
dimanches. Dans le reste du chapitre, on supposera que Θ = (πk, (µkl,Σkl)l=1,...,L)k=1,...,K .
L’estimation des paramètres du modèle est décrite en détail dans la partie suivante.
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Figure 3.5 – Représentation graphique du modèle proposé

3.4.2 Estimation des paramètres du modèle

Pour estimer les paramètres du modèle, l’approche du maximum de vraisemblance via
l’algorithme espérance maximisation a été utilisée. Pour le modèle proposé, le critère de
log-vraisemblance à maximiser est donné par

L(Θ) =
∑
i

log
(∑

k

πk
∏
d

N (xid;
∑
l

δdlµkl,
∑
l

δdlΣkl)
)
. (3.4.9)

La log-vraisemblance complétée est définie par

Lc(Θ) =
∑
i

∑
k

zik log
(
πk
∏
d

N (xid;
∑
l

δdlµkl,
∑
l

δdlΣkl)
)
, (3.4.10)

où la variable binaire zik vaut 1 lorsque zi = k et 0 sinon.
Comme il est souvent utilisé dans l’initialisation des modèles de mélanges, l’algorithme

des K-moyennes a été appliqué pour partitionner les compteurs en K classes. L’estimation
préliminaire des paramètres du modèle proposé est donc fournie par les paramètres obtenus
de l’algorithme des K-moyennes.

À partir d’un paramètre initial Θ(0), l’algorithme EM alterne les deux étapes suivantes
jusqu’à la convergence :

— Espérance (étape E ) : Calcul de la probabilité a postériori τik qu’un compteur i
appartient à une classe k

τ
(q)
ik =

π
(q)
k

∏
dN

(
xid;

∑
l δdlµ

(q)
kl ,

∑
l δdlΣ

(q)
kl

)
∑
k π

(q)
k

∏
dN

(
xid;

∑
l δdlµ

(q)
kl ,

∑
l δdlΣ

(q)
kl

) . (3.4.11)

— Maximisation (étape M) : Mise à jour des paramètres du modèle
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π
(q+1)
k = 1

N

∑
i

τ
(q)
ik , (3.4.12)

µ
(q+1)
kl = 1∑

i,d τ
(q)
ik δdl

∑
i,d

τ
(q)
ik δdlxid, (3.4.13)

Σ(q+1)
kl = 1∑

i,d τ
(q)
ik δdl

∑
i,d

τ
(q)
ik δdl

(
xid − µ

(q+1)
kl

)(
xid − µ

(q+1)
kl

)′
. (3.4.14)

Le critère d’arrêt utilisé dans l’algorithme EM est basé sur un seuil de log-vraisemblance
prédéfini. Le pseudo-code 4 résume la procédure itérative de l’algorithme EM. Nous rap-
pelons que chaque observation xi sera affectée à la classe zi qui maximise la probabilité a
posteriori τik.

Algorithme 4 pseudo-code de l’algorithme EM pour le modèle proposé
1: Entrée : données (xid)1≤i≤N,1≤d≤D
2: Initialisation : Θ(0)

q ← 0
3: Répéter
4: Étape espérance

Calcul des probabilités a postériori τ (q)
ik ∀i, k (équation 3.4.11)

5: Étape maximisation
Mise à jour de π(q+1)

kl ∀k, l (équation 3.4.12)
Mise à jour de µ(q+1)

kl ∀k, l (équation 3.4.13)
Mise à jour de Σ(q+1)

kl ∀k, l (équation 3.4.14)
q ← q + 1

6: Jusqu’à Convergence
7: Sortie : Vecteur des paramètres Θ̂, probabilités a postériori τ̂ik

Il est à noter que l’approche proposée diffère de celle qui consiste à diviser dans un pre-
mier temps les données en L sous-ensembles (Pl)l=1,...,L de séries temporelles journalières
avec

Pl = {xid | 1 ≤ i ≤ N, 1 ≤ d ≤ D, d correspond à un type de jour l},

et classifier dans un deuxième temps chacun de ces sous-ensembles en utilisant un
modèle de mélange gaussien classique. La principale différence, est que cette dernière ne
conduit pas directement à une partition de (xi)i=1,...,N mais plutôt à une partition de
séries temporelles journalières (xid)i=1,...,N,d=1,...,D. Soit (c(1), . . . , c(L)) et (z(1), . . . , z(L))
deux ensembles qui représentent respectivement les profils types journaliers et les partitions
obtenus par cette méthode, avec c(l) = (c(l)

k )k=1...,K et z(l) = (z(l)
j )i=1,...,Ml

, où c
(l)
k est le

profil journalier correspondant à la kième classe de Pl, z
(l)
j ∈ {1, . . . ,K} est l’étiquette

de la classe de la jième série temporelle de Pl, et Ml est le cardinal de Pl. Les partitions
(z(1), . . . , z(L)) peuvent être réorganisées en une seule partition z = (zid)i=1,...,N,d=1,...,D
constitué de L ×K classes, où l’étiquette de la classe zid ∈ {1, . . . , L ×K} est obtenu à
partir de cette réorganisation.

Afin de regrouper les consommateurs qui consomment de la même manière pendant les
L types de jours, des étapes supplémentaires sont nécessaires. On peut, par exemple, faire
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correspondre l’ensemble des profils c(1), . . . , c(L) pour obtenir la représentation souhaitée
des classes, ou partitionner les séries temporelles catégorielles définies par les lignes de la
matrice 

z11 . . . z1d . . . z1D
...

...
...

zi1 . . . zid . . . ziD
...

...
...

zN1 . . . zNd . . . zND


en utilisant une méthode appropriée. Malgré la pertinence de ce schéma, nous avons

opté pour un modèle global qui prend en compte l’aspect temporel à travers une structure
spécifique imposée aux paramètres du modèle.

3.5 Choix du nombre de classes

La détermination du nombre de classes à partir d’un ensemble de données est un
problème fondamental en classification automatique. Certains algorithmes comme les K-
moyennes [MacQueen, 1967], K-médoides [Kaufman and Rousseeuw, 1987] et
les algorithmes d’espérance maximisation exigent la spécification de ce paramètre au dé-
part. Alors que d’autres algorithmes tels que DBSCAN [Ester et al., 1996] et la classi-
fication hiérarchique [Lance and Williams, 1967] ne le nécessitent pas. Le choix correct
du nombre de classes est souvent ambigu, à cause des interprétations qui dépendent de
la forme des classes et aussi de la résolution de classification souhaitée par l’utilisateur.
L’augmentation du nombre de classes réduit l’erreur de classification. Si nous considérons
le cas extrême, où chaque classe est composée d’un singleton (c.à.d le nombre de classes
sera égale au nombre d’observations), l’erreur de classification sera égale à zéro. Le choix
optimal du nombre de classes revient à trouver un équilibre entre la compression des
données et la précision. Il existe plusieurs méthodes qui vont nous aider à prendre cette
décision. Nous pouvons citer la méthode du coude, la validation croisée [Smyth, 1996],
la méthode de la silhouette [Rousseeuw, 1987] et les approches par critère d’information.
Dans cette thèse, nous allons nous intéresser à deux méthodes à savoir : la méthode du
coude et le critère d’information bayésien (BIC) [Schwarz, 1978].

3.5.1 Méthode du coude

Cette méthode est souvent utilisée conjointement avec les algorithmes de partitionne-
ment tels que l’algorithme des K-moyennes. Elle consiste à exécuter l’algorithme en faisant
varier le nombre de classes de 1 jusqu’à Kmax. Le nombre de classes choisi est celui à partir
duquel le critère d’inertie intra-classes ne décroit pas d’une manière significative.

3.5.2 Critère d’information bayésien (BIC)

Ce critère sert à sélectionner un modèle parmi un ensemble fini de modèles. Le meilleur
modèle est celui qui minimise ce critère. Cette approche est souvent utilisée pour choisir
un nombre de classes dans le cadre des modèles de mélange. Le Critère BIC est défini par
la vraisemblance pénalisée par un terme qui dépend du nombre de paramètres. Le critère
BIC est défini par :
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BIC (K) = −2L (Θ) + νK log(N), (3.5.1)

où Θ est le vecteur des paramètres globaux à estimer par l’algorithme EM, N le nombre
d’observations et νK le nombre de paramètres des K composantes du modèle de mélange.

3.6 Résultats de classification à l’échelle d’un bâtiment

Dans cette section, nous allons nous intéresser aux résultats de classification automa-
tique des consommations électriques journalières au niveau du bâtiment Galilée de Genral
Electric (GE). L’objectif de cette classification est d’identifier les différents profils types de
consommation électrique journaliers. Pour atteindre cet objectif, deux méthodes de classi-
fication automatique ont été utilisées à savoir : l’algorithme des K-moyennes fonctionnel et
le modèle de mélange gaussien. Nous rappelons que les consommations électriques ont été
prélevées par un seul compteur durant l’année 2013. Le travail décrit dans cette section
peut être appliqué sur n’importe quel type de bâtiment (ménage, entreprise,... etc). Dans
les parties qui suivent, nous déterminons le nombre de classes et interprétons les résultats
de classification obtenus.

3.6.1 Choix du nombre de classes

K-moyennes fonctionnel

Pour le choix du nombre de classes, la méthode du coude a été utilisée (voir Section
3.5.1). La Figure 3.6 représente l’évolution de l’inertie intra-classes en fonction du nombre
de classes utilisé par l’algorithme des K-moyennes fonctionnel. Comme on peut s’y at-
tendre, l’inertie intra-classes décroit avec l’augmentation du nombre de classes, mais à
partir d’un nombre de classes égal à 7, on observe que la variation du critère n’est pas
significative. Le nombre de classes a ainsi été fixé à 7.
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Figure 3.6 – Évolution de l’inertie intra-classes en fonction du nombre de classes (K-
moyennes fonctionnel)

Cas du modèle de mélange gaussien
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La sélection du nombre de classes associé au modèle de mélange gaussien a été menée
en minimisant le critère d’information bayésien (BIC) (voir Section 3.5.2). La Figure 3.7
montre l’évolution de la log-vraisemblance et du critère BIC en fonction du nombre de
classes du modèle de mélange gaussien. Il est observé que la log-vraisemblance croît avec
le nombre de classes, alors que le critère BIC montre une décroissance jusqu’à un nombre
de classes égale à 14, qui est suivi par une légère augmentation. Vu la variation peu
significative des deux critères à partir d’un nombre de classes égal à 7 et aussi par souci
de cohérence d’interprétation des classes, le nombre de classes a été fixé à 7.
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Figure 3.7 – Évolution du critère d’information bayésien (BIC) et de la log-vraisemblance
en fonction du nombre de classes (modèle de mélange gaussien)

3.6.2 Interprétation des classes

Les résultats issus de l’application de l’algorithme des K-moyennes fonctionnel (voir
Section 3.3.2) sont représentés dans la Figure 3.8 (a). Deux formes de profils de consom-
mation électrique sont identifiés : le premier est lié à la consommation durant les jours de
weekend (classes 1 et 2), tandis que le deuxième reflète celle durant les jours de semaine
(classes 3, 4, 5, 6 et 7). Pour confirmer cette interprétation, les résultats de classification
ont été croisés avec une variable catégorielle à deux modalités : jours de semaine (JS) et
jours de weekend (JW) (voir la Figure 3.9 (a)). Les classes 3, 4, 5, 6 et 7 sont entièrement
composées des jours de semaine, alors qu’une petite proportion des jours de semaine est
retrouvée dans les classes 1 et 2 qui sont majoritairement constituées des jours de weekend.
Cela est expliqué par la présence de jours fériés. Pour prouver cette explication, d’autres
modalités liées aux vacances (jours fériés et vacances scolaires) ont été rajoutées. La Figure
3.9 (b) montre la répartition des jours travaillés, jours non travaillés (Jours de weekend et
jours fériés) et vacances scolaires en fonction des classes. Les classes 1 et 2 sont compo-
sées de jours non travaillés avec une petite proportion des vacances scolaires. La classe 3
est constituée entièrement de vacances scolaires, alors que les observations de la classe 6
correspondent aux jours travaillés. Au contraire, les classes 4, 5 et 7 mélangent des jours
travaillés et des vacances scolaires avec des proportions spécifiques à chacune. Un autre
paramètre important à considérer dans cette interprétation est l’aspect saison. Pour cela,
l’année a été divisée en trois saisons : saison froide (SF, entre 21 décembre et 20 mars),
saison intermédiaire (SI, entre 21 mars et 20 juin et entre 21 septembre et 20 décembre) et
saison chaude (SC, entre 21 juin et 20 septembre). La Figure 3.9 (c) représente ces saisons
en fonction des classes obtenues. Il est observé la présence de jours chauds dans les classes
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3 et 4, de jours tempérés dans les classes 1, 5 et 6 et des jours froids dans les classes 2 et
7.

Pour résumer, la Figure 3.8 (b) représente la distribution des classes durant l’année
2013 à travers un calendrier. Chaque couleur est associée à un jour appartenant à une
classe. Les jours avec des valeurs manquantes sont représentés par la couleur blanche.
Plusieurs prototypes de semaines sont observés. Ces prototypes dépendent bien sûr, de la
température durant l’année 2013 et aussi des types de jours (jours travaillés, jours non
travaillés et vacances scolaires). Il est remarqué la présence des classes 2 et 7 entre janvier
et mars qui correspondent à la combinaison de jours de weekend et de jours de semaine
durant la saison froide. La classe 2 représente aussi les jours fériés durant cette période
(e.g., 1er janvier). Pendant le mois d’avril, on observe l’apparition de deux nouvelles classes
(1 et 5). Ce mélange de classes (1, 2, 5 et 7) est expliqué par la transition d’une période
froide vers une autre plus chaude. Il est constaté également que les jours de la classe
4 sont souvent adjacents aux jours fériés de mai et à ceux des vacances scolaires d’été
(juillet), où les bureaux sont moins occupés. Une autre classe qui peut également être
attribuée à l’occupation du bâtiment est la classe 3. Les jours de cette classe sont observés
en août et pendant les vacances de Noël. La différence entre les classes 3 et 4 est le taux
d’occupation dans les bureaux, qui est plus faible pendant les jours de la classe 3. La classe
6 est observée en novembre et décembre, où la température commence à diminuer. Cette
première classification calendaire peut servir de base pour une prévision long-terme.

Les résultats obtenus avec le modèle de mélange gaussien (MMG) (voir Section 3.3.4)
sont affichés dans la Figure 3.10 (a). Pour interpréter ces résultats de classification, nous
les avons croisés avec les mêmes variables catégorielles utilisées avec l’algorithme des K-
moyennes fonctionnel. Nous trouvons que l’interprétation des classes est identique à l’ana-
lyse précédente. La distribution des classes en fonction des jours de l’année 2013 est affichée
dans la Figure 3.10 (b). Il convient de noter que la répartition est la même que celle ob-
tenue avec l’algorithme des K-moyennes fonctionnel, à l’exception de quelques jours (par
exemple, 21 avril , 5 mai , 16 août, ...) qui correspondent à des jours non travaillés.

3.7 Résultats de classification à l’échelle d’un territoire

Cette section présente les résultats de classification automatique qui vont nous per-
mettre de mieux comprendre les comportements de consommation électrique d’usagers
résidentiels. Nous considérons ici les données collectées à l’échelle d’un pays, Irlande. Rap-
pelons que nous avons développé une approche qui est basée sur un modèle de mélange
gaussien, dont les paramètres dépendent d’une variable exogène représentant le type de
jour (samedi, dimanche et jour travaillé). Nous avons envisagé deux variantes. Dans un
premier temps, l’approche a été appliquée sur des données de consommation électrique du
mois de novembre, afin d’extraire des groupes de consommateurs ayant le même compor-
tement de consommation. Dans un deuxième temps, la même approche a été adaptée à 12
mois de données de consommation, dans le but d’étudier l’évolution des comportements
des consommateurs au fil des mois.

3.7.1 Classification appliquée aux données non-normalisées du mois de
novembre

Dans cette partie, nous allons présenter les résultats obtenus après l’application du
modèle proposé (voir Section 3.4) sur des données de consommation électrique des usagers
durant le mois de novembre. Le choix de ce mois est lié à l’absence de jours spéciaux (jours
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Figure 3.8 – (a) Courbes de consommation électrique pour chaque classe en utilisant l’al-
gorithme des K-moyennes fonctionnel ; (b) Distribution des jours de chaque classe durant
l’année 2013 en utilisant l’algorithme des K-moyennes fonctionnel

fériés, jours de vacance). Le choix du nombre de classes, l’évaluation du modèle proposé
ainsi que l’interprétation des classes sont décrits dans les parties qui suivent.

Choix du nombre de classes

Pour sélectionner le nombre de classes, le critère d’information Bayesian (BIC) a été
utilisé (voir Section 3.5.2). Le nombre de paramètres à estimer pour le modèle proposé est
donné par νK = K(1 + 2LT )− 1 où K est le nombre de classes, L est le nombre de types
de jours et T est le nombre de mesures par jour. La Figure 3.11 représente l’évolution du
critère BIC en fonction du nombre de classes. On peut constater que le critère diminue
jusqu’à un nombre de classes K = 6, puis augmente progressivement. Par conséquent, le
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Figure 3.9 – (a) Représentation des classes en fonction des jours de weekend (JW) et
jours de semaine (JS) ; (b) Jours travaillés (JT), jours non travaillés (JNT) et jours de
vacances scolaires (JVS) ; (c) Jours d’une saison froide (SF), saison intermédiaire (SI) et
saison chaude (SC)

nombre de classes retenu est K = 6.

Évaluation des performances du modèle

Pour évaluer les performances du modèle proposé, deux indicateurs ont été utilisés
pour mieux caractériser les classes : la divergence de Kullback-Leibler entre les densités
des classes et la proportion de chaque classe (voir Table 4.1). La version symétrique de
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Classe 5 ( 18.64 % )
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Figure 3.10 – (a) Courbes de consommation électrique pour chaque classe en utilisant le
modèle de mélange gaussien ; (b) Distribution des jours de chaque classe durant l’année
2013 en utilisant le modèle de mélange gaussien

cette divergence est définie par :

KL(N (·;mk,Ck),N (·;mj ,Cj)) =
∫
R
N (xi;mk,Ck) log N (xi;mk,Ck)

N (xi;mj ,Cj)
dxi+∫

R
N (xi;mj ,Cj) log N (xi;mj ,Cj)

N (xi;mk,Ck)
dxi. (3.7.1)

Nous avons choisi d’attribuer une étiquette à chaque classe en fonction de son niveau de
consommation moyen : plus l’étiquette de la classe est faible, moins la consommation élec-
trique moyenne est importante. Pour mesurer la taille des classes par rapport à l’ensemble
des données, nous avons calculé les proportions de chacune. Nous pouvons noter que les
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Figure 3.11 – Évolution du BIC en fonction du nombre de classes

Classes 1 2 3 4 5 6 Proportions(%)
1 0 - - - - - 11.36
2 433 0 - - - - 19.07
3 743 243 0 - - - 20.48
4 1871 449 349 0 - - 19.47
5 2634 1095 445 245 0 - 20.19
6 6151 3357 1853 1226 441 0 9.44

Table 3.1 – La divergence de Kullback-Leibler entre les densités des classes et les propor-
tions de chaque classes

proportions des classes 2, 3, 4 et 5 sont supérieures à 19 %, ce qui représente la moitié
pour les classes 1 et 6. Comme la divergence de Kullback-Leibler mesure la dissimilarité
entre les densités des classes, plus la divergence est grande, plus les densités des classes
sont éloignées. Les valeurs des densités des classes les plus proches et les plus éloignées
sont indiquées en caractères gras dans la Table 4.1. Il est à noter que certaines classes ont
des distributions proches comme les classes (2 et 3) et (4 et 5). En revanche, les classes 1
et 6 ont des distributions éloignées.

Une comparaison du modèle proposé avec les algorithmes de classification classiques, à
savoir : K-moyennes, Classification Ascendante Hiérarchique (CAH) et Modèle de Mélange
Gaussien classique (MMG-classique) a été menée. Celle-ci est basée sur l’inertie intra-
classes, le temps de calcul et le nombre de paramètres à estimer pour chaque méthode.
L’inertie intra-classe est définie par Iw =

∑
k Ik avec Ik =

∑
xi∈Pk

||xi −mk||2, où mk =
(mkd)d=1,...,D est le centre de la kième classe. Ce critère permet d’estimer la concentration
des séries xi autour de leur centre de classe. Plus le critère Iw est petit, moins les points sont
dispersés autour de leur centre de classe et plus la classification est bonne. Afin de rendre
les résultats comparables pour toutes les méthodes, les centres des classesmk obtenus avec
K-moyennes, CAH et MMG-classique ont été agrégés sous la forme de l’équation 3.4.3,
avec µkl =

∑
d δdlmkd/

∑
d δdl. La Table 3.2 montre que la méthode proposée améliore

de 24% l’inertie intra-classes totale comparée aux méthodes K-moyennes et CAH, et de
10% par rapport au MMG-classique. Les expérimentations ont été menées en utilisant le
langage R (version 3.3.2) sur un ordinateur standard avec un processeur Intel (R) Core
(TM) i5 CPU @ 1,80 GHz et 8 Go de RAM. Le temps de calcul de la méthode proposée
est plus long qu’avec l’algorithme des K-moyennes, mais plus court que ceux de la CAH
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et de MMG-classique. Le nombre de paramètres à estimer pour le modèle est inférieur à
ceux des K-moyennes et de MMG-classique. le nombre de paramètres du modèle proposé
est donné par νK = K(1 + 2LT )− 1 alors que pour les K-moyennes νK = KDT , et pour
MMG-classique νK = K(1 + 2DT )− 1, où K est le nombre de classes, L est le nombre de
types de jours et T est le nombre de mesures par jour. Concernant la CAH, la notion de
paramètres n’est pas définie.

Classes Inertie
Modèle proposé K-moyennes CAH MMG-classique

Classe 1 27224 437851 52990 35570
Classe 2 173957 270131 235645 260631
Classe 3 189603 173658 556865 183004
Classe 4 459959 582254 448206 547664
Classe 5 456532 430745 769036 465702
Classe 6 492079 483594 309410 512367

Inertie totale (Iw) 1809356 2378233 2372152 2004938
Temps de calcul (sec) 138 ± 34 7 ± 2 219 ± 4 154 ± 7
Nombre de paramètres 1733 8640 - 17285

Table 3.2 – Comparaison entre le modèle proposé, K-moyennes, CAH et MMG-classique
par rapport à l’inertie intra-classes, le temps de calcul et le nombre de paramètres

Interprétation des classes

La Figure 3.12 représente les 6 classes obtenues par le modèle proposé. Chaque classe
est caractérisé par 3 profils types de consommation électrique relativement aux samedi,
dimanche et jour travaillé. Pour une meilleure comparaison entre ces patterns, la Figure
3.13 représente les 6 profils types durant chaque type de jour. Comme mentionné précé-
demment, nous avons choisi d’attribuer une étiquette à chaque classe en fonction de son
niveau de consommation moyen. A première vue, 4 types de profils sont distingués :

— La classe 1 est principalement caractérisée par un profil de consommation électrique
très faible et lissé. Aucun pic de consommation n’est observé, et les profils semblent
similaires pendant les jours de semaine et les weekend.

— Le premier groupe qui est constitué des classes 2 et 3 est caractérisé par un niveau
de consommation relativement faible avec un pic le matin à 8h30 pendant les jours
de semaine. Ces pics ne sont pas prononcés, et ils sont suivis par une légère baisse.
Cela atteste que les résidents de ces ménages ne se réveillent pas aussi tôt que ceux
appartenant au deuxième groupe (décrits ci-dessous), et une minorité d’entre eux
quittent la maison pendant la journée. L’heure du déjeuner est également obser-
vable par une légère augmentation entre 11h30 et 13h. En soirée, la consommation
électrique augmente progressivement de 14h30 à 18h jusqu’à atteindre un pic. Après
le pic du soir, la consommation électrique décroit graduellement. Cette baisse est
expliquée par une période d’inactivité liée au sommeil. Il est noté que les deux
classes diffèrent principalement par leur comportement du soir pour la période de
temps entre 18h et minuit (voir Figure 3.14).

— Le deuxième groupe qui englobe les classes 4 et 5 présente un pic de consommation
électrique prononcé vers 8h pendant les jours de semaine. Juste après le pic du ma-
tin, la consommation électrique diminue de manière significative. Ces observations
reflètent que les résidents des ménages concernés se réveillent tôt le matin, et la
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majorité d’entre eux partent de la maison après l’heure du pic. L’écart significatif
entre la valeur du pic et le niveau de consommation après la baisse est également lié
au nombre d’occupants dans le ménage. Pour ces classes, une légère augmentation
de la consommation électrique pendant l’heure du déjeuner est observée. Dans la
soirée, la consommation électrique augmente jusqu’à atteindre un pic entre 14h et
18h. Cela est expliqué par le retour progressif des résidents. Après le pic du soir, une
baisse de consommation électrique est constatée, et qui correspond à la période où
les occupants sont susceptibles de dormir. De manière similaire au premier groupe,
les comportements du soir sont différents pour les deux classes, pour la période de
temps entre 18h et minuit comme le montre la Figure 3.14.

— Le comportement de la classe 6 est assez semblable à celui des classes (4 et 5), mais
ce qu’il la caractérise est son niveau de consommation plus élevé.

Une analyse similaire a été menée pour les jours de weekend (voir les Figures 3.13 (Sa-
medi, Dimanche)). Comme attendu, les profils de consommation électrique du weekend
diffèrent de ceux de la semaine sauf pour la classe 1. En outre, le niveau de consomma-
tion électrique du dimanche est plus élevé que celui du samedi pour la période de temps
comprise entre 10h30 et 16h30. En se focalisant sur les classes 5 et 6, la consommation
électrique du samedi est moins importante que celle du dimanche entre 19h30 et 23h30.
Cela est expliqué par le fait que les occupants appartenant à ces classes sont plus suscep-
tibles d’être absents de la maison le samedi soir que le dimanche soir. Les observations
vues précédemment montrent le lien fort entre les profils de consommation électrique et
le style de vie quotidien des résidents.
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Figure 3.12 – Profils types de consommation électrique des 6 classes obtenues par le
modèle proposé
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Une évaluation quantitative de ces observations est effectuée en croisant les résultats
de la classification avec des variables catégorielles extraites du questionnaire résidentiel. Le
choix des questions pertinentes a été basé sur des travaux antérieurs, en particulier ceux
présentés dans [Tong et al., 2016, Beckel et al., 2014]. Les auteurs de [Beckel et al., 2014]
ont sélectionné les caractéristiques qui sont intéressantes pour les services publics en me-
nant des entretiens avec quatre consultants en énergie [Beckel et al., 2012]. La Figure 3.15
représente le croisement des résultats de classification avec huit caractéristiques socio-
économiques.

Les résidents sans emploi (Figure 3.15 (a)), ainsi que les résidents seuls (Figure 3.15
(d)), sont moins importants dans les classes qui présentent des profils de consommation
électrique avec 3 pics : le matin, à l’heure de déjeuner et le soir (classes 4, 5 et 6). Ces
classes sont aussi caractérisées par un pourcentage élevé de résidents appartenant à une
classe sociale élevée par rapport aux classes 1, 2 et 3 comme le montre la figure 3.15 (b).
Quatre modalités sont utilisées pour cette variable, à savoir cadres supérieurs et professions
libérales (AB), employé et profession intermédiaire (C1C2), ouvriers (DE) et les agricul-
teurs (F). En outre, il est noté que le nombre de retraités est légèrement plus important
dans la classe 1, où les pics de consommation électrique sont diffus, et que la différence
d’utilisation de l’électricité entre les jours de semaine et les jours de weekend n’est pas
significative. On peut noter que la majorité des consommateurs (93%) de toutes les classes
utilisent des moyens de chauffage non électriques comme le montre la Figure 3.15 (g).
La différence dans les comportements de consommation électrique dépend également de
l’âge des résidents, comme illustré dans la Figure 3.15 (e). En particulier, le pourcentage
des personnes âgées est plus élevé dans les classes 1 et 2. L’âge a également un impact
sur l’utilisation de certaines nouvelles technologies telles que Internet (voir Figure 3.15
(f)). En effet, la majorité des consommateurs dans les classes 4, 5 et 6 utilisent Internet
régulièrement. Il est observé que les classes 4, 5 et 6 avec un pic prononcé le matin ont
une proportion plus élevée d’employés par rapport aux autres classes, comme le montre
la Figure 3.15 (h). Enfin, ces profils de consommation dépendent bien évidemment du
nombre de résidents dans chaque ménage, qui a un impact direct sur le nombre d’appa-
reils électriques dans les ménages. Toutes ces observations confirment que les profils de
consommation électrique reflètent les modes de vie des citoyens et qui peuvent être as-
sociés directement aux caractéristiques socio-économiques des ménages. Les profils types
ainsi obtenus peuvent être implémentés dans les modèles de simulation utilisés pour les
villes intelligentes.

3.7.2 Classification des données normalisées du mois de novembre

Cette partie s’intéresse à l’impact de la normalisation des données sur la classification
des consommateurs. Deux types de normalisations ont été utilisés, à savoir la normalisation
centrée réduite, et la normalisation sur une échelle de 0 et 1. Dans cette section, nous
considérons qu’un comportement de consommation électrique est défini par la forme de la
courbe de consommation et non pas par son niveau. Les résultats de la classification et
l’interprétation des classes sont présentés dans les parties qui suivent.

Données normalisées

Deux types de normalisations ont été appliqués à la consommation électrique journa-
lière xid = (xid1, . . . , xidT ) de chaque consommateur xi. Le premier type est la norma-
lisation centrée réduite. Cette normalisation transforme les valeurs du vecteur xid afin
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Figure 3.13 – (a) Profils types de consommation électrique durant un jour travaillé ; (b)
Samedi et (c) Dimanche
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Jour travaillé

Figure 3.14 – Gros plan sur les profils de consommation électrique sans normalisation
durant le soir des jours travaillés.

d’obtenir une moyenne et un écart type de la consommation électrique journalière égaux
à 0 et 1 respectivement comme indiqué ci-dessous :

x∗idt = xidt − xid
std(xid)

, (3.7.2)

où xidt et x∗idt représentent respectivement la consommation électrique journalière réelle
et normalisée durant un jour d à l’instant t. xid et std(xid) désignent la moyenne et l’écart
type de la consommation électrique journalière xid respectivement.

Le deuxième type de normalisation a été suggéré dans [Wang et al., 2016], où les au-
teurs ont utilisé le même jeu de données CER. Il consiste à transformer les valeurs du
vecteur xid sur une plage de [0, 1] comme suit :

x
′
idt = xidt − xmin

xmax − xmin
, (3.7.3)

où xmin et xmax représentent la consommation électrique minimale et maximale pendant
un jour d respectivement.

Interprétation des classes

Après avoir appliqué notre approche à des données normalisées avec un nombre de
classes fixé à 6, les profils types résultants sont assez similaires à ceux obtenus sans nor-
malisation en terme d’allure de courbe. Dans cette étude, nous ne considérerons que les
résultats obtenus à partir de la normalisation centrée réduite. La Figure 3.16 représente
les profils de consommation électrique à partir des données normalisées et non normali-
sées. La quantification de la différence entre les résultats de classification obtenus avec et
sans normalisation est affiché dans la Table 3.3. Chaque ligne représente la répartition des
consommateurs des classes non normalisées par rapport aux six classes normalisées (A, B,
C, D, E et F). Plusieurs tendances remarquables sont observées. Par exemple, plus de 38%
de la population dans la classe 1 est présente dans la classe C. Des tendances similaires sont



58CHAPITRE 3. CLASSIFICATION DES COURBES DE CONSOMMATION ÉLECTRIQUE

0

25

50

75

100

1 2 3 4 5 6
Classes

Ta
ux

 (
%

)

Emploi
Travailleur
Chômeur
Retaité

0

25

50

75

100

1 2 3 4 5 6
Classes

Ta
ux

 (
%

)

Classe_sociale
AB
C1C2
DE
F

(a) (b)

0

25

50

75

100

1 2 3 4 5 6
Classes

Ta
ux

 (
%

)

Nombre_appareils
Faible (< 6)
Moyen (6 −> 8)
Elevé (> 8)

0

25

50

75

100

1 2 3 4 5 6
Classes

Ta
ux

 (
%

)

Nombre_résidents
Seul
Faible (2 −> 4)
Moyen (5 −> 7)
Elevé (> 7)

(c) (d)

0

25

50

75

100

1 2 3 4 5 6
Classes

Ta
ux

 (
%

)

Age_personne
Jeune (< 35)
Moyen (35 −> 65)
Vieux (> 65)

0

25

50

75

100

1 2 3 4 5 6
Classes

Ta
ux

 (
%

)

Usage_Internet
Régulier
Non_régulier

(e) (f)

0

25

50

75

100

1 2 3 4 5 6
Classes

Ta
ux

 (
%

)

Chauffage
Non_électrique
Électrique

0

25

50

75

100

1 2 3 4 5 6
Classes

Ta
ux

 (
%

) Nombre_travailleurs
Aucun
1
2
3
>3

(g) (h)

Figure 3.15 – (a) Représentation des classes en fonction de l’emploi, (b) classe sociale
(AB : cadres supérieurs ; C1C2 : profession intermédiaire ; DE : ouvriers ; F : agriculteurs),
(c) nombre d’appareils, (d) Nombre de résidents, (e) age, (f) usage d’Internet, (g) chauffage
et (h) nombre de travailleurs
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mises en évidence par des pourcentages de transition en caractères gras. L’usage ou non de
la normalisation doit dépendre de l’objectif ciblé. La combinaison des résultats avec et sans
normalisation va aider à cibler les consommateurs de manière plus précise en se basant sur
certaines caractéristiques en terme de formes de pics et de niveaux de consommation (dans
le cas de données non normalisées). Cette étude peut fournir des informations pertinentes
pour l’application d’une demande d’effacement [Balijepalli et al., 2011].
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Figure 3.16 – Profils de consommation électrique avec et sans normalisation durant les
trois types de jour : Samedi, Dimanche et jour travaillé

Classes A B C D E F
1 15.84 9.87 38.70 18.70 12.98 3.89
2 33.63 24.28 7.69 7.54 18.40 8.44
3 9.97 12.64 21.76 39.60 8.70 7.30
4 27.17 29.54 3.84 4.28 20.97 14.18
5 12.07 15.05 17.18 35.51 9.09 11.07
6 10.63 11.55 37.68 20.06 12.76 7.29

Table 3.3 – Table de contingence entre des classes non-normalisées et normalisées
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3.7.3 Changement de comportement des habitations résidentielles

Dans cette partie, nous allons nous intéresser à l’évolution des comportements de
consommation électrique des consommateurs au fil des mois de l’année 2010. Cette étude
vise à mieux comprendre la variabilité de la consommation électrique des usagers au cours
de l’année. Ce travail peut être utile pour les fournisseurs d’électricité afin de cibler les
consommateurs qui vont participer à une demande d’effacement.

Méthodologie

Pour étudier les changements de comportement résidentiel au fil des mois de l’année
2010, notre approche de classification a été appliquée sur une nouvelle structure de don-
nées composée de N ×M séries temporelles (xim)1≤i≤N,1≤m≤M , où N est le nombre de
compteurs intelligents (2870 compteurs intelligents) etM est le nombre de mois (12 mois).
Cette formulation permet à un compteur intelligent de changer de classe d’un mois vers
un autre, et aussi de différencier les compteurs intelligents en fonction du mois. Dans notre
cas, chaque série temporelle xim représente la consommation électrique d’un consomma-
teur i durant un mois m. La longueur de chaque xim est de T ×Dm, où T est le nombre
de mesures par jour (48 mesures) et Dm ∈ {28, 30, 31} est le nombre de jours durant un
mois m. Pour adapter notre modèle à ces données, des variables discrètes δdm ∈ {1, . . . , L}
qui représentent le type de jour ont été utilisées. Ces variables sont représentées par les
variables binaires δdml, où δdml = 1 si δdm = l et 0 sinon. Les équations décrites dans ce
qui suit, représentent les étapes principales pour la construction d’un modèle dédié à la
classification des consommations électriques mensuelles des usagers durant une année.

La log-vraisemblance peut s’écrire comme :

L(Θ) =
∑
m,i

log
(∑

k

πk
∏
d

N (ximd;
∑
l

δdmlµkl,
∑
l

δdmlΣkl)
)
. (3.7.4)

L’étape E de l’algorithme EM consiste à calculer la probabilité à posteriori τimk qu’un
consommateur i durant un mois m appartient à la classe k :

τ
(q)
imk =

π
(q)
k

∏
dN

(
ximd;

∑
l δdmlµ

(q)
kl ,

∑
l δdmlΣ

(q)
kl

)
∑
k π

(q)
k

∏
dN

(
ximd;

∑
l δdmlµ

(q)
kl ,

∑
l δdmlΣ

(q)
kl

) . (3.7.5)

Pour l’étape maximisation, les paramètres sont calculés comme suit :

π
(q+1)
k = 1

NM

∑
i,m

τ
(q)
imk, (3.7.6)

µ
(q+1)
kl = 1∑

m,i,d τ
(q)
imkδdml

∑
i,m,d

τ
(q)
imkδdmlximd, (3.7.7)

Σ(q+1)
kl = 1∑

m,i,d τ
(q)
imkδdml

∑
m,i,d

τ
(q)
imkδdml

(
ximd − µ

(q+1)
kl

)(
ximd − µ

(q+1)
kl

)T
.(3.7.8)

Comme la classification est réalisée sur une année, les profils types journaliers obtenus
reflètent le comportement moyen des consommateurs au cours de l’année. Pour obtenir
une description plus précise, il faudrait ajouter des informations supplémentaires sur les
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saisons, les jours fériés et les vacances scolaires. Par conséquent, cela nécessiterait des
données couvrant une période plus longue afin d’estimer les paramètres du modèle.

Le nombre de classes a été fixé àK = 6 conformément au critère d’information Bayésien
(BIC). Comme mentionné précédemment, nous avons choisi d’attribuer une étiquette à
chaque classe en fonction de son niveau de consommation moyen : plus l’étiquette de la
classe est faible, moins la consommation électrique moyenne est importante. La Figure
3.17 représente les profils de consommation électrique obtenus à partir d’une année de
données.

La variabilité du comportement de chaque consommateur au cours des mois de 2010
a été évaluée à l’aide de l’entropie :

H(τ i) = −
K∑
k=1

M∑
m=1

τimk log(τimk), (3.7.9)

avec τ i = (τimk)1≤m≤M,1≤k≤K , où τimk est la probabilité a posteriori qu’un consommateur
i = 1, . . . , N appartienne à la classes k = 1, . . . ,K durant le moism = 1, . . . ,M . Le résultat
de cette analyse est utile pour avoir une idée sur l’évolution de la consommation électrique
durant une année.

Interprétation

Dans cette partie de l’étude, notre objectif, n’est pas simplement d’identifier les com-
portements des consommateurs, mais plutôt l’évolution de leurs comportements au cours
des mois de l’année 2010.

La Figure 3.18 montre la distribution des classes par mois. On peut remarquer que les
proportions des classes 1, 2, 3 et 4 augmentent de janvier jusqu’à juin, alors que celles des
classes 5 et 6 diminuent. De plus, les proportions de toutes les classes sont stables entre
juin et août. Inversement, à partir de septembre jusqu’à décembre, les proportions des
classes 1, 2, 3 et 4 diminuent, tandis que les proportions des classes 5 et 6 montrent une
augmentation.

Afin de mieux comprendre le changement des proportions des classes au cours de l’an-
née, la Figure 3.19 représente l’évolution des comportements des consommateurs d’une
classe vers une autre au fil des mois. Pour rendre la Figure 3.19 plus facile à interpré-
ter, seuls 4 mois de chaque saison sont retenus : janvier (Jan) pour l’hiver, avril (Avr)
pour le printemps, juillet (Juil) pour l’été et octobre (Oct) pour l’automne. La migration
des consommateurs d’une classe vers une autre est expliquée par le changement de com-
portement qui dépend fortement de la température et des événements calendaires. Par
exemple, si nous nous focalisons uniquement sur la migration des consommateurs de la
classe 5 entre janvier et avril (voir Figure 3.20), nous pouvons remarquer que 44,15% des
consommateurs se déplacent vers des classes avec des niveaux de consommation électrique
plus faibles (classes 1, 2, 3 et 4), plus spécialement les classes 3 et 4 qui ont des profils
de consommation très proches à celui de la classe 5. Il est à noter aussi que la majorité
des consommateurs de la classe 5 (50.87%) y restent, et seulement 4.97% migrent vers une
classe avec un niveau de consommation électrique plus élevé (classe 6).

Pour quantifier le déplacement des consommateurs d’une classe vers une autre, les
taux de transition globale entre les classes ont été calculés à partir des résultats de clas-
sification (voir la Table 3.4). Comme expliqué précédemment, il est constaté que pour la
majorité des consommateurs, la probabilité de rester dans la même classe est élevée (voir
la diagonale de la Table 3.4). Le déplacement des consommateurs est généralement entre
les classes adjacentes. Cela dépend de plusieurs raisons telles que le changement de climat
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Figure 3.17 – (a) Profils types de consommation électrique des six classes durant un jour
travaillé ; (b) Samedi et (c) Dimanche à partir d’une année de données
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("mois froid vers mois chaud" ou "mois chaud vers mois chaud"). L’histogramme qui décrit
empiriquement la distribution des entropies H(τ 1), . . . ,H(τN ) est affiché dans la Figure
3.21. Trois exemples d’entropies : faible, moyenne et élevée sont également représentées
dans la Figure 3.22. Une entropie proche de 0 représente des consommateurs ayant une
consommation régulière. Tandis que l’entropie d’une grande proportion de consommateurs
se situe autour de 0,9. Ce type d’indicateur peut également aider les fournisseurs d’éner-
gie à identifier les ménages qui peuvent être impliqués dans une procédure de demande
d’effacement.

Classes 1 2 3 4 5 6
1 77.21 18.03 3.16 0.72 0.24 0.63
2 8.58 69.97 9.51 10.71 0.73 0.47
3 1.71 11.27 65.13 8.72 10.26 2.89
4 0.32 10.85 7.56 67.94 11.91 1.39
5 0.11 0.43 8.45 10.72 69.83 10.44
6 0.46 0.65 4.98 2.17 20.54 71.17

Table 3.4 – Table de probabilités de transition entre les classes, d’un mois vers un autre
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Figure 3.18 – Distribution des classes par mois
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Figure 3.19 – Évolution des comportements des consommateurs au cours des mois de
l’année

Figure 3.20 – Évolution des comportements des consommateurs de la classe 5 entre
janvier et avril
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Figure 3.21 – Histogramme des entropies

Figure 3.22 – Évolution des comportements de consommation électrique mensuel de trois
consommateurs durant l’année 2010

3.8 Conclusion
Dans ce chapitre, nous nous somme intéressés à la classification automatique des compor-
tements de consommation électrique à deux échelles : bâtiment et territoire. Concernant le
bâtiment, une identification des profils types de consommation électrique journaliers a été
menée en utilisant deux méthodes de classification, à savoir l’algorithme des K-moyennes
fonctionnel et le modèle de mélange gaussien. Sept classes ont été identifiées pour les deux
méthodes. Chaque classe est composée d’un sous groupe de courbes de consommation
électrique journalières, représentées par un profil type. Il a été constaté que ces profils
types dépendent fortement de la température et les types de jour (jour travaillé, jour
non travaillé et vacances scolaires). Des résultats similaires ont été obtenus pour les deux
méthodes, sauf pour quelques jours non travaillés.

A l’échelle d’un territoire, une approche de classification automatique a été développée
pour identifier les profils types de consommation électrique. L’objectif était d’analyser les
comportements de consommation électrique des usagers résidentiels irlandais. Un modèle
génératif basé sur un modèle de mélange gaussien spécifique a été développé. Ce modèle in-
tègre le type de jour (samedi, dimanche et jour travaillé) comme variable exogène. Chaque
classe obtenue est caractérisée par trois profils types relativement aux types de jours. Six
classes ont ainsi été identifiées à partir des données non normalisées durant le mois de
novembre, et une analyse approfondie a été menée sur les profils types obtenus. Les com-
portements résidentiels dépendent principalement des caractéristiques socio-économiques
des ménages ainsi que leurs temps d’occupation pendant la journée. Une analyse de l’évo-
lution des consommations durant une année a permis de voir que les comportements des
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consommateurs évoluent au fil du temps en fonction de la température et des événements
calendaires. Les travaux présentés dans cette partie représentent une première étape vers
un cadre plus général basé sur des modèles génératifs. Les travaux futurs devraient tenir
compte de certaines considérations supplémentaires pour prolonger cette étude. Il serait
intéressant d’incorporer d’autres variables spécifiques à des jours particuliers. Une façon
d’y parvenir serait d’utiliser des informations plus précises sur le calendrier. Comme on
peut s’y attendre, la consommation électrique dépend de plusieurs facteurs comme les
jours de la semaine (lundi,..., dimanche), les jours fériés, les ponts et les vacances sco-
laires. Ces informations calendaires pourraient être fixées manuellement ou extraites à
partir d’une classification préliminaire sur les jours de l’année. En terme de modélisation,
cela pourrait facilement être incorporé dans le modèle en augmentant le nombre de types
de jours encodés par la variable observée δd. Cependant, pour une meilleure précision, ce
type d’approche nécessite des données collectées sur une longue période (plus d’un an).
De la même manière, il serait également motivant d’étudier l’intégration des saisons dans
le modèle. Ceci permet de considérer le comportement périodique des séries temporelles.

Les travaux de fouille de données détaillés dans ce chapitre peuvent servir les four-
nisseurs d’énergie afin de développer de nouvelles politiques de tarification, améliorer les
performances des modèles de prévision et identifier les cibles potentielles pour une pro-
cédure de demande d’effacement. Une meilleure compréhension des comportements de
consommation d’usagers peut être également bénéfique pour la modélisation urbaine, en
fournissant aux modèles de simulation des profils de consommation précis. Cette compré-
hension détaillée est essentielle pour la construction des futures villes intelligentes.



Chapitre 4

Prévision de l’irradiance solaire à
court et moyen termes

4.1 Introduction

Dans ce chapitre, nous nous intéressons à l’énergie renouvelable et plus précisément
à la prévision de la production électrique générée par les panneaux photovoltaïques

(PVs). L’intégration d’un nombre important de PVs dans un réseau électrique pose un défi
technique en raison de la nature variable de la ressource solaire. Une meilleure prévision
de l’irradiance solaire permet aux opérateurs du réseau de mieux planifier l’utilisation
de l’énergie solaire. La première partie de ce chapitre est consacrée à l’état de l’art des
différentes méthodes utilisées dans la prévision de l’irradiance solaire en se focalisant sur
les approches statistiques. Par la suite, nous évoquons les méthodes de prévision utilisées.
Après, nous présentons la mise en œuvre des différentes approches de prévision de l’ir-
radiance solaire sur deux horizons temporels : à court terme (horaire) et à moyen terme
(journalière). Dans la dernière partie du chapitre, nous proposons un modèle hybride qui
tire bénéfices des performances de chaque méthode afin d’améliorer la précision de pré-
vision. Les expérimentations seront menées sur quatre climats différents permettant ainsi
une large évaluation des approches proposées.

4.2 État de l’art

La prévision de l’irradiance solaire est un élément clé dans la majorité des systèmes
de prévision de production photovoltaïque. De nombreux travaux de recherche sont dédiés
à cette problématique où l’on peut catégoriser les modèles de prévision de l’irradiance en
deux groupes : les modèles physiques et les modèles statistiques.

Les modèles physiques sont basés sur des équations mathématiques qui décrivent l’état
physique et le mouvement dynamique de l’atmosphère. Ces modèles sont basés sur des
équations non-linéaires complexes dont la résolution nécessite une forte puissance de cal-
cul. Des méthodes numériques ont été utilisées pour obtenir des solutions approximatives
à ces équations. Ces méthodes sont nommées modèles numériques de prévision météo-
rologique “Numerical Weather Predictions (NWP)". Les erreurs de prévision de l’irra-
diance solaire basées sur les modèles (NWP) varient en fonction des climats et du mou-
vement dynamique de l’atmosphère pour une localisation donnée [Wittmann et al., 2008,
Ciabattoni et al., 2013].

Les modèles statistiques se basent sur des données historiques qui peuvent être is-

67
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sues de stations météorologiques, de satellites [Hammer et al., 1999] ou des images du
ciel [Nova et al., 2005]. Les modèles statistiques basés sur des données satellites et des
images du ciel détectent les mouvement des nuages à l’aide du champ de vecteurs de
mouvement “motion vector fields". Les erreurs de prévision issues de ce type de modèles
augmentent dans le cas d’un faible ensoleillement et pour de fortes variations spatiales
[Hammer et al., 1999].

Les modèles statistiques sont moins complexes comparés aux modèles physiques. Cela
revient au fait qu’ils nécessitent une quantité de données moins importante ainsi qu’un
temps de calcul plus court. Concernant la qualité de prévision, les modèles physiques
fournissent une bonne estimation de l’irradiance solaire sur un horizon de plus d’un jour,
alors que pour les horizons à court et moyen termes (heure et jour) où l’influence du
déplacement des nuages est importante, les modèles statistiques sont plus performants
[Kleissl, 2010].

Plusieurs travaux de recherche se sont basés sur les approches statistiques pour pré-
voir l’irradiance solaire. Elles vont des méthodes d’apprentissage automatique comme les
réseaux de neurones (NN) et les machines à vecteurs de support (SVM) jusqu’aux mé-
thodes de séries temporelles comme les modèles auto-régressifs (AR). Dans la suite, nous
décrivons les principaux travaux de recherche qui ont utilisé les méthodes citées.

Les réseaux de neurones (NN) sont considérés comme des méthodes de référence pour
résoudre des problèmes de régression non linéaire rencontrés dans divers domaines. C’est
la raison pour laquelle leur utilisation dans le domaine de la prévision solaire est fréquente
[Mellit and Pavan, 2010, Deng et al., 2010, Rao et al., 2012, Ghanbarzadeh et al., 2009].

Mellit et al ont étudié le perceptron multicouche (MLP) pour prévoir l’irradiance so-
laire sur un horizon de 24 heures en Italie [Mellit and Pavan, 2010]. Les données d’entrée
étaient l’irradiance et la température journalières moyennes. Les résultats ont montré que
le meilleur modèle a été obtenu avec une couche d’entrée et deux couches cachées. Deng et
al ont utilisé un réseau de neurones avec rétro-propagation dans [Deng et al., 2010] pour
prévoir l’irradiance solaire journalière en Chine. Le modèle proposé comporte trois couches
cachées et l’algorithme d’optimisation utilisé est celui de Levenberg-Marquardt. Les entrées
du réseau de neurones sont constituées des paramètres météorologiques et géographiques.
Les auteurs ont constaté que la durée d’ensoleillement, les paramètres géographiques et le
jour de l’année sont les données d’entrée les plus pertinentes. Dans [Rao et al., 2012], les
auteurs ont trouvé que le modèle à base de (NN) était performant quand la température,
l’humidité, le mois et le jour étaient utilisés en entrée du réseau de neurones, et moins per-
formant quand la date était rajoutée. Dans [Ghanbarzadeh et al., 2009] une combinaison
de paramètres météorologiques comme entrées du réseau de neurones a été exploitée pour
prévoir l’irradiance solaire. Il a été constaté que les meilleurs performances ont été obte-
nues lorsque la durée d’ensoleillement, la température moyenne journalière et l’humidité
sont intégrées.

L’utilisation des machines à vecteurs de support (SVM) est relativement récente dans le
domaine de la prévision de l’irradiance solaire [Zeng and Qiao, 2013], [Wolff et al., 2016],
[da Silva Fonseca Jr. et al., 2013].

Les machines à vecteurs de support ont été utilisées dans [Zeng and Qiao, 2013] pour
une prévision à court terme. L’entrée du modèle comporte des données historiques sur la
transmissivité atmosphérique ainsi que des variables météorologiques comprenant la cou-
verture du ciel, l’humidité et la vitesse du vent. La sortie du modèle est la transmission
atmosphérique prévue, qui est convertie par la suite en irradiance solaire selon la latitude
du site et l’heure du jour. Les résultats montrent que le modèle proposé surpasse le mo-
dèle auto-régressif (AR) ainsi que les réseaux de neurones. Dans [Wolff et al., 2016], les
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machines à vecteurs de support et les K plus proches voisins ont été mis en oeuvre pour
prévoir la production photovoltaïque. Les chercheurs se sont basés sur deux types de don-
nées à savoir : des données météorologiques mesurées et des prévisions issues des modèles
(NWP). Après avoir optimisé les paramètres et comparé les deux modèles, Wolff et al. ont
construit un modèle hybride qui utilise les prévisions des deux approches employées. Joao
et al. ont appliqué les SVM avec une fonction gaussienne comme noyau, pour prévoir l’irra-
diance solaire au niveau de la ville de Tsukuba (Japon) [da Silva Fonseca Jr. et al., 2013].
L’ajustement des paramètres du modèle a été effectué en utilisant les K validations croisées
et la recherche par grille. L’analyse a nécessité l’usage de données météorologiques.

Concernant les méthodes de séries temporelles, les modèles auto-régressifs (AR) et
les modèles auto-régressifs et moyenne mobile (ARMA) sont efficaces pour prévoir les
futures valeurs des séries temporelles auto-corrélées. Ces modèles nécessitent que la condi-
tion de stationnarité soit satisfaite. Dans [Ji and Chee, 2011], le test augmenté de Dickey-
Fuller (ADF) [Said and Dickey, 1984] a été utilisé pour mesurer la stationnarité des sé-
ries temporelles. Comme les séries temporelles d’irradiance solaire ne sont pas station-
naires, un pré-traitement est nécessaire. Lauret et al. [Lauret et al., 2015] ont proposé
une analyse comparative de plusieurs méthodes d’apprentissage automatique avec un mo-
dèle (AR). Pour rendre les séries de l’irradiance solaire stationnaires, ils ont utilisé le
modèle Bird [Bird and Hulstrom, 1981] pour les normaliser. Récemment, David et al.
[David et al., 2016] ont utilisé le même pré-traitement pour prévoir l’irradiance solaire
avec des modèles récursifs ARMA-GARCH.

Lauret et al. [Lauret et al., 2015] ont effectué une étude comparative de plusieurs ap-
proches statistiques à savoir : une méthode naïve, un modèle auto-régressif, un modèle
gaussien, les machines à vecteurs de support et un réseau de neurones. Ces modèles sont
calibrés et validés en utilisant uniquement des données d’irradiance solaire issues de trois
îles françaises : la Corse, la Guadeloupe et la Réunion. Les auteurs ont trouvé que les
méthodes d’apprentissage automatique améliorent légèrement les performances des mo-
dèles (AR) et celles des modèles naïfs dans le cas d’une prévision horaire. Par contre, cette
amélioration est plus significative dans le cas des conditions instables du ciel.

En s’inscrivant dans le même contexte que les travaux cités précédemment, notre tra-
vail consiste à prévoir l’irradiance solaire sur deux horizons temporels (court et moyen
termes). Six approches statistiques sont utilisées à savoir : la méthode naïve, la méthode
calendaire, le modèle ARMA intégrant des variables exogènes (ARMAX), les machines à
vecteurs de support (SVM), les forêts aléatoires (RF) et les réseaux de neurones (NN).
Pour construire et valider les modèles, deux types de données sont disponibles : des para-
mètres météorologiques mesurés et des prévisions issues des modèles NWP. Ces données
sont relatives à quatre localisations caractérisées chacune par un type de climat bien spé-
cifique. La particularité de ce travail est l’étude des performances d’un ensemble élargi de
méthodes incluant des méthodes références, une méthode de séries temporelles et des mé-
thodes d’apprentissage automatique. Ces performances sont mesurées sur deux horizons
temporels pour quatre climats différents. Ce travail donnera également des indications
utiles pour la mise en place d’un modèle hybride de prévision plus performant.

4.3 Modèles de prévision

Dans cette section, nous allons nous intéresser aux modèles de prévision. Ces modèles
visent à prévoir une situation future en se basant sur des données historiques. Comme
cela a été déjà mentionné, les approches de prévision de l’irradiance solaire peuvent être
scindées en deux groupes : les approches basées sur un modèle physique et les approches
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statistiques.
Dans ce chapitre, nous nous intéressons à six méthodes de prévision à savoir :
— la méthode naïve,
— la méthode calendaire,
— le modèle ARMA intégrant des variables exogènes (ARMAX),
— les machines à vecteurs de support (SVM),
— les forêts aléatoires (RF),
— les réseaux de neurones (NN).
Les données historiques de l’irradiance solaire sont représentées par une série temporelle

(I1, I2, ..., IN ), où It correspond à l’irradiance solaire à une heure t donnée. Le signêsera
utilisé pour désigner la prévision de It et h indiquera l’horizon de prévision.

4.3.1 Modèles références

Méthode naïve

La méthode naïve est une méthode de prévision très simple qui est souvent utilisée
comme référence pour évaluer les performances d’autres méthodes. Elle suppose que les
valeurs à prévoir sont égales à celles observées (c.-à-d. les conditions météorologiques res-
tent inchangées entre les heures observées et les heures futures). La prévision de l’irradiance
solaire sur un horizon h est donnée par :

Ît+h =
{
It Si h = 1,
It+h−24 Si h > 1 et t ≥ 24. (4.3.1)

Remarque : Pour une prévision de l’irradiance solaire sur un horizon h > 1, il est
nécessaire d’avoir au minimum une série d’un jour (24 heures).

Méthode calendaire

La méthode calendaire est une méthode basée sur des informations issues du calen-
drier. Comme vu précédemment dans l’analyse exploratoire (voir chapitre 2), l’année est
divisée en G groupes de jours (P1, P2, ..., PG) selon leurs nombres d’heures d’ensoleille-
ment. Connaissant le groupe Pg du jour de l’instant t + h à prévoir, l’irradiance solaire
à cet instant est égale à la moyenne de toutes les irradiances Il des jours appartenant au
groupe Pg. La formule est comme suit :

Ît+h =
∑
I∈Pg

Il

#Pg
, (4.3.2)

telle que l = (t+ h) mod 24 et # représente le cardinal du groupe Pg.

4.3.2 Modèles de séries temporelles et d’apprentissage automatique

Taux d’irradiance par rapport à un ciel clair

Pour respecter la condition de stationnarité de certaines méthodes comme ARMAX,
et afin d’améliorer les performances d’autres telles que SVM, RF et NN, nous avons choisi
d’utiliser un paramètre clé qui est le taux d’irradiance par rapport à un ciel clair. Ce
paramètre est déterminé en divisant l’irradiance mesurée par l’irradiance sous un ciel
clair. La formule est donnée par :
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τt =
{
It/It(clair) Si It(clair) 6= 0
0 Sinon, (4.3.3)

où τt et It(clair) représentent respectivement le taux d’irradiance et l’irradiance par rap-
port à un ciel clair. It correspond à l’irradiance solaire mesurée. It(clair) est déterminée à
partir d’un modèle de ciel clair appelé modèle Bird [Bird and Hulstrom, 1981]. Ce modèle
génère l’irradiance sous un ciel dégagé avec un précision acceptable et avec peu de données
d’entrées [Badescu et al., 2013].

Méthodologie

Pour prévoir l’irradiance solaire sur un horizon h, nous nous sommes basés sur les
quatre étapes suivantes :

— Calcul du taux d’irradiance par rapport à un ciel clair τt en utilisant l’équation
(4.3.3) ;

— Construction du modèle de prévision sur le taux d’irradiance ;
— Prévision du taux d’irradiance τ̂t+h ;
— Prévision de l’irradiance Ît+h, en multipliant le taux d’irradiance prévu τ̂t+h par

l’irradiance sous un ciel clair It+h(clair).

La formule de prévision adoptée est la suivante :

Ît+h = τ̂t+h × It+h(clair). (4.3.4)

Désignons l’ensemble d’apprentissage par A = {(xt, yt)}NA
t=1, où NA est la taille de

l’ensemble et xt ∈ Rv est une donnée d’entrée contenant v attributs et yt ∈ R est sa
donnée de sortie. Les données d’entrée peuvent être représentées par une matrice X de
dimension NA × v qui correspond à un vecteur de sortie y. L’ensemble d’apprentissage
peut s’écrire A = {X,y}.

Dans cette thèse, nous avons adapté le type d’attributs ainsi que la taille de la donnée
d’entrée xt selon l’horizon de prévision (court et moyen termes) :

— Pour un horizon de prévision court (horaire) où l’objectif est d’estimer yt+1, chaque
donnée d’entrée xt comporte des paramètres à l’heure actuelle t (taux d’irradiance
et météo observée) et des paramètres à l’heure prochaine t + 1 (météo prévue).
En plus des paramètres météo, une variable binaire qui encode l’ensoleillement à
l’heure t + 1 (1 durant le jour et 0 sinon) a été intégrée. Dans ce cas, la taille de
la donnée d’entrée xt est v = 11 attributs (voir Table 4.1). Concernant les données
de sortie, chaque yt représente le taux d’irradiance à l’heure t+ 1.

— Pour un horizon de prévision moyen (journalier) où l’objectif est d’estimer
yt+1, yt+2, ..., yt+24, la donnée d’entrée est constituée de paramètres météo prévus et
d’ensoleillement correspondant à l’heure t du prochain jour. Pour le moyen terme,
la donnée d’entrée xt est représentée par un vecteur de taille v = 6 attributs (voir
Table 4.1). Pour les données de sortie, chaque yt représente le taux d’irradiance à
l’heure t du jour à prévoir.

Pour évaluer les modèles de prévision construits, nous considérons V = {X∗,y∗} un
ensemble de NV données de validation.
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Type d’attribut Court terme Moyen terme

Paramètres météo observés

Température (t) -
Pression (t) -
Humidité (t) -
Vitesse du vent (t) -

Paramètres météo prévus

Température (t+1) Température (t)
Pression (t+1) Pression (t)
Humidité (t+1) Humidité (t)
Vitesse du vent (t+1) Vitesse du vent (t)
Couverture nuageuse (t+1) Couverture nuageuse (t)

Paramètres déterminés Ensoleillement (t+1) Ensoleillement (t)
Taux d’irradiance (t) -

Table 4.1 – Attributs de la donnée d’entrée xt utilisés dans les prévisions court et moyen
termes

Modèle auto-régressif et moyenne mobile intégrant des variables exogènes
(ARMAX)

Les modèles auto-régressifs et moyenne mobile (ARMA) sont des modèles conçus
principalement pour comprendre et prévoir des valeurs futures d’une série temporelle
[Box and Jenkins, 1994]. Le modèle ARMA est divisé en une partie “auto-régressive" (AR)
et une partie “ moyenne mobile". Le modèle ARMA est généralement noté ARMA(p,q)
où p et q représentent les ordres des parties (AR) et (MA) respectivement. Dans le cas du
taux d’irradiance solaire, le modèle ARMA(p,q) s’écrit comme suit :

τt =
p∑
i=1

φiτt−i + εt +
q∑
j=1

θjεt−j (4.3.5)

Pour une meilleure précision du modèle ARMA, nous avons rajouté v variables exogènes
qui dépendent de l’horizon de prévision (voir Table 4.1). L’extension du modèle ARMA
en incluant ces variables exogènes est nommée ARMAX(p,q). Elle est définie par :

τt =
p∑
i=1

φiτt−i +
v∑
r=1

βrxtr + εt +
q∑
j=1

θjεt−j , (4.3.6)

où βr est le coefficient de la variable exogène r et (xtr)r=1,...,v est le vecteur qui englobe
les v variables exogènes.

Le défi majeur dans la construction des modèles ARMA est de déterminer les ordres
p et q appropriés. Dans le cas de notre travail, nous avons opté pour la minimisation du
critère d’Information d’Akaike (AIC) par rapport aux ordres p et q [Akaike, 1973].

La prévision du taux d’irradiance sur un horizon h est ainsi donnée par :

τ̂t+h =
p∑
i=1

φ̂iτt−i +
v∑
r=1

β̂rxtr + εt +
q∑
j=1

θ̂jεt−j , (4.3.7)

où les φ̂i, β̂r et θ̂j sont les paramètres estimés.



4.3. MODÈLES DE PRÉVISION 73

Machines à vecteurs de support (SVM)

Les machines à vecteurs de support constituent une technique d’apprentissage à base de
noyau souvent utilisée dans les problèmes de classification et de régression [Vapnik, 1995].
La résolution des deux problèmes consiste à construire une fonction f qui fait correspondre
une entrée x à une sortie y. Dans le cas d’une régression linéaire on a par exemple f(x) =
xw+b. L’écart entre les données et le modèle est défini par une fonction de perte Lε(y, f(x))
suivante (voir Figure 4.1) :

Lε(y, f(x)) =
{

0 Si |y − f(x)| ≤ ε
|y − f(x)| − ε Sinon. (4.3.8)

Figure 4.1 – Support à vaste marge dans le cas d’une régression linéaire

Pour mesurer l’erreur des observations qui sont en dehors de la zone de tolérance
bornée par ε, deux variables de relaxation "ressort" ξt et ξ∗t sont rajoutées pour assouplir
et contrôler au travers de la variable C (voir Figure 4.1). Le support à vaste marge de
régression est formulée comme une minimisation de la fonction suivante par rapport à :

1
2 ||w||

2 + C
NA∑
t=1

(ξt + ξ∗t ), (4.3.9)

tout en respectant les contraintes suivantes :
yt − f(xt) ≤ ε+ ξ∗t
f(xt)− yt ≤ ε+ ξt
ξt, ξ

∗
t ≥ 0, t = 1, ..., NA.

Ce problème d’optimisation est transformé en un problème dual dont la solution est
donnée par :

f(x) =
NA∑
t=1

αt〈xt,x〉+ b, (4.3.10)

tel que les coefficients αt correspondent à la différence entre deux multiplicateurs de La-
grange.

Dans le cas d’une régression non linéaire, Vapnik propose de projeter les observations
dans un espace de dimension supérieure à travers une fonction de transformation non
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linéaire ϕ. Cette transformation est implicite à travers le calcul d’une fonction noyau qui
vérifie [Vapnik, 1995] :

K(xt,x) = 〈ϕ(xt).ϕ(x)〉. (4.3.11)

Plusieurs noyaux peuvent être utilisés. Nous pouvons citer : le noyau linéaire, le noyau
polynomial et le noyaux RBF (Radial Basis Fonction).

La solution du problème d’optimisation dans le cas d’une régression non linéaire est
exprimée par :

f(x) =
NA∑
t=1

αtK(xt,x) + b. (4.3.12)

Dans le cadre de notre travail, la prévision du taux d’irradiance sur un horizon h est
positionnée dans un cadre de régression non linéaire qui est décrit par :

τt+h =
NA∑
t=1

αtKRBF (xt,x∗) + b, (4.3.13)

tel que KRBF représente le noyau RBF qui est calculé par [Vapnik, 1995] :

KRBF = exp(−||xt − x∗||
2

2σ2 )

= exp(−γ||xt − x∗||2),
(4.3.14)

avec γ = 1
2σ2 et ||.|| est la norme euclidienne.

Forets aléatoires (RF)

Avant d’évoquer les forêts aléatoires, il est nécessaire d’introduire les arbres de décision.
Les arbres de décision sont des algorithmes de classification et de régression souvent utilisés
en apprentissage automatique [Breiman et al., 1984].

Un arbre est construit avec un seul nœud racine qui n’a pas de branches entrantes.
Tous les autres nœuds ont une unique branche entrante. Les nœuds avec des branches
sortantes sont appelés nœuds internes. Les autres nœuds sont nommés feuilles.

L’arbre de décision le plus utilisé est l’algorithme CART (Classification And Regression
Trees) qui inclut la classification et la régression [Breiman et al., 1984]. L’arbre de décision
généré par CART est binaire, où chaque nœuds interne a deux branches sortantes. Le
critère de segmentation utilisé par cet algorithme est l’indice de Gini [Breiman et al., 1984].
Après la construction de l’arbre, un élagage est effectué pour supprimer les branches les
moins informatives en terme d’erreur quadratique de prévision.

Le principe des modèles forêts aléatoires (Random Forest) consiste à construire un
ensemble d’arbres de décision afin d’améliorer les performances en termes de precision
[Breiman, 2001].

Soit un ensemble de données d’apprentissage A = {xt, yt}NA
t=1. L’algorithme des forêts

aléatoires combine la méthode du bagging [Breiman, 1996] et la sélection aléatoire des
attributs de partitionnement des nœuds qui participent à la construction de l’arbre de
décision [Amit and Wilder, 1997]. Le bagging est une technique d’ensemble basée sur le
reéchantillonnage pour générer un ensemble de T régresseurs. Cet ensemble est construit à
partir de plusieurs échantillons boostrap (Sj)j=1,...,M composés de NA-uplets (xt, yt) tirés
d’une manière aléatoire avec remise dans A. L’ensemble de M régresseurs sera utilisé par



4.3. MODÈLES DE PRÉVISION 75

la suite pour prévoir le taux d’irradiance solaire via un calcul de moyenne. Les étapes
principales sont décrites dans le pseudo-code 5.

Algorithme 5 Pseudo-code de construction d’une forêt aléatoire

1: Entrées : A = {(xt, yt)}NA
t=1 un ensemble d’apprentissage

M nombre d’arbres
v nombre d’attributs

2: Pour j = 1 à M Faire
3: Générer un échantillon Boostrap Sj
4: Construire un arbre de décision de type CART sur l’échantillon Boostrap Sj
5: Choisir pour chaque nœud une variable de partitionnement en tirant aléatoirement

parmi les v attributs
6: Fin Pour
7: Sorties : (fj)j=1,...,M . (fj est le résultat de prévision de l’arbre de décision j)

La prévision du taux d’irradiance sur un horizon h est donnée par :

τ̂t+h = 1
M

M∑
j=1

fj , (4.3.15)

où fj est le résultat de prévision du taux d’irradiance d’un arbre de décision j sur un
horizon h.

Réseaux de neurones (NN)

Un réseau de neurones (NN) est une méthode d’apprentissage automatique qui a été
conçue pour imiter le fonctionnement du cerveau humain [McCulloch and Pitts, 1943]. Le
cerveau se compose de nombreux neurones qui sont reliés par des axones, des synapses
et des dendrites. Un réseau de neurones est composé de neurones qui sont liés par des
poids et des biais. L’objectif d’un réseau de neurones est de créer une relation entre les
entrées xt et les sorties yt. Chaque valeur de l’attribut r est multipliée par un poids w,
qui sert de connexion entre une entrée et un neurone, ainsi qu’entre les différentes couches
de neurones. Dans l’étape suivante, les produits des binômes (valeurs des attributs et
poids) sont additionnés. Un poids supplémentaire qui représente le coefficient de biais b
est rajouté à la somme. Une fonction d’activation f est appliquée au résultat trouvé pour
obtenir la sortie a. Pour une meilleure compréhension, la Figure 4.2 représente un réseau
de neurone de base.

Figure 4.2 – Réseau de neurones de base
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La relation entre l’entrée xt et la sortie a d’un réseau de neurone de base est exprimée
par :

a = f(n), (4.3.16)

où

n = xt1w11 + xt2w21 + ...+ xtvwv1 + b, (4.3.17)

tel que v est le nombre d’attributs d’une donnée d’entrée xt .
Durant la phase d’apprentissage, les poids et les biais sont mises à jour à travers les

équations suivantes :

w
(c+1)
r1 = w

(c)
r1 + 2αe(c)x

(c)
tr , (4.3.18)

b(c+1) = b(c) + 2αe(c), (4.3.19)

où w est le poids, b est le biais, e est l’erreur et α est le taux d’apprentissage. Il existe
plusieurs fonctions d’activations, mais dans la pratique la fonction qui est principalement
utilisée est la fonction sigmoïde (voir Figure 4.3).

La fonction sigmoïde est définit par : ∀n ∈ R,

f(n) = 1
1 + e−n

(4.3.20)

Figure 4.3 – Graphe de la fonction sigmoïde

Les réseaux de neurones Feed-forward sont des réseaux de neurones multi-couches.
Dans cette étude, un réseau de neurone Feed-forward à trois couches a été utilisé comme
le montre la Figure 4.4. Ce réseau est constitué d’une couche d’entrée composée de v
éléments correspondants aux attributs de la donnée d’entrée xt. La deuxième couche est
une couche cachée à m neurones. La dernière couche correspond à la couche de sortie. La
fonction d’activation utilisée est la fonction sigmoïde.

La rétro-propagation de l’erreur est considérée comme l’approche d’apprentissage la
plus populaire pour apprendre un réseau de neurones multi-couches [Rumelhart et al., 1988].
Cet algorithme permet de réduire l’erreur du réseau en ajustant les poids et les biais. Cette
approche utilise la méthode de descente du gradient pour minimiser l’écart quadratique
moyen entre la sortie du réseau a et la sortie souhaitée yt.
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Figure 4.4 – Structure du réseau de neurones Feed forward utilisé

La prévision du taux d’irradiance sur un horizon h est donnée par :

τ̂t+h =
m∑
s=1

wsf(
v∑
r=1

xtrwrs + b1) + b2, (4.3.21)

où ws, wrs représentent les poids et b1, b2 sont les biais.

4.4 Évaluation des modèles

4.4.1 Mesure de la performance de généralisation

La validation croisée est une méthode d’évaluation des modèles qui est basé sur des
techniques de rééchantillonnage. Elle consiste dans un premier temps à diviser l’ensemble
de données en trois parties :

— Un sous-ensemble d’apprentissage (A) dont les données seront utilisées pour la
construction du modèle ;

— Un sous-ensemble de validation (V) où les données permettront d’estimer les para-
mètres du modèle ;

— Un sous-ensemble test (T) dont les données serviront uniquement pour évaluer la
performance du modèle construit.

A partir d’un ensemble de données de taille N , il existe plusieurs méthodes (appelées
techniques de rééchantillonnage) pour estimer la qualité de l’apprentissage. Parmi ces
méthodes on peut citer :

— Validation simple : cette technique consiste à diviser l’ensemble de données en
deux sous ensembles (base d’apprentissage et base de test). Souvent on garde 70%
de données pour l’apprentissage et 30% pour le test [Ljung, 1986]. Le score de per-
formance du modèle est calculé sur l’échantillon de test (voir Figure 4.5).

— K-validations croisées : Cette technique consiste à partitionner l’ensemble de
données initiale en K sous ensembles de tailles approximativement identiques N/K
[Stone, 1974]. Un desK échantillons est sélectionné comme jeu de test et les (K−1)
restants comme base d’apprentissage. Cette opération est répétée K fois et pour
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Figure 4.5 – Validation simple

chaque répétition des nouveaux jeux de test et d’apprentissage sont proposés. Le
score de performance global du modèle est la moyenne des K scores obtenus sur
chaque échantillon de test (voir Figure 4.6).

Figure 4.6 – K-validations croisées

— Leave-one-out : Cette méthode est un cas particulier de la K-validation croisée
où K = N [Kohavi, 1995] ; l’apprentissage est effectué sur (N − 1) observations et
le test sur la N ième restante. Cette opération est répétée N fois pour que chacune
des observations figure en tant que observation test. Cette technique est souvent
appliquée lorsque le nombre d’observations n’est pas élevé (voir Figure 4.7).

Figure 4.7 – Leave-one-out

— Validation croisée pour les séries temporelles : cette méthode prend en
compte le sequencement chronologique des observations [Hyndman, 2018]. Elle
consiste à sélectionner les observations aux instants (1, 2, ..., k+i−1) en tant qu’en-
semble d’apprentissage (estimation du modèle) et à tester l’observation à l’instant
k + i. Le paramètre k désigne le nombre minimum d’observations dans l’ensemble
d’apprentissage. Cette étape est réitérée en faisant évoluer l’indice i = 1, 2, ..., N−k
et calculant pour chaque itération le score de performance du modèle (voir Figure
4.8).

Dans le cadre de la thèse, vu que l’irradiance solaire est représentée par une série chro-
nologique, il est nécessaire d’appliquer la validation croisée pour les séries temporelles.
Pour trouver les meilleurs paramètres des modèles d’apprentissage automatique (SVM,
RF et NN), la K-validation croisée est utilisée durant chaque phase d’apprentissage. Nous
rappelons aussi que les ordres p et q du modèle ARMAX sont déterminés en utilisant le
Critère d’Information d’Akaike (AIC).
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Figure 4.8 – Validation croisée pour les séries temporelles

4.4.2 Mesure de la performance d’un modèle de prévision

Pour évaluer les performances des modèles de prévision, il existe plusieurs métriques
permettant de quantifier la différence entre les valeurs prédites Ît par le modèle et les va-
leurs réelles observées It, tel que t = (1, 2, ..., NT ). Dans le cas de la prévision journalière,NT

est multiple de 24. Parmi ces métriques nous pouvons citer :

— Erreur quadratique moyenne (Mean Square Error, MSE) : cette métrique
consiste à calculer la moyenne arithmétique des carrés des écarts entre les observa-
tions prédites et les observations réelles. La formule s’écrit comme suit :

MSE = 1
NT

NT∑
t=1

(Ît − It)2. (4.4.1)

— Racine carrée de l’erreur quadratique moyenne (Root Mean Square Er-
ror, RMSE) : comme son nom l’indique, cette mesure correspond à appliquer une
racine carrée au MSE. La formule est donnée par :

RMSE =
√
MSE

=

√√√√ 1
NT

NT∑
t=1

(Ît − It)2.
(4.4.2)

— Erreur absolue moyenne (Mean Absolute Error, MAE) : est la moyenne
arithmétique des valeurs absolues des écarts entre les observations prédites et les
observations réelles. La MAE est formulée par :

MAE = 1
NT

NT∑
t=1
| Ît − It | . (4.4.3)

— Erreur absolue moyenne en pourcentage (Mean Absolute Percentage Er-
ror, MAPE) : elle consiste à calculer une moyenne des écarts en valeur absolue
par rapport aux valeurs observées. Pour exprimer cette mesure en pourcentage, le
résultat de calcul sera multiplié par 100 comme indiqué dans la formule suivante :

MAPE = 100
NT

NT∑
t=1

| Ît − It |
It

, (4.4.4)

avec It > 0.
Le MAPE ne peut pas être utilisé dans notre cas, à cause des valeurs nulles que peut

prendre l’irradiance solaire pendant certaines périodes de la journée.
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Dans le cadre de cette thèse, deux métriques d’évaluation de performance sont utilisées
à savoir : RMSE et MAE.

4.5 Résultats de prévision à court et moyen termes
Dans cette section, nous présentons les résultats de prévision à court et moyen termes

(horaire et journalière) après l’application des six méthodes (Naive, calendaire, ARMAX,
SVM, RF et NN) sur les quatre localisations (Carpentras, Pampelune, Brasilia et Ile de
la Réunion) décrites dans l’analyse exploratoire.

Deux ans (2012-2013) de données sont considérés pour apprendre et valider les modèles
de prévision. Comme nous l’avons déjà mentionné dans la Section 4.4.1, nous avons utilisé
la validation croisée de série temporelle pour prendre en compte l’aspect temporel des
données.

L’apprentissage des modèles s’effectue sur une fenêtre d’un an. Une fenêtre glissante
est ensuite utilisée sur toute l’année 2012 lors de la première itération. Le décalage de
cette fenêtre dépend de l’horizon de prévision (horaire ou journalier). La validation sera
faite sur la prochaine observation dans le cas de prévision horaire et sur les 24 prochaines
observations pour une prévision journalière.

Nous rappelons que pour évaluer les performances des modèles de prévision, deux mé-
triques sont utilisées à savoir : la racine carrée de l’erreur quadratique moyenne (RMSE)
et l’erreur absolue moyenne (MAE). Ces mesures sont calculées sur toute l’année de va-
lidation (2013). Pour l’interprétation des résultats, nous nous sommes basés uniquement
sur le RMSE.

4.5.1 Résultats de prévision à moyen terme

Dans cette partie, nous nous intéressons aux résultats de prévision moyen terme (jour-
nalière). La Table 4.2 montre les performances des méthodes dans le cas de prévision
journalière pour quatre localisations différentes (Carpentras, Pampelune, Brasilia et Ile
de la Réunion). Nous remarquons que quelque soit le point d’observation, la méthode
naïve est moins efficace que les autres méthodes. Celle-ci peut être écartée dans les futures
évaluations. Les résultats des modèles obtenant les meilleures performances sont mis en
caractères gras. C’est le cas des NN pour les quatre localisations. Ces performances sont
aussi atteintes par SVM pour Pampelune et ARMAX pour l’Ile de la Réunion. L’efficacité
des modèles varient d’un site à un autre. Par exemple, une différence de RMSE d’environ
40 est observée entre Carpentras et l’Ile de la Réunion. Les différences de performances
entre les différentes localisations sont directement liées au type de climat. Le climat tro-
pical humide de l’Ile de la Réunion se caractérise par son irrégularité et des pluies durant
toute l’année. A l’inverse, le climat méditerranéen qui règne sur la région de Carpentras
connait un été sec et chaud et un hiver froid et humide. C’est pour cette raison que les
RMSE obtenus pour les climats assez stables comme ceux de Carpentras et de Pampelune
sont plus faibles que ceux obtenus pour les climats tropicaux (Brasilia et Ile de la Réunion
).

4.5.2 Résultats de prévision à court terme

Dans cette partie, nous présentons les résultats obtenus par les modèles de prévision
sur un horizon court terme (horaire). La Table 4.3 fournit les performances des modèles
dans le cas d’une prévision horaire appliquée sur les quatre sites. En comparant les Tables
4.2 et 4.3, nous remarquons que les modèles horaires améliorent les performances des
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Méthodes de prévision
Localisation Métrique Naïve Calendaire ARMAX SVM RF NN

Carpentras RMSE 110,87 92,94 63,38 57,60 57,78 54,34
MAE 44,85 43,53 28,37 23,36 24,53 22,18

Brasilia RMSE 134,65 116,08 91,38 90,11 89,76 88,94
MAE 56,61 54,85 41,69 40,63 40,56 38,44

Pampelune RMSE 121,50 108,71 73,22 66,19 69,14 66,69
MAE 55,58 54,30 36,80 30,22 33,29 31,46

Ile de la Réunion RMSE 140,42 116,50 96,68 97,34 98,86 96,38
MAE 62,36 60,27 47,87 48,55 49,44 47,68

Table 4.2 – Performances des modèles dans le cas d’une prévision journalière appliquée
sur quatre localisations différentes

modèles journaliers et cela est valable pour toutes les localisations. Cette amélioration
s’explique par l’intégration des données météo mesurées et le taux d’irradiance à l’heure
courante (t). Ces variables permettent en effet de décrire et de comprendre une situation
actuelle et aident aussi à mieux prévoir l’irradiance solaire à l’heure prochaine (t+1). Nous
remarquons également que les méthodes naïve et calendaire ont les moins bons résultats
par rapport aux autres méthodes (ARMAX, SVM, RF et NN). Il est important de noter
que la méthode naïve fournit de meilleurs résultats par rapport à la méthode calendaire
dans le cas des climats méditerranéen et maritime cote-ouest (Carpentras et pampelune),
et inversement dans le cas des climats tropicaux (Brasilia et Ile de la réunion). Cela est
expliqué par l’irrégularité du climat et ce même à une échelle temporelle courte (horaire)
dans le cas des régions tropicales. Cette irrégularité pénalise la méthode naïve et favorise
la méthode calendaire, et inversement dans le cas des climats assez stables. Concernant les
autres méthodes, nous remarquons que les modèles RF obtiennent les meilleurs résultats
pour Carpentras, Pampelune et l’Ile de la Réunion. Ces performances sont aussi atteintes
par NN pour Carpentras et SVM pour l’Ile de la Réunion.

Méthodes de prévision
Localisation Métrique Naïve Calendaire ARMAX SVM RF NN

Carpentras RMSE 88,47 92,94 37,62 36,89 35,14 35,75
MAE 43,62 54,53 15,83 14,96 13,67 13,78

Brasilia RMSE 123,62 116,08 59,65 58,52 57,64 58,50
MAE 75,66 56,85 26,86 24,65 23,76 24,35

Pampelune RMSE 88,52 108,71 46,81 45,52 45,22 44,93
MAE 52,81 55,30 22,03 20,00 19,82 19,41

Ile de la Réunion RMSE 122,79 116,50 65,91 64,49 64,98 65,39
MAE 74,63 62,27 30,39 29,30 29,59 29,98

Table 4.3 – Performances des modèles dans le cas d’une prévision horaire appliquée sur
quatre localisations différentes

4.5.3 Discussion

En observant les résultats affichés dans la Table 4.2, nous avons remarqué que les NN
ont les meilleurs performances en termes de RMSE annuel pour les quatre localisations.
Mais cette déduction n’est pas toujours valable si nous nous focalisons sur les performances
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des modèles par jour. La Table 4.4 représente la fréquence du meilleur modèle par jour
durant l’année 2013. Ces résultats sont obtenus en calculant des RMSE journaliers pour les
quatre méthodes durant l’année. Par la suite, nous déterminons le nombre d’occurrences
où ces modèles sont meilleurs. Le RMSE journalier est calculé comme suit :

RMSE =

√√√√ 1
24

24∑
t=1

(Ît − It)2, (4.5.1)

où 24 est le nombre d’heures durant la journée.
D’après la Table 4.4, si nous prenons comme exemple la localisation Brasilia, nous

remarquons que ARMAX est le modèle le plus fréquent en terme de meilleure performance
journalière suivie par celles de SVM, RF et NN.

Méthodes de prévision
Localisation ARMAX SVM RF NN
Carpentras 63 103 72 127
Brasilia 112 101 75 77

Pampelune 84 128 67 86
Ile de la Réunion 100 146 65 54

Table 4.4 – Fréquence du meilleur modèle par jour durant l’année 2013

Pour une analyse plus fine, la Figure 4.9 représente la répartition des meilleurs modèles
sur l’année 2013 pour les quatre localisations. Nous remarquons que l’efficacité de certaines
méthodes est dépendante de la période que nous considérons. C’est le cas des NN pour
Carpentras dont une concentration est observée durant les mois de juillet et octobre. Il est
noté aussi que certaines méthodes ont de meilleurs performances pour une série de jours
consécutifs (exemple : SVM pour l’Ile de la Réunion durant le mois de juin), alors que
pour certaines périodes, une alternance de méthodes est observée (exemple : le mois de
novembre de Brasilia).

Suivant le même principe que le cas journalier, la Table 4.5 représente la fréquence du
meilleur modèle par heure durant l’année 2013. Cette fréquence est calculée uniquement
sur les parties non nulles de l’irradiance. La Figure 4.10 représente l’évolution des RMSE
horaires des quatre modèles par rapport aux quatre localisations durant la journée du 1er
janvier 2013. D’après la Figure 4.10, nous remarquons que le modèle avec les meilleures
performances change d’une heure à une autre pour certains cas (exemple : Carpentras
entre 9h et 10h) et reste le même pour une séquence d’heures dans d’autres (exemple : Ile
de la Réunion entre 5h et 13h).

Méthodes de prévision
Localisation ARMAX SVM RF NN
Carpentras 1010 1104 1526 1090
Brasilia 900 1440 1282 1102

Pampelune 974 1332 1268 1184
Ile de la Réunion 1175 1583 1077 897

Table 4.5 – Fréquence du meilleur modèle par heure durant l’année 2013

D’après les observations citées précédemment soit pour le cas journalier ou le cas ho-
raire, nous avons constaté que chaque modèle de prévision a montré son efficacité pour
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Carpentras Brasilia

Pampelune Ile de la Réunion

Figure 4.9 – Répartition des meilleurs modèles sur le calendrier de l’année 2013

certaines situations météorologiques. En tirant bénéfice des performances de chaque mé-
thode, un modèle hybride qui prend en compte les résultats de chacune peut améliorer les
résultats de prévision.

4.6 Modèle hybride

Comme cité précédemment, pour tirer bénéfices des performances de chaque modèle
de prévision, nous avons décidé de fusionner les différentes décisions issues des quatre mo-
dèles : ARMAX, SVM, RF et NN. La contribution de chaque modèle dans cette fusion
est mesurée par un poids qui représente son efficacité pour une situation météorologique
donnée. Ces poids sont estimés par un apprentissage supervisé (classe connues) en sup-
posant que chaque classe suit une densité gaussienne. Ce modèle est construit à partir
d’un ensemble d’apprentissage qui est formé au fur et à mesure, en se basant sur les ré-
sultats de prévisions obtenus des quatre modèles. Cet ensemble d’apprentissage est noté
A

′ = {(xt, zt)}
N

A
′

t=1 , où xt ∈ Rv est une donnée d’entrée contenant v attributs (voir Table
4.1) et zt ∈ N représente la classe correspondant au meilleur modèle de prévision à l’ins-
tant t, tel que z ∈ {ARMAX,SVM,RF,NN}. Le meilleur modèle à un instant t donnée
est celui qui minimise le RMSE. Une fois que les densités gaussienne ont été estimés : la
proportion πk (voir équation 4.6.1), la moyenne µk (voir équation 4.6.2) et la matrice va-
riance covariance Σk (voir équation 4.6.3), les poids attribués aux K = 4 modèles pour une
nouvelle situation météorologique ne sont que les ρtk (voir équation 4.6.4) qui représentent
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la probabilité a posteriori qu’un modèle k = {1, 2, ...,K} soit le meilleur à l’instant t.

πk = #pk
NA′

(4.6.1)

µk = 1
#pk

∑
t

xt, (4.6.2)

Σk = 1
#pk

∑
t

(xt − µk) (xt − µk)′ , (4.6.3)

ρtk = πkN (xt;µk,Σk)∑
k πkN (xi;µk,Σk

, (4.6.4)

où #pk représente le cardinal de la classe k et N (.;µk,Σk) désigne la densité normale
de moyenne µk et de matrice variance covariance Σk.

La prévision de l’irradiance solaire sur un horizon h est donnée par :

Ît+h =
K∑
k=1

ρtkÎt+h(k), (4.6.5)

où Ît+h(k) est la prévision de l’irradiance solaire obtenue par le modèle k sur un horizon
h.

4.6.1 Discussion

Dans cette partie, nous présentons les résultats de prévision après application du mo-
dèle hybride sur les quatre localisations (Carpentras, Pampelune, Brasilia et Ile de la
Réunion). Par manque de données, nous avons choisi d’appliquer le modèle hybride uni-
quement dans le cas de la prévision à court terme.

Une année (2013) de données a été considérées pour apprendre et valider le modèle.
L’apprentissage s’effectue sur les six premiers mois et la validation sur les six mois restants.

Méthodes de prévision
Localisation Métrique ARMAX SVM RF NN Hybride

Carpentras RMSE 34,08 33,45 32,16 32,74 31,53
MAE 13,66 13,09 11,75 11,74 11,39

Brasilia RMSE 60,39 60,55 59,60 60,09 58,44
MAE 26,83 24,34 24,68 24,71 23,65

Pampelune RMSE 39,79 40,00 39,02 39,18 38,60
MAE 18,05 16,58 16,18 16,13 15,90

Ile de la Réunion RMSE 66,47 64,32 64,94 64,74 63,58
MAE 30,46 27,79 29,20 28,88 27,58

Table 4.6 – Performances des modèles dans le cas d’une prévision horaire appliquée sur
quatre localisations différentes

D’après la Table 4.6, nous remarquons que le modèle hybride améliore les résultats de
prévision, et cela est valable pour les quatre localisations.
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4.7 Conclusion
Dans ce chapitre, nous nous sommes intéressés à la prévision de l’irradiance solaire

sur deux horizons temporels (court et moyen termes). Six approches statistiques ont été
appliquées à savoir : Naïve, Calendaire, ARMAX, SVM, RF et NN.

Pour construire et valider les modèles, deux types de données ont été utilisés : des
paramètres météorologiques mesurés et des prévisions issues des modèles NWP (Numeri-
cal Weather Predictions). Ces données sont relatives à quatre localisations (Carpentras,
Brasilia, Pampelune et Ile de la Réunion) caractérisées chacune par un type de climat bien
spécifique. Les performances des modèles ont été mesurées sur les deux horizons temporels
et pour chaque climat. En faisant une comparaison entre les modèles, il a été remarqué
que ARMAX, SVM, RF et NN obtiennent des résultats meilleurs que les méthodes de ré-
férences (Naive et Calendaire). Cette remarque est valable pour les deux horizons et pour
les quatre localisations. Nous avons observé également que les modèles de prévision horaire
améliorent les performances des modèles journaliers. Ceci est expliqué par l’intégration des
paramètres météorologiques et du taux d’irradiance à l’heure actuelle (t).

En se focalisant uniquement sur les quatre modèles : ARMAX, SVM, RF et NN, nous
avons remarqué que chacun d’eux était efficace dans certaines situations météorologiques.
En exploitant les performances de chaque méthode ainsi que les indications obtenues à
travers cette étude, il est légitime de penser qu’un modèle hybride puisse améliorer les
performances de prévision. Pour tirer bénéfice des performances de chaque méthode, nous
avons proposé un modèle hybride qui combine les résultats de chacune, en leurs affectant
des poids. Ceux-ci sont définis comme les probabilités a posteriori associées à une méthode
de discrimination bayésienne supposant des classes gaussienne. Comme cela était prévu,
le modèle hybride a fourni des résultats meilleurs que les modèles seuls et cela est valable
pour les quatre localisations. Cependant, pour une meilleure précision des modèles seuls
ainsi que pour le modèle hybride, des données collectées sur une longue période (plus
de 2 ans) sera nécessaire. Une perspective de ce travail consiste à utiliser l’apprentissage
profond et plus précisément les réseaux de neurones récurrents qui permettront d’exploiter
l’aspect temporelles des données de façon plus explicite.
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Carpentras

Brasilia

Pampelune

Ile de la Réunion

Figure 4.10 – Évolution des RMSE horaires des 4 modèles (ARMAX, SVM, RF et NN)
pour la journée du 1er janvier 2013 pour les quatre localisations (Carpentras, Brasilia,
Pampelune et Ile de la Réunion)



Chapitre 5

Conclusion

Ces travaux de thèse avaient pour objectif de proposer des méthodes pour la fouille de
données de consommation électrique et la prévision de la production photovoltaïque,

problématiques clés dans la perspective d’une gestion intelligente de l’énergie. Les capteurs
intelligents (compteurs intelligents et capteurs météo) permettent en effet de remonter des
données sur la consommation et la production, qui sont suffisamment fines pour mener
des analyses avancées et proposer des outils d’aide à la décision en vue d’une gestion in-
telligente de l’énergie.

Après une présentation des données réelles qui ont été exploitées dans la thèse, les
tendances globales de consommation et de production ont d’abord été mises en évidence
à l’aide des statistiques exploratoires. Suite à cette analyse préliminaire, les deux volets
principaux de la thèse ont été développés.

Le premier volet traité porte sur la classification automatique des comportements de
consommation électrique à l’échelle d’un bâtiment puis à l’échelle d’un territoire. Un algo-
rithme de classification automatique à base de modèle de mélange Gaussien a été proposé.
L’originalité de ce modèle réside dans sa capacité à prendre en compte des variables ca-
lendaires lors de la classification, conduisant ainsi à identifier de façon automatique des
profils types de consommation en nombre réduit. Une évaluation du modèle sur une base
de données réelles collectées en Irlande a été investiguée. Le croisement des résultats de
classification avec des métadonnées riches sur les usagers a permis d’établir des liens entre
profils de consommation et caractéristiques socio-économiques. Le modèle proposé a éga-
lement servi à mener une analyse longitudinale sur l’année afin d’identifier les variations
des habitudes de consommations. Les résultats de ce type d’analyse peuvent aider les four-
nisseurs d’énergie à développer de nouvelles politiques de tarification, améliorer les per-
formances des modèles de prévision et identifier les cibles potentielles pour une procédure
de demande d’effacement. Une compréhension fine des comportements de consommation
électrique peut également être bénéfique pour la modélisation urbaine, en fournissant aux
modèles de simulation des profils de consommation réalistes et dynamiques dans le temps.
Cette compréhension est essentielle pour la construction des futures villes intelligentes et
durables.

Le second volet de ces travaux de thèse porte sur la prévision de l’irradiance solaire sur
deux horizons temporels : court terme (t+1) et moyen terme (t+1, t+2, ..., t+24). En effet,
les modèles prédictifs peuvent aider les opérateurs des réseaux à mieux planifier leurs stra-
tégies d’utilisation des différentes sources d’énergies tout en favorisant les énergies vertes.
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Pour ce faire, des modèles de prévision basés sur des approches statistiques classiques,
des approches d’apprentissage (RF, SVM et NN) ainsi qu’un modèle hybride combinant
différentes approches ont été développés. En plus des données historiques sur l’irradiance,
la prévision utilise des paramètres météorologiques mesurés et des prévisions issues des
modèles NWP (Numerical Weather Predictions). La grande diversité des jeux de données
relatifs à quatre localisations aux climats bien distincts (Carpentras, Brasilia, Pampelune
et Ile de la Réunion) a permis de démontrer la pertinence du modèle hybride proposé et
de mettre en évidence l’apport significatif des données météorologiques notamment pour
les climats tropicaux.

Ce travail de thèse ouvre plusieurs perspectives. Le modèle génératif proposé pour
l’identification des comportements types de consommations peut être étendu de plusieurs
manières. Il peut en effet être intéressant d’y incorporer d’autres variables contextuelles
correspondant à des jours particuliers comme des jours fériés, jours de pont vacances sco-
laires, des jours avec des événements spécifiques. De la même manière, il serait pertinent
d’intégrer des saisons dans le modèle. Ceci permettra de considérer le comportement pé-
riodique des séries temporelles. L’estimation des paramètres d’un tel modèle nécessiterait
toute fois de disposer d’une base de données collectées sur une longue période (plus d’un
an).

Une autre perspective de ce travail consiste à utiliser l’apprentissage profond et plus
précisément les réseaux de neurones récurrents qui permettront d’exploiter l’aspect tem-
porelles des données de façon plus explicite.
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