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ton déo). Ana�̈k, merci pour ta bonne humeur naturelle ! Guillaume R., Julien et Hon-

gliang, les derniers arriv és, nous n'avons pas trop pu passer trop de temps ensemble

mais j'esp�ere que nous aurons de nombreuses occasions pour combler ce manque en
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jamais candidaté en M2R �a Marseille. Je voudrais remercier Marc S. de m'avoir laissée

partir �a Marseille “lorsque j'en ai eu besoin” ( 2 semaines avant la rentrée scolaire) ! Mais

aussi de m'avoir laissée revenir “lorsque j'en ai eu besoin - le retour” ( 6 mois avant la

�n de th �ese). J'aimerais aussi te remercier pour tes conseils en LaTex lorsque je n'étais
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et Dam's, les Saint-Louisards ! Au fait, Luce, Annette je suis docteur avant vous : na-

nanan�ere ! Et Dam's, je n'oublierais pas le concert de Madonna �a Québec, ma th�ese
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3.2 Le théor�eme PAC-Bayes . . . . . . . . . . . . . . . . . . . . . . . . . . . . .61
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5.2.1 La borne en généralisation . . . . . . . . . . . . . . . . . . . . . . .105

5.2.2 Démonstration du r ésultat . . . . . . . . . . . . . . . . . . . . . . .106

5.3 Bornes sur le risque du vote de majorit é r -pondéré . . . . . . . . . . . . .113
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6.2.3 Crit �ere d'arr êt . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .135

6.3 SSDASF : extension de DASF�a l'adaptation de domaine semi-supervis ée 137
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Introduction

L 'apprentissage automatique 1 est une discipline informatique consid érée

généralement comme l'un des champs d' étude de l'intelligence arti�cielle et

se situe �a la fronti �ere de l'informatique et des math ématiques appliqu ées (sta-

tistiques et optimisation). La notion d'apprentissage englobe toute m éthode permet-

tant de construire un mod �ele le plus proche possible de la réalité �a partir de donn ées

observées. Son objectif est d'extraire et d'exploiter automatiquement l'information

pr ésente dans des jeux de donńees, en s'int́eressant au d́eveloppement, �a l'analyse et �a

l'impl émentation de méthodes capables de s'aḿeliorer �a l'aide des observations. De ce

fait, il se d écline sous “un vaste champ de formes”. Nous pouvons, entre autres, citer

la classi�cation dont une illustration est la diff érentiation automatique entre spams

et hams (c'est-�a-dire les e-mails désirés), ou la régression dont un exemple est la

pr édiction de la temp érature du jour en fonction des informations relev ées par les

stations météo. Selon les donńees et les objectifs, de nombreuses applications existent,

notamment en multim édia, en biologie, en traitement du signal, en traitement automa-

tique de la langue, etc.

Dans cette th�ese, nous nous plaçons dans le cadre de l'apprentissage statistique intro-

duit par Vapnik et Chervonenkis, li é �a la théorie d' études statistiques sur les proces-

sus empiriques. En particulier, nous nous int éressons au paradigme de la classi�ca-

tion supervis ée qui s'oppose �a celui de la classi�cation non supervis ée (par exemple

le clustering) pour laquelle nous ne disposons d'aucune supervision sur la classe des

données observ́ees. Reprenons l'exemple classique et concret d'un syst�eme de �ltrage

ham/spam. Pour ce faire, nous avons �a notre disposition des observations : ce sont des

messages d́ej�a étiquetés, prenant la forme de couples (x, y), o�u x est la représentation

d'un message, comme un vecteur de fréquences de mots dans le texte, et o�u y est

la classe/l' étiquette affectée au messagex et classiquement modélisée par � 1 ou + 1

(� 1”= ” spam, + 1”= ” ham). Le but est alors de trouver — d'apprendre — une fonc-

tion qui attribue automatiquement une de ces deux classes �a un nouveau message,

en commettant le moins d'erreurs possible. On parle alors de classi�cation puisque

la tâche est clairement de pŕedire la classe d'appartenance des donńees, et elle est

d�̂te supervisée puisque l'apprentissage se base sur des observations d́ej�a étiquetées.

La classi�cation supervis ée se formalise alors comme l'apprentissage ou la construc-

tion d'une fonction, souvent appel ée hypoth �ese ou classi�eur, �a partir d'un échantillon

d'apprentissage composé d'observations ind épendantes et identiquement distribu ées

1. Machine learningen anglais. Nous invitons le lecteur �a se ŕeférencer aux ouvrages suivants :

[Mitchell, 1997, Bishop et al., 2006, Cornuéjols et Miclet, 2010, Mohri et al., 2012].
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Figure Intro.1 – Intuition des probl ématiques li ées �a l'apprentissage statistique : étant donńee
une t̂ache, par quelle ḿethode et avec quelles garanties peut-on apprendre un mod�ele performant ?

selon une distribution de probabilit é �x ée et inconnue. Un aspect important doit être

soulign é ici : le mod �ele appris doit se montrer performant sur les observations mais

aussi — et surtout — sur les nouvelles donn ées. Autrement dit, puisque la distribution

des données est suppośee inconnue, la question majeure en apprentissage statistique

concerne l'apprentissage d'une hypoth �ese d'un classi�eur se comportant le mieux pos-

sible sur l'ensemble de la distribution : il doit donc avoir de bonnes propri étés en

généralisation (l'intuition est illustr ée sur la �gure Intro.1).

Dans la litt érature, de nombreux algorithmes ont été proposés pour résoudre ces

tâches de classi�cation. La plus intuitive est la m éthode des k plus proches voisins

[Cover et Hart, 1967] qui consiste simplement �a choisir la classe majoritaire parmi les

k observations les plus proches de la donnée �a étiqueter.

Nous pouvons également citer les méthodes faisant appel �a des arbres de d́ecision

telles que [Breiman et al., 1984, Quinlan, 1993], encore tr�es populaires puisque faci-

lement interpr étables. Le classi�eur prend, ici, la forme d'un arbre o �u une feuille

correspond �a un classe. Cette classe est obtenue en fonction des d́ecisions prises �a

chaque étape du parcours de la branche.

Un autre type de m éthode est celui des ŕeseaux de neurones, dont les fondements

ont été introduits par [Lettvin et al., 1959]. Un r éseau de neurones arti�ciel s'inspire

des réseaux de neurones biologiques. Il est, en ǵenéral, constitué d'une succession de

couches interconnect́ees de neurones dits “formels” dont les entr ées correspondent

aux sorties de la couche précédente : chaque neurone est relíe aux neurones de la

couche précédente par des synapses calculant, classiquement, une somme pond́erée

des sorties de la couche pŕecédente. Un des algorithmes historiques les plus simples,

rentrant dans cette catégorie, est celui du perceptron [Rosenblatt, 1958]. Les extensions

récentes de ces approches forment une th́ematique active et importante en apprentis-

sage automatique appelée ledeep learning[Bengio, 2009].

D'autres approches se focalisent sur l'apprentissage de combinaisons de classi�eurs.

On peut en particulier mentionner les algorithmes de type boosting, tr �es populaires

dans les années90, dont l'un des plus utilis és est Adaboost [Freund et Schapire,1996].

L'objectif du boostingest de combiner des classi�eurs simples et faibles (c'est-�a-dire

faisant lég�erement mieux que l'al éatoire). �A chaque étape un classi�eur est ajout é et

les poids des observations sont modi� és a�n de donner une plus grande importance



Introduction 3

aux exemples mal clasśes.

En�n, un des algorithmes les plus renomm és est celui des machines�a vecteurs de sup-

port [Boser et al., 1992] dont le but est d'apprendre un classi�eur lin éaire étiquetant

correctement les observations, tout en maximisant la distance entre le classi�eur

et ces observations. Ce concept, commuńement appelé la marge, permet de dé�nir

une notion de con�ance sur les donn ées. L'un des avantages de cette approche est

qu'elle permet l'apprentissage de classi�eurs non lin éaires en reformulant le probl �eme

comme une classi�cation lin éaire dans un espace de projection d́e�ni �a partir de fonc-

tions noyaux. Nous d étaillerons ce principe dans le premier chapitre de cette th �ese.

Motivations Dans le contexte particulier dans lequel cette th �ese s'est d́eroulée, la

probl ématique étudi ée est l'́etiquetage automatique de vid éos, dans une situation d'in-

dexation sémantique, dans le but de suggérer de nouvelles vid éos �a l'utilisateur. De

telles données multimédia sont habituellement repr ésent́ees sous plusieurs formes. Ba-

siquement, lorsque l'on parle de vid éos, nous pouvons �a la fois décrire le son et l'image

(et ce de différentes mani�eres). Les donńees sont donc d́e�nies par un couple (x, y),
o �u y est la classe d'appartenance du document vidéo (par exemple, l'absence ou la

pr ésence d'un objet particulier) et o �u cette fois-ci x = ( x1, . . . ,xn) est décomposé en

n représentations distinctes de plusieurs informations du document. Autrement dit, la

tâche d'apprentissage peut être vue comme un apprentissage de n classi�eurs associés

aux n couples (xi , y), que l'on va devoir combiner. De plus, la personnalisation des sug-

gestions soul�eve une seconde question importante. En effet, �a l'instar d'un syst �eme de

�ltrage de spams, des vid éos intéressantes pour un utilisateur donn é ne le seront pas

nécessairement pour un nouvel utilisateur. Dans le m ême esprit, l'expansion d'Internet

induit une tr �es grande quantité de sources de donńees et donc de corpora différents. Il

faut donc être capable d'adapter le mod �ele d'un utilisateur �a un autre ou d'un corpus

�a un autre, comme suggéré par la �gure Intro.2. Deux grandes questions nous intéressent

donc dans ce mémoire :

� La combinaison de classi�eurs : Comment peut-on apprendre une combinaison

de classi�eurs issus de diff érentes connaissancesa priori prenant la forme, par

exemple, de diff érentes sources d'informations ou de repr ésentations, et ce avec

de bonnes garanties en ǵenéralisation ?

� L'adaptation de domaine : Comment peut-on apprendre �a partir de donn ées

sources — pour lesquelles on dispose d'observations étiquetées — un classi�eur

performant sur des donn ées cibles — pour lesquelles peu (ou pas) d'́etiquettes

sont disponibles ? D'un point de vue statistique, le cadre de l'adaptation de do-

maine suppose que la distribution des observations sources diff �ere de celle des

nouvelles donn ées cibles.

Notre objectif principal est donc d'apprendre une combinaison performante et robuste

tout en tirant b éné�ce des diff érents classi�eurs avec ou sans adaptation. Dans un

premier temps, en se plaçant dans un cadre non adaptatif, nous nous interrogeons
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Figure Intro.2 – Exemple d'une t âche d'adaptation : Supposons que la tâche de classi�cation vise�a
identi�er la présence d'un visage sur une image.�A gauche, ce sont les observationsétiquet́ees provenant
d'un corpus d'images de type photographie.�A droite, ce sont les nouvelles images�a classer qui sont
extraites de vid́eos provenant d'un autre corpus. La question qui se pose est : comment adapter nos
connaissances du corpus de gauche au corpus de droite ?
Des travaux ŕecents en traitement d'images ont montré que des classi�eurs appris�a partir de corpus
différentes sont assujettis�a des d́egradations de performances [Torralba et Efros,2011].

sur l'existence d'un cadre pertinent pour combiner des classi�eurs. C'est ainsi que

nous nous tournons logiquement vers la th éorie PAC-Bayésienne [McAllester, 1999].

En effet, cette théorie offre un cadre naturel et élégant pour l'apprentissage d'une

combinaison de classi�eurs prenant la forme d'un vote de majorit é pondéré en

considérant une connaissance a priori. Nous l'exploitons donc pour proposer des

avancées, plutôt th éoriques, sur l'apprentissage de votes de majorité. Dans un se-

cond temps, nous répondons �a la tâche de l'adaptation de domaine en s'inspirant

des travaux fondateurs qui sugg �erent de rapprocher les deux distributions dans

un nouvel espace tout en gardant de bonnes garanties sur les observations sources

[Ben-David et al., 2007, Mansour et al., 2009a, Ben-David et al., 2010]. En ce sens, nous

proposons d'adapter un espace de représentation dé�ni �a partir de similarit és entre les

données, permettant d'apprendre un vote de majorit é sur ces similarités. Finalement,

pour r épondre aux deux probl ématiques simultanément, nous étudions l'adaptation

de domaine avec un point de vue PAC-Bay ésien dans le but de construire une combi-

naison de classi�eurs capable de s'adapter �a de nouvelles données.

Contexte de cette th �ese. Cette th�ese aété réalisée au sein de l'éQuipe d'AppRentis-

sage automatique et Multim édiA (Qarma) du Laboratoire d'Informatique Fondamen-

tale UMR CNRS 7279d'Aix-Marseille Universit é entre octobre2010et septembre 2013.

Les contributions pr ésent́ees dans ce ḿemoire ont été développées dans le contexte

du projet ANR VideoSense (ANR- 09-CORD-026, http://www.videosense.org/ )

dont l'objectif est l' étiquetage automatique de vid éos par concepts de haut niveaux,

d' év�enements et émotions, en ciblant la recommandation vid éo et la monétisation de

publicit és, et de PASCAL2 (http://pascallin2.ecs.soton.ac.uk/ ), un r éseau

d'excellence européen portant sur l'apprentissage automatique, les statistiques et l'op-

timisation.

Organisation du m émoire. Cette th�ese est organiśee comme suit. La premi�ere partie

pr ésente les outils nécessaires�a sa bonne compŕehension :

� Le chapitre 1 introduit le contexte de base : la classi�cation supervis ée, la
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dérivation de garanties en généralisation et diff érents algorithmes qui font

références pour nos travaux.

� Le chapitre 2 pr ésente un état de l'art non exhaustif de la probl ématique sur

l'adaptation de domaine en apprentissage automatique, lorsque les distributions

des observations et des nouvelles données diff�erent.

� Le chapitre 3 énonce la théorie PAC-Bayésienne se focalisant sur les votes de

majorit é pondérés sur un ensemble de classifeurs ou de fonctions.

La partie II pr ésente nos contributions en théorie PAC-Bayésienne pour la classi�cation

supervisée sans adaptation :

� Dans le chapitre 4, nous nous focalisons sur l'apprentissage de votes de majorité

pondérés sur un ensemble de classi�eurs binaires dépendants des observations

en tirant avantage d'une connaissance a priori. En ce sens, nousétendons l'algo-

rithme MinCq [Laviolette et al., 2011a] issu de la théorie PAC-Bayésienne. D'une

part, nous en proposons une nouvelle formulation permettant de consid érer une

information a priori lors du processus d'apprentissage. D'autre part, nous en

démontrons les garanties en généralisation dans le cadre des sch́emas de com-

pression lorsque les classi�eurs sont d é�nis en fonction des observations. Apr �es

avoir énoncé notre extension, nous montrons empiriquement son int érêt pour

la tâche de fusion de classi�eurs en indexation s émantique de documents mul-

tim édia, ainsi que pour la combinaison de classi�eurs de type plus proches voi-

sins.

� Dans le chapitre 5, essentiellement théorique, nous énonçons la premi�ere borne

en généralisation PAC-Bayésienne dans le cadre multiclasse qui se base sur la

matrice de confusion. Concr �etement, la mesure de risque que l'on consid�ere est

dé�nie par la norme de la moyenne des matrices de confusion des classi�eurs

�a combiner. Cette mesure, plus riche que le taux d'erreur usuel, offre un cadre

théorique original pour s'attaquer �a des tâches ńecessitant une mesure plus in-

formative qu'une mesure scalaire. Nous proposons, en outre, une analyse des

relations qui unissent le moyennage sur classi�eurs et le vote de majorit é assocíe.

Nos contributions dans le cadre de l'adaptation de domaine pour la classi�cation bi-

naire sont pr ésent́ees dans la partie III :

� Dans le chapitre 6, nous suivons l'intuition port ée par les travaux fondateurs

de la théorie de l'adaptation de domaine pour proposer une nouvelle m éthode

d'adaptation. Son principe est le suivant : nous cherchons �a rapprocher les

distributions dans un espace explicite d é�ni par des fonctions de similarit és

dites (e,g,t ) - bonnes [Balcanet al., 2008a, Balcanet al., 2008b], tout en gardant

de bonnes performances sur la distribution des observations. Dans un premier

temps, nous ne faisons appel �a aucune supervision sur les nouvelles données,

puis nous étendons l'approche en supposant connues quelques étiquettes. Les
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expérimentations menées d́emontrent la pertinence de l'approche pour l'adapta-

tion de domaine.

� Dans le chapitre 7, nous dérivons la premi �ere analyse PAC-Baýesienne du

probl �eme de l'adaptation de domaine dans le cadre de la classi�cation binaire

sans information supervis ée sur les nouvelles données. Notre contribution au

cadre de l'adaptation de domaine repose sur la d é�nition d'une nouvelle me-

sure de divergence entre distributions pertinente pour la th éorie PAC-Bayésienne

et donc pour les votes de majorit és. Cette mesure nous permet de d́eriver une

premi �ere borne PAC-Bayésienne d'adaptation de domaine qui a l'avantage d' être

directement optimisable pour tout ensemble de classi�eurs �a combiner et nous

en donnons une illustration pratique dans le cadre de classi�eurs lin éaires.

En�n le lecteur pourra trouver dans les annexes la majeure partie des preuves

des diff érents résultats obtenus, ainsi que quelques outils utiles �a leur bonne

compréhension. Notons que ces travaux ont donné lieu aux publications suivantes ainsi

qu' �a la participation �a la tâche d'indexation sémantique dans le contexte des campages

d' évalutations TrecVid 2011et 2012. La participation 2011est disponible en annexe.
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Liste des notations

X 2 Rd Espace d'entrée de dimension d

Y Espace de sortie

Q Le nombre de classes

P Un domaine : distribution �xe et inconnue sur X � Y

D Distribution marginale de P sur X

(�)> Transposée d'un vecteur ou d'une matrice

x = ( x1, . . . ,xd)> Vecteur de réels de dimension d

S = f (xi , yi )gm
i= 1 Échantillon d'apprentissage i.i.d. selon P

jSj Cardinal de l'ensemble S

(P)m Distribution de l' échantillon S de taille m

S � (P)m S est de taille m, seséléments sont tirés i.i.d. selon P

(x, y) � P (x, y) est tiré i.i.d. selon P

x � D x est tiré i.i.d. selon D

H Classe d'hypoth �eses

p Le prior : distribution a priori sur H
r Le posterior : distribution a posteriorisur H
KL (r kp ) Divergence de Kullback-Leibler entre les distributions r et p

Gr (�) Classi�eur de Gibbs

Br (�) Vote de majorit é r -pondéré sur H
I (a) Fonction indicatrice : renvoie 1 si a est vraie, 0 sinon

sign(a) Retourne le signe de a : renvoie 1 si a � 0, � 1 sinon

v Un vecteur arbitraire

M Une matrice arbitraire

diag(v) Matrice diagonale de coef�cients v

0 Matrice nulle

h�, �i Produit scalaire entre deux vecteurs

k � k1 La norme 1

k � k2 La norme 2

k � k¥ La norme in�nie

k � kop La norme operateur

Pr (�) Probabilit é d'un événement

E (�) Espérance d'une variable aléatoire

Var (�) Variance d'une variable al éatoire

P Le nombre Pi
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1.3.3 Stabilit é uniforme . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .22

1.3.4 Robustesse algorithmique . . . . . . . . . . . . . . . . . . . . . . . . . . . . .23
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Ce chapitre décrit le contexte de l'apprentissage automatique dans lequel

les travaux pr ésent́es dans ce ḿemoire se placent. Comme introduit

pr écédemment, la probl ématique de l'apprentissage automatique peut se

pr ésenter simplement de la mani �ere suivante : l'objectif est d'apprendre une fonction

capable d'expliciter au mieux la relation entre un espace d'entr ée, par exemple un

espace de repŕesentation des e-mails, et un espace de sortie, par exemple une classe

“spam” ou “ham”. Étant donnés un échantillon de donn ées observ́ees repŕesentatif de

la tâche, appeĺe échantillon d'apprentissage, et un espace d'hypoth �esesH , l'apprenant

doit trouver l'hypoth �ese de l'espaceH capable d'approximer au mieux la relation exis-

tante entre l'espace d'entrée et l'espace de sortie pour le probl�eme considéré. L'id ée

est donc de chercher une hypoth�ese consistante avec les donńees d'apprentissage

et suf�samment g énérale pour se comporter correctement sur les données non vues

pendant la phase d'apprentissage. Historiquement, une des premi �eres formalisations

de la notion d'induction a été proposée par Tom Mitchell en 1978avec l'espace des ver-

sions1. De mani �ere intuitive, l'id ée est d'organiser l'espace d'hypoth �eses sous la forme

1. Le lecteur peut se référer �a [Mitchell, 1982] pour la th éorie et de l'algorithmie concernant l'espace

des versions.
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d'un treillis d é�ni en fonction d'une relation d'ordre donn ée. L'apprentissage est alors

vu comme un processus itératif visant �a parcourir ef�cacement l'espace de recherche

a�n de trouver une hypoth �ese consistante avec les donńees d'apprentissage. Ce type

de paradigme s'av �ere tr�es intéressant lorsque l'espace d'hypoth�eses est �ni et que les

hypoth �eses sont structuŕees, comme par exemple l'apprentissage de r�egles pour des

syst�emes experts, de programmes logiques en programmation logique inductive, ou

de grammaires en inf érence grammaticale. Cependant, il se montre moins naturel d �es

lors que les données �a traiter sont num ériques, comme c'est le cas en multimédia ou

en traitement d'images o �u l'espace d'hypoth �eses correspond souvent �a un ensemble

d'hyperplans s éparateurs dans un espace vectoriel ŕeel de dimension d. Cet ensemble

est souvent in�ni et donc plus dif�cile �a parcourir de mani �ere structurée. Dans ce

contexte, on a généralement recours �a des approches par optimisation math ématique.

Dans une telle situation, se pose également le probl �eme de mesurer la capacit́e en

généralisation d'une hypoth �ese. Pour ŕepondre, entre autre, �a ces problématiques,

de nouveaux mod �eles baśes sur une modélisation statistique de l'apprentissage ont

ensuite été proposés et se sont peu�a peu imposés. Ces mod�eles dé�nissent l'appren-

tissage statistique, dont les fondements ont été introduits par Vladimir Vapnik dans

les années 70, puis par Leslie Valiant dans les années 80. C'est dans ce cadre que

se positionne cette th�ese. En particulier, nous nous intéressons �a l'apprentissage dit

supervisé2 que nous présentons dans la suite.

Tout d'abord, dans la section 1.1, nous introduisons plus formellement la t âche de

classi�cation supervis ée, ainsi que quelques notations3. Ensuite, nous énonçons les

stratégies classiques pour ŕesoudre cette t̂ache en section1.2. Nous détaillons, dans

la section 1.3, quatre méthodes classiques permettant de d́eriver des capacités en

généralisation. En�n, nous pr ésentons trois algorithmes d'apprentissage en section 1.4.

1.1 Un peu de formalisme

Soit X l'espace d'entrée ou de description des données etY l'espace de sortie ou l'en-

semble d'étiquetage. Nous considérons uniquement le cas o�u les données sont d́ecrites

par des vecteurs �a valeurs réelles de dimension �nie d, c'est-�a-dire X � Rd. Il est impor-

tant de souligner que rien ne nous emp êche de consid́erer des données plus complexes

dites données structurées. L'espaceY peut lui aussi prendre diff érente formes :

� lorsque Y est un ensemble continu (par exemple Y = [ � 1,+ 1] ou Y = R), l'ob-

jectif est d'apprendre une quantit é, un score, un classement, . . . On parle alors

de régression ;

� lorsque Y est un ensemble discret, l'objectif est d'apprendre une étiquette, une

classe, . . . On parle alors de classi�cation. Dans ce ḿemoire, nous distinguons

2. Notons qu'il existe d'autres paradigmes d'apprentissage tels que l'apprentissage non-supervis é,

l'apprentissage semi-supervisé, l'apprentissage par renforcement, l'apprentissage par transfert.
3. Un tableau récapitulatif des principales notations est disponible page 9.
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la classi�cation binaire (avec Y = f� 1, 1g) de la classi�cation multiclasse (avec

Y = f 1, . . . ,Qg o �u Q > 2 est un nombre �ni de classes).

Étant donnéeP une distribution de probabilit é jointe (�x ée et inconnue) sur X � Y, que

l'on appellera un domaine, les ingr édients de l'apprentissage supervisé sont :

� un échantillon d'apprentissage S = f (xi , yi )gm
i= 1 de taille m constitué de m ob-

servations ind épendemment et identiquement distribu ées (i.i.d) selon P. On note

(P)m la distribution de S et D la distribution marginale de X assocíee ;

� une classe d'hypoth �esesH qui est un ensemble de fonctions h : X 7! Y appelées

indistinctement hypoth �eses, mod�eles, votants, mais aussi classi�eurs ou classi�-

cateurs en classi�cation, ou r égresseurs en ŕegression.

�A l'aide de l'information port ée par l'échantillon S, l'apprenant doit choisir une hy-

poth �eseh dans H . Cette hypoth �eseh doit d écrire au mieux la relation qui existe entre

les espacesX et Y. Autrement dit, h doit avoir une bonne qualit é en généralisation :

étant donné un nouvel exemple (x, y) tir é aléatoirement selon P, la prédiction h(x) de

l'hypoth �ese doit être la plus proche de la vraie valeur y. Pour mesurer cette qualité

on fait g énéralement appel �a une fonction de perte ` : Y � Y 7! [0, 1] qui associe un

coût ` (h(x), y) �a la prédiction de h sur un exemple (x, y). Cette notion de risque sert

�a évaluer une mauvaise réponse relativement �a la fonction de perte. Nous d é�nissons

maintenant la notion de risque r éel.

Dé�nition 1.1 (Risque réel) Étant donńee une fonction de perte` : Y � Y 7! [0, 1], le risque ŕeel (ou

l'erreur en ǵeńeralisation)R`
P(h) d'une hypoth�ese h issue deH sur un domaine P est dé�ni

comme l'esṕerance de la fonction de perte sur le domaine P :

R`
P(h) = E

(x,y)� P
` (h(x), y).

On dé�nit le meilleur mod �ele h� issu de H comme le minimiseur du risque r éel. Cepen-

dant, quelle que soit l'hypoth �eseh 2 H considérée,R`
P(h) ne peut être calculé puisque

que la loi de probabilit é P sur X � Y est inconnue. Les seules informations disponibles

sont, en fait, celles portées par l'échantillon d'apprentissage S. Nous dé�nissons alors

le risque empirique évalué sur S.

Dé�nition 1.2 (Risque empirique) Étant donńes une fonction de pertè : Y � Y 7! [0, 1] et un

échantillon d'apprentissage S= f (xi , yi )gm
i= 1 i.i.d. selon un domaine P, le risque empirique

RS(h) d'une hypoth�ese h issue deH évalúe sur S est d́e�ni comme l'esṕerance de la perte

estiḿee sur l'ensemble S :

R`
S(h) =

1
m

m

å
i= 1

` (h, (xi , yi )) .

Nous aurons aussi besoin de la dé�nition suivante mesurant le d ésaccord entre deux

hypoth �eses.
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Dé�nition 1.3 (Désaccord ŕeel et empirique) Étant donńee une fonction de perte` : Y � Y 7! [0, 1]
et une distribution D sur X, le d́esaccord ŕeelR`

D (h, h0) entre deux hypoth�eses h et h0 issues de

H sur D est d́e�ni par :

R`
D (h, h0) = E

x� D
` (h(x), h0(x)) . (1.1)

Étant donńe un échantillon d'exemples nońetiquet́es Su = f xigm
i= 1 i.i.d. selon D, le d́esaccord

empiriqueRSu (h, h0) entre deux hypoth�eses h et h0 issues deH évalúe sur Su est d́e�ni par :

R`
Su

(h, h0) =
1
m

m

å
i= 1

` (h(xi ), h0(xi )) . (1.2)

La mesure de risque la plus naturelle revient �a comptabiliser les erreurs commises par

h sur le domaine P. Dans le cas d'un classi�eur, on utilise la fonction de perte 0 � 1,

`0� 1 : Y � Y 7! f 0, 1g, dé�nie pour un exemple (x, y) par :

`0� 1(h(x), y) = I (h(x) 6= y)

=

(
1 si h(x) 6= y

0 sinon.

Par abus de notations, nous posons :

RS(h) = R`0� 1
S (h) ; RP(h) = R`0� 1

P (h)

RS(h, h0) = R`0� 1
S (h, h0) ; RD (h, h0) = R`0� 1

D (h, h0).

Tout au long de ce manuscrit, RS(h) et RP(h) seront respectivement appelés erreur

empirique et erreur r éelle. L'extension de la perte 0 � 1 �a des hypoth �eses �a valeurs

réelles est la perte linéaire, ` lin : R � R 7! [0, 1], qui reste int éressante en classi�cation

binaire et qui est d é�nie pour un exemple (x, y) par :

` lin (h(x), y) =
1
2

(1 � yh(x)) .

Comme nous allons le voir dans la section suivante, une strat égie pour trouver la

meilleure hypoth �ese au sens de l'erreur ŕeelle revient, en partie, �a minimiser l'erreur

empirique. Cependant minimiser empiriquement la valeur de la perte 0 � 1 est un

probl �eme NP-dif�cile. Il est donc g énéralement nécessaire de faire appel�a une relaxa-

tion convexe de la perte 0 � 1 (on parle souvent de surrogate loss). Parmi ces relaxations,

nous pouvons citer la perte hinge qui est connue pour être la meilleure approximation

de la perte 0 � 1 [Ben-David et al., 2012a] et que nous utiliserons �a plusieurs reprises

dans ce manuscrit. Pour un exemple (x, y), la perte hinge est dé�nie par :

`hinge(h(x), y) = [1 � yh(x)]+
= max(0, 1� yh(x)) .

Les trois fonction de pertes pr ésent́ees ci-dessus sont repŕesent́ees sur la �gure 1.1.
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Figure 1 .1 – Repŕesentation de la fonction de perte0 � 1 (en rouge, la plus claire), la fonction de perte
lin éaire (en vert, l'interḿediaire) et la fonction de perte hinge (en bleu, la plus foncée).

1.2 Strat égies classiques de minimisation du risque

Nous nous int éressons maintenant aux strat́egies classiques permettant d'apprendre

une bonne hypoth �ese, c'est-�a-dire une hypoth �ese amenant �a une erreur réelle faible.

Dans le meilleur des mondes, nous disposerions d'une in�nit é d'exemples d'appren-

tissage et minimiser le risque empirique serait la strat égie la plus pertinente. Dans la

réalité, la quantit é d'exemples disponibles est limit ée et il existe souvent une hypoth �ese

h (parfois complexe) d'erreur empirique nulle. Face �a de nouvelles données jamais ob-

servées, cette hypoth�ese, “parfaite” en apparence, ne montrera pas toujours de bonnes

performances et l'erreur r éelle pourra en fait s'av �erer — beaucoup — plus élevée que

l'erreur empirique : on parle alors de sur-apprentissage.

Pour éviter ce probl �eme d'apprentissage “par cœur”, une solution envisag ée est

de considérer le compromis biais/variance, se r ésumant principalement en un juste

équilibre entre l'erreur empirique et la complexit é de la classe d'hypoth�eses : selon le

principe du rasoir d'Occam, �a performance égale, on préf�ere un mod �ele simple �a un

mod �ele complexe. Nous présentons ci-apr�es trois stratégies classiques permettant de

contrôler ce compromis pour apprendre une hypoth �ese d'erreur réelle faible, puis en

section 1.3 nous étudierons la capacité en généralisation de telles hypoth �eses.

1.2.1 Minimisation du Risque Empirique (ERM)

L'approche la plus intuitive est celle de la minimisation du risque empirique en restrei-

gnant la classe d'hypoth �esesH . Puis, étant donné un échantillon d'apprentissage S, on

sélectionne dans H le minimiseur h�
S du risque empirique évalué sur S :

h�
S = argmin

h2H
R`

S(h).

Si H est suf�samment restreint, alors le sur-apprentissage sera évit é. Cependant, sans

informations a priori sur la tâche considérée, H sera dif�cile �a dé�nir et choisir un

mod �ele performant sur les donn ées sera fastidieux.
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1.2.2 Minimisation Structurelle du Risque (SRM)

Puisque restreindre H n'est pas aisé, une solution est de faire appel �a un ensemble

d'hypoth �eses ordonńees en fonctions de leur complexité. Concr�etement, la minimi-

sation structurelle du risque [Vapnik, 1995] consid �ere un ensemble de familles d'hy-

poth �esesH 1, H 2, . . . de complexités croissantes telles que :8j 2 f 1, 2, . . .g, H i � H i+ 1.

Dans chacune des familles, on choisit l'hypoth �ese qui minimise le risque empirique

évalué sur S. En�n, parmi ces hypoth �eses (sous-)optimales, on śelectionne l'hypoth �ese

h�
S qui minimise la somme du risque et d'une p énalisation. Plus formellement :

h�
S = argmin

h2H j , j= f 1,2,...g

n
R`

S(h) + pen(H j )
o

,

o �u pen(H j ) pénalise H j en fonction de sa complexit é.

1.2.3 Minimisation R égularis ée du Risque (RRM)

Étant donnée une classe d'hypoth�esesH , une approche similaire consiste �a régulariser

le choix de l'hypoth �ese (selon une norme donnée k � k). En fait, cette régularisation

contrôle la complexit é de l'hypoth �ese : plus sa complexit́e est élevée, plus elle sera

pénalisée. Autrement dit, étant donné l'échantillon S, h�
S correspond �a l'hypoth �ese de

H minimisant le compromis risque empirique et r égularisation :

h�
S = argmin

h2H

n
R`

S(h) + l khk
o

,

o �u l est l'hyperparam �etre de compromis.

1.3 Bornes en g énéralisation

La mise en œuvre des principes énoncés précédemment doit s'accompagner de ga-

ranties théoriques permettant de quanti�er la pr écision de l'estimateur du risque par

rapport �a sa valeur réelle. La théorie statistique de l'apprentissage de [Vapnik, 1995]

étudie les conditions de consistance et donc de convergence de la minimisation du

risque empirique vers la valeur r éelle. On parle alors de bornes en ǵenéralisation, sou-

vent mentionn ée en tant que bornes PAC (Probably Approximately Correct) [Valiant, 1984]

ayant la forme suivante :

Pr
S� (P)m

n �
�
�R`

P(h) � R`
S(h)

�
�
� � e

o
� 1 � d,

o �u e � 0 et d 2 (0, 1]. En d'autre termes, on veut minorer la probabilit é que l'écart

entre le risque réel et son estimation soit inf érieur �a un certain e, le plus faible possible.

Plus cet e est faible, plus l'estimation est pr écise. La question majeure consiste donc

�a savoir si minimiser R`
S(�) avec un échantillon de taille in�nie permet de minimiser

R`
P(�). Bien entendu, cette strat́egie doit être réalisable en pratique, c'est-�a-dire lorsque

l' échantillon S est �ni, impliquant qu'il doit y avoir convergence de R`
S(�) vers R`

P(�).
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Plus l' écart entre le risque empirique et le risque r éel est faible, plus les garanties sont

élevées et plus l'estimateur est précis. La dérivation de telles bornes r éside principale-

ment dans l'utilisation d'in égalités de concentration4. Par exemple, la contribution du

chapitre 5 se base sur ce principe.

Nous d éveloppons rapidement quatre approches permettant d'obtenir de telles bornes

théoriques. Les deux premi�eres prennent en compte la complexité de la classe d'hy-

poth �eses (avec la dimension de Vapnik-Chervonenkis et la complexit é de Rademacher).

Puis nous présenterons deux méthodes permettant de considérer l'algorithme d'ap-

prentissage utilis é en s'affranchissant de cette complexité. De plus, dans le chapitre 3,

nous présenterons plus en détails une cinqui �eme approche : la théorie PAC-Bayésienne.

1.3.1 Convergence uniforme

Une des mesures de base originelle est la dimension de Vapnik-Chervonenkis

[Vapnik et Chervonenkis, 1971, Vapnik, 1982] (not ée VC-dim.) qui permet de mesurer

la complexit é d'une classe d'hypoth �esesH en classi�cation binaire.

Dé�nition 1.4 La dimension de Vapnik-ChervonenkisVC(H ) d'une classe d'hypoth�esesH en clas-

si�cation binaire est d́e�nie comméetant le cardinal maximal d'un sous-ensemble X0 � X tel

qu'on puisse toujours trouver une fonction h dansH qui classe parfaitement tous leséĺement

de X0, quelle que soit leuŕetiquette. Plus formellement :

VC(H ) = max
n �

�X0�� : 8yi 2 f� 1,+ 1gjX0j , 9h 2 H , telle que8xi 2 X0, h(xi ) = yi

o
.

La VC-dim. correspond �a la quantit é maximale de données telle qu'il existe une hy-

poth �ese dansH qui soit consistante avec n'importe quel étiquetage. Cette dé�nition

permet alors de majorer l' écart maximal entre R`
P(�) et R`

S(�) relativement �a la fonc-

tion de perte ` (�, �) considérée, de la taille m de l' échantillon d'apprentissage et de la

complexit é de la classe d'hypoth�esesH mesurée par la VC-dim.

Théor�eme 1.1 Soit X un espace d'entrée, soit Y= f� 1,+ 1g l'ensemble de classes et soit P un

domaine sur X� Y. Soit S unéchantillon de m exemples tirés i.i.d. selon P, soitH un ensemble

continu d'hypoth�eses de X vers Y avec une VC-dim.VC(H ). Alors, pour toutd 2 (0, 1], avec

une probabilit́e d'au moins1 � d sur le choix de S� (P)m, on a :

sup
h2H

�
�
�R`

P(h) � R`
S(h)

�
�
� �

vu
u
t VC(H )

�
ln 2m

VC(H ) + 1
�

+ ln
� 4

d

�

m
.

L'utilisation du supremumsur H rend ce théor�eme dif�cile �a manipuler. Cependant,

nous pouvons directement en d ériver une borne non-asymptotique plus simple �a uti-

liser et valable pour toute hypoth �ese deH et en particulier pour l'hypoth �ese qui mini-

mise le risque empirique.

4. Voir [Boucheron et al., 2004] pour plus d'informations concernant les in égalités de concentration.
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Corollaire 1.1 Sous les m̂emes hypoth�eses que le théor�eme1.1 préćedent, avec une probabilité d'au

moins1 � d sur le choix de l'́echantillon aĺeatoire S� (P)m, on a :

8h 2 H , R`
P(h) � R`

S(h) +

vu
u
t VC(H )

�
ln 2m

VC(H ) + 1
�

+ ln
� 4

d

�

m
.

Notons que lorsque la VC-dim. de H est connue, alors la partie droite de la borne est

calculable. Cette borne indique qu'avec une con�ance de 1 � d, le risque empirique

d'une hypoth �ese tend vers sa valeur ŕeelle lorsque la taille m de l' échantillon d'appren-

tissage augmente, et ce, d'autant plus “vite” que la VC-dim. de H est faible. Quand la

VC-dim. de H est �nie, si h�
S est l'hypoth �ese qui minimise le risque empirique, alors

la loi des grands nombres et la convergence uniforme impliquent que son risque r éel

et son risque empirique convergent tous les deux en probabilit é vers le minimum du

risque sur H . Lorsqu'un algorithme d'apprentissage permet de v éri�er cette propri été,

on dit qu'il est consistant.

En pratique, les arguments port ées par cette th́eorie peuvent poser des inconvénients

majeurs. Tout d'abord, l'obtention d'une nouvelle borne bas ée sur la VC-dim. est en

général fastidieux. D'une part, la VC-dim. est parfois complexe �a calculer, d'autre part,

il existe des classes d'hypoth�eses de VC-dim. in�nie (c'est le cas des k plus proches

voisins pr ésent́es en section1.4). De plus, c'est une borne peu précise et qui montre

en pratique peu d'utilit é : il est généralement nécessaire de disposer d'une quantité

considérable de données pour obtenir des résultats signi�catifs, pr écis et pertinents.

En effet, il n'est pas rare d'avoir une borne sup érieure �a 1 même lorsque l'on dispose

de milliers d'exemples. En�n, cette analyse ne prend ni en compte l'algorithme utilis é,

ni la distribution des donn ées. Elle peutêtre vue en ce sens comme une analyse “dans

le pire cas”.

La complexit é de Rademacher, pŕesent́ee dans la section suivante, permet, en partie,

de contourner cette dif�cult é. En effet, alors que la VC-dim. se focalise sur le pire

étiquetage pour H , la complexit é de Rademacher se calcule en moyenne sur tous les

étiquetages possibles et permet d'introduire de l'information sur la distribution des

données.

1.3.2 Complexit é de Rademacher

Intuitivement, la complexit é de Rademacher5 mesure la capacit́e d'une classe d'hy-

poth �eses�a résister au bruit et peut amener �a des bornes plus précises que celles baśees

sur la VC-dim. [Koltchinskii et Panchenko, 1999]. Elle tire son nom de l'utilisation de

variables de Rademacher dé�nies ci-dessous.

Dé�nition 1.5 (Variable de Rademacher) Une variable de Rademacherk est une variable aléatoire

5. Il existe une mesure comparable appelée la complexité de Gauss [Bartlett et Mendelson, 2002] fai-

sant appel �a des variables gaussiennes.
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telle que :

k =

(
+ 1 avec une probabilité 1

2

� 1 sinon.

Une variable de Rademacher modélise donc un étiquetage binaire aléatoire. Ainsi, la

complexit é de Rademacher empirique, calculée sur un échantillon (non- étiqueté) de

taille m, se dé�nit par :

Dé�nition 1.6 (Complexit é empirique et r éelle de Rademacher) Soit S = f xigm
i= 1 un échantillon

(non-́etiquet́e). SoitH une classe d'hypoth�eses. La complexité empirique de Rademacherévalúee

sur S deH est :

< S(H ) = E
k

"

sup
h2H

�
�
�
�
�

2
m

m

å
i= 1

kih(xi )

�
�
�
�
�

#

, (1.3)

o�u k = ( k1, . . . ,km)> est un vecteur de m variables de Rademacher indépendantes.

La complexit́e de Rademacher d'une classe d'hypoth�esesH est alors d́e�nie par l'esṕerance de

< S(H ) sur tous leśechantillons S de taille m :

< m(H ) = E
S� (P)m

< S(H ). (1.4)

L' équation (1.3), < S(H ), se focalise sur un échantillon S, alors que l' équation (1.4),

< m(H ), est l'espérance de < S(H ) sur tous les échantillons de taille m possibles et

modélise une information plus riche. Ces deux d é�nitions viennent en opposition au

terme VC(H ) qui consid �ere l'étiquetage le plus dif�cile pour H , puisque la complexit é

de Rademacher calcule une esṕerance sur tous lesétiquetages possibles. Le th́eor�eme

suivant énonce deux bornes en ǵenéralisation basée sur la complexité de Rademacher

proposées par [Koltchinskii et Panchenko, 1999, Bartlett et Mendelson, 2002].

Théor�eme 1.2 Soit H une classe d'hypoth�eses et S= f (xi , yi )gm
i= 1 un échantillon �ni d'exemples

tir és i.i.d selon un domaine P. Alors, pour toutd 2 (0, 1], avec une probabilité d'au moins

1 � d sur le choix de S� (P)m, on a :

8h 2 H , R`
P(h) � R`

S(h) + < m(H ) +

s
log 1

d

2m
, (1.5)

R`
P(h) � R`

S(h) + < S(H ) + 3

s
log 2

d

2m
. (1.6)

La seconde borne (1.6) dépend de la complexit é de Rademacher empirique < S(H ) qui

peut facilement être calculée �a partir de l' échantillon S et permet, de plus, d'introduire

une information sur la distribution des donn ées. Lorsque< S(H ) est calculable, la borne

peut être informative et plus pr écise que les bornes de type VC-dim. Cependant, ce

calcul est parfois complexe, voir impossible, ce qui rend dif�cile sa manipulation.

Pour contourner ce probl �eme, nous allons voir maintenant comment la prise en compte

de l'exploration de la classe d'hypoth �eses par l'algorithme permet de s'affranchir du

terme de complexit é lié �a la classe d'hypoth�eses.
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1.3.3 Stabilit é uniforme

La mani �ere dont l'espace d'hypoth �eses est exploŕe dépend de l'algorithme (comme

par exemple les approches régularisées du type RRM, section 1.2.3). Il s'av �ere donc

important de relier les capacit és en ǵenéralisation aux spéci�cit és de l'algorithme. Les

résultats principaux de [Bousquet et Elisseeff, 2002] ont pour objectif de tirer partie

de ces sṕeci�cit és via la notion suivante de stabilit é algorithmique uniforme, pouvant

amener �a des bornes pŕecises. Intuitivement, un algorithme est stable s'il est robuste

�a de faibles modi�cations de l' échantillon d'apprentissage consid éré en entrée de l'al-

gorithme. Autrement dit, sa sortie ne change pas signi�cativement en fonction de ces

modi�cations.

Dé�nition 1.7 (Stabilit é uniforme [Bousquet et Elisseeff, 2002]) Un algorithmeA admet une stabilit́e

uniformeb au regard de la fonction de perte` (�, �) utilis ée parA s'il véri�e :

8S 2 (X � Y)m, 8i 2 f 1, . . . ,mg, sup
(x,y)2S

�
�
� ` (hS(x), y) � ` (hSni (x), y)

�
�
� � b,

o�u hS est le mod�ele appris parA depuis S et hSni celui appris parA depuis S priv́e de l'exemple

(xi , yi ).

Le terme b est relié �a la fonction de perte et �a la régularisation utilis ée par l'algo-

rithme. Lorsqu'il est vu comme une fonction de m et qu'il d écrô�t en 1
m, on parle

d'algorithme stable uniform ément. [Bousquet et Elisseeff,2002] ont d émontr é que de

nombreux algorithmes de type RRM v éri�ent cette d é�nition. Lorsqu'elle est satisfaite,

ils ont prouv é la borne en généralisation suivante qui offre une borne de consistance

précise lorsqueb est de l'ordre de 1
m.

Théor�eme 1.3 ([Bousquet et Elisseeff,2002]) Soit A un algorithme de stabilit́e uniformeb au regard

de la fonction de pertè(�, �) utilis ée parA telle que0 � ` (hS(x), y) � `UP pour tout (x, y) 2
X � Y et tout ensemble S. Alors, pour tout m� 1 et pour toutd 2 (0, 1], avec une probabilité

d'au moins1 � d sur le choix de S� (P)m, on a :

R`
P (hS) � R`

S (hS) + 2b +
�

4mb + `UP
�

s
ln 1

d

2m
,

o�u hS est le mod�ele appris parA depuis S.

Contrairement �a la notion de convergence uniforme, la stabilit é uniforme permet, d'une

part, de prendre en compte la r égularisation et, d'autre part, de s'affranchir du terme

explicite li é �a la complexit é de la classe d'hypoth�eses. Notons queb prend implicite-

ment en compte cette complexité. Des bornes consistantes peuvent doncêtre dériv ées

lorsque la complexit é est dif�cile �a analyser ou vaut l'in�ni.

Cependant, [Xu et Mannor, 2010, Xu et Mannor, 2012, Xu et al., 2012] ont d émontr é que

les algorithmes construisant des mod �eles parcimonieux (par exemple �a l'aide d'une

régularisation de type k � k1) ne sont pas stables face�a une faible modi�cation de

l' échantillon. Il s'agit de cas o �u la parcimonie peut être vue comme une capacit́e �a
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identi�er des attributs redondants. Pour contrer ce probl �eme, ils ont proposé la notion

suivante de robustesse algorithmique, dont on tirera b éné�ce dans le chapitre 6.

1.3.4 Robustesse algorithmique

Intuitivement, un algorithme est dit robuste [Xu et Mannor, 2010, Xu et Mannor, 2012]

au sens d'une modi�cation de l' échantillon d'apprentissage S, s'il renvoie des perfor-

mances similaires sur S et sur un échantillon test T “proche” de S : “if a testing sample is

similar to a training sample then the testing error is close to the training error”. Cette notion

de similarit é est capturée �a l'aide d'un partitionnement de l'espace X � Y construit de

telle sorte que deux exemples proches et de m̂eme classe appartiennent �a la même par-

tition. La d é�nition de cette partition repose sur la notion de nombre de couvertures

[Kolmogorov et Tikhomirov, 1959] :

Dé�nition 1.8 (Nombre de couvertures) Soit un espace ḿetrique(Z, $) o�u $(�) est une ḿetrique sur

Z, soit Z0 � Z. On dit que bZ0 � Z0 est uneg-courverture de Z0 si pour tout éĺement t de Z0,

il existe unéĺementbt dans bZ0 tel que :$(t,bt) � g. Le nombre deg-couvertures de Z0est alors :

N
�
g, Z0, $

�
= min

n
j bZ0j : bZ0est uneg-couverture de Z0

o
.

En particulier, si X est un espace compact, son nombre deg-couvertures N (g, X, $) est

�ni. Dans ce cas, le nombre de g-couvertures de X � Y est �ni et vaut 6 jYjN (g, X, $).
En effet, cesg-couvertures sont dé�nies de telle sorte que si deux exemples (x, y) et

(x0, y0) appartiennent au m ême sous-ensemble, alors ils sont de m̂eme classes (y = y0)

et sont proches selon la métrique $(�, �) ($(x, x0) � g). Ainsi, cette formule de partition-

nement permet de dé�nir un algorithme robuste de la mani �ere suivante.

Dé�nition 1.9 (Algorithme robuste [Xu et Mannor, 2010, Xu et Mannor, 2012]) Soit un échantillon

d'apprentissage S constitué de m exemples tirés i.i.d. selon un domaine P sur X� Y. Un

algorithmeA est(M, e(S)) robuste sur P au regard de sa fonction de perte` (�, �), avec M2 N

et e : (X � Y)m 7! R, si X � Y peutêtre partitionńe en M ensembles disjoints, notésf Z jgM
j= 1,

tels que pour tout exemple(x, y) appartenant�a S, pour tout(x0, y0) tir é selon le domaine P et

pour tout j 2 f 1, . . . ,Mg, on a :

�
(x, y), (x0, y0)

�
2 Z2

j =)
�
� ` (hS(x), y) � ` (hS(x0), y0)

�
� � e(S),

o�u hS est le mod�ele appris parA depuis S.

Étant donné un échantillon d'apprentissage S, la robustesse d'un algorithme, mesur ée

par les valeurs de M et e(S), dépend donc de S. Lorsque cette dé�nition n'est pas

véri� ée pour tous les exemples de S, les auteurs ont proposé une relaxation pour

laquelle la condition peut uniquement être véri� ée sur un sous-ensemble deS (on

parle alors de pseudo-robustesse7).

6. On calcule la g-couverture sur X pour chaque classe deY.
7. La dé�nition de la pseudo-robustesse est donn ée dans [Xu et Mannor, 2010, Xu et Mannor, 2012].
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Un algorithme v éri�ant la d é�nition 1.9 montre les garanties en généralisation sui-

vantes.

Théor�eme 1.4 ([Xu et Mannor, 2010, Xu et Mannor, 2012]) Si un ensemble d'apprentissage

S = f (xi , yi )gm
i= 1 est constitúe de m exemples tirés i.i.d. selon un domaine P sur X� Y et si

l'algorithme A est (M, e(S)) robuste sur P au regard de la fonction de perte` (�, �), telle que

0 � ` (hS(x), y) � `UP, alors pour toutd 2 (0, 1], avec une probabilité d'au moins1 � d sur

le choix aĺeatoire de S� (P)m, on a :

R`
P(hS) � R`

S(hS) + e(S) + `UP

s
2M ln 2 + 2 ln 1

d

m
,

o�u hS est le mod�ele appris parA depuis S.

Puisque e(S) dépend de la g-couverture de X � Y et donc de sa taille M, il existe

un compromis entre M et e(S). Similairement �a la capacité en généralisation d'un

algorithme stable, le terme de complexit é de la classe d'hypoth�eses n'intervient pas

et permet d'obtenir des garanties de consistance même lorsque la complexité ne peut

être calculée. Alors que la stabilit é étudie la variation du co ût renvoy é par la fonction

de perte pour de faibles changements de l'échantillon d'apprentissage et sugg �ere que

l'hypoth �ese apprise ne varie que tr�es peu, la robustesse se focalise sur la divergence

entre les coûts assocíees �a deux exemples proches et implique que l'hypoth �ese apprise

doit être localement consistante.

Cette notion d'algorithme robuste permet, entre autres, de consid érer des contextes

d'apprentissage non standard, tels que les châ�nes de Markov [Xu et Mannor, 2010,

Xu et Mannor, 2012], ou le probl �eme de l'adaptation de domaine que nous

présenterons dans le chapitre 2. Ceci nous permettra de dériver une borne en

généralisation pour l'algorithme d'adaptation de domaine que nous pr ésenterons

dans le chapitre 6.

Nous énonçons, par la suite, trois méthodes d'apprentissage supervisé auxquelles nous

ferons appel dans ce manuscrit.

1.4 Quelques m éthodes de classification supervis ée

Nous pr ésentons dans cette section trois ḿethodes d'apprentissage supervisé. Nous

commençons par la plus intuitive en section 1.4.1 : les k Plus Proches Voisins (k-PPV ou

k-NN). Un classi�eur de type k-PPV étiquette un exemple en renvoyant la classe majo-

ritaire dans son k-voisinage. La contribution du chapitre 4 s'int éresse�a améliorer cette

approche. Nous rappelons ensuite un des algorithmes les plus populaires en apprentis-

sage automatique : les Machines �a Vecteurs de Support (SVM) que nous considérerons

comme mod�ele de référence tout au long de ce mémoire. En�n, nous énonçons la

théorie proposée par [Balcanet al., 2008a, Balcanet al., 2008b] pour apprendre un clas-

si�eur lin éaire dans un espace de projection d́e�ni par une fonction de similarit é

dite (e,g,t )-bonne. Cette théorie servira de base au chapitre 6 pour d évelopper une
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Figure 1 .2 – Exemple de classi�cation avec un classi�eur3-PPV d'un objet (en noir). Ici, la classe
majoritaire dans le3-voisinage est+ 1.

méthode d'adaptation d'un classi�eur d'un domaine vers un autre.

Signalons que la présentation des k-PPV et celle des SVM s'inspirent de celles pro-

posées dans [Cornuéjols et Miclet, 2010].

1.4.1 Le plus intuitif : les k plus proches voisins

Le principe des plus proches voisins est tr �es simple et intuitif [Cover et Hart, 1967,

Duda et al., 2001] (comme illustr é par la �gure 1.2) : la classe d'un nouvel exemple cor-

respond �a la classe majoritaire desk éléments lui ressemblant le plus dans l' échantillon

d'apprentissage. Pour ce faire, nous disposons d'un ensemble d'apprentissage S, d'une

fonction de distance 8 €d‡: X � X 7! R permettant de comparer deux exemples, d'un

nombre de voisins k et d'une fonction de choix de la classe 9 parmi les k voisins les

plus proches selon €d‡(�, �). Autrement dit, étant donné un exemple �a étiqueter, on se

concentre uniquement sur l'hypersph �ere contenant les k voisins. L'algorithme des k-

PPV est décrit dans l'algorithme 1 et contrairement �a de nombreuses méthodes d'ap-

prentissage automatique, il ne requiert pas de phase d'apprentissage �a proprement dit,

au sens qu'il n'y a pas de phase d'optimisation math ématique.

Algorithme 1 Algorithme des k plus proches voisins

entr ée un échantillon d'apprentissage S, un entier k, une fonction de distance €d‡(�, �),
une fonction de choix de classe c(�), l'objet �a classerx

sortie la classe affect́ee �a x

Voisins(x)  Déterminer les k plus proches voisins (dans S) de x selon €d‡(�, �)
y  c(Voisins(x)) (combinaison des classes desk exemples)

retourner y

Sous l'hypoth �ese que les probabilités conditionnelles par classe P(xjy) sont locale-

ment constantes, et correctement estiḿees par l'échantillon d'apprentissage, la r �egle de

décision desk-PPV est coh́erente. En effet, dans une telle situation, la classi�cation par

k-PPV revient �a choisir la classe la plus probable dans le k-voisinage. Concr�etement,

soit S un échantillon d'apprentissage de taille m. Étant donné un nouvel exemple x,

8. Classiquement, La fonction d(�, �) est la distance euclidienne.
9. Classiquement, la fonction de choix de classes est un vote de majorit́e sur k plus proches voisins.



26 Chapitre 1. Apprentissage supervisé

la fonction €d‡(�, �) assocíee �a la valeur de k permet de dé�nir une certaine r égion de

volume V qui contient les k voisins de x dans S (en pratique cette région est une hyper-

sph�ere comme sur la �gure 1.2). Pour toute classey de Y, on note alors my le nombre

d'exemples de S de classey et ky le nombre de k-voisins de x d' étiquette y. On estime

donc la probabilit é conditionnelle sur S par :

bPS(xjy) =
ky/ my

V
.

Il est facilement d émontrable que lorque la quantit é d'exemples d'apprentissage m

augmente, alors la valeur empirique bPS(xjy) converge vers sa valeur réelle. De plus, si
my

m = bPS(y) est considéré comme un estimateur de la probabilit é a priori de la classey

on obtient :

ky = mV bPS(xjy) bPS(y).

Ainsi, la classe majoritaire, c'est-�a-dire celle assocíee au ky le plus élevé, est celle qui

maximise bPS(xjy) bPS(y) = bPS(yjx) bPS(x) (par application du th éor�eme de Bayes). Cela

revient �a choisir la classe qui correspond �a la r�egle de décision du maximum a poste-

riori : maxy2Y bPS(yjx).

Concernant les garanties de cette ḿethode, la théorie classique desk-PPV stipule que

pour tout k, plus la quantit é m d'exemples augmente, plus l'erreur des k-PPV tend vers

le risque bayésien optimal d é�ni par :

Rbayes= Ex� D

�
1 � max

y2Y
P(yjx)

�
P(x).

Dans le cas binaire avec le nombre de classejYj = 2, on a :

Rbayes� Rk-PPV � R(k� 1)-PPV � � � � � R1-PPV � 2Rbayes,

o �u Rk-PPV est l'erreur du k-PPV avec :

Rk-PPV � Rbayes+ R1-PPV

r
2

P k
,

o �u P ' 3.141 . . . est le nombre Pi.

Quel que soit le nombre de classesjYj = Q, on a :

R1-PPV � Rbayes+
�

2 �
Q

Q � 1
Rbayes

�
.

Ces résultats [Ripley, 2007] con�rment, d'une part, que plus k est élevé, plus l'esti-

mation est pr écise et, d'autre part, que la r�egle des 1-PPV est asymptotiquement ef�-

cace (la moitié de l'information pour classer un nouveau point est port ée par son plus

proche voisin). Cependant, ces propri étés ne sont vraies qu'asymptotiquement (quand

m! + ¥ ).

Deux principales strat égies pour s'attaquer �a ces contraintes ontété proposées dans la

litt érature. La premi �ere repose sur le fait que les probabilit és conditionnelles par classe

sont supposées localement ŕeguli �eres. Or, plus la dimension de l'espace augmente,
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moins cette hypoth �ese est satisfaite. En conśequence, une solution est d'adapter loca-

lement les voisinages. Citons en illustration, les travaux de [Hastie et Tibshirani, 1996]

qui font appel �a une analyse discriminante lin éaire locale pour modi�er les voisinages,

et ceux de [Nock et al., 2003] qui ont propos é SNN, un k-PPV symétrique : la classe d'un

exemple est déterminée par la classe majoritaire parmi les k-voisins ainsi que ceux in-

cluant l'exemple dans leur propre k-voisinage. D'autre part, la performance des PPV

étant dépendante de la distance intervenant dans le calcul des voisinages, une seconde

stratégie fait appel �a l'apprentissage de métriques 10. Par exemple, LMNN ( Large Mar-

gin Nearest Neighbor) apprend une distance de Mahalanobis qui minimise l'erreur empi-

rique d'apprentissage d'un k-PPV avec une marge minimale [Weinberger et Saul, 2009].

Quelle que soit la stratégie, la r�egle de décision se base sur ces voisinages locaux pou-

vant aboutir �a des phénom�enes de sur-apprentissage (notamment en grande dimen-

sion). En outre, en pratique, m est limit é et k doit être choisi avec précaution. En effet,

deux principes s'opposent. D'une part, plus k est grand, plus l'estimation de la densit é

est pertinente. D'autre part, seuls les voisinages les plus proches (correspondant �a un

petit k) am�enent �a une r�egle de classi�cation plus �able. Dans la litt érature, diff érentes

études théoriques et empiriques ont été menées pour analyser ce compromis entre

grande et petite valeur de k, on trouve souvent la valeur k =
q

m
Q .

Pour contrer ces inconvénients, nous proposerons dans le chapitre 4, une approche

originale de la classi�cation par k-PPV dont le but est de construire un vote de majorit é

pondéré sur un ensemble de classi�eurs k-PPV.

1.4.2 Un des mod �eles de référence : les machines �a vecteurs de support

Les Machines �a Vecteurs de Support11 (ou Séparateurs �a Vaste Marge, SVM)

[Boser et al., 1992, Cortes et Vapnik, 1995] sont probablement les classi�eurs les plus

répandus en apprentissage superviśe, communément présent́es dans le cadre de la

classi�cation binaire avec Y = f� 1,+ 1g. Signalons, qu'ils peuvent être étendus

�a diff érentes tâches d'apprentissage12 comme la classi�cation multiclasse 13 ou la

régression. Tout au long de ce mémoire, les SVM seront utilis és comme mod�ele de

référence lors des exṕerimentations menées.

Ils trouvent leur source dans la th éorie de Vapnik-Chervonenkis et reposent sur deux

notions clés : celle de marge maximale et celle de fonction noyau. Intuitivement, l'ob-

jectif est de trouver un séparateur lin éaire dont la distance minimale — la marge —

aux exemples d'apprentissage est maximale. Cependant, les donńees sont rarement

lin éairement séparables dans l'espace originel de description X 2 Rd. La solution est

alors recourir �a des noyaux de Mercer qui permettent de d é�nir un espace de projec-

tion (implicite et potentiellement de dimension in�nie) dans lequel les donn ées seront

lin éairement séparables ou “presque”. Avant de pr ésenter cet espace, nouśenonçons le

principe des SVM dans l'espace X d'origine.

10. Voir [Yang et Jin, 2006, Bellet et al., 2013b] pour un état de l'art.
11. Support Vector Machineen anglais.
12. Voir par exemple l'ouvrage [Sch ölkopf et Smola, 2002] pour plus de d étails.
13. Le lecteur peut se référer �a [Guermeur, 2007] pour un état de l'art sur les SVM multiclasse.
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Figure 1 .3 – L'hyperplan optimalw śeparant unéchantillon avec une margeégale�a 1. Les exemples
encercĺes sont les vecteurs de support de l'hyperplanw.

Dans l'espace de description X, la distance d'un exemple x0 �a l'hyperplan d' équation

h(x) = w > x + b = 0 dépend donc de hw, x0i , car w est le vecteur directeur de l'hyper-

plan (il est donc orthogonal �a h(x)). L'hyperplan optimal est en fait celui qui maximise

la marge hw,x0i + b
kwk (normalis ée pour que tous les hyperplans soient comparables). La

�gure 1.3 illustre ce principe. Plus formellement, étant donné un échantillon d'appren-

tissage S = ( xi , yi )
m
i= 1 la recherche du classi�eur lin éaire idéal s'exprime �a l'aide du

probl �eme d'optimisation suivant en utilisant la forme canonique de l'hyperplan 14 :

8
<

:
min
w,b

1
2

kwk2,

s.c. 8i 2 f 1, . . . ,mg, yi (hw, xi i + b) � 1,
(1.7)

o �u w est le vecteur directeur de l'hyperplan et b est un terme de biais. La fonction de

classi�cation est alors :

sign (hw, xi + b) .

La minimisation du probl �eme (1.7) revient �a trouver l'hyperplan de norme minimale —

donc de plus grande marge — classant correctement la totalité des exemples d'appren-

tissage. Il existe donc une solution uniquement lorsque les donn ées d'apprentissage

sont lin éairement séparables.

Lorsque les données ne sont pas lińeairement séparables, la contrainte de non violation

de la marge peut être relaxée et modélisée avec la fonction de perte hinge. Le probl�eme

d'optimisation prend la forme RRM (section 1.2.3) et devient :
8
><

>:

min
w,b

C
m

å
i= 1

`hinge(h, (xi , yi )) +
1
2

kwk2,

avec 8i 2 f 1, . . . ,mg, `hinge(h, (xi , yi )) = [1 � yi (hw, xi + b)]+ ,
(1.8)

o �u C > 0 est le param�etre qui contr ôle le compromis entre l' épaisseur de la marge

et le nombre de violations de marge que l'on s'autorise. D'un point de vue pratique,

la résolution des deux probl �emes précédents est parfois inenvisageable car les calculs

14. La forme canonique d'un hyperplan revient �a normaliser w et b de telle sorte que la marge soit

égale �a 1, c'est �a dire : 8i 2 f 1, . . . ,mg, yi (hw, xi i + b) � 1.
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sont de complexit é O(d3), avec d la dimension de X. Pour simpli�er la r ésolution, la

théorie de l'optimisation stipule qu'un probl �eme admet une forme duale équivalente

lorsque la fonction objectif et les contraintes sont strictement convexes. Puisque c'est le

cas ici, en dérivant le Lagrangien associé au probl �eme (1.8), on obtient la forme duale

suivante :
8
>>>>>><

>>>>>>:

max
a

m

å
i= 1

ai �
1
2

m

å
i= 1

m

å
j= 1

aiajyiyjhxi , xj i ,

s.c. 8i 2 f 1, . . . ,mg, 0 � ai � C,
m

å
i= 1

yiai = 0.

(1.9)

Les multiplicateurs ai sont appelés multiplicateurs de Lagrange. Lorsqu'ils sont non

nuls, cela signi�e qu'ils ont une in�uence dans la d écision prise par le classi�eur et,

�nalement, ce sont les exemples xi assocíes qui sont appelés les vecteurs de support.

Jusqu'ici, nous avons supposé que les exemples d'apprentissageétaient lin éairement

séparables ou “presque” dans l'espace de description X. Cependant, cette situation

idyllique n'arrive que tr �es rarement. Un point important �a souligner est que l'hyper-

plan solution et le probl �eme d'optimisation font uniquement intervenir des produits

scalaireshxi , xj i entre des vecteurs de X. Cela permet d'utiliser l'astuce offerte par les

méthodes �a noyaux appelée l'astuce du noyau 15. En particulier, nous consid érons les

noyaux de Mercer :

Dé�nition 1.10 (Noyau de Mercer) Un fonction de similarit́e K : X � X 7! R est un noyau de

Mercer si elle est syḿetrique et semi-d́e�nie positive (SDP). Autrement dit, si elle véri�e :

(i) 8(xi , xj ) 2 X2, K(xi , xj ) = K(xj , xi ),

(ii) pour tout entier positif �ni N 2 R+ , pour tout a1 2 R, . . . , aN 2 R et pour tout

x1 2 X, . . .xN 2 X :
N

å
i= 1

N

å
j= 1

aiajK(xi , xj ) � 0.

En fait, ce sont les hypoth�eses de syḿetrie et de semi-dé�nie positivit é des noyaux de

Mercer qui vont permettre l'application de l'astuce du noyau. En effet, la semi-d é�nie

positivit é implique l'existence d'un espace de Hilbert implicite de dimension poten-

tiellement in�nie et auquel nous n'avons pas n écessairement acc�es. L'idée est donc de

projeter les données dans cet espace pour qu'elles y soient lińeairement séparables

ou “presque”. Cette projection s'effectue �a l'aide d'une fonction non lin éaire16. Plus

formellement :

Théor�eme 1.5 (Théor�eme de Mercer) Soit X � Rd un espace d'entrée. Un noyau de Mercer

K : X � X 7! R syḿetrique est semi-d́e�ni positif si et seulement s'il existe une fonction

15. Kernel tricken anglais
16. Notons que la th éorie des RKHS, que nous ne d́eveloppons pas ici, permet, elle aussi, de “construi-

re” cette fonction de plongement. Elle a, en outre, été étendue aux noyaux �a valeurs opérateurs

[Senkene et Tempel'man, 1973, Micchelli et Pontil, 2005]
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de projectionf : X 7! H f (o�u H f est un espace de Hilbert) telle que K(�, �) puisse s'exprimer

comme un produit scalaire :

K(x, x0) =


f (x), f (x0)

�
.

Notons que la fonctionf (�) est ǵeńeralement inconnue et sous-jacente.

Concr�etement, calculer le produit scalaire entre deux exemples x et x0dans l'espace de

caractéristiques dé�ni par H f revient simplement �a évaluer K(x, x0) la valeur du noyau

sur ces exemples. Celaévite le calcul explicite du plongement, et, �nalement, étant

donnés l'ensemble d'apprentissage S = f (xi , yi )gm
i= 1 et un noyau de Mercer K(�, �), le

probl �eme d'optimisation des SVM devient :
8
>>>>>><

>>>>>>:

max
a

m

å
i= 1

ai �
1
2

m

å
i= 1

m

å
j= 1

aiajyiyjK(xi , xj ),

s.c. 8i 2 f 1, . . . ,mg, 0 � ai � C,
m

å
i= 1

yiai = 0.

(1.10)

Dans cette situation, la r �egle de décision �nale prend la forme :

sign

 
m

å
i= 1

aihf (x), f (xi )i + b

!

= sign

 
m

å
i= 1

aiK(x, xi ) + b

!

.

Par la suite, un classi�eur appris avec l'algorithme des SVM est appel é un classi�eur-

SVM.

Dans la litt érature, il existe diff érents noyaux de Mercer classiques dont :

� Le noyau lin éaire qui est la fonction noyau la plus simple. Il correspond au pro-

duit scalaire additionn é �a une constantec :

K(xi , xj ) = xi
> xj + c. (1.11)

� Le noyau polynomial de degr é p 2 N + utile lorsque les donn ées sont norma-

lisées :

K(xi , xj ) =
�

axi
> xj + c

� p
,

Les param�etres a, c et p sont réglables.

� Le noyau gaussien est une fonction �a base radiale d'épaisseur réglable s, dont

l'espace de projection est de dimension in�nie :

K(xi , xj ) = exp

 

�
kxi � xjk2

2s2

!

. (1.12)

Cependant, l'utilisation, le choix ou la construction/le r églage des noyaux de Mer-

cer sont parfois complexes. D'une part, l'espace de projection est implicite, ce qui

empêche d'y travailler directement. D'autre part, le choix du noyau d épend de la

tâche considérée. Nous devons être capable de le ŕegler correctement, voir même de le

construire en amont, ce qui s'av �ere parfois dif�cile d û aux contraintes de symétrie et de

semi-dé�nie positivit é. Dans la litt érature, diff érentes approches existent pour contour-

ner ces contraintes. Nous présentons dans la section suivante un de ces travaux.
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1.4.3 Apprendre avec des fonctions de similarit é (e,g,t )-bonnes

Nous pr ésentons maintenant le cadre théorique proposé par [Balcan et al., 2008a,

Balcan et al., 2008b] permettant de contourner les contraintes li ées �a la symétrie et

la semi-dé�nie positivit é des noyaux classiques dans le contexte de la classi�cation

binaire avec Y = f� 1,+ 1g. Ce cadre introduit la notion de fonctions de similarit é

(e,g,t )-bonnes suivante plus intuitive, plus �exible et plus facilement interpr étable.

Dé�nition 1.11 ([Balcan et al., 2008a]) Une fonction de similarit́e sur X 2 Rd est une fonction

K : X � X ! [� 1,+ 1]. K(�, �) est dite(e,g,t )-bonne sur un domaine P sur X� Y, si

il existe une fonction indicatrice aléatoire R(�) dé�nissant un ensemble de points raisonnables

tels que :

(i) un taux de1 � e des exemples(x, y) véri�ent :

E
(x0,y0)� P

�
yy0K(x, x0)jR(x0) = 1

�
� g,

(ii) Pr
x0� D

[R(x0) = 1] � t .

En d'autres termes :

(i) avec une marge g, la majorit é des exemples sont plus similaires aux points rai-

sonnables de même classe qu'�a ceux de classe oppośee ;

(ii) au moins une proportion t des points sont raisonnables.

Cette dé�nition inclut donc aussi bien les noyaux de Mercer que des similarit és ni

semi-dé�nies positives ni sym étriques : les fonctions de similarit é (e,g,t )-bonnes sont

donc plus générales que les noyaux de Mercer.

En pratique, les points raisonnables sont inconnus, il faut donc pouvoir les estimer �a

partir d'un ensemble al éatoire de r points dits landmarksnoté R = f x0
jg

r
j= 1. Si K(�, �)

est (e,g,t )-bonne sur un domaine P, alors (i) et (ii) sont des conditions suf�santes

pour apprendre avec une grande probabilit é un classi�eur lin éaire performant dans un

espace appeĺe f R-espace et d́e�ni par la fonction de projection f R(�) qui projette un

point dans l'espace explicite de ses similarit és �a chacun deslandmarks:

f R :

(
X ! R r

x 7! (K(x, x0
1), . . . ,K(x, x0

r ))
> .

(1.13)

L'existence dans le f R-espace d'un tel classi�eur lin éaire est justi� ée par le théor�eme

suivant.

Théor�eme 1.6 ([Balcan et al., 2008a]) Soit K(�, �) une fonction de similarit́e (e,g,t )-bonne sur un

domaine P sur X� Y. Soit R = f x0
jg

r
j= 1 un échantillon de landmarks tirés i.i.d. selon D la

distribution marginale de X tel que r= 2
t

�
log( 2

d) + 8
log( 2

d)
g2

�
. Consid́erons la fonction de

projectionf R(�) dé�nie par l'équation(1.13). Alors, pour toutd 2 (0, 1], avec une probabilité

d'au moins1 � d sur le choix aĺeatoire de R� (D)r , il existe un classi�eur lińeaire au plus

e+ d au regard d'une marge d'au moinsg2 dans l'espace induit parf R(�).
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Figure 1 .4 – Exemple d'un ensemble de points positifs et négatifs. A gauche dans l'espace d'origine,�a
droite dans lef R-espace avec R= f A, B, Eg, en gris l'hyperplan śeparateur.

A B C D E F G H

K(�, A) 1 0.90 0.50 0.46 0.49 0.39 0.37 0.29

K(�, B) 0.90 1 0.49 0.49 0.50 0.40 0.39 0.30

K(�, E) 0.68 0.70 0.90 0.90 1 0.90 0.86 0.80

Qualité
�
(x, y)

�
=

0.410 0.400 0.030 0.017 0.003 0.037 0.033 0.070
ER(x0)= 1yy0K(x, x0)

Table 1 .1 – Exemple des garanties d'une fonction de similarité : la distance�a chaque point raisonnable
et uneévaluation des(e,g,t )-garanties.

Ainsi, étant donnés une fonction de similarit é (e,g,t )-bonne pour un probl �eme de

classi�cation supervis ée et — suf�samment — de landmarks, il existe avec une grande

probabilit é un classi�eur lin éaire d'erreur faible dans le f R-espace explicite.

Nous illustrons la notion de fonction de similarit é (e,g,t )-bonne �a l'aide du petit

exemple jouet suivant. Consid érons un probl �eme avec huit exemples étiquetés dans

[0, 1] � [0, 1] soit unrepr ésent́es sur la �gure 1.4 :

� quatre positifs : A =
�
(0.05, 0.35), + 1

�
, B =

�
(0.1, 0.35), + 1

�
, C =

�
(0.05, 0.1), + 1

�
,

D =
�
(0.15, 0.1), + 1

�
,

� quatre négatifs : E =
�
(0.1, 0.1), � 1

�
, F =

�
(0.1, 0.05), � 1

�
, G =

�
(0.15, 0.05), � 1

�
,

H =
�
(0.1, 0), � 1

�
.

On peut remarquer que la position du point E empêche l'existence d'un classi�eur

lin éaire d'erreur nulle. Soit la fonction de similarit é :

K(x, x0) = 1� 2kx � x0k2,

o �u kx � x0k2 est la distance euclidienne classique. Nous supposons que le domaineP

est uniforme sur les huits exemples, alors en admettant que trois des huit exemples

sont raisonnables (nous verrons par la suite comment estimer les points raisonnables),

A, B et E, t correspond �a 3
8. Les (e,g,t )-garanties de K peuvent alors être évaluées �a

l'aide de la d é�nition 1.11. Les valeurs obtenues sont reportées dans la table1.1.
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� Si la marge g égale 0.002, nous remarquons que la marge associée �a chacun des

exemples est suṕerieure �a g ce qui rend la similarit é (0, 0.002, 3/8)-bonne.

� Cependant, si l'on pose g = 0.02, la similarit é est alors (0.25, 0.02, 3/8)-puisque

deux exemples n'atteignent pas une marge supérieure �a 0.02.

Finalement dans l'espace de projection dé�ni par les similarit és aux trois points

raisonnables, f R(�) = (K(�, A), K(�, B), K(�, E))> il existe un classi�eur parfait :

sign [K(�, A) + K(�, B) � K(�, C)]. Ce classi�eur n'est probablement pas le meilleur, le

but ici est de proposer une illustration simple des propri étés de la dé�nition 1.11.

Le crit �ere donné par la dé�nition 1.11requiert la minimisation du nombre de violations

de la marge dont l'approximation est en pratique NP-dif�cile. De mani �ere similaire aux

SVM, les auteurs ont proposé de considérer une relaxation de la dé�nition 1.11 basée

sur la fonction de perte hinge.

Dé�nition 1.12 ([Balcan et al., 2008a]) Une fonction de similarit́e K(�, �) est (e,g,t )-bonne au sens

de la fonction de perte hinge sur un domaine P sur X� Y, s'il existe une fonction indicatrice

(aléatoire) R(�) dé�nissant un ensemble de points raisonnables tels que :

(i) on a :

E
(x,y)� P

`hinge(h(x), y) � e,

o�u h(x) =
1
g

E
(x0,y0)� P

�
y0K(x, x0)jR(x0) = 1

�
et `hinge(�, �) est la fonction de perte hinge,

(ii) Pr
x0� D

[R(x0)] � t .

Toujours en utilisant le f R-espace explicite dé�ni dans l' équation (1.13), les auteurs ont

prouv é :

Théor�eme 1.7 ([Balcan et al., 2008a]) Soit K(�, �) une (e,g,t )-bonne fonction de similarité au sens de

la perte hinge sur un domaine P sur X� Y. Pour toute1 > 0 et0 < d < ge1
4 , soit R= f x0

jg
r
j= 1

un échantillon de r= 2
t

�
log(2/ d) + 16log(2/ d)

(ge1)2

�
landmarks tiŕes i.i.d. selon D. En considérant

la projectionf R(�) dé�nie par l'équation(1.13), avec une probabilité d'au moins1 � d sur le

choix aĺeatoire de R� (D)r , il existe un classi�eur lińeaire de risque au pluse+ e1 au sens de

la fonction de perte hinge, avec une marge deg dans l'espace induit parf R(�).

Finalement, étant donnés S un échantillon de m points étiquetés tirés i.i.d. selon le do-

maine P, et r landmarks, un séparateur lin éaire a 2 R r peut être trouv é ef�cacement en

résolvant un programme lin éaire o�u la fonction objectif cherche �a minimiser la quan-

tit é de violation de la marge relachée par la fonction de perte hinge. Nous en donnons

ici une formulation de type RRM (section 1.2.3) équivalente 17 �a celle proposée dans

17. Le probl �eme d'optimisation originel donn é dans [Balcanet al., 2008a] s'exprime avec une contrainte

en norme 1. Pour simpli�er sa r ésolution, nous utilisons ici une version équivalente exprim ée �a l'aide

d'une r égularisation en norme 1.
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[Balcan et al., 2008a].
8
>>>><

>>>>:

min
a

1
m

m

å
i= 1

`hinge(h(xi ), yi )) + l kak1,

avec `hinge(h(xi ), yi ) =

"

1 � yi

r

å
j= 1

ajK(xi , x0
j )

#

+

,
(1.14)

o �u l est le param�etre de compromis. Par la suite, un classi�eur lin éaire appris en

résolvant le probl �eme 1.14 est appelé un classi�eur-SF 18. Soulignons que ce probl�eme

est tr�es proche du probl �eme d'optimisation pour les SVM, �a trois diff érences pr�es.

� La fonction K(�, �) n'a ni besoin d' être symétrique, ni SDP.

� L'hyperplan s éparateur vit dans un plongement explicite construit �a partir des

similarit ésK(�, x0), contrairement aux SVM pour lesquels l'espace de plongement

est un espace de Hilbert, en pratique implicite, induit par un noyau de Mercer.

� La régularisation du probl �eme est de type k � k1 sur a, qui est une contrainte

de parcimonie sur le mod �ele inféré. Elle permet d'approximer les points raison-

nables �a partir des landmarks(ceux choisis sont assocíes �a un poids aj 6= 0).

Dans le chapitre 6, ce sont ces trois propriétés qui vont nous permettre de d é�nir un

algorithme pour construire un espace explicite o �u l'objectif sera de “rapprocher” deux

domaines diff érents tout en gardant de bonnes garanties en ǵenéralisation.

1.5 Synth �ese

Dans ce chapitre, nous avons introduit les concepts de l'apprentissage supervisé, le

vocabulaire et les notations que nous utiliserons dans la suite de ce manuscrit. De

plus, nous avons décrit trois algorithmes : les k-PPV, les SVM et l'apprentissage de

classi�eurs-SF. Dans ce cadre classique d'apprentissage superviśe, les données d'ap-

prentissage sont suppośees repŕesentatives des donńees �a étiqueter. Cependant, cette

hypoth �ese est parfois dif�cile �a véri�er. Dans le chapitre suivant, nous énonçons le

cadre de l'adaptation de domaine, qui nous int éressera tout particuli �erement dans la

partie III, pour lequel la distribution des exemples d'apprentissage n'est pas la m ême

que la distribution des nouvelles donn ées de test sur lesquelles doit s'appliquer le

mod �ele.

18. SF pour Similarity Function.
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D ans le chapitre pr écédent, nous nous sommes plaćes dans l'un des cadres

théoriques les plus communs en apprentissage automatique : l'apprentis-

sage s'effectue �a partir d'un échantillon repr ésentatif des données que l'on

désire classer. Bien que cette hypoth�ese soit parfois une bonne approximation de la

réalité, elle reste dif�cile �a véri�er en pratique. Reprenons l'exemple du syst �eme de

�ltrage de spams évoqué en introduction : un syst �eme performant pour un utilisa-

teur donn é ne le sera pas ńecessairement pour un utilisateur recevant des e-mails de

natures diff érentes. Il faut alors être capable d'adapter le syst�eme d'un utilisateur �a

un autre. On peut mod éliser ce probl�eme d'un point de vue statistique : l' échantillon

d'apprentissage n'est alors plus issu de la même distribution de probabilit é que les

données que l'on désire traiter, on parle d'adaptation de domaine 1. L'objectif est alors

de proposer des méthodes pour adapter un mod �ele d'un ou de plusieurs domaine(s)

source vers un domaine cible diff érent. De nos jours, cette problématique s'av�ere

1. Domain adaptationen anglais, voir [Jiang, 2008, Margolis, 2011] pour un état de l'art.

35
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tr �es active en apprentissage automatique, mais aussi dans de nombreuses commu-

nautés scienti�ques telles qu'en multim édia (ex : [Duan et al., 2009, Roy et al., 2012]),

en traitement d'images ( ex : [Saenko et al., 2010]), en traitement automatique de la

langue (ex : [Daum é III, 2007, Daumé III et al., 2010, McClosky et al., 2006]), en bio-

informatique ( ex : [Liu et al., 2008]). En effet, entre la grande diversit é des données

accessibles par Internet et le fait que la personnalisation soit au cœur de beaucoup de

probl ématiques, toutes ces communaut́es s'intéressent �a tirer au mieux parti de toutes

les informations disponibles a�n d'adapter ou de transf érer les connaissances dont on

dispose sur de nouveaux types de données.

L'abondance des travaux en adaptation de domaine implique qu'il est dif�cile d'en

faire un état de l'art d étaill é et complet 2. Dans ce chapitre, nous n'avons donc pas la

pr étention de proposer un état de l'art exhaustif de l'adaptation de domaine. Nous

faisons le choix de nous focaliser sur les travaux qui en repr ésentent pour nous les

contributions majeures. Nous pr ésentons les grands principes en section2.1, les tra-

vaux th éoriques fondateurs, sur lesquels nos contributions de la partie III se basent,

en section 2.2, puis deux algorithmes, en section 2.3, que nous utiliserons dans nos

comparaisons expérimentales.

2.1 Qu'est ce que l 'adaptation de domaine ?

2.1.1 Un des champs d' étude de l'apprentissage par transfert

La probl ématique port ée par l'adaptation de domaine fait partie d'une th ématique bien

plus vaste appelée l'apprentissage par transfert 3. L'apprentissage par transfert peut

être vu comme la capacité d'un syst �eme �a reconnâ�tre et appliquer des connaissances

et des compétences, apprises�a partir de t âches ant́erieures, sur de nouvelles tâches ou

domaines partageant des similitudes. La question qui se pose est : comment identi�er

les similitudes entre la ou les t âche(s) cible(s) et la ou les t̂ache(s) source(s), puis com-

ment transf érer la connaissance de la ou des t̂ache(s) source(s) vers la t̂ache(s) cible(s) ?

En fonction des hypoth �eses suppośees sur les t̂aches et les domaines, on distingue

diff érents types d'apprentissage par transfert r ésumés sur la �gure 2.1 et énoncés ci-

dessous.

� Lorsque les domaines sont identiques mais que les tâches sont différentes, c'est-�a-

dire lorsque les ensembles d'étiquetages sont différents, on parle d'apprentissage

par transfert inductif.

� Lorsque les domaines et les t̂aches sont différents, on parle d'apprentissage par

transfert non supervis é.

2. Le lecteur peut se référer �a diff érents tutoriaux propos és dans différents domaines,

tels que par exemple : http://adaptationtutorial.blitzer.com/ (ICML 2010), http://

vc.sce.ntu.edu.sg/transferlearning.html (CVPR 2012), http://interspeech2012.org/

DomainAdaptation.html (InterSpeech2012).
3. Transfer learningen anglais. Le lecteur peut se ŕeférer �a [Pan et Yang,2010] pour un état de l'art sur

l'apprentissage par transfert.
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Figure 2 .1 – Distinction entre l'apprentissage classique et l'apprentissage par transfert, et positionne-
ment de l'adaptation de domaine.

� Lorsque les domaines sont diff érents mais que les t̂aches sont identiques, on parle

d'apprentissage par transfert transductif. C'est ici que se place l'adaptation de

domaine.

Dans ce manuscrit, nous nous focalisons sur l'adaptation de domaine o �u l'objectif est

d'effectuer une t âche d'adaptation d'un domaine source vers un domaine cible. Notons

que lorsque plusieurs domaines sources sont disponibles, on parle d'adaptation de

domaine multi-source [Crammer et al., 2008].

Dans ce qui suit, nous présentons plus en détail l'adaptation de domaine.

2.1.2 Un peu de formalisme

Nous allons distinguer deux contextes de l'adaptation de domaine qui diff �erent par

l'information dont on dispose sur le domaine cible.

� Adaptation de domaine non supervis ée : l'ensemble d'apprentissage est constitúe

d'un ensemble de donn éesétiquetées sources, d'un ensemble de donńees sources

non étiquetées et d'un ensemble de données cibles non étiquetées. Signalons,

en pratique, que l'ensemble de données nonétiquetées sources peut simplement

correspondre �a l'ensemble étiqueté priv é de sesétiquettes.

� Adaptation de domaine semi-supervis ée : en compĺement des informations ac-

cessibles en adaptation de domaine non supervisée, on dispose d'un ensemble

— de petite taille — de donn ées étiquetées cibles4. Permettre l'utilisation d'un

4. Signalons que certains auteurs, comme [Daumé III, 2007], parlent également d'adaptation de do-

maine supervisée lorsque toutes les données cibles disponibles sontétiquetées, mais ce contexte relative-

ment peu fr équent, est assez peuétudi é dans la litt érature.
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Figure 2 .2 – Distinction entre l'apprentissage supervisé et l'adaptation de domaine.

tel ensemble va faciliter l'adaptation, puisque l'on prend en compte une connais-

sance informative sur le domaine cible. Cette tâche n'a évidemment de sens que

si l'ensemble étiqueté cible est trop peu informatif pour pouvoir inf érer, �a lui seul,

une hypoth �ese performante.

Plus formellement, la principale diff érence entre l'apprentissage supervisé classique

et l'adaptation de domaine, illustr ée par la �gure 2.2, réside dans l'étude de deux

domaines PS et PT diff érents (�xes et inconnus) sur X � Y. DS et DT sont les distri-

butions marginales sur X respectives. La t̂ache d'adaptation consiste alors �a transférer

nos connaissances du domaine sourcePS vers le domaine cible PT.

� Pour ce faire, en adaptation de domaine non supervis ée, nous consid́erons

un échantillon d'apprentissage source S = f (xs
i , ys

i )g
ms

i= 1 de ms exemples tirés

i.i.d. selon PS. En outre, nous disposons d'un échantillon source non-étiqueté

Su = f xs
i g

ms
u

i= 1 de ms
u exemples tirés i.i.d. selon DS, et d'un échantillon cible

non étiqueté Tu = f xt
i g

mt
u

i= 1 de mt
u exemples tirés i.i.d. selon DT. En pratique, Su

peut correspondre �a S priv é de ses étiquettes : Su =
�

xs
i j(xs

i , ys
i ) 2 S

	
; et les

échantillons peuvent être de taille égale :mt
u = ms

u = mu.

� En adaptation de domaine semi supervis ée, nous permettons l'utilisation d'un

échantillon étiqueté cible T = f (xt
i , yt

i )g
mt

i= 1 consistué de mt exemples cibles tirés

i.i.d. selon PT et tel que : mt � ms.

Étant donné un ensemble d'hypoth �esesH de X vers Y, l'objectif de l'adaptation de

domaine est de trouver l'hypoth �ese issue deH qui minimise le risque r éel sur le do-

maine cible RPT (�), ou au moins d'en trouver une bonne approximation. La question

majeure soulevée par ce probl�eme est la suivante : si un mod�ele a été appris sur un

domaine source, quelle sera sa capacit́e en généralisation sur le domaine cible ? Avant
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de présenter les garanties classiques en adaptation de domaine en section2.2, nous

énonçons les trois grands principes algorithmiques qui se distinguent, puis quelques

situations d'adaptation particuli �eres.

2.1.3 Les grands types d'algorithmes

Les algorithmes de repond ération

L'approche la plus intuitive est celle de la repond ération en fonction des donn ées,

dont le but est, commun ément, de repondérer l' échantillon étiqueté source de tel

sorte qu'il “ressemble” le plus possible �a l' échantillon cible au sens de la fonc-

tion de perte consid érée [Huang et al., 2007, Jiang et Zhai, 2007, Mansour et al., 2009b].

Concr�etement, la repondération repose sur l'affectation de poids �a la fonction de perte,

relativement aux exemples, avec pour objectif la minimisation du risque r éel sur le do-

maine cible. Selon le principe ERM en apprentissage supervisé classique,énoncé dans

la section 1.2.1 du chapitre pr écédent, une solution pour d é�nir une repond ération

adéquate �a l'adaptation de domaine est la suivante. Étant donnés une fonction de perte

` (�, �) et un espace d'hypoth �esesH , l'objectif est de trouver le minimiseur du risque sur

le domaine cible. En supposant que supp(PT) � supp(PS), o�u supp (P) est le support

de P, alors pour toutes les hypoth �esesh issues deH , le risque réel R`
PT

(h) se ré-écrit :

R`
PT

(h) = E
(x,y)� PT

` (h(x), y)

= E
(x,y)� PT

PS(x, y)
PS(x, y)

` (h(x), y)

= å
(x,y)2 (X � Y)

PT(x, y)
PS(x, y)
PS(x, y)

` (h(x), y)

= E
(x,y)� PS

PT(x, y)
PS(x, y)

` (h(x), y) . (2.1)

Le poids, �a affecter �a la fonction de perte appliqu ée sur un (x, y), est donc dé�ni

comme le ratio PT(x,y)
PS(x,y) . Il implique ainsi une solution naturelle �a l'adaptation de do-

maine. Néanmoins, il est impossible de calculer la valeur exacte de ce ratio pour un

exemple (x, y), en particulier lorsque la quantit é d'étiquettes cibles n'est pas suf�sante.

Dans de nombreux travaux, comme dans [Lin et al., 2002, Kubat et al., 1997], il est alors

souvent supposé que les domaines partagent la même distribution conditionnelle se-

lon Y, c'est-�a-dire que : PS(xjy) = PT(xjy). De la même mani�ere, il est possible de

supposer que ce sont les distributions des classes qui sont les m̂emes, c'est-�a-dire

que : PS(yjx) = PT(yjx). Cette derni �ere situation, qui a fait l'objet de nombreux tra-

vaux, est connue sous le nom de covariate-shiftou de biais de sélection d' échantillon 5

[Shimodaira, 2000, Zadrozny, 2004, Huang et al., 2007]. Nous d étaillons ce cadre parti-

culier en section 2.1.4.

5. sample selection biaisen anglais.
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Les algorithmes d'auto- étiquetage

Un second principe algorithmique pour l'adaptation de domaine est l'auto- étiquetage

it ératif des données cibles. Le principe est simple :

� un mod �ele h est appris uniquement �a l'aide des donnéesétiquetées disponibles ;

� h est utilis é pour étiqueter les données cibles xt par h(xt ), ceci correspond �a

l'auto- étiquetage ;

� un nouveau mod �ele est appris �a partir de ces données auto-́etiquetées. En ǵenéral,

on n'en traite qu'un sous-ensemble et le processus est ŕe-itéré jusqu' �a ce que

l'auto- étiquetage apparaisse le plus juste possible.

Nous pouvons, par exemple, citer l'algorithme DASVM [Bruzzone et Marconcini, 2010]

que nous présenterons en d́etail en section 2.3.1. �A chaque it ération, étant donné le

classi�eur-SVM appris �a l'it ération pr écédente, DASVM modi�e l'ensemble étiqueté :

on ins�ere des données cibles auto-́etiquetées et on supprime les données sources les

plus éloignées de l'hyperplan. Un nouveau classi�eur-SVM est appris �a partir de cet

échantillon modi� é.

Notons que dans la litt érature, il existe des méthodes itératives ne nécessitant

pas d'auto-étiquetage. Elles sont, par exemple, baśees sur le principe du boos-

ting, mais requi �erent généralement des données cibles étiquetées [Dai et al., 2007,

Yao et Doretto, 2010, Habrard et al., 2013].

Les algorithmes de recherche d'un espace de repr ésentation commun

La derni �ere approche que nous présentons est celle qui se rapproche le plus de

nos contributions de la partie III : la recherche ou la construction d'un espace de

représentation commun aux deux domaines. Elle trouve principalement sa justi�ca-

tion th éorique dans les bornes en ǵenéralisation d'adaptation de domaine que nous

détaillons dans la section 2.2. L'objectif est d'inf érer un espace de repŕesentation dans

lequel les domaines seront similaires tout en gardant de bonnes performances sur le

domaine source.

Un des premiers algorithmes suivant ce principe est l'algorithme SCL ( Structural Cor-

respondance Learning[Blitzer et al., 2006]) qui cherche une repr ésentation de rang faible

en tirant parti des donn ées nonétiquetées issues des deux domaines. Pour ce faire, on

identi�e dans cet espace des attributs fr équents dans les deux domaines et montrant

un comportement similaire. Ils sont alors appel és les attributs pivots et vont permettent

de mettre en correspondance les domaines. Finalement, l'hypoth �ese est apprise dans

l'espace originel augmenté de la représentation dé�nie par ces correspondances.

En gardant la même intuition, [Blitzer et al., 2011] ont propos é l'algorithme Coupled

Subspace. Alors que SCL cherche un simple espace de projection en faisant correspondre

des attributs communs aux domaines, Coupled Subspaceapprend deux projections, une

pour chaque domaine, a�n de coupler les attributs partag és avec ceux sṕeci�ques aux
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domaines. Deux hypoth �eses sont alors apprises, une sur le sous-espace sṕeci�que au

domaine source et une sur celui spéci�que au domaine cible, puis elles sont fusionn ées

pour former l'hypoth �ese �nale.

Une autre solution vise �a la sélection d'un sous-ensemble des attributs partagés par les

domaines. C'est ce que ŕealise l'algorithme CODA ( CO-training dor Domain Adaptation)

[Chen et al., 2011a] que nous décrivons en section 2.3.2.

D'autres approches se basent sur une augmentation de l'espace de description. C'est le

cas de l'algorithme EasyAdapt++[Daum é III, 2007, Daumé III et al., 2010] apprenant si-

multan ément une hypoth �ese ǵenérale, une hypoth �ese source et une hypoth�ese cible

dans un espace augment́e. Cet espace est d́e�ni par l'ensemble des attributs de

l'espace d'origine et est obtenu en concat́enant une représentation commune, une

représentation source et une repŕesentation cible. Plus formellement, les données

étiquetées sources et cibles sont respectivement plonǵees par les fonctions :

f S(x) = (x, x, 0)> , f T(x) = (x, 0, x)> .

Si l'on dispose de données nonétiquetées, on fait appel �a la fonction :

f U (x) = (0, x, � x)>

Finalement, un classi�eur lin éaire est appris dans cet espace augment́e.

2.1.4 Quelques situations particuli �eres

Quelle que soit l'approche choisie, l'adaptation de domaine reste un probl �eme

dif�cile. Elle est connue pour être une tâche assez complexe �a résoudre lors-

qu'aucune hypoth �ese n'est suppośee sur la tâche considérée [Ben-David et al., 2010,

Ben-David et Urner, 2012]. Cependant, nous pouvons distinguer des contextes pouvant

— parfois — faciliter l'adaptation.

covariate shift

L'hypoth �ese du covariate shift[Shimodaira, 2000] est une des hypoth �eses les plus

fr équemment utilis ées en adaptation de domaine6. Concr�etement, nous rappelons

qu'elle est véri� ée lorsque les deux domaines partagent la même fonction d' étiquetage.

Autrement dit, étant donnée une observation x, les distributions conditionnelles source

et cible de Y selon X sont les mêmes, mais les distributions marginales sur X peuvent

être diff érentes. Plus formellement, on suppose :

8x 2 X, PS(yjx) = PT(yjx),

mais : DS(x) 6= DT(x).

Alors que cette hypoth �ese semble tr�es forte, elle fait sens pour de nombreuses t̂aches

d'adaptation. Consid érons, par exemple, une tâche d'étiquetage morpho-syntaxique 7

6. Le covariate shiftest parfois considéré comme une problématique �a part enti �ere diff érente de l'adap-

tation de domaine.
7. Part of speech taggingen anglais.
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en traitement automatique de la langue. Si on applique un mod �ele, appris �a partir

d'un domaine (par exemple des articles scienti�ques), sur un nouveau domaine (par

exemple des articles de journaux), il est raisonnable de supposer que la diff érence entre

les deux tâches ŕeside uniquement dans les distributions marginales sur les mots de la

langue française plut ôt que sur l' étiquetage de chaque mot.

Sous l'hypoth �ese du covariate shift, l'adaptation de domaine appara �̂t donc simple �a

résoudre. En effet, il facilite le probl �eme de la repondération pr ésent́e en section2.1.3.

Lorsque PT(yjx) = PS(yjx), le ratio PT(x,y)
PS(x,y) , obtenu dans l' équation (2.1), peut être ré-

écrit de la mani �ere suivante :

PT(x, y)
PS(x, y)

=
DT(x)PT(yjx)
DS(x)PS(yjx)

=
DT(x)
DS(x)

.

Dans ce cas, il suf�t donc de pond érer la fonction de perte associée �a un exemple par

le ratio DT(x)
DS(x) .

Cependant, même sous cette hypoth�ese, le probl�eme d'adaptation peut rester dif�cile �a

résoudre, en particulier lorsque la fonction d' étiquetage commune aux deux domaines

est en dehors de la portée de l'échantillon étiqueté source [Ben-David et al., 2010]. Nous

en verrons une illustration en section 2.2.5.

Ratio entre distributions marginales

Comme suggéré ci-dessus, lorsque les domaines source et cible vivent dans des

régions totalement disjointes, l'adaptation peut rapidement devenir dif�cile. A�n de

se prévenir d'un tel sc énario, on peut supposer qu'il existe une minoration non nulle

sur le ratio de la densit é en chaque point8. Cependant, cette hypoth�ese est dif�cile �a

véri�er dans la r éalité, en particulier lorsque des donn ées sont sṕeci�ques �a un do-

maine et n'apparaissent jamais dans l'autre. En pratique on rel âche cette hypoth�ese et

on suppose véri� ée la dé�nition suivante :

Dé�nition 2.1 ([Ben-David et al., 2012b]) Soit B � 2X une collection de sous-ensembles de l'espace

X. Soit e > 0, on d́e�nit le e-ratio entre les distributions marginales sur X source et cible par

rapport �a B par :

WB,e(DS, DT) = inf
b2B

DT(b)� e

DS(b)
DT(b)

.

De plus, on d́e�nit le ratio entre la marginale source et la marginale cible par rapport�a B par :

WB(DS, DT) = inf
b2B

DT(b)6= 0

DS(b)
DT(b)

.

Cette mesure devient pertinente pour l'adaptation de domaine lorsque le ratio peut

être minor é loin de 0.

8. Pointwise density ratioen anglais.
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On peut remarquer que ce ratio peut être obtenu en posant : B = f f xg : x 2 Xg. Pour

tout B � 2X , on a : Wf f xg:x2 Xg(DS, DT) � WB(DS, DT), ainsi minorer le ratio en chaque

point, loin de 0, est la plus forte des restrictions.

Probabilit é lipschitzienne

Un autre contexte permet de rel âcher les deux hypoth �eses pŕecédentes : celui de la

probabilit é lipschitzienne. La probabilit é lipschitzienne généralise la notion standard

des fonctions l -lipschitziennes d é�nies pour des fonctions �a valeurs réelles f (�) par :

8(x, x0) 2 R2, j f (x) � f (x0)j � l kx � x0k , pour une constante l . Cette condition

peut aisément être appliqu ée �a un étiquetage probabiliste. Cependant, si la fonction

d' étiquetage est déterministe, cela implique que deux points d' étiquettes diff érentes

doivent être �a une distance d'au moins 1
l . Cette restriction assez forte peut être re-

lachée grâce �a la dé�nition suivante.

Dé�nition 2.2 (Probabilit é lipschitzienne [Urner et al., 2011, Ben-David et al., 2012b]) Soit une fonc-

tion croissantey : R+ 7! [0, 1]. On dit que f : X 7! f� 1,+ 1g est y -Lipschitzienne par

rapport �a une distribution D sur X si pour toutl > 0, on a :

Pr
x� D

�
9x0 : f (x) 6= f (x0) ^


 x � x0 � l

�
� y ( l ).

Notons que si une fonction est l -Lipschitizienne alors elle est y -Lipschitzienne par

rapport �a toute distribution en posant :

y (x) =

(
0 si x � l

1 si x > l .

Si f (�) correspond �a la vraie fonction d' étiquetage du domaine P, alors cette dé�nition

peut, en quelque sorte, formaliser l'hypoth �ese selon laquelle la fronti �ere de décision

vit dans une r égion de densité faible 9, tr �es commune en apprentissage semi-superviśe.

Autrement dit, les donn ées sont śeparables en différents clusters étiquetés de mani�ere

homog �ene.

Sous ces deux derni�eres hypoth�eses (probabilité lipschitzienne et ratio entre distribu-

tions marginales), il est possible de dériver une borne en généralisation sur l'erreur du

1-PPV [Urner et al., 2011, Ben-David et al., 2012b].

l -shift

[Mansour et Schain, 2012] ont r écemment proposé la notion de l -shift qui utilise

les propri étés des algorithmes robustes [Xu et Mannor, 2010, Xu et Mannor, 2012]

pr ésent́ees en section1.3.4 du chapitre 1. Pour rappel, la notion de robustesse algo-

rithmique en apprentissage supervis é offre des garanties de convergence lorsque dans

chaque région X i � Yj la fonction de perte de l'algorithme renvoie des valeurs simi-

laires �a un e > 0 pr �es. Dans le cas de l'adaptation de domaine, l'id ée est de consid́erer

9. cluster assumptionen anglais.
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les distributions conditionnelles selon l' étiquetage dans une région X i . On va, encore

une fois, supposer que des points proches sont de même étiquette, et ce avec un certain

biais. Le l -shift est formellement d é�ni par :

Dé�nition 2.3 (l -shift [Mansour et Schain, 2012]) Soit PS et PT les domaines source et cible sur X� Y.

On dit que PT(yjx) et PS(yjx) sont liées par l'hypoth�ese dul -shift, not́e PT(yjx) 2 l (PS(yjx))
si pour tout y2 Y, on a :

PT(yjx) � PS(yjx) + l (1 � PS(yjx)) ,

et PT(yjx) � PS(yjx)(1 � l ).

Le l -shift restreint donc le changement de la probabilit é cible d'une étiquette : ce chan-

gement est d'au plus une proportion l de la probabilit é source des autresétiquettes ou

une proportion 1 � l de la probabilit é source de l'étiquette. En ce sens, cette d́e�nition

peut être vue comme une généralisation du covariate-shift, pour lequel on suppose

l' égalité entre les distributions conditionnelles.

Sous cette hypoth�ese, [Mansour et Schain,2012] ont d ériv é une borne en généralisation

pour l'adaptation de domaine et en ont d éduit des variantes adaptatives des SVM en

classi�cation binaire et en r égression.

Dans la partie III de cette th �ese, nous nous attaquons au probl�eme de l'adaptation de

domaine dans toute sa généralit é, sans supposer de telles hypoth�eses. Nous pŕesentons

donc dans la section suivante, les résultats théoriques permettant de dériver des bornes

en généralisation pour l'adaptation de domaine.

2.2 Garanties en g énéralisation pour l 'adaptation de domaine

Nous exposons maintenant les travaux fondateurs de la th éorie de l'adaptation de

domaine en apprentissage automatique.

2.2.1 Nécessité d'une mesure de divergence entre les domaines

Nous rappelons que le but de l'adaptation de domaine est de trouver une hy-

poth �ese admettant une erreur cible faible même lorsqu'aucune information sur les

étiquettes cibles n'est disponible. Comme nous le verrons dans la section 2.2.5, ce

probl �eme peut clairement se révéler dif�cile �a résoudre même sous des hypoth�eses

fortes [Ben-David et Urner, 2012, Ben-David et al., 2010]. Pour d ériver des bornes en

généralisation pour l'adaptation de domaine, il est essentiel de capturer la diff érence

entre les domaines souce et cible : plus les domaines sont similaires, plus l'adaptation

est aiśee (voir �gure 2.3).

Concr�etement, les deux domaines PS et PT diff �erent si leurs marginales DS et DT sur

X sont diff érentes, ou si la fonction d' étiquetage source diff �ere de la fonction cible,

ou si les deux cas précédents se produisent. Ceci sugg�ere de prendre en compte deux
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divergences : une entre les marginales DS et DT et l'autre entre les étiquetages. En

adaptation de domaine semi-supervis ée, lorsque desétiquettes cibles sont disponibles,

les deux mesures peuvent être combinées (comme dans [C. Zhang,2012]). Dans le cas

contraire, il est pr éférable de les différencier puisque dans une telle situation il sera im-

possible d'estimer le meilleur étiquetage cible. Habituellement, comme suggéré dans la

section précédente, on admet qu'il existe un lien entre l' étiquetage source et l'étiquetage

cible. Une solution consiste alors �a chercher une représentation pour laquelle DS et DT

sont proches tout en gardant de bonnes garanties sur le domaine source. Autrement

dit, en supposant qu'il existe aussi un lien entre les marginales, nous allons chercher �a

le reconstruire.

Dans la litt érature, diff érentes mesures existent pour estimer �a quel point deux dis-

tributions diff �erent. Nous pouvons citer, la A -divergence [Kifer et al., 2004] proposée �a

l'origine pour mesurer des changements dans des �ux de donn ées, laperturbed varia-

tion [Harel et Mannor, 2012] qui permet de donner une information sur la similarit é de

deux distributions en calculant une mesure de perturbation, ou encore la divergence de

Kullback-Leibler [Kullback et Leibler, 1951] qui est un cas particulier des divergences

de Bregman [Bregman, 1967] et qui sont des mesures de distorsions indéxées par fonc-

tions strictement convexes. Notons que la divergence de Kullback-Leibler est au centre

de la théorie PAC-Bayésienne détaill ée dans le chapitre suivant.

De plus, dans le cadre spéci�que de l'adaptation de domaine, o �u l'on veut calculer la

distance entre deux domaines diff érents, nous pouvons citer en exemple les travaux

suivants. Signalons que ces mesures peuvent toutesêtre utilis ées lorsque l'on dispose

de plusieurs domaines sources.

� La H -divergence proposée dans [Ben-David et al., 2007, Ben-David et al., 2010]

s'inspire de la A -divergence et constitue le fondement de la th éorie de l'adap-

tation de domaine en classi�cation binaire avec la fonction de perte 0 � 1. Cette

divergence a été généralisée �a la régression et �a des fonctions de pertes plus

générales par [Mansour et al., 2009a]. Nous la pr ésentons plus en détail dans la

section suivante.

� Lorsque plusieurs domaines sources sont accessibles, nous pouvons

spéci�quement faire appel �a la divergence de Rényi [Mansour et al., 2009b].

� [C. Zhang, 2012] ont propos é une mesure de divergence uniquement valable en

adaptation de domaine semi-supervis ée.

� La divergence priorBayésienne [Li et Bilmes, 2007] qui, dans un contexte Bayésien,

se focalise sur les hypoth�eses proches de l'hypoth�ese source optimale.

� Dans le cas particulier du covariate-shift, on peut faire appel aux travaux li és au

two-sample testcomme par exemple dans [Huang et al., 2007].

Notons que dans le chapitre 7, nous proposerons une mesure de divergence appropri ée

�a l'apprentissage de votes de majorité.
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(a) Les domaines sont tr�es diff́erents : un classi�eur

appris sur le domaine source ne sera pas performant

sur le domaine cible.
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(b) Les domaines sont similaires : le classi�eur appris

depuis le domaine source est performant sur les deux

domaines.

Figure 2 .3 – Illustration de la ńecessit́e de mesurer la similarité entre domaines. Le domaine source est
en vert fonće (pos.+ , neg.� ), le domaine cible en orange clair.

Nous énonçons maintenant les deux premiers travaux fondateurs de la th éorie de

l'adaptation de domaine en apprentissage automatique qui se basent sur une diver-

gence entre marginales et qui constituent la base de nos contributions développées

dans la partie III.

2.2.2 Une divergence entre les distributions marginales pour la classi�cation bi-
naire

Tout d'abord, [Ben-David et al., 2007, Ben-David et al., 2010] ont propos é, dans le cadre

de la classi�cation binaire en consid érant la fonction de perte 0 � 1, une mesure de

divergence appelée la H -divergence et baśee sur la dé�nition de la A -divergence

[Kifer et al., 2004]. [Mansour et al., 2009a] ont ensuite étendu cette dé�nition �a la discre-

pancypermettant de considérer des fonctions de pertes plus générales. Ces deux diver-

gences,équivalentes lorsque l'on parle de la fonction de perte 0 � 1, calculent la valeur

maximale, pour deux classi�eurs issus de H , de la diff érence entre les d́esaccords (se-

lon la fonction de perte) source et cible (voir la d é�nition 1.3). Nous en énonçons les

deux dé�nitions.

Dé�nition 2.4 (la H -divergence [Ben-David et al., 2007, Ben-David et al., 2010] (version simpli� ée))

Étant donńee une classe d'hypoth�esesH . Soit DS et DT deux distributions sur X, alors la

H -divergence entre DS et DT est d́e�nie par :

1
2dH (DS, DT) = sup

(h,h0)2H 2

�
�RDT (h, h0) � RDS(h, h0)

�
� ,

o�u RD (h, h0) = E
x� D

I (h(x) 6= h0(x)) est le d́esaccord entre h et h0sur la distribution D.

Dans sa forme originelle, cette dé�nition est uniquement valable pour la fonction

de perte 0 � 1. Cependant, en l'énonçant comme ci-dessus, il apparâ�t simple de la

généraliser �a d'autres fonctions de perte :

Dé�nition 2.5 (la discrepancy[Mansour et al., 2009a]) Étant donńee une classe d'hypoth�esesH . Soit

` : Y � Y 7! R+ une fonction de perte. Soit DS et DT deux distributions sur X, alors la
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discrepancy entre DS et DT est d́e�nie par :

disc` (DS, DT) = sup
(h,h0)2H 2

�
�
�R`

DT
(h, h0) � R`

DS
(h, h0)

�
�
� ,

o�u R`
D (h, h0) = E

x� D
` (h(x), h0(x)) est le d́esaccord entre h et h0 relativement�a la fonction de

perte` (�, �).

Ces deux dé�nitions sont donc clairement équivalentes lorsque la fonction de perte est

la fonction de perte 0 � 1 :

disc`0� 1
(DS, DT) = 1

2dH (DS, DT).

Néanmoins, les analyses de l'adaptation de domaine qui en résultent sont diff érentes.

Lorsque l'on parle de la H -divergence, [Ben-David et al., 2007, Ben-David et al., 2010]

ont étudi é la consistance du processus de minimisation empirique de la divergence

en se basant sur la VC-dim. (section 1.3.1, chapitre 1), alors que pour la discrepancy,

[Mansour et al., 2009a] se sont baśes sur la complexité de Rademacher (section1.3.2,

chapitre 1). Les deux analyses correspondent respectivement aux th́eor�emes suivants.

Théor�eme 2.1 ([Ben-David et al., 2007, Ben-David et al., 2010]) Soit H un espace d'hypoth�eses de VC-

dim. VC(H ) �nie. Si Su et Tu sont deśechantillons de taille mtu = ms
u = mu dont leséĺements

sont respectivement tirés i.i.d selon les distribution DS et DT sur X et si 1
2dH (Su, Tu) est la

H -divergence empirique mesurée sur leśechantillons Su et Tu, alors pour toutd 2 (0, 1], avec

une probabilit́e d'au moins1 � d sur le choix de Su � (DS)mu et Tu � (DT)mu , on a :

1
2dH (DS, DT) � 1

2dH (Su, Tu) + 4

s
2 VC(H ) log(2mu) + log 2

d

mu
.

L'analyse en complexit é de Rademacher aboutit, quant �a elle, au résultat suivant.

Théor�eme 2.2 ([Mansour et al., 2009a]) Soit H un espace d'hypoth�ese. Si Su et Tu sont des

échantillons de taille mtu = ms
u = mu dont leséĺements sont respectivement tirés i.i.d selon

les distribution DS et DT et si disc`0� 1
(Su, Tu) est la discrepancy empirique associée�a la fonc-

tion de perte0 � 1 et mesuŕee sur leśechantillons Su et Tu, alors pour toutd 2 (0, 1], avec une

probabilit́e d'au moins1 � d sur le choix de Su � (DS)mu et Tu � (DT)mu , on a :

disc`0� 1
(DS, DT) � disc`0� 1

(Su, Tu) + 4 (< S(H ) + < T(H )) + 6

s
log 4

d

2mu
,

o�u < S(H ), respectivement< T(H ), est la complexité empirique de Rademacher sur S, respecti-

vement sur T.

Ces résultats montrent que la discrepancyempirique associée �a la fonction de perte

0 � 1, c'est-�a-dire la H -divergence empirique, converge uniform ément vers sa vraie

valeur. Notons qu'un r ésultat similaire existe dans le cas de fonctions de perte as-

sociées au probl�eme de régression10. Les deux théor�emes précédents justi�ent donc de

la consistance du processus de minimisation empirique de la divergence.

10. Nous invitons le lecteur �a se reporter �a [Mansour et al., 2009a, Cortes et Mohri, 2011] pour plus de

détails.
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Notons qu'en pratique, la H -divergence empirique peut s'estimer en cherchant un clas-

si�eur qui vise �a séparer la marginale source de la marginale cible. Pour ce faire, on

étiquette les exemples sources en� 1 et les exemples cibles en+ 1, puis on cherche �a

apprendre un classi�eur discriminant les instances sources des cibles. La H -divergence

empirique se calcule alors directement �a partir de l'erreur de ce classi�eur.

Lemme 2.1 ([Ben-David et al., 2007, Ben-David et al., 2010]) Pour tout espace d'hypoth�esesH de X

vers Y et deux́echantillons nońetiquet́es Su et Tu de taille mt
u = ms

u = mu, on a :

1
2

dH (Su, Tu) = 1 � min
h2H

"
1

mu
å

x:h(x)= � 1

I [x 2 Su] +
1

mu
å

x:h(x)=+ 1

I [x 2 Tu]

#

.

L'inconv énient, ici, est que l'évaluation se réalise �a partir du classi�eur minimisant

cette erreur, ce qui est en ǵenéral NP-dur. Dans la litt érature, les auteurs approximent

généralement cette distance via l'apprentissage d'un classi�eur lin éaire avec une perte

lég�erement modif ée ou par un classi�eur-SVM.

2.2.3 Bornes en généralisation pour l'adaptation de domaine

Les résultats précédents permettent d'obtenir des garanties en généralisation lorsque

l'on cherche �a apprendre un mod �ele �a partir du domaine source. C'est, par exemple,

le cas de l'approche basique ERM, présent́ee en section1.2.1, sous condition que H ait

une complexit é �nie (soit en terme de VC-dim., soit de complexit é de Rademacher).

Nous pr ésentons maintenant ces garanties.

Tout d'abord, [Ben-David et al., 2007, Ben-David et al., 2010] ont prouv é la borne

d'adaptation suivante qui s'av �ere précise lorsqu'il existe un classi�eur dans H �a la

fois performant sur le domaine source et le domaine cible.

Théor�eme 2.3 ([Ben-David et al., 2007, Ben-David et al., 2010]) Soit PS et PT deux domaines sur

X � Y dont DS et DT sont les distributions marginales respectives sur X. SoitH une classe

d'hypoth�eses, alors on a :

8h 2 H , RPT (h) � RPS(h) +
1
2

dH (DS, DT) + n, (2.2)

o�u n = RPS(h� ) + RPT (h� ) l'erreur jointe optimale, avec h� = argmin
h2H

(RPS(h) + RPT (h))

l'hypoth�ese jointe optimale.

Cette borne dépend de trois termes. RPS(h) est l'erreur classique, en apprentissage

supervisé, mesurée sur le domaine souce. La divergence 1
2dH (DS, DT) dépend de la

classe d'hypoth �eses H et correspond �a l' écart maximal entre les désaccords source

et cible entre deux hypoth �eses deH . Autrement dit, elle quanti�e �a quel point les

hypoth �eses deH peuvent “d étecter” les diff érences entre les marginalesDS et DT,

sans information sur l' étiquetage. Le dernier terme n est relié �a la meilleure hypoth �ese

h� sur les deux domaines en même temps et mesure la qualité de H en fonction de

l' étiquetage. Si h� est mauvaise, il sera complexe trouver une hypoth �ese performante
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sur le domaine cible. En�n, l' équation (2.2) combinée avec la th́eorie VC exprime un

compromis entre la performance source d'une hypoth �eseh de H , la complexit é de H et

“l'incapacit é” des hypoth �eses deH �a détecter les différences entre les domaines. Plus

formellement, on a le th éor�eme suivant.

Théor�eme 2.4 ([Ben-David et al., 2007, Ben-David et al., 2010]) Soit PS et PT deux domaines sur

X � Y dont DS et DT sont les marginales respectives sur X. SoitH un espace d'hypoth�eses

de VC-dim. �nie VC(H ). Soit Su et Tu deséchantillons de taille mu dont leséĺements sont

respectivement tiŕes i.i.d. selon les distributions DS et DT. Soit S unéchantillonétiquet́e source

compośe de ms exemples sources tirés i.i.d selon PS. Alors, pour toutd 2 (0, 1], avec une pro-

babilit́e d'au moins1 � d sur le choix deśechantillons aĺeatoires S� (PS)ms
, Su � (DS)mu et

Tu � (DT)mu , on a :

8h 2 H , RPT (h) � RS(h) +

vu
u
t VC(H )

�
ln 2ms

VC(H ) + 1
�

+ ln
� 4

d

�

ms

+ 1
2dH (Su, Tu) + 4

s
2 VC(H ) ln (2mu) + ln

� 2
d

�

mu
+ n.

Similairement, [Mansour et al., 2009a] ont proposé la borne d'adaptation de domaine

suivante basée sur la discrepancypour toute fonction de perte ` (�, �) symétrique et

véri�ant l'in égalité triangulaire. Nous ne pr ésentons ici que la formulation pour la

fonction de perte 0 � 1.

Théor�eme 2.5 (Corollaire du th éor�eme 8 de [Mansour et al., 2009a]) Soit PS et PT deux domaines sur

X � Y dont DS et DT sont les marginales respectives sur X. SoitH une classe d'hypoth�eses,

alors on a :

8h 2 H , RPT (h) � RDS(h�
S, h) + disc`0� 1

(DS, DT) + u, (2.3)

o�u u = RPT (h�
T) + RDS(h�

S, h�
T) et h�

T = argmin
h2H

RPT (h) et h�
S = argmin

h2H
RPS(h) sont

respectivement les hypoth�eses optimales sur le domaine cible et le domaine source.

Dans ce contexte, la borne (2.3) majore directement 11 l' écart entre l'erreur cible d'un

classi�eur RPT (h) et celle de l'hypoth �ese cible optimale RPT (h�
T). Combinée avec

une analyse en terme de complexité de Rademacher, cette borne s'exprime, dans

le théor�eme suivant, comme un compromis entre le d ésaccord entre l'hypoth �ese h

considérée et la meilleure hypoth �ese sourceh�
S, la complexit é de Rademacher deH et —

encore une fois — la divergence entre les deux domaines mesuŕee par disc̀
0� 1

(DS, DT).

Théor�eme 2.6 ([Mansour et al., 2009a]) Soit PS et PT deux domaines sur X� Y dont DS et DT sont

les distributions marginales respectives sur X. SoitH un espace d'hypoth�eses. Soit Su et Tu des

échantillons de taille mu dont leséĺements sont respectivement tirés i.i.d. selon les distributions

DS et DT. Soit S un échantillonétiquet́e source composé de ms exemples sources tirés i.i.d

selon PS. Alors, pour tout d 2 [0, 1), avec une probabilité d'au moins1 � d sur le choix des

11. Il suf�t de passer le terme RPT (h�
T) de l'autre côté de l'in égalité.
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échantillons aĺeatoires S� (PS)ms
, Su � (DS)mu et Tu � (DT)mu , on a :

8h 2 H , RPT (h) � RS(h�
S, h) + disc`0� 1

(Su, Tu) + u

+ 4 (< Su (H ) + < Tu (H )) + 6

s
log 8

d

2mu
+ < S(H ) + 3

s
log 8

d

2ms . (2.4)

Pour conclure, les deux approchesénoncent deux bornes en ǵenéralisation pour l'adap-

tation de domaine, dif�cilement comparables, mais impliquant la m ême intuition :

un algorithme d'adaptation de domaine doit être capable d'inf érer un espace de

représentation dans lequel les deux domaines tendent �a être indiscernables tout en

gardant de bonnes performances sur le domaine source. En pratique, chercher un tel

espace en minimisant la divergence et l'erreur source en même temps est dif�cile. Nous

nous attaquerons �a cet inconvénient, dans le chapitre 7, en proposant une analyse ori-

ginale de l'adaptation de domaine pour minimiser conjointement la divergence entre

les domaines et l'erreur sur le domaine source dans le cadre des votes de majorité qui

est au cœur de ce ḿemoire.

Nous pr ésentons maintenant un moyen de prendre en considération quelques

étiquettes cibles lors de la phase d'apprentissage.

2.2.4 Extension �a l'adaptation de domaine semi-supervis ée

Il arrive parfois que des étiquettes cibles soient disponibles. A�n de tirer b éné�ce de

cette information plus que pertinente, [Ben-David et al., 2010] ont étendu leur ana-

lyse pour les considérer. Nous rappelons que l' échantillon étiqueté (S, T) est alors

décomposé en deux sous-ensembles :S = f (xs
i , ys

i )g
ms

i= 1 est l'échantillon source constitu é

de ms exemples étiquetés i.i.d. selon PS et T = f (xt
i , yt

i )g
mt

i= 1 est l'échantillon cible

constitué de mt exemples étiquetés i.i.d. selon PT. Soit q 2 [0, 1] tel que mt = qm et

ms = ( 1 � q)m impliquant que (S, T) soit composé de m = ms + mt exemples étiquetés

tels que mt � ms. La minimisation de l'erreur empirique cible RT(�) n'est alors pas la

meilleure solution car T n'est pas représentatif du domaine cible PT. Une solution en-

visager est alors de minimiser la combinaison convexe des erreurs empiriques source

et cible dé�nie par :

Rk
(S,T) (h) = k RT(h) + ( 1 � k) RS(h), (2.5)

o �u k 2 [0, 1] contrôle le compromis erreur empirique cible et erreur empirique source.

L'erreur r éelle pondérée assocíee est :k RPT (h) + ( 1 � k)RPS(h).

Le théor�eme suivant énonce les garanties en ǵenéralisation dans une telle situation.

Théor�eme 2.7 ([Ben-David et al., 2010]) Soit PS et PT deux domaines sur X� Y dont DS et DT

sont les distributions marginales respectives sur X. SoitH un espace d'hypoth�eses de VC-dim.

VC(H ) �nie. Soit Su et Tu deséchantillons de taille mu dont leséĺements sont respectivement

tir és i.i.d selon les distribution DS et DT. Soit (S, T) un échantillonétiquet́e de taille m ǵeńeŕe

en tirant aĺeatoirementqm exemples depuis PT et (1 � q)m depuis PS. Si hS est le minimi-

seur empirique deRk
(S,T) (h) sur (S, T) et h�

T = min h2H RPT (h) l'erreur cible optimale, alors
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Figure 2 .4 – Repŕesentation des domaines source et cible PS et PT dans une situation de covariate shift
inad́equate pour l'adaptation de domaine. Pour un b2 (0, 1) �x é, le domaine source PS est la distribution
uniforme surf 2kb : k 2 N , 2kb � 1g � f + 1g et la distribution cible PT est la distribution uniforme
sur f (2k + 1)b : k 2 N , (2k + 1)b � 1g � f � 1g.

alors pour toutd 2 (0, 1], avec une probabilité d'au moins1 � d sur le choix deśechantillons

aléatoires, on a :

RPT (hS) � RPT (h�
T) + 4

s
k2

q
+

(1 � k)2

1 � q

s
2 VC(H ) log (2(m + 1)) + 2 log 8

d

m

+ 2(1 � q)

0

@1
2dH (Su, Tu) + 4

s
2 VC(H ) log(2mu) + log 8

d

mu
+ n

1

A .

Remarquons que si k = 0, on ignore les données cibles, et on retombe sur le th́eor�eme

2.3 avec une estimation empirique pour l'erreur sur le domaine source. Si k = 1, alors

ce sont les données sources que l'on ignore, la borne devient une borne de classi�cation

supervisée usuelle sur le domaine cible. Lorsque k vaut sa valeur optimale, la borne est

toujours au moins plus pr écise que l'une de ces deux situations. Finalement, on peut

remarquer qu'en faisant varier k, la borne permet de contrôler le compromis entre

erreur source et erreur cible.

Ce cadre théorique permet donc de considérer des étiquettes cibles lors de la phase

d'apprentissage. Nous en tirerons béné�ce en chapitre 6 pour étendre notre contribu-

tion �a l'adaptation de domaine semi-supervis ée.

2.2.5 Illustration de la dif�cult é de l'adaptation de domaine

Quelle que soit l'analyse, les bornes d'adaptation peuvent parfois être tr �es

impr écises et rien ne nous assure d'adapter correctement. Prenons l'exemple issu

de [Ben-David et al., 2010] en illustration (voir la �gure 2.4). Soit b 2 (0, 1), le domaine

source PT est la distribution uniforme sur f 2kb : k 2 N , 2kb � 1g � f + 1g et la distri-

bution cible PT est la distribution uniforme sur f (2k + 1)b : k 2 N , (2k + 1)b � 1g �
f � 1g. On pose H comme l'espace d'hypoth �eses de fonctions de seuil. On d́e�nit pout

tout t 2 [0, 1] une fonction de seuil ht par :

8x 2 R, ht (x) =

(
+ 1 si x < t,

� 1 sinon.

Ainsi : H = f ht : t 2 [0, 1]g. Dans une telle situtation, on a donc :
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(a) Premi�ere it́eration. Les donńees choisies de

chaque coté de la marge sont encerclées (t = 3).
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(b) Deuxi�eme it́eration.
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(c) Derni�ere it́eration.

Figure 2 .5 – L'hyperplan śeparateur (ligne noire) et la marge (en pointillés noirs)�a diff́erentes it́erations
de DASVM sur un exemple jouet. Les données sources sont en vert foncé (+ pos.,� neg.). Les donńees
cibles sont en orange clair : les auto-étiquettes sont représent́ees par+ et � et les donńees nońetiquet́ees
par un rond. Les lignes grises sur(b) et (c) rappellent l'hyperplan appris�a la premi�ere it́eration.

� l'hypoth �ese decovariate shiftest véri�able pour PS et PT ;

� la divergence vaut 1
2dH (PS, PT) = j9b � 8bj = b (b peut être arbitrairement faible) ;

� la meilleure hypoth �eseh�
S sur le domaine source est d'erreur nulle, la meilleure h�

T

sur le domaine cible est aussi d'erreur nulle. Sur la �gure 2.4, on a par exemple :

h�
S =

(
+ 1 si x � 0

� 1 sinon,
et h�

T =

(
� 1 si x < 9b

+ 1 sinon ;

� pour la borne ( 2.2), on a : n = 1 � b;

pour la borne ( 2.3), on a : u = 1.

Les deux derniers points rendent les bornes d'adaptation impr écises : elles sont

supérieures �a 1. Ainsi, l'hypoth �ese de covariate shiftne garantit pas nécessairement

une adaptation correcte. Au �nal, h�
S, dont l'erreur sur le domaine cible vaut 1, est

l'hypoth �ese qui minimise la borne.

2.3 Exemples d'algorithmes

Il existe de nombreux algorithmes d'adaptation de domaine. Dans cette section, nous

pr ésentons ceux auxquels nous ferons appel lors des exṕerimentations menées dans

les chapitres 6 et 7, puis nous énonçons une méthode de validation des param �etres.

2.3.1 DASVM : un algorithme d'adaptation it ératif



2.3. Exemples d'algorithmes 53

Algorithme 2 DASVM

entr ée un échantillon étiqueté sourceS, un échantillon non- étiqueté cible Tu, hyperpa-

ram�etres t et b

sortie Un classi�eur hDASVM

S1  S ; T1
u  Tu ; ˆiˆt 0

repéter

ˆiˆt ˆiˆt+ 1

hˆiˆt apprentissage d'un classi�eur-SVM �a partir de Sˆiˆt

Tˆiˆt+ 1
u  

n
(xt

i , hˆiˆt(xt
i )

o jTˆiˆt
u j

i= 1

f ˆiˆt fonction score assocíee �a hˆiˆt

H ˆiˆt
up  

n
(xt

i , hˆiˆt(xt
i )) 2 Tˆiˆt+ 1

u : 1 � f ˆiˆt(xt
i ) � 0

o
(par ordre d écroissant selon la marge)

H ˆiˆt
low  

n
(xt

i , hˆiˆt(xt
i )) 2 Tˆiˆt+ 1

u : � 1 � f ˆiˆt(xt
i ) < 0

o
(par ordre d écroissant selon la marge)

Sˆiˆt+ 1  SˆiˆtS t premiers éléments de H ˆiˆt
up

S
t premiers éléments de H ˆiˆt

low

L  
n

(xt , hˆiˆt(xt
i )) 2 SˆiˆtT T1

u : hˆiˆt(xt
i ) 6= hˆiˆt� 1(xt

i )
o

Tˆiˆt+ 1
u  Tˆiˆt+ 1

u
S

L

Sˆiˆt+ 1  Sˆiˆt+ 1 S
SˆiˆtnL

Qˆiˆt
up  f ( xs, ys) 2 SˆiˆtT S1 : fˆiˆt(xs) � 0g (par ordre d écroissant selon la marge)

Qˆiˆt
low  f ( xs, ys) 2 SˆiˆtT S1 : fˆiˆt(xs) < 0g (par ordre d écroissant selon la marge)

Sˆiˆt+ 1  Sˆiˆt+ 1nk premiers éléments de Qˆiˆt
up, tel que k corresponde au nombre

d'exemples de H ˆiˆt
up ajoutés �a Sˆiˆt+ 1 (s'il vaut 0 alors k = t )

Sˆiˆt+ 1  Sˆiˆt+ 1nk premiers éléments de Qˆiˆt
low, tel que k corresponde au nombre

d'exemples de H ˆiˆt
low ajoutés �a Sˆiˆt+ 1 (s'il vaut 0 alors k = t )

jusqu' �a jQˆiˆt
up

S
Qˆiˆt

lowj = 0 OU jLj < bms OU jH ˆiˆt
up

S
H ˆiˆt

lowj � bms

retourner hˆiˆt

Nous pr ésentons l'algorithme d'adaptation de domaine appel é DASVM

[Bruzzone et Marconcini, 2010]. Cet algorithme adapte it érativement le classi�eur-

SVM appris �a l'aide de donn ées cibles auto-́etiquetées. Concr�etement, �a chaque

it ération ˆiˆt, DASVM apprend un classi�eur-SVM �a partir des exemples étiquetés Sˆiˆt. Il

étiquette ensuite les exemples de l'ensemble cibleTˆiˆt
u et en rajoute un certain nombre

dans l' échantillon étiqueté Sˆiˆt. Ces données cibles auto-́etiquetés correspondent �a celles

dont la con�ance du classi�eur est proche et inf érieure �a la marge. En outre, il retire

de l' échantillon étiqueté Sˆiˆt les exemples dont la con�ance est la plus importante.

Le processus est ŕeitéré avec le nouvel ensemble étiqueté Sˆiˆt+ 1 obtenu et se termine

lorsque tous les exemples ciblesTu ont été ajoutés �a l' échantillon étiqueté. DASVM est

illustr é sur la �gure 2.5 et décrit dans l'algorithme 2.

Il est important de remarquer que cet algorithme ne se base pas sur la théorie présent́ee

pr écédemment. Il existe peu de garanties théoriques pour cet approche, hormis les

travaux de [Habrard et al., 2011] qui donnent des garanties minimalistes. Cependant,

en pratique, DASVM montre de bons r ésultats, c'est pourquoi nous ferons appel �a lui

en tant que méthode de référence.
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2.3.2 CODA : un algorithme d'adaptation par co-apprentissage

CODA [Chen et al., 2011a] est un algorithme dit de co-apprentissage pour l'adapta-

tion de domaine et est une variante de l'algorithme PMC ( Pseudo-Multiview Co-training

[Chen et al., 2011b]). Il essaie de réduire la divergence entre les domaines en ajou-

tant it érativement, �a l'ensemble d'apprentissage, des attributs cibles et des exemples

pour lesquels l'algorithme est le plus con�ant : �a chaque itération, CODA r ésoud un

probl �eme d'optimisation simple en apprenant simultan ément une hypoth �ese cible, une

division de l'espace en deux descriptions/vues diff érentes et un sous-ensemble d'at-

tributs sources et cibles �a inclure dans l'hypoth �ese. Concr�etement, le co-apprentissage

requiert les points suivants.

� Deux classi�eurs qui, ici, sont des classi�eurs lin éaires noté hu et hv identi� és par

les vecteurs de poids u = (u1, . . . ,ud)> et v = (v1, . . . ,vd)> . La performance de

chaque classi�eur est mesurée via la fonction de perte logistique ` log(�, �) dé�nie

pour tout classi�eur lin éaire hw identi� é par le vecteur w 2 Rd par :

8x 2 Rd, ` (hw (x), y) = log (1 + exp (� yhw, xi )) .

A�n de s'assurer que les deux classi�eurs hu et hv ont tous les deux un risque

faible sur l' échantillon d'apprentissage étiqueté S, ils sont appris conjointement

en minimisant le soft-maximumdes deux risques empiriques :

log
h
exp

�
R`

S(hu )
�

+ exp
�

R`
S(hv )

�i
.

� Les deux classi�eurs doivent être appris sur deux vues diff érentes. Elles sont

créées en divisant la représentation originelle en deux sous-espace exclusifs. Plus

pr écisément, pour chaque attribut identi� é par l'indice i, au moins un des deux

classi�eur doit admettre un poids nul pour la i i �eme dimension. Pour ce faire, il

suf�t de contraindre la r ésolution du probl �eme d'optimisation de sorte que :

d

å
i= 1

u2
i v2

i = 0.

� Dans la formulation d'origine du co-apprentissage, les deux vues doivent être

ind épendantes sachant la classe. Pour rel̂acher cette restriction, CODA v éri�e

la condition de e-expandability [Balcan et al., 2004]. Intuitivement, deux classi-

�eurs capables d'apprendre l'un de l'autre doivent être con�ants sur deux sous-

ensembles différents de données non étiquetées. Plus formellement, on note la

con�ance d'un classi�eur lin éaire w pour un exemple x par :

cw (x) =

(
1 si la con�ance d épasse un certain seuil,

0 sinon.

Étant donnése > 0, un échantillon non étiqueté U, la condition de e-expandability

est alors dé�nie par :

å
x2U

[cu (x) c̄v (x) + c̄u (x)cv (x)] � emin

(

å
x2U

c̄u c̄v (x)

)

,
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o �u c̄w = 1 � cw (x).

Le classi�eur lin éaire �nal appris est celui associ é au vecteur de poids : w = u + v.

De plus, pour r ésoudre le probl �eme les auteurs ont ajouté une régularisation, not ée

reg(S,U, w ) et baśee sur la norme 1, pour induire une parcimonie sur les attributs dont

les corrélations sont opposées ou faibles sur les domaines. Le probl�eme d'optimisation

�a résoudre est alors le suivant :
8
>>>>>>>>><

>>>>>>>>>:

min
w,u,v

log
�

exp
�

R`
S(u)

�
+ exp

�
R`

S(v)
��

+ reg(S,U, w ),

s.c.
d

å
i= 1

u2
i v2

i = 0,

å
x2U

[cu (x) c̄v (x) + c̄u (x)cv (x)] � emin

(

å
x2U

c̄u c̄v (x)

)

,

w = u + v.

Ce probl �eme d'optimisation n'est pas convexe, cependant, il n'est pas sensible �a son

initialisation [Chen et al., 2011a]. Ainsi, il suf�t de �xer al éatoirement u et v puis de

l'optimiser avec une descente de gradient conjugu é standard.

2.3.3 Validation des hyperparam �etres

Quelle que soit l'approche que l'on choisit de suivre, une probl ématique encore ou-

verte en adaptation de domaine est la sélection ou la validation des diff érents hy-

perparam �etres des algorithmes. En effet, puisque nous supposons que le domaine

source et le domaine cible sont diff érents et, qu'en plus, nous avons peu ou pas

d' étiquette(s) cible(s), les processus de validation usuels, tels que la validation croisée,

ne peuvent être appliqu és. Notons que les ŕecents travaux de [Geras et Sutton,2013]

proposent une procédure de validation lorsque plusieurs domaines sources sont dis-

ponibles. Dans cette th�ese, nous allons faire appel �a une validation dite circulaire

[Bruzzone et Marconcini, 2010] ou inverse [Zhong et al., 2010]. Étant donnés k sous-

ensembles12 de l' échantillon étiqueté source S et un algorithme d'adaptation de do-

maine, nous en utilisons k � 1 en tant qu'exemples d'apprentissage pour apprendre un

classi�eur h avec cet algorithme. On étiquette ensuite l' échantillon cible non étiqueté Tu

�a l'aide de h et on obtient un échantillon auto- étiqueté cTu = f (xt
i , h(xt

i )) gmt
u

i= 1. Puis, on

ré-applique l'algorithme d'adaptation avec Su un échantillon source non étiqueté, cTu

et l' échantillon cible étiqueté T, lorsqu'il est disponible, pour apprendre le classi�eur

inverse hr . En fait, on inverse le rôle du domaine source et du domaine cible. Le classi-

�eur inverse hr est alors évalué sur le dernier k�eme sous-ensemble issu de l'́echantillon

source S avec l'intuition que si l'adaptation est possible, alors on doit pouvoir “facile-

ment” passer d'un domaine �a l'autre gr âce �a l'adaptation. Nous illustrons ce principe

sur la �gure 2.6.

12. On parle de k-foldsen anglais.
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Figure 2 .6 – Le processus de validation inverse.Étape1 : Apprendre avec adaptation le classi�eur h.
Étape2 : Auto-étiqueter l'́echantillon cible nońetiquet́e avec h.́Etape3 : Apprendre avec le m̂eme algo-
rithme d'adaptation le classi�eur inverse hr �a partir de l'́echantillon source nońetiquet́e, de l'́echantillon
cible auto-́etiquet́e et de l'́echantillon cibléetiquet́e disponible.Étape4 : Évaluer hr sur l' échantillon
sourcéetiquet́e.

2.4 Synth �ese

L'adaptation de domaine est une t âche complexe. En effet, si aucune information sur les

étiquettes cibles n'est disponible, il est nécessaire de supposer qu'il existe une relation

entre les domaines. Pour s'attaquer �a ce probl�eme, une solution est alors de considérer

l'hypoth �ese qu'il existe une relation forte entre les domaines. Un cas particulier est le

covariate shiftpour lequel on suppose que la probabilit é d'étiqueter un exemple par une

classe sachant l'exemple est la m̂eme. Cependant, ce cas reste idylique et de nombreux

algorithmes s'inspirent de l'analyse classique qui se base sur une notion de divergence

entre les domaines, pour estimer dans quelle mesure nous sommes capables d'adapter.

Le principe g énéral d'un algorithme d'adaptation est alors d'apprendre un classi�eur

performant tout en rapprochant les marginales selon cette divergence (par exemple en

projetant les données dans un espace commun). Nous proposerons dans le chapitre

6 un algorithme basé sur cette théorie en cherchant �a rapprocher les domaines dans

l'espace de projection explicite dé�ni par une fonction de similarit é (e,g,t )-bonne (dont

le principe en apprentissage supervisé a été énoncé en section 1.4.3). Néanmoins, le

cadre classique présent́e en section2.2 montre des inconv énients puisque la divergence

considérée peut être vue comme une analyse dans le pire cas : il est dif�cile d'optimiser

en même temps la divergence et l'erreur source. Nous verrons en chapitre 7 comment

faire appel �a la théorie PAC-Bayésienne pour contourner les inconvénients portés par

l'analyse classique.

La probl ématique générale de cette th�ese repose sur l'apprentissage de vote de ma-

jorit é. Nous présentons donc, dans le chapitre suivant, la théorie PAC-Bayésienne en

classi�cation supervis ée qui, au contraire des approches précédemment pr ésent́ees, se

focalise sur l'apprentissage de votes de majorité pondérés sur un ensemble de votants

tels que des classi�eurs ou des fonctions plus g énérales.
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D ans ce chapitre , nous nous replaçons dans le cadre de l'apprentissage

supervisé sans adaptation et nous nous focalisons sur la théorie PAC-

Bayésienne1, introduite par [McAllester, 1999]. Cette théorie, qui fournit un

champ de recherche important en th éorie de l'apprentissage, a pour but premier d'of-

frir des bornes en généralisation sur l'erreur de votes de majorit é pondérés sur une fa-

mille d'hypoth �esesH . Plus précisément, les ingrédients d'une borne PAC-Bayésienne

sont :

� un échantillon d'apprentissage S dont les éléments sont i.i.d. selon un domaine P

sur X � Y ;

� une distribution a priori p sur H qui mod élise une certaine connaissancea priori,

c'est-�a-dire avant l'observation de S, sur la performance des hypoth �eses deH :

celles suppośees les plus performantes, pour une certaine tâche, verront leur pro-

babilit é selon p plus élevée ;

1. Le lecteur peut se référer au tutoriel ICML 2012: “PAC-Bayesian Analysis in Supervised, Unsupervised,

and Reinforcement” ( people.kyb.tuebingen.mpg.de/seldin/ICML_Tutorial_PAC_Bayes.htm )

de Yevgeny Seldin, François Laviolette et John Shawe-Taylor.
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� une distribution a posteriorir sur H qui est apprise ou ajustée �a la lumi �ere de l'in-

formation apport ée par l'échantillon d'apprentissage S. Cette distribution permet

de dé�nir le vote de majorit é pondéré : le poids d'un votant correspond �a sa pro-

babilit é d'appara�̂tre selon r .

En fait, la th éorie PAC-Bayésienne tire son inspiration de la philosophie de l'inf érence

bayésienne mixée �a des techniques d'apprentissage statistique. En effet, l'inférence

bayésienne2 suppose une distribution a priori sur H , puis fait appel �a la r�egle de

Bayes pour inférer la distribution a posteriori en se basant sur la vraissemblance

des données pour chaque hypoth�ese. Les capacit́es en ǵenéralisation en inf érence

bayésienne présument de la correcte dé�nition de la distribution a priori, tandis qu'une

borne en généralisation PAC-Bayésienne est vraie pour n'importe quel choix de dis-

tribution a priori. Concr�etement, l'analyse PAC-Bayésienne étudie l'espérance, selon la

distribution r , des erreurs des votants. En ǵenéral, elle étudie l'erreur du classi�eur

stochastique de Gibbs : il prédit l' étiquette d'un exemple x en tirant al éatoirement se-

lon r une hypoth �eseh dans l'ensemble H , puis en retournant h(x). La complexit é de

la classe d'hypoth �eses est ici implicitement capturée par la divergence de Kullback-

Leibler (not ée KL-divergence) entre les distributions a posterioriet a priori : elle permet

de cconsidérer une information sur la complexit é de chaque hypoth�ese contrairement

aux approches classiques. Finalement, si la distribution apprise r affecte une probabilit é

élevée aux hypoth �eses deH suf�samment performantes et si r et p sont relativement

proches au sens de la KL-divergence, alors la borne sur l'erreur du classi�eur de Gibbs

peut se montrer informative et pr écise pour le vote de majorit é sur H pondéré par r .

De plus, en la spécialisant �a des espacesH appropri és, �a des familles de distri-

butions a priori et a posteriori adéquates ou �a des fonctions de perte spéci�ques,

l'approche PAC-Bayésienne permet de caract́eriser les capacit́es en ǵenéralisation

de méthodes existantes. Nous pouvons citer en exemple, la borne PAC-Baýesienne

prouv ée pour les SVM par [Langford et Shawe-Taylor, 2002] lorsque les distribu-

tions a priori et a posteriori suivent toutes deux une distribution normale (de

moyenne et variance diff érentes). En outre, l'étude empirique de [Langford, 2005]

a révélé que cette borne est un estimateur précis du risque des SVM que l'on

peut encore améliorer en prenant en compte une distribution a priori informative 3

[Ambroladze et al., 2006, Parrado-Hernández et al., 2012]. Une telle analyse permet

d'obtenir de meilleures garanties que les analyses classiques. Signalons que les tra-

vaux de [Blanchard et Fleuret, 2007], avec le Occam's Hammer, proposent une alterna-

tive int éressante�a la théorie PAC-Bayésienne, mais n'entrent pas dans le champ d'étude

de ce manuscrit.

Dans ce chapitre, nous introduisons tout d'abord, en section 3.1, les notions de vote

de majorit é et de classi�eur de Gibbs, ainsi que les liens qui les unissent. Puis nous

énonçons en section 3.2 les bornes PAC-Baýesiennes classiques. Nous pŕesentons,

ensuite, deux algorithmes basés sur la théorie PAC-Bayésienne. Le premier, PBGD

2. Pour plus d'information sur l'inf érence baýesienne, qui tire son nom du th éor�eme de Bayes, le

lecteur peut se référer �a [Gelman et al., 2004].
3. Une distribution non-informative correspond, par exemple, �a la distribution uniforme.
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[Germain et al., 2009a] en section 3.3, optimise l'erreur du classi�eur de Gibbs sur un

ensemble de classi�eurs lin éaires en minimisant une des bornes PAC-Bayésiennes. Le

second, MinCq [Laviolette et al., 2011a] en section3.4, optimise directement l'erreur du

vote majorit é en minimisant une borne qui relie étroitement le classi�eur de Gibbs et

le vote de majorit é.

3.1 Vote de majorit é et classifieur stochastique de Gibbs

Nous nous plaçons dans le cadre classique de la th́eorie PAC-Bayésienne en classi�ca-

tion supervis ée binaire avecY = f� 1,+ 1g. Traditionnellement, on consid �ere les votes

de majorit é pondérés construits �a partir d'un ensemble d'hypoth �esesH que l'on ap-

pelle les votants. Étant donnés une distribution a priori p sur H (que nous appelons

la distribution prior ou le prior) et un échantillon d'apprentissage S dont les éléments

sont tir és i.i.d. selon P, l'apprenant doit trouver la distribution a posteriorir sur H (que

nous appelons la distribution posterior ou le posterior) amenant au vote de majorit é

r -pondéré Br (�) offrant les meilleures garanties en généralisation.

Dé�nition 3.1 (Vote de majorit é r -pondéré) Soit H = f h1, . . . ,hng un ensemble de n votants de X

vers Y. Soitr une distribution surH . Le vote de majorité r -pond́eŕe (parfois appelé classi�eur

de Bayes dans la litterature) Br (�) assocíe �a r est d́e�ni par :

8x 2 X, Br (x) = sign
�

E
h� r

h(x)
�

= sign

"

å
h2H

r (h)h(x)

#

. (3.1)

Son erreur ŕeelleRP(Br ) sur un domaine P sur X� Y est :

RP(Br ) = E
(x,y)� P

`0� 1
�
Br (x), y

�

= E
(x,y)� P

I
�
Br (x) 6= y

�
.

L'erreur empirique estiḿee sur unéchantillon S dont leśeĺements sont tiŕes i.i.d. selon P est :

RS(Br ) =
1
m å

(x,y)2S

`0� 1
�
Br (x), y

�
.

L'objectif est donc de trouver la distribution posterior r telle que l'erreur r éelle RP(Br )
soit la plus faible possible. Cependant, la minimisation de cette erreur est connue pour

être NP-dure. Habituellement, RP(Br ) est alors “remplacée” par l'espérance selonr des

erreurs des votants de H : Eh� r RP(h). Ce moyennage des erreurs correspond, en fait,

�a l'erreur du classi�eur stochastique de Gibbs Gr (�) assocíe �a la distribution posterior

r . Pour pr édire l' étiquette d'un exemple x, Gr (x) tire al éatoirement un votant h dans

H selon r , puis renvoie h(x). L'erreur du classi�eur de Gibbs est donc d é�nie par :

RP(Gr ) = E
h� r

RP(h).
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D'apr �es cette d́e�nition, il existe une relation triviale entre Br (�) et Gr (�). En effet, si

Br (�) se trompe pour un exemple x, alors au moins la moiti é des classi�eurs selon r

commettent une erreur sur x. De ce fait, les erreurs RP(Br ) et RP(Gr ) sont li ées par la

relation suivante.

Proposition 3.1 Pour tout domaine P sur X� Y et pour toute distributionr sur H , on a :

RP(Br ) � 2RP(Gr ).

D'apr �es cette relation, une borne en ǵenéralisation sur l'erreur du classi�eur de Gibbs

implique une majoration de l'erreur du vote de majorit é �a un facteur 2 pr �es. Nous

verrons dans le chapitre 5 que ce facteur correspond, en fait, au nombre de classes

considérées. Dans certaines situations, ce type de borne s'av�ere précise : par exemple,

lorsque le classi�eur de Gibbs admet une erreur faible, autrement dit que les erreurs in-

dividuelles sont, en moyenne, faibles. Cependant, ce facteur peut amener �a une borne

supérieure �a 1 : lorsque les erreurs sont en moyenne suṕerieures �a 0.5. Dans le cas

de classi�eurs ayant une grande marge de séparation, ce facteur peut néanmoins être

réduit �a (1 + e) (pour un petit e positif) [Langford et Shawe-Taylor, 2002], mais cette

relation souffre des m ême probl �emes que la précédente : la situation RP(Br ) � RP(Gr )
reste fréquente.

Toutefois, une relation — bien plus pr écise — existe entreRP(Gr ) et RP(Br ) : la C-borne

[Lacasseet al., 2007]. Elle lie l'erreur du vote de majorit é �a la moyenne et la variance

de l'erreur du classi�eur de Gibbs qui correspondent respectivement �a l'espérance des

erreurs et le désaccord/la diversit é des votants selonr . En ce sens, la borne est plus in-

formative mais plus complexe �a manipuler que la relation triviale de la proposition 3.1.

Théor�eme 3.1 (La C-borne de [Lacasseet al., 2007]) Pour toute distributionr sur un ensemble de

votantsH , et pour tout domaine P sur X� Y, si RP(Gr ) � 1
2, alors on a :

RP(Br ) � C r
P,

avec :

C r
P = 1 �

�
1 � 2RP(Gr )

� 2

1 � 2RD (Gr , Gr )
,

o�u RD (Gr , Gr ) correspond aux d́esaccords des votants selonr que l'on d́e�nit par :

RD (Gr , Gr ) = E
h,h0� r 2

RD (h, h0)

= E
h,h0� r 2

E
x� D

I
�
h(x) 6= h0(x)

�
.

Démonstration.Voir en annexe B.3.

Nous reprendrons ce résultat en section 3.4, puis nous pr ésenterons l'algorithme

MinCq [Laviolette et al., 2011a] qui en d écoule et qui permet d'apprendre un vote de

majorit é r -pondéré performant sur un ensemble de votants �a valeurs réelles.
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Sachant que le vote de majorité et le classi�eur de Gibbs sont étroitement li és, borner

l'espérance des erreursEh� r RP(h) = RP(Gr ) appara�̂t pertinent. Ainsi, les bornes PAC-

Bayésiennes s'expriment en fonction de deux quantit és principales : l'erreur empirique

du classi�eur de Gibbs RS(Gr ) estimée sur l'échantillon d'apprentissage S � (P)m et

la KL-divergence entre la distribution posterior apprise r et la distribution prior p qui

est dé�nie par :

KL (r kp ) = E
h� r

ln
r (h)
p (h)

. (3.2)

Nous pouvons maintenant introduire la formulation g énérique du th éor�eme PAC-

Bayes dans sa version la plus simple, c'est-�a-dire celle s'appliquant �a l'erreur standard

mesurée par la fonction de perte 0 � 1. Notons qu'en suivant le m ême principe de

preuve, ce résultat peut-être étendu �a des mesures de risque plus complexes.

3.2 Le th éor �emePAC-Bayes

3.2.1 Un th éor�eme qui englobe les autres

Dans la litt érature, le théor�eme PAC-Bayes se d́ecline sous différentes versions en fonc-

tion de la mesure considérée pour comparer l'erreur r éelle et son estimation empi-

rique. Les principales sont dues �a [McAllester, 1999, McAllester, 2003, Seeger,2002,

Langford, 2005, Catoni, 2007]. Cependant, [Germain et al., 2009a] ont proposé la for-

mulation g énérale suivante permettant de retrouver simplement ces versions d éj�a

connues, mais aussi de d́eriver de nouvelles bornes.

Théor�eme 3.2 (Théor�eme PAC-Bayes [Germainet al., 2009a]) Soit P un domaine sur X� Y, soit H
un ensemble de votants, soit S unéchantillon dont leśeĺements sont tiŕes i.i.d. selon P. Alors

pour toute distribution priorp sur H , pour toute fonction convexeD : [0, 1] � [0, 1] 7! R et

pour tout d 2 (0, 1], avec une probabilité d'au moins1 � d sur le choix de l'́echantillon aĺeatoire

S � (P)m, pour toute distribution posteriorr sur H , on a :

D
�
RS(Gr ), RP(Gr )

�
�

1
m

�
KL (r kp ) + ln

�
1
d

E
S� (P)m

E
h� p

emD(RS(h),RP(h))
��

.

Démonstration.Voir en annexe B.1.

Ce théor�eme est valide pour toutes les distributions posterior r et, en particulier,

pour celle assocíee au meilleur vote de majorit é r -pondéré. Il exprime les garanties

en généralisation en majorant l' écart entre la valeur réelle RP(Gr ) et son estimateur

RS(Gr ). Cet écart se mesure via une fonction de comparaison D(�, �). En outre, cette

borne dépend de la KL-divergence entre le posterior et le prior, du nombre d'exemples

d'apprentissage m ainsi que de l'espérance pour tous les votants selon p et pour tous

les échantillons aléatoires de taille m : E
S� (P)m

E
h� p

emD(RS(h),RP(h)) . Ainsi, pour d ériver une

borne en généralisation, il suf�t de d é�nir une fonction convexe D : [0, 1] � [0, 1] 7! R,

puis de calculer ou de majorer (avec par exemple une inégalité de concentration) :
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E
S� (P)m

E
h� p

emD(RS(h),RP(h)) . C'est en suivant ce principe simple que l'on retrouve les

bonnes classiquesénoncées dans la section3.2.3 en considérant des fonctions D(�, �)
diff érentes.

En�n, soulignons que le th éor�eme 3.2 a été étendu �a des fonctions de pertes plus

générales [Germain et al., 2009b] (autre qu'une fonction de perte lin éaire en r ). Nous

en verrons une illustration en section 3.4, o�u la perte considérée est líee �a la notion de

marge du vote de majorit é.

3.2.2 Quelques mots sur la philosophie de la th éorie PAC-Bayésienne

�A l'instar des bornes en généralisation pr ésent́ees en section1.3, l'approche PAC-

Bayésienne exprime des garanties v́eri�ables avec une grande probabilit é et qui

dépendent de la fonction de perte considérée. �A la diff érence des analyses VC et de

Rademacher (sections1.3.1 et 1.3.2), la complexit é est ici dé�nie pour chaque votant

en fonction de leur probabilit é a priori p (h) plut ôt qu'une complexit é globale sur l'en-

semble des votants. En ce sens, la borne consid�ere les votants tirés aĺeatoirement se-

lon la distribution posterior r (on parle parfois de borne “en moyenne”) et d épend

donc de la divergence entre les “complexit és” individuelles r (h) et p (h) capturées

par KL (r kp ). Au contraire des approches classiques, mais �a l'image de l'inf érence

bayésienne, cette divergence permet d'incorporer explicitement une connaissance a

priori sur chacun des votants : plus le posterior est proche du prior, plus la borne

sera précise. D́e�nir une “bonne” distribution prior est donc un probl �eme perti-

nent et important en th éorie PAC-Bayésienne. Dans la littérature, diff érentes ap-

proches existent pour apprendre le prior �a partir d'un sous- échantillon des donn ées

a�n d'obtenir des bornes plus pr écises4 [Ambroladze et al., 2006, Germain et al., 2009a,

Parrado-Hernández et al., 2012]. Par ailleurs, bien que le domaine P soit inconnu, il

est possible, dans certaine situation, d'estimer la valeur de KL (r kp ) [Catoni, 2003,

Langford, 2005, Lever et al., 2010, Lever et al., 2013]. Nous en verrons une illustration

en section 3.3. De plus, lorsque le prior reste complexe �a calculer, une astuceélégante

[Laviolette et al., 2011a], présent́ee en section3.4, permet de s'affranchir de la mesure

de complexit é, simpli�ant alors la d érivation d'algorithmes. En�n, nous verrons dans

le chapitre 4 que cette astuce peutêtre combinée �a un a priori informatif �a des �ns al-

gorithmiques. Ces approches permettent d'obtenir des bornes parfois tr �es précises en

limitant ou supprimant l'importance du terme de complexit é.

Signalons que les ŕesultats classiques sont valides, d'une part, lorsque les

données sont indépendemment et identiquement distribu ées selon P et, d'autre

part, lorsque les votants sont ind épendants des données d'apprentissage. Si

les données ne sont pas i.i.d. selon P, nous pouvons nous référer aux tra-

vaux de [Ralaivola et al., 2010, Lever et al., 2010, Lever et al., 2013]. Si les votants

dépendent des données, une solution est de faire appel aux résultats proposés

par [Graepel et al., 2005, Laviolette et Marchand, 2007, Germain et al., 2011] qui

4. Puisque minimiser KL (r kp ) revient �a rapprocher le posterior du prior au sens de la KL-divergence.



3.2. Le théor�eme PAC-Bayes 63

généralisent la théorie PAC-Bayésienne aux sch́emas de compression (voir le cha-

pitre 4 pour un exemple de borne PAC-Bayésienne dans une telle situation). Fina-

lement, la théorie PAC-Bayésienne démontre aussi son intérêt dans de nombreux

probl �emes d'apprentissage automatique, tels que la classi�cation �a sortie structur ée

[Gigu �ere et al., 2013], le clustering [Seldin et Tishby, 2010, Higgs et Shawe-Taylor, 2010]

ou l'apprentissage par renforcement [Seldin et al., 2012].

3.2.3 Les bornes PAC-Bayésiennes classiques

Nous d étaillons maintenant comment retrouver les trois versions classiques du

théor�eme PAC-Bayes �a partir du th éor�eme général 3.2. Concr�etement, il suf�t d'ap-

pliquer ce th éor�eme �a des fonctions de comparaison D(�, �) diff érentes.

Tout d'abord, si l'on consid �ere la KL-divergence entre des distributions de Bernoulli

avec une probabilit é de succ�es a et d' échecb, on obtient une borne un peu plus pr écise

et similaire �a celle proposée par [Seeger,2002, Langford, 2005]. Ainsi, en appliquant le

théor�eme 3.2 avec D(a, b) = kl (akb) = aln a
b + ( 1 � a) ln 1� a

1� b, on a :

Corollaire 3.1 ([Seeger,2002, Langford, 2005]) Soit P un domaine sur X� Y, soit H un ensemble

de votants, soit S uńechantillon de ḿeĺements tiŕes i.i.d. selon P. Alors pour toute distribution

prior p sur H et pour toutd 2 (0, 1], avec une probabilité d'au moins1 � d sur le choix de

l' échantillon aĺeatoire S� (P)m, pour toute distribution posteriorr sur H , on a :

kl
�
RS(Gr ), RP(Gr )

�
�

1
m

�
KL (r kp ) + ln

x(m)
d

�
,

o�u x(m) =
m

å
k= 0

�
m
k

� �
k
m

� k �
1 �

k
m

� m� k

� m + 1.

La version de [Seeger,2002, Langford, 2005] est obtenue en remplaçant x(m) par sa

majoration m + 1.

Démonstration du corollaire3.1. 5 On applique le th éor�eme 3.2 avec D (a, b) = kl (a, b),
puis on majore E

S� (P)m
E

h� p
emD(RS(h),RP(h)) :

E
S� (P)m

E
h� p

emD(RS(h),RP(h)) = E
h� p

E
S� (P)m

�
RS(h)
RP(h)

� mRS(h) �
1 � RS(h)
1 � RP(h)

� m(1� RS(h))

= E
h� p

m

å
k= 0

Pr
S� (P)m

�
RS(h) =

k
m

� �
k/ m

RP(h)

� k �
1 � k/ m

1 � RP(h)

� m� k

=
m

å
k= 0

�
m
k

� �
k
m

� k �
1 �

k
m

� m� k

= x(m)

� m + 1.

La derni �ere ligne est obtenue car :

x(m) � E
h� p

m

å
i= 0

1 = E
h� p

(m + 1) = m + 1.

5. Une preuve similaire a été proposée par [Banerjee,2006].
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Cette version du th éor�eme PAC-Bayes offre une borne précise, en particulier pour

des erreurs empiriques faibles, mais néanmoins dif�cile �a interpr éter �a cause du

terme : kl
�
RS(Gr ), RP(Gr )

�
. En effet, contrairement aux bornes en généralisation

pr ésent́ees dans la section 1.3, RP(Gr ) n'est pas explicitement born ée par l'erreur

empirique RS(Gr ). Son optimisation �a des �ns algorithmiques n'appara �̂t donc pas

aisée en ǵenéral. En ce sens, la version “historique” de [McAllester, 1999], obtenue en

considérant la relation lin éaire : D(a, b) = 2(a � b)2, s'interpr �ete plus facilement car

elle borne explicitement l' écart entre les erreurs réelle et empirique, mais s'av �ere moins

pr écise.

Corollaire 3.2 Soit P un domaine sur X� Y, soit H un ensemble de votants, soit S unéchantillon

de méĺements tiŕes i.i.d. selon P.. Alors pour toute distribution priorp sur H et pour toutd 2
(0, 1], avec une probabilité d'au moins1 � d sur le choix de l'́echantillon aĺeatoire S� (P)m,

pour toute distribution posteriorr sur H , on a :

�
RS(Gr ) � RP(Gr )

� 2 �
1

2m

�
KL (r kp ) + ln

x(m)
d

�
,

o�u x(m) =
m

å
k= 0

�
m
k

� �
k
m

� k �
1 �

k
m

� m� k

� m + 1.

Démonstration.La borne est dériv ée du corollaire 3.1 grâce �a l'in égalité de Pinkser :

2(a � b)2 � kl (akb).

Notons qu'il existe également une preuve “alternative”, en trois étapes, de cette borne

qui se base sur l'inégalité de Hoeffding 6 [McAllester, 2003] et que nous utiliserons dans

le chapitre 5.

Que ce soit le corollaire 3.1 ou le corollaire 3.2, le compromis entre la KL-divergence

et le risque empirique ne peut être contrôlé explicitement. L'approche propos ée par

[Catoni, 2007] est hyperparamétrée et permet ce contr̂ole. Soit la fonction convexe

F (b) = ln 1
1� b[1� exp(� C)] , cette borne se d́erive en posant D(a, b) = F (b) � Ca, avec

C > 0 un param�etre de régularisation.

Corollaire 3.3 ([Catoni, 2007]) Soit P un domaine sur X� Y, soit H un ensemble de votants, soit S

un échantillon de ḿeĺements tiŕes i.i.d. selon P. Alors pour toute distribution priorp sur H ,

pour tout réel C> 0 et pour toutd 2 (0, 1], avec une probabilité d'au moins1 � d sur le choix

de l'́echantillon aĺeatoire S� (P)m, pour toute distribution posteriorr sur H , on a :

RP(Gr ) �
1

1 � e� C

�
1 � exp

�
�

�
CRS(Gr ) +

1
m

�
KL (r kp ) + ln

1
d

����
. (3.3)

Démonstration.Voir en annexe B.2.

Si C = 1p
m

, cette borne devient consistante : lorsque m tend vers + ¥ , la borne tend

vers 1 �
�
RS(Gr ) + 0

�
.

6. L'in égalité de Hoeffding est énoncée dans le théor�eme A.1 en annexe A.
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Similairement �a la borne de McAllester du corollaire 3.2, la borne sur l'erreur r éelle

RP(Gr ) est explicitement li ée �a la somme de son estimateur RS(Gr ) et de KL(r kp ).
D'un point de vue pratique, l'hyperparam �etre C a l'avantage de pondérer l'importance

de l'estimateur RS(Gr ) face �a la complexit é KL(r kp ). En effet, étant donné C > 0,

optimiser la borne ( 3.3) revient �a trouver la distribution r qui minimise : CmRS(Gr ) +
KL (r kp ). Notons que les bornes Langford-Seeger du corollaire 3.1 et de Catoni du

corollaire 3.3 cö�ncident en une valeur de C qui correspond �a :

Proposition 3.2 ([Lacasse,2010]) Pour tout 0 � RS(Gr ) � RP(Gr ) < 1, on a :

max
C� 0

�
� ln

�
1 � RS(Gr ) [1 � exp (� C)]

�
� CRP(Gr )

	
= kl (RS(Gr ), RP(Gr )) .

En�n, comme nous allons le voir dans la section 3.3, si r est une gaussienne isotrope

sur l'espace des classi�eurs lin éaires, cette minimisation (sans information a priori)

est étroitement li ée �a celle du probl �eme assocíe aux SVM. L'algorithme PBGD qui en

découle a été proposé par [Germain et al., 2009a] et exploite ces résultats.

3.3 PBGD : Un algorithme de minimisation du th éor �eme PAC-

Bayes sṕecialis é aux classifieurs lin éaires

Supposons maintenant que H est un ensemble de classi�eurs lin éaires

h(x) = sign (hv, xi ) avec v 2 Rd un vecteur de poids. En restreignant les distri-

butions prior et posterior bas ées sur des gaussiennes, [Langford et Shawe-Taylor,2002,

Ambroladze et al., 2006, Parrado-Hernández et al., 2012] ont spécialisé la théorie PAC-

Bayésienne pour borner l'erreur r éelle de tout classi�eur lin éaire identi� é par un

vecteur de poids w. Plus précisément, on consid�ere un prior p 0 et un posterior r w

dé�nis comme une gaussienne sphérique de matrice de covariance égale �a l'iden-

tit é centrée respectivement sur les vecteurs 0 et w. Plus formellement, pour tout

h = sign (hv, xi ) issu de H , on a :

p 0(h) =
�

1p
2P

� d
exp

�
�

1
2

kvk2
�

,

r w (h) =
�

1p
2P

� d
exp

�
�

1
2

kv � wk2
�

.

L'erreur r éelle du classi�eur de Gibbs Gr w (�) sur un domaine P est alors donnée par :

RP(Gr w ) = E
(x,y)� P

E
h� r w

I (h 6= y)

= E
(x,y)� P

`Erf
�
Gr w (x), y

�
,

o �u :

`Erf
�
Gr w (x), y

�
=

1
2

�
1 � Erf

�
1

p
2

yhw, xi
kxk

��
,

et Erf (a) = 2p
P

Ra
0 exp

�
� t2

�
dt est la fonction d'erreur de Gauss. Dans cette situation,

la KL-divergence entre r w et p 0 devient simplement :

KL (r w kp 0) =
1
2

kwk2,
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et le corollaire 3.1 se sṕecialise �a :

Corollaire 3.4 ([Langford, 2005]) Soit P un domaine sur X� Y, soit H un ensemble de classi�eurs

lin éaires, soit S uńechantillon de ḿeĺements tiŕes i.i.d. selon P. Alors pour toute distribution

prior p sur H et pour toutd 2 (0, 1], avec une probabilité d'au moins1 � d sur le choix de

l' échantillon aĺeatoire S� (P)m, pour tout vecteur posteriorw 2 Rd, on a :

kl
�

RS(Gr w )kRP(Gr w )
�

�
1
m

�
1
2

kwk2 + ln
m + 1

d

�
. (3.4)

Notons, que [Jin et Wang, 2012] ont étendu ce résultat en prenant en compte la dimen-

sion d de l'espace de description X 2 Rd. La borne obtenue est :

kl
�

RS(Gr w )kRP(Gr w )
�

�
1
m

�
d
2

ln
�

1 +
kwk2

d

�
+ ln

m + 1
d

�
. (3.5)

Cette borne est monotone croissante en fonction de d. De plus, la borne (3.5) est

plus pr écise que (3.4) lorsque d est �ni. Notons que les deux bornes tendent a être

équivalentes lorsque d tend vers + ¥ .

�A la mani �ere du corollaire 3.4, la borne de Catoni du corollaire 3.3 se réécrit :

Corollaire 3.5 Soit P un domaine sur X� Y, soit H un ensemble de classi�eurs linéaires, soit S un

échantillon de ḿeĺements tiŕes i.i.d. selon P. Alors pour toute distribution priorp sur H , pour

tout réel C> 0 et pour toutd 2 (0, 1], avec une probabilité d'au moins1 � d sur le choix de

l' échantillon aĺeatoire S� (P)m, pour tout vecteur posteriorw 2 Rd, on a :

RP(Gr w ) �
1

1 � e� C

"

CRS(Gr w ) +
1
2kwk2 + ln 1

d

m

#

. (3.6)

En se basant sur cette sṕecialisation, [Germain et al., 2009a] ont proposé d'optimiser les

bornes (3.4) et (3.6) pour apprendre une distribution r w performante. Nous pr ésentons

uniquement 7 l'approche visant �a minimiser la borne ( 3.6) (�a la “Catoni”) permettant

de contrôler le compromis erreur empirique/complexit é.

Étant donnés un échantillon d'apprentissage S = f (xi , yi )gm
i= 1 dont les éléments sont

i.i.d selon P et un hyperparam �etre C > 0, la recherche du classi�eur lin éaire idéal

s'exprime par le probl �eme d'optimisation suivant :

min
w

CmRS(Gr w ) + KL (r w kp 0) () min
w

C
m

å
i= 1

`Erf
�
Gr w (xi ), yi

�
+

1
2

kwk2. (3.7)

Concr�etement, résoudre ce probl�eme estéquivalent �a rechercher le meilleur compromis

entre le risque empirique, mesur é via la fonction de perte `Erf (�, �), et la complexit é du

classi�eur lin éaire appris, exprim ée par le régularisateur kwk2. L'algorithme, nomm é

PBGD3, réalise une descente de gradient pour trouver le vecteur de poids optimal.

Notons que l'astuce du noyau pr ésent́ee en section1.4.2 peut aisément être appliqu ée

�a PBGD3. Finalement, �a la fonction de perte pr �es, le probl�eme (3.7) est tr�es proche du

probl �eme d'optimisation des SVM (voir l' équation (1.7) pour rappel).

7. PBGD1 et PBGD2 ont été développés pour minimiser la borne du corollaire 3.4, c'est-�a-dire sans

param�etre de compromis. Pour plus de d étails le lecteur peut se référer �a l'article [Germain et al., 2009a].
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Figure 3 .1 – Comportement des fonctions`Erf (�) et `Erfcvx
(�).

En pratique, la fonction objectif de PBGD 3 n'est pas convexe. L'impl émentation de la

descente de gradient requiert donc de nombreux red émarrages. Cependant, dans ce

manuscrit, nous remplacerons la fonction de perte `Erf (�, �) par sa relaxation convexe

(illustr ée sur la �gure 3.1) :

`Erfcvx

�
Gr w (x), y

�
=

8
<

:

1
2

�
1

p
2P

yhw, xi i
kxik

si yhw,xi i
kxi k

� 0,

`Erf
�
Gr w (x), y

�
sinon.

En effet, il est empiriquement constat é que cette relaxation implique des performances

similaires tout en étant plus rapide.

Malgr é ses bons ŕesultats empiriques, PBGD3 montre deux inconv énients. D'une part,

il est spéci�que aux classi�eurs lin éaires : la KL-divergence peut être dif�cile �a calculer

si les distributions r et p ne sont pas des Gaussiennes. D'autre part, il se focalise sur la

minimisation de l'erreur du classi�eur stochastique de Gibbs alors qu'en g énéral nous

nous int éressons au vote de majorit́e. Cependant, ces sṕeci�cit és vont nous permettre

de proposer, dans le chapitre 7, le premier algorithme PAC-Bay ésien pour le probl �eme

de l'adaptation de domaine lorsque les donn ées de test sont tiŕees i.i.d selon un do-

maine diff érent des données d'apprentissage.

Nous allons maintenant étudier un algorithme qui, quant �a lui, optimise directement

l'erreur du vote de majorit é via la C-borne du th éor�eme 3.1 sur un ensemble de votants

quelconques (�a valeurs réelles).

3.4 Min Cq : Un algorithme de minimisation de l 'erreur du vote

de majorit é

La théorie PAC-Bayésienne et, par la même occasion, PBGD3 se concentrent sur l'er-

reur du classi�eur de Gibbs. Or, en pratique, notre objectif est plut ôt d'apprendre un

vote de majorit é performant. C'est pourquoi, [Laviolette et al., 2011a] se sont focaliśes

directement sur la minimisation de l'erreur du vote de majorit é r -pondéré. Sachant

que la C-borne de [Lacasseet al., 2007], pr ésent́ee dans le théor�eme 3.1, est un bon es-

timateur de cette erreur, l'optimiser appara �̂t être une bonne stratégie. Pour ce faire,

les auteurs l'ont, tout d'abord, g énéralisée �a un ensemble de votants �a valeurs réelles,
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puis ont d émontr é que sa minimisation empirique revient �a résoudre un programme

quadratique simple, justi� ée par une borne PAC-Bayésienne sans terme de complexit́e

KL (r kp ).

3.4.1 La C-borne : une majoration de l'erreur du vote de majorit é sur un ensemble
de votants r éels

Nous supposons maintenant que H = f h1, . . . ,h2ng est un ensemble de 2n votants �a

valeurs réelles : 8j 2 f 1, . . . , 2ng, hj : X 7! R. Puisque nous sommes en classi�ca-

tion binaire avec Y = f� 1,+ 1g, la dé�nition du vote de majorit é Br (�) reste identique

et celle du classi�eur de Gibbs est l ég�erement modi� ée : on ne renvoie plus directe-

ment h(x), mais sign (h(x)). La généralisation de la C-borne �a des votants réels repose

simplement sur le lien qu'il existe entre l'erreur RP(Br ) et la con�ance de Br (�) en

son étiquetage, modélisée par la notion suivante de r -marge. Cette relation permet

de dé�nir la C-borne en fonction des premier et second moments statistiques de la

r -marge [Laviolette et al., 2011a].

Dé�nition 3.2 (r -marge) La r -marge de Br (�) mesuŕee sur un exemple(x, y) est :

M r (x, y) = y E
h� r

h(x).

Soit P un domaine sur X� Y. Le premier momentM r
P de lar -marge sur P est :

M r
P = E

(x,y)� P
M r (x, y)

= E
h� r

E
(x,y)� P

yh(x),

alors que le second momentM r 2

P de lar -marge sur P est d́e�ni ainsi :

M r 2

P = E
(x,y)� P

(M r (x, y))2

= E
(h,h0)� r 2

E
(x,y)� P

h(x)h0(x).

Les premier et second moments empiriquesM r
S et M r 2

S estiḿes sur unéchantillon S� (P)m

sont :

M r
S =

1
m

m

å
i= 1

M r (xi , yi ), et M r 2

S =
1
m

m

å
i= 1

(M r (xi , yi ))
2 .

D'apr �es cette d́e�nition, Br (�) classe correctement un exemple(x, y) lorsque sa r -marge

est strictement positive :

RP(Br ) = Pr
(x,y)� P

(M r (x, y) � 0) . (3.8)

Cette égalité permet de dériver simplement la version suivante de la C-borne en ap-

pliquant l'in égalité de Cantelli-Chebitchev 8 sur la variable al éatoire M r (x, y). Notons

que dans le chapitre 5, nous généraliserons ce ŕesultat au cadre multiclasse.

8. L'in égalité de Cantelli-Chebitchev est énoncée dans le théor�eme A.2 en annexe A.
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Théor�eme 3.3 (C-borne de [Laviolette et al., 2011a]) Pour toute distributionr sur un ensemble de

votants �a valeurs ŕeellesH et pour tout domaine P sur X� Y, si le premier moment est

strictement positif,M r
P > 0, alors on a :

RP(Br ) � C r
P,

avec :

C r
P =

Var (x,y)� P M r (x, y)

E(x,y)� P (M r (x, y))2 .

= 1 �

�
M r

P

� 2

M r 2

P

.

Nous notons Cr
S = 1 � (M r

S)
2

M r 2

S

son estimation sur l'́echantillon S� (P)m.

Démonstration.Voir en annexe B.3.

Cette version généralise bien le premier r ésultat du th éor�eme 3.1, puisque trivialement

si les votants sont binaires, c'est-�a-dire si pour tout h issu de H , h : X 7! f� 1,+ 1g, on

a :

M r
P = 1 � 2RP(Gr ) , et M r 2

P = 1 � 2RP(Gr , Gr ).

La C-borne est en fait connue pour être un estimateur pr écis de l'erreur du vote ma-

jorit é [Lacasseet al., 2007], sa minimisation est donc une solution naturelle pour ap-

prendre une distribution r menant �a un vote de majorit é r -pondéré Br (�) d'erreur

réelle faible. Pour justi�er cette strat égie, [Laviolette et al., 2011a] ont d ériv é une borne

en généralisation PAC-Bayésienne sur C r
P sans terme de complexité KL(r kp ), portant

sur la notion de marge (et non plus celle d'erreur).

3.4.2 De la C-borne �a l'algorithme MinCq

Pour s'affranchir du terme KL (r kp ), on se focalise sur des distributions r quasi-

uniformes d é�nies sur un ensemble auto-compl émenté de 2n votants H =
f h1, . . . ,h2ng. Plus formellement, pour tout j 2 f 1, . . . ,ng, on suppose :

hj+ 1 = � hj (auto-compl émentation), (3.9)

r (hj ) + r (hj+ n) =
1
n

(quasi-uniformit é). (3.10)

Ces hypoth�eses permettent de caract́eriser les situations pour lesquelles on suppose

le même a priori sur chaque couple de votants (hj , hj+ n) (le prior p est non informatif

puisqu'il affecte la m ême importance �a chaque couple) et n'impliquent donc pas une

trop forte restriction. De plus, les distributions quasi-uniformes sur un ensemble auto-

complémenté rév�elent deux avantages.
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� D'une part, nous verrons que ces hypoth �eses nous permettrons de s'affranchir

de la KL-divergence (ce terme, parfois dif�cile �a optimiser, peut amener �a une

mauvaise régularisation).

� D'autre part, cette contrainte peut être vue comme une régularisation donnant

le même a priori �a chaque couple de votants et fournit une solution concr �ete et

naturelle au sur-apprentissage.

D'apr �es le théor�eme 3.3, la borne en généralisation est obtenue en prenant la minora-

tion (respectivement la majoration) de M r
P et la majoration (respectivement la minora-

tion) de M r 2

P du th éor�eme suivant.

Théor�eme 3.4 ([Laviolette et al., 2011a]) Soit P un domaine sur X� Y, soit H un ensemble auto-

compĺement́e de votants ŕeels tel que :8h 2 H , jhj (x) � B.Soit m � 8, soit S unéchantillon

de méĺements i.i.d. selon P. Alors pour toute distribution priorp sur H et pour toutd 2 (0, 1],
avec une probabilité d'au moins1 � d sur le choix de l'́echantillon aĺeatoire S� (P)m, pour

toute distribution posteriorr sur H , on a :

�
�M r

P � M r
S

�
� �

2B
q

ln 2
p

m
dp

2m
, et

�
�
�M r 2

P � M r 2

S

�
�
� �

2B2
q

ln 2
p

m
dp

2m
.

Principe de la d́emonstration(la preuve compl�ete est disponible dans [Laviolette et al.,2011b]). On suit

le même princique que la preuve du corollaire 3.2 en posant : D(a, b) = 1
2B2 (a � b)2.

Les principales diff érences sont :

� On consid �ere a = M r
S et b = M r

P au lieu de RS(Gr ) et RP(Gr ).

� H est un ensemble auto-complémenté de votants réels tel que8h 2 H , jh(x)j � B.

Une distribution sur H est quasi-uniforme si pour tout h issu de H , on a :

r (h) + r (� h) = p (h) + p (� h)

=
1
n

. (3.11)

De plus, en posant :

M h
P = E

(x,y)� P
yh(x), et M h

S =
1
m å

(x,y)2S

yh(x),

cela implique :

M � h
P = �M h

P.

Ainsi :
�

M � h
S � M � h

P

� 2
=

�
�M h

S �
�

�M h
P

�� 2

=
�

M h
S � M h

P

� 2
.

Finalement, pour passer de la distribution p �a r , on regroupe les termes par

couples (h, � h), puis il suf�t de remplacer p (h) + p (� h) par r (h) + r (� h) en

utilisant l' équation 3.11. Cette équation implique alors KL (r kp ) = 0.
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� On applique le lemme de Maurer, énoncé dans le lemme A.1 en annexe A, pour

majorer la partie droite de la borne par 2
p

m, pour m � 8.

Les hypoth �eses de quasi-uniformité et d'auto-compl émentation n'impliquent pas

de perte d'expressivit é. Ceci fournit �a cette approche des propriétés extrêmement

élégantes. Cet aspect est formaliśe par la proposition suivante.

Proposition 3.3 ([Laviolette et al., 2011a]) Pour tout m 2 (0, 1] et pour toute distributionr sur H
assocíee�a uner -marge empiriqueM r

S � m, il existe une distribution quasi-uniformer 0 sur H
der 0-marge empiriquéegale�a m, telle quer et r 0 induisent le m̂eme vote de majorité pond́eŕe et

la même valeur empirique de la C-borne, c'est-�a-dire :

M r 0

S = m, Br 0 = Br , Cr
S = Cr

S, et Cr 0

P = Cr
P.

En se basant sur les th́eor�emes 3.3, 3.4 et sur la proposition 3.3, ainsi que pour éviter

les instabilit és numériques dues �a la forme ind éterminée “ 0
0”, [Laviolette et al., 2011a]

proposent de minimiser la C-borne empirique sous la contrainte M r
S = m, ou autre-

ment dit en �xant la valeur de la marge �a atteindre.

Soit un échantillon d'apprentissage S constitué de m éléments tirés i.i.d. selon P, soit H
un ensemble auto-complémenté, soit m> 0. Grâce �a la quasi-uniformit é, trouver la dis-

tribution posterior r sur H minimisant la C-borne est équivalent �a trouver le vecteur

de poids r = ( r 1, . . . ,r n)> (o �u r i = r (hi )) qui minimise le programme quadratique

simple suivant en ne mettant uniquement en jeu que les n premiers votants de H .
8
>>>>><

>>>>>:

min
r

r > M Sr � A S
> r ,

s.c. mS
> r =

m
2

+
1

2nm

n

å
j= 1

m

å
i= 1

yihj (xi ),

8j 2 f 1, . . . ,ng, 0 � r j �
1
n

,

(3.12)

o �u M S est la matrice n � n dont les éléments d'indices ( j, j0) sont dé�nis par :

1
m

m

å
i= 1

hj (xi )hj0(xi ),

et :

mS =

 
1
m

m

å
i= 1

yih1(xi ), . . . ,
1
m

m

å
i= 1

yihn(xi )

! >

,

A S =

 
1

nm

m

å
i= 1

n

å
j= 1

h1(xi )hj (xi ), . . . ,
1

nm

m

å
i= 1

n

å
j= 1

hn(xi )hj (xi )

! >

.

Résoudre ce probl�eme revient �a minimiser le d énominateur M r 2

S , c'est-�a-dire le second

moment de la r -marge (fonction objectif) — sous les contraintes M r
S = m (premi �ere

contrainte), c'est-�a-dire le premier moment est �x é, et r est quasi-uniforme (seconde

contrainte). Finalement le vote de majorit é r -pondéré appris est :

Br (x) = sign

"
n

å
j= 1

�
2r j �

1
n

�
hj (x)

#

.
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Version 2D
�
RS(Gr ), RP(Gr )

�
E

S� (P)m
E

h� p
emD(RS(h),RP(h)) spéci�cit és

McAllester
�
RS(Gr ) � RP(Gr ))

� 2 � m + 1 relation lin éaire

Seeger kl
�
RS(Gr ), RP(Gr )

�
� m + 1 plus pr écise que

celle de McAllester

Catoni ln
1

1� RP(Gr ) [1� exp(� C)]
� CRS(Gr ) = 1 paramétrée,C > 0

Table 3 .1 – Résuḿe des sṕeci�cit és des trois versions classiques du théor�eme PAC-Bayes.

Cet algorithme a montr é de bons résultats sur des votes de stumps et de noyaux gaus-

siens avec un prior non informatif. Cependant, la borne PAC-Bay ésienne du théor�eme

3.4 n'est pas valide dans ce cas, car les votants sont d́e�nis �a partir des exemples d'ap-

prentissage (on parle alors de sch́ema de compression [Floyd et Warmuth, 1995]).

En ayant pour objectif de combiner diff érents classi�eurs (ou r égresseurs), nous allons

proposer une amélioration de MinCq de deux mani �eres dans le chapitre4. Tout d'abord

nous généraliserons la contrainte de quasi-uniformit é �a une contrainte nous permettant

de modéliser la connaissancea priori sur la pertinence des votants. Puis nous étendrons

le théor�eme 3.4 aux schémas de compression PAC-Baýesiens [Graepelet al., 2005]

(lorsque les votants dépendent des données d'apprentissage). Pour ce faire, nous sui-

vrons l'intuition donn ée dans [Laviolette et al., 2011a] en faisant appel aux techniques

de [Laviolette et Marchand, 2007].

3.5 Synth �ese

Nous avons introduit les bases de la th éorie PAC-Bayésienne qui offre des garanties en

généralisation pour des votes de majorit é sur un ensemble d'hypoth �esesH . Contrai-

rement aux approches classiques pŕesent́ees en section1.3, cette théorie �a l'avantage

de directement considérer un moyennage sur H selon une distribution r plut ôt que

de se focaliser sur chacune des hypoth�eses. Comme illustré dans la table 3.1, l'aspect

générique du th éor�eme PAC-Bayes permet de consid́erer diff érentes mesures de com-

paraison entre valeur r éelle et estimation du risque, en fonction du probl �eme qui nous

int éresse. Finalement, nous pensons que cette th́eorie PAC-Bayésienne offre un cadre

théorique naturel et élégant pour le probl �eme de l'apprentissage de vote de majorité

sur des classi�eurs qui est au cœur de ce mémoire. Tout d'abord, dans le chapitre 4

suivant, nous étendons MinCq, d'une part, pour qu'il consid �ere un a priori informa-

tif, d'autre part, �a des votants dépendants des données. Nous en montrons aussi son

int érêt pour combiner diff érents types de fonctions. Ensuite, dans le chapitre 5 nous

nous concentrerons sur la classi�cation multiclasse. Nous d émontrerons la premi �ere

borne PAC-Bayésienne sur la matrice de confusion, puis nous généraliserons la C-

borne au multiclasse. En�n, dans le chapitre 7, nous proposerons la premi �ere analyse

PAC-Bayésienne pour le probl �eme de l'adaptation de domaine que nous avons pr ésent́e

dans le chapitre pr écédent.
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4.3 Spécialisation �a la fusion tardive de classifieurs . . . . . . . . . . . . . . . . 91

4.3.1 Motivation . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 91

4.3.2 P-MinCq vu comme un algorithme de fusion de classi�eurs . . . . . . . . . 93

4.3.3 Expérimentations sur PascalVOC'07 . . . . . . . . . . . . . . . . . . . . . . . 96

4.3.4 Conclusion . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .100

4.4 Synth �ese . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .100

A pr �es avoir introduit dans la premi �ere partie du m émoire les notions qui nous

seront utiles tout au long de cette th �ese, nous pŕesentons dans ce quatri�eme

chapitre, notre premi �ere contribution : une g énéralisation de l'algorithme

MinCq [Laviolette et al., 2011a] pour contrer les limitations énoncées en section3.4.

Nous rappelons que cet algorithme élégant trouve sa source dans la théorie PAC-

Bayésienne du chapitre précédent et est, en ce sens, un algorithme d'apprentissage

de vote de majorit é pondéré. L'objectif est alors de construire un vote �nal plus per-

formant et plus robuste que les votants individuels. Alors que le choix des poids perti-

nents sur l'ensemble des votants H est parfois une tâche complexe, MinCq les optimise

en minimisant la C-borne du th éor�eme 3.3 — sur l'erreur du vote de majorit é — met-

tant en jeu les deux premiers moments statistiques de la marge du vote. La sortie de

l'algorithme MinCq est une distribution posterior r sur H pondérant les votants sur

75
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un ensemble auto-complémenté1.

Notre g énéralisation de MinCq est pr ésent́ee en section4.1. Tout d'abord, alors que

MinCq utilise un prior non informatif en affectant la m ême importance �a toutes

les paires votants/oppos és (hypoth �ese de quasi-uniformit é), nous reformulons le

probl �eme pour contraindre la distribution posterior �a être p -alignée, o�u p est un

vecteur adapté �a MinCq et qui mod élise un a priori sur l'importance de chaque

paire. p permet ainsi d'incorporer la connaissance dont on peut disposer en amont

sur la performance de chaque votant. Nous montrons que toute distribution sur H
peut être exprimée comme une distribution p -alignée et que ce nouveau probl�eme,

appelé P-MinCq, se formule lui aussi comme un programme quadratique. Ensuite,

nous étendons la borne en généralisation PAC-Bayésienne de MinCq énoncée dans le

théor�eme 3.4 du chapitre pr écédent aux schémas de compression, c'est-�a-dire lorsque

les votants sont dé�nis �a partir des donn ées d'apprentissage. Puis, dans la section4.2

nous nous attaquons aux inconvénients de la classi�cation par k-PPV en proposant

une instanciation de P-MinCq visant �a combiner plusieurs classi�eurs k-PPV. En�n, en

section 4.3 nous spécialisons l'approche �a la tâche de fusion de classi�eurs 2 dans un

contexte de recherche d'information multim édia, lorsque les votants �a combiner sont

appris �a partir de diff érentes descriptions des données.

Les travaux pr ésent́es dans ce chapitre ont donné lieu �a une publication �a la conférence

CAp 2013[Bellet et al., 2013a] et ont été soumis dans un journal.

4.1 Extension de Min Cq �a P-Min Cq

L'extension de MinCq que nous proposons se pr ésente selon deux axes. Premi�erement,

dans la section 4.1.1 nous étendons la contrainte de quasi-uniformit é (non informa-

tive, voir équation (3.10)) �a une contrainte plus générale sur les distributions prior p

et posterior r sur H : étant donnée une contrainte p dé�nie en amont de la phase

d'apprentissage, nous nous concentrons sur des distributions p -alignées. En prenant

en compte dans l'algorithme la connaissance a priori port ée par p , nous obtenons le

probl �eme quadratique P-MinCq. Deuxi �emement, dans la section 4.1.3, nous justi�ons

de l'utilisation MinCq (et P-MinCq) lorsque les votants d épendent des données d'ap-

prentissage.

4.1.1 D'une contrainte de quasi-uniformit é �a une contrainte de p -alignement

Similairement �a MinCq, nous d é�nissons H = f h1, . . . ,h2ng comme étant un en-

semble de votants auto-complémentés (c'est-�a-dire : 8j 2 f 1, . . . ,ng, hj+ n = � hj).

Plut ôt que de contraindre la distribution r sur H �a être quasi-uniforme (c'est- �a-dire :

8j 2 f 1, . . . ,ng, r (hj ) + r (hj+ n) = 1
n ), nous généralisons cette approche �a toutes les

distributions p -alignées. Autrement dit, étant donné un vecteur p = ( p 1, . . . ,p n)> tel

1. Nous rappelons qu'un ensemble H est auto-complémenté lorsque pour tout votant h issu de H , son

opposé � h est aussi un élément de H .
2. En apprentissage automatique, on parle aussi d'apprentissage multimodal ou multivue.
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que å n
j= 1 p j = 1, on veut :

8j 2 f 1, . . . ,ng, r (hj ) + r (hj+ n) = p (hj ) + p (hj+ n)

= p j .

C'est donc p qui va jouer le r ôle d'une connaissance sur les votants. Remarquons que

la contrainte de quasi-uniformit é est un cas particulier du p -alignement pour laquelle

on a : 8j 2 f 1, . . . ,ng, p j = 1
n . Par la suite, nous montrons qu'une contrainte de

p -alignement ne restreint pas l'ensemble des votes de majorité possibles. Puis, nous

introduisons notre extension de MinCq, appel ée P-MinCq, optimisant la C-borne du

théor�eme 3.3 dans ce contexte.

Expressivit é des distributions p -align ées

Nous rappelons que dans [Laviolette et al., 2011a], les auteurs ont montr é que la

contrainte de quasi-uniformit é ne restreignait pas l'ensemble des votes de majorit́e

possibles (voir section 3.4.2). Nous généralisons cette preuve �a toutes les distributions

p -alignées sur un ensemble de votants auto-compĺementé H et démontrons qu'une

telle contrainte ne restreint pas les résultats que peut renvoyer un algorithme de mini-

misation de la C-borne.

Proposition 4.1 Pour toute distributionr sur l'ensembleH , il existe une distributionp -alignéer 0

sur l'ensembleH auto-compĺement́e pour laquelle le vote de majorité Br 0 est identique�a Br et

posśedant la m̂eme C-borne (empirique et réelle) quer 0.

Démonstration.En annexe C.1.

Puisque le p -alignement est une généralisation de la quasi-uniformit é, le principe de la

proposition 3.3 du chapitre 3 s'applique trivialement : sous la contrainte M r
S = m> 0,

la C-borne peut être optimis ée en minimisant le second moment M r 2

S de la r -marge.

En effet, si r est une distribution p -alignée sur H telle que M r
S � met que l'on d é�nit

r 0 par :

8j 2 f 1 . . . ,ng, r 0(hj ) =
m

M r
S

r (hj ) +

 

1 �
m

M r
S

!
p j

2
,

alors on a :

E
h� r 0

h(x) =
2n

å
j= 1

r 0(hj )hj (x)

=
n

å
j= 1

�
r 0(hj ) � r 0(hj+ n)

�
hj (x)

=
n

å
= 1

m

M r
S

�
r (hj ) � r (hj+ n)

�
hj (x)

=
m

M r
S

E
h� r

h(x).

Le programme quadratique P-MinCq pr ésent́e dans la section suivante permet cette

minimisation.
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4.1.2 P-MinCq : un programme quadratique de minimisation de la C-borne

La démonstration des bornes en généralisation du th éor�eme 3.4 reste valide dans

le cas de distribution p -alignées sur un ensemble de votants indépendants des

données d'apprentissage. En effet, la preuve utilise uniquement le fait que pour tout

j 2 f 1, . . . ,ng, on a : r (hj ) + r (� hj ) = p (hj ) + p (� hj ) (voir l' équation (3.11) dans le

chapitre 3). Ceci correspond en fait �a l'hypoth �ese dep -alignement lorsque l'on pose

p j = p (hj ) + p (� hj ). Nous pouvons donc g énéraliser l'algorithme MinCq �a P-MinCq,

décrit dans le probl �eme (4.1). Soit un échantillon d'apprentissage S = f (xi , yi )gm
i= 1

constitué de m éléments tirés i.i.d. selon (P), H un ensemble auto-complémenté de

votants, une marge m > 0 et un vecteur a priori p = ( p 1, . . . ,p n)> . Similairement

�a MinCq, gr âce �a la contrainte de p -alignement, seuls les n premiers votants de H
interviennent dans la r ésolution du programme quadratique. Trouver la distribution

posterior r sur H minimisant la C-borne est alors équivalent �a trouver le vecteur de

poids r = ( r 1, . . . ,r n)> (o �u r j = r (hj )) qui minimise le programme quadratique simple

suivant :
8
>><

>>:

min
r

(r � p )> M Sr ,

s.c. mS
> (2r � p ) = m,

8j 2 f 1, . . . ,ng, 0 � r j � p j ,

(4.1)

o �u M S est la matrice n � n dont les éléments d'indices ( j, j0) 2 f 1, . . . ,ng2 sont dé�nis

par :
1
m

m

å
i= 1

hj (xi )hj0(xi )

et :

mS =

 
1
m

m

å
i= 1

yih1(xi ), . . . ,
1
m

m

å
i= 1

yihn(xi )

! >

.

Preuve du probl�eme(4.1).

La fonction objectif. Nous montrons comment obtenir la fonction objectif �a partir de

la dé�nition du second moment M r 2

S de la r -marge mesurée sur l'échantillon S.

M r 2

S =
1
m

E
(h,h0)� r 2

m

å
i= 1

h(xi )h0(xi )

=
1
m

2n

å
j= 1

2n

å
j0= 1

m

å
i= 1

r j r j0hj (xi )hj0(xi )

=
1
m

n

å
j= 1

n

å
j0= 1

m

å
i= 1

h
r j r j0hj (xi )hj0(xi ) + r j+ nr j0hj+ n(xi )hj0(xi )

+ r j r j0+ nhj (xi )hj0+ n(xi ) + r j+ nr j0+ nhj+ n(xi )hj0+ n(xi )
i

=
1
m

n

å
j= 1

n

å
j0= 1

m

å
i= 1

h
r j r j0hj (xi )hj0(xi ) � r j+ nr j0hj (xi )hj0(xi )

� r j r j0+ nhj (xi )hj0(xi ) + r j+ nr j0+ nhj (xi )hj0(xi )
i

(car hj+ n = � hj )
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M r 2

S =
1
m

n

å
j= 1

n

å
j0= 1

m

å
i= 1

hj (xi )hj0(xi )[r j r j0 � (p j � r j )r j0 � r j (p j0 � r j0) + ( p j � r j )(p j0 � r j0)]

=
1
m

n

å
j= 1

n

å
j0= 1

m

å
i= 1

hj (xi )hj0(xi )[4r j r j0 � 2p j r j0 � 2p j0r j + p jp j0]

=
4
m

n

å
j= 1

n

å
j0= 1

m

å
i= 1

r jhj (xi )hj0(xi )r j0 �
4
m

n

å
j= 1

n

å
j0= 1

m

å
i= 1

p jhj (xi )hj0(xi )r j0

+
1
m

n

å
j= 1

n

å
j0= 1

m

å
i= 1

p jp j0hj (xi )hj0(xi )

= 4[(r � p )> M Sr ] + c1,

o �u c1 =
1
m

n

å
j= 1

n

å
j0= 1

m

å
i= 1

p jp j0hj (xi )hj0(xi ) et la valeur multiplicative 4 sont consid érés

comme des constantes quelle que soit la distribution r considérée. On obtient ainsi

la fonction objectif cherch ée.

La contrainte sur la marge. Nous montrons maintenant comment obtenir la premi �ere

contrainte �a partir du premier moment M r
S estimé sur S.

M r
S =

1
m

E
h� r

m

å
i= 1

yih(xi )

=
1
m

2n

å
j= 1

m

å
i= 1

r jyihj (xi )

=
1
m

n

å
j= 1

m

å
i= 1

(r j � r j+ n)yihj (xi )

=
1
m

n

å
j= 1

m

å
i= 1

(2r j � p j )yihj (xi )

= mS
> (2r � p ),

o �u mS
> =

 
1
m

m

å
i= 1

yih1(xi ), . . . ,
1
m

m

å
i= 1

yihn(xi )

! >

.

En remplaçant M r
S par m, on retrouve la premi �ere contrainte.

La fonction objectif minimise le second moment de la r -marge alors que la premi �ere

contrainte force la marge �a être égale �a m. On peut noter que la partie gauche de cette

contrainte est une moyenne pondérée (dont les poids sont égaux �a 2r j � p j) des r -

marges des votants pris individuellement. Étant donnée p , la derni �ere contrainte per-

met de ne considérer que des distributions p -alignées. Finalement, le vote de majorité

r -pondéré appris par P-MinCq est :

Br (x) = sign

"
n

å
i= 1

�
2r j � p j

�
hj (x)

#

.

Concernant les capacit́es en ǵenéralisation de P-MinCq, le th éor�eme 3.4 du cha-

pitre 3 n'est pas valide lorsque les votants dépendent des données d'apprentis-

sage, autrement dit lorsque l'on consid �ere le cadre des sch́emas de compression.
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Cependant, les auteurs de [Laviolette et al., 2011a] ont argument é que l'on pouvait

étendre les résultats �a ce contexte particulier en utilisant des techniques issues de

[Laviolette et Marchand, 2007]. Nous proposons donc dans la section suivante de

suivre cette intuition pour g énéraliser le théor�eme 3.4 aux schémas de compression.

4.1.3 Borne en généralisation pour les sch émas de compression

Nous d érivons maintenant une preuve de consistance pour MinCq et son extension

p -alignée P-MinCq lorsque les votants sont dé�nis �a partir d'exemples de l' échantillon

d'apprentissage, ce qui correspond �a l'appellation “sch éma de compression”.

Cadre général d'un sch éma de compression

Un schéma de compression [Floyd et Warmuth, 1995] est un algorithme d'apprentis-

sage A travaillant sur un ensemble de classi�eurs d épendant des données. Un classi-

�eur est alors repr ésent́e par deux éléments :

(i) une séquence d'exemples, appeĺee la śequence de compression ;

(ii) un message représentant l'information suppl émentaire utilis ée permettant d'ob-

tenir le classi�eur �a partir de la séquence de compression.

On dé�nit ensuite une fonction de reconstruction capable de renvoyer un classi�eur �a

partir d'une s équence de compression et d'un message.

Plus formellement, un algorithme A est un schéma de compression s'il véri�e la

dé�nition suivante.

Dé�nition 4.1 Soit S 2 (X � Y)m un échantillon d'apprentissage de taille m. On dé�nit I m l'en-

semble de tous les vecteurs d'indices possibles :

I m =
m[

i= 1

n
( j1, . . . ,ji ) 2 f 1, . . . ,mgi

o
.

Étant donńes une famille d'hypoth�eseH S de X vers Y et un vecteur d'indicesi 2 I m, on d́e�nit

la śequence de compression Si comméetant la sous-śequence indićee pari :

Si =
�
(xj1, yj1), . . . ,(xji , yji )

�
.

Un algorithmeA : (X � Y) (¥ ) 7! H S est un sch́ema de compression si et seulement s'il existe

un triplet (C, R , w) tel que pour tout́echantillon d'apprentissage S, on ait :

A (S) = R
�

SC(S) , w
�

,

o�u C : (X � Y) (¥ ) 7!
S ¥

m= 1 I m est la fonction de compression,R : (X � Y) (¥ ) � WSC(S)
7! H S

est la fonction de reconstruction etw est un message choisi dans l'ensembleWSC(S)
(dé�ni a

priori) de tous les messages qui peuventêtre fournis avec la séquence de compression SC(S) pour

permettre la reconstruction du classi�eur.
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En d'autres termes, un schéma de compression est une fonction de reconstruction

R (�, �) associant une śequence de compressionSC(S) = Si �a un ensemble H S de fonc-

tions hw
Si

telles que A (S) = R (Si , w) = hw
Si

.

Par exemple, les classi�eurs de type plus proches voisins sont des classi�eurs re-

constructibles uniquement �a partir d'une s équence de compression encodant les

PPV (voir [Floyd et Warmuth, 1995, Graepel et al., 2005]) : un k-PPV est directement

dé�ni �a partir de tous les exemples de l'échantillon d'apprentissage sans informa-

tion suppl émentaire. Alors que d'autres classi�eurs, comme les decision list machines

[Marchand et Sokolova, 2005], requi �erent une séquence de compression ainsi qu'un

message. Nous donnons dans la suite une borne en ǵenéralisation valide pour tout

schéma de compression.

Bornes en généralisation dans le cas de votants d épendants des donn ées

Soit Si une séquence de compression compośee de j i j exemples issus de l'ensemble

d'apprentissage S. Dans le contexte d'un schéma de compression PAC-Baýesien, les er-

reurs RP(�) et RS(�) peuvent être biaisées par ceśeléments : il est donc préférable de cal-

culer l'erreur empirique RS(�) �a partir de SnSi [Laviolette et Marchand, 2007]. Cepen-

dant, pour d ériver une borne sur l'erreur dans une telle situation, [Germain et al., 2011]

ont propos é une stratégie diff érente pour prendre en compte le biais. En suivant cette

stratégie et étant donné un échantillon d'apprentissage S, nous considérons H S l'en-

semble de tous les classi�eurs possibles hw
Si

= R (Si , w) tel que w 2 WSi . Nous notons

r I m( i ) la probabilit é qu'une séquence de compressionSi soit choisie par r , et r Si (w) la

probabilit é de choisir un messagew sachant Si . Alors :

r I m( i ) =
Z

w2WSi

r (hw
Si

)dw, et r Si (w) = r (hw
Si

jSi ).

Dans la théorie PAC-Bayésienne, les bornes sur l'erreur en ǵenéralisation d épendent

de la distribution prior p sur l'ensemble H S. Ce prior est supposé connu avant l'ob-

servation de l' échantillon d'apprentissage S, impliquant que p doit être indépendant

de S. Or, les votants de H S dépendent de S et empêchent une telle connaissancea

priori. Ce probl �eme peut être contré, selon le principe de [Laviolette et Marchand, 2007,

Germain et al., 2011] en considérant une distribution prior d é�nie par le couple :

(p I m, (p Si ) i2 I m) ,

o �u p I m est une distribution de probabilit é sur l'ensemble d'indices I m et p Si est une

distribution de probabilit é sur l'ensemble des messagesWSi , pour toutes les séquences

Si possibles. Ainsi la distribution prior p ind épendante des données deS correspond

�a la distribution sur H S assocíee au prior (p I m, (p Si ) i2 I m) et est dé�nie par :

8i 2 I m, 8w 2 WSi , p (hw
Si

) = p I mp Si (w).

Dans cette situation, la r -marge du vote de majorit é r -pondéré est dé�nie par :
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Dé�nition 4.2 Dans le cas d'un sch́ema de compression, lar -marge de Br (�) mesuŕee sur un exemple

(x, y) :

M r (x, y) = y E
hw

Si
� r

hw
Si

(x).

Soit P un domaine sur X� Y. Soit un échantillon S� (P)m. Les premiers moments réelM r
P

et empiriqueM r
S et les seconds moments réelM r 2

P et emiriqueM r 2

S de lar -marge sont d́e�nis

comme pŕećedemment par :

M r
P = E

(x,y)� P
M r (x, y), et M r

S =
1
m

m

å
i= 1

M r (xi , yi ),

M r 2

P = E
(x,y)� P

(M r (x, y))2 , et M r 2

S =
1
m

m

å
i= 1

(M r (xi , yi ))
2 .

Rappelons que nous considérons une famille auto-compl émentée de votants H S et

uniquement des distributions de probabilit é p -alignées sur H S. Pour tout votant hw
S

dans l'ensemble H S, son opposé est not́e � hw
S . Ainsi, étant donné un échantillon S,

l'ensemble des messages associé est dé�ni par WS � f + , �g et : 8s 2 WS, h(s,+)
S =

� h(s,� )
S . Le résultat principal de cette section est donné dans le théor�eme suivant.

Théor�eme 4.1 Soit P un domaine sur X� Y, soit m � 8, soit S unéchantillon de ḿeĺements i.i.d.

selon P. Alors pour toutd 2 (0, 1], avec une probabilité d'au moins1 � d sur le choix de

S � (P)m (de taille m), pour tout ensembleH S auto-compĺement́e de votants borńes par B et

de taille de śequence de compression au plusj i maxj < m
2 et pour toute distributionp -alignéer

sur l'ensembleH S, on a :

�
�M r

P � M r
S

�
� �

2B
p

2(m � j i maxj)

s
j i maxj

Bd
+ ln

�
2
p

m
d

�
, (4.2)

et :

�
�
�M r 2

P � M r 2

S

�
�
� �

2B2
p

2(m � 2j i maxj)

s
2j i maxj

B2d
+ ln

�
2
p

m
d

�
. (4.3)

Démonstration.En annexe C.2 (inspir ée de la preuve du théor�eme 3.4, chapitre 3).

Cette borne est �a la fois valide pour MinCq et pour sa version p -alignée.

Notons que dans le cas de classi�eurs ind épendants des données d'apprentissage,

c'est-�a-dire lorsque j i maxj = 0, on retrouve le th éor�eme 3.4. Comme attendu, plus les

séquences de compression sont grandes,i.e. plus j i maxj est élevé, moins la borne est

pr écise. Ainsi, pour pr éserver la consistance du processus d'apprentissage, cette taille

ne doit pas être trop importante.

Nous allons maintenant étudier deux instanciations concr �etes de l'approche MinCq/P-

MinCq. La premi �ere, en section4.2, propose une approche originale pour combiner des

k-PPV avec différentes valeurs dek. Nous proposons un a priori naturel �a chaque votant

qui nous permettra de souligner l'int érêt du p -alignement. La seconde, en section4.3,

se focalise sur un vote de majorité baśe sur des votants appris �a partir de diff érentes

descriptions des données. Plus pŕecisément, dans le contexte d'une probl ématique de
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fusion de classi�eurs en multim édia, nous présentons une ŕegularisation spéci�que

�a la tâche d'indexation de donn ées avec une perspective de recherche d'information.

Cette spécialisation met en évidence l'int érêt de l'approche MinCq/P-MinCq dans un

tel contexte, mais pour lequel il est complexe de dé�nir un p -alignement pertinent.

4.2 Application �a des classifieurs de type k-PPV

4.2.1 Motivation

Nous rappelons qu'il existe deux types de strat égies pour améliorer les k-PPV (voir sec-

tion 1.4.1 pour plus de d étails). La premi �ere stratégie adapte localement les voisinages

[Hastie et Tibshirani, 1996, Nock et al., 2003]. La seconde se focalise sur l'apprentissage

de métriques pour optimiser les distances entre les points de même classe. Quelle que

soit la stratégie, le nombre de voisins k doit convenablement être sélectionné et la r�egle

de décision, se basant sur les voisinages locaux, ne pŕevient pas du sur-apprentissage.

Au contraire, l'approche MinCq/P-MinCq peut être utilis é pour optimiser un vote de

majorit é pondéré de classi�eurs k-PPV, pour lequel l'ensemble des votants H serait

constitué de classi�eurs k-PPV (pour k = f 1, 2, . . .g). Comme nous le verrons dans une

série d'expériences préliminaires, MinCq s'av �ere moins performant qu'un simple k-

PPV. La raison de ce comportement vient du fait que la contrainte de quasi-uniformit é

nécessaire�a MinCq suppose que les votants ont a priori la même importance, ce qui

n'est clairement pas le cas desk-PPV, notamment dans un contexte d'échantillon d'ap-

prentissage de taille �nie. Il est donc pr éférable de faire appel �a une contrainte de

p -alignement telle que plus k est faible (respectivement élevé), plus l'importance a

priori du classi�eur est élevée (respectivement faible), re� étant de la précision accrue

des voisinages locaux.

4.2.2 Limitations de la contrainte de quasi-uniformit é pour les k-PPV

Au premier abord, MinCq semble être une solution int éressante pour contrer les limi-

tations li ées �a l'utilisation des k-PPV.

� La théorie stipule que plus k est élevé, meilleure est la convergence vers le risque

bayésien optimal. Cependant, ceci n'est vrai qu'asymptotiquement et, en pra-

tique, le choix de k requiert une attention particuli �ere3. Optimiser un vote de

majorit é de classi�eurs k-PPV4 (k = f 1, 2, . . .g) permettrait donc de s'affranchir

du r églage de k.

� Les classi�eurs k-PPV sont des classi�eurs qui d épendent des données d'appren-

tissage et peuvent être uniquement reconstruits �a partir d'une s équence de com-

pression encodant les PPV. Ainsi, la minimisation empirique de la C-borne du

3. Voir section 1.4.1 pour plus de d étails concernant le choix de k.

4. D'autres ensembles de votants pourraient être considérés. Par exemple,n�eme voisin pourrait cor-

respondre au ni �eme votant.
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Figure 4 .1 – Comparaison de MinCq versus PPV. Un point correspond au taux d'erreur test des deux
algorithmes sur un jeu de données. Un jeu de donnée au-dessus de la bissectrice est en faveur de MinCq.

théor�eme 3.3 justi� ée par les bornes PAC-Baýesienne de notre théor�eme 4.1, offre

des garanties en ǵenéralisation qui ne peuvent être obtenues avec un algorithme

de k-PPV standard dans le cas d'́echantillons �nis.

En suivant le protocole de la section 4.2.4, nous avons réalisé une étude expérimentale

pr éliminaire a�n de comparer un classi�eur k-PPV classique (pour lequel, k a été choisi

par validation crois ée) avec MinCq cherchant un vote de majorit é sur l'ensemble desk-

PPV. Sur un ensemble de 20 jeux de donńees issus duUCI Machine Learning Repository5.

MinCq atteint une erreur moyenne de 18.18% contre 17.88% pour le k-PPV (voir la

table 4.2 pour plus de d étails). Un test de Student ne distingue pas les deux approches.

Ceci se con�rme également par un test de signe avec un résultat win/loss/tie égal �a

7/6/7 menant �a une p-valeur d'environ 0.5. La �gure 4.1 illustre ce comportement :

aucune des deux approches n'est signi�cativement meilleure que l'autre. Cette s érie

d'exp ériences montre clairement que MinCq n'est pas meilleur qu'un k-PPV avec un k

correctement choisi.

Ce résultat a priori surprenant peut en fait être expliqu é par l'hypoth �ese non informa-

tive de quasi-uniformit é faite sur r : cette hypoth �ese ne s'av�ere pas pertinente lorsque

les votants n'ont pas la même importance. En effet, pour des raisons évidentes, un

voisinage proche offre naturellement une meilleure information discriminante qu'une

r �egle de décision desk-PPV avec un k tr �es grand (dans le cas d'́echantillon �nis). Nous

proposons donc par la suite d'instancier P-MinCq pour r épondre �a cette contrainte.

4.2.3 Instanciation de P-MinCq pour les k-PPV

Quelques mots sur la borne en g énéralisation

Rappelons que les classi�eurs de type k-PPV sont dépendants des données d'appren-

tissage. Les garanties en ǵenéralisation sont donc donn ées6 par notre th éor�eme 4.1.

5. http://archive.ics.uci.edu/ml/
6. Dans ce contexte les votants sont majoŕes par B = 1.
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Cependant, quelle que soit la valeur de k, pour un échantillon d'apprentissage de taille

m, la taille de la séquence de compression vautm rendant invalide les bornes puisque

les bornes sont valides lorsque j i maxj � m
2 . Pour éviter cette forme ind éterminée, j i maxj

peut considérablement être réduit par des techniques de sélection de prototypes ou de

réduction de bases [Duda et al., 2001]. Ces techniques permettent de supprimer de la

séquence de compression les exemples ne modi�ant pas la décision sur les données de

test. Dans ce cas, chaque classi�eurk-PPV utilise sa propre séquence de compression :

un sous-ensemble de l'échantillon d'apprentissage de faible taille.

Une contrainte p statistiquement fond ée

P-MinCq offre un contexte original pour les k-PPV, en combinant diff érents k-PPV. Au

lieu de r égler k, nous dé�nissons une contrainte a priori de p -alignement sur les votants.

Comme mentionn é par [Devroye et al., 1996] ce sont les voisinages les plus proches

qui apportent le plus d'information dans une combinaison de k-PPV. En suivant cette

recommandation, nous proposons la contrainte p = ( p 1, . . . ,p n)> suivante, qui �a une

normalisation pr �es correspond �a une densité :

8k � 1, p k =
1
k

. (4.4)

p concentre ses poids sur les votants d́e�nis �a partir d'une faible fraction d'exemples 7,

mais prend aussi en compte, dans une moindre mesure, l'information port ée par l'en-

semble des voisinages. Dans ce qui suit, nous justi�ons ce choix en établissant une

relation entre l' équation (4.4) et sa médiane M (le rang k accumulant la moiti é de la

densité).

Alors que dans le cas d'une distribution continue le calcul de M est aiśe, le cas discret

(qui nous int éresse) requiert une approximation.

Soit :

HM =
M

å
x= 1

1
x

et Hm =
m

å
x= 1

1
x

,

la somme des termes de śeries harmoniques. Si HM et Hm n'admettent aucune solution

analytique, des sommes partielles de śeries nous permettent, cependant, de contourner

le probl �eme :

8n, Hn =
n

å
x= 1

1
x

= ln (n) + g + en,

o �u g ' 0.5772156 est la constante d'Euler-Mascheroni8 et en ' 1
2n .

7. Apr �es application d'une technique de sélection de prototypes.
8. La constante d'Euler-Mascheroni est dé�nie comme étant la limite de la diff érence entre la śerie

harmonique et le logarithme naturel.
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Dans le cas discret, l'équation (4.5) indique donc que l'approximation de la m édiane

de p est tr�es proche de
p

m/2, la valeur de k suggérée pour la r �egle des k-PPV en

classi�cation binaire. La �gure 4.2 l'illustre graphiquement. Nous avons donc établi

une relation étroite entre la sélection classique de k et notre contrainte p . La section

suivante pr ésente uneétude expérimentale permettant de valider ce choix de p .

4.2.4 Expérimentations

Dans cette section, nous ŕealisons une étude de P-MinCq pour combiner l'ensemble

de k-PPVpour k allant de 1 �a
p

m comme décrit dans la section 4.2.3. Notons que

pour chaque k-PPV nous avons appliqué au préalable une technique de śelection de

prototypes. Nous nous comparons �a quatre méthodes.

� L'algorithme standard des k-PPV, présent́e dans la section 1.4.1 du chapitre 1,

joue le rôle de référence (PPV).

� L'algorithme de k-PPV symétriques (SNN : Symmetric Nearest Neighbor

[Nock et al., 2003]), une variante de PPV o �u la classe d'un exemple x est

déterminée par la classe majoritaire parmi les échantillons d'apprentissage

appartenant au k-voisinage de x (comme pour k-PPV) ainsi que ceux incluant x

dans leur propre k-voisinage.
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Nom Nombre d'attributs Taille de S Taille en test

australian 14 345 345

blood 4 374 374

breast 9 349 350

colon 2000 31 31

german 24 500 500

glass 9 107 107

haberman 3 153 153

heart 13 135 135

ionosphere 34 175 176

letterAB 16 297 1192

letterDO 16 297 1193

letterOQ 16 291 1166

liver 6 172 173

musk1 166 238 238

parkinsons 22 97 98

pima 8 384 384

sonar 60 104 104

voting 16 217 218

wdbc 30 284 285

wpbc 33 99 99

Table 4 .1 – Propriét́es des20 jeux de donńees consid́eŕes.

� L'algorithme de Large Margin Nearest Neighbor(LMNN) [Weinberger et Saul, 2009]

qui apprend essentiellement une distance de Mahalanobis en optimisant l'erreur

du k-PPV sur l'ensemble d'apprentissage avec une marge de śecurit é. Puis, un

k-PPV est appliqué avec la distance apprise.

� L'algorithme MinCq [Laviolette et al., 2011a] qui consid �ere une distribution

quasi-uniforme.

Nous évaluons tout d'abord ces approches sur 20 jeux de données de ŕeférence. Puis,

nous nous attaquons �a une tâche de reconnaissance d'objets dans des images.

Jeux de données de référence

Protocole Les 20 jeux de données variés sont issus du UCI Machine Learning Reposi-

tory 9 (voir la table 4.1 pour leurs caractéristiques). La distance euclidienne est utilisée

pour calculer les voisinages. Les données sont d́ecoupées en 50% d'apprentissage et

50% de test, sauf letterAB, letterDO et letterOQ que nous divisons en 20%/80%. Les

param�etres suivants sont śelectionnés par validation crois ée sur 10 sous-ensembles de

l' échantillon d'apprentissage : la marge mde MinCq et P-MinCq (parmi 14 valeurs dans

[10� 4, 0.5]) et le k des k-PPV et LMNN (parmi f 1, . . . , 10g). Le param�etre de compromis

de LMNN est �x é �a 0.5 comme dans [Weinberger et Saul,2009].

9. http://archive.ics.uci.edu/ml/
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Jeu de données PPV SNN LMNN MinCq P-MinCq

australian 0.3121 0.3324 0.2746 0.3064 0.2919
blood 0.2647 0.2487 0.2674 0.2540 0.2567
breast 0.0514 0.0200 0.0400 0.0314 0.0257
colon 0.1613 0.1290 0.2258 0.1613 0.1290

german 0.2940 0.3040 0.2760 0.2780 0.2720
glass 0.0370 0.0648 0.0648 0.0370 0.0370

haberman 0.2597 0.2532 0.2922 0.2597 0.2727
heart 0.3481 0.3926 0.2148 0.3926 0.3556

ionosphere 0.1420 0.1591 0.1193 0.1420 0.0795
letter :AB 0.0176 0.0143 0.0151 0.0176 0.0176
letter :DO 0.0268 0.0293 0.0126 0.0268 0.0260
letter :OQ 0.0961 0.0961 0.0334 0.0995 0.0892

liver 0.3584 0.3468 0.3584 0.3410 0.3584
musk1 0.1339 0.1464 0.2092 0.1715 0.1297

parkinsons 0.2041 0.2143 0.1531 0.2041 0.2347
pima 0.2526 0.2474 0.2604 0.2422 0.2370
sonar 0.2762 0.2952 0.0762 0.2952 0.2000
voting 0.0596 0.0596 0.0413 0.0688 0.0688
wdbc 0.0596 0.0842 0.0491 0.0561 0.0456
wpbc 0.2200 0.2500 0.2300 0.2500 0.2500

Erreur moyenne 0.1788 0.1844 0.1607 0.1818 0.1689
Rang moyen 2.9 3.1 2.65 2.9 2.25

Table 4 .2 – Taux d'erreur de PPV, SNN, LMNN, MinCq et P-MinCq sur les20 jeux de donńees.
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Figure 4 .3 – Comparaison de P-MinCq, PPV, SNN et MinCq. Un point correspond au taux d'erreur
des deux algorithmes comparés. Un jeu de donńees en dessous de la bissectrice est en faveur de P-MinCq.

Résultats Les résultats obtenus sur les ensembles de test sont report́es dans la

table 4.2. P-MinCq se montre plus performant qu'un PPV classique. En moyenne, P-

MinCq atteint un taux d'erreur de 16.89% contre 17.88% pour PPV. Avec un test de

Student appari é, cette différence est statistiquement signi�cative avec une p-valeur de

0.06. Ce ŕesultat est conforté par un test de signe renvoyant un r ésultat win/loss/tieégal �a

12/5/3 avec une p-valeur de 0.07 (�gure 4.3(a)). De plus, la �gure 4.3(b) montre que P-

MinCq est meilleur que SNN (qui est plus performant sur quelques jeux de donn ées) :

une p-valeur de 0.01 en faveur de P-MinCq avec un test de Student et de 0.24 avec

un test de signe. En outre, P-MinCq améliore MinCq : un test de Student m �ene �a une

p-valeur de 0.02, un test de signe �a une p-valeur ' 0.03 avec unwin/loss/tiede 12/4/4

(voir la �gure 4.3(c)). Cette étude montre, d'une part, l'int érêt de la généralisation

de MinCq aux distributions p -alignées et, d'autre part, la pertinence de la contrainte

p k = 1
k (normalis ée) pour les PPV. Même s'il n'est pas un algorithme d'apprentissage
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Jeu de données LMNN LMNN+P-MinCq

australian 0.2746 0.2832
blood 0.2674 0.2701
breast 0.0400 0.0257
colon 0.2258 0.2258

german 0.2760 0.2820
glass 0.0648 0.0370

haberman 0.2922 0.2727
heart 0.2148 0.1926

ionosphere 0.1193 0.0795
letter :AB 0.0151 0.0151
letter :DO 0.0126 0.0084
letter :OQ 0.0334 0.0386

liver 0.3584 0.3584
musk1 0.2092 0.1297

parkinsons 0.1531 0.1020
pima 0.2604 0.2370
sonar 0.0762 0.0952
voting 0.0413 0.0367
wdbc 0.0491 0.0456
wpbc 0.2300 0.2800

Erreur moyenne 0.1607 0.1508

Table 4 .3 – Taux d'erreur de LMNN et LMNN+ P-MinCq sur les20 jeux de donńees.
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Figure 4 .4 – Comparaison de P-MinCq et LMNN et de P-MinCq+ LMNN et LMNN.

de métrique, P-MinCq s'av �ere compétitif avec LMNN (0.1689 contre 0.1607 d'erreur

moyenne avec une p-valeur d'environ 0.10 pour un test de Student). Un test de signe

am�ene �a une p-valeur de 0.5, indiquant qu'aucune des m éthodes n'est meilleure que

l'autre. La �gure 4.4(a) montre que P-MinCq et LMNN sont plut ôt compl émentaires.

LMNN apprend une m étrique qui ajuste les voisinages (parfois avec un grand succ�es,

par exemple heart, parkinsons, sonar), mais est parfois moins performant que PPV car

une dimensionnalit é élevée implique un fort risque de sur-apprentissage (par exemple :

colon, musk1) comme mentionné dans [Bellet et al., 2012]. P-MinCq, quant �a lui, combine

diff érentes r�egles de PPV et n'intervient donc pas sur les voisinages : cette combinai-

son de votants appara�̂t plus stable (voir la table 4.2 avec le meilleur rang moyen)

et plus robuste au sur-apprentissage. A�n de mesurer cette compl émentarit é, nous

réalisons une śerie d'expériences compĺementaire dont le but est de combiner LMNN

et P-MinCq (lorsque cela para�̂t pertinent). Concr �etement, si LMNN est plus pertinent
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Figure 4 .5 – Quelques exemples de bikes (colonne de gauche), persons (milieu) et d'arri�ere plans (droite)
issus de Graz-01. Uniquement des parties des objets peuventêtre visible, la classe d'arri�ere plan est
dif�cile �a identi�er, par exemple : il est dif�cile de distinguer un vélo d'une moto.

que P-MinCq sur l'ensemble de validation, la distance apprise par LMNN est pri-

vil égiée par P-MinCq (sinon la distance euclidienne est conservée). Nous reportons les

résultats dans la table 4.3. La combinaison LMNN + P-MinCq bat clairement toutes les

autres méthodes, y compris LMNN seul (un test de Student avec une p-valeur de 0.05

et un test de signe �a 0.17), comme illustré par la �gure 4.4(b). Notons que sur les jeux

de données sur lesquels LMNN était le plus performant (par exemple heart, parkinson,

voting), LMNN + P-MinCq est capable d'améliorer encore plus ces résultats.

Reconnaissance d'objets

Protocole Nous r éalisons une expérience sur Graz-01 [Opelt et al., 2004], un jeu de

données o�u deux classes d'objets sont �a identi�er ( bike, person), ainsi qu'une classe

d'arri �ere plan. Graz-01 est connu pour sa grande variation intra-classes et ses arri�eres

plans tr �es parasit́es (voir la �gure 4.5). Les tâches de classi�cation sont : bike/non -

bike et person/non -person. Nous suivons le protocole de [Opelt et al., 2004] : pour

chaque objet, 100 images positives et 100 ńegatives sont choisies aĺeatoirement (50

issues de l'autre objet et 50 de l'arri �ere plan). Les images sont d́ecrites par un his-

togramme de fr équences de 200 mots visuels construits�a partir des points d'int érêts

SIFT [Lowe, 1999]. Les voisinages sont calcuĺes via deux distances d'histogrammes 10

la distance c2 et la distance d'intersection.

Résultats Nous reportons dans la table 4.4 les résultats moyennés sur 10 tirages

aléatoires. P-MinCq est encore une fois le plus stable et le meilleur en moyenne. Il

est plus performant que PPV et MinCq (une p-valeur inf érieure �a 0.01 avec un test

de Student) et que SSN dans une moindre mesure (une p-valeur de 0.13). Notons

que SNN améliore signi�cativement PPV sur ces donn ées : la variation intra-classe

semble rendre payante l'extension du voisinage. Cependant, alors que l'heuristique de

10. Si H1 et H2 sont deux histogrammes de même taille n, la distance c2 est dé�nie par :

å n
i= 1

(H1( i)� H2( i))2

H1( i)� H2( i) , et la distance d'intersection par : å n
i= 1 min f H1( i), H2( i)g.
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Distance Tâche PPV SNN MinCq P-MinCq

c2 bike 0.2310 0.2090 0.2160 0.2095
c2 person 0.2385 0.2305 0.2730 0.2250

Intersection bike 0.2260 0.2185 0.2130 0.2055
Intersection person 0.2350 0.2370 0.3180 0.2255

Erreur moyenne 0.2326 0.2238 0.2550 0.2164

Table 4 .4 – Taux d'erreur moyenńes sur10 tirages de PPV, SNN, MinCq et P-MinCq sur Graz-01.

symétrie de SNN n'est pas toujours pertinente (comme pour les jeux de donn ées de

référence), P-MinCq propose une alternative robuste et fondée théoriquement.

4.2.5 Conclusion

Nous avons proposé une nouvelle vision de la classi�cation par k-PPV : l'objectif est

d'apprendre un vote de majorit é sur un ensemble de classi�eurs k-PPV pour éviter,

en partie, le réglage de k. Dans ce contexte, P-MinCq nous a permis de prendre en

considération un a priori sur l'importance des diff érents k-PPV �a combiner. Le p -

alignement spéci�que aux k-PPV modélise la plus grande in�uence des voisinages lo-

caux. Les exṕeriences meńees dans cette section ont donc permis de mettre enévidence

l'int érêt de la contrainte de p -alignement, lorsqu'il est possible d'en d é�nir une. Ce-

pendant, comme nous allons le voir dans la section suivante, o �u nous spécialisons

P-MinCq �a la tâche de fusion de classi�eurs, il est parfois dif�cile de d é�nir un p -

alignement pertinent.

4.3 Spécialisation �a la fusion tardive de classifieurs

4.3.1 Motivation

P-MinCq est considéré comme un algorithme d'apprentissage d'un vote de majorit é

sur ensemble de votants qui peuvent être vus comme des fonctions de score11 ou des

régresseurs. Dans cet esprit, nous proposons d'́etudier l'int érêt d'une approche de type

MinCq pour combiner des classi�eurs appris �a partir de modalit és différentes. Faire

appel �a plusieurs modalit és permet de considérer des informations compl émentaires

issues de sources varíees permettant d'améliorer la qualit é d'un classi�eur et cor-

respondent généralement �a un ensemble de descripteurs pertinents pouvant être re-

group ées en différentes vues ou modalités. Sin est le nombre de modalit és, l'espace

d'entr ée est alors d́e�ni par : X = X1 � � � � � Xn. Dans cette section, nous nous concen-

trons sur une probl ématique d'indexation de donn ées multimédia 12 o �u l'on parle alors

11. La fonction de score assocíee �a un mod �ele est la fonction renvoyant la valeur r éelle avant d'en

prendre le signe.
12. Pour un état de l'art voir [Atrey et al., 2010].
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Figure 4 .6 – Principe de la fusion tardive de classi�eurs appris�a partir de n descriptions différentes.

de fusion de classi�eurs. Dans ce contexte particulier, deux approches sont principale-

ment considérées [Snoeket al., 2005] : la fusion pr écoce et la fusion tardive. Concernant

la fusion pr écoce, les descriptions sont fusionńees en un seul vecteur avant la phase

d'apprentissage. Ceci peut être vu comme une classi�cation unimodale. Cependant,

ce genre d'approche est parfois dif�cile �a appréhender car les données/attributs sont

souvent nombreux et tr �es hétérog�enes. La fusion tardive (voir la �gure 4.6) vise, quant

�a elle, �a combiner les scores de pŕedictions lors de la prise de d écision. Ce principe

est généralement appelé classi�cation multimodale ou fusion de classi�eurs. Cette ap-

proche ne montre pas nécessairement de meilleurs ŕesultats qu'une classi�cation uni-

modale, en particulier, lorsqu'une modalit é permet d'apprendre un classi�eur signi�-

cativement plus performant que ceux appris �a partir des autres modalit és. Néanmoins,

la fusion tardive tend �a être plus performante dans des situations d'apprentissage

de concepts śemantiques dans des vidéos multimodales [Snoek et al., 2005]. De nom-

breuses méthodes sont baśees sur une r�egle de décision �xe telle que le score maxi-

mal ou minimal, le produit ou la somme des scores,. . . [Kittler et al., 1998]. D'autres

approches, appelées stacking, requi �erent une phase d'apprentissage supplémentaire

[Wolpert, 1992, Atrey et al., 2010, Kuncheva, 2004, Dietterich, 2000].

Nous considérons ici le probl �eme de la fusion tardive des fonctions de score de clas-

si�eurs appris sur diff érentes modalités. On note hj : X j 7! R la fonction de score

assocíee �a la j i �eme modalit é X j . Une méthode classique consiste�a apprendre une com-

binaison lin éaire des différents scores, pouvant être vue comme un vote de majorit é

pondéré :

Breg
r (x) =

n

å
j= 1

r jhj (x),

o �u r j représente le poids assocíe �a hj (pour rester cohérent avec la théorie PAC-

Bayésienne, on suppose 0 � r j � 1 et å n
j= 1 r = 1) et Breg

r (�) la fonction score as-

sociée au vote de majorité classique Br (c'est-�a-dire sans la fonction sign(�)). Lorsque

l'on apprend une telle combinaison, il est important de consid érer un ensemble de

votants suf�samment diverses [Dietterich, 2000]. Par exemple, l'algorithme AdaBoost

[Freund et Schapire, 1996], tr �es souvent utilisé comme méthode de fusion multimo-

dale, pond �ere les votants selon différentes distributions sur les donn ées d'appren-

tissage en introduisant une certaine diversit é. Cependant, il requiert l'utilisation de

classi�eurs dits faibles (c'est- �a-dire capables de discriminer deux classes ĺeg�erement

mieux que le hasard) pour être performant : les auteurs de [Wickramaratna et al., 2001]

ont montr é que la performance d'AdaBoost diminue si l'on combine des classi-
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�eur forts comme, par exemple, des classi�eurs-SVM. Une autre approche r écente

[Wang et Kankanhalli, 2010] se base sur la th́eorie du portefeuille en proposant une

procédure de fusion minimisant les risques sur diff érentes modalités �a l'aide d'une me-

sure de corrélation. Alors que cette approche est fondée théoriquement, elle nécessite

la dé�nition de fonctions appropri ées et n'est pas compl�etement adaptée au probl�eme

puisqu'elle ne tient pas directement compte de la diversit é des votants.

En gardant �a l'esprit que MinCq/P-MinCq minimise la C-borne qui tient compte �a la

fois de l'erreur et du d ésaccord entre paires de votants, ou autrement dit, de la diver-

sité (voir la section suivante), et offre de fortes garanties th éoriques, il nous semble

appropri é de l'utiliser comme un algorithme de fusion de classi�eurs multimodaux.

MinCq/P-MinCq est ainsi capable d'inf érer des combinaisons linéaires plus perfor-

mantes que les combinaisons basiques, mais permet aussi l'utilisation d'une “couche

suppl émentaire” de noyaux en cherchant �a apprendre un vote de majorit é sur l'en-

semble de ces noyaux. De plus, puisqu'en indexation sémantique de données mul-

tim édias, la mesure de performance est tr�es souvent reliée au classement des exemples

positifs, nous proposons d' étendre P-MinCq en optimisant la mesure Mean Average

Precision(MAP). Cette extension fait appel �a une perte additionnelle pr éservant l'ordre

pour v éri�er des contraintes de rang par paires.

4.3.2 P-MinCq vu comme un algorithme de fusion de classi�eurs

Justi�cation de l'utilisation de l'approche P-MinCq

Nous justi�ons, tout d'abord, de l'utilisation de l'approche P-MinCq dans ce contexte.

Pour que les bornes en ǵenéralisation du th éor�eme4.1 soient valides, nous allons suivre

le protocole suivant. Étant donné un échantillon d'apprentissage de taille 2 m, nous

le découpons aléatoirement en deux sous-ensemblesS0 et S de même taille m. Nous

supposons que nos données sont d́ecrites selon n modalit és/descriptions diff érentes.

Pour chaque modalit é j, nous apprenons un régresseur hj depuis S0. On consid�ere

alors H = f h1, . . . ,h2ng l'ensemble auto-compl émenté de ces fonctions de score et les

opposées :hj+ n = � hj . Si l'on suppose une connaissancea priori sur la pertinence des

modalit és, nous pouvons la modéliser par une contrainte p = ( p 1, . . . ,p n)> . Dans

le cas contraire, nous ferons appel �a la contrainte de quasi-uniformit é. �A ce stade, la

fusion est donc réalisée par P-MinCq : le vote de majorit é r -pondéré est appris depuis

l'ensemble S = f (xi , yi )gm
j= 1.

Un autre point important concerne la notion de diversit é qui est un élément

clé pour combiner avec succ�es des fonctions [Dietterich, 2000, Kuncheva, 2004,

Atrey et al., 2010]. Du point de vue de l'indexation multim édia, la fusion de vo-

tants diverses est nécessaire pour esṕerer de bonnes performances. Il est intéressant de

souligner que P-MinCq favorise les votes de majorit és pour lesquels les votants sont

les plus décorrélés. Nous expliquons un peu plus en d étail ce comportement.

Dans la litt érature, il n'existe pas de dé�nition g énérale de la diversit é. Cependant,
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plusieurs m étriques de diversit é classiques se basent sur une comparaison de toutes

les paires de classi�eurs individuels, telles que les Q-statistiques, le coef�cient de

corrélation, la mesure de désaccord, . . . [Kuncheva,2004]. Ici, nous considérons la

mesure de corrélation calculant le d ésaccord entre les pŕedictions de votants d'une

même paire selon un domaine P :

div P(hj , hj0) = E
(x,y)� P

hj (x)hj0(x).

Nous pouvons r éécrire le second moment de la r -marge (voir la d é�nition 3.2) :

M r 2

D =
2n

å
j= 1

2n

å
j0= 1

r j r j0div P(hj , hj0)

=
n

å
j= 1

n

å
j0= 1

�
2r j � p j

� �
2r j0 � p j0

�
div P(hj , hj0). (4.6)

La seconde ligne est obtenue gr̂ace �a l'auto-compl émentation de H et au p -

alignement. L'approche P-MinCq minimise ce second moment M r 2

D et optimise donc

l' équation (4.6). Ceci implique une maximisation directe de la diversit é entre votants

d'une m ême paire : MinCq/P-MinCq favorise les votants les plus d écorrélés et semble

être une solution naturelle au probl �eme de la fusion tardive de classi�eurs appris

séparément depuis des modalit és différentes et variées.

Ajouter une contrainte d'ordonnancement

Dans de nombreuses applications, telles qu'en indexation de documents, l'objectif n'est

pas d'étiqueter les données mais plutôt de les classer par ordre de pertinence (on parle

souvent de ranking). Dans ce cas, les mesures d'́evaluation traditionnellement utilis ées

sont reli ées �a la précision et au rappel. Un bon classi�eur n'est pas n écessairement

une bonne fonction d'ordonnancement. Nous proposons donc dans cette section une

adaptation de P-MinCq pour aider �a optimiser une des mesures les plus populaires

en indexation et appel ée MAP (Mean Average Precision). La mesure MAP calculée sur

un échantillon S pour une fonction �a valeur r éelle h se dé�nit comme suit. Soit S+ =
f (xi , yi ) : (xi , yi ) 2 S^ yi = 1g = f (xi+ , 1)gm+

i+ = 1 l'ensemble des exemples positifs issus

de S et S� = f (xi , yi ) : (xi , yi ) 2 S ^ yi = � 1g = f (xi � , � 1)gm�

i � = 1 l'ensemble des

exemples négatifs (m+ + m� = m). Pour évaluer le MAP, on trie les exemples par ordre

décroissant de scores. Le MAP deh évalué sur S est dé�ni par :

MAPS(h) =
1

jm+ j å
i :yi =+ 1

Prec@i,

o �u Prec@i est la proportion de positifs parmi les i premiers exemples. Ainsi, le score des

exemples positifs doit être plus élevé que le score des exemples ńegatifs. Pour impo-

ser un tel classement, nous proposons un apprentissage avec comparaisons par paires

d'exemples positifs/n égatifs 13 [Fürnkranz et H üllermeier (eds), 2010, Zhang, 2004].

13. Pairwise preferenceen anglais.
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En fait, les méthodes par paires offrent un compromis entre bonne classi�cation et

mesure de performance plus complexe telle que le MAP. Nous nous inspirons ici de

la stratégie proposée par [Yue et al., 2007] pour apprendre un classi�eur- SVM en se

basant sur une relaxation de la mesure de MAP. Dans la situation particuli �ere de P-

MinCq vu comme une m éthode de fusion de classi�eurs, nous avons d éveloppé une

fonction de perte par couple pr éservant l'ordre. Concr �etement, pour chaque couple

(xi+ , xi � ) 2 S+ � S� , nous voulons v éri�er :

Breg
r (xi+ ) > Breg

r (xi � ) () Breg
r (xi � ) � Breg

r (xi+ ) < 0. (4.7)

Pour aider �a la véri�cation de l' équation (4.7), nous proposons la relaxation suivante :

1
m+ m�

m+

å
i+ = 1

m�

å
i � = 1

�
Breg

r (xi � ) � Breg
r (xi+ )

�
+ , (4.8)

o �u nous rappelons que
�
a
�

+ = max(0,a).
Dans le cadre général de P-MinCq, lorsque H est auto-complémenté et que la distribu-

tion r est p -alignée, l'équation (4.8), se réduit �a :

1
m+ m�

m+

å
i+ = 1

m�

å
i � = 1

"
n

å
j= 1

�
2r j � p j

� �
hj (xi � ) � hj (xi+ )

�
#

+

. (4.9)

D'un point de vue algorithmique, pour minimiser la perte hinge de ( 4.9), nous faisons

appel �a m+ � m� variables additionnelles xS+ � S� = ( xi+ i � )1� i+ � m+ ,1� i � � m� pondérées

par un param �etre b > 0. Puisque xS+ � S� est un terme lin éaire, par abus de notations

et par souci de simpli�cation, nous ajoutons l' équation (4.9) en tant que régularisateur

�a la fonction objectif du probl �eme (4.1). Soit un échantillon d'apprentissage S constitué

de m éléments tirés i.i.d. selon P, soit H un ensemble de votants auto-complémenté,

soit m> 0, soit un vecteur a priori p = ( p 1, . . . ,p n)> . Trouver la distribution posterior

r sur H minimisant �a la fois la C-borne et l' équation (4.9) est alors équivalent �a trou-

ver le vecteur de poids r = ( r 1, . . . ,r n)> , o�u r j = r (hj ) qui minimise le programme

quadratique simple suivant :
8
>>>>>>>>><

>>>>>>>>>:

min
r

(r � p )> M Sr + b Id > xS+ � S� ,

s.c. mS
> (2r � p ) = m,

8i+ 2 f 1, . . . ,m+ g, 8i � 2 f 1, . . . ,m� g, xi+ i � � 0,

xi+ i � �
1

m+ m�

n

å
j= 1

�
2r j � p j

� �
hj (xi � ) � hj (xi+ )

�
,

8j 2 f 1, . . . ,ng, 0 � r j � p j ,

(4.10)

o �u Id = ( 1, . . . , 1)> de taille (m+ � m� ), M S est la matrice n � n dont les éléments

d'indices ( j, j0) 2 f 1, . . . ,ng2 sont dé�nis par :

1
m

m

å
i= 1

hj (xi )hj0(xi )

et :

mS =

 
1
m

m

å
i= 1

yih1(xi ), . . . ,
1
m

m

å
i= 1

yihn(xi )

! >

.



96 Chapitre 4. Vote de majorit é contraint et classi�cation binaire

En pratique, en incorporant une quantit é quadratique de variables suppl émentaires,

le probl �eme devient dif�cile �a résoudre en grande dimension. Pour simpli�er l'op-

timisation, nous relaxons les contraintes en les moyennant. En fait, puisque nous

sommes intéresśes �a classer correctement et avec un grand score les exemples positifs,

nous espérons que le score des exemples positifs soit plusélevé que la moyenne des

prédictions pour les exemples négatifs. Le programme quadratique obtenu ne contient

plus que m+ variables additionnelles et est décrit dans le probl �eme suivant (avec les

même hypoth �eses et notations) :
8
>>>>>>>>>><

>>>>>>>>>>:

min
r

(r � p )> M Sr + + b Id > xS+ ,

s.c. mS
> (2r � p ) = m,

8i+ 2 f 1, . . . ,m+ g, xi+ � 0,

xi+ �
1

m+ m�

m�

å
i � = 1

n

å
j= 1

�
2r j � p j

� �
hj (xi � ) � hj (xi+ )

�
,

8j 2 f 1, . . . ,ng, 0 � r j � p j ,

(4.11)

o �u Id = ( 1, . . . , 1)> de taille m+ , Les deux probl �emes précédents contiennent un terme

de régularisation suppl émentaire : on va chercher le meilleur compromis entre une

grande diversit é et un bon classement.

4.3.3 Expérimentations sur PascalVOC' 07

Protocole

Dans cette section, nousévaluons empiriquement l'int érêt de P-MinCq en tant qu'al-

gorithme de fusion de classi�eurs. Nous exp érimentons les diff érentes approches sur

la base de données PascalVOC'07 [Everingham et al., 2007]. L'objectif est d'identi�er

20 objets (concepts) diff́erents. Le corpus est constitué de 10 000 images (50% en ap-

prentissage et 50% en test). Pour la plupart des concepts, le ratio+ / � entre exemples

positifs et n égatifs est inférieur �a 10% (les classes sont tr�es déśequilibr ées). Pour simpli-

�er le probl �eme, nous avons ǵenéré un ensemble d'apprentissage constitué de tous les

exemples positifs et d'exemples négatifs indépendemment tir és tels que le ratio + / �
soit de 1/3. Nous gardons l'ensemble de test original. En fait, notre objectif n'est pas

de fournir les meilleurs r ésultats sur ce jeu de données, mais d'́evaluer l'int érêt de P-

MinCq lors de la phase de fusion tardive dans un contexte d'indexation multim édia.

Nous considérons neuf descriptions des données différentes : SIFT, LBP, Percepts, 2

HOG, 2 LCH et 2 CM :

� Les SIFT que nous consid́erons sont calculés �a partir d'une grille dense, puis sont

assocíes �a un dictionnaire de 1 000 mots visuels générés avec l'algorithme des

k-means.

� Les Percepts sont similaires aux SIFT, les mots visuels sont relíes aux classes

sémantiques �a un niveau local (voir la �gure 6.8 dans le chapitre 6 pour plus de

détails).
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� Les LPB sont des motifs binaires locaux calculés sur une grille de 2� 2 blocs (la

dimension est de 1 024). L'opérateur LPB étiquette (avec un nombre décimal) les

pixels d'une image en moyennant les (3� 3)-voisinages de chaque pixel. Les LBP

sont connus pour être invariants �a tout changement monotone du niveau de gris.

� Les HOG sont des histogrammes de gradients calculés sur une grille de 4� 3

blocs. Chaque case est d́e�nie comme la somme des gradients de magnitudes

sur 50 orientations (la dimension est de 600). Les HOG sont connus pour être

invariants �a la translation et au changement d' échelle.

� Les LCH sont des histogrammes de couleurs locaux représent́es par un histo-

gramme 3D 3� 3� 3 sur une grille de 8 � 6 ou 4� 3 blocs.

� Les CM sont les deux premiers moments des couleurs dans l'espace RGB

représent́es sur une grille de 8� 6 ou 4� 3 blocs.

Nous apprenons un classi�eur-SVM depuis chacune des descriptions �a l'aide de la

librairie LibSVM [Chang et Lin, 2001]. Le noyau considéré est le noyau gaussien clas-

sique dé�ni dans l' équation (1.12). L'ensemble des votants �a fusionner H est alors

constitué des neuf fonctions de score ŕeelles assocíees �a ces classi�eurs-SVM (P-

MinCq consid �ere implicitement leurs oppos és). Nous ne disposons d'aucun a priori

sur les diff érents votants et considérons donc uniquement des distributions quasi-

uniforme sur H . En effet, la dé�nition d'une contrainte p -alignée dans ce cas est une

probl ématique 14 en soit.

Dans une premi �ere śerie d'expérimentations, nous comparons les 3 algorithmes P-

MinCq (probl �emes (4.1), (4.10) et (4.11) notés respectivement P-MinCq, P-MinCqPW et

P-MinCq PWav) aux 4 méthodes basiques suivantes :

� La meilleure hypoth �ese deH : hbest= argmax
hj 2H

MAPS(hj ).

� La fonction de pr édiction avec la plus grande con�ance :

best(x) = argmax
hj 2H :j2f 1,...,ng

�
�hj (x)

�
� .

� La somme des scores (non-pond́erés) :S(x) =
n

å
j= 1

hj (x).

� Le vote de majorit é pondéré par la valeur des MAP individuels :

SMAP (x) =
n

å
j= 1

MAPS(hj )

å n
j0= 1 MAPS(hj0)

hj (x).

Dans une seconde śerie d'expériences, nous introduisons une information non lin éaire

en introduisant une couche de noyaux gaussiens. Autrement dit, nous augmentons arti-

�ciellement la taille de l'ensemble H . Les exemples sont alors repŕesent́es par le vecteur

14. Nous avons essaýe diff érentes strat́egies qui se sont toutes ŕevélées moins performante que la dis-

tribution quasi-uniforme.
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concept P-MinCq PWav P-MinCq PW P-MinCq S SMAP best hbest

aeroplane 0.487 0.486 0.526 0.460 0.241 0.287 0.382
bicycle 0.195 0.204 0.221 0.077 0.086 0.051 0.121

bird 0.169 0.137 0.204 0.110 0.093 0.113 0.123
boat 0.159 0.154 0.159 0.206 0.132 0.079 0.258

bottle 0.112 0.126 0.118 0.023 0.025 0.017 0.066
bus 0.167 0.166 0.168 0.161 0.098 0.089 0.116
car 0.521 0.465 0.495 0.227 0.161 0.208 0.214
cat 0.230 0.219 0.220 0.074 0.075 0.065 0.116

chair 0.257 0.193 0.230 0.242 0.129 0.178 0.227
cow 0.102 0.101 0.118 0.078 0.068 0.06 0.101

diningtable 0.118 0.131 0.149 0.153 0.091 0.093 0.124
dog 0.260 0.259 0.253 0.004 0.064 0.028 0.126

horse 0.301 0.259 0.303 0.364 0.195 0.141 0.221
motorbike 0.141 0.113 0.162 0.193 0.115 0.076 0.130

person 0.624 0.617 0.604 0.001 0.053 0.037 0.246
pottedplant 0.067 0.061 0.061 0.057 0.04 0.046 0.073

sheep 0.067 0.096 0.069 0.128 0.062 0.064 0.083
sofa 0.204 0.208 0.201 0.137 0.087 0.108 0.147
train 0.331 0.332 0.335 0.314 0.164 0.197 0.248

tvmonitor 0.281 0.281 0.256 0.015 0.102 0.069 0.171

Moyenne 0.240 0.231 0.243 0.151 0.104 0.100 0.165

Table 4 .5 – Résultats en MAP obtenus sur l'échantillon test de PascalVOC'07.

des scores de tous les votants, puisH devient l'ensemble des valeurs des noyaux sur

l' échantillon S : chaque exemple x de l' échantillon S est alors vu comme un votant

K
�
�, h(x)

�
. Dans cette situation nous nous comparons �a un classi�eur-SVM avec un

noyau gaussien. On indice avec rb f les méthodes faisant appel �a cette couche.

Les diff érents hyperparam�etres sont śelectionnés par validation crois ée sur cinq sous-

ensembles. Les performances sontévaluées en MAP sur l'ensemble de test et sont

report ées dans la table4.5 pour la premi �ere śerie et dans la table 4.6 pour la seconde.

Résultats

Notons tout d'abord que la performance de SMAP est plus faible que S, suggérant

que la performance des classi�eurs individuels n'est pas li ée �a leur importance lors de

l' étape de fusion. Cette observation s'est con�rm ée exṕerimentalement : en considérant

cette performance MAP a priori comme une contrainte de p -alignement, nous n'avons

obtenu qu'une perte de performance.

Pour la premi �ere expérimentation, la table 4.5 indique clairement que les approches

P-MinCq sont en moyennes meilleures que les méthodes basiques. Elles renvoient la

valeur du MAP la plus élevée pour 16 concepts sur 20. Ce ŕesultat est con�rm é sta-

tistiquement �a l'aide d'un test de Student menant �a une p-valeur proche de 0 au

regard de SMAP , bestet hbest. En comparaison de S, les p-valeurs assocíees respec-

tivement �a P-MinCqPWav, P-MinCq PW et P-MinCq sont 0.0139, 0.0232 et 0.0088. On

peut remarquer que P-MinCq PW est moins performant que sa relaxation P-MinCq PWav.

Un test de Student m �ene �a un p-valeur de 0.223, sansêtre signi�catif. Ainsi, lorsque

notre objectif est de classer les exemples positifs avant les exemples ńegatifs, les
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concept P-MinCq rb f
PWav P-MinCq rb f SVMrb f

aeroplane 0.513 0.513 0.497
bicycle 0.273 0.219 0.232

bird 0.266 0.264 0.196
boat 0.267 0.242 0.240

bottle 0.103 0.099 0.042
bus 0.261 0.261 0.212
car 0.530 0.530 0.399
cat 0.253 0.245 0.160

chair 0.397 0.397 0.312
cow 0.158 0.177 0.117

diningtable 0.263 0.227 0.245
dog 0.261 0.179 0.152

horse 0.495 0.450 0.437
motorbike 0.295 0.284 0.207

person 0.630 0.614 0.237
pottedplant 0.102 0.116 0.065

sheep 0.184 0.175 0.144
sofa 0.246 0.211 0.162
train 0.399 0.385 0.397

tvmonitor 0.272 0.257 0.230

Moyenne 0.301 0.292 0.234

Table 4 .6 – Resultats en MAP obtenus sur l'échantillon test de PascalVOC'07 avec une couche de
noyau gaussien.

contraintes moyennées semblent pertinentes. Cependant, la contrainte de classement

n'aide pas lors du processus d'apprentissage : la version classique de P-MinCq montre

les meilleurs r ésultats et est statistiquement comparable �a P-MinCqPWav (une p-valeur

de 0.2574 avec un test de Student). En fait, le compromis entre diversité et classement

est ici dif�cile �a mettre en œuvre puisque les neuf votants ne sont probablement pas

assez expressifs. D'une part, les contraintes d'ordre se retrouvent plus dif�ciles �a satis-

faire et, d'autre part, la diversit é des votants varie peu.

L'ajout d'une couche de noyaux permet alors d'augmenter cette expressivit é. En effet,

la table 4.6, montrant que les méthodes baśees sur P-MinCq produisent les meilleurs

résultats par rapport au classi�eur-SVM, con�rme que la diversit é des votants est cor-

rectement modélisée par P-MinCq. De plus, P-MinCq rb f
PWav est cette fois-ci signi�cati-

vement le meilleur : un test de Student renvoie une p-valeur de 0.0003 lorsque l'on

compare P-MinCq rb f
PWav et le classi�eur-SVM ; la p-valeur est de 0.0038 lorsqu'on le

compare avec P-MinCqrb f . Ainsi, la contrainte moyenn ée est un bon compromis entre

obtenir un bon MAP et garder un temps de r ésolution raisonnable. Notons que nous

n'avons pas report é les résultats obtenus avec P-MinCqrb f
PW puisque dans ce contexte,

le temps d'exécution est beaucoup plus élevé avec une performance faible. En fait, la

méthode par paires implique un trop grand nombre de variables, p énalisant alors la

résolution de P-MinCq rb f
PW.

Finalement, il s'av �ere qu'au moins une m éthode de type P-MinCq est la meilleure pour

chaque concept. De plus, un test de Student renvoie une p-valeur proche de 0 lorsque

l'on compare P-MinCq rb f
PWav avec les méthodes n'utilisant pas la couche suppl émentaire

de noyaux. Ce résultat justi�e que cette approche est signi�cativement meilleure.
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4.3.4 Conclusion

Les expériences meńees dans cette section ont d́emontr é que P-MinCq offre une al-

ternative th éoriquement fond ée pour le probl �eme de la fusion de classi�eurs en pre-

nant en considération la diversit é des votants. Dans le cadre particulier de l'indexa-

tion sémantique de documents multim édia, la diversit é des votants est induite par

la variabilit é des descripteurs ou par la variabilit é de la premi �ere couche de classi-

�eurs. De plus, une contrainte d'ordre permet d'am éliorer les performances en terme

de MAP. Contrairement �a la section 4.2, nous n'avons pas pu dé�nir de contrainte de

p -alignement adéquate �a ce probl�eme d'apprentissage multimodal. Une de nos pers-

pectives est ainsi de dé�nir une telle contrainte en étudiant les travaux d éj�a réalisés

sur la notion d'apprentissage de prior en th éorie PAC-Bayésienne. Nous pourrions,

par exemple, apprendre un contrainte a priori �a partir d'une fraction de l' échantillon

d'apprentissage �a l'image de [Ambroladze et al., 2006, Parrado-Hernández et al., 2012].

4.4 Synth �ese

Dans ce chapitre, nous avons ŕepondu aux limitations de l'algorithme MinCq. Nous

en avons proposé une généralisation, nomm ée P-MinCq, permettant l'introduction

d'une connaissancea priori lors du processus d'apprentissage. Tandis que la contrainte

de quasi-uniformit é imposée par MinCq est non informative, la connaissance prise

en compte par P-MinCq prend la forme d'une distribution p -alignée. D'une part,

notre approche n'implique aucune perte d'expressivit é et, d'autre part, nous en avons

démontr é des garanties en ǵenéralisation lorsque les votants dépendent des données.

Nous avons réalisé deux instanciations de P-MinCq. Une premi �ere pour combiner des

classi�eurs de type k-PPV, mettant en évidence l'int érêt du p -alignement lors du pro-

cessus d'apprentissage. Une seconde dans la situation particuli�ere de la fusion de clas-

si�eurs en multim édia, montrant l'int érêt d'une telle approche pour apprendre un vote

de majorit é pondéré tout en prenant en compte la diversit é des classi�eurs.

Ces résultats prometteurs ouvrent des perspectives concernant la dé�nition de p -

alignements pour diff érents types de classi�eurs, mais aussi pour mettre au point

des méthodes visant �a estimer p pour une t âche particuli �ere. En outre, dans le cadre

spéci�que des k-PPV, il serait int éressant de combiner P-MinCq avec la méthode d'ap-

prentissage de distancec2 proposée tr�es récemment [Kedem et al., 2012].

Dans ce chapitre, nous nous sommes focaliśes sur la classi�cation binaire, ce qui est

une limitation importante de cette contribution. Dans le chapitre suivant, nous abor-

dons la probl ématique de la classi�cation multiclasse. L'extension de ces travaux �a

une telle situation n'est pas aisée. Ainsi, dans un premier temps, nous proposons une

analyse PAC-Bayésienne sur le classi�eur de Gibbs, puis, dans un second temps nous

généralisons la C-borne au multiclasse.
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5.3.2 La C-borne en classi�cation multiclasse . . . . . . . . . . . . . . . . . . . . .114

5.4 Synth �ese . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .120

A lors que les contributions du chapitre pr écédent se placent dans le cadre de

la classi�cation binaire, nous pr ésentons dans ce chapitre deux travaux en

théorie PAC-Bayésienne pour la classi�cation multiclasse lorsque le nombre

de classesQ est �ni et sup érieur �a 2.

Dans un premier temps en section 5.2 nous démontrons une borne PAC-Bayésienne

sur le risque du classi�eur de Gibbs, qui, nous le rappelons, correspond �a la moyenne

selon une distribution r des risques des classi�eurs d'un ensemble H . L'originalit é et

l'int érêt de ce résultat est de considérer une mesure de risque baśee sur la matrice de

confusion des classi�eurs. En effet, en classi�cation multiclasse, la matrice de confusion

offre un outil plus appropri é et plus riche que le simple taux d'erreur mesur é par la

fonction de perte 0 � 1. En fait, elle permet l' étude explicite des diff érentes probabilit és

d'erreur, autrement dit, les probabilit és qu'un exemple de classey soit clasśe en une

classe différente y0 6= y. Cette notion est effectivement cruciale dans de nombreuses

applications. Dans le cas de la classi�cation binaire, il est souvent int éressant de dis-

tinguer les faux-positifs (test positif �a tort) des faux-négatifs (test négatif �a tort). Par

exemple, en médecine, il est important de diff érencier “faux-malade” et “faux-sain” : il

vaut mieux traiter �a tort un sujet en r éalité sain que de ne pas traiter un sujet malade.

Concr�etement, nous faisons appel �a un résultat récent sur les inégalités de concentra-

tions valables sur des sommes de matrices aĺeatoires [Tropp, 2011] pour d ériver deux

bornes montrant que la norme op érateur de la matrice de confusion r éelle du classi-

�eur de Gibbs est born ée par : ( i) la norme opérateur de son estimation empirique,

101
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( ii ) un terme d épendant de la quantit é d'exemples dans chacune des classes et( iii ) la

KL-divergence entre les distributions prior et posterior. �A notre connaissance, il s'agit

de la premi �ere borne PAC-Bayésienne pour la matrice de confusion. Notons que des

garanties en généralisation sur la norme op érateur de la matrice de confusion ont été

récemment démontr ées dans d'autres cadres tels que celui de la stabilit́e uniforme

[Machart, 2012] ou de l'apprentissage en ligne [Ralaivola, 2012].

Dans un second temps, en section5.3, nous étudions les relations qui existent entre

l'erreur du classi�eur de Gibbs et l'erreur du vote de majorit é. Tout d'abord, nous

montrons que la relation directe repose sur un facteur égal au nombre de classes.

Puis, nous généralisons la C-borne du th éor�eme 3.3 du chapitre 3. Nous en donnons

plusieurs formulations reposant sur des notions toutes équivalentes en classi�cation

binaire. Nous rappelons que la C-borne est au cœur des algorithmes MinCq (section

3.4, chapitre 3) et P-MinCq du chapitre pr écédent. Cependant, �a ce jour, il s'av �ere plus

complexe de dériver un algorithme performant. Nous discutons de cet aspect �a la �n

de ce chapitre.

Les travaux sur la matrice de confusion on été publi és �a ICML 2012

[Morvant et al., 2012c]. La généralisation de la C-borne a donné lieu �a une com-

munication scienti�que non publi ée dans le workshop WiML 1 2012.

5.1 Le cadre multiclasse consid ér é et quelques notations

Nous étudions, ici, des tâches de classi�cation multiclasse o �u X � Rd, de dimension

�nie d, est l'espace d'entrée et Y = f 1, . . . ,Qg est l'espace de sortie avecQ > 2 le

nombre de classes �ni. L'ensemble d'apprentissage S = f (xi , yi )gm
i= 1 est constitué de m

exemples tirés i.i.d. selon un domaine P dé�ni sur X � Y, tel que m � Q et my � 1

pour toutes les classesy de Y, o�u my est le nombre d'exemples de vraie classey. H est

une famille de classi�eurs multiclasse de X vers Y. Nous rappelons qu' étant donnés

une distribution prior p sur H et un échantillon S, le processus d'apprentissage PAC-

Bayésien vise �a trouver la distribution posterior r amenant �a minimiser l'erreur r éelle

du classi�eur stochastique de Gibbs Gr (�) ou celle du vote de majorit é r -pondéré Br (�).
Pour rappel, le classi�eur de Gibbs Gr (�) étiquette un exemple x en tirant al éatoirement

selon r un votant h dans H , puis en renvoyant la valeur de h(x). Le vote de majorit é

r -pondéré Br (�) est, quant �a lui, d é�ni en classi�cation multiclasse par :

Br (x) = argmax
c2Y

�
E

h� r
I (h(x) = c)

�
. (5.1)

Cependant, dans de nombreuses situations — par exemple lors d'un d éśequilibre entre

les classes — mesurer la qualit́e d'un classi�eur uniquement en comptabilisant ses

erreurs n'est pas judicieux. En effet, supposons qu'une classe p soit majoritairement

pr ésente, c'est-�a-dire que sa probabilit é d'apparition soit de 1 � e avec e > 0 petit, alors

le classi�eur hmaj(�), qui renvoie la classe p pour tous les exemples x, montrera un

taux d'erreur d'au plus e, alors qu'il commet toujours une erreur pour les exemples de

1. Women in Machine Learning, http://wimlworkshop.org/ .
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classesq 6= p.

Pour contourner ce probl �eme, nous faisons appel �a la matrice de confusion du classi-

�eur en guise de mesure du risque plus �ne. En particulier, nous étudions la matrice de

confusion construite �a partir de sa dé�nition classique qui se base sur les probabilit és

conditionnelles : il est, en effet, important de s'affranchir des effets de la diversit é des

classes repŕesent́ees. Concr�etement, pour un classi�eur h issu de H et un échantillon

d'apprentissage S, la matrice de confusion empirique D h
S = ( d̂pq)1� p,q� Q assocíee �a h

est dé�nie par :

8(p, q) 2 Y2, d̂pq =
m

å
i= 1

1
myi

I (h(xi ) = q)I (yi = p).

La matrice de confusion r éelle D h
P = ( dpq)1� p,q� Q assocíee �a h est :

8(p, q) 2 Y2, dpq = E
xjy= p

I
�
h(x) = q

�

= Pr
(x,y)� P

(h(x) = qjy = p).

Si le classi�eur h ne commet aucune erreur sur l' échantillon S, alors tous les éléments

de la matrice de confusion sont nuls, �a l'exception des éléments diagonaux tous égaux

�a 1 puisqu'ils correspondent aux exemples correctement clasśes. Ainsi, plus il y a

d' éléments non nuls en dehors de la diagonale, plus le classi�eur est enclin �a com-

mettre des erreurs. Minimiser le nombre d'erreurs revient donc �a trouver un classi�eur

dont la matrice de confusion montre le plus possible d' éléments faibles en dehors de

la diagonale.

Puisque la diagonale porte l'information des probabilit és conditionnelles des

pr édictions “correctes”, nous proposons d'annuler tous ces éléments. Les éléments

non nuls de cette nouvelle matrice de confusion correspondent alors, uniquement, aux

exemples mal clasśes par h. Nous la dé�nissons comme suit.

Dé�nition 5.1 (Matrice de confusion empirique et r éelle) Soit Y = f 1, . . . ,Qg l'ensemble des classes

possibles. Soit P un domaine sur X� Y. Soit S � (P)m un échantillon d'apprentissage de

m exemples. SoitH un ensemble de classi�eurs multiclasse de X vers Y. Alors, pour tout

classi�eur h issu deH , nous d́e�nissons les matrices de confusion empirique et réelle de h

respectivement parCh
S = ( ĉpq)1� p,q� Q et Ch

P = ( cpq)1� p,q� Q telles que :

8(p, q) 2 Y2, ĉpq =

(
0 si q = p

d̂pq sinon,

8(p, q) 2 Y2, cpq =

8
<

:

0 si q = p

dpq = Pr
(x,y)� P

(h(x) = qjp = y) sinon.

Par abus de langage, c'est cette d́e�nition que nous nommons “matrice de confusion”.

Notons qu'elle n'implique aucune perte d'expressivit é car l'information port ée par la
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diagonale de la matrice de confusion classique est redondante :

8p 2 Y, å
q2Y

dpq = 1

, 8 p 2 Y, dpp = 1 � å
q2Y, q6= p

dpq

, 8 p 2 Y, dpp = 1 � å
q2Y

cpq.

De plus, il est facile de montrer que si DY =
�

Pr (y = 1), . . . ,Pr (y = Q)
� >

est le

vecteur des probabilit ésa priori des classes, alors le taux d'erreur estégal �a :

RP(h) =


 DY

> Ch
P





1
.

Ainsi, �a la lumi �ere de l'information suppl émentaire apport ée par un échantillon

représentatif, le taux d'erreur peut être retrouv é �a partir de la matrice de confusion

(l'inverse étant impossible).

Si h classe correctement tous les exemples issus deS, alors sa matrice de confusion

empirique Ch
S correspond simplement �a la matrice nulle 0. De même, si h est un classi-

�eur parfait sur le domaine P, alors sa matrice de confusion réelle vaut 0. Contrôler la

matrice de confusion d'un classi�eur appara �̂t donc être une stratégie adéquate pour

contrôler l'erreur du classi�eur de Gibbs. Plus pr écisément, une solution consiste �a

chercher la matrice de confusion la plus “petite” possible, o �u “petite” signi�e la plus

proche possible de 0. Ici, nous choisissons comme mesure de distance�a 0 la norme

opérateur, aussi appelée norme spectrale. Cette norme retourne la plus grande valeur

singuli �ere de son argument et est dé�nie par :

kCkop = maxf l max(C), � l min (C)g

= max
v6= 0

kCvk2

kvk2
, (5.2)

o �u l max(C) et l min (C) sont respectivement les valeurs singuli �eres maximale et mini-

male de la matrice C. Le choix de la norme opérateur n'est pas anodin. D'une part, nos

travaux tirent parti d'un des r ésultats de [Tropp, 2011] portant sur la norme op érateur

de matrices aléatoires. D'autre part, on peut prouver la relation suivante :

RP(h) =


 DY

> Ch
P





1

= DY
> Ch

P Id o �u Id est le vecteur identit é,

�
p

Q


 DY

> Ch
P





2
d'apr �es l'inégalité de Cauchy-Swartz,

=
p

Q


 Ch

P
>

DY





2

�
p

Q


 Ch

P
>





op
kDYk2 d'apr �es la dé�nition de k � kop de l' équation (5.2),

�
p

Q


 Ch

P
>





op
puisque kDYk2 � 1,

=
p

Q


 Ch

P





op
.
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Ainsi, la minimisation de la norme op érateur

 Ch

P




op permet de minimiser l'erreur.

Finalement, nous précisons quelques propriétés de la norme opérateur. Tout d'abord,

k � kop est une norme réguli �ere, pour toute matrice C, on a donc :

8a 2 R, kaCkop = jaj kCkop . (5.3)

De plus, étant données les matrices de m̂eme dimensions A et B composées d'éléments

positifs ou nuls et telles que 0 � A � B (éléments par éléments), on a :

0 � A � B =) kAkop � kBkop . (5.4)

�A partir de ces éléments, nous démontrons tout d'abord une borne PAC-Bay ésienne

pour la matrice de confusion du classi�eur de Gibbs. Nous étudions ensuite le lien

entre le classi�eur de Gibbs et le vote de majorit é r -pondéré en section5.3.

5.2 Borne PAC-Bayésienne sur la confusion du classifieur de

Gibbs

5.2.1 La borne en généralisation

Le résultat principal de cette section est une borne PAC-Bayésienne en ǵenéralisation

sur la matrice de confusion associée au classi�eur stochastique de Gibbs Gr (�) dans le

contexte de la prédiction multiclasse d écrit pr écédemment. Dans ce cas, les matrices de

confusion r éelle et empirique assocíees �a Gr (�) correspondent �a une esṕerance selon la

distribution posterior r et sont respectivement notées :

C
Gr

P = E
h� r

E
S� (P)m

Ch
S et C

Gr

S = E
h� r

Ch
S.

Étant donnés un votant h tir é aléatoirement selon le posterior r et un échantillon S =
f (xi , yi )gm

i= 1 � (P)m, notre objectif est de majorer l' écart entre C
Gr

P et C
Gr

S qui sont vues

comme les mesures des risques ŕeel et empirique du classi�eur de Gibbs. Notre r ésultat

principal est énoncé dans le théor�eme suivant.

Théor�eme 5.1 Soit X � Rd l'espace d'entŕee, soit Y= f 1, . . . ,Qg l'ensemble de classes. Soit P

un domaine sur X� Y et soit H une famille de classi�eurs multiclasse de X vers Y. Soit

S un échantillon d'apprentissage constitué de m exemples tirés i.i.d. selon P et tel que pour

toute classe y de Y, on ait my > 8Q. Alors pour toute distribution priorp sur H et pour

tout d 2 (0, 1], avec une probabilité d'au moins1 � d sur le choix de l'́echantillon aĺeatoire

S � (P)m et pour toute distributionr sur H , on a :



 C

Gr

S � C
Gr

P





op
�

s
8Q

m� � 8Q

h
KL (r jjp ) + ln

� m�

4d

�i
,

o�u m� = min
y2Y

my est le nombre minimal d'exemples de S de même classe.

Démonstration.Reportée en section5.2.2.
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Notons que pour toute classe y de l'ensemble Y, il est nécessaire de v́eri�er : my > 8Q.

Cette restriction n'est pas trop forte puisqu'elle est lin éaire en le nombre de classesQ.

Finalement, on peut r éécrire le théor�eme 5.1 de la mani �ere suivante :

Corollaire 5.1 Sous les hypoth�eses du th́eor�eme5.1, on a :



 C

Gr

P





op
�



 C

Gr

S





op
+

s
8Q

m� � 8Q

h
KL (r jjp ) + ln

� m�

4d

�i
.

Démonstration.On applique l'in égalité triangulaire jkAk � k Bkj � k A � Bk au

théor�eme 5.1.

En se �xant une distribution prior p sur H , le théor�eme 5.1 et le corollaire 5.1 donnent

une borne PAC-Bayésienne sur l'estimation, via la norme op érateur, de la matrice de

confusion r éelle du classi�eur de Gibbs pour toutes les distributions prior et posterior

possibles. Pour une tâche donnée, le nombre de classes est constant, le risque ŕeel est

donc majoré par le risque empirique du classi�eur de Gibbs, la KL-divergence entre

r et p et un terme reli é aux nombres d'exemples d'apprentissage. Ce dernier dépend

en fait de m� , la quantit é minimale d'exemples qui appartiennent �a la même classe :

plus m� est élevé, plus la borne sera précise. Cependant, si une classe est tr�es minori-

tairement pr ésente, la borne sera impŕecise. Notons �nalement que ce r ésultat varie en

O(1/
p

m� ) qui est un taux de convergence typique pour une borne ne contenant pas

d'information du second ordre.

5.2.2 Démonstration du r ésultat

Cette section énonce la preuve du théor�eme 5.1. Tout d'abord, nous introduisons une

inégalité de concentration généralisant l'in égalité de Hoeffding �a la somme de ma-

trices carrées aĺeatoires. Nous en déduisons ensuite notre borne en généralisation

PAC-Bayésienne en suivant le principe de preuve “en trois étapes”, qui se base

sur l'in égalité de Hoeffding, du th éor�eme PAC-Bayes binaire de Langford-Seeger

[Seeger,2002, McAllester, 2003, Langford, 2005] (le corollaire 3.1 vu en chapitre 3).

In égalit é de concentration pour la matrice de confusion

Le résultat principal de ce chapitre se dérive �a l'aide de l'in égalité de concentration

suivante sur la somme de matrices auto-adjointes démontr ée par [Tropp, 2011]. Cette

inégalité généralise l'in égalité de Hoeffding aux matrices al éatoires auto-adjointes2 (ou

hermitienne).

Théor�eme 5.2 ([Tropp, 2011]) Consid́erons une śequence �nief M ig de matrices auto-adjointes,

aléatoires et ind́ependantes de dimension Q. Soitf A ig une śequence de matrices auto-adjointes.

2. Une matrice auto-adjointe (ou hermitienne) est une matrice carr ée qui est égale �a la matrice tans-

posée de la matrice conjuguée.
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Supposons que chaque matrice carrée aĺeatoire v́eri�e presque ŝurement :

E M i = 0 et M 2
i 4 A 2

i .

Alors pour toute � 0, on a :

Pr

(

l max

�
å

i

M i

�
� e

)

� Q exp
�

� e2

8s2

�
,

o�u s2 =

 å i A 2

i


 et 4 est l'ordre semi-d́e�ni sur les matrices auto-adjointes.

Sachant qu'une matrice �a valeurs réelles est auto-adjointe si et seulement si elle est

symétrique, la matrice de confusion qui, elle, l'est rarement n'est donc en g énéral pas

auto-adjointe. Pour adapter ce résultat �a notre situation particuli �ere, nous faisons appel

�a la méthode de dilatation de matrices [Paulsen, 2002] pour “transformer” une matrice

carrée en une matrice auto-adjointe, tout en gardant l'information spectrale importante

pour la norme op érateur.

Dé�nition 5.2 (Dilatation [Paulsen, 2002]) La dilatation D(M ) d'une matriceM carŕee ŕeelle de

dimension Q est la matrice de dilatation carrée auto-adjointeD(M ) de dimension2Q dé�nie

par :

D(M ) =

 
0 M

M > 0

!

. (5.5)

De plus, la dilatation pŕeserve l'information spectrale :

l max (D(M )) = kD(M )kop

= kM kop . (5.6)

�A l'aide de cette d é�nition, nous prouvons l'in égalité de concentration suivante.

Corollaire 5.2 Consid́erons une śequence �nief M ig de matrices carrées aĺeatoires et ind́ependantes

de dimension Q. Soitf aig une śequence de réels �x́es. Supposons que chaque matrice aléatoire

véri�e presque ŝurement :

E M i = 0 et kM ikop � ai .

Alors, pour toute � 0, on a :

Pr

8
<

:





 å

i

M i







op

� e

9
=

;
� 2Q exp

�
� e2

8s2

�
, (5.7)

o�u s2 = å
i

a2
i .

Démonstration.Pour prouver ce corollaire, il faut partir de la d é�nition 5.2 pour v éri�er

les hypoth �eses du théor�eme 5.2 a�n de l'appliquer.

Soit f M ig une séquence de matrices carŕees, aĺeatoires et indépendantes de dimension

Q telles que : E M i = 0. Soit f aig une séquence de ŕeels �x és tels que :kM ikop � ai .

Nous considérons les matrices de dilatation fD (M i )g de dimension 2Q assocíees
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aux matrices f M ig. Par dé�nition, la dilatation est un op érateur lin éaire et donc :

E D(M i ) = 0. En outre, d'apr �es l'équation 5.6, on a :





 å

i

M i







op

= l max

 

D

 

å
i

M i

!!

= l max

 

å
i

D(M i )

!

.

De plus :

kM ikop = kD(M i )k

= l max (D(M i ))

� ai .

Il ne reste plus qu' �a véri�er l'hypoth �ese :D(M i )2 4 A 2
i . Pour ce faire, nous devons

dé�nir et �xer une s équence de matrices auto-adjointesf A ig de dimension 2Q. Il suf-

�t de construire la matrice diagonale dont tous les éléments de la diagonale valent

l max
�
D(M i )

�
:

l max
�
D(M i )

�
Id 2Q.

Ceci assure :

D(M i )2 4
�
l max (D(M i )) Id 2Q

� 2
.

Plus précisément, pour tout i on a :

l max
�
D(M i )

�
� ai .

Nous �xons A i la matrice diagonale de coef�cients tous égaux �a ai telle que :

A i = ai Id 2Q,

avec :




 å

i

A 2
i







op

= å
i

a2
i

= s2.

Finalement, on applique le th éor�eme 5.2 pour obtenir l'in égalité de concentration (5.7).

Pour appliquer directement ce corollaire �a la matrice de confusion, nous devons la

réécrire comme la somme des matrices de confusion mesuŕees indépendamment sur

chaque exemple. Étant donné un exemple (xi , yi ) de l' échantillon S, nous dé�nissons

sa matrice de confusion Ch
i = ( ĉpq( i)) 1� p,q� Q par :

8(p, q) 2 Y2, ĉpq( i) =

8
<

:

0 si q = p
1

myi

I (h(xi ) = q)I (yi = p) sinon,
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o �u myi est le nombre d'exemples de S de classeyi . Étant donné un exemple (xi , yi ), la

matrice de confusion d é�nie sur (xi , yi ) contient au plus un élément non nul lorsque

h(xi ) ne renvoie pas yi . De la même mani�ere, lorsque h(xi ) renvoie yi alors la matrice

de confusion dé�nie sur l'exemple est égale �a 0. Ainsi, pour tout échantillon S =
f (xi , yi )gm

i= 1 composé de m éléments i.i.d. selon P et pour tout classi�eur h issu de H ,

la matrice de confusion est équivalente �a :

Ch
S =

m

å
i= 1

Ch
i .

En outre, on consid �ere les matrices carŕees aĺeatoires C0h
i = ( ĉ0

pq( i)) 1� p,q� Q dé�nies

par :

8(p, q) 2 Y2,

ĉ0
pq( i) =

8
>>>><

>>>>:

0 si ĉpq( i) = 0

1
myi

0

B
@I (h(xi ) = q)I (yi = p) � E

S= f (xj ,yj )gm
j= 1

� (P)m

1
myj

I (h(xj ) = q)I (yj = p)

1

C
A sinon.

(5.8)

Le terme ES� (P)m
1

myj
I (h(xj ) = q)I (yj = p), lorsque ĉpq( i) 6= 0, est équivalent �a3

l'espérance sur S � (P)m des éléments ĉpq, tels que p = yi et q = h(xi ), issus des

matrices empiriques Ch
S. L' équation (5.8) se réécrit alors :

8(p, q) 2 Y2, ĉ0
pq( i) =

8
<

:

0 si ĉpq( i) = 0

ĉpq( i) �
1

myi

E
S� (P)m

ĉpq sinon.
(5.9)

Par souci de lisibilit é, étant donné un exemple (xi , yi ) et pour tout échantillon S � (P)m,

nous notons Ch
Sj i la matrice contenant au plus un élément non nul de coordonn ées(p, q)

qui vaut ĉpq avec p = yi et q = h(xi ). On obtient alors la formulation de C0h
i suivante :

C0h
i = Ch

i �
1

myi

E
S� (P)m

Ch
Sj i ,

Trivialement, cette d é�nition nous permet de v éri�er : E C0h
i = 0.

Il ne reste plus qu' �a dé�nir une valeur ad équate pour le réel ai assocíe �a chaque matrice

C0h
i . Soit l maxi (C0h

i ) la valeur singuli �ere maximale de la matrice C0h
i . Il est facile de

véri�er que l maxi (C0h
i ) � 1

myi
. Ainsi, nous posons :

8i 2 f 1, . . . ,mg, ai =
1

myi

. (5.10)

Finalement, les notations, précédemment introduites, nous permettent d'appliquer le

corollaire 5.2 pour obtenir l'in égalité de concentration suivante :

Pr

8
<

:







m

å
i= 1

C0h
i







op

� e

9
=

;
� 2Q exp

�
� e2

8s2

�
. (5.11)

3. L'id ée est la suivante : on consid�ere uniquement les éléments dont les coordonnées sont assocíees �a

l' élément non nul de Ch
i .
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Cette inégalité de concentration (5.11) nous permet de démontrer notre th éor�eme 5.1

en suivant le principe de preuve “en trois étapes” [Seeger,2002, McAllester, 2003,

Langford, 2005].

La preuve “en trois étapes”

Étant donnée notre inégalité de concentration (5.11), nous allons appliquer la m éthode

de preuve proposée par [Seeger,2002, McAllester, 2003, Langford, 2005].

Étape 1 Nous d émontrons tout d'abord le lemme suivant :

Lemme 5.1 Soit Q la dimension deCh
S et C0h

i = Ch
i � 1

myi
E

S� (P)m
Ch

Sj i dé�nies dans l'́equation(5.9).

Alors pour toutd 2 (0, 1], on a :

Pr
S� (P)m

8
<

:
E

h� p

2

4exp

0

@1 � 8s2

8s2







m

å
i= 1

C0h
i







2

op

1

A

3

5 �
2Q

8s2d

9
=

;
� 1 � d

Démonstration.Par souci de lisibilit é, nous posons :

C0h
S =

m

å
i= 1

C0h
i .

Si Z est une variable aléatoire réelle telle que :

Pr (Z � z) � kexp
�

� ng(z)
�
,

avec g(z) ni n égative, ni décroissante etk une constante positive, alors :

Pr
�
exp

�
(n � 1)g(Z)

�
� n

�
� min (1,kn� n/ (n� 1) ).

Appliqu é �a notre inégalité de concentration (5.11), en posant g(z) = z2 (non négative),

z = e, n = 1
8s2 et k = 2Q, on obtient :

Pr
�

exp
�

1 � 8s2

8s2



 C0h

S





op

�
� n

�
� min

�
1, 2Qn� 1/ (1� 8s2) � .

Comme le terme exp
�

1� 8s2

8s2 kC0h
Sk

�
est toujours strictement positif, on calcule son

espérance :

E
�
exp

�
1 � 8s2

8s2



 C0h

S





op

��
=

Z ¥

0
Pr

�
exp

�
1 � 8s2

(8s2)



 C0h

S





op

�
� n

�
dn

� 2Q +
Z ¥

1
2Qn� 1/ (1� 8s2)dn

= 2Q � 2Q
1 � 8s2

8s2

h
n� 8s2/ (1� 8s2)

i ¥

1

= 2Q + 2Q
1 � 8s2

8s2

=
2Q
8s2 .
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Donc, étant donné un classi�eur h issu de H , on a :

E
S� (P)m

�
exp

�
1 � 8s2

8s2



 C0h

S





op

��
�

2Q
8s2 .

Alors si p est une distribution de probabilit é sur l'ensemble H , l'in égalité précédente

implique :

E
S� (P)m

�
E

h� p
exp

�
1 � 8s2

8s2



 C0h

S





op

��
�

2Q
8s2 .

On obtient le r ésultat du lemme en appliquant l'in égalité de Markov 4.

Étape 2 Cette étape de la preuve fait appel au lemme suivant.

Lemme 5.2 (Inégalité de Donsker-Varadhan [Donsker et Varadhan, 1975]) Étant donńees la KL-

divergenceKL (r kp ) entre deux distributionsr et p , et g(�) une fonction non ńegative, on

a :

E
a� r

[g(b)] � KL (r kp ) + ln E
b� p

[exp(g(b)) ] .

Démonstration.Voir [McAllester, 2003].

Rappelons que :

C0h
S =

m

å
i= 1

C0h
i .

En posant g(b) = 1� 8s2

8s2 b2 et b =


 C0h

S





op
, le lemme 5.2 implique :

E
h� r

�
1 � 8s2

8s2



 C0h

S





2

op

�
� KL (r kp ) + ln E

h� p

�
exp

�
1 � 8s2

8s2



 C0h

S





2

op

��
. (5.12)

Étape 3 La derni �ere étape consiste�a appliquer �a l'in égalité (5.12) au résultat du lemme

5.1. On a donc :

E
h� r

�
1 � 8s2

8s2 kC0h
Sk2

op

�
� KL (r kp ) + ln

2Q
8s2d

.

Nous appliquons l'in égalité de Jensen5 �a la fonction convexe g(�). Alors avec une pro-

babilit é d'au moins 1 � d sur le choix de S � (P)m et pour toute distribution r sur H ,

on a : �
E

h� r



 C0h

S





op

� 2

�
8s2

1 � 8s2

�
KL (r kp ) + ln

2Q
8s2d

�
. (5.13)

Puisque C0h
S = å m

i= 1

�
Ch

i � 1
myi

E
S� (P)m

Ch
Sj i

�
, la borne (5.13) est similaire �a celle énoncée

dans le théor�eme 5.1. Nous pr ésentons maintenant les simpli�cations menant �a

l' énoncé exact de notre borne en ǵenéralisation PAC-Bayésienne.

4. L' énoncé de l'in égalité de Markov est donné dans le théor�eme A.4 en annexe A.
5. L' énoncé de l'in égalité de Jensen est donńe dans le théor�eme A.5 en annexe A.
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Simpli�cations de la borne

Tout d'abord, nous calculons le param �etre de variance :

s2 =
m

å
i= 1

a2
i .

Rappelons que nous avions pośe dans l'équation (5.10) :

8i 2 f 1, . . . ,mg, ai =
1

myi

,

o �u yi est la classe dui �eme exemple et myi est le nombre d'exemples appartenant �a la

classeyi . Ainsi :

s2 =
m

å
i= 1

1
m2

yi

=
Q

å
y= 1

å
i :yi = y

1
m2

y

=
Q

å
y= 1

1
my

.

Remarquons que le terme å Q
y= 1

1
my

est croissant en fonction de Q, nous pouvons donc

majorer s2 par :

s2 =
Q

å
y= 1

1
my

�
Q

min
y2Y

my
.

Soit m� = min
y2Y

my, alors la borne (5.13) devient :

�
E

h� r

� 

 C0h

S





op

�� 2

�
8Q

m� � 8Q

�
KL (r kp ) + ln

m�

4d

�
.

Donc :

E
h� r

� 

 C0h

S





op

�
�

s
8Q

m� � 8Q

�
KL (r kp ) + ln

m�

4d

�
. (5.14)

Il ne reste plus qu' �a reformuler :

C0h
S =

m

å
i= 1

�
Ch

i �
1

myi

E
S� (P)m

Ch
Sj i

�
.

Rappelons que :

CGr = E
h� r

E
S� (P)m

Ch
S et C

Gr

S = E
h� r

Ch
S.



5.3. Bornes sur le risque du vote de majorit é r -pondéré 113

On obtient :

E
h� r

� 

 C0h

S





op

�
= E

h� r

2

4







m

å
i= 1

�
Ch

i �
1

myi

E
S� (P)m

Ch
Sj i

� 





op

3

5

= E
h� r

2

4







m

å
i= 1

h
Ch

i

i
�

m

å
i= 1

�
1

myi

E
S� (P)m

Ch
Sj i

� 





op

3

5

= E
h� r

" 


 Ch

S � E
S� (P)m

Ch
S






op

#

�



 E

h� r

�
Ch

S � E
S� (P)m

Ch
S

� 




op

=



 E

h� r
Ch

S � E
h� r

E
S� (P)m

Ch
S






op

=


 C

Gr

S � CGr





op
. (5.15)

En substituant la partie gauche de l'in égalité (5.14) par le terme (5.15), nous obtenons

la borne du th éor�eme 5.1.

Ceci termine la preuve du th éor�eme 5.1 : notre borne en généralisation pour le classi-

�eur de Gibbs. Nous analysons maintenant les relations qui existent entre le classi�eur

de Gibbs et le vote de majorit é r -pondéré. Tout d'abord, nous étudions une relation

directe et lin éaire, puis nous étendons la C-borne �a la classi�cation multiclasse.

5.3 Bornes sur le risque du vote de majorit é r -pond ér é

Dans la section précédente, nous nous sommes focaliśes sur le risque du classi�eur

de Gibbs Gr (�). Comme précisé dans le chapitre 3, ce qui nous intéresse ǵenéralement

est le risque du vote de majorit é Br (�), qui renvoie la classe majoritaire sous la me-

sure r . Nous allons donc maintenant étudier les relations qui existent entre ces deux

classi�eurs dans le cadre multiclasse.

5.3.1 Relation lin éaire entre le classi�eur de Gibbs et le vote de majorit é

Notre borne multiclasse pr ésent́ee dans le théor�eme 5.1 apporte des garanties

théoriques pour le classi�eur de Gibbs. Elle permet de fournir une borne sup érieure

pour la matrice de confusion du vote de majorit é grâce �a la proposition 5.1 qui suit.

Mais dé�nissons, tout d'abord, le risque de Gibbs conditionnel RP(Gr , p, q) et le risque

du vote de majorit é conditionnel RP(Br , p, q) :

RP(Gr , p, q) = E
x� Pjy= p

E
h� r

I (h(x) = q), (5.16)

RP(Br , p, q) = E
x� Pjy= p

I

"

argmax
c2Y

�
E

h� r
I (h(x) = c)

�
= q

#

, (5.17)
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o �u Pjy= p est la probabilit é conditionnelle d'un exemple x sachant la classey. Si p 6= q,

l' équation (5.16) correspond �a l' élément d'indice (p, q) dans la matrice de confusion du

classi�eur de Gibbs C
Gr

P et l' équation (5.17) �a l' élément (p, q) de la matrice de confusion

du vote de majorit é C
Br

P . Nous pouvons maintenant prouver les deux r ésultats suivants.

Proposition 5.1 Soit P un domaine sur X� Y tel que Y= f 1, . . . ,Qg. SoitH un ensemble de classi-

�eurs multiclasse de X vers Y. Pour toute distributionr sur H , la valeur ŕeelle du risque condi-

tionnel du vote de majorité r -pond́eŕe et celui du classi�eur de Gibbs sont liés par l'ińegalit́e

suivant :

8(q, p) 2 Y2, RP(Br , p, q) � QRP(Gr , p, q). (5.18)

Démonstration.Voir annexe D.1.1.

Cette proposition implique le r ésultat suivant portant directement sur la norme

opérateur.

Corollaire 5.3 Soit P un domaine sur X� Y tel que Y = f 1, . . . ,Qg. Soit H un ensemble de

classi�eurs multiclasse de X vers Y. Pour toute distributionr sur H , la matrice de confusion

réelle du vote de majorité r -pond́eŕe C
Br

P et celle du classi�eur de GibbsC
Gr

P sont relíees par

l'in égalit́e suivante :


 C

Br

P





op
� Q



 C

Gr

P





op
. (5.19)

Démonstration.Voir annexe D.1.2

Ces deux relations sont �a mettre en parall �ele avec le ŕesultat obtenu dans le cas binaire

(proposition 3.1 du chapitre 3). En fait, selon ces relations, une borne en ǵenéralisation

pour le classi�eur de Gibbs implique une majoration du risque du vote de majorit é

r -pondéré �a un facteur Q pr �es. Lorsque le nombre de classeQ tend vers l'in�ni, cette

relation rend le r ésultat impr écis en particulier lorsque les erreurs des votants indivi-

duels sont en moyenne supérieures �a 1
Q . Néanmoins, nous allons voir par la suite qu'il

est possible de ǵenéraliser la C-borne du th éor�eme 3.3 du chapitre 3 au cadre de la

classi�cation multiclasse.

5.3.2 La C-borne en classi�cation multiclasse

La C-borne, en mettant en jeu les premier et second moments de la marge, permet

d'avoir une majoration de l'erreur du vote de majorit é bien plus pr écise et plus infor-

mative. C'est pourquoi, nous proposons dans cette section de la généraliser au cadre

multiclasse en revenant �a la mesure d'erreur usuelle avec la fonction de perte 0 � 1.

Notions de “marge” en multiclasse

Étant donnée une distribution r sur un ensemble H de votants multiclasse, nous rappe-

lons que l'erreur du vote de majorit é r -pondéré RP(Br ) est dé�nie comme la probabilit é
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qu'il commette une erreur sur un exemple tir é selon le domaine P :

RP(Br ) = E
(x,y)� P

I
�

Br (x) 6= y
�

.

Une notion importante li ée au vote de majorité est la notion de marge réalisée sur un

exemple (x, y). Il existe diff érentes façons d'exprimer une telle notion en multiclasse.

Nous en pr ésentons trois versions toutes équivalentes en classi�cation binaire.

Tout d'abord, nous faisons appel �a la notion de marge multiclasse propos ée

par [Breiman, 2001] pour les for êts aléatoires.

Dé�nition 5.3 (r -marge) Soit P un domaine sur X� Y, soit H un ensemble de votants multiclasse.

Étant donńee une distributionr sur H , la r -marge du vote de majorité Br (�) réaliśee sur un

exemple(x, y) tir é selon P est :

M r (x, y) = E
h� r

I (h(x) = y) � max
c2Y,c6= y

�
E

h� r
I (h(x) = c)

�
.

Similairement au cadre de la classi�cation binaire pr ésent́e dans le chapitre 3, le vote de

majorit é Br (�) classe correctement un exemple si sar -marge est strictement positive :

RP(Br ) = Pr
(x,y)� P

(M r (x, y) � 0) . (5.20)

Notons que lorsque Y = f� 1,+ 1g, nous retrouvons la d é�nition usuelle de la marge :

M r (x, y) = E
h� r

I (h(x) = y) � max
c2Y,c6= y

�
E

h� r
I (h(x) = c)

�

= E
h� r

I (h(x) = y) � E
h� r

I (h(x) 6= y)

= E
h� r

[I (h(x) = y) � I (h(x) 6= y)]

= E
h� r

yh(x)

= y E
h� r

h(x) .

Le fait que la d é�nition de la r -marge contienne un terme li é �a un maximum,

la rend parfois dif�cile �a manipuler. Nous allons donc consid érer la relaxation de

[Breiman, 2001] qui se base sur la notion de force d'une classe pour un exemple (x, y)
donné. Cette notion est reliée �a l' écart entre la classi�cation correcte et les mauvaises

classi�cations ind épendamment.

Dé�nition 5.4 (r -force) Soit P un domaine sur X� Y, soitH un ensemble de classi�eurs multiclasse

de X vers Y.Étant donńee une distributionr sur H , la r -force du vote de majorité Br (�) réaliśee

sur un exemple(x, y) tir é selon P pour une classe c2 Y est :

Sr (c, (x, y)) = E
h� r

I (h(x) = y) � E
h� r

I (h(x) = c).
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D'apr �es cette d́e�nition et l' équation (5.20) on a :

RP(Br ) = Pr
(x,y)� P

(M r (x, y) � 0)

= Pr
(x,y)� P

�
9c 2 Y, c 6= y : E

h� r
I (h(x) = y) � E

h� r
I (h(x) = c)

�

= Pr
(x,y)� P

0

@
Q_

c= 1, c6= y

E
h� r

I (h(x) = y) � E
h� r

I (h(x) = c)

1

A

= Pr
(x,y)� P

 
Q_

c= 1

�
E

h� r
I (h(x) = y) � E

h� r
I (h(x) = c) ^ c 6= y

� !

�
Q

å
c= 1

Pr
(x,y)� P

�
E

h� r
I (h(x) = y) � E

h� r
I (h(x) = c) ^ c 6= y

�

�
Q

å
c= 1

Pr
(x,y)� P

�
E

h� r
I (h(x) = y) � E

h� r
I (h(x) = c)

�

=
Q

å
c= 1

Pr
(x,y)� P

�
E

h� r
I (h(x) = y) � E

h� r
I (h(x) = c) � 0

�

=
Q

å
c= 1

Pr
(x,y)� P

(Sr (c, (x, y)) � 0) . (5.21)

Lorsque Y = f� 1,+ 1g, on peut trivialement prouver l' égalité entre RP(Br ) et

å Q
c= 1 Pr

(x,y)� P
(Sr (c, (x, y)) � 0).

En�n, pour rel âcher la r -marge nous pouvons, en outre, considérer la perte suivante.

Dé�nition 5.5 (la w-perte) Soit P un domaine sur X� Y, soit H un ensemble de classi�eurs multi-

classe de X vers Y et soitw 2 [0, 1] une constante. Pour toute distributionr sur H , on appelle

la w-perte associée�a r sur un exemple(x, y) tir é selon P, la fonction de perte` r (w, (x, y))
dé�nie par :

` r (w, (x, y)) = I
�

E
h� r

I (h(x) = y) � w
�

. (5.22)

La valeur ŕeelle de law-perte der sur P est :

` r
P(w) = E

(x,y)� P
` r (w, (x, y))

= E
(x,y)� P

I
�

E
h� r

I (h(x) = y) � w
�

. (5.23)

Son estimation empirique calculée sur uńechantillon S tiŕe i.i.d. selon P est :

` r
S(w) =

1
m å

(x,y)2S

` r (w, (x, y))

=
1
m å

(x,y)2S

I
�

E
h� r

I (h(x) = y) � w
�

. (5.24)

Cette perte peut être vue comme une relaxation lin éaire de la r -marge et pour toute

distribution r sur H , on peut relier l'erreur de Br (�) et la w-perte assocíee �a r grâce au

théor�eme suivant.
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Théor�eme 5.3 Soit Q � 2 le nombre de classes. Pour tout domaine P sur X� Y, pour tout exemple

(x, y) tir é i.i.d. selon P et pour toute distributionr sur un ensemble de votants multiclasseH ,

on a :

` r
P( 1

Q ) � RP(Br ) � ` r
P( 1

2). (5.25)

Démonstration.Voir annexe D.4.

Il existe donc une zone d'ind écision lorsque w 2
h

1
Q , 1

2

i
(voir la �gure 5.1), et w doit

être choisi avec précaution.

Notons que lorsque Y = f� 1,+ 1g, RP(Br ) et ` r
P( 1

2) sont trivialement égaux. Les trois

mesures de marges pŕesent́ees sont donc touteséquivalentes lorsque l'on se place dans

le cadre de la classi�cation binaire. Cependant, elles diff �erent par l'information qu'elles

prennent en considération.

� La r -marge est assocíee �a la vraie zone de décision en classi�cation multiclasse et

est indépendante de la vraie classe de l'exemple.

� La r -force dépend de la vraie classey de l'exemple et correspond �a une combi-

naison des marges binaires (une classe contre une autre classe) pour les classes

y0 6= y.

� La w-perte dépend elle aussi de la vraie classey, mais ne consid�ere pas les autres

classes. C'est une mesure lińeaire en fonction de y, plus simple �a manipuler mais

qui implique, en ce sens, une grande zone d'ind écision (voir th éor�eme 5.3).

Ces propri étés sont illustr ées sur la �gure 5.1 et m�enent aux trois généralisations de la

C-borne que nous énonçons maintenant.

Généralisations multiclasse de la C-borne

La borne suivante se base sur la d́e�nition 5.3 classique de la r -marge en multiclasse.

Théor�eme 5.4 (La C-borne multiclasse) Pour toute distributionr sur une classe de fonctionsH et

pour tout domaine P sur X� Y, tel queM r
P > 0, on a :

R(Br ) = Pr
(x,y)� P

(M r (x, y) � 0) � C r
P, (5.26)

o�u C r
P estégale�a :

C r
P =

Var (x,y)� P M r (x, y)

E(x,y)� P (M r (x, y))2

= 1 �

�
M r

P

� 2

M r 2

P

,
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(a) Les trois mesures de marges sont

équivalentes lorsque Y= f� 1,+ 1g. Le

codage de la classe� 1 est(1, 0), celui de

la classe+ 1 est(0, 1).
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(b) Les trois mesures de marges lorsque Y= f 1, 2, 3g et

que la vraie classe dex est2. Le codage de la classe1 est

(1, 0, 0), celui de la classe2 est(0, 1, 0), celui de la classe

3 est(0, 0, 1).

Figure 5 .1 – Étant donńe un exemple(x, y), on peut repŕesenter le vote Br (x) par la combinaison
convexe en coordonnées barycentriques o�u chaque angle correspond�a une classe de Y= f 1, . . . ,Qg. Les
coordonńees de Br (x) correspondent alors�a (Eh� r I (h(x) = 1), . . . ,Eh� r I (h(x) = Q)) .

o�u M r
P et M r 2

P sont respectivement les premier et second moments de lar -margeM r (x, y)
dé�nis par :

M r
P = E

(x,y)� D0
M r (x, y)

= E
(x,y)� P

�
E

h� r
I (h(x) = y) � max

c2Y,c6= y

�
E

h� r
I (h(x) = c)

��

= E
(x,y)� P

E
h� r

I (h(x) = y) � E
(x,y)� P

max
c2Y,c6= y

�
E

h� r
I (h(x) = c)

�
,

M r 2

P = E
(x,y)� P

(M r (x, y)) 2

= E
(x,y)� P

�
E

h� r
I (h(x) = y) � max

c2Y,c6= y

�
E

h� r
I (h(x) = c)

�� 2

.

Démonstration.Le résultat se prouve selon le même principe que la C-borne binaire,

voir annexe D.2.

Cette borne offre une relation pr écise entre l'erreur du vote de majorit é et celle du

classi�eur de Gibbs en ne mettant pas en jeu le nombre de classesQ. Cependant, �a

des �ns algorithmiques, la d érivation d'un algorithme de type MinCq (section 3.4 du

chapitre 3) ou P-MinCq (chapitre 4) n'est pas aussi simple qu'en classi�cation binaire.

En effet, en pratique, la mise en œuvre des astuces de MinCq est rendue dif�cile, voir

impossible, �a cause des termes maxc2Y,c6= y E
h� r

I (h(x) = c). Nous énonçons dans la suite

les approches liées aux relaxations présent́ees pŕecédemment.

Ainsi, �a l'aide la d é�nition 5.4 de la r -force et selon le même principe que la

démonstration de la C-borne on obtient la relation suivante :



5.3. Bornes sur le risque du vote de majorit é r -pondéré 119

Théor�eme 5.5 Pour toute distributionr sur une classe de fonctionsH et pour toute distribution P

sur X � Y, tel que8c 2 Y, Sr
P(c) > 0 on a :

R(Br ) �
Q

å
c= 1

Pr
(x,y)� P

(Sr (c, (x, y)) � 0) � F r
P ,

o�u :

F r
P =

Q

å
c= 1

Var (x,y)� P (Sr (c, (x, y)) )

Var (x,y)� D0 (Sr (x, y, c)) � E(x,y)� P (Sr (c, (x, y)) )2

=
Q

å
c= 1

 

1 �

�
Sr

P(c)
� 2

Sr 2

P (c)

!

,

o�u Sr
P(c) et Sr 2

P (c) sont respectivement les premier et second moments de lar -force de la classe

c et sont d́e�nis par :

Sr
P(c) = E

(x,y)� P
Sr (c, (x, y))

= E
(x,y)� P

�
E

h� r
I (h(x) = y) � E

h� r
I (h(x) = c)

�

= E
(x,y)� P

E
h� r

I (h(x) = y) � E
(x,y)� D0

E
h� r

I (h(x) = c)

Sr 2

P (c) = E
(x,y)� P

(Sr (x, y, c))2

= E
(x,y)� P

�
E

h� r
I (h(x) = y) � E

h� r
I (h(x) = c)

� 2

Démonstration.Provient de l'in égalité 5.21.

Cette relation ne contient plus de terme li é au calcul d'un maximum, mais d épend ex-

plicitement du nombre de classes Q. Elle peut être vue comme une somme de C-borne

pour chaque classe. Ainsi, un inconvénient pratique est qu'il faut r ésoudre conjoin-

tement Q probl �emes de minimisation de type MinCq et rend complexe la d érivation

d'un algorithme simple.

Finalement, la borne li ée �a la w-perte est :

Théor�eme 5.6 Pour toute distributionr sur la classe de fonctionsH et tout domaine P sur X� Y,

si E
(x,y)� P

�
E

h� r
I (h(x) = y) � w

�
> 0, alors :

` r
P(w) � Wr

P,
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o�u Wr
P estégal�a :

Wr
P =

Var (x,y)� P

�
E

h� r
I (h(x) = y) � w

�

E(x,y)� P

�
E

h� r
I (h(x) = y) � w

� 2

= 1 �

�
E

(x,y)� P

�
E

h� r
I (h(x) = y) � w

�� 2

E
(x,y)� P

�
E

h� r
I (h(x) = y) � w

� 2 . (5.27)

Démonstration.Voir annexe D.3.

Puisque le terme E
(x,y)� P

�
E

h� r
I (h(x) = y) � w

�
est linéaire, la dérivation d'un algo-

rithme de type MinCq est plus ais ée : on peut facilement �xer le num érateur et minimi-

ser le dénominateur de la borne (5.27). Cependant, les exṕerimentations pr éliminaires

que nous avons menées (en faisant varier la valeur de w) ne nous permettent pas en-

core d'être plus performant qu'un SVM multiclasse. D'une part, le terme lin éaire ne

capture pas suf�samment bien l'information n écessaire �a une classi�cation correcte.

D'autre part, les garanties de consistance de MinCq font appel �a un ensemble auto-

complémenté de votants permettant de s'affranchir du terme de complexit é KL(r kp ).
En classi�cation multiclasse, nous n'avons pas encore réussi �a dé�nir la notion d'auto-

complémentation.

5.4 Synth �ese

Dans ce chapitre, nous avons propośe une analyse PAC-Baýesienne originale pour le

probl �eme de la classi�cation multiclasse.

La premi �ere contribution repose sur la matrice de confusion utilis ée comme une me-

sure de risque. Mix ée avec la norme oṕerateur sur les matrices, nous avonsété capable

de prouver, dans le th éor�eme 5.1, une borne en généralisation PAC-Bayésienne sur

la “taille” de la matrice de confusion du classi�eur de Gibbs. L'id ée est que plus la

norme est faible, plus le mod �ele appris sera pertinent pour la t âche considérée. La

dérivation de notre r ésultat tire béné�ce d'une in égalité de concentration proposée

par [Tropp, 2011] sur la somme de matrices aléatoires auto-adjointes, que nous avons

adaptée �a des matrices carŕees non auto-adjointes. Un point int éressant est que la

borne dépend de la valeur minimale m� d'exemples d'apprentissage appartenant �a

une même classe, pour un nombre de classes �xé. Si cette valeur augmente, autrement

dit, si le nombre d'exemple d'apprentissage augmente, alors la matrice de confusion

du classi�eur de Gibbs tend �a se rapprocher de sa valeur réelle. Sim� est petit, alors on

voit appara �̂tre le d éfaut de ce résultat : si une classe est tr�es minoritairement pr ésente,

la borne va se dégénérer. De plus, la borne dépend du nombre de classes, cependant,

notons que de récents ŕesultats sur les matrices aĺeatoires proposent des inégalités de
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concentration ind épendantes de la dimension des matrices (c'est-�a-dire du nombre de

classes lorsque l'on parle de la matrice de confusion). Nous devrions pouvoir am éliorer

notre borne en appliquant le r ésultat de [Hsu et al., 2012].

Alors que la premi �ere contribution se focalise sur le classi�eur de Gibbs, la seconde

explicite diff érents liens qui existent entre classi�eur de Gibbs et vote de majorit é r -

pondéré dans le cadre multiclasse. Nous avons, d'une part, prouv é que la relation

triviale repose sur un facteur multiplicateur égal au nombre de classes et, d'autre part,

généralisé la C-borne. Cependant, �a ce stade, nous n'avons pu dériver d'algorithme

�a l'image de MinCq qui minimise la C-borne en classi�cation binaire. Nous aime-

rions donc généraliser la notion d'auto-compl émentation de l'ensemble d'hypoth �eses

au multiclasse, mais aussi proposer une mesure de marge/con�ance �a la fois simple

�a manipuler et riche en expressivit é. Une stratégie envisagée serait de s'orienter vers

l'utilisation des codes correcteurs d'erreurs 6 [Peterson et Jr.,1972].

Dans cette partie, nous nous sommes focaliśes sur l'apprentissage de votes de majorité

pondérés sur un ensemble de votants avec l'approche PAC-Baýesienne dans le cadre

classique de la classi�cation supervis ée binaire, puis multiclasse. Les contributions de

la partie suivante se placent, quant �a elles, dans le contexte de l'adaptation de do-

maine pr ésent́e dans le chapitre 2 pour lequel on suppose que les distributions des

données de test et d'apprentissage sont différentes. Pour ce faire, nous allons mettre

de côté, le temps d'un chapitre, l'analyse PAC-Bay ésienne pour étudier le probl �eme

de l'adaptation de domaine lorsque l'on veut apprendre un vote de majorit é sur un

ensemble de similarit és (e,g,t )-bonnes (présent́ees en section1.4.3, en chapitre 1). En-

�n, nous retournerons �a la théorie PAC-Bayésienne en d́erivant la premi �ere analyse

PAC-Bayésienne pour probl �eme de l'adaptation de domaine.

6. ECOC : Error-Correcting Output Codesen anglais.
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6.4.1 Dé�nir une fonction de similarit é (e,g,t )-bonne . . . . . . . . . . . . . . . .139

6.4.2 Protocole expérimental . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .140

6.4.3 Probl �eme jouet synthétique . . . . . . . . . . . . . . . . . . . . . . . . . . . .141

6.4.4 Classi�cation d'images . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .146

6.5 Synth �ese . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .153

L a partie pr écédente se positionnait dans le cadre usuel de la classi�cation su-

pervisée o�u les données d'apprentissage sont repŕesentatives des donńees �a

traiter. Cependant, dans de nombreuses applications, cette hypoth�ese idéale

ne peut être véri� ée. Dans de telles situations, une des strat́egies vise �a adapter un

classi�eur d'un domaine source vers un domaine cible diff érent, comme présent́e dans

le chapitre 2. Dans ce chapitre, nous énonçons notre premi �ere contribution en adap-

tation de domaine. Elle s'inscrit dans la cat égorie des methodes de recherche d'un

espace de repŕesentation commun et pertinent pour les deux domaines. L'id ée est

d'utiliser le cadre offert par les fonctions de similarit é (e,g,t )-bonnes proposé par

125
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[Balcan et al., 2008a, Balcanet al., 2008b] et pr ésent́e en section1.4.3 du chapitre 1. Plus

pr écisément, nous travaillons sur le f R-espace de projection, d́e�ni par les similarit és

K(�, x0
j ) aux points raisonnables d'un ensemble R = f (x0

j )g
r
j= 1. Pour rappel cet espace

est dé�ni par :

f R :

(
X ! R r

x 7! (K(x, x0
1), . . . ,K(x, x0

r ))
> .

En utilisant la �exibilit é de ce cadre, notre ḿethode construit un espace o�u les

domaines source et cible sont proches tout en gardant de bonnes garanties en

généralisation sur le domaine source. Ceci est réalisé �a l'aide d'une repond ération des

similarit és, contrôlée par un terme de régularisation, pour rapprocher les exemples

sources des exemples cibles. Notre premi�ere contribution, d écrite en section 6.1, s'ins-

crit dans le contexte de l'adaptation de domaine non supervis ée, c'est-�a-dire sans

étiquette cible, et requiert des couples d'exemples source-cible non étiquetés �a rap-

procher. Lorsque ces couples ne sont pas connus, cette approche souffre de la dif�cult é

de leur choix et requiert une étape de paramétrisation basée sur le principe de la valida-

tion inverse pr ésent́ee en section2.3.3 du chapitre 2. Cette méthode étant tr �es côuteuse,

nous proposons une approche itérative, en section 6.2, a�n de diminuer le co ût de la

recherche des couples. Dans un second temps, en section6.3, nous étendons cette ap-

proche au cadre de l'adaptation de domaine semi-supervis ée en autorisant l'utilisation

de quelques étiquettes cibles. En�n nous exp érimentons les deux approches en section

6.4. Au del �a de ces aspects purement techniques, l'int́erêt de cette contribution est de

proposer une approche permettant de rapprocher les distributions marginales tout en

optimisant l'erreur sur le domaine source ce qui, en g énéral, se réalise en deux étapes

distinctes.

Les travaux de ce chapitre ont été publi és dans le journal KAIS [Morvant et al., 2012b],

dans les conf́erences ICDM 2011[Morvant et al., 2011c], CAp 2011[Morvant et al., 2011a]

et CAp 2012 [Morvant et al., 2012a], ainsi que dans le workhop SIMBAD 1 2011

[Morvant et al., 2011b]. Il a de plus donn é lieu �a une communication scienti�que

au workshop de NIPS 2011Domain Adaptation Workshop2.

6.1 DASF : un algorithme d 'adaptation de domaine non super -

vis ée

Pour commencer, nous rappelons quelques notations.

6.1.1 Rappel du cadre de l'adapation de domaine non supervis ée

Soit X 2 Rd l'espace de description des données et Y = f� 1;+ 1g l'ensemble

d' étiquettes. En adaptation de domaine non supervis ée, on note PS le domaine source

1. Similarity-Based Pattern Analysis and Recognition, http://www.dais.unive.it/ ˜ simbad/2011/ .
2. https://sites.google.com/site/nips2011domainadap/home .
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et PT le domaine cible sur X � Y (DS et DT étant les distributions marginales sur X

respectives). On poseS = f (xs
i , ys

i )g
ms

i= 1 l' échantillon d'apprentissage étiqueté source

constitué de ms exemples tirés i.i.d. selon PS, Su = f xs
i g

ms
u

i= 1 l' échantillon d'apprentis-

sage non étiqueté source constitué de ms
u exemples tirés i.i.d. selon DS et Tu = f xt

i g
mt

u
i= 1

l' échantillon d'apprentissage non étiqueté cible constitué de mt
u exemples tirés i.i.d.

selon DT. Étant donnée une classe d'hypoth�esesH de X vers Y, l'objectif est de trou-

ver l'hypoth �ese minimisant l'erreur sur le domaine cible RPT (�), sachant que les seules

informations d' étiquetage accessibles sont issues du domaine source.

Pour répondre �a cette tâche, les bornes d'adaptation de domaine énoncées dans les

théor�emes3 2.3 et 2.5 du chapitre 2 indique que l'erreur r éelle sur le domaine cible

est bornée par la somme de trois termes : (a) l'erreur r éelle sur le domaine source, (b)

la divergence entre les distributions marginales et ( c) un terme explicitement li é aux

étiquettes sources et cibles. Nous rappelons que l'intuition port ée par ces bornes est la

suivante : en supposant que (c) soit faible ou n égligeable, c'est-�a-dire qu'il existe un lien

étroit entre les deux domaines, nous voulons trouver un espace commun dans lequel

la H -divergence entre les distributions marginales est faible ( b), c'est-�a-dire qu'elles

tendent �a être indiscernables, tout en montrant de bonnes performances sur le do-

maine source (a). Nous nous focalisons sur la borne (2.2) du th éor�eme 2.3 et suivons

cette intuition en exploitant les sp éci�cit és et la �exibilit é de l'espace de projection

explicite de la th éorie de [Balcan et al., 2008a, Balcanet al., 2008b] pour combiner des

fonctions de similarit é (e,g,t )-bonnes (section 1.4.3, chapitre 1). Concr�etement, nous

co-régularisons l'apprentissage du classi�eur-SF �a la lumi �ere de l'information port ée

par l' échantillon cible Tu a�n de minimiser ( a) et (b). Nous rappelons que résoudre

le probl �eme4 (1.14) d'apprentissage d'un classi�eur-SF �a partir de fonctions de simi-

larit é (e,g,t )-bonnes sur le domaine source permet d'apprendre un classi�eur lin éaire

performant sur le domaine source. Ce classi�eur est appris dans le f R-espace de pro-

jection dé�ni explicitement par les similarit és �a l'ensemble des points raisonnables

R. Ce processus implique alors une minimisation naturelle de ( a). Pour minimiser la

H -divergence (b) entre les marginales DS et DT, nous cherchons une fonction de pro-

jection f R(�) pour rapprocher DS et DT tout en gardant de bonnes performances sur le

domaine source, c'est-�a-dire une valeur de (a) raisonnable. C'est ici qu'appara �̂t la co-

régularisation : elle va aider �a la sélection de points raisonnables pertinents pour notre

objectif. Nous repond érons alors la fonction de similarit é, en se basant sur le classi�eur

3. Nous rappelons la forme des bornes d'adaptation pour la classi�cation binaire, pour tout h 2 H :

RPT (h) � RPS(h) + 1
2dH (DS, DT) + n. (eq. (2.2), théor�eme 2.3)

RPT (h) � RDS(h�
S, h) + dH (DS, DT) + u. (eq. (2.3), théor�eme 2.5)

4. Nous rappelons la formulation du probl �eme (1.14) énoncé en section1.4.3, chapitre 1 :

8
>>><

>>>:

min
a

1
m

m

å
i= 1

`hinge(h(xi ), yi )) + l kak1,

avec `hinge(h(xi ), yi )) =
h
1 � yi

r

å
j= 1

ajK(xi , x0
j )

i

+
.

(1.14)
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lin éaire a 2 R jRj appris, pour induire un nouvel espace. Dans cette section, puisque

nous supposons l'information sur les étiquettes cibles non disponible, le dernier terme

(c) reste dif�cile �a diminuer. Cependant, nous allons proposer une m éthode heuristique

tirant partie d'un processus de validation inverse pour essayer de le contr ôler.

6.1.2 Le probl �eme d'optimisation

Résoudre le probl �eme (1.14) pour apprendre un classi�eur-SF revient �a minimiser em-

piriquement l'erreur source et permet de d é�nir un espace de projection appropri é

pour le domaine source. En effet, les points raisonnables non pertinents ne seront

pas considérés : un poids nul leur est affecté dans la solution a. �A partir de la no-

tion de H -divergence de la dé�nition 2.4 du chapitre 2, nous proposons un terme de

régularisation additionel pour forcer le mod �ele �a renvoyer des sorties similaires pour

des couples de points source-cible. Ceci tend �a diminuer la H -divergence entre les dis-

tributions marginales DS et DT. Cette idée n'est pas sans rappeler l'intuition port ée par

la notion d'algorithme robuste [Xu et Mannor, 2010, Xu et Mannor, 2012] pr ésent́e en

section 1.3.4, chapitre 1 : “if a testing sample is similar to a training sample then the testing

error is close to the training error”. Nous rappelons qu'en apprentissage supervisé, pour

dériver des garanties en généralisation selon la robustesse, il suf�t de s'assurer que

pour un point de test proche d'un point d'apprentissage de m ême étiquette, alors la

diff érence entre les fonctions de perte assocíees �a chacun des points est faible. Intuiti-

vement, nous considérons les points sources comme les points d'apprentissage et les

points cibles comme les points de test. Ainsi, l'id ée est de co-ŕegulariser l'apprentissage

a�n de rapprocher des couples de points source-cible et de rendre indiscernables les

échantillons source Su et cible Tu.

En considérant la fonction de perte hinge utilis ée par le probl �eme (1.14), pour tout

mod �ele h appris et tout couple (xs, xt ) de points source et cible �a rapprocher et supposés

de même classey, nous construisons le terme de co-régularisation de sorte qu'il majore

l' écart entre les pertes :

�
� `hinge(h, (xs, y)) ) � `hinge

�
h, (xt , y)

� �
� =

�
�
�
�
�
�

"

1 � y
r

å
j= 1

ajK(xs, x0
j )

#

+

�

"

1 � y
r

å
j= 1

ajK(xt , x0
j )

#

+

�
�
�
�
�
�
.

Puisque la perte hinge est 1-lipschitzienne (j [X ]+ � [Y]+ j � jX � Yj), alors :

�
� `hinge(h, (xs, y)) ) � `hinge

�
h, (xt , y)

� �
� �

�
�
�
�
�

r

å
j= 1

aj

�
K(xs, x0

j ) � K(xt , x0
j )

�
�
�
�
�
�

�
r

å
j= 1

�
�
�aj

�
K(xs, x0

j ) � K(xt , x0
j )

� �
�
�

=


 (f R(xs)

>
� f R(xt )

>
) diag(a)





1
. (6.1)

o �u diag (a) est la matrice diagonale de diagonale a. La minimisation du terme de la

ligne (6.1) va amener �a la sélection de points raisonnables permettant de rapprocher xs

et xt dans le f R-espace de projection, par conśequent tendant �a diminuer la divergence

entre les distributions marginales.
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�A ce stade, nous supposons que les couples de points(xs, xt ) �a rapprocher sont connus.

Nous expliquerons en section 6.2.1 comment les choisir lorsqu'ils sont inconnus. On

pose CST � Su � Tu l'ensemble de ces couples de points non étiquetés. Le nouveau

terme de régularisation, pond éré par un param �etre b est alors intégré au probl �eme

(1.14) pour tous les couples de CST. Soit R = f x0
jg

r
j= 1 un ensemble de r landmarks

et S = f (xs
i , ys

i )g
ms

i= 1 l' échantillon d'apprentissage de ms exemples sourcesétiquetés,

notre probl �eme d'optimisation d'adaptation de domaine non supervis é correspond au

programme lin éaire suivant :

8
>>>><

>>>>:

min
a

F(a)=
1

ms

ms

å
i= 1

`hinge(h(xs
i ), ys

i )+ l kak1+ b å
(xs,xt )2CST




�
f R(xs)

>
� f R(xt )

>
�

diag(a)




1
,

avec `hinge(h(xs
i ), ys

i ) =

"

1 � ys
i

r

å
j= 1

ajK(xs
i , x0

j )

#

+

.

(6.2)

Ce programme lin éaire convexe peut être résolu �a l'aide de ms variables de relache-

ments 5 pour exprimer la perte hinge. Dans ce cas l �a, le programme aura O(ms + r)
variables et O(ms � r) contraintes.

6.1.3 Étude th éorique de l'algorithme

Nous proposons dans cette section une étude de la parcimonie et de la capacité en

généralisation du probl �eme (6.2).

Pour espérer une bonne adaptation de domaine, comme notre terme de co-

régularisation est dé�ni par l'ensemble de couples CST et qu'il contribue �a trouver

un espace de projection appropri é, CST doit porter de l'information. C'est pourquoi,

nous devons supposer la propri été suivante sur les coordonnées des points de CST

dans le f R-espace :

8x0
j 2 R, max

(xs,xt )2CST

�
�
�K(xs, x0

j ) � K(xt , x0
j )

�
�
� > 0. (6.3)

En d'autres termes, pour chaque coordonnéesx0
j dans le f R-espace, il existe au moins

une coordonnée informative, c'est- �a-dire un couple de points dont les similarit és

K(�, x0
j ) diff �erent. En adaptation de domaine, les domaines étant a priori diff érents, cette

hypoth �ese est tout �a fait raisonnable.

Analyse de la parcimonie

Le terme de régularisation kak1 de norme 1 issu du probl �eme (1.14) implique une

parcimonie naturelle [Mairal, 2010] du classi�eur-SF appris. Notre probl �eme (6.2) com-

porte un terme suppl émentaire �a prendre en compte pour l'analyse. Le lemme suivant

permet de considérer l'in�uence de ces deux termes.

5. Slack variableen anglais.
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Lemme 6.1 Pour tous les hyperparam�etresl > 0 et b > 0, et pour tout ensemble de couplesCST, on

pose :

BR = min
x0

j 2 R

�
max

(xs,xt )2CST

�
�
�K(xs, x0

j ) � K(xt , x0
j )

�
�
�

�
.

Si a� est la solution optimale du probl�eme(6.2), alors on a :

ka� k1 �
1

bBR + l
.

Démonstration.Voir annexe E.1.

Ce lemme montre que la parcimonie du classi�eur appris d épend des hyperparam�etres

l , b et de la quantit é BR, quantit é liée �a la distance entre les points des couples de

CST dans le f R-espace (BR est le minimum des d éviations maximales des coordonnées

des points d'une m ême couple). Nous pouvons l'interpr éter de la mani �ere suivante :

plus les distributions marginales DS et DT sont éloignées, plus la tâche est dure et

plus BR tend �a cro�̂tre, impliquant alors une plus forte parcimonie. En effet, plus le

classi�eur est parcimonieux, plus l'espace de projection d é�ni est petit, c'est- �a-dire avec

moins de coordonnéesK(�, x0) : on tend �a rapprocher les instances sources et cibles plus

facilement et avec moins de contraintes. Notons que cette caract́eristique peut sembler

en contradiction avec l'intuition qui consiste �a essayer de trouver un espace le plus

expressif possible permettant d'effectuer la t âche d'adaptation. En fait, l'id ée est de

considérer un f R-espace de projection suf�samment informatif d é�ni �a partir de points

raisonnables diversi� és, puis de rapprocher les distributions en r éduisant cet espace.

Bornes en généralisation

Nous rappelons que dans le contexte usuel de l'apprentissage supervisé, la robustesse

d'algorithme [Xu et Mannor, 2010, Xu et Mannor, 2012] (section 1.3.4, chapitre 1) rév�ele

deux avantages : la prise en consid́eration des termes de régularisation dans la borne

et l' étude de contextes non standard tels que l'adaptation de domaine. En gardant

�a l'esprit que la robustesse d'algorithmes dans le cadre de l'adaptation de domaine

est pertinente, nous proposons de dériver une borne de robustesse sur le risque cible

de notre algorithme en consid érant la H -divergence de la borne d'adaptation de do-

maine du th éor�eme 2.3 plus adapt ée �a notre cadre. Tout d'abord, nous prouvons que

notre probl �eme d'optimisation ( 6.2) est robuste sur le domaine source, puis nous en

déduisons une borne en généralisation pour le domaine cible.

Théor�eme 6.1 Soit (X, $) un espace ḿetrique compact, K(�, �) est une fonction de similarité (e,g,t )-
bonne continue en son premier argument etH la classe des classi�eurs-SF. Soit les hy-

perparam�etres b > 0, l > 0, l'ensemble des landmarks R et un ensemble de couples

CST tel que BR > 0. Si l'échantillon d'apprentissage source S est un ensemble de ms

exemples i.i.d. selon le domaine source PS, alors notre probl�eme(6.2) est
�

2Mh, Nh

bBR+ l

�
ro-

buste sur le domaine source PS, o�u h > 0, Mh est le nombre deh-couvertures de X et

Nh = max
(xs

a,xs
b)� (DS)2

$(xs
a,xs

b)� h



 f R(xs

a)
>

� f R(xs
b)

>




¥
.
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Démonstration.Voir annexe E.2.

Dans notre cas, la fonction de perte hinge `hinge(�, �) est majorée par une constante not́ee

`UP. Par souci de lisibilit é, nous supposerons que `UP = 1 (ce qui n'est pas véri� é en

général, mais qui peut facilement être obtenu via une étape de normalisation lorsque

K(�, �) et les aj sont bornés). On dérive alors du th éor�eme 1.4 la borne en généralisation

suivante sur l'erreur source r éelle.

Théor�eme 6.2 Avec les m̂emes notations que celles du théor�eme6.1, si h 2 H est le classi�eur appris

�a partir de S en ŕesolvant le probl�eme(6.2), alors pour toutd 2 (0, 1], avec une probabilité d'au

moins1 � d sur le choix de l'́echantillon aĺeatoire S� (P)m, on a :

RPS(h) � R
`hinge

PS
(h)

� R
`hinge

S (h) +
Nh

bBR + l
+

s
4Mh ln 2 + 2 ln 1

d

ms .

Démonstration.D'apr �es le théor�eme 6.1, le probl �eme (6.2) est
�

2Mh, Nh

bBR+ l

�
robuste

sur le domaine source PS, le résultat est alors obtenu directement en appliquant le

théor�eme 1.4.

Ce résultat nous permet de prouver la borne en g énéralisation pour notre approche

d'adaptation de domaine non supervis ée

Théor�eme 6.3 Si S= f (xs
i , ys

i )g
ms

i= 1 est unéchantillon d'exemples i.i.d. selon le domaine source PS,

si H est l'espace des classi�eurs-SF, et si h2 H est le classi�eur-SF appris�a partir de S en

résolvant le probl�eme(6.2), alors pour toutd 2 (0, 1], avec une probabilité d'au moins1 � d

sur le choix de l'́echantillon aĺeatoire S� (P)m, on a :

RPT (h) � R
`hinge

PT
(h)

� R
`hinge

S (h) +
Nh

bBR + l
+

s
4Mh ln 2 + 2 ln 1

d

ms + 1
2dH (DS, DT) + n,

o�u n est l'erreur jointe optimale sur les domaines,1
2dH (DS, DT) est laH -divergence entre les

distributions marginales.

Démonstration.La preuve est directe depuis les théor�emes2.3 et 6.2 : la borne est obte-

nue en combinant les résultats de robustesse et d'adaptation de domaine.

Rappelons que les théor�emes 2.1 et 2.2 du chapitre 2 offrent des garanties en

généralisation sur l'estimation de 1
2dH (DS, DT) par sa version empirique 1

2dH (Su, Tu) �a

l'aide respectivement de la VC-dim. et de la complexit é de Rademacher. Dans la borne

du th éor�eme précédent 1
2dH (DS, DT) et n mesurent la divergence entre les domaines

ainsi que la capacité d'adaptation de H . R
`hinge

S (h) correspond au risque empirique me-

suré sur S l' échantillon d'apprentissage source. La constante Nh

bBR+ l dépend clairement

des termes de ŕegularisations et de Nh. Ce dernier peut être aussi petit que désiré6,

6. En choisissanth faible et par continuit é de la fonction K(�, �) sur son premier argument.
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il impliquera alors une croissance de Mh. La borne poss�ede un taux de convergence

classique enO(1/
p

m). Une valeur élevée deb, l ou BR, signi�e que les domaines sont

éloignés. Dans notre approche, les termes1
2dH (Su, Tu) et R

`hinge

S (h) sont minimis és par la

résolution du probl �eme (6.2). Nous pr ésentons dans la section suivante, notre ḿethode

de sélection des hyperparam�etres permettant de garder ces deux termes faibles puis

nous introduisons une heuristique nous permettant de faire d écrô�tre une estimation

du terme n.

6.1.4 Classi�eur inverse et validation des hyperparam �etres

Un point crucial pour tout algorithme est le choix des diff érents hyperparam�etres.

Pour notre approche, ces hyperparam�etres sont l , b et CST. Pour les śelectionner nous

nous inspirons de la m éthode de validation inverse propos ée par [Zhong et al., 2010,

Bruzzone et Marconcini, 2010] et pr ésent́ee en section 2.3.3 du chapitre 2. L'id ée est

que le classi�eur, dit inverse, appris �a partir de donn ées cibles auto-́etiquetées par

le classi�eur courant doit montrer de bonnes performances sur les donn ées sources

lorsque les domaines sont proches. Nous adaptons cette validation inverse en deux

points et nous l'illustrons par la �gure 6.1. D'une part, elle doit convenir aux fonc-

tions de similarit é (e,g,t )-bonnes : la validation inverse est explicitement r éalisée dans

le f R-espace de projection. D'autre part, aucune information sur les étiquettes cibles

n'est disponible : le classi�eur inverse est uniquement appris �a partir de l'ensemble

cible auto-étiqueté. En effet, si les domaines sont suf�samment proches et reliés, alors

un tel classi�eur doit être ef�cace sur la t âche source [Bruzzone et Marconcini, 2010].

En d'autres termes, il doit être possible de passer d'un domaine �a un autre dans l'es-

pace de projection. Concr�etement, notre classi�eur inverse hr correspond au meilleur

classi�eur-SF appris avec le probl �eme 1.14 — dans le f R-espace de projection courant

— depuis l' échantillon cible cTu = f (xt , h(xt )) gxt 2 Tu
auto-étiqueté par le classi�eur h ap-

pris en r ésolvant notre probl �eme (6.2) (notons que si l'on dispose de vraies étiquettes

cibles, nous pouvons les prendre en compte).

Plus précisément, étant donnés k sous-ensembles de l'́echantillon source étiqueté

(S = [ k
i= 1Si ), un classi�eur h est appris depuis les k � 1 sous-ensemblesétiquetés et

l' échantillon cible non étiqueté en résolvant le probl �eme (6.2), puis le classi�eur inverse

assocíe hr est évalué sur le dernier k�eme sous-ensemble. Son erreur source empirique

correspond �a la moyenne des erreurs sur lesk sous-ensembles :

RS(hr ) =
1
k

k

å
i= 1

RSi (hr ).

Nous ajoutons �a cette approche un élément suppl émentaire pour essayer de contrôler

le dernier terme de la borne d'adaptation de domaine du th éor�eme 2.3 du cha-

pitre 2, présent dans notre borne en ǵenéralisation du th éor�eme 6.3. Nous rappe-

lons que le terme n, l'erreur jointe d é�nie par n = RPS(h� ) + RPT (h� ) avec h� =
argmin h2H (RPS(h) + RPT (h)) , peut être assocíee �a la capacité d'adaptation de notre

classe d'hypoth �eses H dans le f R-espace de projection. Contrôler ce terme pour



6.2. Simpli�cation de la recherche de l'espace de projection par une pond ération it érative 133
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Figure 6 .1 – Le processus de validation inverse dans lef R-espace de projection.Étape1 : Apprendre le
classi�eur h en ŕesolvant le probl�eme(6.2). Étape2 : Auto-étiqueter l'́echantillon cible avec h.́Etape3 :
Apprendre le classi�eur inverse hr avec le probl�eme(1.14) �a partir de l'́echantillon cible auto-étiquet́e.
Étape4 : Évaluer hr sur l' échantillon source.

sélectionner les hyperparam �etres pertinents nous semble judicieux. Cependant, aucune

information sur le domaine cible n'est disponible, nous ne pouvons donc pas le calcu-

ler. Puisque h� est clairement relié �a la capacité de passer d'un domaine �a un autre, nous

estimons n �a l'aide du classi�eur inverse hr . Concr�etement, �a chaqueétape de validation

inverse, nous divisons en deux l' échantillon cible auto- étiqueté cTu = f (xt
i , h(xt

i )) gmt
u

i= 1 :

hr est appris depuis la premi �ere puis testé sur la seconde, cettéevaluation nous donnant

une estimation de l'erreur cible de hr . En rappelant que l'erreur source de hr est estimée

sur le sous-ensemble courant, l'erreur RS(hr ), respectivement RcTu
(hr ), correspond �a la

moyenne sur les k sous-ensembles de l'estimation de l'erreur source, respectivement

de l'erreur cible, de hr . L'estimation de n que nous considérons est :

n̂ = RS(hr ) + RcTu
(hr ), (6.4)

o �u RcTu
(hr ) est évalué sur l' échantillon cible auto- étiqueté cTu. Motiv és par la minimi-

sation de la borne d'adaptation de domaine, les hyperparam �etres śelectionnés corres-

pondent �a ceux assocíes au n̂ minimal.

6.2 Simplification de la recherche de l 'espace de projection par

une pond ération it érative

L'un des termes les plus coûteux �a estimer par la méthode précédente est l'ensemble

des couples CST. En effet, il d épend généralement de la tâche considérée. Lorsqu'il est

inconnu, nous devons le calculer. N éanmoins, aucuneétiquette cible n' étant disponible,

le couplage de points sources �a des points cibles de même classe est donc dif�cile a
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priori. Une solution est alors de tester tous les couplages possibles�a l'aide de la vali-

dation inverse. Les expériences meńees dans un tel contexte n'ont cependant produit

aucun résultat en un temps raisonnable. Pour contourner cette dif�cult é, nous propo-

sons une approche itérative basée �a la fois sur la sélection d'une quantit é limit ée de

couples et sur une pondération des similarit és telle que la distance entre les domaines

reste faible. Le crit �ere d'arr êt de notre approche utilise l'estimation de l'erreur jointe

optimale n̂ pr écédemment introduit.

6.2.1 Sélectionner les couples CST

�A une it ération donn éeˆiˆt, nous sélectionnons deux sous-ensemblesUS � Su et UT � Tu

de même tailles �a l'aide du classi�eur inverse hr
ˆiˆt� 1

issu de l'it ération pr écédente et

assocíe au classi�eur hˆiˆt� 1 appris. Ils correspondent aux exemples pour lesquels hr
ˆiˆt� 1

est le plus con�ant : pour lesquels la marge est grande. Soit N 2 N et soit dH
S , dH

T , dL
S,

dL
T un ensemble de param�etres positifs, US et UT tels que jUSj = jUT j � N sont dé�nis

par :

US =
�

xs 2 Su :
�
�
�hr

ˆiˆt� 1(xs)
�
�
� > dH

S OU
�
�
�hr

ˆiˆt� 1(xs)
�
�
� < dL

S

	
,

et UT =
�

xt 2 Tu :
�
�
�hr

ˆiˆt� 1(xt )
�
�
� > dH

T OU
�
�
�hr

ˆiˆt� 1(xt )
�
�
� < dL

T

	
.

US et UT sont alors utilis és pour construire un couplage biparti CST � US � UT minimi-

sant la distance euclidienne dans le nouvel f R
ˆiˆt

-espace de projection trouvé �a l'it ération

ˆiˆtdu processus itératif (d écrit dans la section 6.2.2 suivante). Ce probl �eme de couplage

biparti particulier peut- être résolu en temps polynomial par le programme quadratique

suivant. 8
>>>>>>>>>>><

>>>>>>>>>>>:

min
c st

1� s�j USj
1� t �j UT j

å
(xs,xt )2US� UT

c st



 f R

ˆiˆt(xs) � f R
ˆiˆt(xt )





2

2

s.c. : 8(xs, xt ) 2 US � UT, c st 2 [0, 1],
8xs 2 US, å

xt 2UT

c st = 1,

8xt 2 UT, å
xs2US

c st � 1.

(6.5)

CST correspond alors aux couples de US � UT tels que c st = 1.

Ce probl �eme étant résolu �a chaque itération lors de l' étape de validation inverse, nous

limitons N pour que le calcul soit rapide et ef�cace 7. Dans cette situation, les valeurs

de dH
S , dH

T , dL
S, dL

T correspondent �a celles permettant de śelectionner les N premiers

éléments de chaque type.

6.2.2 Un nouvel espace de projection par pond ération it érative

Les landmarkssélectionnés8 en résolvant le probl �eme (6.2) dé�nissent un espace de

projection dans lequel les domaines tendent �a être proches. Nous proposons de ré-

7. Dans les exṕerimentations menées en section6.4, nous avons abitrairement posé N � 30.
8. Les landmarkssélectionnés sont ceux assocíes un aj non nul.
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utiliser les poids aj pour forcer le nouvel espace de projection �a rapprocher les distri-

butions : nous pond érons la fonction de similarit é selon a. Supposons qu'�a l'it ération

ˆiˆt, avec la fonction de similarit é Kˆiˆt(�, �) nous trouvons les nouveaux poids aˆiˆt. La fonc-

tion Kˆiˆt+ 1(�, �) est alors dé�nie en pond érant Kˆiˆt(�, �) vis- �a-vis de chacun des landmarks

x0
j 2 R tel que :

8x0
j 2 R, Kˆiˆt+ 1(x, x0

j ) = aˆiˆt
j Kˆiˆt(x, x0

j ).

Notons que nous appliquons une normalisation sur Kˆiˆt+ 1(�, �) pour assurer :

Kˆiˆt+ 1(�, �) 2 [� 1, 1]. Ceci peut donc être vu comme une contraction de l'espace a�n de

garder une H -divergence empirique faible entre les distributions marginales. En effet,

par construction, notre terme de co-r égularisation appliqu é �a l'it ération ˆiˆtcorrespond

exactement �a la minimisation de la distance k � k1 dans le nouvel f R
ˆiˆt+ 1

-espace assocíe

�a Kˆiˆt+ 1(�, �) :

8(xs, xt ) 2 CST,


 f R

ˆiˆt+ 1(xs)
>

� f R
ˆiˆt+ 1(xt )

>




1
=





�
f R

ˆiˆt(xs)
>

� f R
ˆiˆt(xt )

>
�

diag(al )




1
.

Ainsi, dans ce nouvel f R
ˆiˆt+ 1

-espace , les points de chacun des couples deCST restent

naturellement proches. La �gure 6.2 illustre cette proc édure, que nous itérons �a l' étape

ˆiˆt+ 1 dans le f R
ˆiˆt+ 1

-espace.

Notons que les pondérations possibles dépendent des diff érents hyperparam�etres dH/ L
S/ T

(li és �a CST) et l , b du probl �eme (6.2). Une bonne fonction de similarit é n'a besoin d'être

ni symétrique, ni semi-d é�nie positive. La pond ération reste valide si et seulement

si la nouvelle similarit é est encore suf�samment bonne sur le domaine source. Cette

qualit é peut être estimée enévaluant e, g et t de la dé�nition 1.11 sur S = f (xs
i , ys

i )g
m
i= 1

(respectivement notés ê, ĝ et t̂ ). En pratique, t̂ correspond au nombre de landmarks

sélectionnés par l'algorithme. En conséquence, la(ê,ĝ, t̂ )-qualit é empirique est évaluée

par :

ĝ =

8
<

:

gmax si argmax
gmax> 0

n
8(xs

i , ys
i ) 2 S, ys

i
r å r

j= 1 K(xs
i , x0

j ) � gmax

o
existe,

0 sinon.

ê =

8
>>><

>>>:

0 si ĝ > 0,�
�
�
�
�

n
(xs

i , ys
i ) 2 S :

ys
i

r

r

å
j= 1

K(xs
i , x0

j ) < 0
o

�
�
�
�
�

m
sinon.

Nous nous concentrons donc sur ceux offrant les meilleures (ê,ĝ, t̂ )-garanties.

Concr�etement, plus ĝ est grand et plus ê petit, plus les garanties sont élevées. Notons

qu'une une mauvaise similarit é impliquera une hausse importante de l'erreur source

espérée et ne sera donc pas śelectionnée par la validation inverse.

6.2.3 Crit �ere d'arr êt

Nous rappelons que l'erreur jointe n est assocíee �a la capacité d'adaptation dans l'es-

pace courant. Le contrôle de sa valeur au cours des itérations appara�̂t donc comme une

solution naturelle �a l'arr êt de l'algorithme. D'apr �es la section6.1.4, pour une it ération
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�
�

�

��
�

(a) Les points dans lef R
ˆiˆt

-espace,

jRj = 2.

� �

��
�

(b) Le couplage biparti associé

CST : une ligne repŕesente un

couple(xs, xt ).

� � �

�� �

(c) Les points dans le nouvel

f R
ˆiˆt+ 1

-espace apr�es la proćedure de

repond́eration.

Figure 6 .2 – Une itération ˆiˆtde DASF. Les points sources sont en vert (foncé) (pos.+ , neg. � ), les
points cibles (nońetiquet́es) sont les ronds orange (clair)

ˆiˆtdonnée, n̂ iˆtest évalué par n̂̂ iˆt= RS(hr
ˆiˆt

) + RcTu
(hr

ˆiˆt
), o�u hr

ˆiˆt
est le classi�eur inverse as-

socié �a hˆiˆtappris �a l'it ération ˆiˆt. Si n̂̂ iˆtaugmente entre deux it érations, le nouvel espace

construit n'est plus appropri é et l'espace pŕecédent est préféré.

Le processus s'arr̂ete donc �a l'it ération ˆiˆtsi le n̂̂ iˆt+ 1 suivant a atteint un point de conver-

gence ou a augment́e signi�cativement. Ce crit �ere assure l'arrêt de l'algorithme puisque

l'erreur jointe est positive et born ée par 0. L'algorithme 3 décrit l'algorithme de notre

méthode d'adaptation de domaine non supervis ée (DASF).

Algorithme 3 DASF : Domain Adaptation with Similarity Function

entr ée fonction de similarit é K(�, �), ensemble de landmarks R, échantillon source

étiqueté S, échantillon source non étiqueté Su, échantillon cible non étiqueté Tu

sortie classi�eur hDASF

h0(�)  sign

"
1

jRj

jRj

å
j= 1

K(�, x0
j )

#

K1  K

ˆiˆt 1

tant que Le crit �ere d'arr êt n'est pas véri� é faire

Sélectionner US � Su, UT � Tu avec hr
ˆiˆt� 1

CST  Résoudre le probl �eme (6.5)

aˆiˆt Résoudre le probl �eme (6.2) avec Kˆiˆtet CST

Kˆiˆt+ 1  Mise �a jour de Kˆiˆten fonction de aˆiˆt

Mise �a jour de R (en retirant les landmarks associés �a un poids aj nul)

ˆiˆt+ +
�n tant que

retourner hDASF(�) = sign

2

4 å
x0

j 2 R

al
jKˆiˆt(�, x0

j )

3

5
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6.3 SSDASF :extension de DASF �a l 'adaptation de domaine semi -

supervis ée

Jusque l�a, aucune étiquette cible n' était accessible. Dans certaines situations, il est ce-

pendant raisonnable de supposer qu'une petite quantit é d'étiquettes cibles sont dispo-

nibles. Dans ce contexte particulier d'adaptation de domaine semi-supervis ée, l'infor-

mation port ée par cesétiquettes cibles peut aider �a la recherche du classi�eur, ce qui

sera con�rm é empiriquement dans la section 6.4.

D'apr �es le cadre d'adaptation de domaine semi-supervisée proposé par

[Ben-David et al., 2010] et pr ésent́e dans la section 2.2.4 du chapitre 2, nous étendons

notre approche pour consid érer une combinaison lin éaire des risques empiriques

source et cible. Dans ce cas, l'́echantillon d'apprentisssage étiqueté est compośe d'un

échantillon S = f (xs
i , ys

i )g
ms

i= 1 de ms exemples sources étiquetés i.i.d. selon PS et un

échantillon T = f (xt
i , yt

i )g
mt

i= 1 de mt exemples cibles étiquetés i.i.d. selon PT. Soit

q 2 [0, 1] tel que mt = qm et ms = ( 1 � q)m impliquant que (S, T) soit constitu é de

m = mt + ms exemples étiquetés tels que mt � ms. Minimiser uniquement l'erreur

empirique cible RT(�) n'est pas la meilleure solution car T n'est pas représentatif de

PT.

En suivant l'id ée de [Ben-David et al., 2010] pr ésent́ee en section2.2.4, nous minimisons

la combinaison convexe des risques empiriques source et cible pŕesent́ee en adaptant

l' équation (2.5) �a la fonction de perte hinge :

k R
`hinge

T (h) + ( 1 � k) R
`hinge

S (h), (6.6)

o �u k 2 [0, 1] contrôle le compromis risque cible et risque source. Le risque réel pondéré

assocíe est :k R
`hinge

PT
(h) + ( 1 � k)R

`hinge

PS
(h).

Nous reformulons alors notre probl �eme d'optimisation pr écédent (6.2) pour prendre

en compte quelques étiquettes cibles. Étant donné (S, T) un échantillon de m exemples,

CST � Su � Tu un ensemble de couple et k 2 [0, 1], nous dé�nissons le probl �eme (6.7)

de minimisation suivant. L'algorithme it ératif global (SSDASF) est d́ecrit dans l'algo-

rithme 4.
8
>>>>>>>><

>>>>>>>>:

min
a

(1 � k)
1

ms

ms

å
i= 1

`hinge(h(xs
i ), ys

i ) + k
1

mt

mt

å
i= 1

`hinge
�
h, (xt

i , yt
i )

�
+ l kak1

+ ( 1 � k) b å
(xs,xt )2CST





�
f R(xs)

>
� f R(xt )

>
�

diag(a)




1
,

avec `hinge(h(xi ), yi ) =

"

1 � yi

r

å
j= 1

ajK(xi , x0
j )

#

+

.

(6.7)

Alors que le probl �eme non supervisé (6.2) se focalise uniquement sur la minimisa-

tion du risque empirique source, le probl �eme (6.7) minimise la combinaison convexe

des risques empiriques source et cible (́equation (6.6)) et peut être vu comme une

généralisation du probl �eme (6.2). En effet, un lien existe entre les deux probl �emes :

� si k = 0, aucune étiquette cible n'est utilis ée, nous revenons au probl�eme (6.2)

d'adaptation de domaine non supervis ée ;
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Algorithme 4 SSDASF :Semi-Supervised Domain Adaptation with Similarity Function

entr ée fonction de similarit é K(�, �), ensemble de landmarks R, échantillon étiqueté

source S, échantillon étiqueté cible T, échantillon source non étiqueté Su, échantillon

cible non étiqueté Tu

sortie classi�eur hSSDASF

h0(�)  sign

"
1

jRj

jRj

å
j= 1

K(�, x0
j )

#

K1  K

ˆiˆt 1

tant que le crit �ere d'arr êt n'est pas véri� é faire

Sélectionner US � Su, UT � Tu avec hr
ˆiˆt� 1

CST  Résoudre le probl �eme (6.5)

aˆiˆt Résoudre le probl �eme (6.7) avec Kˆiˆtet CST

Kˆiˆt+ 1  Mise �a jour Kˆiˆtselon aˆiˆt

Mise �a jour de R

ˆiˆt+ +
�n tant que

retourner hSSDASF(�) = sign

2

4 å
x0

j 2 R

aˆiˆt
j Kˆiˆt(�, x0

j )

3

5

� dans le cas contraire, si k = 1, nous tombons dans un cadre d'apprentissage

supervisé usuel pour lequel l' échantillon d'apprentissage est tir é selon PT. Dans

ce cas l�a, le théor�eme 1.4 de [Xu et Mannor, 2010] peut être prouv ée sur PT.

Nous adaptons l' étude de la parcimonie �a notre contexte d'adaptation de domaine

semi-supervisée.

Lemme 6.2 Pour tous les hyperparam�etresl > 0, b > 0, k 2 [0, 1] et pour tout ensemble de couples

CST, on pose :

BR = min
x0

j 2 R

�
max

(xs,xt )2CST

�
�
�K(xs, x0

j ) � K(xt , x0
j )

�
�
�

�
.

Si a� est la solution optimale du probl�eme(6.7), alors on a :

ka� k1 �
1

(1 � k)bBR + l
.

Démonstration.Même processus de preuve que pour le lemme6.1.

Ce lemme montre qu'avec des étiquettes cibles additionnelles, c'est-�a-dire (1 � k) <
1, la parcimonie du mod �ele induit tendra �a être moins forte que sans utilisation

d' étiquettes cibles.
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6.4 Expérimentations

Dans cette section, nous évaluons notre approche DASF, et son extension semi-

supervisée SSDASF, sur un probl�eme synthétique et une tâche réelle d'annotation

d'images. Premi �erement, nous présenterons en section 6.4.1 la fonction de simila-

rit é utilis ée. Plus précisément, nous proposons une heuristique pour modi�er en

amont l'espace de projection a�n d'obtenir une fonction de similarit é (e,g,t )-bonne,

ni symétrique, ni semi-d é�nie positive, pertinente pour une t âche d'adaptation de do-

maine. Puis en section6.4.2, nous introduisons le protocole g énéral de nos expériences.

Les résultats sur le jeu de données synthétiques sont présent́es en section6.4.3, ceux

pour la t âche de classi�cation d'images en section 6.4.4.

6.4.1 Dé�nir une fonction de similarit é (e,g,t )-bonne

Nous proposons ici d'introduire un pr é-traitement simple pour d é�nir une fonc-

tion de similarit é non symétrique et non SDP. D'apr �es le résultat théorique de

[Ben-David et al., 2010] (th éor�eme 2.3) le classi�eur appris doit être performant sur le

domaine cible mais aussi sur le domaine source. Ainsi, a�n d'aider �a l'adaptation sur le

domaine cible nous proposons de lier les domaines en considérant l'information port ée

par l'ensemble des échantillons. Concr �etement, nous considérons une fonction de simi-

larit é KST(�, �) construite en normalisant une fonction de similarit é donnée K(�, �) sur

l' échantillon non étiqueté ST = (Su, Tu) . Ce choix est clairement heuristique et notre

but est simplement d' évaluer l'int érêt de la normalisation d'une fonction de similarit é

pour les probl �emes d'adaptation de domaine. Rappelons que la dé�nition 1.11 indique

qu'une fonction de similarit é doit être (e,g,t )-bonne relativement �a un ensemble de

points raisonnables R. L'id ée est donc de la normaliser de sorte que chaque similarité

vis- �a-vis d'un landmarkx0
j de R ait une une moyenne de 0 et une variance unitaire sur

ST. Étant donnée une fonction de similarit é K(�, �) véri�ant la d é�nition 1.11, notre

fonction de similarit é normalisée KST est dé�nie par :

8x0
j 2 R, KST(., x0

j )=

8
>>>>>>>>><

>>>>>>>>>:

K(., x0
j ) � mx0

j

sx0
j

si � 1 �
K(., x0

j ) � m̂x0
j

ŝx0
j

� 1 ,

� 1 si
K(., x0

j ) � m̂x0
j

ŝx0
j

� � 1 ,

1 si 1 �
K(., x0

j ) � m̂x0
j

ŝx0
j

,

(6.8)

o �u m̂x0
j
est la moyenne empirique des similarit és �a x0

j sur ST :

8x0
j 2 R, m̂x0

j
=

1
jSTj å

x2ST

K(x, x0
j ),

et ŝx0
j
est l'estimateur non biais é empirique de la variance assocíee �a m̂x0

j
:

8x0
j 2 R, ŝx0

j
=

s
1

jSTj � 1 å
x2ST

�
K(x, x0

j ) � m̂x0
j

� 2
.
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