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Un algorithme génétique pour l’ordonnancement robuste : application au problème

du flow shop hybride

Résumé : La plupart des méthodes d’ordonnancement considèrent un environnement déter-
ministe où les données du problème sont connues. Néanmoins, en réalité, plusieurs sortes d’aléas
peuvent être rencontrées et l’ordonnancement robuste permet en tenir compte. Dans cette thèse,
notre intuition initiale est que, d’une part, un ordonnancement non robuste (déterministe) de-
viendra rapidement inefficace avec les incertitudes qu’un ordonnancement robuste, et d’autre
part, un ordonnancement robuste sera moins efficace qu’un ordonnancement non robuste en
l’absence d’incertitudes. Dans ce cadre, nous avons proposé un algorithme génétique pour l’or-
donnancement robuste. Un nouveau mécanisme de résolution et un nouveau critère de robustesse
permettant de trouver une solution de bonne performance et peu sensible aux incertitudes ont
été développés. Une phase expérimentale a été menée, d’une part, pour vérifier l’efficacité de
l’algorithme génétique pour l’ordonnancement déterministe, sans tenir compte des incertitudes,
et d’autre part, pour valider l’algorithme génétique pour l’ordonnancement robuste par la simu-
lation afin de juger la qualité de la robustesse face aux incertitudes. Nous avons intégré cette
approche de robustesse dans une démarche méthodologique générique intégrant des techniques
d’optimisation et de simulation pour l’aide au dimensionnement des systèmes de production basé
sur des ordonnancements robustes. Les différents modules de la démarche ont été développés sous
forme d’un outil d’aide au dimensionnement, dans le cadre d’un cas applicatif réel, celui du bloc
opératoire dans le secteur hospitalier.

Mots clés : Ordonnancement, robustesse, efficacité, algorithme génétique, optimisation-simulation,
dimensionnement, temps d’exécution incertain.

A genetic algorithm for robust scheduling : application of hybrid flow shop
scheduling problem

Abstract : Most of scheduling methods consider a determinist environment where the data
of the problem are known. Nevertheless, in reality, several kinds of risks can be considered and
the robust scheduling allows taking into account it. In this thesis, our initial assumption is that,
non-robust (deterministic) schedules will rapidly become inefficient with uncertainty, while robust
schedules, less efficient than the non-robust ones without any uncertainty, will not deteriorate as
fast as non-robust schedules do when uncertainty is introduced. In this context, we proposed a
genetic algorithm for a robust scheduling. We developed a new mechanism of resolution and a
new robustness criterion allowing to find a solution of good performance and little sensitive to
the uncertainties. A computational experiment has been performed, first, to verify the efficiency
of the genetic algorithm for deterministic scheduling, without taking uncertainties into account,
second, to validate the genetic algorithm for robust scheduling using simulation to evaluate
the robustness quality in front of uncertainties. We integrate this approach of robustness in a
methodological approach based on simulation-optimisation techniques for the help to the sizing
manufacturing systems based on robust scheduling. The various modules of this approach were
developed as a sizing and design-aided tool applied in a real application case : operating theatres
in the hospital sector.

Keywords : Scheduling, robustness, effectiveness, genetic algorithm, optimization-simulation,
sizing, uncertain processing times.
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Introduction générale

L’ordonnancement consiste à organiser, dans le temps, la réalisation des tâches compte

tenu des contraintes de temps et de ressources, afin d’optimiser un ou plusieurs objectifs.

Plusieurs méthodes d’ordonnancement ont été développées dans la littérature. La plupart

de ces méthodes considèrent un environnement déterministe où les données du problème

sont connues : toutes les tâches à ordonnancer et toutes les contraintes sont connues à

l’avance et restent inchangés dans le temps. Alors qu’en réalité il existe plusieurs sortes

d’aléas qui vont perturber le plan de production, même les industriels sont incapables de

fournir des données fiables ou satisfaisantes au problème posé. En plus, les données des

problèmes d’ordonnancement sont assorties de valeurs numériques pour présenter l’état

du système réel (temps d’exécution, vitesse d’une machine, etc.). Ces données numériques

peuvent être mal connues ou être susceptibles de changer, ce qui est une autre source

d’incompatibilité possible du modèle avec la réalité. La compatibilité du modèle avec la

réalité est sans cesse remise en cause par la définition et la modélisation des informations

d’entrée du modèle. Ces informations sont parfois qualifiées comme incertaines, incom-

plètes ou imprécises.

La prise en compte des incertitudes sur les données du problème a donné lieu à un

nouveau champs de recherche appelée ordonnancement robuste. Il s’agit toujours d’orga-

niser, dans le temps, la réalisation des tâches compte tenu des contraintes de temps et

de ressources, afin d’optimiser un ou plusieurs objectifs, mais en prenant en compte cette

fois des perturbations qui peuvent survenir. La solution produite doit alors résister aux

perturbations de l’environnement, c’est-à-dire être toujours utilisable en cas d’imprévus,
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mais il faut aussi être sûr du maintien des performances, face à un ensemble de perturba-

tions. Autrement dit, notre intuition initiale est que, d’une part, un ordonnancement non

robuste deviendra plus rapidement inefficace avec les incertitudes qu’un ordonnancement

robuste, et d’autre part, un ordonnancement robuste sera moins efficace qu’un ordonnan-

cement non robuste, en l’absence d’incertitudes. L’application d’une approche basée sur

les métaheuristiques permet de déterminer une solution robuste de "bonne" qualité et en

temps de calcul "raisonnable".

En effet, l’ordonnancement robuste joue un rôle essentiel dans divers contextes, en

informatique, en administration, en production, mais aussi dans le domaine des services,

en particulier pour aider au dimensionnement des systèmes hospitaliers. Dans certaines

situations, nous disposons d’informations précises sur l’utilisation future d’un système à

concevoir, ce qui nous permet d’envisager, dès la phase de conception, un ensemble d’or-

donnancements possibles des activités. Dans ce cas, il serait intéressant de baser les choix

de conception sur les résultats des ordonnancements, mais à condition qu’ils soient ro-

bustes face aux évènements incertains qui pourraient survenir dans le futur. Sans cela, la

confiance accordée aux performances des ordonnancements serait faible et le risque en les

utilisant en conception serait alors très fort. Ainsi, pour être utilisés à des fins de concep-

tion, les ordonnancements proposés doivent être robustes afin de garantir le maintien de

leurs performances face aux incertitudes.

Une des applications possibles de notre contribution consiste ainsi à exploiter un en-

semble d’ordonnancements robustes basés sur des contraintes et des objectifs d’exploita-

tion future et potentielle, en phase de conception et de dimensionnement. Souvent, ces

contraintes (par exemple, les ressources à utiliser) et les objectifs (par exemple, une ca-

dence cible) sont disponibles dès la phase de conception. Ceci revient donc à prendre les

décisions relatives à la conception sur la base d’un ensemble d’ordonnancements repré-

sentant des scénarios d’utilisation future, mais qui se doivent d’être robustes pour que le

concepteur puisse effectivement avoir confiance dans les résultats présentés. A cet effet,

nous proposons une approche intégrant des techniques d’optimisation couplées avec des

techniques de simulation.
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Le contenu de cette thèse est présenté en quatre chapitres.

Le premier chapitre présentera un panorama de la littérature sur l’ordonnancement

sous incertitudes, où nous présenterons, en premier lieu, les différents types d’incertitudes

et les techniques de leurs modélisations. En deuxième lieu, nous proposerons une nouvelle

classification des différentes approches de l’ordonnancement dans un milieu incertain : on

distingue les approches proactives, les approches réactives et les approches hybrides, qui

sont composées de deux approches : les approches prédictives-réactives et les approches

proactives-réactives. Pour chacune de ces approches, nous présenterons ses avantages et

inconvénients, ainsi que les méthodes de résolution développées dans la littérature.

Dans le deuxième chapitre, nous proposerons une nouvelle méthode d’ordonnancement

sous incertitudes basée sur un algorithme génétique. L’objectif est d’obtenir une solution

"robuste" de bonne performance et qui est peu sensible à ces incertitudes. Une descrip-

tion complète du fonctionnement des algorithmes génétiques sera faite. Nous présenterons

les opérateurs génétiques participant à l’exploration de l’espace de recherche et les para-

mètres nécessaires pour la convergence vers de bonnes solutions. Dans la deuxième partie

de ce chapitre, nous développons un algorithme génétique pour l’ordonnancement robuste.

Nous proposons un nouveau mécanisme de résolution intégré dans l’algorithme génétique

pour donner une solution robuste. Cette solution est évaluée par un nouveau critère de

robustesse, qui peut être appliqué sur différents problèmes d’ordonnancement. Ce critère

est constitué d’une agrégation de deux objectifs permettant de trouver une solution de

bonne performance et peu sensible aux incertitudes. Une organisation de type flow shop

hybride constituera notre cas d’étude.

Dans le troisième chapitre, nous décrirons les résultats de la phase expérimentale qui a

été menée. Le but de cette phase est double : d’abord, nous vérifions l’algorithme génétique

pour l’ordonnancement déterministe sur des benchmarks existant dans la littérature, dont

l’objectif est de minimiser seulement la date d’achèvement des travaux (makespan), sans

tenir compte des incertitudes sur les temps d’exécution. Puis nous validons l’algorithme

génétique pour l’ordonnancement robuste par la simulation, pour juger la qualité de la

robustesse face aux incertitudes.
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Le quatrième chapitre sera présenté en deux parties. Dans la première partie, nous trai-

tons une nouvelle approche dans le cadre de la conception des systèmes de production,

celle du problème de dimensionnement, en tenant compte de l’ordonnancement. Un état

de l’art sur le problème du dimensionnement des systèmes de production sera développé.

Nous présenterons les différentes approches de résolution, telles que les approches analy-

tiques, les approches basées sur l’optimisation, les approches basées sur la simulation et les

approches optimisation-simulation. L’objectif de cette partie est de travailler conjointe-

ment le dimensionnement et l’ordonnancement, dès la phase de conception. L’application

en ordonnancement robuste constitue la seconde phase, puisque la qualité du dimension-

nement sera basée sur la qualité des ordonnancements proposés et leur robustesse face

aux perturbations.

A cet égard, nous développerons, dans un premier temps, une approche statique (dé-

terministe), qui consiste à dimensionner les machines dans un atelier de production, en

tenant compte de la performance et des types d’ordonnancements prévisionnels. Au vu des

résultats obtenus, cette approche peut fournir des solutions exactes pour des problèmes

de petites tailles.

Dans un deuxième temps, une approche robuste sera développée. Nous proposerons

une démarche méthodologique intégrant des techniques d’optimisation et de simulation

pour l’aide au dimensionnement des systèmes de production basé sur des ordonnance-

ments robustes. Cette démarche est générique et peut être appliquée aux différents types

d’organisation (flow shop hybride, Job shop flexible, machines parallèles, etc.). Nous dé-

velopperons les différents modules de la démarche sous forme d’un outil d’aide au dimen-

sionnement, dans le cadre d’un cas applicatif réel, celui du bloc opératoire dans le secteur

hospitalier. En effet, la problématique du dimensionnement du bloc opératoire consiste,

dans ce cas, à déterminer le nombre de salles d’opération et de lits dans la salle de ré-

veil, en se basant sur des ordonnancements robustes de l’activité chirurgicale. L’objectif

est donc de minimiser le coût d’investissement des salles d’opération et des lits dans la

salle de réveil et de minimiser la date de fermeture du bloc opératoire. Cette démarche

méthodologique permettra d’accompagner le décideur dans son projet de restructuration
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ou de réalisation d’un nouveau bloc opératoire.

Enfin, nous concluons notre thèse en présentant un bilan final de notre travail et en

ouvrant quelques perspectives de recherches.
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Ordonnancement sous incertitudes :
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Dans la littérature, la majorité des approches en ordonnancement considèrent un

environnement totalement déterministe. Néanmoins, en réalité, plusieurs sortes d’aléas

peuvent être considérés. L’ordonnancement sous incertitudes permet de tenir compte de

ce genre de situations.

Dans ce chapitre, nous présenterons, en premier lieu, un état de l’art sur l’ordon-

nancement sous incertitudes, où nous définissons les différents types d’incertitudes et les

techniques de leurs modélisations. En deuxième lieu, nous proposerons une nouvelle clas-

sification des différentes approches d’ordonnancement sous incertitudes. Pour chacune de

ces approches, nous présenterons ses avantages et inconvénients, ainsi que les méthodes

de résolution développées dans la littérature.
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1.1 Introduction à l’ordonnancement

L’ordonnancement est la programmation dans le temps de l’exécution d’une série de

tâches (ou activités, opérations) sur un ensemble de ressources physiques (humaines et

techniques), cherchant à optimiser certains critères, financiers ou technologiques, et en res-

pectant les contraintes de fabrication et d’organisation (GOThA, 2002; Esquirol et Lopez,

1999).Cette définition de l’ordonnancement ne permet pas de voir le nombre important

de problèmes que ce domaine comprend. En effet, l’ordonnancement est lié à plusieurs

secteurs de recherches et d’activités très variés. En informatique, le choix des tâches à

envoyer aux processeurs se modélise comme un problème d’ordonnancement. En produc-

tion, l’ordonnancement consiste à déterminer les séquences d’opérations à réaliser sur les

différentes machines de l’atelier. En gestion de projet, ordonnancer, c’est déterminer les

dates d’exécution des activités constituant le projet. Chacun de ces contextes nécessite la

détermination des caractéristiques propres des tâches et des ressources, le type des déci-

sions à prendre, les modalités d’exécution des tâches par les ressources, qui déterminent

des contraintes sur les décisions et aussi les différents critères à optimiser.

Dans les dernières années, les problèmes d’ordonnancement ont fait l’objet de nom-

breuses études. En effet, de nombreuses méthodes de résolution ont été développées pour

résoudre des problèmes de plus en plus complexes et de plus en plus proches de la réalité.

Plusieurs auteurs (MacCathy et Liu, 1993; Esswein, 2003) classent les méthodes de

résolution en trois catégories : les méthodes optimales efficaces, les méthodes optimales

énumératives et les méthodes heuristiques.

Les méthodes optimales efficaces garantissent, pour un problème et un critère donné,

la détermination d’une solution optimale en un temps de calcul polynomial. De telles

méthodes ne sont évidemment disponibles que pour des classes réduites de problèmes

d’ordonnancement. Parmi les plus connues, nous citons l’algorithme de Moore et Hodg-

son (Moore, 1968), l’algorithme de Johnson (Johnson, 1954), etc.

Les méthodes optimales énumératives procèdent, quant à elles, à une énumération
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partielle de l’espace de recherche. Théoriquement, leur complexité temporelle est géné-

ralement exponentielle, mais en pratique elles fournissent, sur des problèmes de taille

moyenne, des solutions optimales en un temps raisonnable. Dans cette classe, on peut

distinguer : les procédures par séparation et évaluation, les méthodes de programmation

linéaire et les méthodes basées sur la programmation dynamique.

Les méthodes heuristiques sont utilisées pour traiter des problèmes que les méthodes

optimales sont incapables de résoudre en un temps de calcul raisonnable. Elles produisent

une solution réalisable de bonne qualité, en un temps de calcul relativement court. Ces

heuristiques sont classiquement classées en trois grands types : les méthodes de recherche

locale (tabou, recuit simulé, algorithmes génétiques, etc.), les algorithmes gloutons et les

méthodes de recherche arborescente tronquée.

La plupart de ces méthodes opèrent sous l’hypothèse classique que les données du pro-

blème d’ordonnancement sont parfaitement connues à l’avance. Cette hypothèse permet

de traiter un problème de façon déterministe. Alors qu’en réalité, les données du problème

sont mal connues et il existe plusieurs sortes d’incertitudes, qui vont perturber le plan

de production. Ces incertitudes peuvent être des durées opératoires incertaines, une aug-

mentation ou diminution de la capacité des ressources, une modification de l’ordre des

tâches, panne d’une machine, etc.

1.2 Ordonnancement sous incertitudes

Les problèmes classiques d’ordonnancement traitent souvent des problèmes réels, en les

simplifiant, puis en incorporant petit à petit des contraintes supplémentaires. De façon

similaire, la majorité des approches considèrent un environnement totalement détermi-

niste, dans lequel les aléas n’ont pas leur place. Alors qu’en réalité il existe plusieurs

sortes d’aléas, qui vont perturber le plan de production, d’autant plus qu’il est souvent

plus réaliste de prendre en considération d’autres fonctionnalités que la production, telles

que la maintenance ( Ruiz et al. (2005a) ; Kenne et Gharbib (2004) ). D’autre part, les

données du problèmes d’ordonnancement sont assorties de valeurs numériques pour pré-

senter l’état du système réel (temps d’exécution, vitesse d’une machine...). Ces données
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numériques peuvent être mal connues ou susceptibles de changer, ce qui est une autre

source d’incompatibilité possible du modèle avec la réalité.

La compatibilité du modèle avec la réalité est sans cesse remise en cause par la défini-

tion et la modélisation des informations d’entrée du modèle. Ces informations sont parfois

qualifiées d’incertaines, incomplètes ou imprécises.

1.3 Définition : incertitude, incomplétude, imprécision

D’une façon générale, on peut dire que les connaissances sur un système réel sont sou-

vent imparfaites. Parmi ces imperfections, Bouchon-Meunier (1995) distingue notamment

les incertitudes, les imprécisions et les incomplétudes de ces connaissances.

1.3.1 Incertitude

L’incertitude concerne le doute quant à la validité de la connaissance ou le fait de ne

pas savoir si une proposition est vraie ou pas (par exemple : Je crois, mais ce n’est pas

sûr).

1.3.2 Incomplétude

L’incomplétude porte sur l’absence des connaissances ou sur des connaissances par-

tielles sur certaines caractéristiques du système (par exemple : à x temps la machine y est

à l’arrêt s’il n’y a aucune perturbation et qu’aucune tâche d’entretien n’est programmée).

Ceci concerne surtout les contraintes externes telles que la demande sur un produit ou les

prix de la matière première, qui doivent être pris en considération, lors de l’optimisation

des coûts. L’un des exemples les plus frappants sont les hydrocarbures, qui sont soumis à

une grande pression des lois du marché alors l’incertitude se fait très bien sentir (Dunne

et Mu, 2008).

1.3.3 Imprécision

L’imprécision correspond à une difficulté dans l’énoncé de la connaissance, soit parce

que des connaissances numériques sont mal connues, soit parce que des termes du langage
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naturel sont utilisés pour qualifier une caractéristique du système de façon vague. Le

premier cas est la conséquence d’une insuffisance des instruments d’observation (2000 à

3000 produits finis), d’erreurs de mesure (vitesse d’une machine à 1 % près) ou encore

de connaissances flexibles (le temps d’exécution d’une tâche est environ entre 8 et 10

minutes). Le second provient de l’utilisation de catégories aux limites mal définies (petit,

moyen, grand).

1.3.4 Relation entre incertitude, incomplétude, imprécision

Les formes d’imperfection sont dépendantes. Les incomplétudes entraînent des incer-

titudes. Les imprécisions peuvent être associées à des incomplétudes et elles engendrent

des incertitudes au cours de leur manipulation. Donc, d’une manière générique, nous par-

lerons d’incertitudes.

De nombreux critères ont par ailleurs été proposés pour classifier de manière plus fine

les différents types d’incertitudes. Brautigam et al. (2003) distinguent des incertitudes

endogènes et exogènes, Artigues et al. (2002) ont classifié les incertitudes en fonction de

leur niveau de connaissance. Ils identifient trois types d’incertitudes dans les environne-

ments manufacturiers : des incertitudes complètement inconnues, qui sont des évènements

imprévus pour lesquels aucune information n’est disponible à l’avance (par exemple, une

grève ou un accident dans le lieu de travail ou une absence d’un ouvrier, etc.), des sus-

picions du futur, qui sont données grâce à l’intuition et l’expérience du décideur et des

incertitudes partiellement connues (pannes machines,...). Une autre classification a été

présentée par Mehta et Uzsoy (1999) qui ont considéré deux classes d’incertitudes : celles

liés aux ressources (changement et/ou manque de ressources, etc.), et celles liés aux tra-

vaux (ajout ou retrait d’un travail, etc.).

Bonfill (2006) a présenté un état de l’art sur les incertitudes, où elle a distingué entre les

incertitudes stratégiques, tactiques et opérationnelles. Les incertitudes stratégiques sont

celles qui affectent principalement la prise de décision à long terme. Ces incertitudes sont,

donc, des incertitudes externes ou exogènes venant des conditions environnementales, des

changements de technologie et des règlements gouvernementaux. Les incertitudes tactiques

peuvent changer la prise de décision à moyen terme. Il s’agit par exemple des paramètres
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du marché, des perturbations dans l’information et les flux des matières. Les incertitudes

opérationnelles affectent principalement la prise de décision à court terme au sujet des

détails. Il s’agit par exemple des durées de la transformation, l’absentéisme de l’opérateur,

et la disponibilité d’équipements.

1.4 Modélisation de l’incertitude

La présence des incertitudes rend inévitable la question de leur modélisation. En effet,

l’effort de modélisation implique la recherche d’un compromis entre une représentation

riche et proche de la réalité, et une représentation intelligible (Bouyssou, 1989). Par consé-

quent, la modélisation constitue un processus où l’homme d’étude est confronté à des choix

arbitraires, également valides, de simplification et d’agrégation. French (1995) souligne que

les choix théoriques de l’homme d’étude s’effectuent le plus souvent de manière implicite,

ils sont largement influencés par sa formation, ses aptitudes et par les outils qu’il a l’ha-

bitude de manipuler.

La littérature offre plusieurs modélisations qui varient tant par leur formalisme que par

leurs modes de traitement. Nous présentons, dans les sections suivantes, trois approches

de modélisations.

1.4.1 Modélisation stochastique et probabiliste

La modélisation stochastique et probabiliste consiste à modéliser les incertitudes du

problème par des variables aléatoires. Or, on est souvent dans l’incapacité de déterminer

avec précision la distribution de probabilité appropriée. Ceci nous place dans une situation

d’ambiguïté. Cette ambiguïté peut être vue comme de l’imprécision sur les probabilités.

C’est une situation intermédiaire entre celle du risque au sens strict (une seule distribution

dont les paramètres sont connus) et celle de l’incertitude plus fondamentale, où plusieurs

distributions sont envisageables, sans que l’on puisse préciser laquelle est la plus appropriée

(Einhorn et Hogarth, 1985). Nous citons, comme exemple, la modélisation de l’incertitude

de la demande dans l’industrie pétrolière, où plusieurs distributions ont été testées, par

exemple la loi normale (Gupta et Zhang, 2006) et exponentielle (Neiro et Pinto, 2006).

Un autre exemple concerne les systèmes hospitaliers. La majorité des auteurs, qui traitent
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le problème d’ordonnancement des patients, ont employé des distributions normales pour

modéliser la distribution chirurgicale (Gerchak et al., 1996), alors que d’autres ont employé

la loi log-normale (Strum et al., 2000; Dexter et al., 1999).

1.4.2 Modélisation floue

Les incertitudes ne sont pas toujours de nature aléatoire. La théorie des sous-ensembles

flous se présente comme un outil privilégié pour la modélisation des situations présentant

des imprécisions (Zadeh, 1965). C’est l’instrument qui nous permet de représenter la no-

tion de classe dont les limites sont mal définies. Ces variations sont présentées par des

fonctions d’appartenance. Ce caractère graduel répond au besoin d’exprimer des connais-

sances imprécises, telles que des informations recueillies en langage naturel, ou des valeurs

approximatives dues à des difficultés de mesure.

1.4.3 Modélisation par scénarios

Cette modélisation nécessite la construction d’un ensemble de scénarios (appelés aussi

instances ou jeux de données) contenant des valeurs numériques. Le contenu des scénarios

est le reflet d’hypothèses concernant l’incertain. Ces incertitudes peuvent être modélisées

par des ensembles discrets ou continus (par intervalles où les bornes sont connues et cer-

taines).

Plusieurs méthodes ont été développées pour incorporer l’incertitude des paramètres

au modèle d’une manière quelconque. Ces méthodes incluent l’analyse de sensibilité (To-

movic, 1963) et la simulation de Monte Carlo Hammersley et Handscomb (1964).

Dans la section suivante, nous justifions et présentons une nouvelle classification des

différentes approches d’ordonnancement sous incertitudes (Chaari et al., 2009). Chaque

approche utilise l’une des modélisations présentées ci-dessus.
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1.5 Classification des approches d’ordonnancement sous

incertitudes

Dans la littérature, plusieurs classifications d’ordonnancement dans un milieu incer-

tain ont été proposées. Par exemple, celles présentées par Suresh et Chaudhuri (1993),

Mehta et Uzsoy (1999), Davenport et Beck (2000) et Herroelen et Leus (2005).

La classification proposée dans Suresh et Chaudhuri (1993) est basée sur les méthodes

et les techniques de résolution utilisées dans le domaine de l’ordonnancement réactif (dy-

namic scheduling). En effet, cette classification distingue trois types d’approches : les

approches conventionnelles, les approches à base de connaissances et les approches distri-

buées.

Une autre classification est proposée dans Mehta et Uzsoy (1999). Celle-ci comporte

quatre catégories : l’approche totalement réactive, l’approche prédictive-réactive, l’ap-

proche robuste et l’approche à base de connaissances. En fait, la catégorie des approches

à base de connaissance correspond aux approches dont l’objectif est de fournir un mé-

canisme pour la sélection dynamique d’une politique de ré-ordonnancement appropriée,

parmi un ensemble d’alternatives possibles. On peut donc la voir comme une sous-catégorie

particulière des approches réactives. De plus, les approches proactives-réactives ne font

pas partie de cette classification.

La classification, proposée dans Davenport et Beck (2000) distingue deux types d’ap-

proches : les approches proactives et les approches réactives. Les approches proactives

tentent de prendre en compte l’incertain lors de la phase d’ordonnancement hors-ligne

uniquement. Les approches réactives prennent en compte l’incertain lors de la phase d’or-

donnancement dynamique uniquement. Dans cette classification, les auteurs n’ont consi-

déré ni l’approche proactive-réactive, ni l’approche prédictive-réactive, tandis que dans

notre classification, ces deux approches existent et sont désignées par le terme "approches

hybrides".

Dans Herroelen et Leus (2005), cinq types d’approches d’ordonnancement sous incerti-
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tudes sont distingués : les approches réactives, les approches stochastiques, les approches

floues, les approches proactives et les approches basées sur l’analyse de sensibilité. Cette

classification est orientée par la nature des outils utilisés pour modéliser l’incertitude, et

non par une distinction méthodologique de fond. De plus les travaux présentés dans cette

classification se basent plus particulièrement sur les problèmes d’ordonnancement de pro-

jet sous incertitudes.

La classification, proposée dans LA (2005) distingue trois types d’approches : les ap-

proches réactives, les approches prédictives-réactives et les approches proactives-réactives.

Dans cette classification, l’auteur a intégré les approches proactives dans les approches

proactives-réactives, alors que, dans notre classification, ces deux approches sont distin-

guées chacune à part.

D’autres classifications existent, mais non spécifiquement dans le domaine de l’ordon-

nancement sous incertitudes. Par exemple, Sahinidis (2004) a présenté un état de l’art sur

l’optimisation sous incertitudes, qui est un domaine plus large que l’ordonnancement. Il

s’est concentré sur la programmation stochastique, programmation floue et programma-

tion dynamique stochastique.

Dans ce chapitre, nous proposons une classification globale, qui permet de couvrir

toutes les approches d’ordonnancement sous incertitudes dans plusieurs types de pro-

blèmes ( ordonnancement de projet, ordonnancement de production, etc.). Cette classifi-

cation comporte trois approches, à savoir les approches proactives, les approches réactives

(dynamiques) et les approches hybrides, qui sont elles-mêmes composées de deux ap-

proches, les approches prédictives-réactives et les approches proactives-réactives (Chaari

et al., 2009). La figure 1.1 présente, graphiquement, notre typologie proposée. Ce système

de classification a l’avantage d’être indépendant du modèle. Les sous-sections suivantes

décrivent les diverses catégories dans notre classification. Nous classifions alors un grand

nombre de travaux de recherche au sujet de l’ordonnancement sous incertitudes, ce qui

nous permettra également de vérifier la complétude de notre typologie.
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Fig. 1.1 – Représentation graphique de notre typologie sur les approches de l’ordonnan-
cement sous incertitudes
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1.5.1 Approches proactives

Les approches proactives (appelées parfois "approches robustes") sont définies dans

la littérature dans plusieurs domaines. Dans le domaine des statistiques, Huber (1981)

caractérise la robustesse comme une insensibilité à toutes déviations par rapport aux hy-

pothèses. Du point de vue de la conception de système, les auteurs parlent de "stratégie

de conception robuste". Ainsi, pour Jichao (1996), il s’agit d’ajuster les paramètres du

système de telle sorte que les performances de celui-ci soient relativement insensibles aux

sources incontrôlables de variation présentes dans son environnement. En recherche opé-

rationnelle, et plus particulièrement dans le contexte de l’aide à la décision, Roy (1997)

propose le concept de conclusion robuste, qui consiste à élaborer des éléments de réponse

à un problème auquel est confronté un décideur. Dans la théorie de la décision, l’action la

plus robuste est celle qui ne conduit pas à une perte importante quel que soit l’évènement

qui va se produire (Pomerol, 2001).

En ordonnancement de production, le terme robuste est très utilisé. Le Pape (1995)

définit la robustesse d’un ordonnancement comme sa capacité à satisfaire des exigences

de performance d’une façon prévisible. Leon et al. (1994) définissent un ordonnancement

robuste comme un ordonnancement insensible aux perturbations qui surgissent dans l’ate-

lier, pour une règle de pilotage donnée. Jensen (2000) définit la robustesse comme une qua-

lité de l’ordonnancement supposé rester acceptable si quelques changements imprévus se

produisent. Enfin, Davenport et Beck (2000) affirment qu’il n’existe pas de définition d’or-

donnancement robuste, mais plutôt une compréhension générale informelle de ce qu’est la

robustesse (i.e., la capacité d’un ordonnancement prédictif d’être performant, malgré des

évènements inattendus). Il est difficile de donner une définition type de la robustesse en

ordonnancement de production, sachant que toutes les définitions citées précédemment

sont différentes, mais complémentaires. Nous retenons la définition consensuelle proposée

par Billaut et al. (2005), un ordonnancement est robuste si sa performance est peu sensible

à l’incertitude des données et aux aléas.

Les méthodes utilisées pour la résolution de ces approches sont la tolérance aux fautes,

la protection basée sur la marge, les techniques probabilistes, l’ordonnancement contingent

et les approches qui se basent sur des critères ou des métriques de robustesse.
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1.5.1.1 Tolérance aux fautes

La tolérance aux fautes utilise des techniques basées sur la redondance temporelle

et/ou de ressources.

~ Pour la redondance temporelle, des réserves de temps ou insertion des tâches de pro-

tection sont maintenues pour masquer les pannes. Cette approche est utilisée par

Mehta et Uzsoy (1999) pour un problème à une machine, l’objectif est de minimi-

ser le retard maximum des tâches relativement à un ordonnancement déterministe

prédéterminé. La méthode proposée est reprise dans O’ Donovan et al. (1999) pour

le même problème, en prenant comme critère le retard moyen des tâches.

~ Pour la redondance des ressources, il y a plusieurs moyens possibles pour exécu-

ter une tâche, ce qui permet de mettre des ressources identiques en attente. Ghosh

(1996) a fourni une méthode considérant la redondance de ressources en faisant exé-

cuter des copies d’activités sur des ressources supplémentaires.

Pour la majorité des problèmes d’ordonnancement classiques, il est trop coûteux d’uti-

liser la redondance de ressource. Il est toutefois commun d’utiliser la redondance tempo-

relle, que ce soit en insérant des temps morts entre les tâches ou en augmentant artifi-

ciellement la durée des tâches. De la même façon, les temps morts insérés peuvent être

spécifiquement dédiés à une activité. Dans certaines industries à risque et à forte exigence,

telles que l’industrie pétrolière et surtout les raffineries, les deux types de redondances

sont combinées.

1.5.1.2 Protection basée sur la marge

Les méthodes de protection basée sur la marge peuvent être divisées en trois groupes,

selon les techniques qu’elles utilisent.

~ Protection temporelle :

Chiang et Fox (1990) et Gao et al. (1995) ont utilisé les techniques des protections

temporelles afin d’augmenter la flexibilité de l’ordonnancement initial. Le problème traité
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est de type job shop et les incertitudes considérées sont relatives aux pannes de machines,

qui peuvent perturber les durées d’exécution des tâches. Ces durées sont augmentées en

fonction des durées et des fréquences des pannes. L’ordonnancement est ensuite construit

en tenant compte des nouvelles durées. L’inconvénient majeur de cette technique est que

la marge ajoutée à chaque tâche ne permet pas de résoudre directement le problème.

Cela peut mener à des situations où il est impossible de partager la marge entre plusieurs

tâches (Davenport et al., 2001).

~ Time Window Slack (TWS) :

La technique Time Window Slack (TWS), appelée aussi marge d’intervalle de temps,

assurer que chaque tâche aura au moins une quantité spécifique de marge de protection

, cette marge étant prise dans une marge générale partagée par toutes les tâches du pro-

blème. Cette technique est développée par Davenport et al. (2001), qui n’incluent pas

la marge de temps dans leurs durées de tâche, mais calculent explicitement la marge de

temps disponible par tâche dans la solution de l’ordonnancement.

La quantité de marge de la tâche Oi est :

slackOi
(R) ≥

∑
Oj∈Acts(R) durOj

µtbf (R)
µdt(R) (1.1)

Acts(R) est l’ensemble des tâches exécutées sur la ressource R, durOj
est la durée de la

tâche Oj et µtbf (R), µdt(R) sont respectivement le temps moyen entre deux pannes consé-

cutives sur la ressource R et le temps de panne moyen de la ressource R.

Cette technique traite directement la disponibilité de la tâche et sa marge pendant

la résolution du problème, cela est plus intéressant que d’inclure la marge comme une

partie de la durée d’exécution d’une tâche. L’avantage de cette méthode est qu’il y a plus

d’information concernant la marge pendant la résolution du problème.



1.5. Classification des approches d’ordonnancement sous incertitudes 19

~ Focused Time Window Slack (FTWS) :

Les techniques de protection temporelle et de TWS, ne tiennent pas compte de l’em-

placement de la tâche sur l’axe de l’ordonnancement. La technique FTWS vise à mieux

répartir au fil de l’ordonnancement la quantité de marge réservée, en tenant compte des

probabilités de pannes. Ainsi, si une tâche est séquencée tard, alors la probabilité qu’une

perturbation survienne avant son exécution est plus grande. Donc la tâche a besoin de

plus de marge (Davenport et al., 2001).

La marge de temps requise pour une tâche exécutée à l’instant t sur la ressource R est :

slackOi
(t, R) ≥

M∑
n=1

P (N(µ(n), σ(n)) ≤ t)µdt(R) (1.2)

P (N(µ(n), σ(n)) ≤ t) désigne la probabilité d’une panne n à l’instant t.

µ(n), σ(n) sont respectivement le temps prévu d’une panne et sa déviation. M est un

"très grand" nombre, qui représente le nombre possible de pannes qui peuvent se produire

pendant l’exécution.

1.5.1.3 Techniques probabilistes

L’objectif de ces techniques est de construire un ordonnancement tel que la probabi-

lité d’atteindre une certaine performance soit la plus grande possible. Daniels et Carrillo

(1997) ont introduit la notion d’ordonnancement β−robuste, dans le cas d’un problème à

une machine avec des durées opératoires incertaines. Le critère considéré est le temps de

séjour total des tâches. Ces auteurs proposent une recherche arborescente et une heuris-

tique permettant de construire un ordonnancement maximisant la probabilité d’atteindre

un certain niveau de performance.

Wu et al. (2009a) ont étudié le même problème où le temps de traitement de chaque

activité est caractérisé par une variable aléatoire normalement distribuée, avec le temps de

séjour comme objectif principal. L’objectif est de trouver un ordonnancement β− robuste

qui réduit au minimum le risque du temps de séjour excédant un seuil donné. Ils ont
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modélisé le problème comme un problème de satisfaction de contrainte (CSP) et ont

effectué sa résolution par une heuristique.

1.5.1.4 Ordonnancement contingent

L’idée principale de l’ordonnancement contingent est de générer des ordonnancements

multiples ou un certain nombre d’ordonnancements pour différents résultats possibles. À

notre connaissance, le seul exemple trouvé dans la littérature est le Just-In-Case sche-

duling (JIC) développé par Drummond et al. (1994). Ces auteurs traitent le domaine de

l’ordonnancement d’observation astronomique par télescope où ils utilisent la méthode de

JIC pour le résoudre. En effet, la méthode est appliquée à un problème d’ordonnancement

à une seule machine, dont la seule ressource est le télescope et les durée des tâches sont

incertaines. Chaque observation doit s’exécuter dans un intervalle de temps défini par

l’utilisateur.

1.5.1.5 Critères de robustesse

Dans le domaine de l’ordonnancement robuste, les méthodes les plus publiées utilisent

des mesures (critères) pour évaluer quantitativement la robustesse des ordonnancements

(Sabuncuoglu et Goren, 2009). Les mesures le plus souvent utilisées peuvent être distin-

guées selon la robustesse caractérisée.

On distingue, néanmoins, deux grandes familles d’approches : celles qui se basent sur

l’optimisation d’un critère de robustesse et celles qui imposent des conditions de robustesse

que la solution doit satisfaire, pour être considérée comme robuste. Nous présentons une

brève description de quelques travaux représentatifs de ces deux familles.

1.5.1.6 Notations

Soient :

Ω un ensemble d’instances du problème ;

I une instance réalisée de Ω, appelée scénario ;

x une solution du problème ;

zI(x) la fonction d’évaluation de la solution x réalisée sur l’instance I (nous

considérons que cette fonction est à minimiser dans la suite de ce chapitre) ;



1.5. Classification des approches d’ordonnancement sous incertitudes 21

z∗I valeur optimale du scénario I ;

m nombre de scénarios ;

λj le critère de robustesse.

1.5.1.7 Approches basées sur l’optimisation d’un critère de robustesse

Kouvelis et Yu (1997) introduisent dans leur ouvrage trois critères de robustesse : la

robustesse absolue (ou le critère du coût maximal), la déviation robuste (ou le critère du

regret maximal) et la robustesse relative (ou le critère du regret relatif) :

– critère du coût maximal (robustesse absolue) : ce critère cherche la fonction objectif

maximale pour tous les scénarios (I ∈ Ω) ;

λ1(x, z, Ω) = Max
I∈Ω

{zI(x)}

– critère de regret maximal (déviation robuste) : calcule l’écart entre la fonction ob-

jectif du scénario I et la valeur optimale de la solution x sur ce scénario ;

λ2(x, z, Ω) = Max
I∈Ω

{zI(x)− z∗I}

– critère de regret relatif (robustesse relative) : détermine le ratio entre la valeur de

la fonction objectif du scénario I et la valeur optimale de la solution x ;

λ3(x, z, Ω) = Max
I∈Ω

{ zI(x)−z∗I
z∗I

}

Pour déterminer une solution robuste à partir de l’un des critères définis ci-dessus, il

est nécessaire de calculer le minimum. Ces critères se placent dans le pire des cas pour

mesurer la robustesse d’une solution. De plus, mesurer la performance pour la pire des

instances implique de ne pas la mesurer pour les autres instances.

Sevaux et Sörensen (2004), Sörensen (2001) ont utilisé une fonction d’évaluation ro-

buste, qui est la moyenne de tous les scénarios. Cette fonction est représentée comme

suit :
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λ4(x, z, Ω) =
1

m

∑
I∈Ω

zI(x)

L’inconvenient de cette mesure est qu’elle peut conduire à privilégier des ordonnancement

parfois très éloignés de la solution optimale pour un scénario donné. De plus, elle ne per-

met pas de discriminer entre deux solutions qui ont la même valeur d’évaluation.

Jensen (2001) a étudié la qualité des ordonnancements de référence (en anglais baseline

scheduling) utilisant une mesure de robustesse basée sur le voisinage d’un ordonnance-

ment. La robustesse est évaluée en utilisant d’autres solutions qui peuvent être trouvées

dans le voisinage d’une solution initiale. Les voisinages de l’ordonnancement initial sont

considérés comme des solutions alternatives, si une perturbation arrive. Un algorithme

génétique a été développé pour résoudre ce problème pour un atelier de type job shop.

Zuo et al. (2009) ont proposé une méthode d’ordonnancement robuste basée sur un

voisinage variable multiobjectif, dans lequel l’ordonnancement a été évalué par un critère

minimisant simultanément la moyenne et la variance des makespan de tous les scénarios.

Leur méthode est basée sur un algorithme immunitaire permettant de générer un ensemble

de solutions Pareto robustes.

1.5.1.8 Approches basées sur la vérification de la condition de robustesse

Les approches basées sur la vérification de la condition de robustesse permettent au

décideur de spécifier ce qu’il attend d’une solution robuste.

~ p-robustesse :

Kouvelis et al. (1992) ont défini la robustesse comme la capacité d’une solution à

garantir une performance qui ne s’éloigne pas de plus de p% de l’optimal, quelle que soit

l’instance de Ω. Les auteurs appellent cette robustesse la p-robustesse :

λ3(x, z, Ω) ≤ p%
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~ β-robustesse :

Klaï et Lamboray (2007) définissent la robustesse comme la capacité d’une solution

à garantir une performance qui ne dépasse pas un certain seuil de l’optimum, quelle que

soit l’instance de P . Ce seuil est noté β.

λ2(x, z, Ω) ≤ β

Néanmoins, l’approche proactive devient naturellement fortement combinatoire, dès

que le nombre de tâches augmente. Si le degré d’incertitude est très élevé, ou si aucun

modèle d’incertitude n’est disponible a priori, ou encore si l’environnement de l’ordon-

nancement est très dynamique, alors une approche réactive peut être plus appropriée. Ce

deuxième type d’approche est présenté dans la section suivante (voir figure 1.1).

1.5.2 Approches réactives

Les méthodes d’ordonnancement réactives sont parfois qualifiées de totalement réac-

tives, réactives pures, ou dynamiques. Ces approches réactives sont souvent utilisées dans

des environnements fortement perturbés, où les incertitudes sont importantes et ont de

fortes amplitudes. Dans un tel environnement, un ordonnancement de référence peut rapi-

dement s’avérer de mauvaise qualité ou même non réalisable. Par conséquent, on suppose

qu’il n’existe pas de tel ordonnancement, et que toutes les décisions sont prises en temps

réel, en utilisant des stratégies qui privilégient la rapidité des décisions sur leur qualité.

Ces approches présentent, en effet, plusieurs avantages, dont le principal réside dans le

fait que les prises de décision sont très rapides et intuitivement faciles à comprendre pour

les utilisateurs (LA, 2005).

Les méthodes utilisées pour la résolution de ces approches sont généralement de simples

règles de priorités, qui consistent, quand une ressource devient disponible, à sélectionner

une activité dans la file d’attente selon un certain critère. Ces critères peuvent être op-

timisés par des interactions avec d’autres centres de prise de décision. Ces interactions

peuvent être contrôlées en utilisant une méthode multi-agents, généralement quand la

réactivité est exigée.
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Les approches multi-agents, ont été largement répondues pour l’ordonnancement réac-

tif sous incertitudes. Querrec et al. (1997) ont présenté un modèle générique des systèmes

réactifs (voir figure 1.2), dans lequel chaque entité de système est représentée par un agent

autonome qui peut prendre des décisions locales. Plusieurs réalisations de cette méthode

ont été proposées avec plus ou moins de modifications (Ouelhadj et al., 2005; Albadawi

et al., 2006; Reaidy et al., 2006). Pour plus de détails, le lecteur peut se référer à Aissani

et al. (2008).

ContrôleurPartie Opérative

Contrôle

Informer

Agent

Fig. 1.2 – Modèle conceptuel pour les systèmes réactifs (Querrec et al., 1997)

D’autres études proposent un état de l’art sur le contrôle réactif multi-agents sous

incertitudes ( par exemple, Baker (1998), ou récemment Shen et al. (2006) et Marik et

Lazansky (2007)). Pour cette raison, nous avons choisi de ne pas développer cet aspect

en détail dans cette thèse.

Dans les méthodes centralisées et distribuées, une des questions les plus importantes

est le choix statique ou dynamique des règles de priorité. Les sous-sections suivantes sont

consacrées à ce thème.

1.5.2.1 Typologie des règles de priorité

Un état de l’art pour les différentes règles de priorité a été présenté par Rajendran et

Holthaus (1999). En général, les règles de priorité peuvent varier selon la fonction objectif

considérée (minimisation du makespan, du retard,...). Ces règles peuvent être classifiées

de plusieurs manières. Nous distinguons tout d’abord les règles statiques (le cas de et les

règles dynamiques.

Les règles statiques sont liées aux données associées aux tâches ou aux ressources, elles

sont indépendantes du temps (par exemple la règle WSPT - Weighted Shortest Processing
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Time first). Les règles dynamiques sont dépendantes du temps par exemple la règle MS

(Minimum Slack first). Une autre distinction concerne le caractère local ou global d’une

règle. Une règle locale traite seulement une sous-partie des informations disponibles, par

exemple la file d’attente des tâches en attente de libération d’une ressource. Alors qu’une

règle globale exploite toutes les informations disponibles.

Indépendamment du type de règles de priorité (statiques ou dynamiques, locales ou

globales), l’ensemble des règles de priorité peut toujours être modifié. La section suivante

décrit ces modifications.

1.5.2.2 Choix des règles de priorité

Une extension des méthodes d’ordonnancement par règles consiste à permettre au sys-

tème de choisir ou de modifier dynamiquement, selon le contexte, la règle à utiliser. Selon

Priore et al. (1998), cette extension permet d’améliorer considérablement la performance

du système. La sélection d’une règle peut être réalisée soit à l’aide de simulation, soit à

l’aide des modèles de connaissances.

Deux techniques ont été présentées pour la sélection des règles de priorité, la simula-

tion et l’intelligence artificielle (I.A).

~ Sélection d’une règle de priorité par simulation :

L’idée de cette méthode consiste, au moment d’une prise de décision, à simuler un

ensemble de règles de priorité et sélectionner celle fournissant la meilleure performance,

Lopez et Roubellat (2008).

Sabuncuoglu (1998) a présenté une étude complète de simulation sur des règles d’or-

donnancement pour les systèmes flexibles de fabrication, en présence de divers niveaux de

pannes. Kutanoglu et Sabuncuoglu (1999) ont présenté une étude comparative complète

de plus de vingt règles de priorité dans un atelier de type job shop avec un critère du

retard pondéré, où les jobs arrivent dynamiquement.
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Kim et Kim (1994) ont proposé un système d’ordonnancement basé sur la simulation

avec deux composantes principales : un mécanisme de simulation et un mécanisme réactif

de contrôle. Le mécanisme de simulation évalue diverses règles et choisit la meilleure. Le

mécanisme réactif de contrôle surveille périodiquement l’exploitation du système et un

nouvel ordonnancement est produit au début de chaque période où il y a des perturba-

tions importantes dans le système.

Jeong et Kim (1998) ont utilisé la simulation et des règles de priorité pour l’ordon-

nancement en temps réel dans un atelier flexible où les travaux arrivent dynamiquement.

La simulation a été utilisée pour évaluer les règles de priorité. En se basant sur cette

évaluation, l’ordonnanceur choisit la meilleure règle qui satisfait les critères demandés.

Pour éviter d’effectuer beaucoup de simulations pour trouver les meilleures règles de

priorité, des méthodes statistiques et d’apprentissages ont été présentées. Parmi ces mé-

thodes, on trouve les méthodes de classifications Chu et Portmann (1993), les méthodes de

segmentation Boucon (1991) et l’apprentissage automatique Pierreval et Ralambondrainy

(1990).

~ Sélection d’une règle de priorité à l’aide de l’I.A :

Dans ces méthodes, des techniques issues de l’Intelligence Artificielle (I.A) sont utili-

sées. Le modèle de connaissances est construit hors ligne lors d’une phase d’apprentissage.

La principale difficulté consiste à calibrer ce modèle, de sorte qu’il soit suffisamment in-

telligent pour déterminer en ligne quelle règle, ou quelle décision, est la plus appropriée.

Priore et al. (1998) présentent une construction hors-ligne d’un modèle à base de

connaissance, fondée sur l’exécution itérative de cinq étapes : la définition des paramètres

de contrôle du modèle de connaissance, la génération des exemples d’apprentissage, la

définition des conditions d’activation d’une règle (une condition d’activation est vraie si

la valeur courante des paramètres de contrôle appartient à un domaine prédéfini), la sé-

lection de la meilleure règle parmi celles activées et la vérification de la performance. Tant

que la performance n’est pas satisfaisante, les étapes sont réitérées en introduisant des
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changements, soit dans les paramètres de contrôle, soit dans les exemples d’apprentissage,

soit encore sur les domaines mis en jeu dans les conditions d’activation.

Pierreval (1992) a proposé un système expert pour sélectionner dynamiquement les

règles de priorité selon l’état de système et les conditions de fonctionnement. Cette ap-

proche a été illustrée par un exemple de type flow shop simplifié. Les résultats obtenus

montrent qu’un système expert peut obtenir une meilleure performance qu’une combinai-

son de règles de priorité.

d’autres méthodes à base de connaissance sont présentées dans Chen et Yih (1996),

Pierreval (1993) et Mouelhi et Pierreval (2010), où les auteurs focalisent leur étude sur

la détermination des paramètres pertinents pour la sélection des règles, en utilisant une

approche neuronale.

1.5.3 Approches hybrides

Les approches hybrides sont subdivisées en deux approches : les approches prédictives-

réactives et les approches proactives-réactives (Figure 1.1).

1.5.3.1 Approches prédictives-réactives

Les approches prédictives-réactives sont souvent référencées dans la littérature pour

faire face aux aléas. Ces approches sont constituées de deux phases. Dans la première

phase, un ordonnancement déterministe est construit hors-ligne (c’est-à-dire que l’on

considère que les évènements prévisibles. Par exemple, les jobs qui doivent être prévus

sont tous disponibles dès le départ, les processing times sont déterminés et les machines

et d’autres ressources sont disponibles durant l’horizon de l’ordonnancement). Durant la

deuxième phase, cet ordonnancement est ensuite utilisé, en ligne, pour guider les décisions.

Ces décisions sont alors adaptées en temps réel, pour tenir compte des perturbations.

La résolution de ces approches se base sur les réponses aux deux questions : Quand

réordonnancer ? et Comment réordonnancer ?
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~ Quand réordonnancer ?

Plusieurs cas de réordonnancement ont été proposés dans la littérature, dont les prin-

cipaux sont :

– Réordonnancer à chaque fois qu’un évènement inattendu apparaît. C’est

le cas dans Wu et al. (1993), où les auteurs proposent une heuristique pour réor-

donnancer un problème à une machine en cherchant à maximiser la stabilité. La

stabilité d’un ordonnancement est référée à la distance entre l’ordonnancement de

référence et l’ordonnancement réalisé pour un scénario donné. La distance peut être

mesurée par le nombre d’activités perturbées, la différence entre la date de début

de l’activité planifiée et la date de début de l’activité réalisée, etc.

– Réordonnancer à chaque fois qu’un nouveau job arrive. C’est le cas dans

Bierwirth et Mattfeld (1999), où les auteurs présentent un algorithme génétique

réutilisant la solution courante pour résoudre un problème de job shop chaque fois

qu’un nouveau job arrive. De même, Artigues et Roubellat (2000) ont proposé un

algorithme polynomial d’insertion de nouveaux jobs (activités) dans un ordonnan-

cement prédictif. Cet algorithme a été appliqué pour résoudre le problème d’ordon-

nancement de projet multi-modes multi-resources avec des ressources cumulatives.

– Réordonnancer à des intervalles de temps réguliers. Cette approche est uti-

lisée dans les travaux de Church et Uzsoy (1992). Les auteurs ont développé une

politique de réordonnancement hybride pour des problèmes à une seule machine et

machines parallèles avec des arrivées dynamiques de jobs. Ils classifient les évène-

ments qui changent l’état du système en deux catégories : les évènements qui exigent

la réponse immédiate (exceptions) et les évènements qui peuvent être ignorés jus-

qu’au réordonnancement suivant. L’ordonnancement est révisé périodiquement et

déclenché quand une exception arrive. Dans leur modèle, les exceptions sont les ar-

rivées des jobs avec des dates de livraisons serrées. Pour chaque job i arrivant entre

le temps (k − 1)T et T , ils calculent la marge si = di − ri, où di est la date de

livraison, ri est la date de disponibilité, T est la longueur de la période et k un
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entier. Si cette valeur est plus petite qu’une constante w (intervalle de temps), alors

l’arrivée de job est considérée comme une exception et la décision de l’ordonnance-

ment est déclenchée. Les auteurs utilisent la règle Earliest Due Date pour générer

des ordonnancements à chaque itération. La mesure de performance utilisée est le

retard algébrique maximal.

– Réordonnancer dès que le nombre d’arrivées de jobs atteint un seuil

donné. C’est le cas dans Vieira et al. (2000), où les auteurs étudient le problème à

une machine dans lequel les activités arrivent dynamiquement. Ils montrent que ré-

ordonnancer fréquemment permet d’obtenir de meilleures performances du système,

mais entraîne une augmentation du nombre de réglages, tandis que des réordonnan-

cements moins fréquents augmentent les temps de cycles.

~ Comment réordonnancer ?

Pour cette question, quatre réponses sont décrites :

– Méthode de décalage à droite : consiste à retarder l’exécution des tâches af-

fectées par une panne en maintenant la même séquence de départ. Cette méthode

permet de maintenir la stabilité de l’atelier (Smith, 1994; Sadeh et al., 1993). Par

exemple, dans le diagramme de Gantt représenté sur la figure 1.3, si la machine M1

est tombée en panne lorsque le job 2 est en exécution et le temps de réparation de

cette machine est égal à r unités de temps, alors la période de décalage du job 2 (sur

la machine M1) sera retardée de l’instant t à t + r. De plus le temps d’achèvement

des tâches sur les machines M1 et M2 sera décalé aussi de r unités de temps.

– Réordonnancement total : consiste à décomposer le problème en sous-problèmes

qui sont résolus en séquence. Cette technique a été proposée par Snoek (2001). Cette

auteur a traité le problème de type job shop dont les incertitudes concernent l’arri-

vée de nouveaux jobs. L’objectif considéré est la minimisation du retard moyen. Le

réordonnancement est exécuté à chaque arrivée de nouveaux jobs. Afin de réduire

la complexité du temps de calcul, les auteurs ont décomposé le problème en n sous-
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Fig. 1.3 – Exemple de la méthode de décalage à droite

problèmes, qu’ils résolvent en séquence. Un algorithme génétique est développé pour

résoudre chaque sous-problème. Une marge disponible pour chaque sous-problème

est réalisée, pour faciliter l’intégration des jobs dans la file d’attente.

– Réordonnancement multiobjectif : est basé sur une fonction bi-objectif qui

prend en considération des critères d’efficacité et de stabilité simultanément. Cette

fonction bi-objectif est proposée par Wu et al. (1993) pour minimiser le makespan

et la déviation d’un ordonnancement initial (D). Cette déviation est mesurée par la

différence entre la date de début et/ou l’ordre des jobs dans l’ordonnancement initial

et l’ordonnancement corrigé. Pour calculer le nouvel ordonnancement, ces auteurs

appliquent la fonction bi-objectif suivante :

Z = r ×M + (1− r)×D (1.3)

M est la mesure de l’efficacité et r ∈ [0, 1] est un facteur de pondération.

Dans certains cas, l’efficacité ou la stabilité elle-même est une combinaison des me-

sures relatives (Rangsaritratsamee et al., 2004).

Masuchun et Ferrell (2004) ont développé une fonction multiobjectif qui s’adresse

simultanément à l’efficacité et la stabilité. L’efficacité est définie en terme de makes-

pan et de retard, alors que la stabilité est définie comme combinaison linéaire de la

déviation entre la date de début initiale du job et la fonction de pénalité liée à la dé-
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viation totale du temps en cours. Une stratégie de réordonnancement périodique est

utilisée pour déterminer la date de début du nouvel ordonnancement. Un algorithme

génétique est employé pour obtenir un bon ordonnancement pour le problème de

job shop dans un environnement dynamique. Dans un autre travail, Masuchun et

Masuchun (2004) ont présenté le concept de l’intervalle bloqué (en anglais frozen

interval) pour bloquer les jobs. L’objectif de cet intervalle est double, soit d’aug-

menter le nombre de jobs pour que l’ordonnancement obtenu reste inchangé, soit

de réduire le nombre de jobs et dans ce cas l’ordonnancement peut être changé.

Les résultats d’une simulation et d’une analyse statistique prouvent que l’utilisation

de l’intervalle bloqué dans les problèmes d’ordonnancement permet d’améliorer de

manière significative la performance de l’ordonnancement.

– Réordonnancement par retour vers l’ordonnancement initial : consiste à

modifier les décisions de l’ordonnancement de référence, sur une période de temps,

la plus réduite possible, de sorte que cet ordonnancement soit réutilisable à la fin de

la période. Cette technique a été utilisée par Bean et al. (1991) et Akturk et Gor-

gulu (1999). Bean et al. (1991) ont proposé une procédure permettant de réparer

l’ordonnancement prédictif lorsque des perturbations surviennent, de telle sorte que

le nouvel ordonnancement recouvre autant que possible l’ordonnancement initial.

Akturk et Gorgulu (1999)ont appliqué cette technique au problème de flow shop

modifié soumis à des pannes de machines. Les résultats ont montré que cette tech-

nique est efficace en termes de temps d’exécution, de qualité des ordonnancements

et de stabilité des solutions.

1.5.3.2 Approches proactives-réactives

D’après Elkhyari (2003), ces approches sont constituées de deux phases. Dans la pre-

mière phase, un ordonnancement robuste tenant compte de l’aspect incertain de certaines

données est construit par un algorithme statique ou hors-ligne. Dans la deuxième phase,

cet ordonnancement est adapté en-ligne en fonction de l’état du système au moment de son

exécution, grâce à un algorithme dynamique. La différence entre les approches prédictives-

réactives et les approches proactives-réactives est principalement due au fait que, dans les

approches proactives-réactives, aucun réordonnancement n’est fait en-ligne ; une solution
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d’ordonnancement évaluée est choisie parmi un ensemble de solutions. La plupart des

méthodes de résolution des approches proactives-réactives permettent de construire un

ensemble d’ordonnancements statiques tels qu’il soit facile de passer de l’un à l’autre, en

cas de perturbation.

L’ORdonnancement d’Atelier Basé sur l’AIde à la Décision (ORABAID) développé

au LAAS-CNRS (Laboratoire d’Analyse et d’Architecture des Systèmes) est l’une des ap-

proches proactives-réactives. L’idée générale de cette méthode est de construire, durant la

phase hors-ligne, un ordonnancement partiel en déterminant, pour chaque ressource, une

séquence de groupes de tâches, les tâches d’un même groupe étant totalement permutables

(Roubellat et al., 1998). La méthode utilise une heuristique qui construit une séquence de

groupes initiale, puis une méthode de recherche tabou est utilisée pour améliorer les per-

formances. Cet ordonnancement est ensuite exploité en temps réel. Le séquencement des

tâches d’un même groupe est défini, au fur et à mesure de l’exécution de l’ordonnancement,

par un décideur, qui dispose d’indicateurs, quant à la qualité de chaque choix vis-à-vis de

la performance. ORABAID propose des actions correctrices permettant de modifier l’ordre

et/ou l’affectation de certaines activités. Enfin, ORABAID permet également l’ajout en

temps réel de nouvelles opérations, ce qui fournit un élément de flexibilité supplémentaire.

Wu et al. (2009b) ont présenté une nouvelle technique mixte, qui combine l’approche

proactive avec l’approche réactive pour traiter le problème d’ordonnancement sous incerti-

tudes. Dans la phase proactive, ils ont construit un ordonnancement de référence robuste,

qui minimise la somme des déviations en valeur absolue entre l’ordonnancement de réfé-

rence et l’ordonnancement attendu. L’ordonnancement de référence robuste contient une

flexibilité pour minimiser les procédures de recherche complexes pour l’approche réactive

de l’ordonnancement. Les auteurs ont alors développé une procédure réactive d’ordon-

nancement pour réviser rapidement l’ordonnancement perturbé, quand des évènements

inattendu apparaissent. Elle est basée sur des informations industrielles en temps réel.

Aloulou et Portmann (2002) proposent un algorithme génétique construisant plusieurs

ordonnancements équivalents et garantissant un bon compromis entre flexibilité et perfor-

mance. Ensuite, à chaque fois qu’une décision doit être prise suite à un aléa (par exemple :
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retards de livraison de matières premières), plusieurs solutions sont proposées au décideur.

1.6 Conclusion

Nous avons présenté dans ce chapitre les différents types d’incertitudes et les tech-

niques de leur modélisation. Une nouvelle classification des différentes approches de l’or-

donnancement dans un milieu incertain a été développée. Cette classification comporte

trois approches, à savoir les approches proactives, les approches réactives et les approches

hybrides. Ces dernières sont composées de deux approches, les approches prédictives-

réactives et les approches proactives-réactives. Pour chacune de ces approches, un état de

l’art des techniques et des méthodes de résolution, ainsi que des avantages et des incon-

vénients, a été présenté.

Les problèmes d’ordonnancement sont reconnus, dans la littérature, comme des pro-

blèmes NP-difficiles. La présence des incertitudes rend ces problèmes plus compliqués.

Afin de déterminer des solutions de bonne qualité en un temps de calcul raisonnable, les

approches développées, dans la littérature, pour la résolution de ces types de problèmes,

sont des approches basées sur les métaheuristiques, à savoir la recherche tabou, les algo-

rithmes génétiques, le recuit simulé, etc.

Le développement d’un ordonnancement robuste dont la performance est peu sensible

aux incertitudes sera l’objectif du chapitre suivant. L’application d’une approche basée

sur les métaheuristiques permet de déterminer une solution robuste, de bonne qualité, et

en temps de calcul raisonnable. Du fait de la performance prouvée, dans la littérature,

de l’algorithme génétique pour la résolution des problèmes d’ordonnancement, nous choi-

sissons cet algorithme pour la résolution d’un problème d’ordonnancement robuste sous

incertitudes. Une organisation de type flow shop hybride constitue notre cas d’étude. Le

choix de ce cas d’étude est basé sur le fait que ce problème peut être assimilé au problème

des interventions au sein d’un bloc opératoire à plusieurs étages, où les étages représentent

les salles d’opérations, les salles de réveil, etc.
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2.1 Introduction

D’autres travaux sont actuellement menés dans l’équipe sur les ordonnancements sous

incertitudes. Ils sont réalisés dans le cadre d’une approche réactive (Aissani et al., 2009).

C’est pourquoi nous avons choisi, dans le cadre de cette thèse, de nous focaliser sur une
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approche complémentaire, l’approche proactive.

L’approche proactive suppose une connaissance au moins partielle des incertitudes sur

les données. Par ailleurs, nous constatons que les industriels sont incapables de fournir des

données fiables ou satisfaisantes au problème posé. Nous proposerons une solution robuste

de bonne performance et peu sensible aux incertitudes. La recherche de cette solution en

temps de calcul raisonnable et de bonne qualité revient à utiliser les métaheuristiques. Ces

techniques constituent un ensemble de règles et de mécanismes généraux ayant comme

fonction de contrôler et de guider la recherche d’une bonne solution. Elles sont appliquées

avec succès pour des problèmes très variés, tels que les problèmes du voyageur de com-

merce, d’ordonnancement, de localisation, de transport, de partition et de coloration de

graphes. Parmi les techniques les plus employées, on trouve les algorithmes génétiques qui

présentent des solutions de qualités intéressantes pour la résolution des problèmes com-

binatoires complexes, leurs applications en ordonnancement sous incertitudes sont peu

répondues.

Dans ce chapitre, nous nous intéressons à un problème connu dans l’industrie, le pro-

blème du flow shop hybride. Les incertitudes portent sur les durées d’exécution des travaux

(jobs) sur les machines. La modélisation de ces incertitudes est une modélisation par scé-

narios, au sens du chapitre 1. L’objectif est donc de proposer un algorithme génétique

permettant d’obtenir une solution robuste de bonne performance, qui est peu sensible à

ces incertitudes. A cet effet, il est nécessaire de développer un algorithme efficace pour

avoir un ordonnancement robuste. Avant de présenter notre algorithme génétique pour

l’ordonnancement robuste, nous développons un algorithme génétique pour la résolution

du problème d’ordonnancement du flow shop hybride dans un environnement déterministe.

Cet algorithme consiste à minimiser seulement le makespan, sans prendre en compte les

perturbations sur les temps d’exécution des jobs sur les machines. L’objectif de dévelop-

pement de cet algorithme est de vérifier son efficacité dans le cas déterministe. Puis, nous

décrivons comment l’algorithme génétique pour l’ordonnancement déterministe peut être

modifié pour trouver des solutions qui sont non seulement efficaces (makespan minimum)

mais aussi robustes faces aux incertitudes. La recherche de cette solution robuste et efficace

nous permettra de développer un nouveau mécanisme intégré dans l’algorithme génétique
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pour l’ordonnancement robuste et de développer un nouveau critère de robustesse. Le

choix de type d’organisation flow shop hybride pour illustrer nos travaux a été fait par

rapport à une de nos applications réelles privilégiées, qui est le bloc opératoire. En effet,

l’organisation d’un bloc opératoire, comme nous allons le montrer plus loin, correspond à

une organisation de type flow shop hybride.

Après une description générale du principe de l’algorithme génétique dans la section

2.2, la section 2.3 présentera les différentes phases de cet algorithme. La section 2.4 pré-

sentera une description du problème du flow shop hybride, ainsi que les méthodes de

résolution. La section 2.5 présentera une mise en oeuvre d’un algorithme génétique déter-

ministe. La section 2.6 sera consacrée au développement d’un algorithme génétique pour

l’ordonnancement robuste.

2.2 Concepts de base d’un algorithme génétique

Les algorithmes génétiques font partie de la famille des algorithmes évolutionnaires.

Ils s’inspirent de l’évolution naturelle des espèces. Avec ce type de méthodes, il ne s’agit

pas de trouver une solution analytique exacte mais de trouver une bonne solution satis-

faisante dans un temps de calcul raisonnable. La première description du processus des

algorithmes génétiques a été donnée par Holland en 1975, puis Goldberg (1989) les a uti-

lisés pour résoudre des problèmes concrets d’optimisation.

Le but de ces algorithmes génétiques est d’optimiser une fonction prédéfinie, appelée

fonction objectif, ou fitness ; ils travaillent sur un ensemble de solutions candidates, ap-

pelé "population" d’individus ou chromosomes (on utilisera indifféremment individu ou

chromosome). Ces derniers sont constitués d’un ensemble d’éléments, appelés "gènes", qui

peuvent prendre plusieurs valeurs, appelées "allèles".

Un chromosome est une représentation ou un codage d’une solution du problème

donné. Une première population est choisie soit aléatoirement, soit par des heuristiques ou

par des méthodes spécifiques au problème, soit encore par mélange de solutions aléatoires

et heuristiques. Cette population doit être suffisamment diversifiée pour que l’algorithme
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ne reste pas bloqué dans un optimum local. C’est ce qui se produit lorsque trop d’indivi-

dus sont semblables. Les algorithmes génétiques génèrent de nouveaux individus, de telle

sorte qu’ils soient plus performants que leurs prédécesseurs. Le processus d’amélioration

des individus s’effectue par utilisation d’opérateurs génétiques, qui sont la sélection, le

croisement et la mutation.

Pour mettre en oeuvre un algorithme génétique, il est nécessaire de disposer :

• une représentation génétique du problème, c’est-à-dire un codage de solutions utilisé

sous la forme de chromosomes.

• un mécanisme de génération de la population initiale. Ce mécanisme est indispen-

sable de construire une population d’individus non homogène.

• une fonction qui permet d’évaluer l’adaptation d’un chromosome à son environ-

nement, ce qui offre la possibilité de comparer des individus. Cette fonction est

construite à partir du critère que l’on désire optimiser. L’application de cette fonc-

tion à un élément de la population donne sa fitness ;

• un mode de sélection des chromosomes à reproduire. Cette sélection est basée sur

la reproduction et sur le codage génétique, qui stocke les informations décrivant

l’individu sous forme de gènes ;

• d’opérateurs de croisement et de mutation permettant de diversifier la population

au cours des générations et d’explorer l’espace d’état.

• de paramètres qu’utilise l’algorithme : taille de la population, probabilité de croise-

ment et de mutation, nombre total de générations.
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2.3 Les étapes de l’algorithme génétique

L’algorithme génétique commence par une génération d’une population initiale de Psize

individus, pour lesquels nous calculons leurs fitness et nous sélectionnons les individus par

une méthode de sélection. Ces individus seront manipulés par un opérateur de croisement

qui les choisit selon une probabilité Pcross. Leurs résultats peuvent être mutés par un

opérateur de mutation avec une probabilité de mutation Pmut. Les phases de selection

et de recombinaison (croisement et mutation) permettent de générer une nouvelle popu-

lation d’individus, qui ont de bonne chances d’être plus forts que ceux de la génération

précédente. Les individus issus de la phase de recombinaison seront insérés par une mé-

thode d’insertion dans la nouvelle population, dont nous évaluons la valeur de la fonction

objectif de chacun de ses individus. De génération en génération, la force des individus

de la population augmente et un test d’arrêt sera effectué pout décider quand arrêter

l’algorithme. La figure 2.1 présente un schéma de fonctionnement général de l’algorithme

génétique. Les différentes étapes de ce dernier sont présentées, en détail, dans les sections

suivantes.

Insertion

Évaluation des individus enfants

Génération d’une population
initiale de taille

Croisement

Mutation

Évaluation des        individus

Sélection pour la reproduction

Jusqu’à

 

ce que 
le critère d’arrêt 

soit vérifié

sizeP

sizeP

Fig. 2.1 – Fonctionnement général de l’algorithme génétique
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2.3.1 Codage

Le premier pas dans l’implantation des algorithmes génétiques est de créer une popula-

tion d’individus initiaux. Chaque individu de la population est codé par un chromosome.

Une population est donc un ensemble de chromosomes. Chaque chromosome code un point

de l’espace de recherche. L’efficacité de l’algorithme génétique va donc dépendre du choix

du codage d’un chromosome.

Deux types de codages ont été présentés dans la littérature : le codage direct et le

codage indirect (Guillaume et al., 2001). Si le chromosome représente implicitement la

solution, le codage est direct. Par contre, si le chromosome contient un ensemble d’infor-

mations spécifiques à un problème donné et la solution du problème est obtenue après

une transformation, le codage est indirect.

Un chromosome est représenté sous forme de chaînes de bits 0-1. Ce codage binaire a

permis de résoudre beaucoup de problèmes, mais il s’est avéré que, pour des problèmes

d’ordonnancement, il est plus pratique d’utiliser un codage entier des chromosomes. Ce

codage permet d’augmenter l’efficacité de l’algorithme génétique.

2.3.2 Génération de la population initiale

Plusieurs mécanismes de génération de la population initiale sont utilisés dans la litté-

rature (Caux et al., 1995). Le problème principal dans cette étape est le choix de la taille

de la population. Si la taille de la population est trop grande, le temps de calcul augmente

et demande un espace mémoire important. Par contre, une population de taille très petite,

la solution obtenue n’est pas satisfaisante. Il faut donc trouver le bon compromis.

2.3.3 Evaluation : fitness

Une fonction d’évaluation est utilisée pour mesurer les performances de chaque indi-

vidu, qui correspond à une solution donnée du problème à résoudre. Cette fonction permet

d’évaluer la capacité d’un individu à survivre en lui affectant un poids appelé fitness. La

force de chaque chromosome de la population est calculée afin que les plus forts soient

retenus dans la phase de sélection, puis modifiés dans la phase de croisement et mutation.
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La fonction d’évaluation dépend d’un problème à un autre. Par exemple, dans le cas des

problèmes d’ordonnancement, cette fonction peut prendre différents critères ( makespan,

retard, etc.)

2.3.4 Sélection

La sélection permet d’identifier les individus susceptibles d’être croisés dans une po-

pulation. Il existe plusieurs techniques de sélection (Dréo et al., 2003). Nous présentons

ici les quatre les plus utilisées parmi elles :

– sélection par rang : consiste à ranger les individus de la population dans un ordre

croissant ou décroissant, selon l’objectif (fonction fitness) ;

– sélection par roulette : elle consiste à créer une roue de loterie biaisée pour laquelle

chaque individu de la population occupe une sélection de la roue proportionnelle à

sa valeur d’évaluation ;

– sélection aléatoire : cette sélection se fait aléatoirement, uniformément et sans inter-

vention de la valeur d’adaptation. Chaque individu a donc une probabilité uniforme
1

Psize
d’être sélectionné, où Psize est le nombre total d’individus dans la population ;

– sélection par tournoi : le tournoi le plus simple consiste à choisir aléatoirement un

nombre k d’individus dans la population et à sélectionner celui qui a la meilleur

performance. Les individus qui participent à un tournoi sont remis ou sont retirés

de la population, selon le choix de l’utilisateur. Avec le tournoi binaire, sur deux

individus en compétition, le meilleur gagne avec une probabilité p ∈ [0, 5; 1] ;

2.3.5 Croisement

Le croisement permet d’enrichir la population en manipulant les composantes des chro-

mosomes. Un croisement est envisagé avec deux parents et génère un ou deux enfants. Il

est appliqué avec une probabilité Pcross, appelée probabilité de croisement. Après la sélec-

tion de deux individus, nous générons un nombre aléatoire α ∈ [0, 1]. Si α ≤ Pcross, nous
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appliquons l’opérateur de croisement sur les deux parents. Selon la littérature, plusieurs

opérateurs de croisement sont proposés (Nearchou, 2004), nous citons ici les plus utilisés :

– Croisement en 1-point : consiste à diviser chacun des deux parents en deux par-

ties à la même position, choisie au hasard et à recopier la partie inférieure du parent

à l’enfant et à compléter les gènes manquants de l’enfant à partir de l’autre parent

en maintenant l’ordre des gènes. La figure 2.2 présente un exemple illustratif de ce

type de croisement.

1 2 3 4 5 6 7 8 6 3 7 8 1 4 5 2

1 2 3 6 7 8 4 5 6 3 7 1 2 4 5 8

Enfant2Enfant1

Parent1 Parent2

Fig. 2.2 – Croisement en 1-point de deux chromosomes

– Croisement en 2-points : Ce type de croisement est utilisé en choisissant aléa-

toirement 2 points de coupure pour dissocier chaque parent en 3 fragments. Les 2

fragments en extrémités pour le Parent1 (respectivement Parent2 ) sont copiés à

l’Enfant1 (respectivement Enfant2 ). On complète la partie restante de l’Enfant1

par les éléments du Parent2 et la partie restante de l’Enfant2 par les éléments du

Parent1 en balayant de gauche à droite et en ne reprenant que les éléments non en-

core transmis. La figure 2.3 présente un exemple illustratif de ce type de croisement.

D’autres opérateurs de croisement sont proposés dans la littérature comme le croise-

ment PMX( partial-mapped crossover), OX (order crossover), CX (cycle crossover), JOX

(job-based order crossover), ER (edge recombination crossover), etc.
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Parent 1 Parent 2

1 2 3 4 5 6 7 8 6 3 7 8 1 4 5 2

1 2 6 3 4 5 7 8 6 3 1 4 7 8 5 2

Enfant 2Enfant 1

1 2 3 4 5 6 7 81 2 3 4 5 6 7 8 6 3 7 8 1 4 5 26 3 7 8 1 4 5 2

1 2 6 3 4 5 7 81 2 6 3 4 5 7 8 6 3 1 4 7 8 5 26 3 1 4 7 8 5 2

Enfant 2Enfant 1

Fig. 2.3 – Croisement en 2-points de deux chromosomes

2.3.6 Mutation

La mutation apporte l’aléa nécessaire à une exploration efficace de l’espace. Elle permet

de quitter les extremas locaux. Cet opérateur de mutation est utilisé avec une probabilité

Pmut. Si β, généré aléatoirement, appartient à [0, Pmut], nous appliquons l’opérateur de

mutation sur cet individu. Comme pour les croisements, de nombreuses méthodes de muta-

tion ont été présentées dans la littérature (Nearchou, 2004). Nous citons les plus connues :

– Opérateur d’inversion simple : cet opérateur consiste à choisir aléatoirement

deux points de coupure et inverser les positions des gènes situées au milieu ;

– Opérateur d’insertion : cet opérateur consiste à sélectionner au hasard un gène

et une position dans le chromosome à muter, puis à insérer le gène sélectionné dans

la position choisie ;

1 2 3 4 5 6 7 8 6 3 7 8 1 4 5 2

1 2 3 7 4 5 6 8 6 3 4 7 8 1 5 2

Enfant 2Enfant 1

Parent1 Parent2

Fig. 2.4 – Mutation : opérateur d’insertion

– Opérateur d’échange réciproque : c’est un opérateur qui permet de sélectionner

deux gènes et de les changer.



2.3. Les étapes de l’algorithme génétique 43

2.3.7 Insertion

Après l’étape de mutation, on utilise une méthode d’insertion pour générer une nou-

velle population. Plusieurs stratégies ont été présentées dans la littérature :

– première stratégie, consiste à choisir les Psize individus à partir des Psize enfants

déjà créés par les opérateurs de croisement et mutation. Dans ce cas, les parents

sont remplacés par les enfants mutés.

– une autre stratégie consiste à choisir les Psize individus à partir des Psize parents

de la population précédente et de Psize nouveaux enfants. A chaque itération, les

individus ayant les meilleures fitness seront sélectionnés afin de créer des individus

fils qui remplaceront les plus mauvais parents. Le reste survit et sera copié dans la

nouvelle génération.

– l’élitisme , consiste à copier quelques meilleurs individus dans la nouvelle population.

L’objectif est d’éviter que les meilleurs individus soient perdus après les opérateurs

de croisement et de mutation. Cette méthode permet de conserver, à une itération

donnée, le meilleur individu trouvé dans toutes les populations générées antérieure-

ment.

2.3.8 Critère d’arrêt

Le test d’arrêt joue un rôle très important dans le jugement de la qualité des individus.

Les critères d’arrêt sont de deux types :

– arrêt après un nombre fixé a priori de générations ;

– arrêt lorsque la population cesse d’évoluer ou n’évolue plus suffisamment.

Les algorithmes génétiques ont prouvé leurs performances, dans la littérature, en tant

qu’outils de résolution des problèmes réels. A cet effet, notre objectif est le développement

d’un algorithme génétique pour l’ordonnancement robuste d’un problème réel d’ordonnan-

cement, qui est le problème des blocs opératoires.

Afin de valider la performance de notre algorithme, nous proposons de le tester sur

un problème théorique connu dans la littérature et qui se rapproche, dans sa structure, à
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notre problème réel. Ce problème est le problème d’ordonnancement du flow shop hybride.

Ce dernier sera présenté dans la section suivante.

2.4 Le problème d’ordonnancement du flow shop hy-

bride

2.4.1 Présentation

Une organisation de type flow shop hybride constitue notre cas d’étude. Il s’agit d’or-

donnancer un ensemble de n jobs types qui sont représentatifs des scénarios de production

possibles J1, J2, ..., Jn dans un atelier de production composé de plusieurs étages k.

Chaque job Jj est constitué de k opérations types Ojt : Ojt est l’opération du job j

traitée par l’étage t.

L’étage t contient un ensemble de M t > 1 machines parallèles identiques, ce qui signifie

que les jobs peuvent être exécutés indifféremment sur l’une ou l’autre des machines d’un

même étage. Chaque job doit passer sur une des machines dans chaque étage (voir figure

2.5).

Fig. 2.5 – flow shop hybride à k étages

Une fois que l’exécution d’un job a débuté sur une machine, celle-ci ne peut pas être

interrompue. Ceci revient à dire que l’ordonnancement est non préemptif. Le job ne peut

pas être exécuté dans des différentes machines. Aucun job ne peut commencer sur cette
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machine avant la fin du job en cours.

Pour chacun des jobs, l’ordre de passage des opérations dans les k étages est le même :

Oj1, Oj2, ..., Ojt. La machine Mit avec i = 1, 2, ...,M t et t = 1, 2, ..., k ne peut exécuter

qu’un seul job à la fois.

Le temps opératoire du job j à l’étage t est noté Pjt (les temps de montage, de trans-

port, de décharge... sont contenus dans le temps opératoire du job).

Nous présentons dans la section suivante un état de l’art de ce problème.

2.4.2 État de l’art du problème d’ordonnancement du flow shop

hybride

Le problème d’ordonnancement du flow shop hybride est l’un des problèmes les plus

difficiles et également les plus courants dans le domaine industriel. Gupta, en 1988, a ou-

vert le champ d’études des problèmes d’ordonnancement du flow shop hybride et prouvé

que le cas le plus simple de ce problème est NP-complet (le cas où il y a une seule machine

dans le premier étage et deux machines dans le deuxième étage). Depuis, de nombreuses

recherches ont été menées et les méthodes et techniques utilisées s’étendent des heuris-

tiques aux métaheuristiques (comme le recuit simulé, la recherche tabou, les algorithmes

génétiques, etc.) et aux méthodes hybrides, en passant par des méthodes exactes, avec

comme objectif la minimisation du makespan ou le temps de séjour total (ou moyen) des

travaux ou du nombre des travaux en retard, etc.

Par exemple, Allaoui et Artiba (2006) ont étudié le problème d’ordonnancement du

flow shop hybride à 2 étages, une machine au premier étage et plusieurs machines au

deuxième étage, avec des contraintes de disponibilité des machines dont l’objectif est la

minimisation du makespan. Ils l’ont résolu par une procédure de séparation et évaluation.

Brah et Hunsucker (1991) ont utilisé la même technique de résolution, mais dans le cas

de plusieurs étages. Rajendran et Holthaus (1999) s’adressent aussi au même problème

mais en considérant le temps de séjour total comme critère à minimiser.
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Gupta (1988) a développé des heuristiques pour résoudre un problème d’ordonnance-

ment particulier du flow shop hybride à 2 étages dont une seule machine dans le deuxième

étage. L’objectif est la minimisation du makespan. Par la suite, Gupta et al. (2002) ont

proposé des heuristiques pour résoudre un problème d’ordonnancement du flow shop hy-

bride à k étages, dont l’objectif est la minimisation du retard. Sriskandarajah (1993) a

proposé aussi une heuristique qui partitionne tout d’abord le flow shop hybride en plu-

sieurs flow shop simples, ensuite répartit les travaux à ordonnancer entre les différents

flow shop et finalement ordonnance chaque flow shop à l’aide de l’algorithme de Gilmore

et Gomory (1964) .

Différentes métaheuristiques ont été proposées pour obtenir des solutions approchées.

Gourgand et al. (1999) ; Jin et al. (2006) ont utilisé le recuit simulé pour la résolution

du problème d’ordonnancement du flow shop hybride. Nowicki et Smutnicki (1998) ont

appliqué la recherche tabou pour la résolution de ce même problème. Ruiz et al. (2005b)

ont utilisé l’algorithme génétique pour la résolution du problème d’ordonnancement du

flow shop hybride avec des machines différentes.

Pour plus de détails, le lecteur peut se référer aux travaux de Linn et Zhang (1999),

Vignier et al. (1999) et Ruiz et Vázquez-Rodríguez (2010) qui ont réalisé un état de l’art

des problèmes d’ordonnancement de flow shop hybride.

Dans la pratique et dans la plupart des problèmes réels d’ordonnancement, plusieurs

facteurs incontrôlables peuvent perturber le temps d’achèvement et par la suite l’ordon-

nancement ne peut pas être réalisé comme prévu. Pour cet effet, il est nécessaire de déve-

lopper un algorithme efficace pour avoir un ordonnancement robuste. En effet, avant de

présenter notre algorithme génétique pour l’ordonnancement robuste, nous développons

un algorithme génétique pour la résolution du problème d’ordonnancement du flow shop

hybride dans un environnement déterministe. Cet algorithme consiste à minimiser seule-

ment le makespan, sans prendre en compte les perturbations sur les temps d’exécution des

jobs sur les machines. L’objectif de développement de cet algorithme est de vérifier son

efficacité dans le cas déterministe. Puis, nous décrivons comment l’algorithme génétique
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pour l’ordonnancement déterministe peut être étendu pour trouver des solutions qui sont

non seulement efficaces (makespan minimum), mais aussi robustes face aux incertitudes.

2.5 Algorithme génétique pour l’ordonnancement dé-

terministe : cas du problème flow shop hybride

2.5.1 Codage utilisé pour notre algorithme

Puisque nous sommes dans le cas de la résolution d’un problème d’ordonnancement

de permutation. Le codage que nous avons retenu est de longueur égale au nombre total

de jobs à réaliser (Yamada et Nakano, 1992; Nearchou, 2004). L’individu est représenté

par une séquence de jobs. Cette séquence est appliquée seulement au premier étage. Pour

les autres étages, c’est-à-dire de l’étage 2 à l’étage k, les jobs sont ordonnés selon leurs

dates d’achèvement minimales de l’étage précédent. Cela signifie que la règle FIFO (First

In First Out) est utilisée pour trouver la séquence des jobs pour les étages suivants. Il

est à noter que la séquence des jobs diffère d’un étage à un autre. L’affectation des jobs

sur les machines est faite en appliquant la règle FAM (First available Machine) : nous

affectons le job à la machine la plus disponible. La population initiale est aléatoirement

produite. La population est formée par un nombre donné de chromosomes notés par Psize.

L’objectif principal est de minimiser le makespan (temps d’achèvement des jobs).

La figure 2.6 présente le codage d’une solution quelconque. Le job numéro 4 sera lancé

en production le premier, suivi du job numéro 7...et enfin le job numéro 8, placé dans le

dernier chromosome du code, sera lancé le dernier. Nous dirons alors que le code génétique

d’une solution envisagée est constitué de N jobs.

4 7 3 1 6 5 2 8

Fig. 2.6 – Codage d’un chromosome
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2.5.2 Génération d’une population initiale

Dans cette étape, une population initiale doit être générée, où chaque chromosome

représente une solution réalisable du problème. La procédure que nous avons utilisée pour

générer la population initiale des individus, adaptée à notre problème est une génération

aléatoire de Psize individus. Ce type de génération est le meilleur choix, car il permet

l’hétérogénéité de la population.

2.5.3 Opérateur de sélection

La méthode utilisée est la sélection aléatoire. Cette sélection se fait aléatoirement,

uniformément et sans intervention de la valeur de la fonction objectif. Chaque individu a

donc une probabilité uniforme (1/Psize) d’être sélectionné.

2.5.4 Opérateur de croisement

Pour obtenir de nouveaux individus (enfants) à partir d’une population initiale d’une

itération, nous utiliserons l’opérateur de croisement en 2-points décrit dans la section

2.3.5. Ce croisement s’effectuera comme suit :

Étape 1 : Choisir deux individus de la population actuelle comme parents P1 et P2 pour

générer deux enfants E1 et E2 ;

Étape 2 : Générer aléatoirement deux positions k1 ∈ [1, ..., N ] et k2 ∈ [1, ..., N ] avec

k1 < k2 et générer une probabilité de croisement α ;

Étape 3 : Si α ≤ Pcross ;

Étape 3-1 : Copier tous les éléments (les éléments qui sont inférieurs à k1 et su-

périeurs à k2) des parents choisis sur les deux enfants respectivement, ici, nous

copions ceux du parent P1 à l’enfant O1, ceux du parent P2 à l’enfant O2 ;

Étape 3-2 : Compléter la partie restante de l’enfant E1 par les éléments du parent

P2 et la partie restante de l’enfant E2 par les éléments du parent P1 en balayant

de gauche à droite et en ne reprenant que les éléments non encore transmis ;

Étape 4 : Si α > Pcross, copier le parent P1 à l’enfant E1 et le parent P2 à l’enfant E2.
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2.5.5 Opérateur de mutation

Les individus de la population issue du croisement vont ensuite subir un processus de

mutation. L’opérateur de mutation utilisé est l’opérateur d’insertion décrit dans la section

2.3.6.

Étape 1 : Générer aléatoirement deux gènes s1 ∈ [1, ..., N ] et s2 ∈ [1, ..., N ] avec s1 6= s2

et générer une probabilité de mutation β ;

Étape 2 :

– Si s1 < s2 insérer le gène s1 après le gène s2 pour avoir un enfant muté noté Emut1

(respectivement Emut2) ;

– Si s1 > s2 insérer le gène s1 avant le gène s2 pour avoir un enfant muté noté Emut1

(respectivement Emut2) ;

Étape 3 :

– Si β ≤ Pmut, muter seulement l’enfant E1 pour avoir un enfant muté Emut1 ;

– Si β > Pmut, muter seulement l’enfant E2 pour avoir un enfant muté Emut2 ;

2.5.6 Opérateur d’insertion

L’insertion dans le contexte de l’ordonnancement est employée pour réduire au mini-

mum la fonction fitness. Cette insertion permet d’éliminer de la population les chromo-

somes les plus faibles. En effet, les individus qui sont générés aléatoirement et les enfants

mutés (égale à 2 ∗ Psize)sont triés selon leur fonction de fitness dans un ordre croissant.

Seule la moitié supérieure de la population, correspondant aux meilleurs individus, est

sélectionnée. Il est à noter que la taille de la population reste fixe (égale à Psize) de

génération en génération.

2.5.7 Fonction d’évaluation : fitness

La fonction d’évaluation consiste à minimiser le makespan (noté Cmax).

Cmax = Max
j=1,...,n
t=1,...,k

{Cjt} (2.1)

Cjt désigne le temps d’achèvement du job j dans l’étage t.
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2.5.8 Critère d’arrêt

Le critère d’arrêt utilisé est le nombre de générations égal à IterMax. Après IterMax

générations, l’algorithme génétique s’arrête et donne le meilleur chromosome qui possède

un Cmax minimum.

Notre algorithme génétique pour l’ordonnancement déterministe est initialisé par une

taille de population (Psize), une probabilité de croisement (Pcross), une probabilité de

mutation (Pmut) et par un critère d’arrêt (IterMax). Les étapes de cet algorithme sont

présentées dans l’algorithme 1.

Algorithme 1 Algorithme génétique pour l’ordonnancement déterministe
1: Initialiser : Psize, Pcross, Pmut, IterMax, µ = 0
2: Générer aléatoirement Psize séquences de jobs.
3: répéter
4: i = 0
5: Tant que µ < Psize

2
faire

6: Sélectionner aléatoirement deux parents de la population
7: Croisement des deux parents pour obtenir deux enfants par une probabilité Pcross

8: Muter les deux enfants par une probabilité Pmut

9: µ = µ + 1
10: Fin tant que
11: Évaluer tous les chromosomes (2Psize, parents et enfants) par la fonction d’évalua-

tion fitness
12: Ranger les parents et les enfants dans l’ordre croissant selon leur fonction d’évalua-

tion
13: Supprimer les Psize chromosomes faibles et enregistrer les meilleurs chromosomes

(BestPop) selon leur fonction d’évaluation fitness
14: Remplacer (Psize, BestPop)
15: i = i + 1
16: Jusqu’à i = IterMax

2.6 Algorithme génétique pour l’ordonnancement ro-

buste : cas du problème flow shop hybride

Dans cette section, nous présenterons une application de l’algorithme génétique pour

la résolution du problème d’ordonnancement du flow shop hybride. Cet algorithme four-

nit une solution non seulement de bonne qualité mais également robuste. La recherche de
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cette solution consiste à étendre l’algorithme génétique pour l’ordonnancement détermi-

niste, où la fonction d’évaluation fitness de l’algorithme génétique pour l’ordonnancement

déterministe doit être remplacée par une fonction d’évaluation robuste. La détermination

de cette dernière est basée sur un critère de robustesse agrégeant deux objectifs.

Deux nouveaux mécanismes possibles permettent d’obtenir une solution efficace et ro-

buste. Le premier mécanisme consiste à évaluer, à chaque génération, dans l’algorithme

génétique, tous les chromosomes sur un ensemble de scénarios perturbés (c’est-à-dire que

la population est générée aléatoirement et les nouveaux enfants mutés sont évalués sur

les mêmes scénarios perturbés). Cet ensemble de scénarios change d’une génération à

une autre. En effet ce premier mécanisme permet d’augmenter la probabilité d’obtenir

une solution robuste sur un nombre important de scénarios perturbés (c’est-à-dire, si

IterMax = 1.000 et le nombre de scénarios perturbés est N = 10, alors la solution ro-

buste est évaluée sur 1.000 ∗ 10 = 10.000 scénarios perturbés). Le deuxième mécanisme

permet d’évaluer chaque chromosome sur un ensemble de scénarios perturbés (c’est-à-dire

que chaque chromosome est évalué sur son propre ensemble de scénarios perturbés). Cet

ensemble de scénarios change à chaque évaluation d’un chromosome.

Le premier mécanisme est le plus cohérent, puisque l’évaluation des chromosomes

s’effectue sur le même ensemble de scénarios. Dans cette thèse, nous choisissons le premier

mécanisme et l’implémentation du deuxième est envisageable dans des travaux futurs.

2.6.1 Fonction d’évaluation robuste

Soit x une solution du problème (une séquence de jobs). La qualité de la solution x

est calculée par une fonction d’évaluation f(x). I est un scénario initial qui représente les

caractéristiques (inputs) du problème (dans notre cas, le temps d’exécution des jobs dans

chaque étage). Alors, la fonction d’évaluation de la solution x du scénario I s’écrira fI(x).

En effet, pour calculer une solution robuste, la fonction d’évaluation f(x) est remplacée

par une fonction d’évaluation robuste f r(x) (ou critère de robustesse).

Pour représenter les incertitudes sur les caractéristiques du problème (temps d’exé-

cution incertain), nous choisissons la modélisation par scénarios (décrite dans la section
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1.4.3). Le contenu des scénarios est le reflet d’hypothèses concernant l’incertain. Cette mo-

délisation nécessite la construction d’un ensemble de scénarios (appelé aussi instances ou

jeux de données) contenant les temps d’exécution des jobs dans chaque étage. L’ensemble

des scénarios, noté par une fonction ξ, est représenté par une fonction d’échantillonnage

à partir de l’instance initiale I. On notera aussi ξi(I) le iième échantillon des paramètres

de l’instance I (avec i = 1, ..., N , où N représente l’ensemble des instances perturbées).

ξi(I) est une variable aléatoire uniforme sur [PI − αPI , PI + αPI ], avec PI le temps d’exé-

cution du scénario initial et α ∈ [0, 1] exprime le degré d’incertitude des temps d’exécution.

La fonction d’évaluation robuste est présentée comme suit :

f r(x) = λ ∗ fI(x) + (1− λ) ∗

√√√√ 1

N

N∑
i=1

(
fξi(I)(x)− fI(x)

)2 (2.2)

fξi(I)(x) (avec i = 1, ..., N) est la fonction d’évaluation du scénario ξi(I). Cette

fonction est obtenue en intégrant la solution x obtenue par le scénario initial

I dans l’instance ξi(I).

λ est un poids fixé par le décideur (λ ∈ [0, 1]) et qui reflète l’importance qu’il

accorde à chacun des objectifs.

Ce critère de robustesse a pour objectif de minimiser simultanément la fonction d’éva-

luation du scénario initial et la déviation entre la fonction d’évaluation de tous les scénarios

et le scénario initial. Cette déviation permet de mesurer la dispersion des valeurs de la

fonction d’évaluation des scénarios perturbés autour de la valeur de la fonction d’évalua-

tion du scénario initial.

Ce critère de robustesse est générique et peut être utilisé dans plusieurs environne-

ments de production (flow shop, job shop, job shop flexible, etc.). Il peut être appliqué

sur différents critères de performance (le makespan, le retard maximal, le temps total de

présence (total flow time), le temps moyen de présence (mean flow time) le retard moyen
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(mean tardiness), le retard algébrique (maximum lateness),etc). En effet, il suffit de rem-

placer la fonction d’évaluation f par le critère approprié.

Puisque le critère de performance utilisé dans cette thèse est de minimiser le makes-

pan (noté Cmax), il s’agit de remplacer fI(x) par CmaxI(x) et fξi(I)(x) par Cmaxξi(I)(x).

Alors la fonction d’évaluation robuste f r(x) consiste à minimiser simultanément le ma-

kespan du scénario initial et la déviation entre le makespan des scénarios perturbés et le

makespan du scénario initial. Cette déviation permet de mesurer la dispersion des ma-

kespan des scénarios perturbés autour du makespan du scénario initial. Cette fonction

d’evaluation robuste s’écrira comme suit :

f r(x) = λ ∗ CmaxI(x) + (1− λ) ∗

√√√√ 1

N

N∑
i=1

(
Cmaxξi(I)(x)− CmaxI(x)

)2 (2.3)

CmaxI(x) est le makespan du scénario initial.

Cmaxξi(I)(x) est le makespan du scénario perturbé.

La fonction d’évaluation robuste est une agrégation de deux objectifs. Nous remar-

quons que ces deux objectifs n’ont pas les mêmes échelles de mesures. Afin d’avoir des

échelles communes aux deux objectifs, nous avons normalisé les valeurs correspondant à

ces unités. La fonction d’évaluation robuste f r(x) devient comme suit :

f r(x) = λ ∗ CmaxI(x)− LB

LB
+ (1− λ) ∗

√
1
N

N∑
i=1

(
Cmaxξi(I)(x)− CmaxI(x)

)2

DEV _MAX(x∗)
(2.4)

LB est la borne inférieure du scénario initial.

DEV _MAX(x∗) = Max {[CmaxI(x
∗)− CmaxIMin

(x∗)], [CmaxIMax
(x∗)− CmaxI(x

∗)]} .

(2.5)
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(x∗) est la meilleure solution (séquence) calculée par l’algorithme génétique

pour l’ordonnancement déterministe (l’algorithme 1).

CmaxIMin
(x∗) est le makespan du scénario minimal. Ce scénario noté IMin,

contient les temps d’exécution des jobs minimaux calculé par le scénario initial,

où IMin = I − αI.

CmaxIMax
(x∗) est le makespan du scénario maximal. Ce scénario noté IMax

contient les temps d’exécution des jobs maximaux calculé par le scénario initial,

où IMax = I + αI.

Ces deux dernières valeurs (CmaxIMin
(x∗) et CmaxIMax

(x∗)) sont calculées par l’inté-

gration de la solution (x∗) obtenue par le scénario initial I dans le scénario minimal IMin

et maximal IMax.

Pour trouver un ensemble de solutions pour ce problème, nous faisons varier la valeur

λ entre 0 et 1 et nous appliquons l’algorithme génétique pour l’ordonnancement robuste

pour chaque valeur de λ. Plus λ est important, plus la priorité est donnée à la minimisation

de l’écart associé à CmaxI par rapport à celui associé à la déviation entre les scénarios

perturbés et le scénario initial. Par exemple, pour trouver une solution robuste, ce qui

est le cas de λ = 0, nous favorisons la minimisation de la déviation entre les scénarios

perturbés et le scénario initial. Pour trouver une solution efficace, ce qui est le cas de

λ = 1, nous favorisons la minimisation du makespan du scénario initial (CmaxI). Dans ce

dernier cas, la solution nommée comme efficace peut être obtenue non seulement par l’al-

gorithme génétique pour l’ordonnancement robuste, mais aussi par l’algorithme génétique

pour l’ordonnancement déterministe (décrit par l’algorithme 1) puisque les perturbations

n’interviennent pas dans les deux algorithmes.

Dans le cadre de cette thèse, la fonction d’évaluation robuste proposée est une agré-

gation monocritère de deux objectifs. Bien évidemment, d’autres méthodes, telles que

les méthodes multicritères basées sur l’analyse de Pareto, sont également envisageables
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afin d’optimiser simultanément ces deux objectifs. Ceci constitue une des perspectives

de notre thèse. Nous avons opté pour une démarche progressive (agrégation monocritère,

puis à terme multicritères) pour avancer étape par étape sur la maîtrise de la notion de

robustesse et de sa caractérisation.

2.6.2 Test de convergence

Ce test de convergence permet de déterminer le nombre de scénarios perturbés N . plu-

sieurs techniques de convergence consistent à déterminer le nombre de scénarios pertur-

bés. Parmi ces techniques, la moyenne, l’écart-type, etc. Dans cette thèse, nous choisissons

comme test de convergence, la moyenne de tous les scénarios perturbés. Parce que dans

nos résultats expérimentaux, présenté dans le chapitre 3, nous comparons la moyenne des

makespan de tous les scénarios perturbés par rapport au makespan du scénario initial.

En effet, le nombre de scénarios perturbés est égal à N , si la moyenne des Cmax des

N scénarios perturbés, moins la moyenne des Cmax de N + 10 des scénarios perturbés

est inférieure à ε, alors le test de convergence est satisfait.

1

N

N∑
i=1

(
Cmaxξi(I)(x)

)
− 1

N + 10

N+10∑
i=1

(
Cmaxξi(I)(x)

)
≤ ε (2.6)

Dans notre algorithme génétique pour l’ordonnancement robuste, le nombre des scénarios

perturbés N ∈ [10, 20, ..., 100] avec pas de 10, et ε = 0, 5. Si le test de convergence

n’est pas satisfait, alors ce test est arrêté et le nombre de scénarios perturbés est fixé à

N = 100. Suite à quelques expérimentations effectuées, nous avons constaté que, pour

une valeur de ε = 0, 5 nous obtenons de bons résultats en un temps de calcul raisonnable.

A cet effet, nous avons fixé une valeur de ε = 0, 5 dans notre algorithme génétique pour

l’ordonnancement robuste.

2.6.3 Description de l’algorithme génétique pour l’ordonnance-

ment robuste

Dans cette section nous décrivons comment l’algorithme génétique pour l’ordonnan-

cement déterministe peut être modifié pour donner des solutions robustes et efficaces.
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Les opérateurs utilisés dans l’algorithme génétique pour l’ordonnancement robuste

sont les mêmes opérateurs utilisés dans l’algorithme génétique pour l’ordonnancement dé-

terministe. De plus, le fonctionnement de l’algorithme génétique pour l’ordonnancement

robuste est semblable au fonctionnement de l’algorithme génétique pour l’ordonnancement

déterministe, mais ici nous intégrons un nouveau mécanisme. Ce mécanisme consiste à

évaluer, à chaque génération de l’algorithme génétique, tous les chromosomes, sur un en-

semble de scénarios perturbés. Cet ensemble de scénarios change d’une génération à une

autre. De plus, la fonction d’évaluation fitness (décrite dans la section 2.5.7) est remplacée

par la fonction d’évaluation robuste (décrite dans la section 2.6.1).

Cet algorithme permet de générer une séquence robuste qui minimise le makespan du

scénario initial et la déviation entre ce makespan et le makespan des scénarios perturbés.

Le processus de l’algorithme génétique pour l’ordonnancement robuste est illustré dans

l’algorithme 2. Cet algorithme est initialisé par une taille de la population Psize), une

probabilité de croisement (Pcross), une probabilité de mutation (Pmut), une petite valeur

pour tester la convergence (ε) et par un critère d’arrêt (IterMax).

Algorithme 2 Algorithme génétique pour l’ordonnancement robuste
1: Initialiser : Psize, Pcross, Pmut, IterMax, µ = 0, N , ε = 0.5.
2: Calculer DEV _MAX
3: Générer aléatoirement Psize séquences de jobs.
4: répéter
5: i = 0
6: Génération de N scénarios perturbés à partir du scénario initial.
7: Test de convergence des scénarios perturbés.
8: Tant que µ < Psize

2
faire

9: Sélectionner aléatoirement deux parents de la population
10: Croisement des deux parents pour obtenir deux enfants par une probabilité Pcross

11: Muter les deux enfants selon une probabilité Pmut

12: µ = µ + 1
13: Fin tant que
14: Évaluer tous les chromosomes (2Psize, parents et enfants) par la fonction d’évalua-

tion fitness
15: Ranger les parents et les enfants dans l’ordre croissant, selon leur fonction d’éva-

luation
16: Supprimer les Psize chromosomes faibles et enregistrer les meilleurs chromosomes

(BestPop), selon leur fonction d’évaluation fitness
17: Remplacer (Psize, BestPop)
18: i = i + 1
19: Jusqu’à i = IterMax
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2.7 Conclusion

Dans ce chapitre, nous avons développé un algorithme génétique pour l’ordonnan-

cement robuste pour le problème du flow shop hybride. Un critère de robustesse a été

développé. Ce critère consiste à trouver une solution de bonne performance et qui est peu

sensible aux incertitudes. L’objectif est de minimiser simultanément la date d’achèvement

des jobs (makespan) et la déviation entre les scénarios perturbés et le scénario initial.

Nous avons développé aussi un nouveau mécanisme intégré dans l’algorithme génétique.

Ce mécanisme consiste à évaluer, à chaque génération de l’algorithme génétique, tous les

chromosomes, sur un ensemble de scénarios perturbés. Une illustration du rôle de la fonc-

tion d’évaluation robuste à l’aide d’un exemple académique est présentée dans l’annexe

A. Dans le chapitre, suivant nous proposons de vérifier et de comparer notre algorithme

génétique pour l’ordonnancement déterministe à d’autres méthodes développées dans la

littérature et de valider notre algorithme génétique pour l’ordonnancement robuste par la

simulation. Ce modèle de simulation nous permettra de tester et valider la robustesse.
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3.1 Introduction

Dans le chapitre précédent, nous avons présenté un algorithme génétique pour la réso-

lution du problème d’ordonnancement d’un flow shop hybride. Deux types d’algorithmes

ont été ainsi définis. Le premier est un algorithme génétique pour l’ordonnancement dé-

terministe minimisant seulement le makespan, sans tenir compte des perturbations sur les

temps d’exécution des jobs dans les étages et le second est un algorithme génétique pour

l’ordonnancement robuste minimisant simultanément le makespan du scénario initial et

la déviation entre les scénarios perturbés et le scénario initial. L’objectif est de trouver

une solution efficace (un makespan minimum) et robuste qui résiste face aux perturbations.
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Dans ce chapitre, nous testons en premier lieu l’efficacité de l’algorithme génétique

pour l’ordonnancement déterministe minimisant le Cmax. Dans le but de vérifier les ré-

sultats obtenus, cet algorithme a été comparé à deux méthodes de résolution (une méthode

de type Branch and Bound (B&B) et la méthode de système immunitaire artificiel (AIS))

présentées dans la littérature. En deuxième lieu, nous validons notre algorithme génétique

pour l’ordonnancement robuste développé dans le chapitre 2. Cette validation est réalisée

par la simulation.

3.2 Vérification de l’algorithme génétique pour l’ordon-

nancement déterministe

Dans cette section, nous présentons l’efficacité de notre algorithme génétique pour

l’ordonnancement déterministe dont l’objectif est de minimiser seulement le makespan

(Cmax). Cette série d’expérimentations est effectuée de manière statique, sans intégrer

des perturbations. Les données utilisées sont déterministes et ne prennent pas en compte

des incertitudes sur les temps d’exécution.

3.2.1 Description des Benchmarks

L’algorithme génétique pour l’ordonnancement déterministe a été testé sur des Bench-

marks (jeux-tests, instances) présentés par (Carlier et Néron, 2000). Le nombre total de

ces benchmarks est 77, dont la taille est de 10 ou 15 jobs, et 5 ou 10 étages, suivant les

cas. Les temps d’exécution sont générés aléatoirement dans l’intervalle [3, 20], quel que

soit le nombre de machines dans les étages.

Pour un nombre de jobs et un nombre d’étages fixés, il existe plusieurs configurations

machines possibles (a, b, c et d). Nous appelons une configuration de machine une liste de

nombres représentant le nombre de machines dans chacun des étages (voir tableau 3.1).

La configuration de type a dispose de 2 machines dans chaque étage, sauf le premier,

ou le dernier, ou l’étage qui se situe au milieu (selon le nombre de jobs et d’étages) qui

dispose seulement d’une seule machine. Par exemple l’instance j10c5a2 correspond à une
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configuration de 221221. La configuration de type b dispose d’une seule machine dans le

premier étage et de 2 machines dans les autres étages (c’est à dire 12222 dans le cas de 5

étages), sauf le cas de 15 jobs et 10 étages, où une seule machine est disponible dans le

dernier étage. La configuration de type c dispose de 3 machines dans chaque étage, sauf

l’étage qui se situe au milieu, qui dispose de 2 machines seulement( par exemple l’instance

j10c5c1 est une instance de 10 jobs et 5 étages, dans lequelle les deux premiers étages

disposent de 3 machines, seulement 2 machines dans le troisième étage et les deux derniers

étages disposent de 3 machines). La configuration de type d dispose de 3 machines dans

chaque étage.

Types j10c5 et j15c5 j10c10 j15c10

a 22122 2222122222 1222222222
b 12222 1222222222 2222222221
c 33233 3333233333 -
d 33333 - -

Tab. 3.1 – Différents types de configurations

En se basant sur Carlier et Néron (2000), certains des benchmarks sont groupés en tant

qu’instances difficiles. Ces instances comprennent les configurations de types c et d pour les

instances de 10 jobs et 5 étages et les instances de 15 jobs et 5 étages (j10c5× et j15c5×).

Le reste des instances (de types a, b et j10c10c) sont identifiées en tant qu’instances faciles.

3.2.2 Expérimentations et résultats

Notre algorithme a été implémenté avec Microsoft Visual C++ 6.0 et testé sous Win-

dows XP professionnel. Les expérimentations sont effectuées sur un ordinateur personnel

Pentium IV avec 1,70 GHz et 512 Mo de RAM.

Après plusieurs expérimentations, nous avons retenu les paramètres suivants :

? une taille de population égale à 200 ;

? une probabilité de croisement égale à 90% ;

? une probabilité de mutation égale à 20% ;

? un critère d’arrêt qui est le nombre de générations, égal à 1000 (IterMax = 1.000).

122122 : de gauche à droite : nous avons 2 machines à l’étage 1, 2 à l’étage 2, 1 à l’étage 3, ...
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Les résultats de l’algorithme génétique ont été comparés à deux méthodes de résolution

qui ont été développées dans la littérature et ce sont les seules méthodes qui ont utilisé des

Benchmarks qui sont accessible. La première méthode, notée B&B, est une procédure par

séparation et évaluation (Branch & Bound) développée par Carlier et Néron (2000). La

deuxième méthode est un algorithme basé sur le système immunitaire artificiel, noté AIS,

développé par Engin et Doyen (2004). Cette méthode est une catégorie d’algorithme ins-

pirée par les principes et le fonctionnement du système immunitaire naturel des vertébrés.

Ce type d’algorithme exploite typiquement les caractéristiques du système immunitaire,

pour ce qui est de l’apprentissage et de la mémorisation comme moyens de résolution de

problèmes. Dans ces deux méthodes (B&B et AIS), les auteurs ont limité leurs algorithmes

par un temps de calcul égal à 1600 secondes. Si, au bout de 1600 secondes, la solution

optimale n’est pas trouvée, alors l’algorithme s’arrête et la meilleure solution rencontrée

est acceptée comme ordonnancement final.

Les résultats obtenus ont été comparés à une borne inférieure globale (LB) dévelop-

pée par Carlier et Néron (2000).Le pourcentage de déviation est calculé par la formule

suivante :

%Déviation =
Cmax− LB

LB
∗ 100 (3.1)

Les tableaux 3.2 - 3.14 présentent une comparaison des pourcentages de déviation par

rapport à la borne inférieure LB de notre algorithme génétique pour l’ordonnancement

déterministe avec l’algorithme de B&B et l’algorithme AIS développés dans la littérature.

Cette comparaison montre que le pourcentage de déviation de notre algorithme génétique

pour l’ordonnancement déterministe est, dans la plupart des instances, égal et parfois

meilleur que l’algorithme du B&B et l’algorithme AIS. Ces derniers sont parfois meilleurs

que notre algorithme génétique pour l’ordonnancement déterministe dans quelques ins-

tances.
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Instances Cmax LB %Déviation

AG AIS B&B AG AIS B&B

J10c5a2 88 88 88 88 0 0 0

J10c5a3 117 117 117 117 0 0 0

J10c5a4 121 121 121 121 0 0 0

J10c5a5 122 122 122 122 0 0 0

J10c5a6 110 110 110 110 0 0 0

Moyenne 111,60 111,60 111,60 111,60 0 0 0

Tab. 3.2 – Comparaison entre AG, AIS et B&B pour l’instance de type J10c5a (instance

facile)

Instances Cmax LB %Déviation

AG AIS B&B AG AIS B&B

J10c5b1 130 130 130 130 0 0 0

J10c5b2 107 107 107 107 0 0 0

J10c5b3 110 109 109 109 0,92 0 0

J10c5b4 122 122 122 122 0 0 0

J10c5b5 153 153 153 153 0 0 0

J10c5b6 115 115 115 115 0 0 0

Moyenne 122,83 122,67 122,67 122,67 0,15 0 0

Tab. 3.3 – Comparaison entre AG, AIS et B&B pour l’instance de type J10c5b (instance

facile)

Instances Cmax LB %Déviation

AG AIS B&B AG AIS B&B

J10c5c1 68 68 68 68 0 0 0

J10c5c2 75 74 74 74 1,35 0 0

J10c5c3 71 72 71 71 0 1,41 0

J10c5c4 66 66 66 66 0 0 0

J10c5c5 78 78 78 78 0 0 0

J10c5c6 69 69 69 69 0 0 0

Moyenne 71,17 71,17 71 71 0,23 0,23 0

Tab. 3.4 – Comparaison entre AG, AIS et B&B pour l’instance de type J10c5c (instance

difficile)
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Instances Cmax LB %Déviation

AG AIS B&B AG AIS B&B

J10c5d1 66 66 66 66 0 0 0

J10c5d2 73 73 73 73 0 0 0

J10c5d3 64 64 64 64 0 0 0

J10c5d4 70 70 70 70 0 0 0

J10c5d5 66 66 66 66 0 0 0

J10c5d6 62 62 62 62 0 0 0

Moyenne 66,83 66,83 66,83 66,83 0 0 0

Tab. 3.5 – Comparaison entre AG. AIS et B&B pour l’instance de type J10c5d (instance

difficile)

Instances Cmax LB %Déviation

AG AIS B&B AG AIS B&B

J10c10a1 139 139 139 139 0 0 0

J10c10a2 159 158 158 158 0,63 0 0

J10c10a3 149 148 148 148 0,68 0 0

J10c10a4 149 149 149 149 0 0 0

J10c10a5 148 148 148 148 0 0 0

J10c10a6 146 146 146 146 0 0 0

Moyenne 148,33 148 148 148 0,22 0 0

Tab. 3.6 – Comparaison entre AG, AIS et B&B pour l’instance de type J10c10a (instance

facile)

Instances Cmax LB %Déviation

AG AIS B&B AG AIS B&B

J10c10b1 163 163 163 163 0 0 0

J10c10b2 158 157 157 157 0,64 0 0

J10c10b3 169 169 169 169 0 0 0

J10c10b4 159 159 159 159 0 0 0

J10c10b5 165 165 165 165 0 0 0

J10c10b6 165 165 165 165 0 0 0

Moyenne 163,17 163 163 163 0,11 0 0

Tab. 3.7 – Comparaison entre AG, AIS et B&B pour l’instance de type J10c10b (instance

facile)
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Instances Cmax LB %Déviation

AG AIS B&B AG AIS B&B

J10c10c1 114 115 127 113 0,88 1,77 12,40

J10c10c2 119 119 116 116 2,59 2,59 0

J10c10c3 116 116 133 98 18,37 18,37 35,70

J10c10c4 120 120 135 103 16,50 16,50 31,10

J10c10c5 125 126 145 121 3,31 4,13 19,80

J10c10c6 105 106 112 97 8,25 9,28 15,50

Moyenne 116,50 117 128 108 8,32 8,77 19,08

Tab. 3.8 – Comparaison entre AG, AIS et B&B pour l’instance de type J10c10c (instance

facile)

Instances Cmax LB %Déviation

AG AIS B&B AG AIS B&B

J15c5a1 178 178 178 178 0 0 0

J15c5a2 165 165 165 165 0 0 0

J15c5a3 130 130 130 130 0 0 0

J15c5a4 156 156 156 156 0 0 0

J15c5a5 164 164 164 164 0 0 0

J15c5a6 178 178 178 178 0 0 0

Moyenne 161,83 161,83 161,83 161,83 0 0 0

Tab. 3.9 – Comparaison entre AG. AIS et B&B pour l’instance de type J15c5a (instance

facile)

Instances Cmax LB %Déviation

AG AIS B&B AG AIS B&B

J15c5b1 170 170 170 170 0 0 0

J15c5b2 152 152 152 152 0 0 0

J15c5b3 157 157 157 157 0 0 0

J15c5b4 147 147 147 147 0 0 0

J15c5b5 166 166 166 166 0 0 0

J15c5b6 175 175 175 175 0 0 0

Moyenne 161,17 161,17 161,17 161,17 0 0 0

Tab. 3.10 – Comparaison entre AG. AIS et B&B pour l’instance de type J15c5b (instance

facile)
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Instances Cmax LB %Déviation

AG AIS B&B AG AIS B&B

J15c5c1 85 85 85 85 0 0 0

J15c5c2 91 91 90 90 1,11 1,11 0

J15c5c3 87 87 87 87 0 0 0

J15c5c4 89 89 90 89 0 0 1,10

J15c5c5 75 74 84 73 2,74 1,37 15,10

J15c5c6 91 91 91 91 0 0 0

Moyenne 86,33 86,17 87,83 85,83 0,64 0,41 2,70

Tab. 3.11 – Comparaison entre AG, AIS et B&B pour l’instance de type J15c5c (instance

difficile)

Instances Cmax LB %Déviation

AG AIS B&B AG AIS B&B

J15c5d1 167 167 167 167 0 0 0

J15c5d2 84 84 85 82 2,44 2,44 3,70

J15c5d3 83 83 96 77 7,79 7,79 24,70

J15c5d4 84 84 101 61 37,70 37,70 65,60

J15c5d5 79 80 97 67 17,91 19,40 44,80

J15c5d6 81 82 87 79 2,53 3,80 10,10

Moyenne 96,33 96,67 105,50 88,83 11,40 11,86 24,82

Tab. 3.12 – Comparaison entre AG, AIS et B&B pour l’instance de type J15c5d (instance

difficile)

Instances Cmax LB %Déviation

AG AIS B&B AG AIS B&B

J15c10a1 236 236 236 236 0 0 0

J15c10a2 204 200 200 200 2 0 0

J15c10a3 198 198 198 198 0 0 0

J15c10a4 225 225 225 225 0 0 0

J15c10a5 182 182 183 182 0 0 0,50

J15c10a6 200 200 200 200 0 0 0

Moyenne 207,50 206,83 207 206,83 0,33 0 0,08

Tab. 3.13 – Comparaison entre AG, AIS et B&B pour l’instance de type J15c10a (instance

facile)
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Instances Cmax LB %Déviation

AG AIS B&B AG AIS B&B

J15c10b1 223 222 222 222 0,45 0 0

J15c10b2 187 187 187 187 0 0 0

J15c10b3 222 222 222 222 0 0 0

J15c10b4 221 221 221 221 0 0 0

J15c10b5 202 200 200 200 1 0 0

J15c10b6 219 219 219 219 0 0 0

Moyenne 212,33 211,83 211,83 211,83 0,24 0 0

Tab. 3.14 – Comparaison entre AG, AIS et B&B pour l’instance de type J15c10b (instance

facile)

Dans le tableau 3.15, nous comparons l’efficacité de notre algorithme génétique pour

l’ordonnancement déterministe par rapport à deux méthodes mentionnées ci-dessus pour

les instances faciles et difficiles. Nous remarquons que notre algorithme génétique pour

l’ordonnancement déterministe fournit de meilleurs résultats, en termes de pourcentage

de déviation moyen, que les deux autres méthodes, pour les problèmes difficiles (le pour-

centage de déviation moyen de notre algorithme génétique pour l’ordonnancement déter-

ministe est 3.06 % pour les problèmes difficiles). D’autre part, l’algorithme AIS obtient de

meilleures solutions comparées à l’algorithme B&B, en termes de pourcentage de dévia-

tion moyen par rapport à LB. Pour des problèmes faciles, notre algorithme génétique pour

l’ordonnancement déterministe fournit de meilleurs résultats que B&B, mais l’algorithme

AIS est meilleur que notre algorithme génétique pour l’ordonnancement déterministe.

Méthodes
%Déviation

Instances faciles Instances difficiles

AG 1,09 3,06

AIS 0,99 3,13

B&B 2,16 6,88

Tab. 3.15 – Performance des trois méthodes

Par ailleurs, nous remarquons que le pourcentage de déviation des instances faciles est

inférieur à celui des instances difficiles, ce qui implique que les instances faciles convergent

très rapidement vers la borne inférieure. En effet, les configurations des machines dans les

différents étages ont un impact important sur la complexité des instances et par consé-

quent un effet sur la qualité de la solution (Engin et Doyen, 2004).
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La comparaison des temps de calcul des trois méthodes est impossible, vu que les trois

méthodes ont été implémentées et testées sur des machines de configurations différentes.

Néanmoins, nous pouvons mentionner les temps de calculs suivants à titre indicatif. Nous

remarquons, d’après le tableau 3.16, que les instances faciles convergent plus rapidement

que les instances difficiles. En effet, pour les instances faciles, le temps moyen de calcul

de l’algorithme de B&B et de l’algorithme AIS est égal à 240 secondes. Pour les instances

difficiles, l’algorithme de B&B prend 1500 secondes et l’algorithme AIS prend 600 secondes

en moyenne pour converger vers une meilleure solution. Notre algorithme génétique pour

l’ordonnancement déterministe converge très rapidement quelle que soit le type d’instance

(0,1 seconde pour les instances faciles et 0,2 seconde pour les instances difficiles).

Méthodes
CPU(s)

Instances faciles Instances difficiles

AG 0,1 0,2

AIS 240 600

B&B 240 1500

Tab. 3.16 – Temps d’exécution moyens des trois méthodes

L’objectif de ces expérimentations n’est pas de donner de meilleurs résultats en termes

de pourcentage de déviation par rapport à LB ou de montrer que notre algorithme gé-

nétique pour l’ordonnancement déterministe est meilleur que d’autres méthodes. Notre

objectif est de montrer que notre algorithme génétique pour l’ordonnancement détermi-

niste et les opérateurs que nous avons utilisés (la sélection, le croisement, la mutation, etc.)

permettent de donner des solutions fiables ou même acceptables. Étant donné cette vérifi-

cation, nous pouvons maintenant valider le comportement de notre algorithme génétique

pour l’ordonnancement robuste par l’utilisation de la simulation.

3.3 Validation de l’algorithme génétique pour l’ordon-

nancement robuste par la simulation

Dans cette section, nous présenterons les résultats des expérimentations de l’algorithme

génétique robuste. Notre but est de valider l’algorithme génétique pour l’ordonnancement
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robuste par la simulation en utilisant quelques instances présentées dans la section précé-

dente et d’autres instances générées aléatoirement. Au travers de ce travail, nous pourrons

également caractériser de manière concrète le comportement de notre algorithme vis-à-vis

du concept de "robustesse".

3.3.1 Modélisation des scénarios

Nous utilisons dans cette partie quelques instances utilisées pour l’évaluation de l’al-

gorithme génétique pour l’ordonnancement déterministe. Le nombre de ces instances est

égal à 8. On a utilisé seulement la première instance pour chaque type de configuration

de taille 10 et 15 jobs, dans les 5 étages. Nous générons aussi aléatoirement 3 instances

de tailles variant entre 20 et 100 jobs dans deux étages. Le tableau 3.17 présente les dif-

férentes configurations de chaque instance ainsi que la variation des temps d’exécution.

Toutes ces instances représentent les scénarios initiaux (comme il a été noté dans le cha-

pitre 2). Le scénario initial (I) est caractérisé par les temps d’exécution des jobs dans

chaque étage. A partir de ce scénario initial, nous construisons, dans chaque génération,

N autres scénarios perturbés. Cette perturbation concernera les temps d’exécution des

jobs qui seront générés selon une loi uniforme U(PjtI − αPjtI ; PjtI + αPjtI ), avec PjtI le

temps d’exécution du job j dans l’étage t du scénario initial I et α le degré d’incertitude.

Instances
Nombre des

étages

Nombre des

jobs

Configuration des machines

dans chaque étage

Temps

d’exécution

J10c5a2 5 10 2 2 1 2 2 [3, 20]

J10c5b1 5 10 1 2 2 2 2 [3, 20]

J10c5c1 5 10 3 3 2 3 3 [3, 20]

J10c5d1 5 10 3 3 3 3 3 [3, 20]

J15c5a1 5 15 2 2 1 2 2 [3, 20]

J15c5b1 5 15 1 2 2 2 2 [3, 20]

J15c5c1 5 15 3 3 2 3 3 [3, 20]

J15c5d1 5 15 3 3 2 3 1 [3, 20]

2center20Job 2 20 2 2 [5, 25]

2center50Job 2 50 3 3 [5, 25]

2center100Job 2 100 4 4 [5, 25]

Tab. 3.17 – Les instances (scénarios initiaux) utilisées dans les expérimentations
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3.3.2 Description de la démarche expérimentale

Dans cette section, nous validons notre algorithme génétique pour l’ordonnancement

robuste, présenté dans la section 2.6, par la simulation. Un modèle de simulation a été

implémenté sous un logiciel ARENA 12.0. Ce modèle permet de tester et valider la ro-

bustesse obtenue par algorithme génétique pour l’ordonnancement robuste. La figure 3.1

présente notre démarche expérimentale de la validation :

Algorithme 

Génétique

pour 

l’ordonnancement

Robuste

Modèle de 

Simulation

Perturbations
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Fig. 3.1 – Démarche expérimentale

Le modèle de simulation correspond à une organisation de type flow shop hybride à

5 étages. L’algorithme génétique pour l’ordonnancement robuste prend en considération

l’instance initiale et les instances perturbées (obtenues à partir de l’instance initiale en

perturbant les temps d’exécution des jobs selon la loi uniforme U(PjtI−αPjtI ; PjtI +αPjtI )

avec un degré d’incertitude α). Cet algorithme donne, pour chaque valeur de λ, comme

donnée de sortie (output), une séquence minimisant la fonction d’évaluation robuste f r(x)

décrite dans la section 2.6.1. Le simulateur reçoit en entrée cette séquence des jobs obte-

nue par l’algorithme génétique pour l’ordonnancement robuste.

Dans ce modèle de simulation nous introduisons des perturbations dans chaque ins-

tance simulée, traduites par la génération des temps d’exécution des jobs à chaque étage

aléatoirement selon la même loi uniforme U(PjtI − αPjtI ; PjtI + αPjtI ) utilisée dans l’al-
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gorithme génétique pour l’ordonnancement robuste. Chaque itération du simulateur est

appelée une réplication. Le nombre de réplications NR est égal à 100 (NR = 100). La

sortie du modèle de simulation est le makespan de chaque réplication (voir figure 3.1). La

règle First In First Out (FIFO) est utilisée dans le modèle de simulation. Cette règle de

séquencement des jobs dans les étages k (avec k ≥ 2) est la même règle utilisée dans

l’algorithme génétique pour l’ordonnancement robuste. De plus, la règle d’affectation des

jobs aux différentes machines est la même que la règle d’affectation utilisée dans l’algo-

rithme génétique pour l’ordonnancement robuste. Cette règle est First Available Machine

(FAM). Le choix de cette règle consiste à affecter les jobs sur les machines au plus tôt

et permet d’obtenir plus de marge entre la date de fin d’un job et la date de début du

job à affecter sur la même machine. Cette dernière a été modélisée aussi sous ARENA

12.0 en amont de chaque étage (voir le sous-modèle Waiting for availability S1 dans la

figure 3.2). Dès que la simulation des NR réplications est réalisée, les makespan des NR

réplications sont identifiés et analysés pour déterminer la déviation entre le makespan du

scénario initial et les makespan des scénarios perturbés
 s

1
NR

NRP
i=1

`
Cmaxξi(I)(x)− CmaxI(x)

´2!,

la moyenne des makespan des NR réplications (X̄simulation) et le pourcentage de dévia-

tion (% de déviation) entre la moyenne des makespan des NR réplications obtenu par

le simulateur et le makespan du scénario initial obtenu par l’algorithme génétique pour

l’ordonnancement robuste.

3.3.3 Résultats expérimentaux et discussions

Notre algorithme génétique pour l’ordonnancement robuste est implémenté en Micro-

soft Visual C++ 6.0, sur un ordinateur Pentium IV avec 1,70 GHz et 512 Mo de RAM.

Nous choisissons les mêmes valeurs des paramètres qui sont utilisées dans l’algorithme

génétique pour l’ordonnancement déterministe. Ces paramètres sont initialisés par :

? une taille de population égale à 200 ;

? une probabilité de croisement égale à 90% ;

? une probabilité de mutation égale à 20% ;

? un critère d’arrêt qui est le nombre de générations, égal à 1000 (IterMax = 1.000) ;



3.3. Validation de l’algorithme génétique pour l’ordonnancement robuste
par la simulation 71����� �

Fig. 3.2 – Modèle de simulation sous ARENA 12.0

Plusieurs degrés d’incertitude, sont fixés pour chaque instance. Ces degrés varient entre

10% et 50%. Pour chaque degré d’incertitude α et pour chaque valeur de λ, l’algorithme

génétique pour l’ordonnancement robuste a été exécuté pour obtenir une séquence. Une

fois que cette séquence est obtenue, le simulateur reçoit comme input cette séquence des

jobs, 100 réplications (NR = 100) pour chaque type d’instance sont évaluées par cette

séquence avec des données modifiées (perturbées).

Les tableaux 3.18 - 3.20 présentent les résultats détaillés de l’algorithme génétique pour

l’ordonnancement robuste sur un ensemble d’instances (ou scénarios initiaux) avec des de-

grés d’incertitude α = 10%, α = 25% et α = 50%. Dans ces tableaux, la colonne "LB"

représente la borne inférieure du scénario initial I. La colonne "λ" contient la valeur du

paramètre qui fixe l’importance relative des deux objectifs. La colonne suivante "CmaxI"
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représente la valeur du makespan du scénario initial obtenu par l’algorithme génétique

pour l’ordonnancement robuste. Le nombre de scénarios perturbés utilisé dans chaque

itération de l’algorithme génétique pour l’ordonnancement robuste est mentionné dans la

colonne "N". La colonne "CPU" indique le temps de calcul de l’algorithme génétique pour

l’ordonnancement robuste en secondes. Les deux colonnes suivantes montrent les résultats

de la simulation avec les 100 réplications des scénarios perturbés. La séquence obtenue par

l’algorithme génétique pour l’ordonnancement robuste est utilisée pour évaluer ces 100 ré-

plications et la valeur de déviation entre le makespan du scénario initial et le makespan de

tous les scénarios perturbés est affichée dans la colonne "
s

1
NR

NRP
i=1

`
Cmaxξi(I)(x)− CmaxI(x)

´2".

La colonne "X̄simulation" représente la moyenne des makespan pour les 100 réplications. La

dernière colonne représente le pourcentage de déviation entre la moyenne des makespan

des 100 réplications et le makespan du scénario initial obtenu par l’algorithme génétique

pour l’ordonnancement robuste "% de déviation= X̄simulation−CmaxI

CmaxI
". Cette valeur indique

la déviation ou l’augmentation de Cmax (en %) des 100 scénarios perturbés, comparée au

makespan du scénario initial. Par exemple, pour le scénario j10c5a2, si nous minimisons

seulement le makespan du scénario initial, une modification dans les temps d’exécution

(avec un degré d’incertitude α égal 10 %) pourrait mener à une augmentation de 9.13

% du makespan, en moyenne. Mais si nous minimisons seulement la déviation entre les

scénarios perturbés et le scénario initial, une modification pourrait mener à une augmen-

tation beaucoup plus faible de 0.66% du makespan, en moyenne.

Pour λ = 1, nous favorisons la minimisation du makespan initial (CmaxI). Cette va-

leur peut être obtenue non seulement par l’algorithme génétique pour l’ordonnancement

robuste, mais aussi par l’algorithme génétique pour l’ordonnancement déterministe. En

effet, dans les deux algorithmes, la fonction d’évaluation est la même (la minimisation du

makespan du scénario initial (CmaxI)) et les perturbations n’interviennent pas.

Pour λ = 0, nous favorisons la minimisation de la déviation entre les makespan des

scénarios perturbés et le scénario initial
 s

1
NR

NRP
i=1

`
Cmaxξi(I)(x)− CmaxI(x)

´2!.

Nous remarquons, selon les tableaux 3.18 - 3.20, que plus la valeur de λ diminue, plus

le makespan du scénario initial augmente et plus la déviation entre les makespan des scé-
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narios perturbés et le makespan du scénario initial diminue.

Instances LB λ CmaxI N
CPU

en(s)

s
1

NR

NRP
i=1

`
Cmaxξi(I)(x)− CmaxI(x)

´2
(X̄simulation)

moyenne des

100

réplications

% de dévia-

tion

J10c5a2 λ = 1 88 - 0,02 8,83 96,04 9,13

88 λ = 0, 5 93 10 295,10 4,24 96,29 3,53

λ = 0 124 20 22,81 3,73 124,83 0,66

J10c5b1 λ = 1 130 - 0,01 7,06 136,66 5,12

130 λ = 0, 5 134 10 374,45 4,34 137,42 2,55

λ = 0 146 20 189,71 4,01 148,1 1,43

J10c5c1 λ = 1 68 - 0,05 7,80 75,37 10,83

68 λ = 0, 5 76 10 210,04 3,60 78,64 3,47

λ = 0 89 10 52,78 2,80 89,39 0,43

J10c5d1 λ = 1 66 - 0,03 7,92 73,53 11,40

66 λ = 0, 5 72 10 15,67 2,70 73,01 1,40

λ = 0 79 20 148,36 1,91 79,74 0,93

J15c5a1 λ = 1 178 - 0,02 9,30 186,48 4,76

178 λ = 0, 5 185 10 26,93 5,13 188,6 1,94

λ = 0 205 20 319,04 5,07 205,2 0,09

J15c5b1 λ = 1 170 - 0,02 9,86 179,31 5,47

170 λ = 0, 5 175 10 580,31 6,82 181,05 3,45

λ = 0 188 30 466,17 4,79 190,47 1,31

J15c5c1 λ = 1 85 - 0,08 10,82 95,47 12,31

85 λ = 0, 5 94 10 417 3,85 95,92 2,04

λ = 0 114 10 94,15 2,83 113,61 -0,34

J15c5d1 λ = 1 167 - 0,03 8,63 175,08 4,83

167 λ = 0, 5 174 10 156,18 6,04 179,1 2,93

λ = 0 183 20 493,82 4,71 184,22 0,66

2centre20job λ = 1 161 - 0,02 8,97 169,23 5,11

161 λ = 0, 5 165 10 313,18 4,04 168,3 2,00

λ = 0 177 30 158,54 3,93 175,23 -1,00

2centre50job λ = 1 256 - 0,2 10,98 266,75 4,19

256 λ = 0, 5 269 10 211,53 4,66 272,97 1,47

λ = 0 298 10 156,32 4,27 298,29 0,09

2centre100job λ = 1 402 - 2,2 15,15 416,92 3,71

402 λ = 0, 5 417 10 970,07 5,86 421,82 1,15

λ = 0 433 10 1107,31 4,96 435,74 0,63

Tab. 3.18 – Résultats expérimentaux avec un degré d’incertitude α = 10%
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Instances LB λ CmaxI N
CPU

en(s)

s
1

NR

NRP
i=1

`
Cmaxξi(I)(x)− CmaxI(x)

´2
(X̄simulation)

moyenne des

100

réplications

% de dévia-

tion

J10c5a2 λ = 1 88 - 0,02 9,63 96,19 9,30

88 λ = 0, 5 93 30 61,81 5,36 96,07 3,30

λ = 0 109 20 10,04 4,18 107,85 -1,05

J10c5b1 λ = 1 130 - 0,01 7,10 135,4 4,15

130 λ = 0, 5 134 10 211,12 5,51 136,21 1,64

λ = 0 139 40 323,18 5,43 140,89 1,35

J10c5c1 λ = 1 68 - 0,05 9,88 77,14 13,44

68 λ = 0, 5 75 60 274,15 4,25 77,56 3,41

λ = 0 84 30 229,82 3,87 83,6 -0,47

J10c5d1 λ = 1 66 - 0,03 8,07 73,39 11,19

66 λ = 0, 5 72 10 80,57 3,42 72,21 0,29

λ = 0 78 30 125,26 2,83 76,81 -1,52

J15c5a1 λ = 1 178 - 0,02 12,78 188,32 5,79

178 λ = 0, 5 183 20 241,79 9,28 188,88 3,21

λ = 0 208 40 143,71 8,42 209,74 0,80

J15c5b1 λ = 1 170 - 0,02 9,36 177,41 4,35

170 λ = 0, 5 171 50 247,01 7,68 176,05 2,95

λ = 0 182 40 7,54 6,96 185,06 1,68

J15c5c1 λ = 1 85 - 0,08 11,95 96,33 13,32

85 λ = 0, 5 93 10 24,10 3,68 95,62 2,81

λ = 0 102 40 80,84 3,48 102,26 0,25

J15c5d1 λ = 1 167 - 0,03 9,31 174,25 4,34

167 λ = 0, 5 172 20 681,28 6,57 175,07 1,78

λ = 0 180 30 8,79 5,98 180,58 0,32

2centre20job λ = 1 161 - 0,02 11,00 170,02 5,60

161 λ = 0, 5 164 30 299,96 6,27 167,72 2,26

λ = 0 178 40 268,06 6,18 178,76 0,42

2centre50job λ = 1 256 - 0,18 13,50 268.6 4,92

256 λ = 0, 5 265 40 252,46 6,89 269,14 1,56

λ = 0 284 30 964,51 5,90 286,04 0,71

2centre100job λ = 1 402 - 2,2 16,50 417,64 3,89

402 λ = 0, 5 415 30 887,29 8,64 421,4 1,54

λ = 0 441 20 57,06 7,68 442,02 0,23

Tab. 3.19 – Résultats expérimentaux avec un degré d’incertitude α = 25%
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Instances LB λ CmaxI N
CPU

en(s)

s
1

NR

NRP
i=1

`
Cmaxξi(I)(x)− CmaxI(x)

´2
(X̄simulation)

moyenne des

100

réplications

% de dévia-

tion

J10c5a2 λ = 1 88 - 0,02 13,12 98,9 12,38

88 λ = 0, 5 93 60 95,95 8,34 97,52 4,86

λ = 0 111 40 26 8,15 109,95 -0,94

J10c5b1 λ = 1 130 - 0,01 11,50 136,12 4,70

130 λ = 0, 5 130 30 38,64 10,03 135,17 3,97

λ = 0 137 40 134,82 9,85 138,81 1,32

J10c5c1 λ = 1 68 - 0,05 13,12 79,76 17,29

68 λ = 0, 5 73 40 405,14 7,28 77,61 6,31

λ = 0 79 10 264,32 6,14 80,66 2,10

J10c5d1 λ = 1 66 - 0,03 10,06 74,37 12,68

66 λ = 0, 5 72 30 330,18 5,28 73,84 2,55

λ = 0 79 20 137,21 5,02 78,31 -0,87

J15c5a1 λ = 1 178 - 0,02 16,52 186,86 4,97

178 λ = 0, 5 178 30 558,06 14,76 184,8 3,82

λ = 0 186 20 467,11 13,46 187,97 1,05

J15c5b1 λ = 1 170 - 0,02 13,18 177,51 4,41

170 λ = 0, 5 170 40 195,85 12,24 175,9 3,47

λ = 0 182 30 512,17 11,71 183,71 0,93

J15c5c1 λ = 1 85 - 0,08 13,78 97,68 14,91

85 λ = 0, 5 91 40 64,37 7,29 96,35 5,87

λ = 0 100 40 52,59 6,76 99.93 -0,07

J15c5d1 λ = 1 167 - 0.03 13,36 172,15 3,08

167 λ = 0, 5 167 10 507,43 11,81 169,83 1,69

λ = 0 173 20 130,62 11,43 174,12 0,64

2centre20job λ = 1 161 - 0,02 12,59 168,98 4,95

161 λ = 0, 5 162 20 289,15 10,51 167,61 3,46

λ = 0 169 20 322,03 9,37 169,52 0,30

2centre50job λ = 1 256 - 0,2 17,44 270,99 5,85

256 λ = 0, 5 256 20 300,03 10.47 270,21 2,35

λ = 0 273 60 362,54 10,07 277,49 1,64

2centre100job λ = 1 402 - 2,14 19,92 418,71 4,15

402 λ = 0, 5 405 50 867,64 15,98 414,83 2,42

λ = 0 432 30 946,86 11,98 434,99 0,69

Tab. 3.20 – Résultats expérimentaux avec un degré d’incertitude α = 50%
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Pour une meilleure compréhension, nous expliquons en détail le cas de l’instance

j10c5a2. Pour λ = 1, l’algorithme génétique pour l’ordonnancement robuste donne une

séquence avec une valeur du makespan du scénario initial égale à 88, qui est proche (ou

même égale) à la borne inférieure LB. Si nous intégrons cette séquence dans le simulateur,

sachant que les temps d’exécution peuvent être perturbés avec un degré d’incertitude α

égal à 10 %, nous pourrions nous attendre après la simulation à un makespan de 96,04

(en moyenne), ce qui correspond à une augmentation du coût de 9,13 %. Cette solution

est donc plus efficace.

Si λ = 0, l’algorithme génétique pour l’ordonnancement robuste donne une séquence

avec une valeur de makespan du scénario initial égale à 124, ce qui est très loin de la borne

inférieure LB. Si maintenant nous utilisons cette séquence pour les scénarios perturbés,

la valeur de makespan du scénario initial attendue sera égale à 124,83 (en moyenne) qui

conduit à une augmentation de 0,66 % seulement. La solution donnée par l’algorithme

génétique pour l’ordonnancement robuste est alors plus robuste, mais très peu efficace.

Si maintenant nous cherchons un compromis entre l’efficacité et la robustesse d’un or-

donnancement (le cas de λ = 0, 5), l’algorithme génétique pour l’ordonnancement robuste

donne une séquence avec un makespan du scénario initial égal à 93. Après la simulation,

nous nous attendons à un makespan de 96,29 (en moyenne) ce qui correspond à une aug-

mentation du coût de 3,53 %. Cette solution est plus robuste que la solution trouvée pour

λ = 1, et plus efficace que λ = 0.

Nous remarquons que, pour différents degrés d’incertitude, le % de déviation diminue

quand λ diminue. Cette diminution signifie que nous accorderons plus de confiance à la so-

lution robuste, même si le makespan du scénario initial est plus élevé. Quand l’incertitude

augmente, les ordonnancements robustes ne se dégraderont pas aussi rapidement que les

ordonnancements non robustes. Autrement dit, notre intuition initiale est confirmée : un

ordonnancement non robuste deviendra plus rapidement inefficace avec les incertitudes

croissantes qu’un ordonnancement robuste, mais un ordonnancement robuste sera moins

efficace qu’un ordonnancement non robuste, en l’absence d’incertitudes (les séquences ro-

bustes résistent au mieux aux incertitudes que les séquences non robustes). Cette propriété
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nous permet de présenter notre proposition comme un outil de gestion des risques : plus

il y a d’incertitudes, plus il sera risqué d’accorder du crédit aux séquences non robustes,

qui sont malgré tout très séduisantes (car très efficaces) et à l’inverse, moins il sera risqué

d’accorder du crédit aux séquences robustes, certes moins efficaces, mais dont la dégrada-

tion est mieux maîtrisée.

Si nous comparons les résultats entre λ = 1 et λ = 0, 5, nous remarquons que leurs

moyennes des 100 réplications par simulation (X̄simulation) sont approximativement égales.

Même pour des degrés d’incertitude plus importants, nous constatons que la moyenne des

100 réplications avec λ = 0.5 est toujours inférieure à la moyenne des 100 réplications

pour λ = 1. En effet, nous réussissons à trouver des solutions, pour λ = 0, 5, sur les-

quelles sont très proches ou même égales à la borne inférieure LB avec une déviation

plus faible entre le makespan des scénarios perturbés et le makespan du scénario initial s
1

NR

NRP
i=1

`
Cmaxξi(I)(x)− CmaxI(x)

´2! . Cela permet d’affirmer que notre approche est

plus intéressante avec des degrés d’incertitude plus importants. Cette découverte

est observée dans les figures 3.3, 3.4 et 3.5, qui présentent les résultats des 100 réplications

par simulation pour l’instance j10c5a2 avec des degrés d’incertitudes α = 10%, α = 25%

et α = 50%.
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Fig. 3.3 – Exemple des 100 réplications pour le scénario J10c5a2 avec un degré d’incer-

titude α = 10%
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Fig. 3.4 – Exemple des 100 réplications pour le scénario J10c5a2 avec un degré d’incer-

titude α = 25%
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Fig. 3.5 – Exemple des 100 réplications pour le scénario J10c5a2 avec un degré d’incer-

titude α = 50%

Le tableau 3.21 présente, pour chaque valeur de λ, les pourcentages de déviation

moyenne (% de déviation) de toutes les instances avec les différents degrés d’incertitude.

Nous remarquons que, en % de déviation, l’écart entre λ = 1 et λ = 0.5 est plus important

que l’écart entre λ = 0.5 et λ = 0. Les résultats confirment qu’il est toujours meilleur

de prendre λ ∈ [0.5; 1[ qui correspond au meilleur compromis entre efficacité et robustesse.

α = 10% α = 25% α = 50%

λ = 1 7.31 7.64 8.52

λ = 0.5 2.47 2.32 3.78

λ = 0 0.42 0.24 0.61

Tab. 3.21 – % de déviation moyenne de toutes les instances
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Néanmoins, les temps de calcul (CPU) de l’algorithme génétique pour l’ordonnance-

ment robuste sont beaucoup plus élevés que les temps de calcul de l’algorithme génétique

pour l’ordonnancement déterministe, parce que le calcul de la fonction d’évaluation ro-

buste exige un nombre important de scénarios dans chaque itération. Le temps de calcul

moyen, sur toutes les instances, est égal 291,2 secondes (266,18 secondes dans le cas où

λ = 0 et 316,2 secondes lorsque nous cherchons une solution de compromis entre les deux

objectifs) pour l’algorithme génétique pour l’ordonnancement robuste, alors que le temps

de calcul moyen de l’algorithme génétique pour l’ordonnancement déterministe est égale

à 0,2 seconde.

3.4 Conclusion

Dans ce chapitre, nous avons testé l’efficacité de notre algorithme génétique pour l’or-

donnancement robuste, dont l’objectif est de minimiser seulement le makespan (Cmax).

Les données utilisées sont déterministes et ne prennent pas en compte les incertitudes

sur les temps d’exécution. Cet algorithme a été comparé à deux méthodes de résolution

présentées dans la littérature. Les résultats prouvent que cet algorithme permet de don-

ner des solutions acceptables. De plus, notre algorithme converge très rapidement quel

que soit le type d’instance (facile ou difficile). Dans un deuxième temps, nous avons validé

notre algorithme génétique pour l’ordonnancement robuste par la simulation. Les résultats

de simulation montrent que la méthode proposée peut produire de meilleures solutions,

dites de compromis entre efficacité et robustesse, pour un degré d’incertitude très élevé.

Ceci nous garantira une meilleure maîtrise des risques, pour faire face aux perturbations

auxquelles le système de production sera confronté en phase d’exploitation.

Dans le chapitre suivant, nous appliquons cette approche de robustesse dans le do-

maine de conception et en particulier pour l’aide au dimensionnement du bloc opératoire.

Plusieurs autres cadres applicatifs sont envisageables pour notre proposition, qui nous

semble ainsi relativement féconde. En particulier, un axe de recherche de l’équipe traite

du pilotage temps réel de la production par produits intelligents. L’idée serait d’embar-

quer notre algorithme génétique robuste dans les produits intelligents, leur permettant

ainsi de calculer un ordonnancement robuste en temps réel et de le confronter à ceux des
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autres produits, afin d’éviter un problème connu des systèmes répartis ou distribués, celui

de la "myopie" à long terme. Une autre application concernerait la proposition d’ordon-

nancements robustes dans des milieux à risques et en environnement perturbés.
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4.1 Introduction

Ces dernières années, les entreprises manufacturières ont été confrontées constamment

à la croissance accrue de la concurrence, augmentée par les innovations technologiques,

les changements de l’environnement du marché et les évolutions des demandes des clients.
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Cette situation critique a nécessité une révision des visions stratégiques et de la pratique

des modèles classiques (Sharifi et Zhang, 1999). Il était donc nécessaire de développer

et d’améliorer la flexibilité organisationnelle. Dans le passé, la majorité des entreprises

ont adopté la restructuration et la ré-ingénierie pour répondre aux exigences des clients

et de la demande. Malheureusement ces mesures se sont avérées insuffisantes (Sutclife,

1999). Une nouvelle caractéristique des entreprises a émergé suite à ces évolutions, c’est

la notion d’agilité. Une entreprise doit être agile, capable de proposer de nouvelles ap-

proches, méthodes et outils d’exploitation des systèmes de production lui permettant de

réagir rapidement aux changements de marché et des demandes des clients. Cette notion

d’agilité trouve son succès dans l’intégration des systèmes d’information et des nouvelles

technologies, la gestion et l’exploitation des ressources humaines et matérielles, la maîtrise

des processus de production et la mise en place d’une organisation flexible (Ching-Torng

et al., 2006).

Pour intégrer ces nouvelles caractéristiques d’agilité et de flexibilité, la conception est

une étape essentielle du cycle de vie des systèmes de production, puisqu’elle conditionne

son exploitation (Korbaa, 2003). En effet, elle détermine le nombre et la disposition des

ressources dans un système de production. Cette étape peut revenir constamment, même

en phase d’exploitation, dans le but de réorganiser ou restructurer le système, afin de

répondre aux changements du marché et de la demande des clients.

Ajoutée à son importance dans le cycle de vie des systèmes de production, la phase

de conception est fortement liée à la phase d’exploitation. Ainsi le système conçu condi-

tionnera les différents ordonnancements.

Dans ce cas, il serait intéressant de baser les choix de dimensionnement sur les résultats

des ordonnancements robustes par rapport aux évènements qui pourraient survenir dans

le futur. Ainsi, pour être utilisés afin d’aider au dimensionnement, les ordonnancements

proposés doivent être robustes, afin d’être sûr du maintien de leur performances face à

un ensemble de perturbations. Dans cet objectif, nous proposons une démarche métho-

dologique basée sur l’ordonnancement robuste, obtenu par l’application de l’algorithme

génétique présenté dans le chapitre précédent, couplée avec des techniques de simulation
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tenant compte des incertitudes.

L’objectif de ce chapitre est alors de travailler conjointement le dimensionnement et

l’ordonnancement dès la phase de conception. A cet égard, après une présentation de

la problématique de dimensionnement du système de production dans la section 2 et

un état de l’art sur les problèmes de dimensionnement dans la section 3, la section 4

présente l’approche d’optimisation du dimensionnement basée sur les ordonnancements

proposés dans un cadre statique (déterministe). Une approche méthodologique générique

est proposée dans la section 5 et utilisée dans un des cas applicatifs réels possibles.

4.2 La problématique de dimensionnement de système

de production

La réduction de plus en plus rapide des cycles de développement/déploiement des

systèmes de production (voir par exemple le taux de rotation des produits en télépho-

nie mobile, en micro-processeurs, en assemblage informatique, automobile, etc.) rend la

phase de conception de ceux-ci de plus en plus cruciale dans le cycle de vie des systèmes

de production.

Le but de la conception consiste à déterminer le nombre, les dimensions et la dispo-

sition des équipements nécessaires pour chacune des opérations unitaires de production

intervenant dans les procédés d’élaboration des différents produits. L’objectif est d’assu-

rer un niveau de production donné, tout en optimisant un ou plusieurs critères technico-

économiques.

Cependant, à cause des coûts élevés des équipements composant de tels systèmes, il est

fondamental d’analyser, de manière soignée, la conception du système de production, c’est

à ce moment là que sont déterminés, par exemple, les types de machines, de convoyeurs,

de stockage et les quantités ou tailles de chaque équipement. Dans ce chapitre, on s’in-

téresse seulement à la détermination du nombre des ressources composant un système

de production, ce problème est connu sous le nom du problème de dimensionnement de

système de production. Le dimensionnement consiste ici à fixer le nombre de chaque type
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de ressources ou d’opérateurs nécessaires pour réaliser une bonne performance en exploi-

tation (Feyzioglu et al., 2005).

La principale problématique du dimensionnement est la suivante : si nous définissons

un nombre trop élevé de ressources, des investissements inutiles risquent d’être réalisés.

Si, au contraire, nous en définissons un nombre trop faible, le système ne pourra pas

produire les quantités désirées dans les délais souhaités, ce qui constitue également un

risque de perte financière (pénalité de retard, délais de production trop long comparés à

la concurrence, etc.). A ceci, nous pouvons ajouter des contraintes de plus en plus fortes en

termes de respect de l’environnement et de développement durable (approche lean de la

production). Par conséquent, le dimensionnement doit être réalisé au plus juste. Dans ce

cadre, notre approche consiste à prendre en compte des contraintes d’exploitation future

et potentielle, en phase de dimensionnement.

En plus de l’aspect économique, la phase de conception est fortement liée à la phase

d’exploitation. En effet, le nombre des différentes ressources définies, le nombre des res-

sources choisies, la disposition des ressources, etc. seront des contraintes pour les ordon-

nancements (respect du nombre maximal de machines, respect de la disponibilité des

ressources, respect des contraintes de précédence des jobs obtenus par la disposition des

ressources et la circulation des flux, etc.).

La question est alors de savoir pourquoi nous ne tenons pas compte de la performance

des ordonnancements dès la phase de conception. Il s’agit donc de proposer, dès la phase

de conception, un dimensionnement de l’atelier (nombre de chaque type de machines,

opérateurs et stocks, etc.) qui est le moins coûteux, mais qui assure l’obtention de bons

ordonnancements, respectant les critères de performance de l’activité de production. Ceci

revient donc à prendre la décision de dimensionnement conjointement avec la définition

d’un ou des ordonnancements potentiels soumis à des objectifs de performances (niveau de

stockage, respect des délais, utilisation rationnelle des ressources, etc.). Ce type d’approche

est répandu dans d’autres domaines, en particulier, celui de la conception produit, sous

différents vocables, notamment le design for X : design for manufacturing, etc.
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4.3 État de l’art sur les approches de résolution des

problèmes de dimensionnement des systèmes de pro-

duction

Plusieurs travaux ont traité les problèmes de conception (plus précisément de dimen-

sionnement) des ateliers de production. A notre connaissance, peu de travaux se sont

intéressés au dimensionnement, tout en anticipant les problèmes d’ordonnancement dès

la phase de conception.

Nous présentons dans cette partie l’état de l’art des approches de résolution des pro-

blèmes de dimensionnement. Ces dernières peuvent être classées en quatre groupes : les

approches analytiques, les approches basées sur l’optimisation, les approches basées sur

la simulation et les approches basées sur l’optimisation-simulation.

4.3.1 Approches analytiques

L’utilisation des approches analytiques pour les problèmes de dimensionnement a fait

l’objet d’un certain nombre d’articles.

Lin et Yang (1996) ont proposé une approche multicritère utilisant la méthode AHP

(Analyse Hiérarchique de Procédés) pour le dimensionnement des machines les plus ap-

propriées permettant de fabriquer un type particulier de pièces.

Dans la même problématique, d’autres travaux portent sur des techniques de modé-

lisation ; telles que les réseaux de files d’attente (Govil et Fu, 1999), les réseaux de Petri

(Proth et Xie, 1994) et les chaînes de Markov (Askin et Standridge, 1993).

Les approches analytiques souffrent principalement de leur niveau d’abstraction et de

leur incapacité à représenter certaines caractéristiques réelles, telles que l’indisponibilité

d’une palette de transport, les collisions des véhicules, les machines à vitesses multiples,

les conséquences des pannes, etc.
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4.3.2 Approches basées sur l’optimisation

De Matta et al. (1999) ont développé un algorithme de Branch and Bound pour le

dimensionnement des ressources dans un atelier flexible dont l’objectif est de minimiser

les coûts d’investissement avec des pénalités de retard.

Aubry et al. (2005) ont développé une technique de configuration robuste d’un ate-

lier de photolithographie constitué de machines parallèles partiellement multi-fonctions

(c’est-à-dire chaque machine est capable de traiter un sous-ensemble de produits). L’ob-

jectif considéré est la minimisation des coûts liés à la configuration de l’atelier (machines).

Cette configuration permettra de garantir les performances d’équilibre de la charge, tout

en tenant compte des incertitudes sur la demande des produits. L’évaluation de ces incer-

titudes se traduit par la définition et le calcul du rayon de stabilité qui mesure l’amplitude

maximale d’une perturbation sur la demande. Cette mesure a amené à considérer le pro-

blème de compromis entre la robustesse et le coût de l’atelier. Le critère de robustesse

considéré est la maximisation du taux d’occupation des machines (c’est-à-dire que les

machines ne doivent jamais être oisives et doivent finir leur production en même temps,

malgré les incertitudes sur la demande). Pour résoudre ce type de problème, les auteurs

ont utilisé la Procédure par Séparation et Évaluation (PSE).

Dans un autre travail, Aubry et al. (2006), ont essayé de généraliser leur idée, tout

en traitant le problème du parc de machines parallèles multi-fonctions. L’objectif est de

trouver un meilleur compromis entre le coût et la robustesse. De ce fait, le problème

traité est un problème d’optimisation bi-critère. Les critères considérés sont le coût de

configuration, qui est un critère à minimiser (la minimisation du coût de qualification) et

le critère de la maximisation de la robustesse contre les incertitudes sur la demande. Pour

résoudre ce problème, une procédure par Séparation et Évaluation (PSE) a été dévelop-

pée. L’objectif de cette méthode est de maximiser la robustesse d’une configuration dans

laquelle le coût est fixe.

Plusieurs travaux ont été présentés dans la littérature pour minimiser le nombre de

postes de travail. L’idée de base est d’affecter les opérations (d’usinage ou d’assemblage)

aux postes de travail, de sorte que le nombre de postes soit minimal, tout en respectant
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des contraintes de précédence et d’autres contraintes liées aux processus de fabrication

et aux caractéristiques des équipements. Cette affectation détermine la configuration de

chaque poste de travail et son coût. Le premier modèle mathématique du problème d’af-

fectation des opérations aux postes de travail sous contraintes de précédence et de temps

de cycle a été publié par Salveson en 1955. Plus tard, en 1986, Baybars (1986) a donné,

à ce modèle simplifié, le nom Simple Assembly Line Balancing Problem (SALBP). Des

méthodes exactes et des méthodes approchées ont été développées pour résoudre ce type

de problème (pour plus de détails, le lecteur peut se référer à Rekiek et al. (2002) et Scholl

et Becker (2006).

D’autres extensions pour ce type de problème ont été développées dans la littérature.

Par exemple Dolgui et al. (1999) ont traité le problème d’optimisation de la configuration

des lignes d’usinage à boîtiers multibroches. Par analogie avec SALBP, ce problème a été

appelé TLBP (Transfer Line Balancing Problem). Une ligne d’usinage comporte plusieurs

postes de travail, chacun étant équipé avec des boîtiers multibroches. Un boîtier multi-

broche exécute plusieurs opérations en parallèle. Lors de la conception en avant-projet,

toutes les opérations sont affectées à des boîtiers et des postes de travail, dont l’objectif

est de minimiser le nombre de postes et de boîtiers utilisés. Dans un premier temps, deux

méthodes exactes ont été développées pour sa résolution. La première consiste à transfor-

mer le problème initial en un problème de recherche du plus court chemin sous contraintes

dans un graphe spécialement construit (Dolgui et al., 1999). La deuxième approche uti-

lise la modélisation du problème sous forme d’un programme linéaire en variables mixtes

(Mixed Integer Programming), la résolution de ce programme est faite à l’aide d’un lo-

giciel d’optimisation Cplex (Dolgui et al., 2006). La dernière méthode est une approche

mixte développée par Guchinskaya et Dolgui (2009). Cette approche comporte les trois

étapes suivantes : la résolution heuristique pour la génération des solutions initiales, la

décomposition en sous-problèmes et, enfin, la résolution exacte de ces derniers.

4.3.3 Approches basées sur la simulation

La simulation permet la considération de différents évènements aléatoires dans les

systèmes de production, tels que l’arrivée des ordres de fabrication, l’arrivée de pièces

ou de matières premières, le temps d’inspection, le temps de chargement/déchargement,
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le temps d’installation, etc. On peut aussi observer le comportement dynamique d’un

système en fonctionnement (par exemple les pannes). Ces qualités et ces possibilités de

modélisation d’un éventail de systèmes complexes ont rendu les techniques de simulation

parmi les techniques les plus utilisées et appliquées pour résoudre les problèmes de di-

mensionnement.

McHaney et Douglas (1997) ont utilisé la simulation et l’analyse de régression (avec

la conception des expériences) pour déterminer le nombre de véhicules autoguidés (Au-

tomated Guided Vehicule), et d’opérateurs. Czarneck et al. (1997) ont simulé l’impact

de l’ajout d’un nouvel équipement au système de production dans le but de satisfaire la

demande. Williams et Gevaert (1997) ont étudié par la simulation l’effet du nombre de

palettes par rapport aux taux de production, dans le cas d’une industrie automobile.

Dumbrava (1997) a présenté l’avantage de la simulation dans la conception des ateliers

flexibles (Flexible Management System). Le nombre de machines dans chaque groupe est

déterminé pour réduire la capacité des stocks et la durée des processus et pour obtenir

un bon compromis entre le nombre de machines et la productivité du système.

Law et Kelton (2000) ont modélisé et identifié le nombre correct de conteneurs et

d’élévateurs dans un atelier d’assemblage, pour réduire les investissements et les coûts

d’inventaires.

Patel et al. (2002) ont simulé une industrie de fabrication de moteurs de véhicules et

ont changé, un par un, le nombre d’opérateurs, les stations mécaniques et les stations de

peinture pour déterminer leur taille optimale et augmenter le taux de production.

4.3.4 Approches basées sur l’optimisation-simulation

La simulation n’est qu’un outil d’évaluation de la performance d’un système en fonction

de ses paramètres. Il faut donc utiliser la simulation conjointement à d’autres méthodes,

afin de rechercher les solutions optimales (ou acceptables). Ce couplage optimisation-

simulation est connu sous le terme d’optimisation via simulation, où le module d’optimi-

sation propose successivement des solutions, que l’on espère de plus en plus performantes,
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au module de simulation. Des méthodes intégrant des techniques d’optimisation et de

simulation ont été appliquées à divers problèmes de dimensionnement.

Choon (1991) a déterminé le nombre de chaque type de machine, le nombre de vé-

hicules autoguidés et la capacité des stocks en amont et en aval de chaque machine. La

méthode de résolution utilisée est la procédure de recherche aléatoire couplée avec la si-

mulation.

Spieckermann et al. (2000) ont essayé de trouver une disposition efficace satisfaisant

le taux de production désiré pour une compagnie de fabrication de voitures, en réduisant

le nombre des stocks et la durée de cycle. Ils ont employé les algorithmes génétiques et le

recuit simulé dans leur modèle de simulation.

Feyzioglu et al. (2005) ont minimisé le nombre de ressources (machines) sous contraintes

des critères de performance. Le problème a été défini comme un problème d’optimisation

stochastique multicritère basé sur la simulation. L’approche proposée utilise un modèle

de simulation, afin d’éviter des hypothèses restrictives et de prendre en compte la di-

mension stochastique du problème. La démarche retenue consiste à déterminer le nombre

minimal de ressources de chaque type (le nombre de machines identiques dans un îlot)

permettant d’obtenir des performances ayant une probabilité suffisante d’atteindre les per-

formances qui sont stipulées dans le cahier des charges. Pour formaliser analytiquement

les contraintes de ce problème multiobjectif, les auteurs ont utilisé une méthode d’échan-

tillonnage par "bootstrap", permettant d’estimer le quantile d’une variable de performance

du système en utilisant la simulation, afin de prendre en compte la nature stochastique du

système étudié. Une méthode de métamodélisation par régression, destinée à exprimer,

sous forme de polynôme, le quantile de la variable de performance, à partir des quantités de

ressource proposées, permet ainsi de déduire les contraintes du problème d’optimisation.

En conséquence, au lieu d’optimiser les mesures de performance (satisfaire la demande),

les auteurs l’ont abordé comme des contraintes à satisfaire. Les contraintes du problème

doivent être vérifiées par simulation. Il est donc nécessaire de disposer d’un modèle de

simulation approprié, dont les entrées sont les variables à dimensionner et les sorties sont

les mesures de performance utilisées dans le cahier de charges. Comme l’expérimentation
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nécessite d’examiner diverses solutions dans un espace à plusieurs dimensions, les auteurs

ont utilisé les plans d’expériences. La formulation des contraintes du modèle impose d’ex-

primer les relations qui relient les variables de décision aux quantiles de façon analytique.

Pour cela, une approche de métamodélisation est utilisée. En général, les modèles de simu-

lation cherchent à approcher les performances d’un système, tandis que les métamodèles

de simulation tentent d’approcher les résultats du modèle de simulation. La résolution du

problème d’optimisation multiobjectif est faite par deux méthodes : la méthode lexico-

graphique et la programmation mathématique avec buts (goal programming).

Les algorithmes évolutionnaires ont prouvé leur efficacité pour résoudre des problèmes

d’optimisation via la simulation. Paris et al. (1996) présentent une application pour la

conception d’un système multiproduit juste à temps. L’algorithme évolutionnaire permet

de chercher le nombre de kanban dans chaque étape pour chaque produit et les règles de

priorité à utiliser dans chaque station. La fonction d’évaluation fitness est une fonction

pondérée incorporant simultanément le retard de production et le nombre moyen des tra-

vaux en cours.

Pierreval et Tautou (1997) ont déterminé le nombre de ressources d’un atelier de pro-

duction de pots de yaourt en plastique en utilisant la simulation de flux couplée à un

algorithme génétique.

Pierreval et Paris (2000) ont proposé un algorithme évolutionnaire distribué pour

l’optimisation-simulation d’un système manufacturier. Chaque processeur utilise son propre

algorithme évolutionnaire, appelé "Algorithme Evolutionnaire Local" (AEL) qui dirige

l’évolution de sa propre population et exécute ses propres runs de simulation. Un opéra-

teur de migration est utilisé pour échanger des individus entre populations selon un taux

de migration donné. Cet opérateur va permettre de propager les bonnes solutions afin

d’aider les AEL piégés dans des optima locaux. Ce système est utilisé pour choisir la taille

de lot et déterminer une stratégie d’allocation de transporteur dans un problème de type

flow shop.

Pierreval et Paris (2003) ont utilisé un algorithme évolutionnaire pour dimensionner
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le nombre de machines dans chaque cellule minimisant le temps de fabrication d’un plan

de production donné sous une contrainte budgétaire.

Cheikhrouhou et al. (2002) présentent une méthode de dimensionnement des lignes

de transfert dans un environnement stochastique basée sur une approche d’analyse de

perturbation finie pour le calcul de sensibilité des mesures de performance, la technique

adoptée intègre ces informations dans une procédure d’optimisation multidimensionnelle

pour déterminer la meilleure configuration des paramètres du système. D’un côté, la simu-

lation permet de donner une estimation de la mesure de performance moyenne. De l’autre

côté, l’apport des techniques de recherche basées sur l’analyse de perturbation consiste

à déterminer une direction de l’exploration en calculant les gradients de la mesure de

performance par rapport aux paramètres du système. Le noyau de la technique est un

algorithme stochastique auto-régressif basé sur un calcul de gradient du taux de produc-

tion par analyse de perturbation fini. La problématique du dimensionnement traitée est

la recherche de l’allocation optimale des capacités de stockage sur l’ensemble des empla-

cements physiques disponibles et des temps de service sur les machines de transfert, de

telle sorte que la configuration globale maximise le taux de production de la ligne.

Nous avons remarqué, dans tous ces travaux, l’absence de considération des problèmes

d’ordonnancement. Les techniques et les approches proposées ont été élaborées pour dé-

finir le nombre de machines, dimensionner les stocks, définir les temps de cycles, etc.

L’ordonnancement sera considéré seulement dans la phase d’exploitation ayant comme

données et contraintes le dimensionnement et la configuration déterminés en phase de

conception.

4.4 Approche statique

Nous présentons une formalisation mathématique du problème de dimensionnement

basé sur les ordonnancements, en vue de son optimisation (Chaari et al., 2008a). Nous nous

intéressons à une organisation de type flow shop hybride à plusieurs étages. Un programme

linéaire à variables mixtes a été élaboré, permettant de minimiser conjointement la date

d’achèvement des travaux (Cmax) et le nombre de machines dans chaque étage pour un
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ensemble de tâches types de l’activité prévisionnelle. Différents jeux de poids sont attribués

à chacun de ces sous-objectifs. L’objectif de ce programme est de déterminer un compromis

entre le nombre de machines à affecter dans chaque étage et la date d’achèvement des

travaux (Cmax).

4.4.1 Paramètres et variables

– Paramètres et données :

t Indice de l’étage t = 1, ..., k ;

M t
Max Nombre maximal de machines dans chaque étage t ;

i Indice de machine, i = 1, ...,M t
Max ;

j, l Indice de job j, l = 1, ..., n ;

Coutit Coût de la machine i à l’étage t ;

Pjt Temps d’exécution du job j dans l’étage t ;

λ Un poids relatif aux deux objectifs ∈ [0, 1] ;

B Grande valeur positive ;

– Variables :

Cjt Temps d’achèvement du job j dans l’étage t ;

Cmax makespan.

Xijlt =


1 si le job j est exécuté immédiatement avant le job l

sur la machine i à l’étage t ; .

0 si non ; .

Xi0lt =

 1 si le job j est exécuté le premier sur la machine i à l’étage t ;

0 si non ; .

Xij(n+1)t =

 1 si le job j est exécuté le dernier sur la machine i à l’étage t ;

0 si non ; .
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Yit =

 1 si la machine i est utilisée dans l’étage t ; .

0 si non ; .

4.4.2 Modèle mathématique à variables mixtes

Ce problème est formulé comme suit :

Minimiser[λ× Ecart(Cmax) + (1− λ)× Ecart
′
(

Mt
max∑

i=1

k∑
t=1

Coutit ∗ Yit)] (4.1)

Mt
max∑

i=1

n∑
j=0

Xijlt = 1 ∀t = 1, 2, ..., k ∀l = 1, 2, ..., n (4.2)

Mt
max∑

i=1

n+1∑
l=1

Xijlt = 1 ∀t = 1, 2, ..., k ∀j = 1, 2, ..., n (4.3)

n∑
l=1

Xi0lt = Yit ∀t = 1, 2, ..., k ∀i = 1, 2, ...,M t
max (4.4)

n∑
j=1

Xij(n+1)t = Yit ∀t = 1, 2, ..., k ∀i = 1, 2, ...,M t
max (4.5)

n∑
j=0

Xijlt =

(n+1)∑
j=1

Xiljt ∀t = 1, 2, ..., k ∀i = 1, 2, ...,M t
max (4.6)

∀l = 1, 2, ..., n

Xijlt ≤ Yit ∀t = 1, 2, ..., k ∀i = 1, 2, ...,M t
max (4.7)

∀l = 1, 2, ..., n ∀j = 1, 2, ..., n

Xijjt = 0 ∀t = 1, 2, ..., k ∀i = 1, 2, ...,M t
max (4.8)

∀j = 1, 2, ..., n

Clt ≥ Cjt +

Mt
max∑

i=1

XijltPlt + B[

Mt
max∑

i=1

Xijlt − 1] ∀t, l, j j 6= l (4.9)

Clt ≥ Cl(t−1) + Plt ∀t = 2, ..., k ∀l = 1, 2, ..., n (4.10)
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Ck
j ≤ Cmax ∀j = 1, ..., n (4.11)

Xijlt ∈ {0, 1} ∀i = 1, 2, ...,M t
max ∀j = 1, 2, ..., n (4.12)

∀l = 1, 2, ..., n ∀t = 1, 2, ..., k

Yit ∈ {0, 1} ∀i = 1, 2, ...,M t
max ∀t = 1, 2, ..., k (4.13)

Cjt ≥ 0 ∀j = 1, 2, ..., n ∀t = 1, 2, ..., k (4.14)

4.4.2.1 Commentaires

La fonction objectif consiste à minimiser une somme pondérée de l’écart entre le ma-

kespan et la meilleure date d’achèvement des jobs et de l’écart entre le coût du dimension-

nement obtenu défini par la somme des coûts des machines parallèles dans chaque étage et

le dimensionnement le moins coûteux (4.1). Afin d’avoir des échelles connues aux deux cri-

tères, nous avons normalisé les valeurs correspondantes à ces unités en utilisant la fonction

d’utilité (voir section 4.4.2.2). Deux approches peuvent être envisageables. Une première,

qui consiste à permettre de combiner linéairement les deux critères et une deuxième, qui

permet à l’utilisateur de borner un des deux critères et de minimiser l’autre. Dans cette

thèse, nous avons choisi la première approche et l’implémentation de la deuxième est en-

visageable dans des travaux futurs.

L’ensemble des contraintes 4.2 et 4.3 assurent que chaque job est affecté à une seule

machine dans chaque étage. Les contraintes 4.4 assurent qu’un seul job est exécuté en

première position sur chaque machine à chaque étage (on ne peut pas exécuter deux jobs

en même temps sur une seule machine). Les contraintes 4.5 indiquent qu’un seul job est

exécuté en dernière position sur chaque machine à chaque étage. Les contraintes 4.6 im-

posent une séquence de jobs dans chaque machine pour chaque étage. Les contraintes 4.7

permettent de maintenir que le job j affecté à la machine i à un étage donné est exécuté

sur cette même machine à cet étage. Les contraintes 4.8 indiquent que le job qui a fini

son exécution sur une machine dans un même étage ne peut pas être ré-exécuté dans une

autre machine à ce même étage.
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L’ensemble des contraintes 4.9-4.11 déterminent le temps d’achèvement de chaque job.

Les contraintes 4.9 indiquent que si le job j est exécuté avant le job l par une même

machine dans un étage particulier, le job j complète son exécution avant que le job l ne

commence. Les contraintes 4.10 permettent d’assurer que chaque job ne peut commencer

son exécution dans l’étage 1 + t que lorsqu’il s’achève dans l’étage t. Les contraintes 4.11

assurent que le Cmax doit être supérieur au temps d’achèvement de chaque job j dans

le dernier étage k. Les contraintes 4.12 et 4.13 sont des variables binaires de décision qui

peuvent prendre la valeur 0 ou 1. Les contraintes 4.14 imposent que la date d’achèvement

des jobs soit positive.

4.4.2.2 Définition de la fonction Ecart

Nous définissons tout d’abord deux bornes pour les valeurs de Cmax : la borne infé-

rieure (BI) et la borne supérieure (BS).

BI BS
Écart entre 
Cmax  et BI

Cmax

Fig. 4.1 – Intervalle des valeurs de Cmax

Plus Cmax se rapproche de BI, plus on a un ordonnancement efficace. Et par consé-

quent un Cmax minimal, quand l’écart entre BI par rapport à l’intervalle des valeurs de

Cmax. Donc l’écart de Cmax est défini par :

Ecart(Cmax) =
Cmax−BI

BS −BI

La borne inférieure BI est la valeur de Cmax minimale que nous pouvons obtenir dans

le meilleur des cas. Dans notre cas, c’est le Cmax obtenu quand le nombre de machines
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correspond au nombre de jobs à ordonnancer.

BI = Max
j=1,...,n

k∑
t=1

Pjt

La borne supérieure BS est la valeur de Cmax maximale que nous pouvons obtenir

dans le pire des cas. Dans notre cas, c’est le Cmax obtenu quand nous n’avons qu’une

seule machine par étage.

BS =
n∑

j=1

k∑
t=1

Pjt

Propriété : Ecart(Cmax) ∈ [0, 1]

L’utilité de Cmax est donc définie par :

U : N −→ [0, 1]

Cmax 7−→ 1− Ecart(Cmax)

Donc :

U(BI) = 1 et Ecart(BI) = 0

Et

U(BS) = 0 et Ecart(BS) = 1

4.4.2.3 Définition de la fonction Ecart′

Cette fonction concerne le dimensionnement de l’atelier, c’est-à-dire le nombre de

machines dans chaque étage. Nous définissons un meilleur dimensionnement comme celui

qui comporte le minimum de machines ; dans notre cas, il est égal à k (une machine par

étage). Le plus coûteux dimensionnement est celui qui comporte autant de machines que

de jobs par étage, donc n machines par étage. Plus la somme des machines dans les k

étages est petite, moins le dimensionnement obtenu est coûteux. La fonction d’écart d’un

dimensionnement par rapport au dimensionnement optimal est définie par :
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Ecart′(

Mt
max∑

i=1

k∑
t=1

CoutitYit) =

Mt
max∑

i=1

k∑
t=1

CoutitYit −
k∑

t=1

min
i=1..Mt

max

(Coutit)

Mt
max∑

i=1

k∑
t=1

(Coutit)−
k∑

t=1

min
i=1..Mt

max

(Coutit)

Propriété : Ecart′(
Mt

max∑
i=1

k∑
t=1

CoutitYit)) ∈ [0, 1]

L’utilité de dimensionnement est donc définie par :

U ′ : N −→ [0, 1]

x 7−→ 1− Ecart′(x)

Donc :

U ′(
k∑

t=1

min
i=1..Mt

max

(Coutit)) = 1 et Ecart′(
k∑

t=1

min
i=1..Mt

max

(Coutit)) = 0

Et

U ′(
Mt

max∑
i=1

k∑
t=1

(Coutit)) = 0 et Ecart′(
Mt

max∑
i=1

k∑
t=1

(Coutit)) = 1

4.4.3 Expérimentations et résultats

Le programme linéaire présenté ci-dessus a été implémenté en C++ et résolu par le

solveur CPLEX 9.1. Les instances ont été générées aléatoirement. Nous avons testé des

instances avec un nombre d’étages égal à 2, nombre de jobs types représentatifs des fu-

tures demandes, pour le flow shop hybride étudié, variant de [5 ; 7 ; 8 ; 10]. Les temps

opératoires prévisionnels ont été générés aléatoirement dans l’intervalle [3, 14] unités de

temps. Par ailleurs, nous avons considéré que toutes les machines dans tous les étages ont

le même coût.

Nous présentons dans le tableau 4.1 le nombre de contraintes et de variables pour

chaque instance, λ, la fonction objectif obtenue et le temps de calcul CPU (en secondes).

Pour λ = 0 nous favorisons la minimisation du nombre de machines disponibles pour

chaque étage et pour λ = 1 nous favorisons la minimisation de Cmax.

Nous remarquons, d’après le tableau 4.1, que plus on s’approche d’un compromis entre

la minimisation de Cmax et la minimisation du coût du dimensionnement, plus la valeur
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Nombre
d’étages

Nombre de
Jobs

Nombre de
variables

Nombre de
contraintes λ Objectif CPU(s)

2 5 373 550

0 0 0.305

0,1 0,0372 69,06

0,5 0,1638 1042,47

0,9 0,05 416,875

1 0 0,461

2 7 913 1246

0 0 0,4424

0,1 0,042 41921,5

0,5 0,1435 42071,3

0,9 0,04167 9519,6

1 0 10,66

2 8 1315 1744

0 0 15,32

0,1 0,1487 43200

0,5 0,2505 43200

0,9 0,0785 43200

1 0 107,531

2 10 2443 3100

0 0 1,829

0,1 0,049 43200

0,5 0,1707 43200

0,9 0,0333 43200

1 0 8400,03

Tab. 4.1 – Résultats des expérimentations

de l’objectif augmente pour atteindre un maximum qui correspond à λ = 0, 5. Ceci montre

qu’un compromis entre les deux objectifs détériore la fonction objectif globale par rapport

aux valeurs extrêmes de λ (λ = 0 et λ = 1).

Le temps de calcul devient plus élevé également, quand on se rapproche de la valeur

de λ = 0, 5 (compromis des deux objectifs). Ce temps peut atteindre les 43 000 secondes.

Pour certaines expérimentations, nous étions obligés de limiter le temps de calcul, afin de

remédier aux problèmes de mémoire et d’obtenir des solutions.

Dans la figure 4.2 nous présentons un exemple d’évolution de la fonction objectif en

fonction de différentes valeurs de λ (allant de 0 à 1, avec un pas égal à 0,1). Les résultats

présentés dans cette figure confirment le constat réalisé suite au tableau global des résul-

tats sur l’impact de la valeur de λ sur la valeur de l’objectif obtenu.
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 Objectif 

0

0,05

0,1

0,15

0,2

0 0,1 0,2 0,3 0,4 0,5 0,6 0,7 0,8 0,9 1

 Objectif  

Fig. 4.2 – Évaluation de l’objectif en fonction de λ

La figure 4.3 montre que la fonction d’utilité de Cmax croît en fonction des valeurs de

λ. Ceci résulte de fait que, plus λ augmente, plus la priorité est donnée à la minimisation

de Cmax et donc il s’approche de BI. Inversement pour le nombre total de machines

(dimensionnement), plus λ augmente, plus le coût du dimensionnement de machines aug-

mente, et donc le coût du dimensionnement s’éloigne de sa valeur minimale.

0
0,2
0,4
0,6
0,8
1

1,2
1,4
1,6
1,8

0 0,2 0,4 0,6 0,8 1

U'

U

Somme

Fig. 4.3 – Évolution des fonctions d’utilité en fonction de λ

Nous avons défini des fonctions d’écart correspondant aux écarts entre la valeur de

Cmax trouvée et la borne inférieure et entre le coût total de machines dans les étages et

leur somme de coûts minimale. Nous pouvons alors associer un coût à ces écarts. En effet,

plus l’écart est élevé, plus c’est coûteux. C’est-à-dire, dans le cas du dimensionnement
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plus on s’éloigne du dimensionnement le moins coûteux (la machine la moins coûteuse

par étage), plus on doit payer de l’argent et dans le cas de Cmax plus on s’éloigne de

la meilleure date d’achèvement (BI), plus ça coûte de l’argent. Donc le coût total d’une

solution, est la somme des coûts engendrés par les écarts de Cmax et les coûts engendrés

par les écarts du dimensionnement. En d’autres termes, les écarts représentent l’évolution

des coûts totaux d’une solution. Donc l’interprétation des courbes des écarts est associée

à l’interprétation du coût total d’une solution.

Nous remarquons, d’après la figure 4.4, que plus λ augmente plus l’écart de Cmax par

rapport à sa valeur minimale diminue et inversement pour le dimensionnement. L’écart

global atteint sa valeur minimale aux valeurs de λ proches du compromis. Ceci nous

montre que le compromis des deux objectifs minimise le coût global engendré par ce

choix, par rapport aux cas où l’on favorise l’une ou l’autre des minimisations.

0
0,1
0,2
0,3
0,4
0,5
0,6
0,7
0,8
0,9

0 0,1 0,2 0,3 0,4 0,5 0,6 0,7 0,8 0,9 1

Ecart

Ecart'

Somme

Fig. 4.4 – Évolution des écarts en fonction de λ

Au vu des résultats obtenus, nous pouvons conclure que cette approche peut servir à

obtenir une solution exacte à un problème d’ordonnancement et de dimensionnement d’un

atelier organisé en flow shop hybride. Malheureusement, cette approche trouve ses limites,

pour deux principales raisons. La première, c’est le temps de calcul, important, dès que

nous essayons de chercher une solution de compromis. La deuxième, la plus importante :

cette approche n’est pas générique, elle s’intéresse à un type d’organisation particulier,

celui du problème d’ordonnancement de type flow shop hybride. L’implémentation et le



4.5. Approche méthodologique 101

test d’une deuxième approche, qui est une variante de celle-ci, peut être envisageable, dans

laquelle l’utilisateur est capable de borner un des deux critères et de minimiser l’autre.

Pour remédier aux inconvénients de l’approche précédente, nous développons dans la

section suivante une approche intégrant des techniques d’optimisation et de simulation

dans le cadre d’une démarche méthodologique. Elle aura pour objectif de dimensionner

un atelier de production, en tenant compte de la performance des ordonnancements, dès

la phase de conception. Elle doit aboutir à un dimensionnement basé sur des ordonnan-

cements robustes.

4.5 Approche méthodologique

Nous présentons, dans cette section, l’architecture globale de notre démarche métho-

dologique, dont le but est de travailler conjointement le dimensionnement et l’ordonnance-

ment dès la phase de conception, en tenant compte des incertitudes qui peuvent perturber

le plan de production.

4.5.1 Démarche méthodologique et outil d’aide au dimensionne-

ment

Nous présentons dans la figure 4.5 l’architecture globale de notre démarche métho-

dologique. L’objectif de cette architecture est d’aider le décideur à prendre des décisions

sur la conception de son système de production. L’idée sera d’intégrer et utiliser plu-

sieurs approches, dans le but d’avoir une démarche hybride. Les plans d’expériences sont

utilisés pour définir des scénarios de production intégrant efficacement l’ensemble des pa-

ramètres et des données d’entrée. Ces scénarios définissent alors les expériences à réaliser.

Les paramètres sont appelés les "facteurs contrôlés", qui illustrent les décisions prises

par le décideur et qui vont être testées et simulées. Ces scénarios de production vont

être utilisés en entrée du module d’ordonnancement robuste, qui calculera la séquence

de réalisation des jobs la plus robuste. La simulation permettra par la suite de simuler

le fonctionnement de ce système ainsi conçu, en se basant sur la séquence de réalisation

robuste. Les résultats de simulation (indicateurs de performances) sont alors analysés et

comparés selon les expériences. La fonction reliant les indicateurs de performances et les
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facteurs contrôlés (paramètres) est ainsi calculée. Chaque indicateur de performance est

par la suite comparé aux critères de performance ou aux objectifs fixés en entrée par le

décideur. Le décideur va choisir la meilleure conception, suite à cette comparaison, selon

ses objectifs. Cette architecture a été conçue pour être générique et appliquée à n’importe

quel type d’organisation ( flow shop hybride, Machines parallèles, lignes de transfert, etc.).

Ordonnancement
Robuste

Génération de 
Plan 

d’expériences

Analyse des 
résultats et 

modélisation 

Simulation

Aléas et incertitudes

Indicateurs de 
Performance

Paramètres d’entrée : 
données

Paramètres d’entrée : 
Objectifs / Critères de 

performance

définition des temps 
d’exécution , définition du 
nombre de jobs, définition du 
processus de production…

Makespan, Retard 
maximal,…

Paramètres de sortie

{ Iik
 

}

Le scénario de 
l’activité

 
prévisionnelle i pour 
l’expérience k

{xr
ik

 

}

Séquence robuste
obtenue pour chaque 
scénario i et pour chaque 
expérience k

Indicateur de 
performance j 
du scénario i pour 
l’expérience k

Nombre de ressources 
(nombre de machines, 

d’opérateurs,…)

{ IPijk

 

}

Décisions
{FCk}

Facteurs contrôlés de 
l’expérience k (nombre 

de machines, …)

{ PIj
 

}=f(FC1,FC2,…)

+
-

C
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ra
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Oui

Non

Résultats
satisfaisants

Fig. 4.5 – Architecture de la démarche méthodologique d’aide au dimensionnement des

systèmes de production

D’autres auteurs ont travaillé sur d’autres types de démarche méthodologique inté-

grant des techniques d’optimisation couplées avec la simulation (Pierreval et Paris, 2003),

(Paris et al., 1996), (Pierreval et Tautou, 1997),(Pierreval et Paris, 2000), (Cheikhrouhou

et al., 2002) mais ils ne considèrent pas le problème d’ordonnancement.

Nous présentons par la suite la description des différents modules constituant l’archi-

tecture de la démarche méthodologique d’aide à la conception des systèmes de production :
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1. Paramètres d’entrée : Données

Dans ce module, l’utilisateur (décideur) doit définir les différents éléments du sys-

tème. Il doit fournir les entrées et les paramètres du système (par exemple : le temps

d’exécution, le nombre de jobs, le nombre d’étages,...).

2. Décisions :

Ce module sera l’interface qui va permettre au décideur de choisir la meilleure

conception qui répond à ses objectifs et critères de performance. Initialement, le

décideur va fixer les différents facteurs (paramètres) qu’il va contrôler, notés FCk

(Facteurs contrôlés de l’expérience k) et qui constitueront les décisions à prendre

(par exemple le nombre de machines, le nombre d’opérateurs, la taille des lots,

les affectations des opérations, disposition des machines, etc.). Ces facteurs seront

utilisés dans la construction de plans d’expériences. Une fois les expériences réali-

sées (ordonnancement, simulation) et les indicateurs de performance, ainsi que les

fonctions les reliant avec les facteurs contrôlés calculés, le décideur comparera ces

résultats avec les objectifs et les critères de performance qu’il s’est fixés. Si les ré-

sultats sont satisfaisants le décideur définit alors les paramètres de sortie (meilleure

conception obtenue), sinon il doit réajuster les facteurs et reboucler avec les modules

de la démarche. Dans ce module, nous pouvons mettre en place un système d’aide

multicritère à la décision, pour assister le décideur dans le choix de la meilleure

conception. Le développement de ce système est envisageable dans des travaux fu-

turs.

3. Génération de plans d’expériences :

L’objet du plan d’expériences est de définir les différents scénarios possibles de

conception du système, sous forme d’essais ou expériences (dans chaque expérience,

on fait varier les facteurs contrôlés (paramètres)). Ces scénarios, notés Iik (Iik est le

scénario initial i de l’expérience k), sont définis par l’attribution d’une seule valeur

à chaque facteur contrôlé.

4. Ordonnancement robuste :

Ce module permet de choisir une méthode d’ordonnancement qui répond aux ob-
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jectifs choisis par le décideur. Les méthodes de résolution pour un tel problème

d’ordonnancement peuvent être des méthodes exactes, des heuristiques, des méta-

heuristiques ou même des règles de priorité. Ces méthodes doivent fournir des or-

donnancements robustes par rapport aux évènements qui pourraient survenir dans

le futur. La sortie de ce module est une séquence robuste de jobs de chaque scénario

pour chaque expérience. Cette séquence est notée xr
ik.

5. Simulation :

Un modèle de simulation de système de production sera construit pour simuler

chaque expérience définie dans le module "Génération du plan d’expérience". Ce

modèle de simulation intègre des données et des évènements incertains (temps d’exé-

cution perturbé, demande incertaine, probabilité des pannes sur les machines, etc.).

Après la simulation, nous obtiendrons un ensemble d’indicateurs de performances

qui doivent être caractérisés, pour évaluer la meilleure conception parmi les diffé-

rentes expériences.

6. Indicateurs de performance :

Pour chaque expérience simulée, nous calculons un ensemble d’indicateurs de per-

formance (IPijk : Indicateur de performance j du scénario i pour l’expérience k )

comme par exemple la cadence de production, la durée de séjour des produits, le taux

d’occupation des machines, etc. Ces indicateurs dépendent des caractéristiques du

système de production et des produits fabriqués. Il n’existe pas de normes standards

pour le choix d’un indicateur, tout dirigeant est amené à définir des indicateurs de

performance propres à son système. Ce choix devrait être fait de manière à assurer

un système cohérent de gestion de la performance.

7. Analyse des résultats et modélisation :

Ce module nous permettra d’interpréter et analyser les résultats. Deux types d’acti-

vités peuvent être envisagés. Le premier est un modèle définissant l’impact de tous

les facteurs contrôlés (FCk) sur la valeur de chaque indicateur de performance IPj.

Le second concerne une analyse multicritère des résultats, intégrant des analyses de

Pareto optimalité permettant au décideur de trouver la solution Pareto optimale.
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8. Paramètres d’entrée : objectifs et critères de performance :

Les objectifs et les indicateurs de performance cibles sont définis dans ce module

(par exemple, cadence de production désirée, le taux d’occupation ciblé, etc.). Ces

objectifs sont exprimés sous différentes formes : valeurs cibles des indicateurs de

performances IP ∗
j , contraintes propres au domaine, relation entre les indicateurs de

performance, etc.

9. Paramètres de sortie : objectifs et critères de performance :

Basé sur les résultats obtenus dans le module "Analyse des résultats et modélisa-

tion" comparés aux objectifs et aux critères de performances fixés, le décideur définit

la "meilleure" conception de son système et constituera le résultat de ce module.

Cette démarche méthodologique est caractérisée par sa généricité et son applicabilité.

Cette généricité est due au fait que les modules ne sont pas cloisonnés dans des outils

ou concepts prédéfinis. C’est une méthodologie aidant à la conception des systèmes de

production, en anticipant des questions et des problèmes qui seront posés lors de la phase

d’exploitation. Elle peut être adaptée à différents systèmes de production de biens ou de

services.

Nous nous intéressons par la suite à une des applications possibles de cette démarche

dans un cas applicatif réel, permettant ainsi de valider les différents modules et de mon-

trer l’apport de cette approche et son intérêt. Notre application s’intéresse à un problème

particulier de la conception, qui est le dimensionnement et plus précisément le dimension-

nement des blocs opératoires (Chaari et al., 2008b).

4.5.2 Application : démarche méthodologique et outil d’aide au

dimensionnement des blocs opératoires

Ces dernières années, les hôpitaux ont connu de fortes mutations dues aux réductions

des enveloppes budgétaires, au vieillissement de la population, etc. Au vu de cet envi-

ronnement, des projets de regroupement d’hôpitaux ou de sites, de restructuration et de

réorganisation ont vu le jour. Ces projets nécessitent des prises de décisions sur le plan



4.5. Approche méthodologique 106

stratégique, qui vont conditionner les décisions aux niveaux tactique et opérationnel.

Le bloc opératoire est une des structures qui a vu des changements dans son organisa-

tion et son activité. De blocs opératoires éclatés et dédiés à des services, nous sommes pas-

sés à des blocs opératoires regroupés et mutualisés pour plusieurs services différents. Dans

d’autres projets nous avons assisté à des regroupements des établissements appartenant à

des structures juridiques différentes, comme ce qui se passe actuellement à Valenciennes,

avec le nouvel hôpital regroupant le Centre Hospitalier de Valenciennes (établissement

public) et la clinique Teissier (établissement privé à but lucratif). Une des problématiques

à soulever est de concevoir ce nouveau bloc opératoire, ou, de façon plus large, le plateau

médico-technique.

Dans cette section, nous nous intéressons donc au problème de conception des blocs

opératoires et plus particulièrement au problème de dimensionnement des blocs opéra-

toires. Dans un premier temps, nous présentons la similitude entre le problème d’ordon-

nancement du bloc opératoire et le problème d’ordonnancement d’un flow shop hybride

à deux étages. Dans un deuxième temps, nous exposons l’application de la démarche mé-

thodologique et la réalisation de l’outil d’aide au dimensionnement des blocs opératoires.

4.5.2.1 Problématiques d’ordonnancement et de dimensionnement des blocs

opératoires

Le problème d’ordonnancement des interventions au sein d’un bloc opératoire (BO)

peut être assimilé à un problème de type ordonnancement d’un flow shop hybride à deux

étages, avec des durées opératoires différentes entre les étages. Le premier étage est com-

posé des salles d’opération (SO) identiques et le deuxième étage est constitué de lits

identiques, dans la Salle de Surveillance Post-Interventionnelle (SSPI).

Des travaux de recherche se sont intéressés aux flux de patients dans les blocs opé-

ratoires. Les principaux flux de patients qui ont subi des interventions chirurgicales sont

présentés dans la figure 4.6.

Le patient peut avoir différents cheminements possibles avant et après son intervention

chirurgicale. Dans cette thèse, nous nous limitons au flux à l’intérieur du bloc opératoire.
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SO N°1

SO N°2

SO N°

 

m(1)

Lit N°1

Lit N°2

Lit N°

 

m(2)

Salles d’opérations SSPI

Bloc Opératoire
Service d’Hospitalisation

Service de soins 
intensifs ou de 

réanimation

Légende : Lit (hospitalisation, 
salle d’opérations, 
réveil, …)

Un exemple de Flux patients  : de la 
salle d’hospitalisation à

 

la salle 
d’opérations

Fig. 4.6 – Provenance et destination des patients avant et après l’intervention chirurgicale

Un patient est transféré au bloc opératoire (1 ou 4) par des brancardiers. Il subit son inter-

vention chirurgicale dans une salle d’opérations (une des salles d’opérations disponibles,

quand celles-ci sont polyvalentes, ou une salle d’opérations spécifique quand il s’agit de

salles d’opérations dédiées). Une fois l’intervention chirurgicale terminée, le patient est

transféré vers un des lits de la SSPI (2). Après son réveil, il est transféré par des bran-

cardiers vers sa chambre dans le service d’hospitalisation (3) ou dans le service des soins

intensifs ou de réanimation (5). Ce cheminement est le cheminement le plus classique et

c’est celui-ci qui nous intéresse.

Le bloc opératoire est donc composé principalement de M1 salles d’opérations, qui

peuvent être polyvalentes ou dédiées et de M2 lits dans la SSPI. Il peut être alors assimilé

au problème du flow shop hybride à deux étages (Chaabane, 2004; Kharraja, 2003).

La problématique de dimensionnement consiste alors, dans notre cas, de déterminer le

nombre de salles d’opérations et de lits dans la SSPI, basée sur des plannings opératoires
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des scénarios de l’activité chirurgicale prévisionnelle de la nouvelle structure.

Des travaux ont été réalisés pour répondre à ce type de problématique. Marcon et

Kharraja (2002) ont étudié le dimensionnement des lits dans la SSPI et l’impact de ce

dimensionnement sur les performances du bloc opératoire.

4.5.2.2 Démarche méthodologique d’aide au dimensionnement des blocs opé-

ratoires

Nous présentons dans la figure 4.7 l’architecture globale de notre démarche méthodo-

logique appliquée au problème de dimensionnement des blocs opératoires.

Ordonnancement
Robuste

Génération de 
Plan 

d’expériences

Analyse des 
résultats et 

modélisation 

Simulation

Aléas et incertitudes : 
durées opératoires, les 

urgences

Indicateurs de 
Performance

Paramètres d’entrée : 
données

Paramètres d’entrée : Objectifs / 
Critères de performance

Définition de l’activité

 
prévisionnelle, définition des 
durées opératoires , 
définition des demandes 
d’interventions 

Coût d’ouverture des  SO, coût des 
lits de la SSPI, taux d’occupation 

des SO, taux d’annulation, …

Paramètres de sortie

{ Iik
 

}

Liste des patients à

 
opérer, durée de l’acte 
chirurgical, durée de 
réveil, nombre de SO et 
de lits …

{xr
ik

 

}

Séquence robuste des 
patient à

 

opérer

Taux d’occupation des SO, 
nombre maximum des lits SSPI, 
nombre de patients traités, taux de 
débordement …

«

 

Meilleur 
dimensionnement

 

»

 
:nombre de SO, nombre de 

lits SSPI

{ IPijk

 

}

Décisions
{FCk}

Nombre des SO, Nombre 
des lits SSPI

{ PIj
 

}=f(FC1,FC2,…)

+
-

C
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ra
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Non

Résultats
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Fig. 4.7 – Architecture globale de la démarche méthodologique d’aide au dimensionne-

ment des blocs opératoires

La démarche méthodologique développée dans la section 4.5.1 est ainsi appliquée au

problème de dimensionnement des blocs opératoires.
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Nous présentons par la suite l’implémentation des différents modules de l’architecture

et les outils utilisés afin d’illustrer son application réelle, dans le cadre de la réalisation

d’un outil global d’aide au dimensionnement des blocs opératoires. Nous avons réalisé une

application Excel (voir figure 4.8) pour l’interface utilisateur. Cette interface permet de

saisir les modules suivants : "Paramètres d’entrées : Données", "Décisions", "Génération

de plan d’expériences", "Paramètres d’entrée : Objectifs et critères de performance cibles"

dans les différentes feuilles de cette application.

Nous avons programmé en VBA les connexions entre cette interface et les modules :

"Ordonnancement Robuste" et "Simulation".

Numéro 
Patient 

(Séquence 
Robuste)

Nombre de 
chirurgiens 

pour 
l'intervention

Nombre de 
médecins 

anesthésistes 
pour 

l'intervention

Nombre de 
IBODE pour 

l'intervention

Nombre de 
IADE pour 

l'intervention

Durée 
Moyenne 
prévue de 

l'anesthésie

Durée 
Moyenne 
prévue de 

l'acte 
chirurgical

Durée de 
réveil 

prévue

25 1 1 2 1 10 11 30 Nombre de chirurgiens maximum 20
3 1 1 2 1 10 11 30 Nombre de medecins anesthésistes maximum 20
12 1 1 2 1 10 13 30 Nombre de Brancardiers 10
4 1 1 2 1 10 14 30 Nombre de AS maximum 20
43 1 1 2 1 10 18 30 Nombre de IBODE maximum 50
32 1 1 2 1 10 18 30 Nombre d'IADE maximum 30
48 1 1 2 1 10 19 30 Nombres de salles maximun (SO) 5
99 1 1 2 1 10 19 30 Nombres de lits de réveil maximum 10
21 1 1 2 1 10 20 30 Durée minimum nettoyage salle opératoire 5
50 1 1 2 1 10 20 30 Durée maximum nettoyage salle opératoire 15
95 1 1 2 1 10 20 30 Durée minimum installation patient 4
41 1 1 2 1 10 21 30 Durée maximum installation patient 6
79 1 1 2 1 10 22 30 Durée prépation matériel chirurgicale 5
2 1 1 2 1 10 22 30 Durée prépation matériel anesthésie 5
40 1 1 2 1 10 23 30 Heure ouverture du service 8:00:00
38 1 1 2 1 10 23 30 Heure prévue de fermeture 16:00:00
49 1 1 2 1 10 23 30 Durée d'Ouverture du BO (en minutes) 480
52 1 1 2 1 10 23 30
44 1 1 2 1 10 24 30
15 1 1 2 1 10 24 30 Paramètres des expériences
94 1 1 2 1 10 24 30 Alpha (%) 10%
56 1 1 2 1 10 24 30 Lamda (%) 50%
23 1 1 2 1 10 24 30 Nombre de patients 100
70 1 1 2 1 10 25 30 Nombre d'instances perturbées 100
6 1 1 2 1 10 25 30 N° de l' experience 3
84 1 1 2 1 10 26 30 N° de l'instance 1

DécisionsDonnées sur les patients

Données générales

Ordonnancement Robuste
Remise à zéro

Cliquer ici pour effacer les données d'entrées
Lancer la Simulation

Ce bouton fait appel modèle de 
simulation du bloc opératoire

Ce bouton fait appel à  l’exécutable de 
l’algorithme génétique pour 
l’ordonnancement robuste

IBODE:Infirmiers de Bloc Opératoire Diplômés d’État  
IADE:Infirmiers Anesthésistes Diplômés d’État 
AS: Aides Soignants

Légende:

Fig. 4.8 – Interface de saisie des données et des décisions
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Nous sommes partis d’un exemple inspiré d’un centre hospitalier. Nous avons construit

une instance de 100 patients. Les durées opératoires ont été générées aléatoirement dans

l’intervalle [10, 120]. En l’absence de référentiels normalisés au niveau des temps d’in-

duction, de nettoyage et de préparation, nous sommes partis sur la base des travaux de

Kharraja et al. (2002), où des temps ont été estimés par un expert médical (voir tableau

4.2).

Durées
Durée de Durée Durée de Durée de

opératoire réveil d’induction nettoyage préparation

< 60 minutes 30 10 15 10

[60, 90] 60 20 15 10

[90, 120] 90 20 15 20

≥ 120 minutes 120 30 30 20

Tab. 4.2 – Les temps nécessaires du bloc opératoire

Les décisions prises concernent le nombre de salles d’opérations, le nombre de lits dans

la salle de réveil et les valeurs de λ et α.

Nos expériences sont définies comme suit :

– les valeurs de λ sont 0; 0, 3; 0, 5; 0, 7; 1

– les valeurs de α sont 10 % ; 25 % ; 50 %

– le nombre de Salles d’Opérations (SO) est égal à [5 ; 10 ; 15]

– le nombre de lits dans la SSPI sont multiples du nombre de SO [5 ; 8 ; 10], [10 ; 15 ;

20], [15 ; 23 ; 30] (donc à chaque niveau de SO correspondent 3 niveaux de lits dans

la SSPI).

La méthode utilisée dans le module " Ordonnancement Robuste " est l’algorithme

génétique pour l’ordonnancement robuste présenté dans la section 2.6 et appli-

qué à l’ordonnancement des patients. Nous avons utilisé le programme en Microsoft

Visual C++ 6.0 réalisé pour les expérimentations du chapitre 3 et nous avons obtenu un

exécutable appelé avec un code VBA en cliquant directement sur le bouton "Ordonnan-

cement Robuste" (voir figure 4.8).
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Le décideur doit fixer le degré d’incertitude α sur les durées opératoires. Pour trouver

un ensemble de solutions pour ce problème, il peut faire varier la valeur λ entre 0 et 1 et

appliquer l’algorithme génétique pour l’ordonnancement robuste pour chaque valeur de λ.

Plus la valeur de λ est importante, plus la priorité est donnée à la minimisation de la date

de fermeture du bloc opératoire CmaxIik
par rapport à celui associé à la déviation entre

les scénarios perturbés et le scénario initial (ici le scénario initial est représenté par Iik).

Par exemple, pour trouver une solution robuste, ce qui est le cas de λ = 0, nous favorisons

la minimisation de la déviation entre les scénarios perturbés et le scénario initial Iik. Pour

trouver une solution efficace, ce qui est le cas de λ = 1, nous favorisons la minimisation

de la date de fermeture du bloc opératoire du scénario initial (CmaxIik
).

Ceci a permis d’obtenir la séquence robuste xr
ik présentée dans la colonne "Numéro

Patient" et qui constitue l’ordre d’arrivée des patients dans le bloc opératoire. La figure

4.8 présente alors le résultat de l’ordonnancement robuste obtenu pour l’expérience N̊ 3,

le nombre de salles d’opérations SO= 5, le nombre de salles de réveil dans la SSPI égal à

10, λ = 0.5 et α = 0.25. Cette séquence, les données et les décisions sont utilisées par la

suite dans le modèle de simulation.

La figure 4.9 présente le modèle de simulation du bloc opératoire composé d’un nombre

maximum de 18 salles d’opérations et de 30 lits dans la SSPI. Ce modèle a été construit

sous ARENA 12.0 (inspiré du futur bloc du CH de Valenciennes).

Nous avons intégré par la suite les résultats des indicateurs de performance dans cette

même application, en récupérant tous les résultats obtenus par simulation. Ceci permet-

tra à l’utilisateur d’exploiter les résultats, soit en les modélisant, soit en les comparant

directement avec les objectifs et les indicateurs de performance cibles. L’utilisateur peut

par la suite fournir ses paramètres de sortie, une fois la (ou les) décision(s) prise(s).

Nous avons défini cinq indicateurs de performance : nombre de patients traités, taux

d’utilisation des salles d’opérations durant les heures régulières, taux de débordement

(pourcentage de temps utilisé en heures supplémentaires), nombre maximum et nombre

moyen de lits de réveil utilisés durant les heures d’ouverture régulières.
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Fig. 4.9 – Modèle de simulation sous ARENA 12.0

Pour l’analyse et la modélisation des résultats, nous pouvons définir par exemple la

fonction (linéaire) reliant le nombre de patients traités par rapport aux nombre de salles

d’opérations (voir figure 4.10).

Nombre des interventions en fonction du nombre de SO

Y = 4,28 X + 18,15

0

20

40
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80

100

5 10 15

Nombre des interventions

Linéaire (Nombre des
interventions)

Fig. 4.10 – Estimation du nombre de patients par rapport aux nombre des SO
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Une comparaison entre les heures réelles et les heures simulées des patients pour cal-

culer le nombre des patients en retard à l’entrée et à la sortie du bloc opératoire (voir

figure 4.11) peut être également réalisée.

Patients en retard de plus de 
(min): 30

A l'entrée du 
bloc

A la sortie de 
SO

A la sortie 
du bloc

Nombre 2 5 11

Taux 2% 5% 11%

Fig. 4.11 – Comparaison des résultats

On peut fournir, pour une valeur donnée de λ (ici λ = 0, 5) et α (ici α = 0, 25)

un tableau comme celui présenté dans la figure 4.12. Nous pouvons faire appel à des

techniques d’analyse multicritère pour choisir la meilleure alternative.

Facteurs Indicateurs de Performances : Résultats mesurés

Essais Nombre 
de SO

Nombre 
de lits en 

SSPI

Nombre de 
patients 
traités

Taux d'utilisation 
des SO durant les 

heures 
d'ouverture 
régulières

Taux d'utilisation des 
SO durant les heures 

supplémentaires

Nombre maximum 
de lits de réveil 

utilisés durant les 
heures d'ouverture 

régulières

1 5 5 38,4 87,1% 2,8% 5

2 5 8 38,8 86,9% 2,7% 5

3 5 10 37,4 86,8% 2,8% 5

4 10 10 62,2 87,8% 3,2% 10

5 10 15 64,8 87,5% 2,4% 10

6 10 20 67,2 87,3% 2,2% 10

7 15 15 79,4 88,1% 0,9% 13,2

8 15 23 80,2 89,1% 0,3% 13,2

9 15 30 82,4 89,6% 0,5% 13,2

Fig. 4.12 – Résultats d’un plan d’expériences
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En s’appuyant sur ces résultats, en les comparant avec les objectifs et les critères de

performance cibles, ou en les analysant par des techniques multicritère ou en appliquant

les modèles reliant les indicateurs de performance aux facteurs contrôlés, le décideur est

amené à choisir le meilleur dimensionnement parmi les différentes expériences réalisées.

Nous remarquons ici la richesse des résultats que peut obtenir le décideur sur le com-

portement futur de son système en intégrant des informations de la phase d’exploitation.

Ainsi, le dimensionnement tiendra compte des détails et sera au plus juste. En revanche,

le décideur doit avoir des outils rigoureux pour l’analyse des résultats et leurs exploita-

tions. Cette multitude d’informations peut être un problème en soit, car le décideur doit

bien sélectionner les informations des plus importantes aux moins importantes, et donner

des poids aux différentes décisions. C’est pour cette raison qu’il doit bien définir son plan

d’expérience et quelle méthode appliquer pour l’exploitation des résultats. Cet outil est

un outil d’aide au dimensionnement et en aucun cas un outil de dimensionnement, c’est

le décideur qui doit prendre les décisions finales.

4.6 Conclusion

Nous avons proposé dans ce chapitre une démarche méthodologique intégrant des tech-

niques d’optimisation et de simulation pour l’aide à la conception des systèmes de pro-

duction basée sur des ordonnancements robustes, face à un ensemble de perturbations.

Cette démarche est générique et peut être appliquée aux différents types d’organisation

(flow shop hybride, job shop flexible, etc.). Nous avons développé les différents modules

de la démarche sous forme d’un outil d’aide au dimensionnement dans le cadre d’un cas

applicatif réel, celui du bloc opératoire dans le secteur hospitalier. Ceci constitue une des

applications possibles de notre démarche. L’objectif est de minimiser le coût d’investis-

sement des salles d’opérations et des lits dans la salle de réveil et de minimiser la date

de fermeture du bloc opératoire. Cette démarche méthodologique permettra d’accompa-

gner le décideur dans son projet de restructuration ou de conception d’un nouveau bloc

opératoire. L’outil est ainsi réalisé et implémenté. Nous avons présenté les différents ou-

tils développés dans ce cadre pour illustrer notre démarche. L’algorithme génétique pour

l’ordonnancement robuste a été intégré et utilisé dans un des modules de cette démarche.



Conclusion générale & perspectives

La plupart des méthodes d’ordonnancement sont déterministes, elle ne prennent pas

en considération le caractère incertain des données du problème. De ce fait, un ordonnan-

cement déterministe deviendra rapidement inefficace avec les incertitudes. Pour pallier

ce problème, des méthodes d’ordonnancement, dites robustes, ont été développées, ayant

la capacité de résister aux perturbations de l’environnement tout en assurant une bonne

performance. Le travail présenté dans cette thèse s’inscrit dans ce domaine de recherche.

Une nouvelle classification des différentes approches de l’ordonnancement dans un mi-

lieu incertain a été proposée dans la première partie de ce travail. Trois approches ont

été distinguées, à savoir les approches proactives, les approches réactives et les approches

hybrides, qui sont elle mêmes composées de deux approches : les approches prédictives-

réactives et les approches proactives-réactives. Pour chacune de ces approches, un état

de l’art des méthodes de résolution, ainsi que des avantages et des inconvénients, a été

présenté.

Certaines méthodes d’ordonnancement utilisent des techniques d’optimisation efficaces

permettant de fournir des solutions de bonne qualité, dans un temps de calcul raisonnable.

La recherche de cette solution revient à utiliser les métaheuristiques. Dans ce cadre, parmi

les techniques les plus employées, nous trouvons les algorithmes génétiques, qui présentent

des solutions de qualité intéressante pour la résolution des problèmes combinatoires com-

plexes, leurs applications en ordonnancement sous incertitudes sont limitées. En effet,

nous avons proposé un algorithme génétique permettant d’obtenir une solution robuste

de bonne performance et qui est peu sensible aux incertitudes. Une organisation de type
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flow shop hybride constitue notre cas d’étude. Pour représenter les incertitudes sur les

caractéristiques du problème (temps d’exécution incertain), nous avons choisi la modé-

lisation par scénarios. Le contenu de ces scénarios est le reflet d’hypothèses concernant

l’incertain. Nous avons développé un critère de robustesse permettant de minimiser simul-

tanément la date d’achèvement des jobs et la déviation entre les scénarios perturbés et le

scénario initial. Ce dernier permettant de trouver une solution de bonne performance et

peu sensible aux incertitudes. Nous avons développé aussi un nouveau mécanisme intégré

dans l’algorithme génétique. Ce mécanisme consiste à évaluer, à chaque génération de

l’algorithme génétique, tous les chromosomes sur un ensemble de scénarios perturbés.

La seconde étape de notre étude est consacrée, en premier lieu, à tester et vérifier l’al-

gorithme génétique pour l’ordonnancement déterministe. Lors de cette phase, nous avons

testé l’algorithme génétique pour l’ordonnancement déterministe sur des benchmarks exis-

tant dans littérature, dont l’objectif est de minimiser seulement la date d’achèvement des

jobs (makespan). Cette série d’expérimentations est effectuée de manière statique, sans

intégrer des perturbations. Les données utilisées sont déterministes et ne prennent pas en

compte les incertitudes. En deuxième lieu, nous avons validé notre algorithme génétique

pour l’ordonnancement robuste par la simulation. Un modèle de simulation a été implé-

menté sur ARENA 12.0. Les résultats de simulation montrent que la méthode proposée

peut produire de meilleures solutions, dites de compromis, entre efficacité et robustesse

pour un degré d’incertitude très élevé. Cette robustesse est traduite par la résistance aux

perturbations intégrées dans le modèle de simulation et causées par les incertitudes des

temps d’exécution des jobs.

La dernière phase de notre étude consiste à appliquer la robustesse dans le domaine de

la conception et plus particulièrement le problème du dimensionnement. L’objectif est de

travailler conjointement le dimensionnement et l’ordonnancement, dès la phase de concep-

tion. L’application en ordonnancement robuste constitue la seconde phase, puisque la qua-

lité du dimensionnement sera basée sur la qualité des ordonnancements proposés et leur

robustesse face aux perturbations. En effet, nous avons développé une approche statique

(déterministe) qui consiste à dimensionner les machines dans un atelier de production,

en tenant compte de la performance et du type des ordonnancements prévisionnels. Nous
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avons ensuite développé une démarche méthodologique intégrant des techniques d’optimi-

sation et de simulation pour l’aide au dimensionnement des systèmes de production basé

sur des ordonnancements robustes. Les différents modules de la démarche sont dévelop-

pés sous forme d’un outil d’aide au dimensionnement, dans le cadre d’un cas applicatif

réel, celui du bloc opératoire dans le secteur hospitalier. Cette démarche méthodologique

permettra d’accompagner le décideur dans son projet de restructuration ou de réalisation

d’un nouveau bloc opératoire.

Par ailleurs, ces travaux ont permis d’ouvrir de nouvelles perspectives pour les études

futures sur le plan théorique (recherche), méthodologique ou pratique (application).

La première perspective scientifique concerne le type d’incertitude. Notre état de l’art

montre que la plupart des travaux de recherche s’intéressent seulement à un type d’in-

certitude : l’incertitude au niveau opérationnel. Cependant, en réalité, d’autres types

d’incertitudes existent aux plus hauts niveaux stratégique et tactique. Les incertitudes

stratégiques sont celles qui affectent principalement la prise de décision à long terme. Ces

incertitudes venant des conditions environnementales, des changements de technologie et

des règlements gouvernementaux. Les incertitudes tactiques peuvent changer la prise de

décision à moyen terme, telles que les paramètres du marché, les perturbations dans l’in-

formation et les flux des matières. Il est donc nécessaire de traiter la combinaison de ces

types d’incertitudes.

La deuxième perspective théorique concerne la recherche d’une solution robuste. Il

est intéressant d’implémenter un nouveau mécanisme intégré dans l’algorithme génétique

pour caractériser les scénarios perturbés. Ce mécanisme permet d’évaluer chaque chro-

mosome sur un ensemble de scénarios perturbés (c’est-à-dire que chaque chromosome est

évalué sur son propre ensemble de scénarios perturbés). Cet ensemble de scénarios change

pour chaque évaluation d’un seul chromosome. Une autre piste possible, est d’utiliser une

méthode d’optimisation multiobjectif permettant d’optimiser les deux objectifs. Cette mé-

thode est représentée par un ensemble de points. Cet ensemble de points est constitué par

des solutions non dominantes, encore appelées optimales dans le sens de Pareto. Un autre

aspect, qui peut être abordé, est la recherche d’une solution de compromis entre efficacité
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et robustesse. Cette solution peut être obtenue en deux étapes. La première étape consiste

à trouver par l’algorithme génétique pour l’ordonnancement déterministe un ensemble de

solutions initiales (population) qui est efficace (minimisation du makespan). Cette popu-

lation est évaluée sur un ensemble de scénarios perturbés par une fonction d’évaluation

mono-objectif ( par exemple la déviation entre le scénario initial et les scénarios perturbés).

La troisième perspective se situe au niveau méthodologique et concerne le développe-

ment et l’intégration d’un système d’aide multicritère à la décision pour aider le décideur

à choisir la meilleure configuration qui répond mieux à ses objectifs. Parmi ces méthodes,

nous trouvons les méthodes de surclassement, les méthodes interactives, etc.

Au niveau pratique, l’application de notre méthodologie au niveau des blocs opéra-

toires peut s’étendre, par l’intégration de nouvelles connaissances sur l’arrivée des pa-

tients en urgence, qui reste un problème plus compliqué. Une approche proactive-réactive

permettra de résoudre ce type de problème. D’autres applications de notre démarche

méthodologique sont envisageables, dans le cas des entreprises manufacturières. D’autres

applications de l’ordonnancement robuste peuvent être réalisées comme par exemple les

algorithmes génétiques embarqués dans les produits intelligents pour calculer des ordon-

nancements robustes.
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Annexe A
Illustration de l’algorithme génétique pour

l’ordonnancement robuste à partir d’un

exemple académique

Dans cette annexe, nous présentons une illustration du rôle de la fonction d’évaluation

robuste présentée dans le chapitre 2 à l’aide d’un exemple académique simple.

Dans notre exemple nous considérons le problème de flow shop hybride à 2 étages,

dans chaque étage il existe 2 machines parallèles et identiques. Le nombre de jobs est

égal à 10. Chaque job Jj (avec j = 1, ..., 10) doit passer sur une des machines du premier

étage, puis sur une des machines du deuxième étage.

Nous partons d’un scénario initial I qui représente les temps d’exécution des jobs dans

chaque étage. Le degré d’incertitude est α = 10%. Cette perturbation concernera les temps

d’exécution des jobs qui seront générés selon une loi uniforme U(PjtI − 10%PjtI ; PjtI +

10%PjtI ) avec PjtI le temps d’exécution du job j dans l’étage t du scénario initial I. Le

scénario initial est décrit dans le tableau A.1.

J1 J2 J3 J4 J5 J6 J7 J8 J9 J10

Scénario Initial
Etage1 8 4 6 9 5 10 6 5 7 3

Etage2 5 3 2 8 6 4 5 9 5 7

Tab. A.1 – Scénario initial du flow shop hybride à 2 étages
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Notre algorithme génétique pour l’ordonnancement robuste est initialisé par :

I une taille de population égale à 200 ;

I une probabilité de croisement égale à 90% ;

I une probabilité de mutation égale à 20% ;

I un critère d’arrêt qui est le nombre de générations, égal à 1000 ;

I un poids λ ∈ [0, 1] connue. Nous faisons varier la valeur λ entre 0 et 1 avec pas de

25% pour trouver les solutions pour ce problème ;

I N ∈ [10, 100] ;

I ε = 0.5.

Tout d’abord, l’algorithme génétique pour l’ordonnancement robuste permet de cher-

cher la solution xr (xr est la séquence obtenue après les 1000 générations et pour chaque

génération un ensemble de scénarios perturbés est généré selon la loi uniforme U décrit

ci-dessus). A chaque valeur de λ nous associons sa solution xr. Par exemple, pour λ = 0, la

solution xr = 6− 9− 1− 4− 2− 5− 10− 7− 8− 3 consiste à exécuter dans le premier

étage le job 6, puis le job 9, suivi des jobs 1, 4, 2, 5, 10, 7, 8 et enfin le job 3. Dans le

deuxième étage, la règle FIFO est appliquée pour tous les jobs. L’affectation des jobs sur

les machines est faite par la règle FAM.

Le tableau A.2 donne, pour chaque valeur de λ, les résultats des solutions (xr). Le

CmaxI représente le akespan du scénario initial. La borne inférieure du scénario initial est

LB = 34. Cette borne inférieure est développée par Santos et al. (1995). DEV _MAX =

7 est la déviation maximale entre le makespan du scénario initial et les makespan des

scénarios minimal et maximal ( voir équation 2.5).

λ LB DEV _MAX CmaxI Séquence (xr)

λ = 1 34 5-8-1-4-10-7-6-9-3-2

λ = 0.75 36 8-5-4-10-9-7-6-1-3-2

λ = 0.5 34 7 38 8-7-4-5-6-9-10-2-1-3

λ = 0.25 41 5-1-7-4-6-8-3-9-10-2

λ = 0 43 6-9-1-4-2-5-10-7-8-3

Tab. A.2 – Les solutions (séquences) xr obtenues par l’algorithme génétique pour l’or-

donnancement robuste
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Pour λ = 0 nous favorisons la minimisation de la déviation entre les scénarios per-

turbés
 s

1
N

NP
i=1

`
Cmaxξi(I)(x)− CmaxI(x)

´2!et pour λ = 1 nous favorisons la minimisation du

makespan initial (CmaxI).

Nous avons généré 10 scénarios perturbés qui suivent la même loi( loi U) et le même

degré d’incertitude α = 10%. Les temps d’exécution des jobs dans chaque étage pour

chaque scénario perturbé sont présentés dans le tableau A.3. Par la suite, nous testons

(vérifions), pour chaque valeur de λ, les solutions obtenues par l’algorithme génétique pour

l’ordonnancement robuste sur ces 10 scénarios perturbés, pour voir l’impact des solutions

robustes (xr) sur ces scénarios perturbés.

J1 J2 J3 J4 J5 J6 J7 J8 J9 J10

Scénario ξ1(I)
Etage1 8 4 6 10 5 11 7 5 8 3

Etage2 6 3 2 9 6 5 5 10 6 7

Scénario ξ2(I)
Etage1 9 5 6 9 5 10 6 6 8 4

Etage2 5 3 3 9 6 5 5 9 5 8

Scénario ξ3(I)
Etage1 8 5 7 9 5 11 6 6 8 4

Etage2 6 3 3 9 6 5 5 9 5 8

Scénario ξ4(I)
Etage1 9 5 6 9 5 10 6 5 8 3

Etage2 5 4 3 8 7 4 5 10 6 7

Scénario ξ5(I)
Etage1 9 5 6 10 6 11 7 6 7 4

Etage2 6 3 3 8 7 5 5 9 5 8

Scénario ξ6(I)
Etage1 9 5 7 10 5 10 6 5 7 3

Etage2 6 3 3 9 6 5 5 10 6 7

Scénario ξ7(I)
Etage1 9 5 6 9 5 9 7 6 8 4

Etage2 6 4 3 9 7 5 6 10 5 8

Scénario ξ8(I)
Etage1 9 5 7 10 5 10 6 6 8 4

Etage2 5 4 3 8 7 4 6 9 6 7

Scénario ξ9(I)
Etage1 8 5 7 9 6 10 6 6 7 4

Etage2 5 4 2 9 7 4 6 9 5 8

Scénario ξ10(I)
Etage1 9 4 6 9 6 9 7 5 7 4

Etage2 6 4 3 9 7 4 5 9 5 8

Tab. A.3 – Les scénarios perturbés avec α = 10% générés à partir du scénario initial

Le tableau A.4 présente, pour chaque valeur de λ, l’évaluation des 10 scénarios pertur-

bés par la solution xr. C’est-à-dire, pour chaque valeur de λ, nous appliquons la séquence

xr ( présentée dans le tableau A.2) sur les 10 scénarios perturbés seulement dans le pre-

mier étage. Dans le deuxième étage, nous appliquons la règle FIFO. L’affectation des jobs
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dans les étages est faite par la règle FAM. Ce fonctionnement est le même que le fonction-

nement de l’algorithme génétique pour l’ordonnancement robuste. La dernière colonne

représente la déviation entre les 10 scénarios perturbés et le scénario initial.

λ CmaxI Cmaxξ1 Cmaxξ2 Cmaxξ3 Cmaxξ4 Cmaxξ5 Cmaxξ6 Cmaxξ7 Cmaxξ8 Cmaxξ9 Cmaxξ10 Déviation

λ = 1 34 38 37 38 37 39 38 40 39 37 37 4.12

λ = 0.75 36 38 37 38 38 40 38 40 39 38 39 2.66

λ = 0.5 38 41 39 40 38 42 39 40 39 40 40 2.09

λ = 0.25 41 42 42 43 41 44 42 43 43 43 43 1.78

λ = 0 43 43 45 43 43 46 43 45 44 44 43 1.37

Tab. A.4 – Évaluation des scénarios perturbés

La fonction d’évaluation robuste f r(x) développée dans la section 2.6.1 consiste à mini-

miser simultanément le CmaxI et la déviation entre les makespan des scénarios perturbés

et le makespan du scénario initial. Nous remarquons que, plus λ augmente, plus le makes-

pan du scénario initial diminue, plus la déviation augmente. Ceci résulte de fait que, plus

λ augmente, plus la priorité est donnée à la minimisation du scénario initial et donc il

s’approche de LB. Inversement pour la déviation, plus λ augmente plus la déviation entre

les scénarios perturbés et le scénario initial augmente et donc le coût de la robustesse

augmente.

Pour λ = 1, nous favorisons la minimisation du makespan initial (CmaxI). Cette va-

leur peut être obtenue non seulement par l’algorithme génétique pour l’ordonnancement

robuste, mais aussi par l’algorithme génétique pour l’ordonnancement déterministe. Parce

que, dans les deux algorithmes, la fonction d’évaluation est la même ( minimisation du

(CmaxI)) et les perturbations n’interviennent pas. En effet, la solution trouvée est appe-

lée solution efficace.

Pour λ = 0, nous favorisons la minimisation de la déviation entre les makespan des

scénarios perturbés et le makespan du scénario initial. En effet, la solution trouvée est

nommée solution robuste.

Dans le cas où le poids attribué à chaque objectif est le même (λ = 0, 5), nous obtenons

des solutions dites de compromis, entre efficacité et robustesse.
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