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Chapitre 1

Introduction

1.1 Contexte et motivation

La détection, la modélisation ou encore la reconnaissance représentent des problématiques ma-
jeures dans les communautés du Traitement du Signal, du Traitement d’Image et de la Vision par
Ordinateur. A partir de l’observation d’un phénomène, on cherche à extraire, modéliser et combiner
des informations diverses pour améliorer la prise de décision [Blo05]. Ces quatre étapes constituent
les éléments de base d’un système de fusion d’information [Val01] et chacune de ces étapes est une
problématique à part entière dont les solutions dépendent de l’application.

Dans de nombreux domaines, le résultat est à destination d’un opérateur humain et donc il est
nécessaire que les informations qui lui sont transmises soient d’un haut niveau d’interprétation. C’est
le cas, par exemple, pour la gestion de bases de données vidéos, ou bien pour une application de
diagnostic.

Dans le cadre de la gestion des bases de vidéos, l’utilisateur émet des requêtes symboliques en
utilisant des concepts de haut niveau sémantique. Le système doit être capable d’interpréter ces re-
quêtes et de satisfaire l’utilisateur en retournant les vidéos qui l’intéressent. Si celui-ci n’est pas
satisfait, le système peut prendre en compte les remarques (feedback) afin d’améliorer sa perfor-
mance. La différence de niveau conceptuel entre la machine et l’utilisateur est surnommée fossé
sémantique [LHGT04] et l’étape de modélisation permet de combler ce fossé. La modélisation est
d’autant plus aisée que les données bas niveau extraites, aussi appelées caractéristiques, sont inter-
prétables. Lorsque les caractéristiques ne le sont pas, des outils statistiques, généralement assimilés
à des boîtes noires, sont utilisés. Ces outils sont des algorithmes d’apprentissage qui estiment des
modèles en minimisant ou en maximisant un critère afin que ceux-ci correspondent au mieux aux
données. L’avantage de ces méthodes statistiques est de pouvoir modéliser des problèmes complexes
lorsque les modèles sont inconnus, par exemple pour l’analyse de mouvements humains dans les vi-
déos [BR04, MHK06, JLBA07], la reconnaissance de la parole [BB02, VH06] et l’analyse de données
textuelles [Kel07]. Le problème avec ces méthodes est que, d’une part, les modèles générés ne sont
généralement pas interprétables et, d’autre part, il est difficile, même pour des experts, de les mettre
à jour sans passer par une nouvelle étape d’apprentissage qui peut être fastidieuse.

Dans le domaine du diagnostic, par exemple pour des applications militaires [XHS96, MB03,
RS05b], médicales [Sme98, RZ02, AAG02, Str04] ou industrielles [Val01, Val03], les enjeux sont
importants au point de laisser la prise de décision à un opérateur humain qui prendra le risque de
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12 CHAPITRE 1 – Introduction

la décision à sa charge. Comme dans l’exemple précédent, les informations fournies à l’opérateur
doivent être interprétables afin qu’il puisse raisonner et élaborer un jugement. Ces informations pro-
viennent généralement de la sortie des étapes de modélisation (avant combinaison) et de combinaison
(avant transformation pour la prise décision) dont la nature dépend du formalisme utilisé pour gérer
les imperfections des données d’apprentissage. Outre la théorie des probabilités largement exploitée
depuis des décennies, la théorie des possibilités et celle des fonctions de croyance [KW99], plus
récentes, offrent des outils puissants de gestion de l’incertitude, de l’imprécision et du conflit sur
ces données. Les méthodes de modélisation et de combinaison possibilistes et crédibilistes facilitent
l’interprétation et l’intégration de connaissances [Val03, MB03, RS05b]. La prise de décision dans
le cadre de ces théories est généralement basée sur une distribution de probabilités obtenue par
défuzzification dans le cas possibiliste [VMBK01] et par transformation pignistique dans le cas
crédibiliste [Sme05c].

Les travaux présentés dans ce manuscrit concernent un type de modèle particulier basé sur des
séquences d’états évoluant temporellement. Dans de nombreuses applications, la notion de séquence
est importante, par exemple pour la reconnaissance automatique de la parole [Rab89, NLP+02] et
de l’écriture [VSD07], où les phrases sont définies comme des séquences de mots et de lettres, ou
encore pour la reconnaissance de gestes complexes en utilisant une suite ordonnée de poses et de
mouvements élémentaires [MHK06, WB01, NR02, WCK06, YPL07].

1.2 Méthodologies pour la reconnaissance de séquences

De nombreuses méthodes de reconnaissance de séquences ont été proposées pour modéliser des
systèmes dont les états peuvent ou non être directement observables. Les états, tout comme les ob-
servations provenant des capteurs, peuvent être discrets ou continus et entâchés d’incertitude due aux
conditions d’expérimentation.

L’évolution et la reconnaissance de séquences temporelles fait intervenir à la fois les observations
courantes fournies par les capteurs mais aussi les connaissances sur les états aux instants précédents
afin de rendre la reconnaissance plus robuste. Les liens temporels entre les états à plusieurs instants,
les liens causaux entre les états ainsi que les liens entre les observations et les états sont représen-
tés par divers formalismes, tels que la théorie des probabilités, des possibilités et des fonctions de
croyance [KW99], capables de gérer l’incertitude sur les observations et sur les états.

Les méthodes de reconnaissance de séquences peuvent être groupées en deux catégories : les
méthodes symboliques, proches des modèles et du raisonnement humain, et les méthodes statistiques,
attachées aux données observées.

1.2.1 Méthodes symboliques

Dans la communauté de l’Intelligence Artificielle, les termes chronique et scénario sont largement
utilisés pour décrire des séquences et un état de l’art sur les méthodes symboliques de reconnaissance
de séquences est proposé dans la thèse de Vu [Vu04] et dans le manuscrit de l’Habilitation à Diriger
des Recherches de Bremond [Bre07].

Les méthodes symboliques de reconnaissance de séquences reposent sur des langages formels
permettant de retranscrire la connaissance des experts d’un domaine en un ensemble de règles. Ces
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langages abstraits permettent de gérer des contraintes logiques et temporelles entre des événements
et sont très proches des langages objets utilisés en programmation, comme en Java ou dans les auto-
mates de supervision. Lorsque les règles sont établies pour un problème particulier, un mécanisme de
compilation génère un graphe minimal permettant de représenter graphiquement la séquence équiva-
lente aux règles pour validation par l’expert. Les modèles de séquences sont donc construits à partir
de connaissances expertes à un haut niveau sémantique et respecte un raisonnement humain.

Il existe de nombreux langages formels inspirés des travaux sur les intervalles temporels de Al-
len [All83, AF94, SW05]. Bobick et al. par exemple, proposent le langage PNF (Past, Now, Future)
pour décrire des mouvements humains à l’aide d’un réseau de contraintes gérant les aspects tem-
porels. Dousson et Ghallab [DGG93] ont développé un système de reconnaissance de chroniques
(CRS : Chronicle Recognition System) basé sur le langage IxTeT et appliqué à des problèmes de su-
pervision [CD00] notamment dans les réseaux de télécommunications [Dou96]. Le système CRS a
été amélioré pour gérer les problèmes de hiérarchisation [DM07] ce qui est intéressant pour décrire
des systèmes complexes.

Les méthodes basées sur la reconnaissance de chroniques peuvent mener à une explosion com-
binatoire car toutes les évolutions possibles sont stockées jusqu’à ce que l’une d’elles corresponde
à une réalité : on parle de méthodes SPRS pour Store Partially Recognized Scenarios. Une solution
à ce problème consiste en un système de comptage d’événements et de temporisation [Dou02] pour
supprimer certaines évolutions. Une autre solution [Vu04, DM07] consiste à stocker les évolutions
correspondant à une partie de chroniques déjà reconnues : on parle de méthodes STRS (Store Totally
Recognized Scenarios). Un algorithme de type STRS inspiré des travaux de Dousson a été proposé
par Vu, Bremond et Thonnat [VBT03, Vu04] pour la reconnaissance de scénarios dans les vidéos. Cet
algorithme gère les problèmes de hiérarchisation pouvant simplifier la description et la reconnaissance
de certains scénarios et autorise aussi des interactions entre plusieurs objets pouvant suivre des scé-
narios différents. D’autres langages associés à des ontologies de représentation ont été proposés dans
le cadre de la surveillance [HTWM04] par Médioni, Hongeng et Nevatia [Hon02, HNB04, NHB04].

Le problème avec les méthodes symboliques concerne le fait que généralement elles ne gèrent pas
l’incertitude : chaque état dans le graphe représente une variable binaire indiquant que l’événement
associé à l’état apparaît ou n’apparaît pas. Ainsi, ces méthodes ignorent les mécanismes de bas niveau
sémantique en charge de la détection des événements ce qui est discutable si l’on souhaite par exemple
effectuer des adaptations, sous la forme de feedback, sur l’ensemble du système [Kun04]. De plus, les
méthodes symboliques peuvent amener à des explosions combinatoires lors de la conception.

1.2.2 Méthodes statistiques

Dans les méthodes statistiques, des modèles de séquence sont estimés à partir de données d’ap-
prentissage constituées généralement d’observations numériques pouvant être, ou non, étiquetées (cas
d’un apprentissage supervisé vs. non-supervisé).

Un des challenges dans ces méthodes est de lier les observations numériques aux états tout en te-
nant compte de l’incertitude sur les observations et sur les états. Pour cela, on cherche généralement à
estimer les distributions des observations conditionnellement aux états en utilisant, par exemple, l’al-
gorithme EM (Espérance-Maximisation) et en supposant connue la forme des distributions (classique-
ment des Gaussiennes). La phase d’apprentissage permet par ailleurs d’estimer les liens statistiques
entre les états à un même instant et à des instants consécutifs ce qui permet d’élaborer des modèles
d’évolution. Ce type d’approche est par exemple très utilisé en reconnaissance de la parole [Rab89].
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Lorsque la séquence a été modélisée (après la phase d’apprentissage), des outils permettent
d’inférer les modèles de séquences à partir de nouvelles observations mesurées sur le système à
étudier. Les critères d’inférence déterminent alors le meilleur modèle de séquence correspondant à
ces observations.

Comme nous l’avons vu précédemment, le problème avec les méthodes statistiques concerne
l’aspect boîtes noires car, bien que les modèles générés correspondent aux données d’apprentissage,
ceux-ci ne sont généralement pas interprétables et leur mise à jour nécessite une nouvelle étape
d’apprentissage dont la mise en œuvre est fastidieuse.

Les modèles de Markov cachés (HMM : Hidden Markov Models) [Rab89, BB02] représentent
incontestablement l’outil statistique de reconnaissance de séquences le plus utilisé ces trois dernières
décennies. Plus récemment, les modèles graphiques du type réseaux Bayésiens dynamiques [Mur02]
sont apparus performants pour la modélisation, l’apprentissage et l’inférence. D’autres méthodes
existent comme les réseaux de neurones artificiels [BB02] ou les automates à états finis [Mur95].

Les HMM sont adaptés aux cas où les états ne sont pas directement observables. Les HMM à
observations discrètes ont été par exemple exploités en bio-informatique pour la reconnaissance de
séquences de base azotées sur des brins d’ADN. Les observations discrètes possibles sont A, C, T et
G et l’alternance de ces quatre bases azotées permet de décrire des séquences dans l’ADN, chaque
séquence constituant un message porteur d’information génétique. Les HMM permettent d’aligner
une séquence de bases azotées inconnue avec d’autres séquences connues afin de déterminer le rôle
et les fonctions de la séquence analysée. Ce type de mécanisme permet de détecter de nouvelles
molécules ou de décoder des génomes et a notamment été implanté sur des architectures à base de
circuits électroniques reconfigurables [OSJM07] pour traiter de grandes quantités de données.

Les HMM, à observations discrètes ou continues, ont été beaucoup appliqués pour des probléma-
tiques liées à la reconnaissance automatique de la parole [Rab89, NLP+02] et de l’écriture [VSD07].
Dans ce contexte, une phrase est intuitivement représentée sous la forme d’une séquence de mots
et de lettres. Les HMM ont été aussi employés1 pour le traitement d’image [Pie03], l’indexation de
vidéos [XMZY05], la détection et la classification d’ondes sismiques [BRS+07], la surveillance de
patients cardiaques [ADB06] et de réseaux de télécommunications [VTW06].

Les méthodes statistiques offrent des outils adaptés pour la gestion de l’incertitude et qui sont
généralement basés sur la théorie des probabilités. Cependant, les autres théories de l’incertain ont
été peu évaluées sur le problème de la reconnaissance de séquences. Nous avons choisi la théorie des
fonctions de croyance et en particulier le Modèle des Croyances Transférables (TBM : Transferable
Belief Model) qui est un cadre de travail générique basé sur les fonctions de croyance et proposant
des outils performants pour la gestion de l’incertitude et de l’imprécision. Des outils probabilistes
puissants comme le Théorème de Bayes ont été étendus au TBM qui intègre par ailleurs des outils
issus de la théorie des possibilités.

Le TBM permet de représenter explicitement le doute entre des états, ce qui s’avère intéressant
pour la modélisation explicite des transitions entre états, que ce soit lors de l’apprentissage de modèles
ou lors du processus de reconnaissance. De plus, le conflit, apparaissant entre les sources d’informa-

1Le lecteur intéressé par d’autres références et applications peut se rendre sur la page web intitulée (( 10 years
of HMM )) à l’adresse http://www.tsi.enst.fr/~cappe/docs/hmmbib.html contenant plus de 350 réfé-
rences sur l’utilisation des HMM de 1990 à 2000 ou bien se rendre sur le site web de l’institut IDIAP (www.idiap.ch)
dont les activités de recherche portent sur ce type de méthodes appliquées à de nombreux domaines.

http://www.tsi.enst.fr/~cappe/docs/hmmbib.html
www.idiap.ch
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tion fusionnées pour détecter les états, est souligné apportant ainsi une information pertinente sur la
cohérence du système de fusion.

1.3 Contribution

Dans cette thèse, nous proposons deux nouvelles méthodes de reconnaissance de séquences ba-
sées sur le TBM. La première est inspirée des méthodes symboliques et consiste en une machine à
états finis déterministe. La seconde est une méthode statistique, crédibiliste et non-déterministe, qui
consiste en la généralisation aux fonctions de croyance des processus sous-jacents aux modèles de
Markov cachés initialement probabilistes.

Afin de valider nos approches, nous avons choisi d’appliquer ces méthodes sur la reconnaissance
d’actions et d’activités humaines dans les vidéos d’athlétisme. Cette application entre dans le cadre de
l’analyse de mouvements humains [MHK06] pour la gestion de base de vidéos sportives et des inter-
faces Homme-Machine [JS05]. Pour cela, nous avons mis en place un système permettant d’extraire
des informations sur les mouvements des athlètes en collaboration2 avec Dr. C. Panagiotakis et Pr. G.
Tziritas de l’Université de Crète, de modéliser ces caractéristiques, et de reconnaître le type d’actions
et d’activités effectuées par l’athlète à chaque image. Ce type de système pourrait par exemple être
utilisé pour trier les événements sportifs sur un enregistrement d’émissions télévisées. Les méthodes
de modélisation et de reconnaissance de séquences se veulent génériques et pourraient être appliquées
à d’autres problèmes.

L’application est originale car les sauts d’athlétisme n’avaient jamais été utilisés jusqu’alors pour
la reconnaissance de mouvements humains en partie à cause du fait que ces vidéos sont acquises en
caméra mobile. Les phases de modélisation et de reconnaissance des mouvements et des séquences
sont tout aussi originales puisqu’elles sont basées sur les fonctions de croyance et en particulier sur le
Modèle des Croyances Transférables.

1.4 Organisation du mémoire

Le plan du manuscrit est le suivant :

Chapitre 2 – Le Modèle des Croyances Transférables est présenté. Nous décrivons tout d’abord les
mécanismes de base puis des outils permettant de gérer des problèmes plus complexes de fusion
d’information. Tout au long de ce chapitre, des exemples détaillés viennent illustrer le propos.

Chapitre 3 – Un algorithme est proposé pour filtrer des fonctions de croyance binaires évoluant au
cours du temps. Celui-ci est appliqué à l’analyse de mouvements d’athlètes dans les vidéos.

Chapitre 4 – Une machine à états déterministe entrant dans la famille des méthodes symboliques est
présentée pour reconnaître des séquences d’états. La connaissance sur les états est représentée
par des fonctions de croyance temporelles. Cette méthode repose sur le filtre développé dans le
chapitre 3 et les illustrations portent sur la reconnaissance de sauts d’athlétisme dans les vidéos.

Chapitre 5 – Les mécanismes sous-jacents aux modèles de Markov cachés probabilistes sont en par-
tie généralisés aux fonctions de croyance. Les modèles de Markov cachés crédibilistes, faisant

2La collaboration a été effectuée dans le cadre du Réseau d’Excellence Européen SIMILAR.
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partie des méthodes statistiques, permettent de reconnaître des séquences d’états de façon sto-
chastique où la connaissance sur les états est représentée par des fonctions de croyance. Des
illustrations portant sur l’analyse de mouvements d’athlètes dans les vidéos sont présentées.

Chapitre 6 – Les méthodes développées dans les chapitres 3 à 5 sont évaluées sur une base de 74
vidéos d’athlétisme et comparées aux modèles de Markov cachés probabilistes.



Chapitre 2

Le Modèle des Croyances Transférables pour
la représentation des connaissances, la
combinaison et la prise de décision

Le Modèle des Croyances Transférables (TBM : Transferable Belief Model) est un cadre formel
générique développé par Ph. Smets [SK94] pour la représentation et la combinaison des connais-
sances. Le TBM est basé sur les fonctions de croyance et propose un ensemble d’opérateurs per-
mettant de combiner des fonctions de croyance fournies par des sources d’information pouvant être
complémentaires, redondantes et éventuellement non-indépendantes.

Les mécanismes de raisonnement du TBM peuvent être regroupés en deux niveaux, représentant
une abstraction des mécanismes et illustrés sur la figure 2.1 :

– Le niveau crédal (du latin (( credo )) signifiant (( je crois ))) siège de la représentation des
connaissances (partie statique), des combinaisons et du raisonnement sur ces connaissances
(partie dynamique),

– Le niveau pignistique (du latin (( pignus )) signifiant (( un pari ))) et impliquant la prise de
décision en prenant éventuellement en compte le risque d’effectuer certaines actions suite aux
décisions.

NIVEAU CREDAL

NIVEAU PIGNISTIQUE

Statique
Représentation

Dynamique
Combinaison

Décision, pari, risque

FIG. 2.1 : Représentation abstraite des mécanismes dans le Modèle des Croyances Transférables.

Cette décomposition en deux niveaux différencie le TBM des autres théories et méthodes, en
particulier la théorie des probabilités au sein de laquelle la représentation des connaissances, la

17
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combinaison et la décision sont effectuées sans distinguer les niveaux d’abstraction.

Ce chapitre est divisé en deux sections : la première section est consacrée à la description des
outils de base du TBM et la seconde section est dédiée à des opérateurs permettant de régler des
problèmes de fusion complexes :

Section 2.1 : Outils de base

Représentation de la connaissance
avec les fonctions de croyance

Combinaisons : conjonction,
disjonction, fiabilité simple

Le principe du minimum
d’information et son utilisation

Prise de décision

Gestion du conflit

Section 2.2 : Outils avancés

Conditionnement et Théorème de
Bayes Généralisé

Changement de cadre de
discernement

Combinaisons dans le cas de
sources non-distinctes

Fiabilité contextuelle

2.1 Outils de base

Cette section répond aux questions suivantes (Fig. 2.2) :
– Comment représenter la connaissance d’une source d’information sous forme de fonctions de

croyance et quels avantages peut-on tirer d’une telle représentation ?
– Comment combiner plusieurs sources de fonctions de croyance afin de résumer l’information

et d’améliorer la prise de décision ?
– Comment prendre une décision à partir de fonctions de croyance ?

Phénomène

ou système 

 observé

Source 1

Source 2

Source N

observation

observation

observation

...

croyance

croyance

croyance

Combinaison Décision

FIG. 2.2 : Fusion d’information : des sources de croyance émettent une opinion pondérée sur l’état du système
observé. Les différentes sources sont combinées afin de synthétiser la compréhension du système et améliorer
la décision sur l’état du système après combinaison.

Tout d’abord, nous présentons les concepts importants à partir d’un exemple simple : le lancé de
dé. Puis, nous décrivons le formalisme mathématique des fonctions de croyance ainsi que les outils de
base permettant de combiner ces fonctions et de prendre des décisions en rapport avec leurs valeurs.
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2.1.1 Présentation des concepts sur un cas d’école : le lancé de dé

Nous considérons un dé à six faces (numérotées 1, 2 . . . 6) lancé par un joueur. Les chiffres pos-
sibles pouvant être tirés par le dé sont appelés hypothèses et l’ensemble des hypothèses forment le
cadre de discernement généralement noté Ω, par exemple Ω = {F1, F2, F3, F4, F5, F6} où Fi est la
face montrant le chiffre i. Les hypothèses sont supposées exclusives signifiant que deux hypothèses
ne peuvent être vraies simultanément. L’exclusivité se traduit par une intersection nulle entre les hy-
pothèses, par exemple {F1} ∩ {F3} = ∅.

La face tirée à l’aide du dé est en partie cachée et seul le point central est visible. Le joueur émet
alors une opinion pondérée sur le chiffre du dé ce qui fait de lui une source d’information. Au vu de
la connaissance disponible après le lancé du dé, le joueur affirme que le chiffre est soit F1, soit F3 ou
soit F5. Comment modéliser cette connaissance ?

Dans le cadre de la théorie des probabilités, la réponse est donnée par le principe d’équiprobabilité :
chaque face se voit affectée une même probabilité de 1

3 telle que la somme des probabilités soit égale
à 1. La distribution de probabilités pour ce jet de dé est alors égale à la distribution uniforme :

PΩ(F1) = PΩ(F2) = PΩ(F3) = 1
3

La probabilité est affectée seulement à des hypothèses singletons.
Dans le cadre de la théorie des fonctions de croyance, la connaissance est modélisée par une

distribution de masses de croyance. Dans l’exemple du dé, la totalité de la masse de croyance, c’est
à dire une unité comme en probabilité, est affectée à la proposition {F1, F3, F5} formée d’une union
d’hypothèses et la distribution se réduit alors à un élément :

mΩ({F1, F3, F5}) = 1

La masse affectée à la proposition {F1, F3, F5} ne donne aucune information concernant la croyance
sur chacune des hypothèses F1, F3 ou F5 composant cette proposition. On dit qu’une masse de
croyance modélise explicitement le doute (ou l’ignorance) sur cet ensemble d’hypothèses. En com-
paraison, dans le cadre de la théorie des probabilités, la valeur de la probabilité sur une union d’hy-
pothèses est déduite implicitement de la probabilité sur les hypothèses singletons par une somme des
probabilités à laquelle on retire la partie commune, c’est à dire la probabilité de l’intersection ou
encore du couple. On dit qu’une mesure de probabilité est additive. Par exemple :

PΩ({F3, F5}) = PΩ(F3) + PΩ(F5)− PΩ({(F3, F5)})

où la probabilité sur l’intersection (PΩ({(F3, F5)})) représente la partie commune des événements
(( la face est F3 )) et (( la face est F5 )) qu’il est nécessaire de retirer pour éviter de compter les événe-
ments deux fois. Si les hypothèses sont exclusives, comme c’est le cas tout au long de ce manuscrit,
alors :

{F3} ∩ {F5} = ∅ ⇒ PΩ({(F3, F5)}) = 0 ⇒ PΩ({F3, F5}) = PΩ(F3) + PΩ(F5)

car PΩ(∅) = 0 par définition de la mesure de probabilité.
Une fonction de masses n’est pas additive ce qui signifie que la masse sur une union d’hypothèses

n’est pas égale à la somme des masses des hypothèses composant l’union [KW99] et cette propriété
permet de représenter explicitement le doute entre des hypothèses.
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Outre la représentation du doute, un des avantages des fonctions de croyance est leur généricité.
En effet, elles représentent mathématiquement un sur-ensemble des fonctions de probabilités :
une distribution de masses où seules les hypothèses singletons ont une masse non nulle peut être
interprétée comme une distribution de probabilités. Nous verrons aussi que les fonctions de croyance
généralisent mathématiquement les fonctions de possibilités [KW99]. Chacune de ces fonctions (pro-
babilités, possibilités et croyances) possède des caractéristiques [KW99] et permettent de modéliser
la connaissance différemment.

La section suivante est dédiée à la présentation du formalisme mathématique des fonctions de
croyance dans le cadre du Modèle des Croyances Transférables (TBM). Notons que plusieurs mo-
dèles d’interprétation des fonctions de croyance ont été proposés : le Modèle de Dempster [Dem67,
Dem68], le Modèle de Shafer [Sha76], le Modèle des Croyances Transférables [SK94] et le Modèle
des Hints [KM95] entre autres, chacun disposant de spécificités propres comme des opérateurs de
combinaison ou de décision. Nous nous plaçons dans le cadre axiomatisé et formalisé du Modèle des
Croyances Transférables développé par Ph. Smets.

2.1.2 Formalisme des fonctions de croyance dans le TBM

La figure 2.2 représente un synopsis de fusion d’information. L’objectif du système est de déter-
miner l’état réel ω0 d’un système étudié à partir d’observations.

L’état du système est supposé prendre des valeurs discrètes appelées hypothèses ωk et l’ensemble
des K hypothèses possibles pouvant expliquer l’état du système est appelé cadre de discernement (ou
univers de discours) généralement noté :

Ω = {ω1 . . . ωk . . . ωK} =
K⋃
k=1
{ωk}

Le nombre d’hypothèses |Ω| = K composant Ω est appelé cardinal et les hypothèses sont considérées
exclusives.

L’observation du système est assurée par des agents1 qui fournissent, entre autres choses, une
opinion pondérée représentée par une fonction de croyance (Fig. 2.2) concernant l’état réel ω0 ⊆ Ω
du système. Les agents jouent le rôle de sources de croyance.

2.1.2.1 Définition de la fonction de masse

Les fonctions de croyance peuvent être représentées de différentes manières. La représentation la
plus communément utilisée est celle de la fonction de masses de croyance notée mΩ définie par :

mΩ : 2Ω → [0, 1]
B 7→ mΩ(B) (2.1)

où l’espace puissance 2Ω = {∅, {ω1}, {ω2}, {ω1, ω2}, {ω3}, {ω1, ω3}, {ω2, ω3}, {ω1, ω2, ω3}, . . . ,
{ω1, . . . , ωK}} rassemble tous les sous-ensembles possibles formées des hypothèses et unions d’hy-
pothèses de Ω. Notons que la source de croyance S est souvent inscrite en indice de la fonction de
masses, par exemple mΩ

S .

1Terme générique issu de la communauté de l’Intelligence Artificielle représentant des capteurs, des humains . . .
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Une proposition B ⊆ Ω, par exemple B = {ω1, ω3}, représente explicitement le doute entre les
hypothèses composant B et la masse de croyance mΩ(B) allouée à B ne donne aucune information
sur les hypothèses et sous-ensembles composant B [KW99]. Cette caractéristique provient de la
nature non-additive des fonctions de masses et représente, comme nous l’avons vu dans l’exemple
du lancé de dé, une différence fondamentale avec la théorie des probabilités où la mesure utilisée est
additive.

Une distribution de masses de croyance (BBA : basic belief assignment) fournie par une source S
est un ensemble de masses de croyance concernant des propositions B ⊆ Ω (ou de manière équiva-
lente B ∈ 2Ω) vérifiant : ∑

B⊆Ω
mΩ
S (B) = 1 (2.2)

La masse mΩ
S (B) représente la part de croyance de la source S en la proposition (( ω0 ∈ B )) où ω0

est l’état réel du système observé. Un élément B dont la masse est non nulle (mΩ
S (B) > 0) est appelé

élément focal de la BBA. Un exemple de BBA est donné colonne (( quelconque )) (colonne 6) du
tableau 2.1.

Quelques exemples particuliers de BBA sont à noter :

BBA normale : la masse sur l’ensemble vide est nulle, i.e.mΩ(∅) = 0. Dans le cas contraire, la BBA
est dite sous-normale. Le passage d’une BBA sous-normale mΩ à une BBA normale mΩ

∗ peut
être effectué par le processus de normalisation défini par :

mΩ
∗ (B) = mΩ(B)

1−mΩ(∅) , ∀B ⊆ Ω, B 6= ∅

mΩ
∗ (∅) = 0

(2.3)

BBA catégorique : un seul élément de l’ensemble des propositions est un élément focal, i.e.
mΩ(B) = 1, B ⊆ Ω et mΩ(C) = 0, C ⊆ Ω et C 6= B.

BBA vide : l’unique élément focal est Ω, i.e. mΩ(Ω) = 1 et indique que la source n’a aucune infor-
mation sur l’état ω0 (dernière colonne intitulée (( vide )) du tableau 2.1).

BBA dogmatique : la proposition Ω n’est pas un élément focal, i.e. mΩ(Ω) = 0 (colonne (( bayé-
sienne )) du tableau 2.1).

BBA simple : il existe au plus deux éléments focaux dont Ω (la BBA est donc non-dogmatique), i.e.
pour η ∈ [0, 1],mΩ(B) = 1 − η pour B ⊂ Ω et mΩ(Ω) = η. Ces BBA sont généralement
notées Bη.

BBA Bayésienne : les éléments focaux sont des singletons et donc la BBAmΩ est une distribution de
probabilités avecmΩ({ωk}) > 0, ωk ∈∈∈ Ω. Un exemple d’une telle BBA est donné dans la 4e co-
lonne intitulée (( Bayésienne )) du tableau 2.1. Dans la littérature, des BBA quasi-Bayésiennes
sont fréquemment utilisées dont les éléments focaux sont les singletons ainsi que Ω.

BBA consonante : les éléments focaux sont emboités, i.e. B ⊆ C ⊆ D . . . Un exemple de BBA
consonante est donné dans la 5e colonne intitulée (( consonante )) du tableau 2.1. Ces BBA ont
des caractéristiques communes avec les possibilités [Sme00b, Sme00c, DGPS01].

BBA sans conflit interne : elles sont caractérisées par des éléments focaux dont les intersections ne
sont pas vides, i.e. ∩{ω ⊆ Ω/mΩ(ω) > 0} 6= ∅. Par conséquent ces BBA sont normales et les
BBA consonantes sont sans conflit interne.
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Lorsque le cadre de discernement est exhaustif, cela signifie qu’il contient forcément l’hypothèse
permettant de décrire le système observé (sinon le cadre de discernement n’est pas adapté au problème
traité). Dans ce cas, la masse sur l’ensemble vide est nulle, i.e. mΩ(∅) = 0, et la masse est normale.
On parle alors de monde fermé (le (( monde )) étant le cadre de discernement), comme c’est le cas
dans le modèle de Shafer [Sha76]. Dans le cadre du TBM, le cadre de discernement peut être non ex-
haustif et donc la masse sur l’ensemble vide peut être non nulle (et la masse sous-normale). On parle
alors de monde ouvert. Le monde ouvert permet par exemple de redéfinir le cadre de discernement
en ajoutant une hypothèse [DS04] en fonction de la valeur de la masse sur l’ensemble vide. Cette
nouvelle hypothèse peut correspondre à une hypothèse de rejet. Une masse positive sur l’ensemble
vide peut être interprétée de différentes manières et peut poser quelques problèmes comme nous le
verrons dans le paragraphe 2.1.6. Le passage du monde ouvert au monde fermé consiste à redistribuer
la masse de l’ensemble vide sur les autres sous-ensembles de l’espace puissance 2Ω. Plusieurs règles
de redistribution existent [LCV02] dont la normalisation présentée précédemment.

B ⊆ Ω Précise Imprécise Bayésienne Consonante Quelconque Vide
∅ 0 0 0 0 0.1 0
{ω1} 0 0 0.3 0.35 0.07 0
{ω2} 0 0 0.6 0 0.12 0
{ω1, ω2} 0 0 0 0.2 0.22 0
{ω3} 1 0 0.1 0 0.31 0
{ω1, ω3} 0 1 0 0 0.08 0
{ω2, ω3} 0 0 0 0 0.01 0
{ω1, ω2, ω3} 0 0 0 0.45 0.09 1

TAB. 2.1 : Exemple de BBA mΩ exprimée sur un cadre de discernement Ω = {ω1, ω2, ω3}. Le cas crédi-
biliste (fonction de masses de croyance quelconque) permet de couvrir tous les cas (6e colonne), i.e. de la
connaissance précise et certaine (colonne 2) à l’ignorance totale (colonne 7). Inspiré de [VS05].

2.1.2.2 Transformations de la fonction de masses

A partir de la fonction de masses mΩ, d’autres fonctions en relation biunivoque peuvent être dé-
duites : elles représentent la même information mais sous une forme différente. Ces fonctions ont
diverses interprétations mais en ce qui nous concerne, nous les utiliserons essentiellement pour sim-
plifier les calculs de combinaisons. Elles sont toutes définies de 2Ω vers [0, 1] mais la somme des
éléments focaux n’est pas forcément unitaire. Les fonctions élémentaires que nous utiliserons sont les
suivantes :

Plausibilité pl : la plausibilité d’un élément B est la part maximale de croyance qui pourrait soutenir
B :

plΩ(B) =
∑

C∩B 6=∅
mΩ(C), ∀B ⊆ Ω (2.4a)

mΩ(B) =
∑
C⊆B

(−1)|B|−|C|+1plΩ(C), ∀B ⊆ Ω (2.4b)
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Crédibilité (ou croyance) bel : la crédibilité d’un élément B est la part de croyance spécifiquement
(sans le conflit) allouée à B :

belΩ(B) =
∑
∅6=C⊆B

mΩ(C), ∀B ⊆ Ω (2.5a)

mΩ(B) =
∑
C⊆B

(−1)|B|−|C|belΩ(C), ∀B ⊆ Ω (2.5b)

Implicabilité b : l’implicabilité d’un élément B est la somme des masses allouées aux sous-
ensembles de B tels que leur véracité implique la véracité de B :

bΩ(B) =
∑
C⊆B

mΩ(C) = belΩ(B) +mΩ(∅), ∀B ⊆ Ω (2.6a)

mΩ(B) =
∑
C⊆B

(−1)|B|−|C|bΩ(C), ∀B ⊆ Ω (2.6b)

Communalité q : la communalité d’un élément B représente la somme des masses allouées aux sur-
ensembles de B et donc qui ont B en commun :

qΩ(B) =
∑
C⊇B

mΩ(C), ∀B ⊆ Ω (2.7a)

mΩ(B) =
∑
B⊆C

(−1)|C|−|B|qΩ(C), ∀B ⊆ Ω (2.7b)

Le tableau 2.2 donne une indication sur l’utilisation de ces fonctions dans le cadre de cette thèse.
Un résumé de ces transformées est donné dans [Sme02a] et l’outil graphique TBMlab2 contient
quelques procédures Matlab c© pour les conversions.

Sigle Nom Utilité
m Masse Représentation de la connaissance
pl Plausibilité (Eq. 2.4a) Théorème de Bayes Généralisé, vraisemblances
bel Crédibilité (Eq. 2.5a) Représentation de la connaissance
b Implicabilité (Eq. 2.6a) Règle de combinaison disjonctive (DRC)
q Communalité (Eq. 2.7a) Règle de combinaison conjonctive (CRC)

TAB. 2.2 : Utilisation des fonctions de croyance dans le cadre de nos travaux.

Exemple 1. Le tableau 2.3 présente le résultat de la transformation de la BBA donnée de la colonne
(( quelconque )) du tableau 2.1 en plausibilité (pl), crédibilité (bel), implicabilité (b) et communalité
(q). Il est important de noter que le calcul de la crédibilité bel nécessite la normalisation préalable
(Eq. 2.3) de la distribution de masses pour éliminer la masse sur l’ensemble vide.

2.1.3 Le principe du minimum d’information

Le principe du minimum d’information (PMI) est au cœur d’un grand nombre de mécanismes
développés dans le TBM. L’idée est la suivante : lorsque l’on doit choisir une BBA parmi un ensemble

2Disponible à l’adresse http://iridia/ulb.ac.be/~psmets/.

http://iridia/ulb.ac.be/~psmets/
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m pl bel b q

∅ 0.1 0 0 0.1 1
{ω1} 0.07 0.46 0.08 0.17 0.46
{ω2} 0.12 0.44 0.13 0.22 0.44
{ω1, ω2} 0.22 0.59 0.45 0.51 0.31
{ω3} 0.31 0.49 0.34 0.41 0.49
{ω1, ω3} 0.08 0.78 0.51 0.56 0.17
{ω2, ω3} 0.01 0.83 0.48 0.54 0.1
{ω1, ω2, ω3} 0.09 0.9 1 1 0.09

TAB. 2.3 : Résultat de la transformation de la BBA donnée dans la 6e colonne du tableau 2.1 en plausibilité
(pl), crédibilité (bel), implicabilité (b) et communalité (q).

de BBA possibles, le PMI impose de choisir celle qui est la moins engagée ou, autrement dit, la moins
informative.

Une approche quantitative consiste à calculer le taux d’incertitude des BBA et de choisir celle qui
maximise l’incertitude minimisant ainsi le parti pris. Un grand nombre de méthodes ont été proposées
pour mesurer le taux d’incertitude à partir d’informations imprécises [KW99, Har99] (voir aussi la
mesure proposée dans [DM04] dans le cadre du clustering). La plus répandue des mesures est la non-
spécificité [DP86b] basée sur la cardinalité des éléments focaux pondérée par la valeur des masses :

N(m) =
∑
∅6=A⊆Ω

m(A) · log2(|A|) (2.8)

Cette mesure est bornée sur [0, log2(|Ω|)].
Plus la mesure de non-spécificité est grande moins la BBA est informative. Par exemple, la

BBA vide est totalement non-spécifique tandis qu’une BBA précise (telle qu’une BBA Bayésienne)
est totalement spécifique. Le PMI basé sur la non-spécificité maximise donc la valeur de ce cri-
tère jouant un rôle similaire au maximum d’entropie en théorie de l’information. Il est par ailleurs
possible d’utiliser des relations d’ordre entre des fonctions de croyance (approche qualitative du
PMI) [DP86a, Yag87, Sme00c, Sme00b].

Exemple 2. Les BBA données dans les colonnes intitulées (( Bayésienne )), (( consonante )) et (( quel-
conque )) (4e, 5e et 6e colonnes) du tableau 2.1 ont pour non-spécificité N(m4e) = 0, N(m5e) ≈ 0.91
etN(m6e) ≈ 0.45 respectivement. La BBA consonante est ici la moins informative. La non-spécificité
d’une BBA Bayésienne est nulle car les éléments focaux sont des singletons ce qui traduit un parti
pris total.

2.1.4 Règles de combinaison de base

La figure 2.2 illustre un cas de fusion d’information qui consiste à combiner des informations
hétérogènes issues de plusieurs sources afin d’améliorer la prise de décision [Blo05]. Plusieurs opé-
rateurs de fusion de BBA ont été développés dans le cadre du TBM. Les régles de base présentées
dans ce paragraphe sont basées sur l’hypothèse que les sources de croyance sont distinctes [Sme93,
YSM01, YSM02a, YSM02b], concept proche de l’indépendance en statistique.



2.1 Outils de base 25

2.1.4.1 La CRC pour combiner des sources distinctes et fiables

Soient deux BBA mΩ
1 et mΩ

2 distinctes et définies sur le même cadre de discernement Ω. Les
sources sont supposées fiables [Sha76]. La règle de combinaison conjonctive (CRC : conjunctive rule
of combination), notée ∩©, des BBA mΩ

1 et mΩ
2 , ou de leur communalité associée qΩ

1 et qΩ
2 , est définie

∀B,C,D ⊆ Ω par les équations suivantes :

mΩ
1 ∩© 2(D) = (mΩ

1 ∩©mΩ
2 )(D) =

∑
B∩C=D

mΩ
1 (B) ·mΩ

2 (C)

qΩ
1 ∩© 2(D) = (qΩ

1 ∩© qΩ
2 )(D) = qΩ

1 (D) · qΩ
2 (D)

(2.9)

L’intersection intervenant dans la CRC joue un effet de spécialisation (voir les références et défini-
tions de [Sme02a]) en transférant la masse sur des sous-ensembles de cardinalité plus faible. Ainsi,
lorsque l’une des BBA est Bayésienne alors le résultat est une BBA Bayésienne. Notons que l’utili-
sation des communalités réduit la CRC à un produit membre à membre simplifiant ainsi les calculs.

Les propriétés notables de la règle CRC sont les suivantes :

La CRC n’est pas idempotente : la CRC est associative et commutative mais elle n’est pas idempo-
tente ce qui signifie que (mΩ

1 ∩©mΩ
1 ) 6= mΩ

1 et par conséquent il n’est pas possible de combiner
des sources dépendantes ou en interaction. Dans la section 2, nous présenterons un opérateur
récent proposé par Denœux [Den07] qui est associatif, commutatif et idempotent. Notons que
l’élément neutre est la BBA vide et que mΩ(∅) = 1 est l’élément absorbant.

La CRC souligne le conflit : lorsque l’intersection des éléments B et C est vide (B ∩ C = ∅), les
sources sont conflituelles. Il est nécessaire d’identifier les raisons de ce conflit car l’ensemble
vide est absorbant par l’intersection. Des règles de redistribution ont été proposées [LCV02]
pour annuler son effet mais il est généralement préférable d’analyser ses origines (sujet de
§ 2.1.6).

La BBA issue d’une CRC peut être sous-normale : la masse sur l’ensemble vide peut être non
nulle [Sme92] si les sources sont conflictuelles. Si la normalisation est effectuée alors la CRC
revient à la règle orthogonale de Dempster [Dem67, Dem68] (notée ⊕) utilisée dans le modèle
de Shafer [Sha76, Sme94a]. La CRC normalisée est définie par :

mΩ
1⊕2(D) = (mΩ

1 ⊕mΩ
2 )(D) =


mΩ

1 ∩© 2(D)
1−mΩ

1 ∩© 2(∅)
, ∀D ⊆ Ω si D 6= ∅

0 si D = ∅
(2.10)

La CRC est une opération linéaire : elle peut donc être décrite sous forme matricielle [Sme02a].
Cette notation permet de mettre en évidence l’idée de transfert des masses sous-jacent au Mo-
dèle des Croyances Transférables (voir [Mer06] pour une application concernant la reconnais-
sance d’adresses postales).

2.1.4.2 Le conditionnement pour combiner des informations certaines

La CRC permet de définir l’opération de conditionnement. Conditionner une BBA mΩ par un
élément B ⊆ Ω consiste à restreindre le cadre des propositions possibles 2Ω à celles ayant une
intersection non nulle avec B. Ainsi, lors d’un conditionnement, les masses affectées à C ⊆ Ω sont
transférées sur C ∩ B. La BBA conditionnelle qui en résulte est notée mΩ[B] (les crochets traduisent



26 CHAPITRE 2 – TBM : représentation, fusion, décision

le conditionnement) et ces éléments sont donnés par la règle de conditionnement de Dempster non
normalisée :

mΩ[B](C) =
∑
D⊆B

mΩ(C ∪D), ∀C ⊆ B (2.11)

L’opération de conditionnement est particulièrement adaptée dans les cas où l’on dispose d’une in-
formation certaine (mais qui peut être imprécise, par exemple la colonne 3 du tableau 2.1). Le condi-
tionnement revient à effectuer une combinaison conjonctive avec une BBA catégorique sur B (i.e.
mΩ(B) = 1) et donc la BBA issue d’un conditionnement est souvent sous-normale (la gestion du
conflit est décrite dans § 2.1.6).

2.1.4.3 La DRC pour combiner des sources distinctes et non-fiables

La règle de combinaison disjonctive (DRC : disjunctive rule of combination), notée ∪©, a été pro-
posée [DP86b, Sme93] pour combiner des BBA dont l’une au moins est fiable, sans pouvoir quantifier
la fiabilité ni savoir quelle source est fiable. Elle est définie ∀D ⊆ Ω par les équations suivantes :

mΩ
1 ∪© 2(D) = (mΩ

1 ∪©mΩ
2 )(D) =

∑
B∪C=D

mΩ
1 (B) ·mΩ

2 (C)

bΩ1 ∪© 2(D) = (bΩ1 ∪© bΩ2 )(D) = bΩ1 (D) · bΩ2 (D)
(2.12)

La DRC est une règle associative, commutative mais non idempotente (nous décrirons un opérateur
disjonctif idempotent dans la section 2) dont l’élément neutre est la BBA mΩ(∅) = 1 et l’élément ab-
sorbant la BBA vide. Cette règle est conservatrice car elle transfère les masses sur des sur-ensembles
des éléments focaux. Par conséquent, les éléments focaux résultants peuvent être de cardinal élevé.
On dit que la BBA résultante est moins spécialisée que les BBA d’origine ou encore que la DRC est
un processus de généralisation [Sme02a] (le contraire de la spécialisation). Notons que l’utilisation
des implicabilités (b) permet de réduire la DRC à un produit membre à membre et que la DRC est une
opération linéaire au même titre que la CRC pouvant être décrite sous forme matricielle [Sme02a].

Remarque 2.1. La dualité des règles ∩© et ∪© est mise en valeur dans les règles de De Morgan
s’appliquant aux fonctions de croyance [DP86b].

2.1.4.4 Règle d’affaiblissement simple pour intégrer la fiabilité des sources

L’application de la DRC lorsque les sources de BBA ne sont pas fiables peut s’avérer trop conser-
vatrice pouvant mener à une BBA complètement non-informative (BBA vide). Dans certaines ap-
plications, il est cependant possible de quantifier la fiabilité ce qui permet d’appliquer une règle de
combinaison moins conservatrice dans le cas de sources non fiables.

La prise en compte de la fiabilité dans le cadre des fonctions de croyance porte le nom
d’affaiblissement car le processus consiste à pondérer la masse des éléments d’une BBA. Les premiers
travaux sur l’affaiblissement dans le cadre des fonctions de croyance ont été développés par Sha-
fer [Sha76], axiomatisés par Smets [Sme93] et généralisés par Mercier et Denœux [MQD07, Mer06].
L’affaiblissement généralisé a été appelé affaiblissement contextuel.
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L’affaiblissement (( simple )) (de Shafer) d’une BBA mΩ est défini comme la pondération de
chaque masse mΩ(B) de la distribution par un coefficient (1− α) appelé fiabilité et où α ∈ [0, 1] est
le taux d’affaiblissement. Formellement :

αmΩ(B) = (1− α) ·mΩ(B), ∀B ⊂ Ω
αmΩ(Ω) = (1− α) ·mΩ(Ω) + α

(2.13)

Par le PMI, le reste de la masse (après pondération) est transféré sur l’élément d’ignorance Ω. Plus la
source est fiable (et donc plus le taux d’affaiblissement α est faible), moins la BBA est modifiée alors
que, plus la fiabilité diminue, plus la BBA issue de l’affaiblissement tend vers la BBA vide.

2.1.5 Prise de décision à partir de fonctions de croyance

Les systèmes de fusion d’information, qu’ils soient basés sur la théorie des probabilités, des pos-
sibilités ou des fonctions de croyance, ont pour finalité la prise de décision. Prendre une décision
consiste à choisir une hypothèse sur un cadre de pari, généralement le cadre de discernement Ω. La
prise de décision peut être réalisée de façon automatique ou laissée à la responsabilité de l’utilisateur
final (par exemple dans le cas de l’aide au diagnostic dans le domaine de la Médecine).

2.1.5.1 Prise de décision à partir des probabilités pignistiques

Dans le cadre du TBM, la phase de décision s’appuie sur la distribution de probabilités pi-
gnistiques [Sme05c] notée BetP{mΩ} obtenue à partir de la BBA mΩ. La transformée pignistique
consiste à répartir de manière équiprobable la masse d’une propositionB sur les hypothèses contenues
dans B. Formellement :

BetP{mΩ} : Ω → [0, 1]
ωk 7→ BetP{mΩ}(ωk)

(2.14)

où BetP{mΩ}(ωk),∀ωk ∈ Ω est donnée par :

BetP{mΩ}(ωk) = 1
(1−mΩ(∅))

∑
B⊆Ω,ωk∈B

mΩ(B)
|B|

(2.15)

Les différentes propriétés de cette transformation sont analysées dans [Sme05c].
La décision est généralement prise en choisissant l’élément ωk possédant la plus grande probabilité

pignistique :

ω0 = argmax
ωk∈Ω

BetP{mΩ}(ωk) (2.16)

Exemple 3. La transformée pignistique de la BBA donnée dans la 6e colonne du tableau 2.1
fournit la distribution pignistique suivante : BetP{mΩ}(ω1) ≈ 0.28, BetP{mΩ}(ω2) ≈ 0.29 et
BetP{mΩ}(ω3) ≈ 0.43. La décision sur l’état du système ω0 pourrait être ω0 = ω3 signifiant que
l’état réel du système est l’état ω3.
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2.1.5.2 Utilisation des plausibilités pour la prise de décision

L’agent qui se base sur la transformée pignistique lors de la phase de prise de décision a un
comportement rationnel en maximisant l’utilité espérée. Alternativement, les plausibilités et les cré-
dibilités peuvent être utilisées lorsque l’agent a une attitude plutôt optimiste ou pessimiste.

Dans le cas des plausibilités, on dit que l’agent a une attitude optimiste dans le sens où la plausibi-
lité d’un élément représente la valeur maximale de la masse de croyance sur cet élément qui pourrait
être atteinte si des informations supplémentaires parvenaient au système de fusion (ce dernier utilisant
la combinaison conjonctive pour intégrer cette nouvelle information). La distribution de probabilités
sur les singletons à partir de laquelle une décision peut être prise est alors donnée ∀ωk ∈ Ω par :

PlP{mΩ}(ωk) = plΩ(ωk)∑
ωk∈Ω

plΩ(ωk)
(2.17)

Notons que la plausibilité d’un singleton plΩ(ωk) est égale à sa communalité qΩ(ωk). De la même
manière, un critère adapté à un agent (( pessimiste )) peut être obtenue en utilisant les crédibilités (la
crédibilité d’un singleton belΩ(ωk) est simplement égal à sa masse après normalisation de la BBA
mΩ). On peut remarquer que pour tout élément A ∈ 2Ω on a :

belΩ(A) ≤ BetP{mΩ}(A) ≤ plΩ(A) (2.18)

et en particulier lorsque les plausibilités et les crédibilités sont calculées sur les singletons.

Remarque 2.2. Le cadre de pari utilisé lors de la décision peut être différent du cadre de discerne-
ment Ω de la BBA [Sme94b, Sme02b, Sme00a, Mer06] et le coût d’une décision peut être intégré dans
la prise de décision (voir [Mer06] pour un exemple d’application dans le cadre de la reconnaissance
d’adresses postales).

2.1.6 Gestion du conflit

Lors de la combinaison par la CRC de deux BBA mΩ
1 et mΩ

2 , l’intersection entre les éléments
focaux peut être vide et dans ce cas la BBA résultante a une masse non nulle sur l’ensemble vide,
i.e. mΩ

1 ∩© 2(∅) > 0. Cette valeur est appelée conflit et quantifie la discordance entre les sources de
croyance. Il est nécessaire d’analyser ce conflit pour deux raisons majeures :

– L’ensemble vide étant absorbant par l’opérateur CRC, la combinaison avec une troisième BBA
mΩ

3 ne fera qu’augmenter la valeur du conflit, i.e. mΩ
1 ∩© 2 ∩© 3(∅) ≥ mΩ

1 ∩© 2(∅).
– Lors de la phase de décision, la fonction de croyance est transformée en distribution de probabi-

lités pignistiques sur les singletons. Or, cette distribution est normalisée par l’opposé du conflit
(Eq. 2.16) mais si le conflit est élevé, quel est le sens de la distribution de probabilités obtenue ?

Il est nécessaire d’analyser les origines du conflit qui peuvent être multiples [Sme05a]. Une des
origines est la non exhaustivité du cadre de discernement. Ainsi, la quantité de masse de conflit peut
être interprétée comme la croyance sur une nouvelle hypothèse [DS04]. On parle alors de (( TBM en
monde ouvert )).

Une autre raison pouvant expliquer le conflit est le non respect des hypothèses sous jacentes
à l’application de la règle de combinaison conjonctive employée. Par exemple, la CRC (Eq. 2.9)
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suppose que les BBA sont distinctes [Sme93, YSM01, YSM02a, YSM02b] or si ce n’est pas le cas il
est préférable d’utiliser la règle prudente proposée récemment par Denœux [Den07].

Une troisième origine possible du conflit provient de la nature de la combinaison conjonctive
employée et de celle des BBA. Par exemple, la CRC n’est pas idempotente et par conséquent la com-
binaison d’une BBA avec elle-même modifie la BBA initiale et peut induire du conflit. Ce conflit est
alors appelé conflit interne. Pour éviter ce phénomène, deux solutions existent. La première consiste
à construire des distributions de masses consonantes en s’inspirant des sous-ensembles flous comme
dans [HCR05, GCBR05a, RPRP07]. La seconde consiste à changer la règle de combinaison conjonc-
tive et à utiliser par exemple une règle minimisant le conflit [Cat03].

Le conflit peut être aussi interprété comme une véritable source d’information par exemple pour
regrouper des fonctions de croyance [Sch04, DM04], associer des objets [AS01], détecter de nou-
veaux objets [DS04], suivre des cibles [RS06] ou détecter des contours dans les images [CCFM04].
Nous l’avons exploité pour détecter des changements d’états et filtrer des croyances évoluant au cours
du temps [RRP07c] ainsi que pour reconnaître des séquences d’états [RPR06, RRP07a, RRP07b].

Dans certaines applications, il peut être intéressant de traiter le conflit automatiquement et pour
cela il existe des règles dites de redistribution [LCV02]. Celle de Yager par exemple transfère le
conflit sur le doute total (Ω) tandis que la règle de Dubois et Prade, aussi appelée règle adaptative,
transfère le conflit sur l’union des propositions impliquées.

2.2 Opérations avancées

Dans cette section, nous présentons des outils du TBM permettant de traiter des problèmes de
représentation des connaissances et de combinaison complexes. Plus précisément, des éléments de
réponse aux questions suivantes sont apportés :

– Comment traiter des problèmes de diagnostic ou de prédiction ?
– Comment combiner des fonctions de croyance dont les cadres de discernement sont différents ?
– Comment combiner des distributions de probabilités avec des fonctions de croyances ?
– Comment combiner des fonctions de croyance dont les sources ne sont pas indépendantes ?

2.2.1 Le Théorème de Bayes Généralisé

Nous décrivons tout d’abord le rôle et le principe du Théorème de Bayes sur un exemple concer-
nant la prédiction météorologique (voir aussi [Sme93] pour un exemple concernant le diagnostic
médical et [DS04] pour l’identification de cibles). Nous décrivons ensuite le Théorème de Bayes
Généralisé (GBT : Generalized Bayesian Theorem) et donnons quelques exemples d’application.

2.2.1.1 Le principe sur un exemple : problème de prédiction du temps

Soit un problème de prédiction météorologique. On note Ωj = {Ej, Pj, Nj} l’espace de discerne-
ment concernant le temps au jour j signifiant que le temps est soit ensoleillé (Ej) soit pluvieux (Pj)
ou soit nuageux (Nj).

Une base de connaissance liant le temps du jour précédent j − 1 au temps du jour courant j a
été établie suite à des campagnes de mesures. La base est décrite dans le tableau 2.4 : chaque ligne
décrit la croyance sur le temps au jour j conditionnellement au temps du jour précédent j − 1. Ces
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croyances sont définies sur Ωj conditionnellement aux singletons du cadre de discernement Ωj−1 et
sont notées mΩj [Ej−1], mΩj [Pj−1] et mΩj [Nj−1] (une ligne par BBA conditionnelle).

∅j {Ej} {Pj} {Ej , Pj} {Nj} {Ej , Nj} {Pj , Nj} Ωj

[Ej−1] 0 0.59 0.01 0.03 0.07 0.21 0.01 0.08
[Pj−1] 0 0.06 0.31 0.02 0.45 0.11 0.02 0.03
[Nj−1] 0 0.14 0.12 0.04 0.63 0.01 0.05 0.01

TAB. 2.4 : Base de connaissance liant l’état du temps au jour j connaissant l’état du temps au jour j − 1.

A partir de cette base deux problèmes seront traités :

1. Raisonnement par inférence ascendante ou diagnostic : Disposant d’une BBA mΩj traduisant
le temps au jour j, comment déterminer le temps au jour précédent j− 1, i.e. comment calculer
la BBA mΩj−1 ? On s’intéresse aux causes d’une observation.

2. Raisonnement par inférence descendante ou prédiction : Disposant d’une BBA mΩj traduisant
le temps au jour j, comment prédire la BBA sur le temps du lendemain, i.e. comment calculer
la BBA mΩj+1 ? On s’intéresse aux effets d’une hypothèse sur une base de connaissance.

Les solutions sont apportées par des mécanismes d’inférence dont le plus connu est le théorème
de Bayes dans le cadre de la théorie des probabilités. Ce théorème a été généralisé aux fonctions de
croyance (GBT) et on parle alors d’inférence évidentielle3.

2.2.1.2 La solution probabiliste : le théorème de Bayes

On appelle Θ = {θ1, . . . , θi, . . .} l’espace des hypothèses et Ω = {ω1, . . . , ωk, . . .} l’espace des
observations4. En théorie des probabilités, la relation entre les observations ωk ∈ Ω et les hypothèses
θi ∈ Θ est représentée par un jeu de probabilités conditionnelles donnant la distribution de proba-
bilités sur les observations ωk ∈ Ω sachant chaque hypothèse θi ∈ Θ, i.e. PΩ(.|θi). Les systèmes
d’inférence probabilistes décrit dans ce paragraphe sont à la base de nombreux systèmes actuels, par
exemple pour le traitement de signaux audio [Rab89] et de vidéo [Mur02].

Raisonnement par inférence ascendante ou diagnostic Suite à l’observation d’un système, une
source d’information fournit son opinion sur les valeurs des hypothèses θi dans Θ (concernant l’état
du système par exemple) sous la forme d’une vraisemblance définie sur Ω conditionnellement à l’hy-
pothèse θi ∈ Θ et que l’on note P (ωk|θi). Il est alors possible de remonter aux causes de cette
observation en estimant les distributions de probabilités a posteriori PΘ(.|ωk) par le théorème de
Bayes :

P (θi|ωk) = P (θi) · P (ωk|θi)∑
θi∈Θ

P (θi) · P (ωk|θi)
,∀θi ∈ Θ (2.19)

ou de façon moins formelle :

a posteriori sur Θ ∝ a priori
sur les hypothèses

× vraisemblance des observations
conditionnelle aux hypothèses

(2.20)

3Le terme (( évidentiel )) est utilisé pour qualifier des mécanismes basés sur les fonctions de croyance.
4Nous préférons utiliser Θ et Ω au lieu de Ωj−1 et Ωj pour définir les outils dans un cadre général.
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Notons que le symbole∝ signifie (( proportionnel à )), sous-entendu à une constante près assurant que
la somme des éléments est unitaire. Ce symbole sera utilisé à plusieurs reprises dans ce manuscrit.

Exemple 4. Problème de diagnostic météorologique : on cherche à connaître les causes du temps au
jour courant j disposant d’une base de connaissance liant le temps au jour j et j − 1. Autrement
dit, on souhaite déterminer le temps du jour précédent j − 1 pouvant avoir causé le temps au jour
courant j. Pour cela, on cherche à estimer les distributions conditionnelles PΩj−1(.|ωj) en utilisant le
théorème de Bayes. Notons que Ωj (≡ Ω) est l’espace des observations et que Ωj−1 (≡ Θ) est celui
des hypothèses.

Comme on ne dispose initialement que d’une base de connaissance sous la forme de fonctions de
croyance (tableau 2.4) et que l’on emploie des outils probabilistes, il est nécessaire de transformer
les BBA conditionnelles mΩj [ωj−1] (Tab. 2.4) en probabilités conditionnelles PΩj(.|ωj−1) en utilisant
la transformation pignistique (Eq. 2.16). Les résultats sont donnés dans le tableau 2.5. Ne disposant
d’aucune connaissance a priori sur le temps au jour précédent j − 1, la distribution de probabilités
a priori est donc uniforme, i.e. P (ωj−1) = 1/3, ∀ωj−1 ∈ Ωj−1. On dispose ainsi des éléments pour
appliquer le théorème de Bayes.

{Ej} {Pj} {Nj}
[Ej−1] 0.74 0.05 0.21
[Pj−1] 0.13 0.34 0.53
[Nj−1] 0.17 0.17 0.66

TAB. 2.5 : Base de connaissance probabiliste PΩj (.|ωj−1) issue de la transformation pignistique des distri-
butions du tableau 2.4.

Les distributions a posteriori obtenues par le théorème de Bayes figurent dans le tableau 2.7a.
Elles ont logiquement les mêmes valeurs que les vraisemblances du tableau 2.5 (en inversant les
conditionnements) : n’ayant aucune connaissance a priori sur le temps à j − 1, la base de connais-
sance n’est donc pas modifiée a posteriori. Notons que les valeurs en gras représentent les maxima
de probabilités pour chaque conditionnement.

Raisonnement par inférence descendante ou prédiction Disposant d’une base de connaissances
PΩ(.|θi) donnant la probabilité d’apparition d’une observation conditionnellement aux hypothèses, il
est possible d’estimer la distribution sur les observations P (ωk) suite à une hypothèse émise P (θi) à
l’aide de l’équation de conditionnement :

P (ωk) =
∑
θi∈Θ

P (θi) · P (ωk|θi) (2.21)

Cette équation permet d’estimer les effets d’une hypothèse sur les observations et elle est classique-
ment utilisée pour les problèmes de prédiction [Mur02].

Exemple 5. Problème de prédiction météorologique : on souhaite déterminer le temps au jour j + 1,
i.e. la distribution de probabilités PΩj+1 . On suppose dans un premier temps n’avoir aucune infor-
mation a priori sur j et on fait donc appel au principe d’équiprobabilité permettant de traduire cette
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méconnaissance par une distribution uniforme : PΩj(Ej) = PΩj(Pj) = PΩj(Nj) = 1/3. On utilise
la base de connaissance probabiliste du tableau 2.5 donnant la relation entre le temps du jour j − 1
et celui du lendemain j. On dispose donc des éléments pour appliquer l’équation 2.21 générant une
prédiction probabiliste dont le résultat est donné à la première ligne de l’équation 2.22 :

PΩj+1(Ej+1) = 0.35 PΩj+1(Pj+1) = 0.19 PΩj+1(Nj+1) = 0.46 (2.22)

par exemple PΩj+1(Ej+1) = ∑
ωj∈Ωj P (ωj) ·P (ωj+1|ωj) = 1/3 ·0.74+1/3 ·0.13+1/3 ·0.17 ≈ 0.35.

Cette distribution montre que le temps prédit est probablement nuageux.
On suppose à présent qu’un a priori sur le temps à j existe : on sait que le temps n’est pas

ensoleillé. En terme de probabilités, on dispose d’une distribution a priori de la forme PΩj({Pj}) =
PΩj({Nj}) = 1/2 et on obtient :

PΩj+1({Ej+1}) = 0.15 PΩj+1({Pj+1}) = 0.25 PΩj+1({Nj+1}) = 0.60 (2.23)

2.2.1.3 La solution TBM : le Théorème de Bayes Généralisé

Smets a proposé une généralisation du théorème de Bayes dans le cadre du TBM qu’il a nommé le
Théorème de Bayes Généralisé (GBT) [Sme78, Sme93] (voir aussi les travaux d’Appriou [App91]).
Par rapport à sa version probabiliste, le GBT est capable de manipuler des fonctions de croyance.

Outre le fait que les fonctions de croyance permettent une modélisation plus fine de la connais-
sance et qu’elles généralisent les probabilités et les possibilités, elles permettent de modéliser la mé-
connaissance sur l’a priori nécessaire au calcul de la distribution a posteriori.

Le Théorème de Bayes Généralisé A la différence du théorème de Bayes qui génère une distri-
bution de probabilités a posteriori, le GBT génère une distribution de croyances pouvant prendre la
forme de plausibilités, de communalités, de masses. . .

Les expressions analytiques des distributions générées par le GBT ont été dérivées par
Smets [Sme93]. Parmi les plus utilisées, trois sont basées sur les plausibilités plΩ[θi] définies
conditionnellement aux singletons θi ∈ Θ réduisant ainsi le coût de stockage en mémoire lors de
l’implémentation5. Les expressions analytiques sont basées sur l’hypothèse que l’a priori sur Θ est
vide. Le GBT génère alors les plausibilités, communalités et masses a posteriori suivantes :

plΘ[ω](θ) = 1−
∏
θi∈θ

(
1− plΩ[θi](ω)

)
(2.24a)

qΘ[ω](θ) =
∏
θi∈θ

plΩ[θi](ω) (2.24b)

mΘ[ω](θ) =
∏
θi∈θ

plΩ[θi](ω) ·
∏
θi∈θ

(
1− plΩ[θi](ω)

)
(2.24c)

Exemple 6. Problème de diagnostic météorologique : Nous appliquons le GBT pour déterminer la
BBA sur le temps à j − 1 conditionnellement au temps à j sans a priori sur Ωj−1. Les résultats du
GBT sont obtenus à partir des données du tableau 2.4 en trois étapes :

5Le coût mémoire d’une base de connaissance probabiliste PΩ(.|θi) est de |Ω| × |Θ| tandis que pour une base crédi-
biliste, elle est de 2|Ω| × |Θ| pour les plausibilités et 2|Ω| × 2|Θ| pour les masses.
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1. Transformation des BBA conditionnelles mΩj [ωj−1] du tableau 2.4 en plausibilités condition-
nelles plΩj [ωj−1] en utilisant l’équation 2.4a,

2. Application du GBT (Eq. 2.24c) :

mΩj−1 [ωj](ω) =
∏

ωj−1∈ω
plΩj [ωj−1](ωj) ·

∏
ωj−1∈ω

(
1− plΩj [ωj−1](ωj)

)

Les plausibilités plΩj−1 [B], ∀B ⊆ Ωj sont explicitées dans le tableau 2.6.

∅j−1 {Ej−1} {Pj−1} {Ej−1, Pj−1} {Nj−1} {Ej−1, Nj−1} {Pj−1, Nj−1} Ωj−1

[∅j ] 0 0 0 0 0 0 0 0
[Ej ] 0 0.910 0.220 0.930 0.200 0.928 0.376 0.944
[Pj ] 0 0.130 0.380 0.461 0.220 0.321 0.516 0.579

[{Ej , Pj}] 0 0.930 0.550 0.969 0.370 0.956 0.717 0.980
[Nj ] 0 0.370 0.610 0.754 0.700 0.811 0.883 0.926

[{Ej , Nj}] 0 0.990 0.690 0.997 0.880 0.999 0.963 1
[{Pj , Nj}] 0 0.410 0.940 0.965 0.860 0.917 0.992 0.995

[Ωj ] 0 1 1 1 1 1 1 1

TAB. 2.6 : Les plausibilités a posteriori plΩj−1 [ωj ] définies sur Ωj−1 conditionnellement aux hypothèses et
sous-ensembles d’hypothèses de Ωj obtenues par le GBT.

3. Application de la transformation pignistique. La distribution de probabilités pignistiques asso-
ciée à la BBA mΩj−1 [Ej] est donnée à la première ligne du tableau 2.7b et montre que le temps
au jour j − 1 était probablement ensoleillé avec une pignistique de 0.77.

La distribution de probabilités pignistiques conditionnelles obtenues par le GBT (Tab. 2.7b)
est différente de la distribution de probabilités conditionnelles obtenue par le théorème de Bayes
(Tab. 2.7a). En particulier, les probabilités maximales pour chaque conditionnement sont différentes
et surtout les valeurs maximales ne concernent pas les mêmes singletons6.

{Ej−1} {Pj−1} {Nj−1}
[Ej ] 0.740.740.74 0.05 0.21
[Pj ] 0.13 0.34 0.530.530.53
[Nj ] 0.17 0.17 0.660.660.66

a) Probabilité a posteriori après application
du théorème de Bayes avec a priori uniforme.

{Ej−1} {Pj−1} {Nj−1}
[Ej ] 0.770.770.77 0.12 0.11
[Pj ] 0.16 0.550.550.55 0.29
[Nj ] 0.19 0.36 0.440.440.44

b) Probabilités pignistiques a posteriori
après application du GBT avec a priori vide.

TAB. 2.7 : Distributions de probabilités PΩj−1(.|ωj) au jour j − 1 conditionnellement aux éléments de Ωj .

La différence vient du fait que la base de connaissance a été transformée en probabilités et par
conséquent, une connaissance a priori forte a été ajoutée.

6Notons que, si au lieu de transformer les BBA conditionnelles en pignistique on choisit plutôt de les transformer en
plausibilités normalisées PlP (Eq. 2.17), les résultats numériques sont différents mais les maxima concernent les mêmes
singletons que dans le cas pignistique.
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Dualité GBT – DRC La relation plΩ[θ1](θ2) = plΩ(θ1 ∩ θ2),∀θ1 ⊆ Θ, θ2 ⊆ Θ (avec plΩ(θ1) =
1) [Sha76] permet d’écrire plΩ[θ](ω) = plΩ×Θ(ω× θ). Par conséquent, l’égalité suivante est vérifiée :

plΩ[θ](ω) = plΘ[ω](θ) (2.25)

Le couplage de l’égalité 2.25 avec l’équation 2.24a permet d’obtenir une expression de la DRC basée
sur les plausibilités [Sme93]. Celle-ci est fréquemment utilisée car elle minimise le stockage mémoire
et les coûts de calcul par rapport à la DRC classique (Eq. 2.12) :

plΩ[θ](ω) = 1−
∏
θi∈θ

(
1− plΩ[θi](ω)

)
(2.26)

Prise en compte d’a priori sur les hypothèses et prédiction Lorsqu’un a priori mΘ
o existe sur

Θ (les hypothèses), pouvant être vide ou prendre toute autre forme (cf. exemples de BBA dans le
tableau 2.1), il est pris en compte en utilisant la forme conjonctive suivante [Sme93] :

plΩ(ω) =
∑
θ⊆Θ

mΘ
o (θ) · plΩ[θ](ω),∀ω ⊆ Ω (2.27)

où plΩ[θ](ω) est donnée par l’équation 2.26. L’équation 2.27, qui est analogue à l’équation 2.21
dans le cadre des probabilités, est généralisable aux fonctions de croyance quelconques (fonctions
de masses m, communalités q. . .) et que l’on note fΩ ∈ {mΩ, plΩ, belΩ, bΩ, qΩ}. L’expression géné-
ralisant l’équation 2.27 est donc [Sme93] :

fΩ(ω) =
∑
θ⊆Θ

mΘ
o (θ) · fΩ[θ](ω),∀ω ⊆ Ω (2.28)

Comme le montre l’équation 2.28, il est nécessaire de disposer des croyances définies sur Θ condi-
tionnellement aux sous-ensembles ω = ⋃

k ωk ⊆ Ω. Comme cela a été précisé par Smets [Sme93], on
ne dispose généralement que des croyances définies conditionnellement aux singletons car elles sont
plus simples à déterminer. Il s’agit alors de calculer les croyances définies conditionnellement aux
sous-ensembles d’hypothèses à l’aide d’une règle disjonctive. La DRC basée sur les plausibilités a
été décrite précédemment mais il est aussi possible d’utiliser une DRC sur les BBA conditionnelles :

mΩ [θ] = ∪©
θi∈θ

mΩ[θi],∀θ ⊆ Θ (2.29)

Par exemple la BBA mΩj [{Ej−1, Pj−1}] est obtenue par l’application de la DRC sur mΩj [Ej−1] et
mΩj [Pj−1] en supposant ces BBA distinctes. Le résultat est donné à la quatrième ligne du tableau 2.8.

Exemple 7. Problème de prédiction météorologique : On souhaite prédire le temps au jour j + 1 à
partir de la base de connaissances et des données a priori. Contrairement à la prédiction probabiliste
de l’exemple 5, nous disposons des BBA conditionnelles nécessaires à l’application du GBT (Tab. 2.4).

On applique ensuite l’équation 2.28 (avec f ≡ m) pour prédire la BBA recherchée. Pour appli-
quer cette équation, nous devons déterminer les BBA mΩj [ωj−1] définies sur Ωj conditionnellement
aux hypothèses et sous-ensembles d’hypothèses de Ωj−1. Pour cela, nous avons deux solutions :

– Appliquer la DRC avec les plausibilités : ceci nécessite de transformer les BBA conditionnelles
du tableau 2.4 en plausibilités puis d’appliquer l’équation 2.26 et enfin de transformer les
plausibilités conditionnelles obtenues en BBA (Eq. 2.4b),
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∅j {Ej} {Pj} {Ej , Pj} {Nj} {Ej , Nj} {Pj , Nj} Ωj

[∅j−1] 1 0 0 0 0 0 0 0
[Ej−1] 0 0.590 0.010 0.030 0.070 0.210 0.010 0.080
[Pj−1] 0 0.060 0.310 0.020 0.450 0.110 0.020 0.030

[{Ej−1, Pj−1}] 0 0.035 0.003 0.207 0.032 0.472 0.036 0.215
[Nj−1] 0 0.140 0.120 0.040 0.630 0.010 0.050 0.010

[{Ej−1, Nj−1}] 0 0.083 0.001 0.105 0.044 0.552 0.027 0.188
[{Pj−1, Nj−1}] 0 0.008 0.037 0.071 0.283 0.192 0.303 0.105

[Ωj−1] 0 0.005 0 0.068 0.020 0.396 0.036 0.475

TAB. 2.8 : Les masses définies sur Ωj conditionnellement aux hypothèses et sous-ensembles d’hypothèses de
Ωj−1 obtenues par la DRC.

– Ou appliquer la DRC définie à l’équation 2.29 directement sur les BBA conditionnelles du
tableau 2.4.

Les deux solutions mènent aux BBA du tableau 2.8.
Dans un premier temps, on suppose que l’a priori sur Ωj est vide (on ne connaît rien du temps

actuel). L’équation 2.28 est donc appliquée avec mΩj
o (Ωj) = 1 et en utilisant les BBA conditionnelles

obtenues précédemment (Tab. 2.8). La BBA prédite est alors la suivante :

mΩj+1(∅j+1) = 0 mΩj+1({Ej+1}) = 0.005
mΩj+1({Pj+1}) = 0 mΩj+1({Ej+1, Pj+1}) = 0.068
mΩj+1({Nj+1}) = 0.02 mΩj+1({Ej+1, Nj+1}) = 0.396

mΩj+1({Pj+1, Nj+1}) = 0.036 mΩj+1(Ωj) = 0.475

(2.30)

dont la distribution de probabilité pignistique est donnée par :

BetP{mΩj+1}(Ej+1) ≈ 0.40 BetP{mΩj+1}(Pj+1) ≈ 0.21 BetP{mΩj+1}(Nj+1) ≈ 0.39 (2.31)

Cette distribution indique que le temps prédit est soit ensoleillé soit nuageux (les valeurs des probabi-
lités sont trop proches pour départager les deux hypothèses). Les valeurs obtenues sont sensiblement
différentes du cas probabiliste (Ex. 2.22) du fait de la modification de la base de connaissance pour
appliquer le Théorème de Bayes.

Dans un deuxième temps, on modifie l’a priori : on sait que le temps actuel à j n’est pas ensoleillé.
L’équation 2.28 est appliquée avec mΩj

o ({Pj, Nj}) = 1 et en utilisant les BBA conditionnelles du
tableau 2.8. La BBA prédite est alors la suivante :

mΩj+1(∅j+1) = 0 mΩj+1({Ej+1}) = 0.008
mΩj+1({Pj+1}) = 0.037 mΩj+1({Ej+1, Pj+1}) = 0.071
mΩj+1({Nj+1}) = 0.284 mΩj+1({Ej+1, Nj+1}) = 0.192

mΩj+1({Pj+1, Nj+1}) = 0.303 mΩj+1(Ωj) = 0.105

(2.32)

dont la distribution de probabilité pignistique est donnée par :

BetP{mΩj+1}(Ej+1) ≈ 0.17 BetP{mΩj+1}(Pj+1) ≈ 0.26 BetP{mΩj+1}(Nj+1) ≈ 0.57 (2.33)

Cette distribution indique que le temps du lendemain est probablement nuageux. On peut remarquer
que les valeurs sont assez proches du cas probabiliste 2.23 car on a ajouté un a priori.
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GBT et DRC pour la propagation de croyances dans les réseaux évidentiels Le GBT et la
DRC sont au cœur des réseaux évidentiels [Sme93, XS94, YSM03] généralisant les réseaux Bayé-
siens [Mur02]. Un réseau est un modèle graphique dont l’objectif est de représenter les connaissances
sous forme de graphes orientés mettant en évidence la causalité entre des variables d’un système
étudié.

L’équation 2.28 est représentée sur la figure 2.3 sous la forme d’un modèle graphique évidentiel.
Cette représentation montre un graphe orienté à deux variables prenant leurs valeurs discrètes sur Θ
et Ω. L’arc orienté partant du nœud Θ et allant vers le nœud de Ω signifie que (( θ ⊆ Θ cause ω ⊆ Ω ))

(sous l’hypothèse θ, on observe ω) et donc il existe un lien de causalité (dépendance) entre les deux
variables.


m []

FIG. 2.3 : Modèle graphique représentant le lien de causalité entre deux variables à valeurs discrètes dans Θ
et Ω. Le lien de causalité est traduit par un conditionnement (mΩ[θ],∀θ ⊆ Θ).

Si un ou plusieurs nœuds d’un réseau reçoit une BBA (instanciation, par exemple Θ reçoit mΘ),
on peut calculer son influence sur l’ensemble du réseau grâce à des mécanismes de propagation de
croyance. Pour illustrer ces mécanismes, on considère le réseau très simple de la figure 2.3 avec deux
variables où l’arc orienté, qui représente les liens de causalité, est caractérisé par un jeu de plausibilités
conditionnelles plΩ[θi],∀θi ∈ Θ :

Propagation forward : si le nœud Θ reçoit une BBA mΘ, cette dernière est propagée vers Ω (en
suivant la flèche d’où le qualificatif forward) par l’équation 2.27 qui calcule les plausibilités
plΩ[θ] conditionnelles aux sous-ensembles θ ⊆ Θ par la DRC et applique une règle conjonctive
pour calculer l’impact sur Ω.

Propagation backward : si le nœud Ω reçoit une BBA mΩ, cette dernière est propagée vers Θ
(dans le sens contraire à celui indiqué par la flèche d’où le qualificatif backward) par une règle
conjonctive similaire à 2.27 :

plΘ(θ) =
∑
ω⊆Ω

mΩ(ω) ·
(

1−
∏
ωi∈ω

(
1− plΘ[ωi](θ)

))
,∀θ ⊆ Θ (2.34)

où les plausibilités plΘ[ωi] sont obtenues par le GBT (Eq. 2.24a).

Propagation dans les deux directions : si les deux nœuds reçoivent une BBA, il suffit d’appliquer
la propagation forward avec mΘ, puis la propagation backward avec mΩ et enfin de combiner
les deux résultats avec la CRC.

Dans l’exemple de la prédiction météorologique, un modèle graphique peut être obtenu, similaire
à celui de la figure 2.3, où le nœud Ωj (le temps actuel) est représenté par Θ et le nœud Ωj+1 (le temps
du jour suivant) par Ω explicitant le fait que la connaissance du temps au jour j influe sur la prédiction
du temps à j + 1. Les mécanismes de propagation seront utilisés dans le chapitre 5.
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2.2.2 Opérations sur les cadres de discernement

Dans le paragraphe 2.1.4, nous avons présenté des mécanismes de base de combinaison de fonc-
tions de croyance dont le rôle est de prendre en compte toutes les informations disponibles afin d’amé-
liorer la prise de décision. Ces mécanismes sont basés sur l’hypothèse que les fonctions de croyance
sont définies sur le même espace de discernement mais cette contrainte limite les applications pra-
tiques.

Le TBM propose des outils performants et adaptés lorsque les cadres de discernement sont dif-
férents. Afin d’illustrer l’utilisation de ces outils, nous considérons le cas de la combinaison de deux
fonctions de croyance : la première est mΩ

1 définie sur un premier cadre Ω, la seconde est mΘ
2 définie

sur Θ.
Le principe général de ces mécanismes consiste en trois étapes :

1. Construire le cadre de discernement commun,

2. Exprimer les croyances sur le cadre de discernement commun obtenu à l’étape 1. Les méca-
nismes sont basés sur le Principe du Minimum d’Information (PMI),

3. Combiner les fonctions de croyance obtenues à l’étape 2 par les règles de combinaison clas-
siques.

Les deux mécanismes de base qui permettent le changement d’espace sont le raffinement, où
l’espace devient plus détaillé, et le grossissement, où l’espace devient plus grossier.

2.2.2.1 Raffinement et extension vide

Raffinement Un raffinement associe à chaque hypothèse ωk ∈ Ω une ou plusieurs hypothèses
θi ∈ Θ. L’application ρ : 2Ω → 2Θ est un raffinement de Ω si et seulement si ρ vérifie les contraintes
suivantes :

– l’ensemble {ρ({ωk}), ωk ∈ Ω} ⊆ 2Θ est une partition de Θ,
– ∀B ⊆ Ω, ρ(B) = ⋃

ωk∈B ρ({ωk})
L’image d’une union d’hypothèses est l’union des images par ρ de chacune des hypothèses.

La figure 2.4 présente un exemple de raffinement où le cadre Θ est la version raffinée de Ω. Les
fléches partant de l’ensemble Ω et allant vers Θ décrivent le raffinement.



1

2

4
5

3

1 2

FIG. 2.4 : Raffinement de cadre de discernement : Θ est un raffinement de Ω.
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Extension vide Après le raffinement d’un cadre de discernement Ω en Θ, il s’agit de redéfinir sur
Ω la distribution de masses de croyance initialement définie sur Ω. Pour cela, on utilise l’extension
vide [Sha76, Sme93] qui est un processus conservatif de réallocation des masses de croyance respec-
tant le PMI. L’opérateur associé est noté (( ↑ )) et il est défini par :

2Ω → 2Θ

mΩ(B) 7→ mΘ(ρ(B)) = mΩ↑Θ(ρ(B)) (2.35)

Exemple 8. Dans l’exemple de la figure 2.4, la masse mΩ(ω2) est transférée sur {θ1, θ2} après
raffinement. Ce transfère ne privilégie ni θ1 ni θ2 justifiant ainsi le terme d’extension vide (sous-
entendu, l’a priori sur {θ1, θ2} est vide). La masse mΩ({ω1, ω2}) est quant à elle transférée sur
ρ({ω1}) ∪ ρ({ω2}) = {θ1, θ2, θ3, θ4, θ5}. Après raffinement, la BBA mΘ est définie par :

mΘ({θ1, θ2}) = mΩ({ω2}) mΘ({θ3, θ4, θ5}) = mΩ({ω1})
mΘ({θ1, θ2, θ3, θ4, θ5}) = mΩ({ω1, ω2})

(2.36)

Première utilisation pratique : définition de BBA sur un espace produit L’opération d’extension
vide permet de combiner deux BBAmΩ

1 etmΘ
2 définies sur des cadres de discernement disjoints. Pour

cela, les BBA doivent être en premier lieu étendues sur un espace commun défini par l’espace produit
Ω × Θ = {(ωk, θi) ,∀k ∈ {1 . . . |Ω|} ,∀i {1 . . . |Θ|}}. Par exemple, mΩ

1 est redéfinie sur mΩ×Θ
1 de la

manière suivante :

mΩ↑Ω×Θ
1 (C) =

{
mΩ

1 (B) si C = B ×Θ
0 sinon

(2.37)

La masse initialement allouée à la proposition B ⊆ Ω est réallouée à B × Θ après extension vide
minimisant ainsi tout a priori sur Θ (aucune hypothèse de Θ n’est favorisée car la source de croyance
fournissant mΩ

1 ne connaît rien de Θ). Notons que la transformation B ⊆ Θ 7→ B × Ω est appelée
extension cylindrique de B sur Ω×Θ.

La combinaison des deux BBA mΩ
1 et mΘ

2 est alors donnée par :

mΩ×Θ
1 ∩© 2(D) = (mΩ↑Ω×Θ

1 ∩©mΘ↑Ω×Θ
2 )(D)

=
{
mΩ

1 (B) ·mΘ
2 (C) si D = B × C,B ⊆ Ω, C ⊆ Θ

0 sinon
(2.38)

Exemple 9. Nous considérons un exemple de reconnaissance de formes où l’on cherche à reconnaître
le type d’un panneau de signalisation. Pour cela, on dispose de deux sources de croyance :

– une première source de croyance est capable de distinguer deux types de forme : ronde (Rf ) et
triangulaire (Tf ). Le cadre de discernement est Ω = {Rf , Tf}.

– une deuxième source discrimine les couleurs : bleu (Bc), vert (Vc) et magenta (Mc). Le cadre
de discernement est Θ = {Bc, Vc,Mc}.

On cherche à combiner conjonctivement les deux premières BBA définies par :

mΩ
1 ({Rf}) = 0.3 mΘ

2 ({Mc}) = 0.7
mΩ

1 ({Tf}) = 0.5 mΘ
2 ({Bc, Vc}) = 0.1

mΩ
1 ({Rf , Tf}) = 0.2 mΘ

2 ({Bc, Vc,Mc}) = 0.2
(2.39)
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Pour cela, on utilise l’équation 2.38 : on calcule l’extension vide des BBA sur l’espace produit
Ω×Θ = {(Rf , Bc), (Rf , Vc), (Rf ,Mc), (Tf , Bc), (Tf , Vc), (Tf ,Mc)} suivie d’une combinaison
CRC. La BBA résultante mΩ×Θ

1 ∩© 2 comporte 9 éléments focaux :

mΩ×Θ
1 ∩© 2({(Tf ,Mc)}) = 0.35

mΩ×Θ
1 ∩© 2({(Rf ,Mc)}) = 0.21

mΩ×Θ
1 ∩© 2({(Rf ,Mc), (Tf ,Mc)}) = 0.14

mΩ×Θ
1 ∩© 2({(Tf , Bc), (Tf , Vc), (Tf ,Mc)}) = 0.1

mΩ×Θ
1 ∩© 2({(Rf , Bc), (Rf , Vc), (Rf ,Mc)}) = 0.06

mΩ×Θ
1 ∩© 2({(Tf , Bc), (Tf , Vc)}) = 0.05

mΩ×Θ
1 ∩© 2({(Rf , Bc), (Rf , Vc), (Rf ,Mc), (Tf , Bc), (Tf , Vc), (Tf ,Mc)}) = 0.04

mΩ×Θ
1 ∩© 2({(Rf , Bc), (Rf , Vc)}) = 0.03

mΩ×Θ
1 ∩© 2({(Rf , Bc), (Rf , Vc), (Tf , Bc), (Tf , Vc)}) = 0.02

(2.40)

Par exemple, mΩ×Θ
1 ∩© 2({(Tf ,Mc)}) = mΩ

1 ({Tf}) ·mΘ
2 ({Mc}) = 0.7 · 0.5 = 0.35.

Deuxième utilisation pratique : fusion de BBA avec cadres de discernement hiérarchisés Le
concept de hiérarchie (ou de catégorie) est utilisé dans de nombreuses applications et permet de re-
présenter les connaissances sous la forme d’arbres de décision. Cette représentation est facilement
interprétable et possède une signification réelle pour un utilisateur ou un expert. Un exemple sur les
instruments de musique est donné à l’annexe 1. Un exemple similaire mais concernant les automo-
biles est proposé par Delmotte et Smets [DS04], l’objet de leur article étant l’identification de cibles
aériennes. Dans [Mer06], un système hiérarchique de reconnaissance d’adresses postales est proposé
où l’aspect hiérarchique permet, d’une part, de reconnaître soit complétement soit partiellement les
adresses et, d’autre part, d’estimer les distributions de masses à partir de matrices de confusion.

2.2.2.2 Grossissement et marginalisation

Si Θ est un raffinement de Ω on dit que Ω est un grossissement de Θ (Fig. 2.4). Le grossissement
est donc l’opération duale du raffinement et permet de réduire le cadre de discernement en le rendant
plus grossier. L’application ρ définie dans le cadre du raffinement n’est pas toujours surjective et par
conséquent il existe des éléments θ ⊆ Θ qui ne sont pas l’image d’éléments de Ω. Par exemple, sur
la figure 2.4, l’élément {θ1, θ3} n’est pas une image par ρ des éléments de Ω. Il existe deux méthodes
pour palier ce problème appelées réductions intérieures et extérieures [Sha76]. Nous encourageons
le lecteur intéressé par ces mécanismes à consulter les références [DY02, Quo06] comprenant des
exemples détaillés.

L’opération de marginalisation est un cas particulier de grossissement lorsque le cadre de dis-
cernement avant marginalisation est défini par un espace produit Θ × Ω et que le sous-ensemble
d’hypothèses considéré pour le grossissement est un des cadres de l’espace produit. Par exemple, la
marginalisation sur Ω d’une BBA initialement définie sur l’espace produit Θ× Ω est donnée par :

mΘ×Ω↓Ω(B) =
∑

C⊆Θ×Ω
Proj(C↓Ω)=B

mΘ×Ω(C), ∀B ⊆ Ω
(2.41)
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où Proj(C ↓ Ω) est la projection de C sur Ω. La masse d’un élémentmΩ(B) est obtenue par la somme
des masses des éléments de l’espace produit contribuant à B.

Il n’est généralement pas possible de retrouver la BBA initiale après marginalisation. Si l’on est
intéressé par recouvrir une BBA, le Principe du Minimum d’Information (PMI) impose de choisir la
BBA la moins informative de toutes les BBA possibles et cette BBA est donnée par l’extension vide
(Eq. 2.38).

Exemple 10. La marginalisation de la BBA mΩ×Θ
1 ∩© 2 obtenue dans l’exemple 9 sur Ω redonne mΩ

1 et la
marginalisation sur Θ redonne mΘ

2 car les deux BBA ont été étendues avec l’opérateur d’extension
vide sur Ω×Θ. Par contre, si l’on combine cette BBA avec une BBA définie parmΩ×Θ

3 ({Tf}×Θ) = 1
alors la BBA obtenue est notée mΩ×Θ

123 (par souci de simplicité, on ne note pas les combinaisons CRC
en indices lorsque plus que 2 BBA sont combinées, c’est à dire que l’on assimile mΩ×Θ

1 ∩© 2 ∩© 3 à mΩ×Θ
123 ).

La BBA mΩ×Θ
123 est donnée par :

mΩ×Θ
123 ({(Tf ,Mc)}) = 0.49 mΩ×Θ

123 (∅) = 0.3
mΩ×Θ

123 ({(Tf , Bc), (Tf , Vc), (Tf ,Mc)}) = 0.14 mΩ×Θ
123 ({(Tf , Bc), (Tf , Vc)}) = 0.07

La marginale sur Θ est :
mΩ×Θ↓Θ

123 ({Mc}) = 0.49 mΩ×Θ↓Θ
123 (∅) = 0.3

mΩ×Θ↓Θ
123 ({Bc, Vc,Mc}) = 0.14 mΩ×Θ↓Θ

123 ({Bc, Vc}) = 0.07

(2.42)

L’extension vide de ces marginales sur Ω×Θ ne redonne pas mΩ×Θ
123 .

2.2.3 Déconditionnement

Disposant d’une BBA conditionnée mΩ[B], B ⊆ Ω, il n’est généralement pas possible de retrou-
ver la BBA d’origine mΩ avant conditionnement. Une solution consiste à choisir la BBA la moins
informative parmi toutes les BBA possibles et elle est obtenue par l’opérateur de déconditionne-
ment [Sme93], noté ⇑, menant à :

mΩ[B]⇑Ω(C ∪B) = mΩ[B](C), ∀C ⊆ B (2.43)

où B est le complémentaire de B. La masse initialement affectée à un sous-ensemble C avant décon-
ditionnement (i.e. mΩ[B](C)) est transférée sur les sous-ensembles composés de C et ne contenant
pas B (i.e. C ∪B). Cette transformation assure que le (re)conditionnement sur B de la BBA obtenue
donne de nouveau mΩ[B], propriété obtenue grâce au PMI.

Il existe plusieurs applications du déconditionnement. Les plus intéressantes que nous décrivons
dans les paragraphes suivants sont :

– Traduire des règles implicatives en BBA : comment traduire des implications logiques pondé-
rées en fonctions de croyance ?

– Fusionner des BBA conditionnelles sur un espace produit : disposant de plusieurs BBA mΩ[θi]
définies sur un cadre Ω conditionnellement à des hypothèses θi d’un second cadre de discerne-
ment Θ, comment combiner ces BBA ?

Cet opérateur permet par ailleurs d’ajouter des hypothèses dans un cadre de discernement [DS04] :
disposant d’une BBA définie Ω0 = {ω1, ω2}, le déconditionnement redéfinit cette BBA sur Ω1 =
Ω0 ∪ {ω3} = {ω1, ω2, ω3}. La solution est décrite à l’annexe 2 avec un exemple d’application sur la
fusion de BBA dont les hypothèses sont hiérarchisées.
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2.2.3.1 Le déconditionnement pour la traduction de règles implicatives

Le déconditionnement a été exploité par Ristic et Smets [RS05b] pour la traduction de règles
d’implication dans le cadre de l’identification de cibles. Ce type de règle est très bien adapté pour
ajouter des connaissances a priori fournies par des experts.

Une règle d’implication R mettant en jeu deux cadres de discernement Ω et Θ est du type :

(( R : si θ ⊆ Θ alors ω ⊆ Ω avec une croyance α ∈ [0, 1] ))

que l’on peut par ailleurs noter par θ ⇒ ω.
A partir de l’expression logique de la règle R, il est possible de construire une BBA que l’on

pourra ensuite combiner avec d’autres BBA si l’application le nécessite. L’expression de la BBA
équivalente à la règle est une BBA conditionnelle :

mΩ
R[θ](ω) = α (2.44a)

mΩ
R[θ](Ω) = 1− α (2.44b)

Dans les systèmes réels, les BBA peuvent être exprimées sur des espaces produits. Si l’on souhaite
combiner les BBA conditionnelles de règles implicatives avec d’autres BBA, il peut s’avérer utile
d’exprimer les BBA des règles sur l’espace produit Ω×Θ. La transformation d’une BBA condition-
nelle en une BBA sur un espace produit est réalisée par l’opérateur de déconditionnement [RS05b]
qui, appliqué à la règle R (Eq. 2.44), fournit une BBA exprimée sur Ω×Θ et définie par :

mΩ
R[θ]⇑Ω×Θ(D) =

{
α si D = (ω × θ) ∪ (θ × Ω)
1− α si D = (Ω×Θ) (2.45)

Pour déterminer et interpréter l’élément focal D = (ω× θ)∪ (θ×Ω), nous pouvons écrire la règle R
comme l’union de deux règles :

– une première indiquant que si θ apparaît alors ω apparaît avec une croyance α : (( R1 : si
θ ⊆ Θ alors ω ⊆ Ω avec une croyance α1 ∈ [0, 1] )),

– une seconde indiquant que si autre chose que θ apparaît, i.e. θ, alors on ne sait rien de la
conclusion sur Θ : (( R2 : si θ ⊆ Θ alors Ω avec une croyance α2 = 1 )).

Après déconditionnement, la masse α est donc transférée sur l’ensemble D = (ω × θ) ∪ (θ × Ω)
composé de l’ensemble ω× θ pour lequel on dispose d’une connaissance (d’après l’équation 2.44) et
de l’ensemble θ × Ω représentant l’extension cylindrique de θ sur Ω × Θ et modélisant l’ignorance
sur Ω lorsque θ est vrai. Notons que la BBA issue du déconditionnement respecte le Principe du
Minimum d’Information et son conditionnement sur θ (avec marginalisation sur Θ) redonne la BBA
initiale conditionnée [Sme93].

Exemple 11. Nous reconsidérons l’exemple 9 sur la reconnaissance de panneaux de signalisation.
En plus des informations sur la forme et la couleur, on dispose d’une troisième source sous la forme
d’une règle implicative spécifiée par un expert. Cette règle indique que si le panneau est rond alors il
est bleu avec une croyance de 0.8, les 0.2 manquant représentent l’ignorance de l’expert concernant
la couleur du panneau sous l’hypothèse que ce dernier soit rond. La règle est donc de la forme :

R : Rf ⇒ Bc, α = 0.8
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On souhaite combiner la règle avec la BBA mΩ×Θ
1 ∩© 2 donnée à l’équation 2.40 (exemple 9). Pour cela,

on procède en trois étapes :

1. L’expression de la règle sous la forme d’une BBA conditionnelle :

mΘ
R[Rf ]({Bc}) = 0.8 mΘ

R[Rf ](Θ) = 0.2 (2.46)

2. La transformation de cette BBA sur l’espace produit Ω × Θ afin de la combiner avec mΩ×Θ
1 ∩© 2 .

Pour cela, on utilise le déconditionnement de la règle :

mΩ×Θ
R = mΘ

R[Rf ]⇑Ω×Θ (2.47)

Le résultat du déconditionnement est la BBA suivante :

mΩ×Θ
R ({(Rf , Bc), (Tf , Bc), (Tf , Vc), (Tf ,Mc)}) = 0.8 mΩ×Θ

R (Ω×Θ) = 0.2 (2.48)

où Ω×Θ = {(Tf , Bc), (Tf , Vc), (Tf ,Mc), (Rf , Bc), (Rf , Vc), (Rf ,Mc)} est un espace produit.
Cette BBA est équivalente à la forme conditionnelle car son conditionnement par Rf suivie
d’une marginalisation sur Θ redonne la BBA conditionnelle.

3. La combinaison par la CRC de la BBA mΩ×Θ
1 ∩© 2 avec la règle est exprimée de la façon suivante :

mΩ×Θ
12R = mΘ

R[Rf ]⇑Ω×Θ ∩©mΩ×Θ
1 ∩© 2 (2.49)

La BBA résultante comporte 13 éléments focaux dont les 5 plus élevés sont les suivants :

mΩ×Θ
12R ({(Tf ,Mc)}) = 0.462

mΩ×Θ
12R (∅) = 0.168

mΩ×Θ
12R ({(Tf , Bc), (Tf , Vc), (Tf ,Mc)}) = 0.1

mΩ×Θ
12R ({(Rf , Bc)}) = 0.072

mΩ×Θ
12R ({(Tf , Bc), (Tf , Vc)}) = 0.05

. . .

(2.50)

Par exemple, mΩ×Θ
12R ({(Tf ,Mc)}) = mΩ×Θ

1 ∩© 2({(Tf ,Mc)}) ·
(
mΩ×Θ
R ({(Rf , Bc), (Tf , Bc), (Tf , Vc),

(Tf ,Mc)}) +mΩ×Θ
R (Ω×Θ)

)
+mΩ×Θ

1 ∩© 2({(Rf ,Mc), (Tf ,Mc)}) ·mΩ×Θ
R ({(Rf , Bc), (Tf , Bc), (Tf , Vc),

(Tf ,Mc)}) = 0.35 + 0.14 · 0.8 = 0.462.
Les marginales mΩ×Θ↓Ω

12R et mΩ×Θ↓Θ
12R sur Ω et Θ sont données par les BBA suivantes :

mΩ
12R({Tf}) = 0.612 mΘ

12R({Mc}) = 0.532
mΩ

12R(∅) = 0.168 mΘ
12R(∅) = 0.168

mΩ
12R({Rf}) = 0.132 mΘ

12R({Bc, Vc,Mc}) = 0.152
mΩ

12R({Rf , Tf}) = 0.088 mΘ
12R({Bc, Vc}) = 0.076
mΘ

12R({Bc}) = 0.072

(2.51)

2.2.3.2 Le déconditionnement pour la fusion de BBA conditionnelles

On suppose disposer d’un jeu de BBA mΩ[θi],∀θi ∈ Θ définies sur un cadre de discernement
Ω = {ω1, ω2 . . .} conditionnellement à chacun des singletons θi d’un deuxième cadre de discernement
Θ = {θ1, θ2 . . .}.
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Les BBA conditionnelles peuvent être combinées sur l’espace produit Ω×Θ obtenue par la com-
binaison conjonctive des BBA déconditionnées :

mΩ×Θ = ∩©
i

mΩ[θi]⇑Ω×Θ (2.52)

Chaque sous-ensemble S de l’espace produit Ω×Θ se voit allouer la masse :

mΩ×Θ(S) =
∏
θi∈Θ

mΩ[θi](v), ∀S ⊆ Ω×Θ (2.53)

où v = ((θi×Ω)∩S)↓Ω. Cette expression analytique des éléments de la BBA résultante a été dérivée
par Smets [Sme78, Sme93]. De la même manière, l’expression analytique de la communalité des
sous-ensemble S ⊆ Ω×Θ est donnée par :

qΩ×Θ(S) =
∏
θi∈Θ

qΩ[θi](v), ∀S ⊆ Ω×Θ (2.54)

L’opération de déconditionnement utilisée de cette manière a permis de dériver le Théorème de Bayes
Généralisé (§ 2.2.1) [Sme93]. Notons que les croyances conditionnelles sont supposées distinctes. Si
ce n’est pas le cas, il faut utiliser la combinaison conjonctive prudente (Eq. 2.64).

Exemple 12. Nous reprenons l’exemple de la prédiction du temps décrit dans le paragraphe 2.2.1.1
et notamment les croyances conditionnelles mΩj [Ej−1], mΩj [Pj−1] et mΩj [Nj−1] données dans le
tableau 2.4. Il est possible de déterminer la BBA équivalente sur Ωj−1 × Ωj à l’ensemble de ces
BBA conditionnelles. Pour cela, deux étapes sont nécessaires : déconditionner chaque BBA puis les
combiner. On a donc :

mΩj−1×Ωj = mΩj [Ej−1]⇑Ωj−1×Ωj ∩©mΩj [Pj−1]⇑Ωj−1×Ωj ∩©mΩj [Nj−1]⇑Ωj−1×Ωj (2.55)

Le résultat de la combinaison comporte environ 343 éléments focaux (potentiellement, il existe 29

éléments) et nous présentons seulement les 6 plus grandes valeurs approchées ci-dessous :

mΩj−1×Ωj({(Nj−1, Nj), (Pj−1, Nj), (Ej−1, Ej)}) = 0.168
mΩj−1×Ωj({(Nj−1, Nj), (Pj−1, Pj), (Ej−1, Ej)}) = 0.116

mΩj−1×Ωj({(Nj−1, Nj), (Pj−1, Nj), (Ej−1, Nj), (Ej−1, Ej)}) = 0.060
mΩj−1×Ωj({(Nj−1, Nj), (Pj−1, Pj), (Ej−1, Nj), (Ej−1, Ej)}) = 0.041
mΩj−1×Ωj({(Nj−1, Nj), (Pj−1, Nj), (Pj−1, Ej), (Ej−1, Ej)}) = 0.041

mΩj−1×Ωj({(Nj−1, Ej), (Pj−1, Nj), (Ej−1, Ej)}) = 0.037

(2.56)

Dans la suite du manuscrit, nous exploiterons les concepts définis dans cette section et en parti-
culier ceux qui concernent le conditionnement/déconditionnement jetant les premières bases du filtre
temporel crédibiliste (chapitre 3), de l’ordonnanceur d’états crédibilistes (chapitre 4) et des modèles
de Markov cachés adaptés aux fonctions de croyance (chapitre 5).

2.2.4 Le PMI pour transformer une distribution de probabilités en BBA

L’estimation des distributions de masses (BBA) est un problème difficile. Une solution consiste à
exploiter les outils performants d’estimation de distributions de probabilités puis de transformer ces
distributions en BBA. La transformation (( probabilités→ BBA )) est nécessaire car les combinaisons
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CRC et DRC perdent leur intérêt lorsque les BBA combinées sont Bayésiennes.

Disposant d’une distribution de probabilités pignistiques BetPΩ, le problème est de déterminer
une BBA mΩ dont la transformation pignistique redonne BetPΩ. Il existe généralement plusieurs
BBA qui vérifient cette propriété et, dans cette famille, le Principe du Minimum d’Information (PMI)
impose de choisir la BBA qui est la moins engagée, c’est à dire la moins informative.

L’expression de la BBA est définie formellement de la façon suivante (théorème 7.1 de [Sme00c,
Sme00b]) : disposant d’une distribution de probabilités pignistiques BetPΩ sur les singletons
ω1, ω2 . . . ωK de Ω (avec K = |Ω|) dont les éléments de la distribution sont ordonnés :

BetPΩ(ω1) ≥ BetPΩ(ω2) ≥ · · · ≥ BetPΩ(ωk) ≥ · · · ≥ BetPΩ(ωK)

Le PMI permet de construire la BBA la moins engagée m̂Ω associée à BetPΩ composée d’éléments
focaux emboîtés A = {ω1, ω2 . . . ωk} tels que :

m̂Ω(A) = |A| ·
(
BetPΩ(ωk)−BetPΩ(ωk+1)

)
(2.57)

où BetPΩ(ωK+1) = 0 par définition. Smets [Sme00b, Sme00c] a montré que cette BBA est conso-
nante et la distribution de plausibilités associée est une distribution de possibilités. Notons qu’une
méthode a été proposée pour passer d’une distribution de possibilités à une distribution de masses
dont l’expression est assez similaire [DP82] à l’expression précédente.

Exemple 13. On pose Ω = {ω1, ω2, ω3} et on définit la distribution de probabilités pignistiques ainsi
que les deux BBA suivantes :

BetPΩ({ω1}) = 0.6 mΩ
1 ({ω1}) = 0.3 mΩ

2 ({ω1}) = 0.45
BetPΩ({ω2}) = 0.2 mΩ

1 ({ω1, ω2}) = 0.4 mΩ
2 ({ω1, ω2}) = 0.1

BetPΩ({ω3}) = 0.2 mΩ
1 ({ω1, ω3}) = 0.2 mΩ

2 ({ω2, ω3}) = 0.2
mΩ

1 ({ω3}) = 0.1 mΩ
2 ({ω1, ω3}) = 0.1

mΩ
2 (Ω) = 0.15

Les BBA mΩ
1 et mΩ

2 ont la même distribution de probabilités pignistiques définie par BetPΩ.
Afin de faire un choix entre les deux BBA, on calcule la non-spécificité (Eq. 2.8). La non-spécificité

de mΩ
1 est

N(m1) = (0.3 + 0.1) · log2(1) + (0.4 + 0.2) · log2(2) = 0.6
et celle de mΩ

2 est

N(m2) = 0.45 · log2(1) + (0.1 + 0.2 + 0.1) · log2(2) + 0.15 · log2(3) = 0.6377

Par conséquent, la BBA la moins engagée est m2 (puisqu’elle est la moins spécifique) et correspond
à celle que l’on devrait choisir si on avait seulement ces deux BBA dans la famille des BBA possibles.
En reprenant l’expression 2.57, on détermine la BBA la moins informative parmi toutes les BBA
possibles qui est donnée par la BBA consonante définie par :

mΩ
3 ({ω1}) = 0.4 mΩ

3 (Ω) = 0.6 (2.58)

dont la non-spécificité est
N(m3) = 0.951 > N(m2) > N(m1)

La masse sur {ω1} est par exemple obtenue de la manière suivante :mΩ
3 ({ω1}) = 1 ·(0.6−0.2) = 0.4

et celle sur Ω par mΩ
3 (Ω) = 3 · (0.2− 0) = 0.6.



2.2 Opérations avancées 45

2.2.5 Combinaison de sources non distinctes

Un grand nombre de mécanismes décrits dans les paragraphes précédents étaient basés sur des
règles de combinaison conjonctive ou disjonctive sous l’hypothèse que les sources de croyance étaient
distinctes, concept proche de l’indépendance en statistique [Sme93, YSM01, YSM02a, YSM02b].

Une règle de combinaison conjonctive dite prudente (CCRC : Cautious Conjunctive Rule of Com-
bination), notée ∧©, et une règle de combinaison disjonctive hardie (BDRC : Bold Disjunctive Rule
of Combination), notée ∨©, ont été proposées par Denœux [Den07] (à partir de travaux initiés par
Smets [Sme95]) pour combiner des sources non-distinctes. Ces règles sont associatives, commuta-
tives et surtout idempotentes à la différence des règles usuelles CRC et DRC. Les quatre règles et leur
utilisation sont représentées dans le tableau 2.9.

sources fiables sources non fiables
sources distinctes ∩© ∪©

sources non distinctes ∧© ∨©

TAB. 2.9 : Les règles de combinaison et leur contexte d’utilisation [Den07].

Les règles CCRC et BDRC sont basées sur la décomposition canonique des BBA et sur des opé-
rateurs flous que nous décrivons dans les paragraphes suivants.

2.2.5.1 Décomposition canonique d’une BBA

L’idée de la décomposition canonique [Sha76] est d’exprimer une BBA non-dogmatique
(mΩ(Ω) > 0) sous la forme d’une combinaison conjonctive ou disjonctive de BBA simples Bw.
On rappelle que Bw est une écriture simplifiée signifiant que la BBA est formée de deux éléments
focaux : mΩ(B) = 1− w et mΩ(Ω) = w.

Pour définir la décomposition canonique de BBA quelconques, Smets [Sme95] a proposé le
concept de fonction simple généralisée (GSBBA : generalized simple BBA) définie par une fonction
µ : 2Ω → < et vérifiant les contraintes suivantes :

µ(B) = 1− w (2.59a)

µ(Ω) = w (2.59b)

µ(C) = 0, ∀C ∈ 2Ω\{B,Ω} (2.59c)

avec B 6= Ω et w ∈ [0,+∞[. Lorsque w ≤ 1, la BBA obtenue est une BBA simple.
La décomposition canonique conjonctive d’une BBA non-dogmatique, qui existe et qui est unique,

est définie comme la combinaison conjonctive de GSBBA :

mΩ = ∩©
B⊂Ω

Bw(B) (2.60)

où les poids de la décomposition canonique conjonctive w(B) ∈ [0,+∞),∀B ⊂ Ω sont définis par
l’équation suivante :

wΩ(B) =
∏
B⊆C

qΩ(C)(−1)|C|−|B|+1
, ∀B ⊆ Ω (2.61)
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De la même manière, la décomposition canonique disjonctive [Den07] d’une BBA sous normale
(mΩ(∅) > 0) existe, est unique et elle est définie par :

mΩ = ∪©
B 6=∅

Bv(B) (2.62)

où la notationBv(B) représente une distribution de masses avec deux éléments focaux :mΩ(∅) = v(B)
et mΩ(B) = 1− v(B), et les poids v(B) sont donnés par :

v(B) = w(B) (2.63)

Pour calculer les poids v(B) il suffit de calculer la BBA mΩ, puis les poids associés w(B) par l’équa-
tion 2.61 et enfin de prendre le complémentaire de chaque poids (voir [Den07] pour des exemples, cf.
exemple 14 ci-après).

2.2.5.2 Définitions des règles prudente (CCRC) et hardie (BDRC)

La CCRC et la BDRC sont basés sur des opérateurs flous de type t-norme (opérateur conjonctif
flou) et t-conorme (opérateur disjonctif flou). Denœux [Den07] a ainsi montré qu’une infinité d’opé-
rateurs de combinaison conjonctive (( prudente )) peut être déterminée conférant au TBM un large
ensemble de méthodes de combinaison de fonctions de croyance. Dans ce paragraphe, nous nous li-
mitons à un cas particulier : celui de la t-norme (( minimum )) utilisée à la fois dans la CCRC et la
BDRC.

La CCRC ∧© est définie de la manière suivante :

mΩ
1 ∧©mΩ

2 = ∩©
B⊂Ω

BwΩ
1 (B)∧wΩ

2 (B) (2.64)

où ∧ est l’opérateur (( minimum )). Notons que la BBA vide n’est pas l’élément neutre de la
CCRC [Den07].

La BDRC ∨© est donnée par :

mΩ
1 ∨©mΩ

2 = ∪©
B 6=∅

Bv1(B)∧v2(B) (2.65)

où les poids vi(B) sont calculés à partir des poids wi(B) par l’équation 2.63.

Exemple 14. Nous reprenons l’exemple de la prédiction du temps. On dispose de deux sources d’in-
formation mΩj

1 et mΩj
2 sur le temps de la journée définies sur Ωj = {Ej, Pj, Nj} et que l’on souhaite

combiner pour améliorer la prise de décision sur le temps au jour j.
Le tableau ci-dessous donne les détails sur les différentes fonctions utilisées dans la CCRC et la

BDRC et notamment les BBA mi, leur négation mi, et les poids des décompositions (wi et vi). On
remarque que certains poids (wi et vi) sont supérieurs à l’unité ce qui signifie que la BBA associée
est une GSBBA.
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mΩ
1 mΩ

2 mΩ
1 mΩ

2 wΩ
1 wΩ

2 wΩ
1 wΩ

2 vΩ
1 vΩ

2

∅j 0.07 0.01 0.15 0.46 0.93 1 2.61 6.66 1 1
{Ej} 0 0 0.56 0 1 1.134 0.111 1 1 1
{Pj} 0 0 0 0.36 1.883 1 1 0.027 1 1
{Ej , Pj} 0.22 0.17 0 0 0.405 0.73 1 1 0.241 0.056
{Nj} 0 0 0.22 0.17 1 1 0.241 0.056 1 1
{Ej , Nj} 0 0.36 0 0 1 0.561 1 1 1 0.027
{Pj , Nj} 0.56 0 0 0 0.211 1 1 1 0.111 1

Ωj 0.15 0.46 0.07 0.01 1 1 1 1 2.61 6.66

Les résultats de la combinaison conjonctive par la règle conjonctive usuelle (CRC) et la règle pru-
dente (CCRC) sont donnés dans le tableau de gauche ci-dessous. Nous donnons aussi les résultats de
la combinaison disjonctive usuelle (DRC) et hardie (BDRC). Pour le cas conjonctif, nous présentons
les pignistiques dans le tableau de droite.

mΩ
1 ∩© 2 mΩ

1 ∧© 2 mΩ
1 ∪© 2 mΩ

1 ∨© 2
∅ 0.079 0.261 0.001 0
{Ej} 0.079 0.051 0 0
{Pj} 0.095 0.245 0 0
{Ej , Pj} 0.164 0.066 0.051 0.007
{Nj} 0.202 0.131 0 0
{Ej , Nj} 0.054 0.035 0.025 0.016
{Pj , Nj} 0.258 0.167 0.006 0.003

Ωj 0.069 0.045 0.917 0.973

BetP1 BetP2 BetP1 ∩© 2 BetP1 ∧© 2

{Ej} 0.17 0.420.420.42 0.23 0.16
{Pj} 0.470.470.47 0.24 0.36 0.510.510.51
{Nj} 0.36 0.34 0.410.410.41 0.33

Les transformations pignistiques des BBA combinées (mΩ
1 et mΩ

2 ) et des BBA obtenues par les
combinaisons conjonctives (mΩ

1 ∩© 2, mΩ
1 ∧© 2) mènent à une décision différente (voir les valeurs en gras,

tableau en bas à droite) : pluvieux si la décision est prise sur m1, ensoleillé si la décision est prise
sur m2, nuageux si la décision est prise sur le résultat de la CRC et pluvieux si la décision est prise
sur le résultat de la CRCC. La décision Pj à partir des pignistiques sur le résultat de la CCRC est
en accord avec la décision sur m1 cependant, la valeur du conflit en sortie de la CCRC reste élevée
(0.261). La CRC favorise quant à elle un élément (Nj) sur lequel on aurait pas forcément parié avant
fusion (relativement aux pignistiques sur les masses initiales). Si on analyse les deux BBA initiales, on
s’aperçoit qu’elles sont plutôt conflictuelles concernant Ej et Pj et plutôt concensuelles concernant
Nj . Ceci explique que, par la CRC, c’est Nj qui l’emporte (consensus par l’intersection).

Ces opérateurs s’appliquant aux sources non distinctes sont particulièrement intéressants dans
le cadre des extensions de méthodes probabilistes où des hypothèses d’indépendance sont souvent
émises pour simplifier les calculs (et pour appliquer l’opérateur (( produit ))). C’est le cas, par
exemple, dans le cadre des réseaux Bayésiens [Mur02] pour lesquels il est presque systématiquement
admis que les distributions observées sont indépendantes conditionnellement aux états. Dans le
cadre des réseaux évidentiels [XS94, Sme93] (qui étendent les réseaux Bayésiens aux fonctions de
croyance), les distributions de croyance non indépendantes peuvent être combinées avec la BDRC ou
la CCRC (en fonction des cas). La CCRC et la BDRC représentent alors des alternatives intéressantes
de gestion de l’indépendance avec un panel d’opérateurs possibles.
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2.2.6 Affaiblissement généralisé dit contextuel

L’affaiblissement simple décrit dans le paragraphe 2.1.4.4 agit de la même manière (avec le même
coefficient) quelle que soit l’hypothèse. La généralisation de l’affaiblissement est basée sur l’idée que
la fiabilité d’une source peut agir différemment sur les différentes hypothèses du cadre de discerne-
ment [MQD07, Mer06].

La généralisation passe par deux étapes : la définition d’une partition notée Θ = {θ1, θ2, . . . , θG}
du cadre de discernement Ω = {ω1, ω2, . . . , ωK} et la quantification des coefficients d’affaiblissement
αg, g ∈ {1 . . . G} sur chaque élément de la partition Θ. Chaque élément θg ∈ Θ de la partition se voit
donc affecter un taux d’affaiblissement αg.

Disposant de G éléments θg dans la partition et donc de G taux d’affaiblissement rassemblés dans
le vecteur ααα = [α1 . . . αg . . . αG], l’affaiblissement d’une BBA mΩ génère une BBA notée ααα

Θm
Ω

définie par :
ααα
Θm

Ω = mΩ ∪©mΩ
1 ∪©mΩ

2 . . . ∪©mΩ
g . . . ∪©mΩ

G (2.66)

où les BBA mΩ
g , g ∈ {1 . . . G} sont définies par :

mΩ
g (∅) = 1− αg

mΩ
g (θg) = αg

(2.67)

Lorsque la partition est égale à Ω, i.e. Θ = {Ω} (il n’existe donc qu’un seul coefficient de fiabilité),
l’affaiblissement généralisé devient un affaiblissement simple (§ 2.1.4.4).

Exemple 15. On considère la BBA mΩ
2 définie dans l’exemple 14 où Ω = {Ej, Pj, Nj}. On considère

que la source de croyance fournissant mΩ
2 n’est fiable qu’à 60% en ce qui concerne l’hypothèse Ej

et qu’à 85% pour les hypothèses Pj et Nj . On créé alors une partition Θ = {θ1, θ2} où θ1 = {Ej} et
θ2 = {Pj, Nj}. Les coefficients d’affaiblissement sont ααα = [0.4, 0.15] et la BBA affaiblie ααα

Θm
Ω
2 a les

éléments focaux suivants :

ααα
Θm

Ω
2 (∅) = 0.0051 ααα

Θm
Ω
2 ({Ej}) = 0.0034

ααα
Θm

Ω
2 ({Ej, Pj}) = 0.1870 ααα

Θm
Ω
2 ({Pj, Nj}) = 0.3729

ααα
Θm

Ω
2 (Ω) = 0.4316

(2.68)

La masse sur Ej était nulle avant affaiblissement et devient positive (faiblement) après le processus
d’affaiblissement contextuel car ce dernier est une généralisation qui a pour effet de transférer des
masses vers des sur-ensembles (la non-spécificité augmente). Ainsi, la masse 0.01 allouée à l’en-
semble vide avant affaiblissement est en partie transférée vers Ej qui se voit allouer une masse de
0.01 · (0.4 · 0.85) = 0.0034 par le processus d’affaiblissement (Eq. 2.66 suivie de Eq. 2.67).

2.3 Conclusion

Le Modèle des Croyances Transférables (TBM) permet de représenter et combiner la connais-
sance à l’aide de fonctions de croyance. Le TBM offre des outils pour combiner des BBA définies
sur des espaces différents, pouvant être plus ou moins précis ou grossiers. Des opérateurs de com-
binaison conjonctif et disjonctif permettent par ailleurs de fusionner des BBA provenant de sources
pouvant être plus ou moins fiables et non-distinctes. Ces mécanismes de base ont été utilisés pour de
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nombreux problèmes (voir l’état de l’art dressé par Vannoorenberghe [Van03] en 2003) et notamment
en reconnaissance des formes et classification [Den04, Quo06, DS06].

Dans la suite du manuscrit, nous exploitons ces mécanismes pour développer des méthodes de
reconnaissance de séquences dans le cadre de l’analyse de systèmes dynamiques.
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Chapitre 3

Filtrage de fonctions de croyance

3.1 Introduction

Un système physique peut être décrit par un ensemble de variables reflétant l’état du système à
un instant. Par exemple, une automobile est un système physique dont l’état peut être à l’arrêt, en
marche, roule, freine, double un véhicule, prend un rond-point . . . Une fonction de transition permet
par ailleurs de décrire l’évolution du système au cours du temps. Par exemple, la transition double un
véhicule→ prend un rond-point est impossible (on se place dans le cas de conducteur raisonné) alors
que la transition freine→ à l’arrêt est probable (possible ou plausible).

Un système dynamique est un système physique évoluant au cours du temps. L’analyse d’un tel
système a pour objectif de déterminer les connaissances sur l’état courant en prenant en compte les
informations disponibles, entre autres les liens sur les connaissances entre deux instants consécutifs
et les liens entre les états. Dans le cadre de l’approche probabiliste, ce lien est classiquement modélisé
statistiquement par une distribution de probabilités sur les états à un instant conditionnellement aux
états à l’instant précédent. L’évolution de la distribution de probabilités sur les états à chaque instant
dépend non seulement des probabilités sur les états à l’instant précédent, pondérées par la fonction
de transition, mais dépend aussi des observations mesurées sur le système à l’aide capteurs. Les
observations sont généralement liées aux états à l’aide de modèles d’observation générant, pour
une observation donnée, une distribution de probabilités sur les états. La problématique du filtrage
consiste à améliorer la connaissance sur les états à partir des observations, des transitions entre deux
instants consécutifs et des liens entre les états. L’analyse de systèmes dynamiques basée sur les
probabilités a été largement traitée [Sch06] comme par exemple avec le filtrage de Kalman ou le filtre
particulaire [Sch06, SKG06].

Nous considérons dans ce chapitre que l’ensemble de ces informations (observations, fonctions
de transition et distributions sur les états) sont représentées par des fonctions de croyance au lieu
des probabilités. On cherche donc à déterminer la distribution de croyances sur les états à un instant
connaissant les informations passées, courantes et liens entre les états.

Nous considérons les méthodes de filtrage de type Markovien1 ce qui signifie que le calcul de la
BBA (Basic Belief Assignment) mΩt en sortie du filtre à t est effectué à partir de :

– La BBA en sortie du filtre à l’instant précédent mΩt−1 ,
– La BBA correspondant à la mesure courante m̃Ωt et que l’on cherche à filtrer,

1L’aspect Markovien permet de limiter les coûts de calcul et de stockage mémoire.

51
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– Un modèle d’évolution liant les BBA mΩt−1 et mΩt à deux instants consécutifs.
Dans le schéma classique de filtrage, deux étapes sont généralement distinguées :
– Prédiction : calcul de la BBA prédite m̂Ωt à l’aide d’un modèle d’évolution de la BBA mΩt−1

entre t− 1 et t.
– Mise à jour : fusion de la BBA prédite m̂Ωt avec la BBA mesurée m̃Ωt à l’aide d’une combinai-

son conjonctive.
L’analyse de systèmes dynamiques basée sur les fonctions de croyance n’a été que très peu

abordée jusqu’à présent. Nous présentons deux techniques crédibilistes développées récemment par
Smets.

Filtre de Kalman Le filtre de Kalman (KF : Kalman filter) est initialement une méthode probabi-
liste très répandue pour le filtrage de données continues et souvent appliquée au suivi d’objets (filtrage
de leur position et de leur vitesse). Rappelons que le KF initial est basé sur les hypothèses que les
caractéristiques observées sont indépendantes conditionnellement aux éléments de Ωt et que les dif-
férents bruits sont Gaussiens. De plus, des KF plus élaborés ont été proposés pour le cas non linéaire
ou non Gaussien dans le cadre des probabilités [Sch06, SKG06].

Le KF a été étendue aux fonctions de croyance2 par Smets et Ristic [RS04]. Les relations ma-
thématiques des deux formalismes sont très proches à la différence de la phase de classification où
le TBM permet de traduire bien plus aisément le comportement des objets suivis grâce au Théorème
de Bayes Généralisé (GBT) et aux règles d’implication. La mise à jour consiste à combiner la BBA
mesurée m̃Ωt avec la prédiction en utilisant une combinaison conjonctive. Cette combinaison permet
de quantifier l’adéquation entre le modèle utilisé pour la prédiction et les données mesurées. Dans le
KF, l’erreur entre la prédiction et la mesure est exploitée pour adapter la prédiction à l’instant suivant.

Mémoire à facteur d’oubli La méthode de filtrage la plus commune dans le cadre des fonctions
de croyance temporelles a été proposée par Smets [Sme05a] et elle est basée sur la notion de memory
decay (mémoire à facteur d’oubli). L’article [Sme05a] décrit des méthodes de résolution du conflit
lors de l’application de la règle de combinaison conjonctive (CRC). Le problème observé est le sui-
vant : une source émet une BBA m̃Ωt à des instants t discrets non régulièrement espacés et il s’agit de
déterminer la probabilité pignistique sur les hypothèses de Ωt à chaque instant en prenant en compte
les BBA passées et la BBA courante3. Smets propose tout d’abord de combiner ces BBA, présentes et
passées, conjonctivement avec la CRC. Cependant, la CRC n’est pas idempotente et les CRC succes-
sives peuvent générer du conflit qui ne fera qu’augmenter jusqu’à l’unité car cet élément est absorbant
par la conjonction. Pour solutionner le problème du conflit, Smets propose d’utiliser une mémoire à
facteur d’oubli : la BBA émise à un instant t = t1 n’a plus la même signification qu’à t = t2 où
t2 ≥ t1 + ∆t et ∆t > 1. Cet oubli est représenté par un affaiblissement : la BBA précédente, par
exemple à t = t1, est affaiblie proportionnellement à l’intervalle de temps ∆t = t2 − t1 séparant les
deux émissions successives d’une BBA par la source. L’affaiblissement a pour rôle de transférer de la
masse sur le doute et de diminuer la masse sur l’ensemble vide limitant ainsi le conflit à la prochaine
combinaison. La méthode de Smets respecte le schéma (( prédiction - mise à jour )) car nous pouvons

2Les fonctions de croyance utilisées sont continues [Sme05b].
3Une extension ce problème est proposée dans [Sme05d] pour des sources défectueuses et bruitées.
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interpréter la BBA affaiblie comme une prédiction4. Dans cette méthode, le conflit est simplement
affaibli mais n’est pas exploité pour le filtrage.

Notes sur les modèles à sauts probabilistes Les distributions temporelles reflétant l’état de sys-
tèmes dynamiques présentent des périodes de stationnarité. Cette hypothèse est à la base des modèles
à sauts (SLDS : switching Linear Dynamical System) [PRCM99, MB07]. Ce phénomène de station-
narité s’observe sur les figures 3.1a et 3.3a :

– sur l’intervalle [600, 900] de la figure 3.1a et sur l’intervalle [60, 90] de la figure 3.3a, la croyance
devrait être globalement allouée à l’hypothèse Ft signifiant (( l’état est faux )).

– sur l’intervalle [300, 600] de la figure 3.1a et sur l’intervalle [50, 60] de la figure 3.3a, la croyance
devrait être globalement allouée à l’hypothèse Tt signifiant (( l’état est vrai )).

Les SLDS représentent une forme de filtre de Kalman où plusieurs modèles d’évolution peuvent
être appliqués à un même instant t. L’idée est d’utiliser un modèle d’évolution adapté aux données
traitées et de changer le modèle au gré de l’évolution de ces données. Ces modèles ont été peu appli-
qués car la complexité de l’inférence est élevée même pour des données temporelles de faible durée.
En effet, le problème de l’inférence est de déterminer quel modèle appliquer à chaque instant or, sous
l’hypothèse que deux modèles sont possibles à chaque instant et que la durée du filtrage est D, il
existe 2D séquences de modèles possibles (à chaque instant, deux modèles sont possibles). De plus, il
faut garder à l’esprit que chaque modèle est appliqué sur un ensemble d’états et donc l’inférence doit
aussi déterminer quel est le meilleur état avec le modèle en cours. Notons que dans [PRCM99], un
algorithme d’inférence approximatif (de type Viterbi) a été proposé pour cette tâche dans le cadre de
la théorie des probabilités sous des hypothèses similaires à celles supposées dans le filtre de Kalman.

Dans la section suivante, nous décrivons le principe général du filtre temporel crédibiliste (TCF :
Temporal Credal Filter) à l’aide d’un exemple. Puis, nous détaillons les mécanismes du filtre et l’es-
timation de ses paramètres. Enfin, nous proposons quelques pistes d’amélioration.

3.2 Filtrage crédibiliste avec modèles à sauts

Comme pour le filtre de Kalman et pour la méthode de Smets, le filtre que nous proposons s’appuie
sur le principe (( prédiction - mise à jour )) mais auquel nous avons adjoint un système de modèle à
sauts pour le calcul de la prédiction.

Dans le cadre de l’adaptation des modèles à sauts pour le filtrage des fonctions de croyance, nous
proposons de réduire la complexité des mécanismes des SLDS en considérant des commutations de
modèles binaires et catégoriques : une commutation est réalisée à partir du seuillage d’un critère
adapté. Nous n’imposons aucune hypothèse sur la forme de bruit ni sur l’indépendance des observa-
tions conditionnellement aux états à la différence des SLDS. Les paramètres que nous utilisons dans
le filtre proposé sont peu nombreux et facilement estimables.

La commutation est basée sur le conflit entre prédiction et mesure. Contrairement aux méthodes
usuelles de filtrage de fonctions de croyance temporelles, nous exploitons le conflit comme une source
d’information pertinente sur la détection de changement dans la BBA à filtrer. En effet, si la varia-
tion des croyances sur les éléments focaux de la BBA à filtrer est très différente de la variation des

4Dans [Sme93], il est montré que l’affaiblissement peut être formalisé en utilisant le GBT.
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croyances sur les éléments focaux de la BBA prédite, cela peut signifier que le modèle de prédiction
n’est plus adapté. Un changement dans la BBA mesurée induit donc du conflit car la prédiction et la
mesure sont discordantes, et la valeur et la durée du conflit dépendent de la rapidité du changement5.
Bien qu’il soit important d’exploiter le conflit, il est tout aussi important de le gérer (cf. chapitre 2)
pour éviter de propager son effet absorbant lors du traitement de fonctions de croyance temporelles.

3.2.1 Définition des concepts utilisés

Croyances binaires Nous considérons des fonctions de croyance temporelles binaires, c’est à dire
définies sur un cadre de discernement à deux hypothèses Ωt = {Tt, Ft} où t est l’instant, Tt signifie
vrai (par exemple l’état est vrai ou la classe est vraie) et Ft signifie faux. Un exemple d’évolution de
BBA binaire sur un intervalle temporel [1, 1168] est donné sur la figure 3.1 où l’hypothèse Tt signifie
qu’(( il existe un mouvement de caméra )) et l’hypothèse Ft signifie qu’(( il n’existe pas de mouvement
de caméra )) dans la vidéo étudiée.

Notion d’état Les croyances à filtrer reflètent la véracité d’un état d’un système observé. On dit
que l’état est vrai si la pignistique de l’état Tt est la plus élevée, c’est à dire BetP(Tt) > BetP(Ft),
et dans l’état faux sinon.

Notion de modèle d’évolution Nous proposons d’utiliser deux modèles lors du calcul de la prédic-
tion : un modèle (( état vrai )) que nous notons T et un modèle (( état faux )) noté F . Ces modèles
M∈ {T ,F} sont utilisés alternativement en fonction de la véracité de l’état.

Notion de commutation de modèle Si le modèle T (resp. F) était utilisé à t et si un changement
est détecté dans la BBA à filtrer à cet instant alors le modèle est changé et le modèle F (resp. T )
sera utilisé à t+1. On parle alors de commutation de modèle. Une commutation de modèle intervient
lorsque le conflit entre la prédiction et la mesure est trop important.

3.2.2 Les concepts sur un exemple : segmentation de vidéos

Nous cherchons dans cet exemple à illustrer l’utilité du filtre temporel crédibiliste sur un exemple
de segmentation de vidéo en fonction du mouvement de caméra. Cet exemple introduit par ailleurs
les notations de base utilisées dans ce chapitre ainsi que quelques concepts.

La figure 3.1a illustre l’évolution de la BBA en sortie d’une source de croyance générée à partir
d’observations. Cette BBA indique si la caméra bouge (Tt) ou ne bouge pas (Ft) à l’instant t et le
mouvement est évalué à l’image t indépendamment de celui évalué sur les autres images. Le cadre de
discernement est donc binaire et égal à :

Ωt = {Tt, Ft} (3.1)

Par extension, on dira que la fonction de croyance est elle-aussi binaire.
A chaque instant t ∈ {1 . . . 1168} correspondants aux 1168 images de la vidéo, une fonction de

croyance mΩt est fournie par la source :

5Cette propriété est intéressante pour la surveillance de systèmes dynamiques comme des procédés industriels par
exemple.
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FIG. 3.1 : Un résultat de filtrage de fonctions de croyance temporelles bruitées par le TCF proposé.

– La croyance sur le fait que la caméra bouge à t est mΩt(Tt) et porte la couleur bleue,
– La croyance sur le fait que la caméra ne bouge pas à t est mΩt(Ft) et porte la couleur rouge,
– La croyance sur l’ignorance concernant le mouvement à t estmΩt({Ft, Tt}) = mΩt(Ωt) et porte

la couleur verte,
– La croyance sur le fait que la caméra fasse autre chose que bouger ou ne pas bouger à t est
mΩt(∅t) et porte la couleur magenta.

Notons que, tout au long de ce chapitre, nous utiliserons fréquemment des fonctions de croyance
binaires et les couleurs des traits sur les figures respecteront les couleurs utilisées ci-dessus.

La figure 3.1a montre une croyance temporelle chahutée : la croyance varie de façon importante
entre deux instants consécutifs et de nombreuses fausses alarmes apparaissent. On sait identifier les
fausses alarmes par la briéveté des mouvements de caméra détectés, ces derniers ne pouvant durer que
quelques images. On s’aperçoit que l’intervalle [300, 600] correspond à un mouvement de caméra.

Le filtre temporel TCF est appliqué sur l’ensemble de ces croyances temporelles en émettant
l’hypothèse que la caméra ne peut bouger de façon importante entre deux images successives. La
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figure 3.1b montre le résultat du filtrage par le TCF proposé dans ce chapitre. En plus d’être filtrée, la
distribution de croyances obtenue en sortie du TCF a les caractéristiques suivantes :

– Consonante : A chaque instant t, le filtre génère une fonction de croyance composé d’au plus
deux éléments focaux :
• Il existe un mouvement de caméra⇒ les éléments focaux sont mΩt(Tt) et mΩt(Ωt),
• Il n’existe pas de mouvement de caméra⇒ les éléments focaux sont mΩt(Ft) et mΩt(Ωt).

– Normale : A chaque instant t, le filtre génère une fonction de croyance sans conflit, c’est à dire
mΩt(∅t) = 0.

3.3 Description du filtre temporel crédibiliste

L’objectif du filtre est de déterminer la sortie mΩt à l’instant courant t à partir de la mesure m̃Ωt

à l’instant courant, de la sortie du filtre mΩt−1 à l’instant précédent t − 1 et d’un modèle d’évolution
M de la BBA de sortie du filtre entre deux les instants successifs t et t− 1. On note :

- m̂Ωt la BBA prédite à l’instant t,
-M∈ {T ,F} le modèle d’évolution courant de la BBA de sortie du filtre entre deux instants

et le modèle peut être soit T soit F ,
- mΩt−1 la sortie du filtre à l’instant précédent t− 1,
- m̃Ωt la BBA des observations (ou encore les mesures) à t.

m t−1

m tMISE

A  JOUR

PREDICTION

GESTION DU

CONFLIT

DETECTION

m t

mM
 t

CHANGEMENT
DE

FIG. 3.2 : Principe du filtre temporel crédibiliste TCF.

3.3.1 Principe du filtre

Le principe du filtre temporel crédibiliste est décrit Fig. 3.2. La prédiction de la BBA courante
m̂Ωt est déterminée à partir de la sortie du filtre à l’instant précédent mΩt−1 et du modèle d’évolution
courantM ∈ {T ,F}. La prédiction obtenue est ensuite combinée avec la BBA mesurée m̃Ωt prove-
nant des observations à l’instant t. La combinaison de la prédiction avec la mesure est réalisée avec
un opérateur conjonctif permettant d’obtenir une BBA plus spéficique que les deux BBA combinées.
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L’opérateur conjonctif, dans le cadre du TBM, met en valeur le conflit correspondant dans notre cas à
l’inadéquation entre le modèle utilisé et les données en cours.

Nous étudierons successivement les différents blocs de la figure 3.2 à savoir la prédiction, la mise
à jour, la détection de changement et la gestion du conflit.

3.3.2 Prédiction

Sous l’hypothèse de Markovianité6, le modèle d’évolution lie la BBA de sortie du filtre entre deux
instants consécutifs, t et t−1. Dans le cadre du TBM, nous traduisons cette dépendance entre les BBAs
à deux instants consécutifs par des BBA conditionnelles mΩt [ωt−1] définies sur l’espace Ωt de l’ins-
tant courant conditionnellement aux sous-ensembles ωt−1 ∈ 2Ωt−1 = {∅t−1, Tt−1, Ft−1, {Tt−1, Ft−1}}
de l’instant précédent.

Le filtre proposé utilise deux modèles d’évolution : un premier modèle (T ) est appliqué lorsque
les croyances indiquent que l’état est globalement vrai et un second modèle (F) est appliqué lorsque
les croyances indiquent que l’état est globalement faux :

– Modèle T : l’hypothèse courante de l’état est Tt, c’est à dire l’état est vrai.
Dans ce cas le modèle est une règle implicative :

(( si l’état à t− 1 était Tt−1 alors l’état à t sera Tt avec une croyance γT ∈ [0, 1] ))

– Modèle F : l’hypothèse courante de l’état est Ft, c’est à dire l’état est faux.
Dans ce cas le modèle est une règle implicative :

(( si l’état à t− 1 était Ft−1 alors l’état à t sera Ft avec une croyance γF ∈ [0, 1] ))

Le modèle T (resp. F) explicite le fait que si l’état était vrai (resp. faux) à un instant alors il
sera encore vrai (resp. faux) à l’instant suivant. Chaque modèle est caractérisé par un paramètre
γM ∈ [0, 1],M∈ {T ,F} et nous proposerons une méthode d’estimation dans le paragraphe 3.5.

Les modèles apparaissent comme des règles implicatives (ces règles ont été décrites dans § 2.2.3.1).
L’écriture de ces règles à l’aide de BBA conditionnelles est intuitive et prend la forme suivante :

Formes conditionnelles =



Modèle (( l’état est vrai ))

T : mΩt
T [Tt−1](Tt) = γT

mΩt
T [Tt−1](Ωt) = 1− γT

Modèle (( l’état est faux ))

F : mΩt
F [Ft−1](Ft) = γF

mΩt
F [Ft−1](Ωt) = 1− γF

(3.2)

Le GBT (Eq. 2.28) permet de calculer la BBA prédite m̂Ωt
M à t en fonction de la BBA de sortie

du filtre à t − 1 et les masses du modèle en cours M définies pour t conditionnellement à t − 1
(Eq. 2.28). Cependant, le calcul par le GBT nécessite de déterminer le conditionnement par rapport à
chaque proposition B ∈ 2Ωt = {∅t, {Tt}, {Ft}, {Tt, Ft}} quel que soit le modèle mais l’équation 3.2
ne définit que partiellement le modèle. Il manque à définir deux BBA conditionnelles :

6Cette hypothèse est très répandue en traitement de données temporelles [Rab89, Mur02, Sme05a, RS04] afin de
réduite les coûts de calcul et l’espace mémoire.
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– mΩt
T [Ft−1] : traduit la connaissance sur les propositions B ∈ 2Ωt à l’instant courant sous l’hy-

pothèse que l’état était faux à t− 1 et que le modèle utilisé à t est (( T : l’état est vrai )).
⇒ Nous choisissons une attitude conservatrice en optant pour une BBA vide traduisant notre
méconnaissance sur ce cas :

mΩt
T [Ft−1](Ωt) = 1 (3.3)

– mΩt
F [Tt−1] : traduit la connaissance sur les propositions B ∈ 2Ωt à l’instant courant sous l’hy-

pothèse que l’état était vrai à t− 1 et que le modèle utilisé à t est (( F : l’état est faux )).
⇒ Nous choisissons une attitude conservatrice en optant pour une BBA vide traduisant notre
méconnaissance sur ce cas :

mΩt
F [Tt−1](Ωt) = 1 (3.4)

Sous l’hypothèse que les BBA conditionnelles sont toutes distinctes7, les BBA mΩt
T [Ωt−1] et

mΩt
F [Ωt−1] sont déduites par application de la DRC (Eq. 2.29) :

mΩt
T [Ωt−1] = mΩt

T [Tt−1] ∪©mΩt
T [Ft−1]

mΩt
F [Ωt−1] = mΩt

F [Tt−1] ∪©mΩt
F [Ft−1]

(3.5)

Cependant, l’attitude conservatrice dans le choix de l’affectation des masses dans les équa-
tions 3.3 et 3.4 implique que la DRC va générer une BBA vide. En effet, mΩt

T [Ft−1](Ωt) = 1 et
mΩt
F [Tt−1](Ωt) = 1 sont absorbants par la DRC. On obtient donc :

mΩt
F [Ωt−1] = 1

mΩt
F [Ωt−1] = 1 (3.6)

Le modèle de prédiction est composé de 4 BBA conditionnelles, c’est à dire autant que de sous-
ensembles d’hypothèses dans 2Ωt−1 , et dont 2 sont vides :

Modèle (( l’état est vrai )) Modèle (( l’état est faux ))

T : mΩt
T [Tt−1](Tt) = γT

mΩt
T [Tt−1](Ωt) = 1− γT

mΩt
T [Ft−1](Ωt) = 1

mΩt
T [Ωt−1](Ωt) = 1

mΩt
T [∅t−1](∅t) = 1

F : mΩt
F [Ft−1](Ft) = γF

mΩt
F [Ft−1](Ωt) = 1− γF

mΩt
F [Tt−1](Ωt) = 1

mΩt
F [Ωt−1](Ωt) = 1

mΩt
F [∅t−1](∅t) = 1

(3.7)

Le GBT (Eq. 2.28) permet d’obtenir la prédiction :

m̂Ωt
M(C) =

∑
B⊆Ωt−1

mΩt
M[B](C) ·mΩt−1(B),∀C ⊆ Ωtm̂Ωt

M(C) =
∑

B⊆Ωt−1

mΩt
M[B](C) ·mΩt−1(B),∀C ⊆ Ωtm̂Ωt

M(C) =
∑

B⊆Ωt−1

mΩt
M[B](C) ·mΩt−1(B),∀C ⊆ Ωt (3.8)

On pose comme hypothèse que la sortie du filtre est consonante et normale (l’ensemble vide n’est pas
un élément focal) avec au plus deux éléments focaux :

– Tt et Ωt si le modèle en cours est T ,
– Ft et Ωt si le modèle en cours est F .

7Sinon il suffit d’appliquer la règle BDRC (Eq. 2.65).
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Par conséquent, la BBA conditionnelle mΩt
M[∅t−1] n’a pas d’impact sur la BBA prédite. De plus, du

fait du choix des modèles de prédiction, la BBA prédite est donc elle-aussi consonante avec les mêmes
éléments focaux que la sortie du filtre à t− 1. En fonction des modèles d’évolutionM∈ {T ,F}, les
éléments focaux de la BBA prédite sont donnés par l’équation 3.8 :

m̂Ωt
T (Tt) = γT ·mΩt−1(Tt−1) m̂Ωt

F (Ft) = γF ·mΩt−1(Ft−1)
m̂Ωt
T (Ωt) = γT ·mΩt−1(Ωt−1) + 1− γT m̂Ωt

F (Ωt) = γF ·mΩt−1(Ωt−1) + 1− γF
(3.9)

La prédiction est donc consonante et les mêmes éléments focaux sont identiques à ceux de la sortie du
filtre à t− 1. De plus, on remarque que l’application du modèle d’évolution (Eq. 3.8) revient en fait à
un affaiblissement (Eq. 2.13) où γM peut être interprété comme la fiabilité d’un couple d’hypothèses
à deux instants consécutifs. Cette propriété hérite de la particularité du modèle employé et de la
redistribution du conflit.

3.3.3 Mise à jour

Prédiction m̂Ωt
M et mesure m̃Ωt représentent deux sources d’information concernant l’état. La com-

binaison conjonctive de ces distributions de masse permet de renforcer le choix du modèle en cours
(spécialisation de la prédiction) :

mΩt = m̂Ωt
M ∩© m̃Ωt (3.10)

La CRC permet de mettre en évidence le degré de conflit entre la prédiction à t et les données
courantes. Le conflit joue le rôle d’un indicateur de changement de modèle. En effet, le conflit apparaît
lorsque le modèle utilisé dans le calcul de la prédiction n’est plus adapté aux données courantes. Sa
valeur εt est donnée par la masse sur l’ensemble vide après combinaison conjonctive :

εt = (m̂Ωt
M ∩© m̃Ωt)(∅t) (3.11a)

= m̂Ωt
M(∅t) + m̃Ωt(∅t) + m̂Ωt

M(Tt) · m̃Ωt(Ft) + m̂Ωt
M(Ft) · m̃Ωt(Tt) (3.11b)

On a vu dans le paragraphe précédent que ni le modèle d’évolution ni la prédiction ne présentait de
conflit interne. Par conséquent :

m̂Ωt(∅t) = m̂Ωt
F (Tt) = m̂Ωt

T (Ft) = 0

L’expression du conflit εt se réduit donc à la somme de deux éléments : le conflit provenant de la fusion
des caractéristiques mesurées m̃Ωt(∅t) et le conflit lié à la contradiction entre modèle et mesure. On
obtient donc :

εt =
{
m̃Ωt(∅t) + m̂Ωt

T (Tt) · m̃Ωt(Ft) si le modèle en cours est T
m̃Ωt(∅t) + m̂Ωt

F (Ft) · m̃Ωt(Tt) si le modèle en cours est F (3.12)

Pour détecter un changement de modèle, le conflit εt ne peut pas être utilisé directement car il peut
provenir des erreurs de mesures sur les caractéristiques (cf. Fig. 3.3c) sans correspondre réellement
à un changement d’état. Afin d’éviter les changements d’état intempestifs, nous avons utilisé un pro-
cessus de somme cumulée (CUSUM) pondérée décrit dans la section suivante.
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3.3.4 Détection de changement d’état

La CUSUM est la somme cumulée pondérée de la masse de conflit. La détection de changement
de modèle est basé sur un simple seuillage de la valeur de la CUSUM. Lorsque le seuil Ts (stop) est
atteint à l’instant ts, le modèle d’évolution est changé. Le nouveau modèle est appliqué à partir de ts.

Pour gérer les conflits de faible amplitude et de longue durée ou encore les conflits de forte am-
plitude et de faible durée, nous proposons d’utiliser un mécanisme d’oubli sur la CUSUM courante
CS(t) :

CS(t)← CS(t− 1) · λ+ εt (3.13)

Le coefficient d’oubli λ ∈ [0, 1] a été choisi constant et il est appliqué à chaque instant. La détection
de changement est basé sur un seuillage de la valeur de la somme cumulée. Lorsque le seuil Ts (stop)
est atteint à l’instant ts, le modèle d’évolution est changé. Le nouveau modèle est appliqué à partir de
l’instant ts.

Exemple 16. La figure 3.3 illustre un résultat du filtrage correspondant à la détection d’une action
sauter dans un saut en hauteur (la vérité terrain apparaît surlignée en trait noir et gras sur l’axe
temporel). La croyance à filtrer (Fig. 3.3a), c’est à dire la mesure, est bruitée, présente des fausses
alarmes ainsi que du conflit.

Le résultat du filtrage (Fig. 3.3b), avec un réglage adapté aux données (seuil de commutation de
modèle fixé à 2.2, cf. ligne pointillée en 3.3d), montre le rôle du processus de rupture de modèle : la
première rupture apparaît vers t = 47 et la seconde vers t = 63. A partir de t = 1, le modèle (( l’état
est faux )) est appliqué. Le critère de détection de changement (Fig. 3.3d) indique qu’à t = 49 le
modèle doit être remplacé car il ne correspond plus aux données qui ont évolué. Le modèle (( l’état
est vrai )) est appliqué à partir de la première rupture (une zone de doute est imposée de t = 47 à
t = 49). Puis à t = 63, une seconde rupture a lieu : l’état redevient faux.

La figure 3.3c correspond au conflit entre le modèle et les données. Les chahutements proviennent
des variations dans la mesure impliquant des discordances entre prédiction et mesure.

La figure 3.3d illustre le critère de décision correspondant à la somme cumulée pondérée du
conflit. La pondération permet d’oublier progressivement les fausses détections (cf. la décroissance
sur [30, 45]). Notons qu’un décalage existe entre les croyances et la somme cumulée car à l’issue d’un
changement de modèle, un retour en arrière de quelques instants est effectué.

A l’instant t, seul l’un des deux modèles (T et F) est appliqué. Lorsqu’un changement de modèle
doit intervenir pour l’état concerné, c’est à dire le seuil d’arrêt Ts est atteint par la CUSUM, l’intervalle
de temps noté Id tel que :

Id = [ts −W , ts] (3.14)

est interprété comme un intervalle de transition entre les deux modèles d’évolution de l’état. Le para-
mètreW permet de limiter la taille de la transition. Une distribution de masse modélisant l’ignorance
est affectée en sortie du filtre sur tout l’intervalle Id :

mΩt
Id (Ωt) = 1 (3.15)

Puis, à partir de la borne supérieure de Id (c’est à dire ts), le nouveau modèle (en concordance avec
les mesures) est appliqué et la CUSUM est remise à zéro.
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FIG. 3.3 : Un résultat de filtrage.

3.3.5 Sortie du filtre : gestion du conflit

Peu avant le dépassement du seuil (phase transitoire du changement de modèle), la BBA issue de
la combinaison entre prédiction et mesure peut faire apparaître un conflit élevé. Or, nous souhaitons
que la BBA de sortie du filtre soit consonante et sans conflit. En conséquence, la masse de conflit εt
doit être redistribuée. Dans cette section, nous présentons les mécanismes de formatage de la sortie
du filtre afin d’obtenir une BBA consonante.

3.3.5.1 Importance du conflit

La mise à jour de la BBA courante de sortie du filtre dépend de deux cas de figure :

– Lorsque la valeur instantanée du conflit (εt) entre la prédiction et la mesure est importante, nous
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faisons confiance au modèle d’évolution en conservant la BBA prédite :

mΩt = m̂Ωt
M si εt ≥ δ∅ (3.16)

Le seuil de tolérance au conflit instantané est adapté automatiquement par une moyenne de la
valeur du conflit sur un intervalle de temps (N ) :

δ∅ = 1
N

t∑
ti=(t−N−1)

εti (3.17)

où N est inférieur à la durée de l’état en cours. Ce seuillage est bien adapté lorsque la dis-
tribution de masses à filtrer présente du conflit. Lorsque le conflit est constamment présent
mais sans pour autant indiquer un changement dans la distribution de masses à filtrer, alors ce
seuillage permet de s’affranchir des commutations.

– Lorsque la valeur instantanée du conflit (εt) entre la prédiction et la mesure est faible (< δ∅), la
sortie du filtre est mise à jour en calculant la combinaison conjonctive de la prédiction avec la
mesure :

mΩt = m̂Ωt
M ∩© m̃Ωt si εt < δ∅ (3.18)

où le seuil de tolérance est donné par l’équation 3.17.

On peut remarquer que dans le cas où la masse de conflit instantanée εt est supérieure au seuil
de tolérance δ∅ à des instants successifs t0, t1, t2 . . . t, la distribution de masses en sortie du filtre
mΩt à ces instants correspondra toujours à la prédiction. Par conséquent, vue la forme du modèle de
prédiction, la sortie du filtre tendra vers la BBA vide, c’est à dire limt→∞m

Ωt(Ωt)→ 1, ce qui reflète
l’ignorance totale (logiquement car ceci correspond au cas où le modèle n’est plus en accord avec les
données depuis trop longtemps). La taux de convergence de la distribution de masse initiale mΩt=t0

vers la distribution vide dépend de la valeur de γM. Il est possible d’estimer la durée nécessaire pour
qu’une BBA simple telle que mΩt0 (Tt0) = v0 tende vers mΩt(Tt) = v1 (v1 < v0) et cette durée vaut
τ = log(v1/v0)

log(γM) . Ainsi, après τ dépassements consécutifs de la valeur du seuil de tolérance du conflit δ∅,
la valeur de la masse sur l’ignorance sera de mΩt(Ωt) = 1− v1.

3.3.5.2 Gestion du conflit interne

Le conflit εt entre prédiction et mesure doit être redistribué. De plus, nous souhaitons que si le
modèle actif est T alors les éléments focaux sont Tt et Ωt, et si le modèle actif estF alors les éléments
focaux sont Ft et Ωt.

Nous présentons la gestion du conflit lorsque le modèle actif est T , la généralisation au cas où le
modèle actif est F étant très rapide. Dans le cas de T on applique la redistribution suivante :

– Redistribution de la masse de conflit mΩt(∅t) – Cette masse de conflit est affectée à Tt, c’est
à dire sur l’hypothèse soutenue par le modèle actif. Ce conflit est égal à la somme du conflit
provenant de la fusion des caractéristiques (m̃Ωt(∅t)) et de la contradiction entre l’hypothèse Tt
du modèle et l’hypothèse Ft des observations (contradiction quantifiée par m̂Ωt

T (Tt) · m̃Ωt(Ft)).
La masse m̃Ωt(∅t) représente un conflit non résolu avant filtrage et nous supposons qu’il est
accepté par l’utilisateur [Sme05a] tandis que la masse m̂Ωt

T (Tt) · m̃Ωt(Ft) prend en compte la
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véracité du modèle d’évolution en cours auquel nous faisons confiance.

– Redistribution de la masse mΩt(Ft) – Cette masse de conflit est affectée à Ωt, c’est à dire sur
le doute concernant le modèle utilisé. L’élément Ft est en conflit avec le modèle T et reflète un
changement potentiel de modèle. Il n’est donc pas transféré sur l’hypothèse en cours (Tt) car il
pourrait induire du conflit encore plus important à l’instant suivant (effet (( catalyseur ))).

Le même raisonnement tient lorsque le modèle est F . Les redistributions sont résumées comme
suit :

Redistribution lorsque le modèle est (( T : l’état est vrai ))

mΩt(Tt)← mΩt(Tt) +mΩt(∅t)
mΩt(Ωt)← mΩt(Ωt) +mΩt(Ft)
mΩt(∅t) = mΩt(Ft) = 0

(3.19)

Redistribution lorsque le modèle est (( F : l’état est faux ))

mΩt(Ft)← mΩt(Ft) +mΩt(∅t)
mΩt(Ωt)← mΩt(Ωt) +mΩt(Tt)
mΩt(∅t) = mΩt(Tt) = 0

(3.20)

3.4 Critère de qualité locale

Nous proposons de définir un critère permettant de mesurer la qualité de l’état filtré. On note ce
critère LQ (local quality). A un instant donné t, la qualité de l’état filtré est élevée si le degré de
confiance sur la réalisation de l’état est élevée et si le conflit est faible. Le degré de confiance peut
être quantifié par la probabilité pignistique, la croyance ou encore la plausibilité sur Tt ou Ft.

Sur l’intervalle de temps où un modèle M est utilisé, nous calculons la moyenne des degrés
de confiance pondérée par l’opposé du conflit. Par exemple, si la confiance est représentée par une
probabilité pignistique alors le critère est défini récursivement de la façon suivante :

LQBetP
ts:t (h) =

(
1− 1

t− ts

)
· LQBetP

ts:(t−1)(h) + BetPΩt(h)
t− ts

· (1− εt),∀h ∈ Ωt (3.21)

Cette définition du critère correspond à une moyenne calculée en ligne qui intègre la qualité passée et
le degré de confiance sur l’état en cours pondéré par l’opposé du conflit. La variable h est égale à Tt
si le modèle utilisé est T et vaut Ft si le modèle est F . De la même manière on peut définir LQbel

ts:t et
LQpl

ts:t vérifiant LQBetP
ts:t , LQ

bel
ts:t, LQ

pl
ts:t ∈ [0, 1] et :

LQbel
ts:t ≤ LQBetP

ts:t ≤ LQpl
ts:t (3.22)

Ce critère est borné sur [0, 1] car les degrés de confiance bel, pl et BetP sont bornés sur [0, 1] et
donc la moyenne l’est aussi. Dans le cas d’un espace de discernement binaire et pour l’exemple de la
probabilité pignistique, le critère LQBetP

ts:t peut s’écrire :

LQBetP
ts:t (Tt) =

(
1− 1

t− ts

)
· LQBetP

ts:(t−1)(Tt) + mΩt(Tt) + 0.5 ·mΩt(Tt ∪ Ft)
t− ts

LQBetP
ts:t (Ft) =

(
1− 1

t− ts

)
· LQBetP

ts:(t−1)(Ft) + mΩt(Ft) + 0.5 ·mΩt(Tt ∪ Ft)
t− ts

(3.23)



64 CHAPITRE 3 – Filtrage de fonctions de croyance

où le facteur (1− εt) est annulé du fait de la définition de la transformée pignistique.

Exemple 17. Un exemple de qualité évoluant au cours du temps (correspondant aux données de la
figure 3.3) avec la probabilité pignistique en guise de degré de confiance est donné sur la figure 3.4.
Les grandes variations sont dues aux réinitialisations de la qualité lors des changements de modèles.
Dans cet exemple, on remarque que la qualité du filtrage avec le modèle T (sur l’intervalle [49, 63],
figure de gauche) est environ égale à 0.51 (valeur en t = 63). La qualité du filtrage avec le modèle
état vrai n’est pas élevée à cause du conflit sur les données initiales (Fig. 3.3a). Le filtrage avec le
modèle F (état faux) mène à LQ1:47

BetP(Ft) = 0.65 et LQ66:98
BetP(Ft) = 0.77, soit une qualité moyenne

de 0.71. On peut en conclure que la qualité globale du filtrage de la distribution de masses de la
figure 3.3a est de (0.51 + 0.65 + 0.77)/3 = 0.64.
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FIG. 3.4 : Evolution de la qualité pour le filtrage de la figure 3.3.

3.5 Estimation des paramètres du filtre

Les seuils importants utilisés dans le filtre sont :
– le seuil d’arrêt Ts utilisé pour la détection de changement,
– le coefficient d’oubli λ intervenant sur le calcul de la somme cumulée,
– les coefficients des modèles γT et γF .

Ces trois paramètres influent conjointement sur les résultats du filtre ce qui complique leur réglage.
Les tailles des fenêtres temporelles intervant sur la largeur maximale de la transition (W) et sur
l’adaptation du seuil de tolérance au conflit (N ) sont fixées par expertise. Dans un grand nombre
de tests sur l’analyse de vidéos, nous avons choisi W = 3 et N = 5 (ces valeurs correspondent à
3/25 ≈ 0.12 secondes et 5/25 ≈ 0.2 secondes respectivement).

3.5.1 Données d’apprentissage

Afin d’optimiser les paramètres, des critères doivent être définis. Dans le cadre de l’analyse de vi-
déos, les critères de rappel et de précision sont généralement utilisés. Leur calcul nécessite de disposer
d’un ensemble d’apprentissage composée de fonctions de croyance temporelles annotées. La vérité
terrain donne l’ensemble des éléments corrects |c|. L’algorithme de détection génère un ensemble
de réponses |r| que l’on compare à la vérité terrain. On note |c ∩ r| l’intersection des ensembles de
données correctes (|c|) et retrouvées (|r|). Les définitions des critères utilisés sont les suivantes :
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Rappel : Le rappel est donné par le rapport entre le nombre de données correctement retrouvées sur
le nombre de données correctes, c’est à dire R = |c∩r|

|c| . Le rappel est grand si l’algorithme
parvient à détecter les éléments recherchés même s’ils sont noyés dans des éléments incorrects.

Précision : La précision est donnée par le rapport entre le nombre de données correctement retrou-
vées sur le nombre de données retrouvées par l’algorithme, c’est à dire P = |c∩r|

|r| . La précision
est grande si les éléments détectés sont corrects.

Mesure F1 : Une mesure globale appelée mesure F1 est utilisée comme un compromis entre rappel
et précision. Elle est donnée par F1 = 2·R·P

R+P .

Rappel, précision et mesure F1 sont donc donnés par :

P = |c ∩ r|
|r|

R = |c ∩ r|
|c|

F1 = 2 ·R · P
R + P

(3.24)

3.5.2 Seuil d’arrêt Ts et coefficient d’oubli λ

Pour l’estimation de la valeur du seuil d’arrêt Ts et du coefficient d’oubli λ, nous considérons
deux procédures. La première étudie l’influence conjointe des paramètres sur les valeurs de rappel,
précision et mesure F1, et la seconde est une estimation plus grossière mais pouvant suffire si l’on
connaît suffisamment les données traitées.

On suppose disposer d’un jeu de données d’apprentissage formées de croyances temporelles sur
un état et d’une vérité terrain indiquant où l’état est vrai. Un exemple de telles données est illustré
sur la figure 3.3a où la référence est donnée par le trait noir et gras sur l’axe temporel. Les croyances
sont définies sur Ωt = {Tt, Ft} et évoluent au cours du temps. La vérité terrain fournit en particulier
l’instant de départ où l’état est vrai, on le note td.

Etude conjointe Le seuil d’arrêt Ts et le coefficient d’oubli λ ont une influence conjointe impor-
tante sur les résultats du filtrage.

Si le seuil d’arrêt Ts est trop faible alors il sera rapidement atteint par la somme cumulée du
conflit ce qui entrainera des changements de modèles précoces. Dans le cas où Ts est trop grand, il
se peut qu’aucun changement de modèle n’ait lieu car le seuil sera atteint difficilement par la somme
cumulée.

Quant à la valeur du coefficient d’oubli λ, elle permet de gérer l’amplitude de la somme cumulée.
Si λ est faible (≈ 0) alors la somme cumulée est fortement pondérée (cf Eq. 3.13) et il est donc
nécessaire que Ts soit faible afin que le seuil soit atteint par la somme cumulée. Lorsque λ est grand
(≈ 1) alors Ts doit être relativement élevé pour être robuste aux fausses alarmes.

L’estimation d’un couple (T∗s, λ∗) optimal pour un ensemble d’apprentissage donné (et donc pour
une application donnée) consiste à tracer les valeurs de rappel, précision et/ou mesure F1 en fonction
des paramètres Ts et λ. Le couple (T∗s, λ∗) est choisi tel qu’il maximise l’un des critères (le choix se
fait en fonction de l’application). Ce type d’expérience a été menée dans [RPRP07] pour l’analyse de
vidéos de sports à partir d’une base de vidéos annotées manuellement.

Exemple 18. La figure 3.5 (tirée de [RRP07c]) montre l’évolution de la mesure F1 pour des sauts
en hauteur avec deux types de détecteur d’action (haut : modélisation heuristique basée sur les sous-
ensembles flous, bas : issues de mélanges Gaussiens après apprentissage) et en fonction de quelques
valeurs de ces paramètres. Cette figure montre que :
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– il est difficile de trouver un réglage unique pour les trois actions dans le cas du premier en-
semble de détecteurs (figure du haut). Un couple possible est (3, 0.85) assurant une mesure F1

un peu inférieure à 70% pour les trois actions.
– le couple (2.2, 0.87) assure une mesure F1 élevée, proche ou supérieure à 80% pour les trois

actions et donc un couple unique peut être déterminé pour le deuxième ensemble de détecteurs
d’action (figure du bas).

L’étude conjointe peut prendre du temps en fonction de la taille des données à traiter et du nombre
de couples. Une autre méthode, plus simple mais plus grossière, est proposée dans le paragraphe
suivant.

FIG. 3.5 : Evolution de la mesure F1 en fonction des couples (Ts, λ) pour la détection des actions courir,
sauter et chuter dans un saut en hauteur (mesure moyennée sur 10 sauts en hauteur). Deux ensembles de
résultats sont présentés : détection des actions par la fusion de BBA issues d’une modélisation heuristique
basée sur les sous-ensembles flous (haut) et issues de mélanges Gaussiens après apprentissage intensif (bas).
Image tirée de [RRP07c].

Etude indépendante L’étude indépendante permet une estimation plus grossière et beaucoup plus
rapide que précédemment dans le cas où les données à traiter sont bien connues par l’utilisateur.

Une solution pour l’estimation d’un couple (T∗s, λ∗) consiste en une procédure itérative débutant
par le choix d’une pondération initiale λ0 suivi d’un filtrage avec les caractéristiques suivantes :

1. initialiser le filtre avec le modèle F (état faux),

2. fixer le seuil d’arrêt à Ts =∞ afin d’interdire tout changement de modèle.

Puis appliquer le TCF. Une fois les données filtrées, on dispose d’une valeur de somme cumulée
CS(t) pour chaque instant t des données d’apprentissage. A l’instant td, correspondant à l’instant de
départ de l’action donnée par la vérité terrain, la valeur de la somme cumulée (pour la valeur de λ
choisie) peut être vue comme une approximation du seuil d’arrêt, c’est à dire Ts

∗ = CS(td).
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Lorsque les données sont bruitées, il est possible que ce seuil ne soit pas optimal dans le sens où
à d’autres instants ne correspondant pas à l’état vrai, ce seuil soit franchi. Dans ce cas, la pondération
λ de la somme cumulée peut être diminuée, par exemple λ1 = σ · λ0, où σ ∈]0, 1[ est un taux de
décroissance, et la procédure réitérée.

Exemple 19. La figure 3.6 présente un exemple d’estimation pour une action sauter dans une vidéo
de saut à la perche. La figure 3.6a illustre les BBA temporelles fournies par le détecteur d’action
sauter. On cherche à estimer le seuil d’arrêt Ts. On connaît pour cela la vérité terrain, indiquée par
le trait noir et gras sur chacune des figures. D’après cette vérité terrain, l’action sauter débute en
td = 63 (et se termine en t = 103). Comme décrit précédemment, on applique tout d’abord le filtre
avec le modèle F et un seuil d’arrêt Ts = ∞. Le résultat du filtrage est donné sur la figure 3.6b
et celui de la somme cumulée du conflit CS(t) sur la figure 3.6c. Le seuil d’arrêt optimal (d’après
la vérité terrain) est Ts

∗ = CS(td) ≈ 1.6. Le problème avec ce seuil est qu’il engendre une fausse
détection vers l’instant t = 8. On choisit d’augmenter le seuil d’arrêt pour qu’il reste insensible à
cette fausse détection et on fixe Ts = 2.1. Finalement, le filtre est appliqué sur la BBA temporelle de
la figure 3.6a avec ce seuil et le résultat est donné sur la figure 3.6d.

3.5.3 Coefficients des modèles T et F
Pour chacun des deux modèlesM∈ {T ,F}, il existe un coefficient γM. Ces coefficients lient la

masse de croyance sur une hypothèse entre deux instants successifs, par exemple T f−1 et T f pour le
modèle T , et peuvent être interprétés comme des croyances conditionnelles (Eq. 3.2). Pour estimer
la valeur des coefficients γT lorsque l’état est vrai, nous proposons la procédure suivante. Notons que
cette procédure est facilement généralisable pour estimer γF dans le cas où l’état est faux.

On suppose que l’on dispose d’un jeu de n BBA [m̃Ω1 ; m̃Ω2 ; . . . m̃Ωt ; . . . m̃Ωn ] traduisant la vé-
racité d’un état à des instants t et définies sur un espace binaire. Ces échantillons, correspondant à
des instants où la vérité indique que l’état est vrai, sont classiquement fournis par un système de fu-
sion. Nous utilisons ces échantillons pour estimer la croyance conditionnelle moyenne de l’hypothèse
(( l’état est vrai )) (c’est à dire Tt) :

γT = m̃Ωt
moy[Tt−1](Tt) (3.25)

Pour cela, nous calculons tout d’abord la BBA de chaque couple (mΩt−1 ,mΩt). Cette BBA est obtenue
en étendant les deux BBA du couple sur l’espace commun donné par Ωt−1×Ωt puis en les combinant
conjonctivement. La BBA obtenue est ensuite conditionnée sur la vérité terrain à t − 1, c’est à dire
(( l’état est vrai )), puis marginalisée sur l’espace courant Ωt. On obtient donc :

m̃Ωt
moy[Tt−1] =

(
1

n− 1 ·
n∑
t=2

(
m̃Ωt−1↑Ωt−1×Ωt ∩© m̃Ωt↑Ωt−1×Ωt

))
[Tt−1]↓Ωt (3.26)

Le conflit dans les données d’apprentissage peut générer du conflit dans l’estimation et mener à
m̃Ωt

moy[Tt−1](∅t) ≥ 0. Nous choisissons de normaliser la BBA résultante en utilisant l’équation 2.3
menant à :

γT =
m̃Ωt

moy[Tt−1](Tt)
1− m̃Ωt

moy[Tt−1](∅t)
(3.27)

Pour obtenir γF , il suffit d’appliquer le même schéma mais sur des BBA où la vérité terrain indique
que l’état est faux et en conditionnant par Ft−1 dans l’équation 3.26. On obtient alors l’estimée de γF
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FIG. 3.6 : Estimation du seuil d’arrêt : a) données d’apprentissage avec la vérité terrain indiquée par un
trait noir, b) le filtrage avec un seuil d’arrêt infini, c) évolution de la somme cumulée du conflit lorsque le seuil
d’arrêt est infini et d) le filtrage avec un seuil d’arrêt fixé à 2.1 obtenu comme indiqué à l’exemple 19.

par :

γF =
m̃Ωt

moy[Ft−1](Ft)
1− m̃Ωt

moy[Ft−1](∅t)
(3.28)

Exemple 20. Nous utilisons les données d’apprentissage de la figure 3.7 auxquelles nous appliquons
la procédure d’estimation des coefficients des modèles γT et γF . L’intervalle [12, 71] est utilisé pour
le coefficient γT (Eq. 3.26) tandis que l’intervalle [74, 193] est utilisé pour estimer γF (Eq. 3.26 mais
avec conditionnement sur Ft−1). On obtient alors les deux BBAs mΩt

moy[Tt−1] et mΩt
moy[Ft−1] suivantes :

mΩt
moy[Tt−1](Tt)mΩt
moy[Tt−1](Tt)mΩt
moy[Tt−1](Tt) === 0.7550.7550.755 mΩt

moy[Ft−1](Tt) = 0.024
mΩt

moy[Tt−1](Ft) = 0.052 mΩt
moy[Ft−1](Ft)mΩt
moy[Ft−1](Ft)mΩt
moy[Ft−1](Ft) === 0.9170.9170.917

mΩt
moy[Tt−1](Tt ∪ Ft) = 0.193 mΩt

moy[Ft−1](Tt ∪ Ft) = 0.059
(3.29)
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Les coefficients des modèles sont donc :

γT = 0.755 γF = 0.917 (3.30)
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FIG. 3.7 : Un jeu de données d’apprentissage : action (( course )) dans un saut en hauteur. La vérité terrain
est donnée par le trait noir sur l’axe temporel.

3.5.4 Initialisation du filtre

Le filtre temporel crédibiliste fonctionne en ligne (la BBA à t est calculée à partir des informations
à t− 1). Lors de l’initialisation, le modèle qui correspond le mieux aux premières mesures est sélec-
tionné. Pour cela, le calcul de la CUSUM est réalisé sur les premièrs instants pour les deux modèles
puis celui présentant la plus petite CUSUM est choisi.

3.6 Amélioration du filtre

Le filtre que nous avons proposé impose un choix binaire et strict du modèle d’évolution à chaque
instant (soit T ou soit F est appliqué). Il pourrait être intéressant de lever ces deux contraintes et
d’étudier les aspects suivants :

– La commutation n’est plus basée sur un seuillage – Le réglage d’un seuil peut être cri-
tique. Une solution consiste à considérer une description floue du seuil voire une fonction de
croyance sur les modèles. Dans ce cas, nous tendrons vers une généralisation des modèles à
sauts [PRCM99] (§ 3.1).

– La fonction de croyance temporelle n’est plus binaire – Comment appliquer le filtre lorsque
la fonction de croyance à filtrer est définie sur un cadre de discernement Ω de cardinalité n =
|Ω| > 2 ? Nous proposons une approche basée sur un grossissement du cadre de discernement.

Nous présentons ci-dessous des pistes d’amélioration possibles et soulevons les problèmes inhé-
rents à ces propositions.
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3.6.1 Changement de modèle crédibiliste

Le filtrage avec le filtre temporel crédibiliste (TCF) peut être performant mais il est nécessaire de
bien régler le seuil d’arrêt. Afin de faciliter son réglage, une solution consiste à décrire la commutation
par une BBA. De cette manière, à chaque instant t, une BBA est générée qui quantifie la croyance sur
les modèles devant être utilisés à t. On parle alors de modèle à sauts crédibilistes. La détermination du
meilleur état à chaque instant est complexe car il est conditionné par le modèle. Pour une distribution
temporelle de durée T , il existe 2T séquences de modèles possibles (deux modèles sont possibles à
chaque instant) et après avoir déterminé la meilleure séquence de modèles, il est encore nécessaire de
déterminer la meilleure séquence d’états. Dans le cadre des modèles à sauts probabilistes [PRCM99],
une solution basée sur un algorithme de Viterbi approximatif et un filtre de Kalman a été proposée.

Dans le cadre du TCF avec modèle à sauts crédibilistes, un problème lié au conflit peut apparaître.
En effet, la consonance de la BBA à chaque instant n’est plus assurée en sortie du filtre puisque le
modèle n’est plus connu avec certitude et donc la prédiction et la mise à jour peuvent induire du conflit
qu’il apparaît difficile de redistribuer. Ce conflit pourrait par ailleurs être utilisé pour déterminer le
meilleur modèle à chaque instant.

3.6.2 Généralisation du filtre à N états

En fonction de l’application, il peut être intéressant de filtrer une fonction de croyance définie
sur un cadre de discernement non binaire et de cardinalité N = |Ω| > 2. Nous proposons une
méthode permettant d’exploiter le filtre TCF. Pour cela, on pose Ωs

t = {E1
t , E

2
t . . . E

N
t } le cadre de

discernement de la fonction de croyance à filtrer et on dispose à chaque instant d’une BBA temporelle
mΩst qu’il s’agit de filtrer. Les hypothèses Ei

t seront appelées états dans la suite.
Pour réaliser le filtrage, nous proposons de se ramener à un cadre de discernement binaire à l’aide

des opérations sur les cadres. La proposition est représentée sur la figure 3.8 : nous effectuons N
grossissements du cadre de discernement Ωs

t , c’est à dire autant de grossissement que d’hypothèses,
où chaque grossissement est binaire sur Ωi

t = {T it , F i
t } signifiant que l’hypothèse Ei

t ∈ Ωs
t est vraie

ou fausse :
Ωi
t = {T it , F i

t }
T it : l’hypothèse Ei

t est vraie
F i
t : l’hypothèse Ei

t est fausse
(3.31)

Ainsi, il est possible d’appliquer le filtre TCF puisque nous nous sommes ramenés à des BBA tempo-
relles binaires. La procédure proposée consiste en 4 étapes illustrés sur la figure 3.8 :

1. créer N BBA binaires définies sur à partir de la BBA initiale,

2. filtrer les N BBA binaires indépendamment avec le filtre TCF,

3. étendre les N BBA filtrées avec l’opérateur d’extension vide sur le cadre initial Ωs
t ,

4. combiner les N BBA étendues avec la CRC.

Etape 1 : grossissement L’espace Ωi
t est un grossissement de Ωs

t et donc nous devons définir l’ap-
plication ρ : 2Ωst → 2Ωit afin de transférer les masses des différentes propositions de Ωs

t vers les
propositions dans 2Ωit = {∅it, {T it }, {F i

t }, {T it , F i
t }} :

ρ : 2Ωst → 2Ωit

mΩst (B) 7→ mΩit(ρ(B)) (3.32)
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FIG. 3.8 : Application du TCF pour le filtrage de fonctions de croyance non binaires.

Le grossissement est illustré sur la figure 3.9 où l’on cherche à filtrer la masse sur un élément Ei
t . Cet

élément est donc associé à T it et les autres éléments, c’est à dire Ei
t, sont associés à F i

t .

i
t

F

T

E i

E i

S
t

FIG. 3.9 : Illustrations du grossissement pour le filtrage de fonctions de croyance définies sur des espaces non
binaires.

Une application ρ assurant une consistance des éléments focaux dans 2Ωit est la suivante :
– La massemΩit(T it ) correspond à la part de croyance sur le fait que l’état est vrai. Le PMI indique

que seule la masse mΩst (Ei
t) correspond effectivement à cette connaissance.

– La masse mΩit(F i
t ) correspond à la part de croyance sur le fait que l’état est faux. Le PMI

indique que toutes les masses dont les éléments focaux ne contiennent pas Ei
t correspondent à

cette connaissance.
– La masse mΩit(Ωi

t) correspond à la part de croyance sur le fait que l’état est vrai ou faux. Le
PMI indique que toutes les masses contenant Ei

t et dont les éléments focaux sont de cardinalité
supérieure à l’unité correspondent à cette connaissance.

– La masse mΩit(∅it) a seulement mΩst (∅t) pour correspondance.
La BBA binaire mΩit de l’état Ei

t est donc obtenue de la manière suivante :

mΩit(T it ) ← mΩst (Ei
t)

mΩit(F i
t ) ←

∑
Eit∩Bi=∅
Bi 6=∅

mΩst (Bi)

mΩit(T it ∪ F i
t ) ←

∑
Eit⊂Bi

mΩst (Bi)

mΩit(∅t) ← mΩst (∅t)

(3.33)
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Etape 2 : filtrage On dispose de n BBA, une pour chaque état Ei
t et chacune définie sur un espace

binaire. Elles peuvent être traitées par le filtre TCF présenté précédemment. Les n BBA filtrées sont
m

Ωit∗ .

Etape 3 : raffinement Après filtrage, il est possible d’obtenir une BBA sur l’espace Ωs
t à partir des

BBA sur chaque état. Pour cela, on suit le même raisonnement que sur la figure 3.9 et on calcule la
BBA sur l’espace raffiné Ωs

t à chaque instant de la manière suivante :

m
Ωst
i (Ei

t) ← mΩit(T it )
m

Ωst
i (Ωs

t) ← mΩit(T it ∪ F i
t )

m
Ωst
i (Ωs

t\Ei
t) ← mΩit(F i

t )
(3.34)

Remarque 3.1. La masse mΩit(∅t) n’est pas utilisée car le TCF assure une sortie sans conflit. De
plus, la sortie du TCF étant consonante, ceci implique que soit Ei

t ou soit Ωs
t\Ei

t est un élément focal
à un instant donné. Par conséquent, les n BBA obtenues sont des BBA simples.

Etape 4 : combinaison Disposant des n BBA définies sur Ωs
t , il est possible de les combiner afin

d’établir la croyance sur Ωs
t prenant en compte les différents filtrages. Cette BBA est obtenue par la

combinaison conjonctive des BBA fournies par les n filtres :

mΩst = ∩©
i∈{1...N}

m
Ωst
i (3.35)

Quelques remarques Une première remarque sur la méthode concerne le fait que l’on dégrade la
BBA initiale. En effet, l’opération de grossissement (Eq. 3.34) n’est généralement pas réversible. On
peut même dire que l’on perd de l’information car la granularité du cadre après grossissement est plus
faible.

De plus, les BBAs après raffinements sont des BBA simples et cette propriété provient des redis-
tributions proposées dans la définition du filtre. Le problème est que les BBA simples sont combinées
avec un opérateur conjonctif et par conséquent du conflit risque d’apparaître.

3.7 Conclusion

Le filtre que nous avons proposé permet d’une part d’estimer la BBA sur la véracité d’un état en
fonction des observations faites sur le système et de l’état à l’instant précédent. D’autre part, ce filtre
permet de filtrer les BBA c’est à dire d’obtenir des BBA moins sensibles aux défauts de perception.
Les BBA obtenues sont consonantes et sans conflit.

Le filtre repose sur le principe (( prédiction – mise à jour )) classiquement utilisé dans les méthodes
de filtrage. Notre apport tient essentiellement dans l’aspect commutation de modèles entre les modèles
l’état est vrai et l’état est faux et l’aspect exploitation du conflit. La commutation de modèles est
inspirée de méthodes développées dans la théorie des probabilités et elle est gérée par un mécanisme
de seuillage du conflit apparaissant lors de la phase de (( mise à jour )) et plus précisément lors de la
fusion entre la prédiction et la mesure des capteurs. L’application du filtre nécessite l’utilisation de
trois paramètres importants pour lesquels une procédure d’estimation a été proposée.
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Le filtre exploite la relation entre les BBA d’un même état à deux instants consécutifs. Il s’agit
à présent de tirer parti de la relation entre les états. C’est ce qui est proposé dans les deux chapitres
suivants où nous traitons le problème de la reconnaissance de séquences d’états dans le cadre des
fonctions de croyance.
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Chapitre 4

Reconnaissance déterministe de séquences
d’états par machine à états finis crédibilistes

4.1 Introduction

Dans le cadre de l’analyse de systèmes dynamiques, les croyances fournies par les sources ob-
servatrices traduisent généralement une opinion sur un état pris par le système. Dans les applications
réelles, les états sont multiples et le système évolue d’un état à l’autre au cours du temps suivant des
séquences particulières. L’aspect dynamique intervient à deux niveaux :

– Sur un même état et entre deux instants consécutifs : le filtre TCF proposé dans le chapitre
précédent tire parti de cette information.

– Sur la séquence des états au cours du temps : cette information permet de prendre en compte
les relations entre les états.

Une méthode de reconnaissance de séquences doit, en plus des informations de causalité entre les
états de la séquence, intégrer les informations temporelles entre deux instants successifs.

Deux grandes familles de méthodes de reconnaissance de séquences existent : les méthodes IA
(Intelligence Artificielle), pour lesquelles les modèles de séquences sont bien connus et fournis par
des experts du domaine d’application, et les méthodes statistiques où les modèles de séquences sont
inconnus et déterminés à partir d’un processus d’apprentissage. Les méthodes statistiques font l’objet
du chapitre suivant. Dans ce chapitre, nous nous intéressons aux méthodes IA dans le cadre des
fonctions de croyance.

Peu de travaux sur la reconnaissance de séquences d’états dans le cadre des fonctions de croyance
ont été réalisés. On peut citer deux méthodes proposées par Rombaut et al. : la première est un réseau
de Pétri crédibiliste (BPN : Belief Petri Net) élaboré lors de la thèse de I. Jarkass [RJD99] et la se-
conde est le système IDRES (Intelligent Driving Recognition with Expert System) proposé avec J.M.
Nigro [NR03]. Ces deux systèmes ont été appliqués à la reconnaissance de manoeuvres d’un conduc-
teur dans le cadre de l’assistance à la conduite automobile et ont été comparés dans [RLRNJ00]. Dans
le paragraphe ci-dessous, nous décrivons les points clés du BPN qui représente une méthode géné-
rale proche de l’ordonnanceur CSS alors que IDRES est un système expert dédié à une application
particulière.

Notons que les réseaux évidentiels (§ 2.2.1.3) permettraient de décrire des séquences d’états sous
la forme de graphes orientés. Ils ont été appliqués à des problèmes de diagnostic mais n’ont pas
été appliqués à la reconnaissance de séquences et l’aspect temporel n’a jamais été explicité dans ces
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réseaux. Nous proposerons dans le chapitre suivant une méthode pour traiter des fonctions de croyance
temporelles utilisant des outils initialement développés dans le cadre des réseaux évidentiels.

Le réseau de Pétri crédibiliste Le BPN décrit une séquence sous la forme d’un graphe orienté. Le
graphe est composé de P places (équivalentes à des nœuds) et dans le modèle proposé dans [RJD99],
chaque place est reliée au plus à une place amont et au plus une place avale.

A la différence de ce que nous proposons, il s’agit de calculer, à un instant t donné, la fonction
de croyance sur l’ensemble des places mΩt avec Ωt = {P t

1, P
t
2 . . . P

t
K}, au lieu de K croyances sur

chacune des places, à partir de :
– la fonction de croyance sur l’ensemble des places à l’instant précédent mΩt−1 . A l’initialisation,

une distribution a priori mΩ0 doit être choisie. Cette BBA peut être vide ou prendre une forme
quelconque (cf. tableau 2.1).

– l’ensemble des fonctions de croyance sur les transitions entre deux places consécutives Pk et
Pk+1. Chacune de ces BBA est définie sur Θt

k = {T tk, F t
k} et représente la croyance sur le fait

que la transition de Pk vers Pk+1 est vraie (Tk) ou fausse (Fk).
La croyance à un instant t sur l’ensemble des places est déterminée par application du GBT
(Eq. 2.28) :

mΩt(C) =
∑

B⊆Ωt−1

mΩt [B](C) ·mΩt−1(B),∀C ⊆ Ωt
(4.1)

où les masses conditionnelles mΩt [B] représentent la croyance sur les places à t conditionnellement
aux croyances sur les places à l’instant précédent t − 1 et sont quantifiées par les croyances sur les
transitions. Chaque transition est vue comme une source d’information donnant la croyance condi-
tionnelle que la place avale soit vraie ou fausse conditionnellement à la place amont :

mΩt [P t−1
k ]({P t

k+1}) = mΘtk({T tk})
mΩt [P t−1

k ]({P t
k}) = mΘtk({F t

k})
mΩt [P t−1

k ]({P t
k, P

t
k+1}) = mΘtk({T tk, F t

k})
(4.2)

Le BPN peut être utilisé pour décrire des sauts d’athlétisme comme le saut en hauteur : (( courir
→ sauter → chuter → se relever )), où chaque place représente une action, par exemple courir est
la première place. Le problème est que la règle d’évolution de la BBA correspond au (( passage
au plus tôt )) contrairement à l’algorithme que nous proposons dans les paragraphes suivants. Cet
inconvénient implique que le BPN n’est pas robuste au bruit et aux fausses alarmes. La figure 4.1
illustre le problème de robustesse du BPN où les ellipses représentent la distribution de masses :
partant d’une BBA vide (réseau 1, à gauche), les transitions 1, 2 puis 3 deviennent vraies ce qui
a pour effet de transférer la masse vers les places inférieures (réseaux 2 à 4, de gauche à droite).
Si les transitions sont des fausses alarmes alors la masse qui est (( descendue )) dans le réseau sera
(( perdue )). L’annexe 3 illustre le problème de robustesse sur un exemple.

Dans les sections suivantes, nous décrivons successivement le principe et les mécanismes de la
machine à états finis que nous proposons.
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FIG. 4.1 : BPN : évolution de la masse et problème des fausses alarmes.

4.2 Approche crédibiliste pour la reconnaissance de séquences

On cherche à reconnaître des séquences d’états où chaque état est décrit par une fonction de
croyance binaire quantifiant sa véracité. Pour cela, nous proposons une machine à états que nous
appelons ordonnanceur1 d’états crédibilistes (CSS : Credal State Scheduler) et permet de déterminer :

– le meilleur état à chaque instant,
– la meilleure séquence à chaque instant.

Le dernier point permet de classer des séquences en fonction de leur évolution. La reconnaissance (( en
ligne )) des états et des séquences est importante pour de nombreux problèmes comme la surveillance
ou la reconnaissance de formes. Le CSS est une méthode déterministe de reconnaissance de séquences
d’états ce qui signifie qu’à partir de l’état précédent et des informations courantes, l’état en cours est
connu.

4.2.1 Principe de l’ordonnanceur

Une séquence Sn est composée de K états Ek successifs comme illustré sur la figure 4.2. Un état
est relié au plus à un état aval et au plus un état amont. Dans une séquence, chaque état Ek est décrit
par une fonction de croyance temporelle binaire définie à chaque instant t sur le cadre de discernement
Ωt
k = {T tk, F t

k} et reflétant la croyance sur la véracité de l’état à t.
Le CSS exploite le filtre TCF décrit dans le chapitre précédent comme illustré sur la figure 4.3 :

un filtre est appliqué sur chaque état (sens horizontal) et le changement de modèle est contraint par la
séquence (sens vertical). La transition d’un étatEk à l’état suivantEk+1 entre deux instants consécutifs
est déterminée par la valeur des critères de changement de modèle (§ 3.3.4) de chaque filtre.

1(( Ordonnancer )) signifie (( ordonner )) ou (( suivre une séquence )). La méthode proposée est basé sur des concepts
utilisés en informatique industrielle [HA96, KL98, MSQ03, HC05] pour l’ordonnancement de tâches.
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E1 E 2 E 3 E 4
FIG. 4.2 : Une séquence S1 composée de 4 états.
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FIG. 4.3 : Représentation d’une séquence de 4 états entre deux instants successifs. Le filtre TCF est utilisé
pour assurer une cohérence temporelle sur chaque état (sens horizontal) et la machine à états intègre des
informations sur la causalité entre les états (sens vertical).

4.2.2 Définition des concepts

Etat en cours Un état est dit en cours si le filtre utilisé pour cet état utilise le modèle d’évolution
(( l’état est vrai T )) lors de la prédiction. Pour une séquence donnée et à chaque instant, nous suppo-
sons qu’un seul état peut être vrai. Par conséquent, un seul modèle (( l’état est vrai T )) est disponible
pour une même séquence à chaque instant et les K − 1 autres états utilisent le modèle (( l’état est
faux F )) pour la prédiction. Ainsi, l’état en cours est connu et il est décrit par une distribution de
croyances simple telle que mΩtk(T tk) ≥ 0 et mΩtk({T tk, F t

k}) ≥ 0, les autres états étant décrit par une
BBA simple telle que mΩti(F t

i ) ≥ 0 et mΩti({T ti , F t
i }) ≥ 0 pour i 6= k.

Le modèle (( l’état est vrai T )) peut être vu comme une ressource à laquelle les états veulent ac-
céder tandis que les états peuvent être perçus comme des processus souhaitant accéder à la ressource.

Modèle naturel et modèle contraint Lorsque le modèle utilisé pour la prédiction sur un état est
imposé par la topologie de la séquence, on dit que le modèle est contraint sinon, le modèle est dit
naturel. Par exemple, un modèle est contraint lorsque deux états veulent accéder au modèle T à un
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même instant : un des deux états pourra y accéder et le filtre associé utilisera un modèle de prédiction
naturel tandis que le filtre associé au second état se verra contraint d’utiliser le modèle F .

Exemple 21. L’objectif est de reconnaître une activité (( saut en hauteur )) à partir d’une vidéo. Nous
savons par expertise décrire cette activité humaine comme une séquence de 4 états : (( courir →
sauter→ chuter→ se relever )). Cette activité est illustrée sur la figure 4.4. Chaque état représente
une action humaine et une activité est donc une séquence d’actions.

Courir Sauter Chuter Se relever

FIG. 4.4 : L’activité saut en hauteur décrite comme une séquence de 4 actions.

On dispose de 4 sources d’informations, chacune quantifiant la véracité d’une action par une
fonction de croyance binaire. La figure 4.5 illustre l’évolution des BBA temporelles sur les 4 actions
fournies par ces sources.

La figure 4.6 illustre les BBA temporelles après filtrage par le filtre TCF. Chaque action est filtrée
indépendamment des autres par un filtre qui lui est propre mais dont le réglage est similaire pour
toutes les actions. Cette figure montre clairement que les actions ne sont pas bien synchronisées : par
exemple les actions courir et sauter se chevauchent (image 42 à 57) tandis que les actions chuter et
se relever sont légèrement disjointes (images 76 à 80). De plus, on remarque que l’action chuter est
détectée avant le saut ce qui est physiquement improbable.

La figure 4.7 illustre les BBA temporelles après traitement par l’ordonnanceur CSS où l’on voit
qu’il synchronise les actions : en sortie, les croyances sur les actions sont consonantes et si une
action est vraie alors les autres actions sont fausses par définition de l’activité. La figure 4.7 permet
d’illustrer les principaux concepts :

Etat en cours : sur l’intervalle [2, 42] l’action courir est vraie, elle est donc l’action en cours (ou de
façon équivalente l’état en cours). De la même manière, sur les intervalles [43, 59], [61, 78] et
[80, 98] les actions sauter, chuter et se relever sont respectivement les actions en cours.

Modèle contraint : sur l’intervalle [45, 58], le filtre TCF sur l’action courir donne cette action
comme étant vraie (Fig. 4.6) et le CSS contraint ce filtre à utiliser le modèle (( F : l’action
est fausse )) lors de la prédiction (Fig. 4.7) car l’action en cours n’est pas l’action courir
mais l’action sauter. L’action sauter est quant à elle filtrée avec un modèle de prédiction
(( T : l’action est vraie )) sur cet intervalle et le CSS impose que ce soit la seule action vraie
puisqu’une seule action (ou état) peut être vraie à un instant donné. Pour l’action sauter, le
modèle est naturel sur ce même intervalle car il correspond aux mesures fournies par les
sources et donc n’est pas contraint.
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FIG. 4.5 : Croyances sur les actions avant filtrage, fournies par les sources. Courbe bleue : action vraie,
courbe rouge : action fausse, courbe verte : action vraie ou fausse.

Lorsqu’un modèle est contraint à être faux alors que l’état naturel est vrai, on remarque que
la distribution de croyances sur l’action correspondante tend vers la BBA vide signifiant que
toute la masse est peu à peu transférée vers le doute total {T tk, F t

k}. Ce comportement du filtre
est en accord avec le fait que les mesures et le modèle sont fortement contradictoires mais le
modèle est maintenu par l’ordonnanceur à cause de la structure du graphe.

De la même manière, sur l’intervalle [33, 40], le filtre sur l’action chuter est contraint à utiliser
le modèle (( F : l’action est fausse )) (Fig. 4.7) alors que sur l’intervalle [61, 78] (Fig. 4.6), le
modèle est naturellement (( T : l’action est vraie )).

Le tableau 4.1 compare les performances en terme de rappel (R), précision (P ) et mesure F1 de :
– la détection des actions par les sources (ligne 1),
– la détection des actions après traitement par le filtre TCF (ligne 2),
– la détection des actions après traitement par l’ordonnanceur CSS (ligne 3).

On remarque l’amélioration des performances après application du filtre TCF et de manière encore
plus significative après application du CSS. Généralement, le TCF et le CSS permettent d’améliorer
la précision de la détection en supprimant les fausses alarmes donnant une action vraie alors que
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FIG. 4.6 : Croyances sur les actions après filtrage.

l’état en cours est faux. Si le rappel n’est pas diminué, l’amélioration de la précision entraîne celle
de la mesure F1 comme le montre le tableau 4.1. L’indice de rappel peut être amélioré car le TCF et
le CSS suppriment les fausses alarmes donnant une action fausse alors que l’état en cours est vrai.
Notons aussi que le rappel peut augmenter si l’évaluation tient compte de la valeur de la croyance
(ou de la pignistique) car le TCF et le CSS permettent de renforcer cette dernière. Enfin, d’un point
de vue qualitatif, les croyances générées par le CSS sont beaucoup plus facilement interprétables.

4.3 Mécanismes de préemption et de forçage pour synchroniser
les états

Le point clé d’une méthode de reconnaissance de séquences est la façon de passer d’un état à un
autre. Dans le cas idéal, les croyances sur les états fournies par les sources ou par le filtre TCF sont
synchronisées, i.e. s’enchaînent parfaitement (Fig. 4.8a). Cependant, dans les applications réelles, les
croyances sont généralement bruitées et les détections s’enchaînent moins naturellement (Fig. 4.8b) :
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FIG. 4.7 : Croyances sur les actions après filtrage et prise en compte des liens de causalité par l’ordonnanceur.

course saut chute se relever

R P F1 R P F1 R P F1 R P F1

Sources 100 49 66 100 33 50 100 47 64 77 81 79
TCF 100 52 69 100 35 52 100 54 70 91 100 95
CSS 89 79 84 87 87 87 100 88 94 86 100 93

TAB. 4.1 : Indices de performance : rappel (R), précision (P ) et mesure F1 en % sur la détection des actions
fournies par les sources (ligne 1), après application du filtre TCF (ligne 2) et après application de l’ordonnan-
ceur CSS (ligne 3).

elles se chevauchent ou laissent des espaces vides. On observe ces mêmes phénomènes sur les don-
nées réelles comme sur les figures 4.5 et 4.6 qui illustrent ce problème. Il est donc nécessaire de
synchroniser ces états.

Nous proposons des mécanismes pour traiter le cas où deux états successifs dont l’état en cours
sont vrais au même instant, et le cas où deux états successifs dont l’état en cours sont faux au même
instant (Fig. 4.9) :
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FIG. 4.8 : Détection des états dans le cas idéal et dans le cas réel.

– Etats superposés : à l’instant tP , appelé instant de préemption, l’état Ek+1 devient naturelle-
ment vrai alors que Ek est toujours naturellement vrai.

– Etats disjoints : à l’instant tF , appelé instant de forçage, l’état Ek devient naturellement faux
alors que Ek+1 est faux. Donc deux états sont faux naturellement.
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a) Avant traitement
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b) Après traitement
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FIG. 4.9 : Détection des états dans le cas idéal avant et après traitement par l’ordonnanceur.

Notations Pour décrire les mécanismes, nous reprenons les notations du filtre TCF définies au cha-
pitre 3 mais en ajoutant l’indice k de l’état. Par exemple, la somme cumulée CUSUM de l’erreur sur
l’état Ek à l’instant t est notée CSk(t) et son seuil de stop est noté T ks . Le critère de qualité locale LQ
défini au chapitre 3 (Eq. 3.21) pour un état Ek dans une séquence Sn est noté LQts:t

k,n(h). On rappelle
que ts est le début de l’état, t est l’instant en cours et h ∈ {T tk, F t

k} est l’hypothèse (vrai ou faux) dont
on cherche à évaluer la qualité.

4.3.1 Gestion des états superposés : préemption

La figure 4.10a illustre la superposition de deux états successifs Ek et Ek+1. A l’instant de pré-
emption tP , deux stratégies sont possibles :

– Ek reste vrai et on contraint Ek+1 à être faux,
– Ek+1 devient vrai et on contraint Ek à être faux.

Nous avons choisi la deuxième stratégie car elle favorise l’évolution de la séquence. On obtient alors
le résultat de la figure 4.10b.
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FIG. 4.10 : Préemption : l’état Ek+1 prend naturellement le modèle (( T : l’état est vrai )) tandis que l’état
Ek est contraint à utiliser le modèle (( F : l’état est faux )).

Une préemption est détectée lorsque la somme cumulée du conflit CSk+1(tP ) de l’état Ek+1

dépasse son seuil de stop T k+1
s , i.e. CSk+1(tP ) > T k+1

s (état naturellement vrai).
Dans ce cas, deux modifications sont appliquées :
– Modification 1 : le filtre associé à l’état Ek+1 utilise naturellement le modèle (( T : l’état est

vrai )) pour la prédiction,
– Modification 2 : le filtre associé à l’état Ek est contraint à utiliser le modèle (( F : l’état est

faux )) pour la prédiction.
On parle alors de préemption de l’état Ek+1 sur l’état courant Ek à l’instant tP .

Fausse alarme La qualité des croyances fournies par les sources peut être mauvaise lorsque l’on
traite des données réelles. Dans ce cas, la détection de Ek+1 peut être une fausse alarme. Le contexte
des filtres sur les états est sauvegardé avant la commutation des modèles et l’état Ek+1 est donc
(( temporairement )) vrai. Nous verrons dans la section suivante comment nous validons ou invalidons
une préemption.

Etat d’initialisation Nous définissons par ailleurs un état d’initialisation (état fictif situé en tête
de séquence) qui est toujours vrai par défaut. Ainsi, l’ordonnanceur attend que le premier état, après
l’état d’initialisation, soit vrai pour débuter. Une séquence débute donc toujours par une préemption
du premier état sur l’état d’initialisation.

4.3.2 Gestion des états disjoints : forçage, et détection de fausses alarmes

Il existe plusieurs possibilités pour combler les trous entre les états naturellement faux. On consi-
dère la figure 4.11a où l’état en cours est Ek (lorsque t < tF ).

Le mécanisme de forçage intervient à un instant tF lorsque :
– Condition 1 : la somme cumulée du conflit CSk(tF ) du filtre associé à l’état en cours Ek

indique que l’état devient naturellement faux, i.e. CSk(tF ) > T ks ,
– Condition 2 : au même moment (tF ), le filtre associé à l’état suivant Ek+1 n’indique pas de

changement, i.e. CSk+1(tF ) < T k+1
s , et reste donc naturellement faux.

Ainsi, les deux états sont naturellement faux. Pour gérer ce problème, la stratégie employée
consiste à contraindre le filtre de l’état Ek+1 à utiliser le modèle (( T : l’état est vrai )) dans le but de
favoriser l’évolution de la séquence.
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FIG. 4.11 : Forçage : l’état Ek utilise naturellement le modèle (( F : l’état est faux )) tandis que l’état Ek+1
est contraint à utiliser le modèle (( T : l’état est vrai )).

Afin de combler le (( vide )) entre les états faux, nous utilisons un nouveau paramètre ∆F jouant
le rôle d’une temporisation et qui permet, en fonction de la valeur imposée par un utilisateur, trois
possibilités :

– Fonctionnement général : si 0 < ∆F < ∞ alors le filtre sur l’état en cours Ek attend une
durée finie ∆F pendant laquelle l’état suivant Ek+1 peut devenir vrai. Au delà de cette durée, le
filtre sur l’état suivant Ek+1 est contraint à utiliser le modèle (( T : l’état est vrai )) à moins que
le filtre sur l’état Ek qui demandait à changer de modèle ne le souhaite plus, i.e. CSk(t) < T ks .
Ce cas est illustré sur la figure 4.11b.

– Forçage immédiat : si ∆F = 0 alors le filtre sur l’état Ek+1 est contraint à utiliser immédiate-
ment le modèle (( T : l’état est vrai )) tandis que le filtre sur Ek utilise naturellement le modèle
(( F : l’état est faux )).

– Attente d’une préemption : si ∆F = ∞ alors l’état en cours Ek est contraint à conserver le
modèle vrai tant que l’état suivant Ek+1 n’est pas vrai, i.e. tant que CSk+1(t) < T k+1

s .

Suite à un forçage de Ek sur Ek+1, l’ordonnanceur CSS propose deux possibilités :

1) Ek avait exécuté une préemption sur Ek−1 : si l’état qui impose le forçage, i.e. Ek, avait
préalablement exécuté une préemption sur Ek−1 alors un mécanisme de validation ou d’in-
validation de la préemption (§ 4.3.1) intervient. Ce mécanisme est illustré sur la figure 4.12.
La préemption est validée si la qualité de l’état effectuant le forçage, i.e. Ek, est suffisante.
Cette qualité est quantifiée par le critère de qualité locale LQtP :tF+∆F

k+1,n (T f ) décrit dans le
paragraphe 3.4. Deux cas se présentent :

a) Invalidation de la préemption⇒ Ek−1 redevient l’état en cours : si la qualité n’est pas
suffisante, i.e. elle est inférieure à un seuil δFA (LQtP :tF+∆F

k+1,n (T f ) < δFA), alors la détection
de Ek sur l’intervalle [tP , tF + ∆F ] est une fausse alarme (Fig. 4.13a). Par conséquent, la
préemption de Ek n’est pas validée et le forçage sur Ek+1 est annulé. Le contexte de Ek−1,
préalablement sauvé lors de la préemption (§ 4.3.1), est restitué : l’état en cours est de
nouveau Ek−1 et le filtre sur Ek−1 est contraint d’utiliser le modèle (( T : l’état est vrai )) sur
l’intervalle de fausse alarme [tP , tF +∆F ]. Le filtre sur Ek est par ailleurs contraint à utiliser
le modèle (( F : l’état est faux )) sur cet intervalle. Le résultat est illustré sur la figure 4.13b
et sur la figure 4.12 (en haut à droite).

b) Validation de la préemption⇒ Ek+1 devient l’état en cours : si la qualité est suffisante
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(LQtP :tF+∆F
k+1,n (T f ) > δFA) alors le filtre sur l’état Ek+1 est contraint à utiliser le modèle (( T :

l’état est vrai )) tandis que l’état Ek utilise naturellement le modèle (( F : l’état est faux )).
La préemption est donc validée. Ce cas est illustré sur la figure 4.12 (en bas à droite).

2) Ek−1 avait exécuté un forçage sur Ek : si le filtre sur l’état qui exécute un forçage (Ek) avait
préalablement subit un forçage (par Ek−1) alors le filtre sur l’état Ek+1 est contraint à utiliser
le modèle (( T : l’état est vrai )) tandis que le filtre sur l’état Ek utilise naturellement le modèle
(( F : l’état est faux )).
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FIG. 4.12 : Détection des fausses alarmes : le critère de qualité locale LQ2,1(T f ) représente la qualité de la
proposition (( état E2 est vrai )) conditionnellement au modèle vrai dans la séquence S1.
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FIG. 4.13 : Fausse alarme : une préemption suivie d’un forçage indique une fausse alarme potentielle.

Les mécanismes de l’ordonnanceur permettent de suivre une évolution sur les états composant la
séquence en garantissant une certaine cohérence entre le modèle de la séquence et les données.
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4.4 Inférence et classe de rejet

Il s’agit à présent de reconnaître une séquence parmi plusieurs possibles, chacune d’elles étant
décrite par un ordonnanceur CSS. Pour cela, il est nécessaire de disposer d’un critère appelé critère
d’inférence pour quantifier la qualité d’une séquence reconnue. Un tel critère permet notamment de
choisir la meilleure séquence, (( meilleure )) au sens du critère choisi, parmi un ensemble de séquences
possibles permettant ainsi de résoudre des problèmes de classification. Dans ce paragraphe, nous
présentons un critère d’inférence permettant de mesurer, en ligne, la qualité d’une séquence dans
l’ordonnanceur CSS.
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FIG. 4.14 : Inférence réalisée en ligne par agrégation des qualités locales.

Le critère que nous proposons est nommé critère global de reconnaissance (GQ). Son calcul est
basé sur l’utilisation du critère local défini pour un état dans le paragraphe 3.4. Nous rappelons que
ce critère local est noté LQts:t

i,n (T t) et représente la qualité du filtrage de l’état Ei lorsque le modèle
(( T : l’état est vrai )) est utilisé, i.e. Ei est l’état en cours.

Le principe du critère est illustré sur la figure 4.14. Pour une séquence Sn composée de Kn états,
nous proposons d’agréger les critères locaux LQts:t

i,n (T t) pour tous les états Ei dans Sn. Le résultat
est noté GQt

n qui représente la qualité de reconnaissance de la séquence Sn sur l’intervalle de temps
[ts, t] où ts est l’instant de départ (pouvant être soit un instant de préemption tP de l’état courant sur
l’état précédent ou un instant de forçage tF de l’état précédent sur l’état courant) et où t est l’instant
courant.

La fonction d’agrégation utilisée ici est la moyenne des critères locaux sur l’ensemble des états
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de la séquence :

GQt
n = 1

Kn

∑
i∈{1..Kn}

LQts:t
i,n (T t) (4.3)

Ainsi, disposant de N séquences (n ∈ {1 . . . N}), la séquence St∗ qui correspond le mieux aux me-
sures à l’instant courant t est celle qui maximise le critèreGQt

n sur l’ensemble des séquences possibles
(Fig. 4.14) :

St∗ = Stn si GQt
n = max

n∈{1...N}
(GQt

n > θ) (4.4)

où θ est un degré de sévérité sur la qualité. Ce paramètre permet de créer une classe de rejet si
la meilleure séquence est de mauvaise qualité. La classe de rejet est importante en classification.
Elle permet de diminuer les erreurs mais aussi d’attirer l’attention sur des cas (( inconnus )) et donc
peut permettre une éventuelle adaptation (par exemple la création ou la suppression d’états dans une
séquence). Créer une séquence de rejet avec l’ordonnanceur est possible du fait que GQ est borné
sur [0, 1] (les critères locaux étant bornés sur [0, 1], la moyenne est aussi bornée sur cet intervalle).
Notons que pour éviter de multiplier le nombre de paramètres, la valeur de θ peut être la même que
celle de δFA, i.e. le seuil sur la valeur minimale de qualité de l’état.

Comme souligné dans le paragraphe 3.4, le critère LQ peut être basé sur la plausibilité pl, la cré-
dibilité bel ou la pignistique BetP avec la relation d’ordre donnée par l’équation 3.22. Cette relation
peut être réécrite avec le critère GQ à savoir GQt

BetP, GQ
t
bel, GQ

t
pl ∈ [0, 1] et :

GQt
bel ≤ GQt

BetP ≤ GQt
pl (4.5)

La figure 4.15 illustre l’évolution du critèreGQ pour les variantes :GQt
BetP,GQt

bel etGQt
pl, lors de la

reconnaissance d’un saut en hauteur. Au cours du temps, la valeur du critère augmente jusqu’à environ
92% signifiant que la qualité de la séquence reconnue est de 92/100. Ce critère, qui est calculé en
ligne, est basé sur le conflit rencontré au cours de la séquence lors des prédictions sur les différentes
états de la séquence. On remarque que les trois variantes tendent à se rapprocher et ce qui est normal
puisque toutes les trois tendent vers l’unité au fur et à mesure que la séquence évolue.
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FIG. 4.15 : Evolution du critère d’inférence au cours de la reconnaissance de la séquence d’états.
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Exemple 22. Nous considérons un problème de classification entre 4 classes appelées activités : S1 :
saut en hauteur, S2 : saut en longueur, S3 : saut à la perche et S4 : triple saut. Chaque activité est
décrite par une séquence d’actions et chacune des activités est reconnue par un ordonnanceur. Nous
supposons disposer des détecteurs d’actions. L’objectif est de classer 26 vidéos de sauts à la perche :
chaque vidéo est analysée par les détecteurs d’actions de chaque activité et par les 4 ordonnanceurs.
Chaque ordonnanceur génère une valeur pour le critère GQi, i ∈ {1 . . . 4} quantifiant la qualité de
la reconnaissance de l’activité Si à chaque instant pour la vidéo considérée.

La figure 4.18 récapitule les valeurs des critères globaux GQ pour chaque ordonnanceur, les
valeurs reportées correspondant aux valeurs calculés à la fin de chaque vidéo. Par exemple, pour la
deuxième vidéo, on obtientGQ1 ≈ 36% pour le saut en hauteur,GQ2 ≈ 0% pour le saut en longueur,
GQ3 ≈ 70% pour le saut à la perche et GQ4 ≈ 32% pour le triple saut. La valeur maximum est
obtenue pour la séquence S3 correspondant au saut à la perche et ce résultat est en accord avec la
vérité terrain. Les erreurs de classification sont soulignées avec un point rouge : c’est le cas pour les
vidéos 7 et 8 donnant le saut en hauteur gagnant. La vidéo 8 est illustrée sur la figure 4.16 qui montre
que l’athléte est d’abord filmé par l’arrière puis de côté.

Courir Sauter Chuter Se relever

FIG. 4.16 : Le saut à la perche de la vidéo 8 présente un angle de vue qui rend difficile la reconnaissance du
saut.

Les rejets sont affichés avec des points bleus. Lorsque le maximum des critères est en dessous
du seuil 50%, la décision est rejetée : c’est le cas pour des vidéos correctement classées comme les
vidéos 13 et 19, mais c’est aussi le cas pour les erreurs de classification comme dans le cas de la vidéo
24 (Fig. 4.17). Cette vidéo est difficile à reconnaître à cause de l’angle de vue qui est très différent de
celui des autres vidéos.

Courir Sauter Chuter Se relever

FIG. 4.17 : Le saut à la perche de la vidéo 24 présente un angle de vue qui rend difficile la reconnaissance du
saut.

A titre comparatif, nous donnons à la figure 4.19 les valeurs des log-vraisemblances de ces mêmes
séquences dans le cadre de la reconnaissance par modèle de Markov caché (HMM) [Rab89]. Un
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HMM est construit pour chaque type d’activités avec le même nombre d’états que les ordonnan-
ceurs. A la différence de l’ordonnanceur, un HMM autorise des transitions entre des états qui ne
sont pas forcément consécutifs. Pour la classification des vidéos, nous appliquons l’algorithme for-
ward qui calcule la log-vraisemblance de la séquence des observations (fournies par les détecteurs
d’actions) et ce résultat est reporté sur la figure 4.19 (le type de vidéo est choisi en maximisant la
log-vraisemblance sur les différents HMM). Les résultats montrent que les log-vraisemblances sont
relativement proches et donc que la décision est peu fiable. De plus, il est difficile de créer une classe
de rejet étant donné que les log-vraisemblances peuvent tendre vers la valeur −∞.
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FIG. 4.18 : Valeur des critères de reconnaissance de séquences GQ pour 26 vidéos de saut à la perche en
utilisant les 4 ordonnanceurs CSS.

La figure 4.20 illustre l’évolution des critères des 4 ordonnanceurs pour un saut à la perche (vidéo
numéro 2 de la figure 4.19). Le critère GQ étant calculé (( en ligne )), il peut être utilisé pour classer
des systèmes dynamiques au cours du temps et connaître à quel niveau de la séquence le système se
trouve ainsi que le meilleur état en cours.

4.5 Conclusion

La machine à états proposée dans ce chapitre permet de reconnaître des séquences où chaque
état est décrit par une fonction de croyance binaire. Au lieu de gérer une distribution sur l’ensemble
des états comme pour le réseau de Pétri crédibiliste, l’ordonnanceur CSS proposé utilise autant de
croyances binaires que d’états, les fonctions de croyances sont ainsi plus simples. Les mécanismes
de transition sont basés sur des changements de modèles avec validation ce qui rend l’ordonnanceur
CSS plus robuste que le réseau de Pétri disponible dans la littérature mais en contrepartie, cela oblige
à régler les seuils de commutation. Le critère de validation que nous avons proposé pour les change-
ments de modèles sur les états exploite le conflit entre mesures et modèles. Ce critère est par ailleurs
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FIG. 4.19 : Valeur des log-vraisemblances en sortie des 4 HMM (un pour chaque saut) pour la reconnaissance
de séquences de 26 sauts à la perche.
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FIG. 4.20 : Evolution du critère GQ dans l’ordonnanceur pour la reconnaissance en ligne d’un saut à la
perche (vidéo numéro 2 de la figure 4.19).

exploité pour reconnaître des séquences en ligne et il permet notamment de créer une classe de rejet
ce qui le rend intéressant pour l’adaptation de séquences.

Les limitations concernent d’une part la décision stricte sur les transitions. Même si elle est parfois
différée, une décision plus (( floue )) serait plus aisée à régler par un utilisateur. Cependant, cela com-
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plexifie le mécanisme de reconnaissance. D’autre part, nous supposons que les modèles de séquence
sont connus or, il serait intéressant de disposer d’une méthode de détermination automatique.

Dans le chapitre suivant, nous proposons les premières pistes pour généraliser les Modèles de
Markov Cachés probabilistes aux fonctions de croyances. Ce type d’outil permet d’apprendre au-
tomatiquement la structure des séquences et requiert non plus une connaissance experte mais des
données a priori sous la forme d’une base d’apprentissage.



Chapitre 5

Reconnaissance non-déterministe de
séquences d’états par modèles de Markov
cachés crédibilistes

5.1 Introduction

Dans certaines applications, on ne dispose pas d’information a priori sur les modèles des sé-
quences mais seulement de séquences d’observations numériques, continues ou discrètes, bruitées.
Dans ce cas, il est nécessaire de disposer d’algorithmes pour :

– estimer la topologie des séquences (nombre d’états et liens entre états) à partir des observations,
– lier les observations numériques aux états symboliques.

Des outils performants basés sur le Traitement du Signal et les Statistiques ont été proposés pour
régler ces problèmes dans le cadre de la théorie des probabilités. En particulier, les modèles de Markov
cachés (HMM : Hidden Markov Models) [Rab89] représentent l’une des méthodes les plus populaires
ces 30 dernières années avec de nombreuses applications comme nous l’avons vu dans l’introduction
du manuscrit.

Par rapport à l’ordonnanceur CSS présenté dans le chapitre précédent, on dispose à présent non
plus de fonctions de croyance binaires sur chacun des états mais de fonctions de croyance sur l’en-
semble des états. De plus, dans le cadre des HMM, un état peut être non seulement relié à un état
amont et un état aval mais aussi à tous les autres états et le passage d’un état à un autre n’est plus
déterministe mais stochastique.

Après avoir présenté les HMM probabilistes, nous proposons une extension des algorithmes des
HMM afin de pouvoir les utiliser sur des fonctions de croyance. L’objectif d’une telle extension est
de profiter de la généricité des fonctions de croyance et de l’efficacité des algorithmes des HMM.
Nous montrerons des exemples d’application sur l’analyse de mouvements humains dans les vidéos
de sports.

5.2 HMM probabiliste

La description des HMM probabilistes proposée dans ce chapitre est basée sur le tutoriel de Ra-
biner [Rab89]. Nous commençons par présenter les concepts de base et les notations. Puis, nous
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détaillons les mécanismes probabilistes permettant de propager les distributions de probabilités sur
les états tout au long d’une séquence et nous présentons quelques algorithmes d’analyse de séquences
basés sur ces mécanismes.

5.2.1 Modèle de séquence et observations

Dans le contexte des HMM, une séquence est définie par un ensemble de K états reliés par des
arcs orientés comme illustré sur la figure 5.1a. Les états sont notés :

Ωt = {st1, st2 . . . sti . . . stj . . . stK} (5.1)

où l’indice j représente le numéro de l’état et l’exposant t l’instant courant.

S
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S
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t
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4

t

a) Un HMM composé de 4 états à deux instants consécutifs. b) Des observations continues fournies par des sources.
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FIG. 5.1 : Un HMM composé de K états à deux instants consécutifs et des observations numériques conti-
nues (5 sources d’information) évoluant au cours du temps qu’il s’agit de lier aux états. Les unités de ces
observations n’ont pas d’importance ici.

Au fil du temps, le processus observé passe d’un état à un autre avec une probabilité donnée
modifiant ainsi la distribution de probabilités sur les états (Fig. 5.1a). Un des problèmes de la recon-
naissance de séquences dans le cadre des HMM est de déterminer une séquence d’états optimale à
partir d’observations mesurées sur le système (Fig. 5.1b).

Les états sont dits cachés car seules les observations sont effectivement mesurées. Aux instants
t ∈ {1 . . . T}, on dispose d’observations numériques, supposées continues, pouvant être bruitées et
reflétant l’état du système dynamique étudié. Une observation à l’instant t, notée :

Ot = [O1, O2 . . . OF ],Ot ∈ <F (5.2)

est composée de F caractéristiques numériques extraites sur le système dynamique à étudier. Le lien
entre les observations, généralement bruitées, et les K états dans Ωt d’un HMM λ est défini par une
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transformation dite (( numérique-symbolique )). Une observation Ot génère un degré de confiance sur
chaque état prenant généralement la forme, dans le cadre des HMM probabilistes, de vraisemblances
P (Ot|sti) et que l’on note généralement bi(Ot) [Rab89]. L’ensemble des modèles d’observations per-
mettant de transformer une valeur numérique observée en vraisemblance bi(Ot) sur les états, est
classiquement noté B.

Un HMM autorise des liens de causalité entre des états qui ne sont pas forcément consécutifs à la
différence de l’ordonnanceur présenté dans le chapitre précédent. A chaque instant, la transition d’un
état st−1

i à un état stj se fait à l’aide d’une probabilité :

aij = PΩt(stj|st−1
i ) (5.3)

La matrice de transition A = [aij], i ∈ {1 . . . N}, j ∈ {1 . . . N}, de taille N × N est constituée
des probabilités de transition et cette matrice est stochastique, i.e. la somme des probabilités sur les
colonnes est unitaire, i.e.

∑
j aij = 1 et aij > 0. Lorsque l’état courant est connu, l’état suivant n’est

pas déterminé précisément mais par une distribution de probabilités, c’est pourquoi un HMM est une
machine à états finis probabiliste et non déterministe [Mur95, Mur02]. Notons que l’on considère que
le système étudié est Markovien1 ce qui signifie qu’une distribution de probabilités à un instant t peut
être calculée uniquement à partir des informations à t− 1 et à t.

Un HMM λ est donc caractérisé par trois éléments :
– la matrice de transition A = [aij], i ∈ {1 . . . N}, j ∈ {1 . . . N},
– les modèles d’observation B générant les vraisemblances bi(Ot), i ∈ {1 . . . N}, t ∈ {1 . . . T},
– la distribution initiale πi, i ∈ {1 . . . N} sur les états à t = 1.
Un HMM est généralement noté λ = {A,B,Π} où A, B et Π représentent respectivement

l’ensemble des distributions conditionnelles aij , des vraisemblances conditionnelles bi(Ot) et des
probabilités a priori πi.

A partir d’une séquence d’observations O1:T de longueur T , le cadre formel des HMM offre alors
des algorithmes permettant de :

1. Calculer la probabilité sur les différents états de la séquence à partir de la distribution sur
les états à l’instant précédent, des probabilités de transition entre les états et des vraisemblances
sur les états,

2. Trouver la meilleure séquence d’états à partir de la vraisemblance des états,

3. Déterminer le meilleur modèle de HMM parmi un ensemble de HMM possibles à partir des
vraisemblances sur les états (problème de classification de séquences),

4. Estimer les paramètres d’un HMM à partir d’un ensemble d’apprentissage composé d’obser-
vations.

Pour chacun de ces quatre problèmes, une solution sera présentée dans les paragraphes suivants.
Ces solutions reposent, comme nous le verrons, sur les méthodes de propagation forward (ce qui
signifie vers l’avant, de l’instant t = 1 à T ) et backward (ce qui signifie vers l’arrière, de l’instant
T à t = 1) [Rab89, Mur02] de distributions de probabilités2 que nous présentons dans le paragraphe
suivant.

1Cette hypothèse est généralement admise dans la plupart des méthodes d’analyse de séquences [Mur02].
2Les propagations sont analogues à celles définies dans la section 2.2.1.3 pour les réseaux évidentiels.
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5.2.2 Mécanismes de base : propagations forward et backward

Les propagations forward et backward permettent de simplifier le calcul de distributions de proba-
bilités à partir de distributions conditionnelles grâce à des mécanismes de combinaison – projection
(voir références dans [Mur02], voir aussi [KFL01] qui concerne le formalisme très générique des
graphes factorisés). Dans le cadre des HMM, ces propagations permettent d’assurer une cohérence
temporelle.

5.2.2.1 Propagation forward

La propagation forward (Fig. 5.2a) est un processus markovien qui permet d’estimer, en ligne, la
vraisemblance des états à un instant t ne disposant que des éléments suivants :

– les vraisemblances αt−1(st−1
i ) des états st−1

i ∈ Ωt−1 à t− 1,
– les transitions aij entre deux états st−1

i ∈ Ωt−1 et stj ∈ Ωt,
– les vraisemblances sur les états bi(Ot) générées par les observations courantes Ot.

t−1 t
Pt [ si

t−1]

bt O t

a) Propagation forward.

t t1
Pt [ si

t1]

bt1O t1

b) Propagation backward.

FIG. 5.2 : Modèle graphique représentant les propagations forward et backward entre deux instants et où Ωt

est l’ensemble des états.

La propagation forward permet de calculer la variable forward αt(stj) qui représente la vraisem-
blance d’un état stj ∈ Ωt et des observations partielles O1:t conditionnellement au modèle de HMM λ

utilisé :
αt(stj) = P (O1, O2 . . . Ot, s

t
j|λ), ∀stj ∈ Ωt (5.4)

L’estimation de cette vraisemblance est réalisée par la propagation forward qui respecte le schéma
(( prédiction – mise à jour )) (Fig. 5.2a) :

Etape 1 : calcul de la prédiction α̂t(stj) : La prédiction de la probabilité sur stj est obtenue par ap-
plication de l’équation de conditionnement (chapitre 2, Eq 2.21) en utilisant les vraisemblances
αt−1(st−1

i ) sur l’ensemble des états à l’instant précédent ainsi que les transitions des états st−1
i

vers les états stj :
α̂t(stj) =

∑
st−1
i ∈Ωt−1

αt−1(st−1
i ) · aij (5.5)

A t = 1, on ne dispose que des probabilités a priori πs1j des états s1
j ainsi que des vraisem-

blances bi(O1). Il suffit alors de les combiner conjonctivement : ∀s1
i ∈ Ω1, α1(s1

i ) = πs1i ·bi(O1).

Etape 2 : mise à jour de αt(stj) : La prédiction est combinée conjonctivement avec les vraisem-
blances sur les états. Dans le cadre probabiliste, la combinaison conjonctive est réalisée par
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l’opérateur produit :
αt(stj) = α̂t(stj) · bj(Ot) (5.6)

La procédure est récursive car la probabilité αt(sti) représente la mise à jour de la probabilité sur les
états à t qui sera utilisée à t+ 1 :

α̂t(st+1
j ) =

∑
sti∈Ωt

αt(sti) · aij (5.7)

Par conséquent, la variable forward αt(stj) = P (O1, O2 . . . Ot, s
t
j|λ) peut être calculée pour t = 1 à t

avec l’équation récursive suivante :

αt(stj) =
( ∑
∀st−1
i ∈Ωt−1

αt−1(st−1
i ) · aij

)
· bj(Ot) (5.8)

Remarquons que pour obtenir une distribution, il est nécessaire de normaliser les vraisemblances
αt(stj) par

∑
j αt(stj).

Le calcul de cette équation est illustré sur la figure 5.3 qui illustre le fait que le calcul de la
probabilité αt(stj) sur un état stj prend en compte l’ensemble des contributions des états à l’instant
précédent pondérées par les transitions. Une application de la propagation forward pour le filtrage
d’une distribution de probabilités temporelle sur un cas réel (reconnaissance de mouvements humains
dans une vidéo) est représentée sur la figure 5.4b (voir l’exemple 23 pour plus de détails).

5.2.2.2 Propagation backward

La propagation backward (Fig. 5.2b) est un processus markovien qui permet d’estimer, hors ligne,
la vraisemblance des états à un instant t ne disposant que des éléments suivants :

– les vraisemblances βt+1(st+1
j ) des états st+1

i ∈ Ωt+1 à t+ 1,
– les transitions aij entre deux états st+1

i ∈ Ωt+1 et stj ∈ Ωt,
– les vraisemblances sur les états bi(Ot+1) générées par les observations futures Ot+1.
La propagation backward permet de calculer la variable backward βt(stj) qui représente la vrai-

semblance des observations partielles Ot+1:T conditionnellement à l’état stj et au modèle de HMM λ

utilisé :
βt(stj) = P (OT , OT−1 . . . Ot+1|stj, λ), ∀stj ∈ Ωt (5.9)

L’estimation de cette probabilité est réalisée par la propagation backward qui consiste à combiner les
distributions βt+1(st+1

i ) et bi(Ot+1) disponibles à t+ 1 puis à propager la distribution résultante vers
les états stj ∈ Ωt en utilisant les probabilités de transition aij . On obtient donc :

βt(stj) =
∑

∀st+1
i ∈Ωt+1

aij · bi(Ot+1) · βt+1(st+1
i ) (5.10)

Le calcul de cette équation est illustré sur la figure 5.3 et une application sur un cas réel pour le lissage
est représentée sur la figure 5.4c. Remarquons que pour obtenir une distribution, il est nécessaire de
normaliser les vraisemblances βt(stj) par

∑
j βt(stj).
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FIG. 5.3 : Propagation des distributions, figure inspirée de [Rab89, MG00]. Les traits continus représentent
la propagation forward, et les traits pointillés la propagation backward. Les expressions des variables du même
nom sont rappelées respectivement au-dessus et au-dessous de la figure.

5.2.3 Estimation de la probabilité sur chaque état et filtrage

On cherche à calculer la vraisemblance de chaque état à un instant t tout en assurant une cohérence
temporelle entre deux instants consécutifs t − 1 et t. Dans le cas (( en ligne )), il suffit d’appliquer
la propagation forward. Dans le cas (( hors ligne )), on peut appliquer les propagations forward et
backward puis combiner conjonctivement les résultats obtenus à chaque instant. La variable obtenue
est généralement notée γt :

γt(stj) = P (stj|O1:t, λ) (5.11a)

∝ αt(stj) · βt(stj) (5.11b)

où le coefficient de proportionnalité est donné par
∑K
j=1 αt(stj) · βt(stj).

La variable γt permet d’estimer l’état le plus probable st∗ à l’instant courant t. Pour cela, il suffit
de déterminer l’état st∗ maximisant la vraisemblance sur γt :

st∗ = argmax
sj∈Ωt

γt(stj) (5.12)

Cependant, ce critère de détermination du meilleur état ne prend pas explicitement en compte la
séquence des états puisque la maximisation est réalisée instant par instant à la différence de l’algo-
rithme de Viterbi, que nous décrivons dans le paragraphe suivant, qui prend en compte les meilleurs
états passés pour déterminer le meilleur état courant.

Exemple 23. On suppose disposer d’un algorithme liant les 5 observations de la figure 5.1b aux
4 états courir (s1), sauter (s2), chuter (s3) et se relever (s4) d’un saut en hauteur. On pose Ωt =
{st1, st2, st3, st4}.
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L’algorithme liant les observations numériques aux états fournit les vraisemblances bj(Ot), ∀stj ∈
Ωt,∀t ∈ {1 . . . 153} (la durée est le nombre d’images composant le saut en hauteur) illustrées sur la
figure 5.4a.

On cherche à filtrer ces vraisemblances afin d’assurer une cohérence temporelle. La matrice de
transition utilisée est donnée dans le tableau 5.1 et les a priori sont fixés à PΩ1(s1

1) = PΩ1(s1
2) =

PΩ1(s1
3) = PΩ1(s1

4) = 0.25.

s1 s2 s3 s4
s1 0.930 0.049 0.015 0.006
s2 0.025 0.911 0.050 0.014
s3 0.010 0.050 0.878 0.063
s4 0.005 0.010 0.048 0.937

TAB. 5.1 : Matrice de transition probabiliste PΩt(.|ωt−1) obtenue par estimation [Rab89].

Les résultats du filtrage par les propagations forward (resp. backward) probabilistes sont donnés
sur la figure 5.4b (resp. Fig. 5.4c). On illustre par ailleurs la combinaison conjonctive des deux
distributions à chaque instant (variable γt) sur la figure 5.4d.

5.2.4 Recherche de la meilleure séquence d’états

L’algorithme de Viterbi permet de déterminer la séquence d’états s1, s2 . . . sT la plus probable
ayant généré la séquence des observations O1:T . Cette séquence optimale est déterminée parmi toutes
les séquences possibles (KT cas pour K états et T observations) par des mécanismes de programma-
tion dynamique.

5.2.4.1 Principe

A chaque instant t, on cherche le meilleur état st−1
i ∈ Ωt−1 expliquant le fait que l’état en cours

est stj ∈ Ωt. Pour cela, on détermine l’état st−1
i à t − 1 qui donne la vraisemblance maximale δt(stj)

pour stj connaissant les transitions aij et les vraisemblances bj(Ot) conditionnelles aux observations.
Le principe est illustré sur la figure 5.5.

Formellement, on cherche à maximiser la probabilité P (s1, s2 . . . stj, O1, O2 . . . Ot|λ) d’une sé-
quence se terminant par l’état stj . Cette probabilité est donnée par :

δt(stj) = max
s1,s2...st−1

P (s1, s2 . . . stj,O1:t|λ)

= max
∀st−1
i ∈Ωt−1

[
δt−1(st−1

i ) · aij
]
· bj(Ot)

(5.13)

La variable δt mémorise à chaque instant t la probabilité maximisant la transition de l’état st−1
i vers

stj ayant observé bj(Ot). On peut remarquer que cette phase récursive n’est pas sans rappeler la
propagation de forward (Eq. 5.8) où l’opérateur (( max-produit )) remplace l’opérateur (( somme-
produit )).

L’état st−1
i le plus probable occupé à l’instant t− 1 à partir duquel l’état stj a été atteint à t est tel

que la quantité δt−1(st−1
i )·aij ·bj(Ot) est maximale. On mémorise alors cet état, qui est le prédécesseur
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Forward

BackwardD
ans les deux
directions

d) Combinaison forward-backward.

b) Filtrage en ligne par propagation forward.a) Vraisemblances sur les états.

c) Résultat de la propagation backward.

FIG. 5.4 : Résultats du filtrage des (a) vraisemblances (normalisées) sur les états obtenues à l’aide des obser-
vations, (b) par la propagation forward probabiliste et (c) par la propagation backward probabiliste. La figure
(d) donne le résultat de la combinaison conjonctive des deux propagations à chaque instant (propagation dans
les deux directions).

de stj , dans la variable ψt(stj) :

ψt(stj) = argmax
∀st−1
i ∈Ωt−1

[
δt−1(st−1

i ) · aij
]

(5.14)

et donc cette seconde variable ψt(stj) est à valeur dans Ωt−1. Lorsque la dernière observation OT est
atteinte à T , l’état le plus probable sT∗ est sélectionné et une procédure de rétro-propagation (recherche
des prédécesseurs), via la variable ψt et partant de ψT (sT∗ ), est exécutée pour retrouver la meilleure
séquence.

5.2.4.2 Etapes de l’algorithme de Viterbi

L’algorithme de Viterbi, dont on a présenté les différents éléments dans les paragraphes précé-
dents, est composé de 4 étapes :

1. Initialisation - A t = 1, on ne dispose que des probabilités a priori πs1j des états s1
j ainsi que
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FIG. 5.5 : Algorithme de Viterbi, inspiré de [Rab89, MG00].

des vraisemblances bj(O1). Il suffit alors de les combiner conjonctivement, ∀s1
j ∈ Ω1 :

δ1(s1
j) = πs1j · bj(O1) (5.15a)

ψ1(s1
j) = 0 (5.15b)

L’initialisation de la variable ψ1(s1
j) à 0 indique que s1

j n’a pas de prédécesseur.

2. Propagation - Dans cette phase, on recherche le prédécesseur st−1
i le plus probable pour chaque

état courant stj ainsi que la probabilité générée sur cet état, i.e. ∀t ∈ {2 . . . T}, ∀stj ∈ Ωt :

δt(stj) = max
∀st−1
i ∈Ωt−1

[
δt−1(st−1

i ) · aij
]
· bj(Ot)

ψt(stj) = argmax
∀st−1
i ∈Ωt−1

[
δt−1(st−1

i ) · aij
]

3. Fin - Lorsque la dernière observation est atteinte à T , la probabilité du meilleur état représente
la probabilité de la séquence optimale finissant en s∗T :

P ∗ = max
∀sTj ∈ΩT

δT (sTj ) (5.17a)

s∗T = argmax
∀sTj ∈ΩT

δT (sTj ) (5.17b)

4. Rétro-propagation - Lorsque l’on a déterminé le dernier meilleur état sT∗ , il suffit de remonter
aux prédécesseurs, i.e. ∀t ∈ {1 . . . T − 1}, ∀st ∈ Ωt :

s∗t = ψt+1(s∗t+1) (5.18)
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Exemple 24. On applique l’algorithme de Viterbi sur les vraisemblances de la figure 5.4a pour re-
trouver la séquence d’états la plus probable. Le résultat est donné sur la figure 5.6a et nous le com-
parons à la maximisation a posteriori (Eq. 5.12) à chaque instant de la variable γt combinant les
propagations forward et backward. Les traits gras noirs apparaissant sur l’axe des abcisses repré-
sentent la vérité terrain.

a) Décodage de Viterbi. b) Maximisation a posteriori sur la combinaison forward-
backward.

FIG. 5.6 : Résultats de l’algorithme de Viterbi (a) pour la reconnaissance de la séquence d’états la plus
probable à partir des observations de la figure 5.4a. Comparaison avec la détermination du meilleur état (b)
en utilisant la maximisation a posteriori (Eq. 5.12) sur les probabilités γt données à la figure 5.4d.

Quantitativement, les deux méthodes sont assez proches (l’algorithme de Viterbi est un peu
meilleur, voir les résultats des rappels / précisions / F1-mesures sur les figures 5.6a-b). Cependant,
l’algorithme de Viterbi nécessite seulement de calculer un maximum et de stocker une distribution
et un tableau de valeurs alors que le calcul de la variable γt impose le calcul des variables forward
et backward ainsi que le stockage des résultats de ces propagations puis leur combinaison. De plus,
l’algorithme de Viterbi est cohérent avec l’objectif visé à savoir maximiser la probabilité sur la
séquence des états alors que la variable γ agit instant par instant.

5.2.5 Classification d’une séquence d’observations

Etant donnés une séquence d’observations et N modèles de HMM λ1, λ2, . . . , λn, . . . , λN repré-
sentant chacun un type de séquence particulier (i.e. une classe), on cherche à connaître le modèle λ∗
correspondant le mieux aux observations mesurées O1:T . C’est donc un problème de classification de
séquences d’observations3.

Une solution consiste à estimer la probabilité de la séquence des observations P (O1:T |λ) [Rab89]
aussi appelée vraisemblance du modèle λ. En remarquant que la variable forward (Eq. 5.8) est don-
née par αt(stj) = P (O1, O2 . . . Ot, s

t
j|λ), il est possible d’estimer la vraisemblance P (O1:T |λ) en

3Ce problème a été traité dans le chapitre 4-§ 4.4 pour l’ordonnanceur CSS.
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marginalisant αT sur les états à l’instant T :∑
∀sTj ∈ΩT

αT (sTj ) =
∑

∀sTj ∈ΩT

P (O1, O2 . . . OT , s
T
j |λ) (5.19)

= P (O1, O2 . . . OT |λ) (5.20)

Ainsi, l’application de la propagation forward avec les paramètres d’un HMM λ nous permet d’esti-
mer la vraisemblance du modèle λ conditionnellement aux observations O1:T mesurées. Le HMM qui
maximise la vraisemblance P (O1, O2 . . . OT |λ) représente la classe de la séquence d’observations :

λ∗ = argmax
n

P (O1:T |λn) (5.21)

Dans le but de comparer l’approche probabiliste à l’approche crédibiliste que nous verrons par la
suite, nous présentons une méthode alternative permettant d’estimer la vraisemblance P (O1:T |λn).
Pour cela, remarquons que dans l’équation 5.8, estimant αt(stj), les vraisemblances ne sont pas nor-
malisées à chaque instant. Posons ct le coefficient de normalisation de αt tel que :

ct = 1
N∑
j=1

αt(stj)
(5.22)

On note α∗t (stj) la valeur normalisée (probabilité) de la variable en stj telle que :

α∗t (stj) = ct · αt(stj) (5.23)

A présent, nous pouvons réécrire la formule de propagation forward de la manière suivante :

α∗t (stj) =
( ∑
∀st−1
i ∈Ωt−1

α∗t−1(st−1
i ) · aij

)
· bj(Ot) (5.24)

= ct−1 ·
( ∑
∀st−1
i ∈Ωt−1

αt−1(st−1
i ) · aij

)
· bj(Ot) (5.25)

En réitérant cette opération de t = 1 à t, on obtient :

α∗t−1 = αt−1 ·
t−1∏
τ=1

cτ (5.26)

On obtient donc la relation [Rab89] :

T∏
t=1

ct ·
∑

∀sTj ∈ΩT

αT (sTj ) = 1 (5.27)

Or, par définition de la variable forward, on a αT (sTj ) = P (O1, O2 . . . OT , s
T
j |λ) et donc la somme sur

tous les états à T revient à marginaliser sur les observations comme nous l’avons vu à l’équation 5.20
permettant ainsi d’obtenir la vraisemblance P (O1, O2 . . . OT |λ). On obtient donc :

P (O1:T |λ) =
T∏
t=1

1
ct

(5.28)
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Ainsi, la vraisemblance de la séquence des observations est quantifiée par le produit des inverses des
coefficients de normalisation. D’un point de vue implémentation, ce produit est rapidement inférieur
aux limites de précision des ordinateurs actuels et on passe généralement par le logarithme pour palier
ce problème :

log(P (O1:T |λ)) = −
T∑
t=1

log(ct) (5.29)

Disposant de N modèles de HMM λ1, λ2 . . . λn . . . λN (autant de modèles de séquence que de sé-
quences à reconnaître), on peut déterminer le meilleur modèle (λ∗) en maximisant le critère a poste-
riori log(P (O1:T |λn)) au lieu de P (O1:T |λn) dans l’équation 5.21. Ce type de critère est très utilisé
en reconnaissance des formes [BMF04].

5.2.6 Apprentissage des paramètres

Les différentes variables et méthodes définies dans les paragraphes précédents sont basées sur les
paramètres aij (transitions), πi (a priori) et bj(Ot) (liaison entre observations numériques et vraisem-
blances sur les états). Dans ce paragraphe, nous présentons des méthodes permettant de les estimer
automatiquement à partir d’un ensemble d’apprentissage et les descriptions sont basées sur le tutoriel
de Rabiner [Rab89].

5.2.6.1 Estimation des modèles d’observation : cas de mélanges Gaussiens

On cherche à lier les observations O1:T numériques aux états symboliques. On rappelle que les
états sont cachés et que seulement F observations Ot = [O1, O2 . . . OF ], où Ot ∈ <F , sont mesurées
à un instant t, les observations reflétant l’état du système dynamique à étudier (un exemple est donné
sur la figure 5.1a-b).

Mélanges Gaussiens Classiquement, le lien entre les observations Ot, généralement bruitées, et
les K états dans Ωt d’un HMM λ correspond à une transformation dite (( numérique-symbolique )).
Celle-ci prend fréquemment la forme d’un mélange Gaussien qui permet de prendre en compte les
liens complexes entre les observations.

Un mélange Gaussien est défini par une somme pondérée de Gaussiennes :

bj(Ot) = P (Ot|stj) =
G∑
g=1

Cj,g · N (Ot;µj,g,Σj,g) (5.30a)

=
G∑
g=1

Cj,g ·
1

2π F2 |Σ| 12
· exp((Ot − µ)′Σ−1(Ot − µ)) (5.30b)

où N est une Gaussienne de moyenne µ et de variance Σ et où Cj,g = P (g|stj) est le poids de la
Gaussienne g de l’état stj . A une observation Ot correspond une valeur bj(Ot) qui correspond à la
vraisemblance de l’observation conditionnellement à l’état stj . Par la suite on parlera de vraisem-
blance de l’observation par simplification.

Le problème de l’apprentissage des modèles d’observation revient donc à estimer les moyennes,
variances et pondérations des mélanges Gaussiens. Nous rappelons dans les paragraphes suivants les
principaux résultats (voir la référence de Rabiner [Rab89] pour plus de détails).



5.2 HMM probabiliste 105

Estimation des paramètres des Gaussiennes La variable γ définie à l’équation 5.11b à partir des
propagations forward et backward permet d’estimer la moyenne (µµµ), la variance (ΣΣΣ) et la pondération
(C) des Gaussiennes des mélanges Gaussiens sur un état stj . Les équations d’estimation sont basées
sur une version conditionnée de la variable γ à savoir [Rab89] :

γ∗t (stj, g) = γt(stj) ·
P (Ot|stj, g)
P (Ot|stj)

(5.31)

où P (Ot|stj, g) est obtenue de la façon suivante :

P (Ot|stj, g) = N (Ot;µj,g,Σj,g) (5.32)

La variable γ∗t (stj, g) représente une version (( détaillée )) de la variable γt(stj) : on retire tout d’abord
la quantité P (Ot|stj) à γt(stj) car elle est prise en compte dans le calcul de la variable forward, puis
le résultat obtenu est pondéré par P (Ot|stj, g) représentant la probabilité des observations sur la com-
posante g du mélange Gaussien attaché à l’état stj .

Les équations d’estimation sont alors données par [Rab89] :

Cj,g ∝
T∑
t=1

γ∗t (stj, g) (5.33a)

µµµj,g ∝
T∑
t=1

γ∗t (stj, g) ·Ot (5.33b)

ΣΣΣj,g ∝
T∑
t=1

γ∗t (stj, g) · (Ot − µµµj,g)(Ot − µµµj,g)
′

(5.33c)

où (Ot − µµµj,g)(Ot − µµµj,g)
′ est une multiplication matricielle ((( ′ )) est une transposition), P (Ot|stj)

est donnée par l’équation 5.30. On rappelle que ∝ signifie (( proportionnel à )) et les coefficients
de proportionnalité sont ici obtenus en sommant chacun des paramètres sur j ∈ {1 . . . K} et sur
g ∈ {1 . . . G}.

On remarque que l’estimation des paramètres fait appel à ces mêmes paramètres et c’est pourquoi
le processus d’apprentissage est généralement itératif [Rab89, Mur02].

5.2.6.2 Estimation de l’a priori

La variable γ définie à l’équation 5.11b permet d’estimer la distribution a priori sur les états en
prenant la distribution γ1 en t = 1 [Rab89] :

Π = γ1 (5.34)

Il est bien entendu possible de fixer manuellement la distribution a priori si celle-ci est connue.

5.2.6.3 Estimation de la matrice de transition

La matrice de transition représente l’ensemble des liens statistiques entre les états à des instants
consécutifs. Pour l’estimer, on définit la variable ξt(sti, st+1

j ) = P (sti, st+1
j |O1:T , λ) qui représente la

probabilité d’occurrence de deux états sti et st+1
j à deux instants successifs et conditionnellement au

modèle et aux observations. Cette variable peut être calculée par l’expression suivante :

ξt(sti, st+1
j ) ∝ αt(sti) · aij · bj(Ot+1) · βt+1(st+1

j ) (5.35)
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où le coefficient de proportionnalité est donné par
∑K
i=1

∑K
j=1 αt(sti) · aij · bj(Ot+1) · βt+1(st+1

j ). Le
calcul de la variable ξt met en jeu les variables αt(sti) et βt+1(st+1

j ) aux instants t et t + 1 respec-
tivement tandis que le coefficient aij · bj(Ot+1) permet de projeter βt+1(st+1

j ) vers Ωt afin de relier
statistiquement les deux états sti et st+1

j .
On peut remarquer que la marginalisation de ξt sur Ωt permet d’obtenir la variable γt(sti) :∑

stj∈Ωt+1

ξt(sti, st+1
j ) = γt(sti) (5.36)

La variable ξt normalisée est utilisée pour estimer la matrice de transition d’un HMM par la moyenne
des ξ sur l’ensemble de la séquence [Rab89] :

aij ∝
T−1∑
t=1

ξt(sti, st+1
j ) (5.37)

où le coefficient de proportionnalité est donné par
∑T−1
t=1

∑
stj∈Ωt+1 ξt(sti, s

t+1
j ) = ∑T−1

t=1 γt(sti) qui
assure que la matrice de transition est stochastique.

Cette équation est généralement intégrée dans un processus itératif tel que l’EM (Espérance-
Maximisation) [Rab89] puisque la variable ξt utilisée dans l’estimation de aij fait justement appel
aux transitions aij .

Les principaux mécanismes des HMM sont résumés dans le tableau 5.2.

Filtrage d’une distribution temporelle Eq. 5.8
Classification de séquences Eq. 5.21
Séquence d’états optimale § 5.2.4.2

Estimation de l’a priori Eq. 5.34
Estimation des modèles Eq. 5.33

Estimation des transitions Eq. 5.37

TAB. 5.2 : Résumé des principaux mécanismes des HMM.

5.2.7 Pourquoi étendre les HMM aux fonctions de croyance ?

Les HMM probabilistes offrent de très bonnes performances mais des questions persistent aux-
quelles la théorie des probabilités répond difficilement :

– Comment utiliser le HMM si les transformations numérique-symbolique des observations en
états ne sont pas toutes des distributions de probabilités, ou si les transitions entre états ne sont
pas toutes des probabilités conditionnelles ? Le TBM offre un cadre très général pour combiner
des informations de types différents.

– Comment combiner des distributions non indépendantes ? Des solutions existent dans le cadre
probabiliste mais impose de connaître le type de dépendance afin de pouvoir l’estimer et le
corriger. Dans le cadre du TBM, les BBA issues de sources dépendantes sont combinées avec
l’opérateur prudent (§ 2.2.5).
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– Que représente la normalisation opérée lors des combinaisons ? Dans le cadre du TBM, la
normalisation est liée au conflit et nous exploitons cette information pour la reconnaissance de
séquences.

– Que se passe t-il si la distribution sur les états initiaux est inconnue ? La solution employée dans
le cadre de la théorie des probabilités est de faire appel au principe d’équiprobabilité consistant
à affecter la même probabilité à chaque état. Dans le cadre des fonctions de croyance, cette
méconnaissance est modélisée par la fonction vide.

– Comment traduire l’ambiguïté sur les transitions entre deux états à un même instant (sti et stj)
ou entre deux instants consécutifs (sti et st+1

j ) ? Les méthodes probabilistes exploite là encore
le principe d’équiprobabilité alors que dans le cadre du TBM, une ambiguité est directement
modélisée par une fonction de croyance (par exemple mΩt({si, sj}) = 1).

Nous proposons de formaliser les algorithmes des HMM dans le cadre du TBM afin de combiner
la puissance des algorithmes des HMM, la flexibilité et les outils tout aussi puissants du TBM et enfin
de profiter de la généricité des fonctions de croyance qui permettent de modéliser un large panel de
connaissances. Notre objectif est d’offrir un outil générique permettant d’utiliser les connaissances
telles qu’elles existent, que ce soit des probabilités, des possibilités ou des fonctions de croyance.

5.3 HMM crédibiliste

L’idée d’étendre les HMM à la théorie de l’évidence [Sha76] a été proposée par Pieczynski et
al. (voir [Pie07] pour une référence récente) dans des applications liées au traitement d’image. Dans
ces travaux, l’objectif est d’exploiter les fonctions de croyances afin de s’affranchir de l’a priori néces-
saire dans le calcul de distributions a posteriori avec la relation de Bayes. Le problème des méthodes
proposées est que les observations ou bien les a priori sont des fonctions de masse mais pas les deux
simultanément. En conséquence, la combinaison donne forcément une distribution de probabilités. De
plus, les distributions de croyances sont généralement obtenues par simple affaiblissement (§ 2.1.4.4)
de distributions de probabilités [LP05a, LP05b] afin de transférer de la croyance sur le doute total.
Enfin, dans les méthodes proposées par Pieczynski et al., la règle de Dempster (Eq. 2.10) est utilisée
sans prêter attention à la normalisation (§ 2.1.6 et réf. [Sme94a, Sme92]).

Dans ce chapitre, les algorithmes proposés sont applicables à des fonctions de croyances quel-
conques. De plus, nous nous plaçons dans le cadre du TBM de Smets et non pas la théorie de
Dempster-Shafer [Sha76] (les différences entre les deux modèles ont été discutées dans [Sme94a]).
Les nombreux outils et le formalisme puissant du TBM (GBT, opérateurs de changement d’espace,
prise en compte du conflit explicite, opérateurs de combinaison, prise de décision . . .) confèrent à ce
modèle de nombreux avantages par rapport aux autres modèles basés sur les fonctions de croyances.

En particulier, le conflit est largement exploité dans les algorithmes que nous proposons alors
que, dans les méthodes proposées dans la littérature, le conflit est généralement éliminé (par exemple
en normalisant). Par rapport aux travaux précédents, nous proposons par ailleurs un algorithme de
Viterbi crédibiliste.
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La puissance des HMM tient dans les mécanismes de propagation forward et backward utilisés
largement dans les outils des HMM. Ces mécanismes ont leur équivalent dans le cadre du TBM
et par conséquent il est possible d’adapter les algorithmes des HMM pour traiter des fonctions de
croyance. Dans les paragraphes suivants, nous décrivons les algorithmes de filtrage, reconnaissance
et apprentissage dans le cadre des fonctions de croyance et du Modèle des Croyances Transférables
en suivant le même plan que pour la description des HMM probabilistes.

5.3.1 Introduction

On rappelle que l’ensemble des états est noté Ωt = {st1, st2 . . . stK} et qu’une distribution de
croyances peut prendre la forme, entre autres (§ 2.1.2.2), d’une distribution de masses (BBA, m),
de plausibilités (pl) et de communalités (q). Nous notons ces fonctions par fΩt = {mΩt , plΩt , qΩt},
celles-ci étant en relation biunivoque.

Les extensions des algorithmes des HMM aux fonctions de croyance fait intervenir principale-
ment les communalités qui permettent d’obtenir, dans la forme, des relations proches des expressions
probabilistes.

Nom des algorithmes et variables Proba. Equation TBM Equation
Observations bj(Ot) Eq. 5.30 fΩt

b -
Transitions aij Eq. 5.3 fΩt

a [St−1
i ] -

A priori Π Eq. 5.34 fΩ0 -

Variable forward α Eq. 5.8 fΩt
α 5.41

Variable backward β Eq. 5.10 fΩt
β 5.45

Variable γ γ Eq. 5.11b fΩt
γ 5.46

Métrique de Viterbi δ Eq. 5.13 fΩt
δ 5.58

Variable ξ ξ Eq. 5.35 fΩt
ξ 5.78b

TAB. 5.3 : Notations probabilistes (colonne (( Proba. ))) et crédibilistes (colonne (( TBM ))) des différentes
variables et algorithmes des HMM avec les équations correspondantes.

Notre démarche pour adapter les mécanismes aux fonctions de croyance consiste à transformer
les mécanismes de base des HMM probabilistes afin de pouvoir gérer les fonctions de croyance.
Le tableau 5.3 résume les notations utilisées et rappelle les numéros d’équations. Par exemple, fΩt

α

(ligne 5) est la fonction de croyances équivalente à la variable forward probabiliste αt tandis que
fΩt
a [St−1

i ] (ligne 3) représente la fonction de croyance définie sur Ωt conditionnellement à St−1
i ⊆

Ωt−1. L’utilisation de majuscules est réservée aux sous-ensembles, par exemple St−1
i ⊆ Ωt−1, et les

minuscules aux hypothèses, par exemple st−1
i ∈ Ωt−1.

5.3.2 Mécanismes de base

Les propagations forward et backward crédibilistes ont été décrits dans le chapitre 2 § 2.2.1.3 et
représentent les mécanismes de base des HMM crédibilistes. Les propagations respectent les mêmes
schémas que ceux présentés sur la figure 5.2 dans le cas probabiliste et nous les avons illustrés de
nouveau sur la figure 5.7 avec les notations crédibilistes. On reprend dans ce paragraphe ces méca-
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nismes de base en explicitant la notation temporelle et en utilisant les communalités afin de faire un
parallèle avec les probabilités.

t−1 t
qa
 t [t−1]

qb
 t O t

a) Propagation forward.

t t1
qa
t [t1]

qb
 t1Ot1

b) Propagation backward.

FIG. 5.7 : Modèle graphique représentant les propagations forward et backward crédibilistes entre deux
instants où Ωt est l’ensemble des états.

5.3.2.1 Propagation forward crédibiliste

Pour décrire la propagation forward crédibiliste (Fig. 5.7a), nous avons besoin des éléments sui-
vants :

– mΩt−1
α la BBA de la variable forward sur les états et sous-ensembles d’états à t− 1,

– qΩt
a [St−1

i ], ∀St−1
i ⊆ Ωt−1 l’ensemble des distributions de communalités conditionnelles liant les

états et sous-ensembles d’états entre t− 1 et t,
– qΩt

b les communalités obtenues à partir des observations courantes (à t).

Comme dans le cas probabiliste, la propagation forward respecte un schéma (( prédiction – mise
à jour )) :

– Etape 1 : calcul de la prédiction q̂Ωt
α (Stj). La prédiction de la communalité de la proposition

Stj est obtenue par application de l’équation 2.28 définie dans le cadre du Théorème de Bayes
Généralisé :

q̂Ωt
α (Stj) =

∑
St−1
i ⊆Ωt−1

mΩt−1
α (St−1

i ) · qΩt
a [St−1

i ](Stj), ∀Stj ⊆ Ωt (5.38)

Cette relation estime la somme des contributions des éléments focaux St−1
i de l’instant

précédent pondérées par la transition de St−1
i vers Stj . Généralement, seules les croyances

conditionnelles aux singletons st−1
i ∈ Ωt−1 sont disponibles, la croyance conditionnelle aux

unions d’hypothèses peut être calculée en utilisant un opérateur disjonctif4.

– Etape 2 : prise en compte des observations. La prédiction est ensuite combinée conjonctive-
ment avec les observations pour mettre à jour la distribution de croyances sur les états. Dans le
cadre crédibiliste, la combinaison conjonctive utilisée est fonction de la dépendance entre qΩt

α

et les qΩt
b :

• Si les sources de croyances sont distinctes alors nous utilisons l’opérateur CRC :

qΩt
α (Stj) = q̂Ωt

α (Stj) · qΩt
b (Stj), ∀Stj ⊆ Ωt (5.39)

4L’opérateur disjonctif peut être soit l’équation 2.29 (règle de combinaison disjonctive DRC) si les croyances sont
distinctes ou bien l’équation 2.65 (règle de combinaison disjonctive hardie BDRC) si les croyances ne sont pas distinctes.
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• Si les sources de croyances ne sont pas distinctes alors nous utilisons l’opérateur prudent
CCRC (en transformant les communalités en BBA avec l’Eq. 2.7b) :

mΩt
α = m̂Ωt

α ∧©mΩt
b (5.40)

Dans le cas où les sources sont distinctes, la distribution sur les états à t après les phases de prédiction
et de mise à jour est donnée par :

qΩt
α (Stj) =

( ∑
St−1
i ⊆Ωt−1

mΩt−1
α (St−1

i ) · qΩt
a [St−1

i ](Stj)
)
· qΩt

b (Stj), ∀Stj ⊆ ΩtqΩt
α (Stj) =

( ∑
St−1
i ⊆Ωt−1

mΩt−1
α (St−1

i ) · qΩt
a [St−1

i ](Stj)
)
· qΩt

b (Stj), ∀Stj ⊆ ΩtqΩt
α (Stj) =

( ∑
St−1
i ⊆Ωt−1

mΩt−1
α (St−1

i ) · qΩt
a [St−1

i ](Stj)
)
· qΩt

b (Stj), ∀Stj ⊆ Ωt (5.41)

Cette équation est proche, dans la forme, de son homologue probabiliste (Eq. 5.8) puisque seules
des sommations et des produits interviennent et ceci grâce aux communalités. Cependant, la version
crédibiliste fait intervenir non seulement les hypothèses mais aussi les sous-ensembles d’hypothèses.
Elle généralise l’équation 5.8 lorsque les distributions utilisées sont des probabilités : le Théorème
de Bayes Généralisé revient au Théorème de Bayes [Sme93] et la combinaison conjonctive (avec
normalisation par l’équation 2.10) à un produit de probabilités. De plus, un des avantages de la version
crédibiliste par rapport aux probabilités est la possibilité de combiner des croyances fournies par des
sources non distinctes sans modéliser la dépendance.

Notons par ailleurs que le conflit peut être non nul car l’équation 5.8 est définie par une double
conjonction. La valeur du conflit est donnée par :

mΩt
α (∅) = 1 +

∑
Stj⊆Ωt,Stj 6=∅

(−1)|Stj | · qΩt
α (Stj) (5.42)

où |Stj| est la cardinalité de Stj .
Le conflit doit être géré à chaque instant car sinon il est serait réinjecté à l’itération suivante

(l’équation 5.8 étant récursive) or, ce conflit est absorbant par la conjonction. Dans la majorité des
tests réalisés dans ce manuscrit, nous avons utilisé soit la normalisation soit la règle de Dubois et Prade
(voir détails au paragraphe 2.1.6). Nous discuterons de la gestion du conflit dans la section 5.3.5.

Remarque 5.1. La complexité de l’algorithme forward probabiliste est enO(N2T ), elle est de l’ordre
de O(22NT ) (dans le pire des cas) en utilisant les communalités car la distribution de croyances est
définie sur l’ensemble des parties des valeurs possibles de la variable. Il existe des méthodes permet-
tant de réduire cette complexité basées soit sur des approximations de cadres de discernement [DY02]
soit en passant par les plausibilités [Sme93] (la complexité est alors en O(N2NT )). De plus, il est à
noter que la valeur des masses des éléments focaux peut être très faible dans le cas où N est grand
(N > 12). Dans ce cas, il est possible de seuiller les valeurs des masses de croyance pour ne conser-
ver que celles qui ont une valeur (( importante )). D’un point de vue pratique, lorsque N est grand,
il est rare que tous les ensembles d’hypothèses de l’espace puissance soit un élément focal et donc il
est préférable de ne pas utiliser les formules matricielles du TBM [Sme02a] mais plutôt opter pour le
codage des informations utiles en utilisant le format binaire [HL03].

5.3.2.2 Propagation backward crédibiliste

Pour décrire la propagation backward crédibiliste (Fig. 5.7b), nous avons besoin des éléments
suivants :
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– m
Ωt+1
β la BBA de la variable backward sur les états et sous-ensembles d’états à t+ 1,

– plΩt+1
a [Sti ], ∀Sti ⊆ Ωt l’ensemble des distributions de plausibilités liant les états et sous-

ensembles d’états entre t et t+ 1,
– m

Ωt+1
b les BBA obtenues à partir des observations à t+ 1.

A partir de ces fonctions de croyance, il est possible d’estimer la distribution de communalités sur
les états à t+1 en combinant conjonctivement les distributions à t+1 puis en projetant la distribution
résultante sur Ωt :

– Etape 1 : calcul de l’a priori en Ωt+1. En t+1, on dispose des BBAm
Ωt+1
β etmΩt+1

b qu’il suffit
de fusionner avec une combinaison conjonctive. Dans le cas de sources distinctes, on obtient :

m
Ωt+1
β ∩© b = m

Ωt+1
β ∩©m

Ωt+1
b (5.43)

– Etape 2 : projection vers Ωt. La BBA m
Ωt+1
β ∩© b est tout d’abord propagée vers les états de Ωt

en calculant la communalité a posteriori qΩt
a [St+1

j ] à partir des plausibilités plΩt+1
a [Sti ] et de

l’équation 2.24b :
qΩt
a [St+1

j ](Sti ) =
∏
sti∈S

t
i

plΩt+1 [sti](St+1
j ) (5.44)

Puis, on applique la combinaison conjonctive introduite dans le contexte du GBT (Eq. 2.28)
afin d’obtenir le résultat de la propagation backward :

qΩt
β (Sti ) =

∑
St+1
j ⊆Ωt+1

mΩt+1
β ∩© b(St+1

j ) ·
∏
sti∈S

t
i

plΩt+1 [sti](St+1
j )

qΩt
β (Sti ) =

∑
St+1
j ⊆Ωt+1

mΩt+1
β ∩© b(St+1

j ) ·
∏
sti∈S

t
i

plΩt+1 [sti](St+1
j )

qΩt
β (Sti ) =

∑
St+1
j ⊆Ωt+1

mΩt+1
β ∩© b(St+1

j ) ·
∏
sti∈S

t
i

plΩt+1 [sti](St+1
j )

 (5.45)

où le conditionnement est réalisé sur les singletons sti ∈ Ωt.
Au départ de la propagation backward (en t = T ), la variable du même nom est initialisée avec la

fonction vide modélisant ainsi l’ignorance sur les états de départ, i.e. qΩT
β (STi ) = 1,∀STi ⊆ ΩT .

5.3.3 Croyances sur chaque état et filtrage

On cherche à calculer la croyance sur chaque état à un instant t tout en assurant une cohérence
temporelle entre deux instants consécutifs t − 1 et t comme pour l’approche probabiliste. Dans le
cas (( en ligne )), il suffit d’appliquer la propagation forward. Dans le cas (( hors ligne )), l’ensemble
des observations de t = 1 à T est disponible. Il est donc possible de combiner conjonctivement
à chaque instant t les résultats des variables forward et backward pour prendre en compte toutes
les informations disponibles et permettre d’estimer la distribution sur l’ensemble des états et sous-
ensembles d’états Stj ⊆ Ωt. On obtient alors l’équivalent crédibiliste de la variable γ et que l’on note
fΩt
γ . Pour les communalités (f ≡ q), on a :

qΩt
γ (Stj) = qΩt

α (Stj) · qΩt
β (Stj), ∀Stj ⊆ Ωt (5.46)

La variable crédibiliste qΩt
γ peut être par ailleurs utilisée pour déterminer le (( meilleur )) état courant

s∗t à t conditionnellement aux observations. Pour cela, il est nécessaire de calculer la probabilité
pignistique sur les états Ωt puis de chercher l’état maximisant cette probabilité :

s∗t = argmax
si∈Ωt

BetP{mΩt
γ }(si), ∀t ∈ {1 . . . T} (5.47)
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où BetP est la probabilité pignistique donnée par l’équation 2.16 et mΩt
γ est obtenue à partir de qΩt

γ

en appliquant l’équation 2.7b.

Exemple 25. On reprend l’exemple 23 concernant la reconnaissance d’une séquence de saut en
hauteur composée de 4 états : courir (s1), sauter (s2), chuter (s3) et se relever (s4), et on note Ωt =
{st1, st2, st3, st4}.

Les fonctions de croyance sur Ωt sont obtenues à partir des vraisemblances bj(Ot),∀stj ∈ Ωt,∀t ∈
{1 . . . 153} de l’exemple 23 en deux étapes [DS04] : nous les interprétons comme des plausibili-
tés conditionnelles pl<

F

b [stj](Ot) ≡ bj(Ot), puis nous appliquons le GBT générant les plausibilités
plΩtb [Ot](Stj) qui sont ensuite transformées en probabilités pignistiques. Ces pignistiques sont présen-
tées sur la figure 5.8a. Par la suite, et pour simplifier l’écriture, on omettra le conditionnement [Ot]
et on notera plΩtb (Stj) la plausibilité des états conditionnelles aux observations.

On cherche à filtrer les croyances fΩt
b (Stj) sur les états (et donc indirectement les pignistiques

associées) afin d’assurer une cohérence temporelle. La matrice de transition utilisée est donnée dans
le tableau 5.4 et la communalité initiale est supposée vide (qΩ1

α (S1
i ) = 1,∀S1

i ⊆ Ω1). La matrice de
transition crédibiliste utilisée pour l’application des propagations forward et backward est donnée
dans le tableau 5.4 (la transformée pignistique redonne la matrice de transition 5.1 utilisée dans le
cas probabiliste).

∅j {st1} {st2} {st1, st2} {st3} {st1, st3} {st2, st3} {st1, st2, st3} {st4} . . .
[st−1

1 ] 0 0.889 0.008 0.059 0.002 0.001 0.003 0.018 0.001 . . .
[st−1

2 ] 0 0.008 0.866 0.004 0.006 0.001 0.053 0.020 0.021 . . .
[st−1

3 ] 0 0.002 0.009 0.001 0.829 0.001 0.010 0.002 0.010 . . .
[st−1

4 ] 0 0.001 0.002 0.001 0.006 0.001 0.001 0.001 0.894 . . .

. . . {st1, st4} {st2, st4} {st1, st2, st4} {st3, st4} {st1, st3, st4} {st2, st3, st4} Ωt

. . . 0.001 0.001 0.001 0.001 0.001 0.001 0.017

. . . 0.001 0.002 0.001 0.003 0.001 0.005 0.031

. . . 0.001 0.001 0.001 0.038 0.001 0.084 0.025

. . . 0.001 0.001 0.001 0.069 0.001 0.011 0.014

TAB. 5.4 : Matrice de transition du CrHMM.

Les résultats du filtrage par les propagations forward (resp. backward) crédibilistes sont donnés
sur la figure 5.8b (resp. Fig. 5.8c). On illustre par ailleurs la combinaison conjonctive des deux
distributions à chaque instant (variable qΩt

γ ) sur la figure 5.8d. Les courbes en trait gras représentent
les cas crédibilistes et celles en trait fin les cas probabilistes (obtenus dans l’exemple 23).

On peut remarquer que les résultats sont assez similaires ce qui est normal puisque les données
d’entrée des procédures forward et backward sont très proches. On peut cependant noter la petite
différence sur l’intervalle [105, 130] où les algorithmes crédibilistes ont tendance à favoriser l’action
chuter (3e courbe des figures 5.4d et 5.8d) alors que les algorithmes probabilistes favorisent plutôt
l’action se relever (4e courbe des figures 5.4d et 5.8d). Le cas crédibiliste est en accord avec la vérité
terrain dans cet exemple.
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Forward

BackwardD
ans les deux
directions

d) Combinaison forward-backward.

b) Filtrage en ligne par propagation forward.a) Pignistiques sur les états.

c) Résultat de la propagation backward.

FIG. 5.8 : Résultats du filtrage des croyances représentées en (a) : par les propagations forward (b) et back-
ward (c) crédibilistes. La figure (d) donne le résultat de la combinaison conjonctive des deux propagations à
chaque instant (propagation dans les deux directions). Un trait gras représente le cas crédibiliste et un trait fin
représente le cas probabiliste (pour comparaison).

5.3.4 Recherche de la meilleure séquence d’états

L’algorithme de Viterbi crédibiliste détermine la séquence d’états singletons (( optimale )) (au
sens d’un critère prédéfini) s1, s2 . . . sT , st ∈ Ωt pouvant avoir générée la séquence des observations
O1:T . La séquence optimale est déterminée parmi toutes les séquences possibles (KT cas pourK états
et T observations) par des mécanismes de programmation dynamique comme dans le cas probabiliste.

Pour chaque état stj ∈ Ωt, on doit déterminer le meilleur prédécesseur st−1
i ∈ Ωt−1. La recherche

du prédécesseur fait intervenir à la fois les états à t et t − 1, c’est pourquoi on estime préalablement
la BBA concernant les états sur l’espace produit Ωt−1 × Ωt. Cette BBA est obtenue en combinant les
informations disponibles sur ces deux cadres de discernement à savoir (Fig. 5.9) :

– les fonctions de croyances conditionnelles fΩt
a [St−1

i ] décrivant les transitions,
– la fonction de croyances fΩt

b relative aux observations,
– la fonction de croyances fΩt−1

δ sur les états à l’instant précédent (nous expliquerons par la suite
comment nous obtenons cette croyance).

où f ∈ {pl, bel,m, q, b}.
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FIG. 5.9 : Les informations disponibles à t : la distribution fΩt−1
α sur les états à t−1, les transitions fΩt

a [st−1
i ]

et les croyances fΩt
b relatives aux observations.

5.3.4.1 Synthèse de l’information courante

Les BBA fΩt
a [St−1

i ], fΩt
b et fΩt−1

δ sont tout d’abord exprimées sur l’espace commun Ωt−1 × Ωt

(Fig. 5.9) :

– Extension vide de mΩt−1
δ sur Ωt−1 × Ωt : la BBA de la variable δ à l’instant précédent t − 1

est étendue avec l’opérateur d’extension vide (Eq. 2.37) sur l’espace produit Ωt−1 × Ωt car la
source de mΩt−1

δ ne connaît rien des éléments sur Ωt. On obtient :

m
Ωt−1↑Ωt−1×Ωt
δ (C) =

{
m

Ωt−1
δ (B) si C = B × Ωt

0 sinon
(5.48)

– Extension vide de qΩt
b sur Ωt−1 × Ωt : la communalité des observations à l’instant courant t

est étendue avec l’opérateur d’extension vide (Eq. 2.37) sur l’espace produit Ωt−1 × Ωt car la
source de mΩt

b ne connaît rien des éléments sur Ωt−1. Pour cela, nous transformons d’abord la
communalité en BBA (Eq. 2.7b) puis nous appliquons l’opérateur d’extension vide :

m
Ωt↑Ωt×Ωt−1
b (C) =

{
mΩt
b (B) si C = B × Ωt−1

0 sinon
(5.49)

La BBA obtenue est ensuite transformée en communalités (Eq. 2.7a).

– Déconditionnement des transitions qΩt
a [st−1

i ] sur Ωt−1 × Ωt : les BBA définies sur Ωt condi-
tionnellement aux singletons st−1

i ∈ Ωt−1 sont déconditionnées sur l’espace produit Ωt × Ωt−1

en utilisant l’opérateur de déconditionnement basé sur les communalités (Eq. 2.54). On obtient :

qΩt−1×Ωt
a (S) =

∏
st−1
i ∈Ωt−1

qΩt
a [st−1

i ](v),∀S ⊆ Ωt × Ωt−1 (5.50)

et où v = ((st−1
i × Ωt) ∩ S)↓Ωt).
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Les fonctions de croyances (BBA et communalités) peuvent maintenant être combinées par un
opérateur conjonctif tel que la CRC (supposant les BBA distinctes) :

q
Ωt−1×Ωt
aδb (S) = q

Ωt−1Ωt−1Ωt−1↑Ωt−1×Ωt
δ (S) · qΩt−1Ωt−1Ωt−1×Ωt

a (S) · qΩtΩtΩt↑Ωt−1×Ωt
b (S) (5.51)

Remarque 5.2. Dans l’expression 5.51, nous supposons les sources de BBA distinctes. Dans le cas
contraire, il suffit d’appliquer l’opérateur prudent CCRC (§ 2.2.5, Eq. 2.64). Notons que si les BBA
qΩt
a [st−1

i ] ne sont pas distinctes alors l’expression 5.50 n’est plus valable et il est alors nécessaire
d’utiliser l’équation 2.45 pour déterminer toutes les BBA déconditionnées puis de combiner ces BBA
en utilisant l’opérateur CCRC (Eq. 2.64) comme expliqué dans [Den07].

5.3.4.2 Recherche du prédécesseur

A présent que la connaissance sur t − 1 et t est connue, on peut déterminer le prédécesseur
ψ(stj)

′ ∈ Ωt−1 d’un état stj . Le meilleur prédécesseur ψ′(stj) d’un état stj est celui qui maximise
soit la probabilité pignistique soit la plausibilité (i.e. un critère de décision) de l’état stj après les
étapes suivantes :

1. Conditionnement de la BBA5 m
Ωt−1×Ωt
aδb par le prédécesseur (( candidat )) st−1

i ,

2. Projection sur Ωt de la BBA m
Ωt−1×Ωt
aδb ,

3. Calcul du critère de décision (probabilité pignistique et plausibilité) de chaque état sur Ωt.

On obtient donc :
P1
t [st−1

i ](stj) = BetPΩt{mΩt−1×Ωt
aδb [st−1

i × Ωt]↓Ωt}(stj) (5.52)

ou encore, avec les plausibilités :

P2
t [st−1

i ](stj) = PlPΩt{mΩt−1×Ωt
aδb [st−1

i × Ωt]↓Ωt}(stj) (5.53)

Le conditionnement par st−1
i dans les équations 5.52-5.53 engendre généralement du conflit. Ce

conflit représente la pertinence de l’hypothèse (( le prédécesseur de stj est st−1
i )) que l’on mémo-

rise dans la variable Γt(st−1
i ) à valeur dans [0, 1] :

Γt(st−1
i ) = 1−mΩt−1×Ωt

aδb [st−1
i × Ωt](∅) (5.54)

Plus le conflit est faible, plus l’hypothèse (( le prédécesseur de stj est st−1
i )) est pertinente et on

exploitera cette information pour la prise de décision concernant le meilleur prédécesseur.
Pour chaque état stj , on dispose donc d’un jeu de probabilités Pkt [st−1

i ](stj), ∀st−1
i ∈ Ωt−1, k ∈

{1, 2} ainsi qu’un ensemble de pertinences Γt(st−1
i ),∀st−1

i ∈ Ωt−1. Afin de déterminer, parmi tous
les états st−1

i ∈ Ωt−1, le meilleur prédécesseur de l’état stj , il suffit de chercher l’état st−1
i maximisant

la valeur Pkt [st−1
i ](stj) pondérée par la pertinence associée à st−1

i :

ψ
′

t(stj) = argmax
st−1
i ∈Ωt−1

[
Γt(st−1

i ) · Pkt [st−1
i ](stj)

]
(5.55a)

δ
′

t(stj) = max
st−1
i ∈Ωt−1

[
Γt(st−1

i ) · Pkt [st−1
i ](stj)

]
(5.55b)

5Obtenue à partir de la communalité 5.51 en utilisant l’équation 2.7b.
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où δ′t(stj) et ψ′t(stj) mémorisent la valeur maximale de la transition du prédécesseur de stj vers stj ainsi
que l’indice du prédécesseur.

Les équations 5.55a et 5.55b quantifient l’impact de l’hypothèse (( le prédécesseur de stj est st−1
i )).

Notons que l’ensemble des valeurs δ′t(stj),∀stj ∈ Ωt ne forme pas une distribution.

5.3.4.3 Propagation des résultats

On connaît le prédécesseur de chaque état stj à l’instant t. Il faut maintenant construire la BBA
mΩt
δ qui sera utilisée à l’itération suivante (t+1) et qui a pour rôle de propager les valeurs maximales

δ
′
t(stj) déterminées à t.

Pour construire la BBA mΩt
δ , remarquons tout d’abord que plusieurs états stj peuvent avoir un

prédécesseur commun (∃stj, stk ∈ Ωt/ψ
′
t(stj) = ψ

′
t(stk)). De plus, on ne connaît pas quel état stj ∈ Ωt

est le plus fiable à un instant t (excepté éventuellement à l’instant T où il faut choisir un état final).
Ainsi, nous proposons d’estimer la BBA mΩt

δ en projetant la BBA m
Ωt−1
δ sur Ωt par l’algorithme

forward mais en conditionnant la projection à l’ensemble des états prédecesseurs définis sur t − 1 et
noté At−1 tel que6 :

At−1 =
⋃

stj∈Ωt

ψ
′(stj) (5.56)

Le résultat est ensuite combiné avec la BBA relative aux observations et la BBA mΩt
δ résultante est

alors donnée par :

mΩt
δ = mΩt

b ∩©
((
m

Ωt−1↑Ωt−1×Ωt
δ ∩©mΩt−1×Ωt

a

)
[Ωt ×At−1]

)↓Ωt
(5.57)

De la sorte, si tous les prédécesseurs sont différents, le conditionnement est fait sur Ωt−1×Ωt et donc
la projection n’a pas de parti pris alors que si des prédécesseurs sont identiques, la projection tient
compte de cette situation et rend la BBA projetée plus spécifique.

L’expression 5.57 peut être simplifiée en utilisant l’équation de propagation forward basée sur les
communalités et en conditionnant les propagations aux prédécesseurs :

qΩt
δ (Stj) =

( ∑
St−1
i ⊆At−1

m
Ωt−1
δ (St−1

i ) · qΩt
a [St−1

i ](Stj)
)
· qΩt

b (Stj), ∀Stj ⊆ ΩtqΩt
δ (Stj) =

( ∑
St−1
i ⊆At−1

m
Ωt−1
δ (St−1

i ) · qΩt
a [St−1

i ](Stj)
)
· qΩt

b (Stj), ∀Stj ⊆ ΩtqΩt
δ (Stj) =

( ∑
St−1
i ⊆At−1

m
Ωt−1
δ (St−1

i ) · qΩt
a [St−1

i ](Stj)
)
· qΩt

b (Stj), ∀Stj ⊆ Ωt (5.58)

Remarque 5.3. Le calcul de mΩt
δ ne prend pas directement en compte les valeurs δ

′
t(stj) mais

indirectement par le conditionnement. Nous proposons deux méthodes alternatives pour calculer
mΩt
δ directement à partir des valeurs δ

′
t(stj). Ces propositions dépendent de l’interprétation de δ

′
t(stj) :

– Alternative 1 : La valeur δ′t(stj) représente la probabilité maximale de stj .
Dans ce cas, on doit normaliser les valeurs δ

′
t(stj) telle que la somme sur stj ∈ Ωt soit unitaire

permettant ainsi d’obtenir une distribution de probabilités. Ensuite, on peut transformer cette
distribution en BBA consonante par application du Principe du Minimum d’Information (PMI,
chapitre 2, paragraphe 2.2.4). La BBA résultante est alors assimilée à mΩt

δ qui diffèrera du
résultat de l’équation 5.57.

6La lettre P a été choisie pour noter les ensembles de probabilités aux équations 5.52 et 5.53. La lettre A signifie
(( ascendants )) qui a ici le même sens que (( prédécesseurs )).
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Si les valeurs δ
′
t(stj) sont du même ordre de grandeur alors la BBA générée mΩt

δ sera proche
de la BBA vide. Dans ce cas, l’a priori sur Ωt−1 utilisé dans l’équation de base (Eq. 5.51) sera
minimum. Le même phénomène apparaît dans le cas probabiliste.

– Alternative 2 : La valeur δ′t(stj) représente la plausibilité maximale de stj .
Dans ce cas, la BBA mΩt

δ est consonante. On en déduit alors sa distribution de plausibilités
donnée par [DP82] :

plΩtδ (B) = max
stj∈B

δ
′

t(stj) (5.59)

Ensuite, il suffit de transformer cette distribution de plausibilités (qui est aussi une distribu-
tion de possibilités) en BBA par application de l’équation 2.4b. La BBA résultante est alors
assimilée à mΩt

δ qui diffèrera du résultat de l’équation 5.57.
Si les valeurs δ

′
t(stj) sont du même ordre de grandeur alors la BBA générée mΩt

δ sera composée
de deux éléments focaux, à savoir l’ensemble vide et le cadre tout entier tels que :

mΩt
δ (∅) = 1− plΩtδ (Ωt)

= 1− max
stj∈Ωt

δ
′

t(stj) (5.60)

Cette alternative peut donc s’avérer problématique lorsque les valeurs δ
′
t(stj) sont faibles car

dans ce cas un conflit élevé est réinjecté dans l’équation 5.51 utilisée à l’itération suivante.

5.3.4.4 Détermination de la séquence d’états optimale et de son adéquation avec un modèle

Nous cherchons à recouvrir la séquence d’états optimale, au sens du maximum de probabilité
pignistique ou de plausibilité, à partir de l’ensemble des valeurs ψ′t et à quantifier son adéquation avec
le modèle de CrHMM.

Séquence d’états optimale Elle est notée s1
∗, s

2
∗, . . . s

t
∗, . . . s

T
∗ . A la dernière observation (à l’instant

T ), le meilleur état sT∗ est donné par :

sT∗ = argmax
sTj ∈ΩT

BetPΩT {mΩT
δ }(sTj ) (5.61)

A partir de cet état, le meilleur prédécesseur sT−1
∗ est choisi en utilisant la valeur ψ′T (sT∗ ) (Eq. 5.55a).

La valeur ψ′T−1(sT−1
∗ ) correspond quant à elle au meilleur état à T − 2 lorsque sT−1

∗ est sélectionné à
T − 1. . . Ce processus, appelé rétro-propagation, est réitéré jusqu’à t = 1 permettant de recouvrir
la séquence d’états optimale :

st∗ = ψ
′

t+1(s∗t+1)st∗ = ψ
′

t+1(s∗t+1)st∗ = ψ
′

t+1(s∗t+1) (5.62)

Ce processus est similaire à celui utilisé dans le cas des HMM probabilistes.

Adéquation de la séquence d’états optimale avec un modèle de CrHMM Dans le cadre de la
classification de séquences, on cherche à quantifier l’adéquation de la séquence optimale avec le mo-
dèle de la séquence utilisé. Pour cela, on propose de calculer la plausibilité QT (sT∗ , λ) de la séquence
optimale conditionnellement à un modèle de CrHMM et se terminant en sT∗ :

QT (sT∗ , λ) = plΩ1:T [λ]({(s1
∗, s

2
∗, . . . s

T
∗ )}) (5.63)
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où (s1
∗, s

2
∗, . . . s

T
∗ ) est un T -uplet et Ω1:T = Ω1 × Ω2 × · · · × ΩT et le produit cartésien des cadres de

discernement où sont définis les éléments du T -uplet.
Pour déterminer l’expression analytique de ce critère, on suppose que les plausibilités plΩt [λ](st∗),∀t

sont indépendantes7. Rappelons par ailleurs que la plausibilité plΩtδ d’un état st∗ faisant partie de la
séquence optimale est calculée à partir de la BBA mΩt

δ en utilisant l’équation 2.4a (on omet volon-
tairement le conditionnement par λ). La plausibilité de la séquence optimale se terminant en sT∗ est
alors donnée par :

QT (sT∗ , λ) =
T∏
t=1

plΩtδ (st∗) (5.64)

Par ailleurs, on peut remarquer qu’il n’est pas forcément nécessaire de procéder à la rétro-propagation
pour quantifier la plausibilité de la séquence optimale. En effet, à chaque instant, on a :

Qt(stj, λ) = Qt−1(ψ
′

t(stj), λ) · plΩtδ (stj) (5.65)

et lorsque la dernière observation est atteinte à t = T , le meilleur état sT∗ peut donc être choisi en
maximisant le critère QT (., λ) :

sT∗ = argmax
sTj ∈ΩT

QT (sTj , λ)sT∗ = argmax
sTj ∈ΩT

QT (sTj , λ)sT∗ = argmax
sTj ∈ΩT

QT (sTj , λ) (5.66)

La valeur QT (sT∗ , λ) associée quantifie ainsi directement la plausibilité de la séquence (Eq. 5.63).
Notons que pour parer aux limitations des machines actuelles lors des multiplications succes-

sives dans l’équation 5.64, nous pouvons calculer le logarithme du critère et ainsi obtenir la (( log-
plausibilité )) de la séquence optimale :

Qt(stj, λ) = Qt−1(ψ
′

t(stj), λ) + log(plΩtδ (stj))Qt(stj, λ) = Qt−1(ψ
′

t(stj), λ) + log(plΩtδ (stj))Qt(stj, λ) = Qt−1(ψ
′

t(stj), λ) + log(plΩtδ (stj)) (5.67)

et à l’initialisation, on a Q1(s1
j , λ) = 0,∀stj ∈ Ω1. Remarquons pour finir qu’au lieu des plausibilités,

nous pourrions utiliser la probabilité pignistique BetPΩt{plΩtδ } (les mêmes équations pourraient être
utilisées).

Exemple 26. On reprend l’exemple 25 concernant la reconnaissance d’une séquence de saut en
hauteur composée de 4 états : courir (s1), sauter (s2), chuter (s3) et se relever (s4), et on note Ωt =
{st1, st2, st3, st4}.

La figure 5.10a présente le résultat de l’algorithme de Viterbi crédibiliste pour la reconnaissance
de la séquence d’états à partir des BBA observées de la figure 5.8a. La figure 5.10b illustre le résultat
fourni par la maximisation a posteriori (Eq. 5.12) sur les probabilités pignistiques de qΩt

γ données
à la figure 5.8d. La comparaison qualitative entre les figures 5.10a-b permet de mettre en évidence
l’intérêt du Viterbi crédibiliste par rapport à une simple maximisation instant par instant sans prise
en compte des prédécesseurs. Les résultats quantitatifs, résumés dans le tableau 5.5 (avec les indices
de rappel (R), précision (P ) et mesure F1 de la détection des actions), vont aussi dans ce sens.

La différence des résultats entre les algorithmes de Viterbi crédibiliste et probabiliste (Fig. 5.6)
peut être appréciée qualitativement sur la figure 5.11 et quantitativement dans le tableau 5.5.

La figure 5.12 illustre l’évolution de la log-plausibilité (Fig. 5.12a) et de la log-vraisemblance
(Fig. 5.12b) de la séquence d’états optimale déterminée respectivement par les algorithmes de Viterbi

7Plus précisément on considère l’indépendance faible (weak independance) [Sha76] qui permet d’écrire
plΩt×Ωt−1({(B,C)}) = plΩt(B) · plΩt−1(C).



5.3 HMM crédibiliste 119

crédibiliste et probabiliste. On peut remarquer une tendance similaire dans l’évolution cependant, le
critère crédibiliste met en évidence des paliers lorsque l’état est plutôt stable ce qui pourrait s’avérer
intéressant pour la détection de changement.

La figure 5.13 représente la probabilité pignistique BetPΩt{mΩt
δ }(stj) sur les états déterminées

à partir des BBA mΩt
δ propagées dans l’algorithme de Viterbi crédibiliste (courbe de couleur rouge

et en gras). Les probabilités δ dans le cas probabiliste sont aussi illustrées (courbe de couleur
bleue en trait fin) permettant d’expliquer la différence des séquences d’états optimales (Fig. 5.11) et
notamment sur l’intervalle [105, 135].

a) Décodage de Viterbi crédibiliste. b) Maximisation a posteriori sur la combinaison forward-
backward crédibiliste.

FIG. 5.10 : Résultats de l’algorithme de Viterbi crédibiliste (a) pour la reconnaissance de la séquence d’états
la plus probable à partir des observations de la figure 5.8a. Comparaison avec la détermination du meilleur
état (b) en utilisant la maximisation a posteriori (Eq. 5.12) sur les probabilités pignistiques de qΩtγ données à
la figure 5.8d.

course saut chute

R P F1 R P F1 R P F1

HMM 84 80 82 82 82 82 31 94 47
γ proba. 84 72 77 63 75 69 24 92 38
CrHMM 858585 838383 848484 929292 838383 888888 717171 100100100 838383
qγ créd. 84 71 77 66 64 65 49 96 65

TAB. 5.5 : Indices de performance : rappel (R), précision (P ) et mesure F1 en % sur la détection des actions
par le décodage de Viterbi probabiliste (ligne 1), par maximisation de la probabilité γt a posteriori (ligne 2),
par le décodage de Viterbi crédibiliste (ligne 3) et par maximisation de la probabilité pignistique de qΩtγ a
posteriori.

5.3.5 Classification de séquence d’observations

Disposant de N modèles de CrHMM λ1, λ2, . . . , λn, . . . , λN représentant chacun un type de sé-
quence particulier, on cherche à connaître le modèle λ∗ correspondant le mieux aux observations
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viterbi crédibiliste

viterbi probabiliste

FIG. 5.11 : Superposition des décodages de Viterbi crédibiliste et probabiliste pour la reconnaissance du
saut en hauteur (Figs. 5.8-5.10) sur une vidéo composée de 154 images. Le saut en hauteur est décrit par une
séquence de quatre actions à savoir courir (valeur 1 sur l’axe des ordonnées de la figure), sauter (valeur 2),
chuter (valeur 3) et se relever (valeur 4).

a) Valeur du critère d'inférence lors du décodage de Viterbi 
crédibiliste.

b) Valeur du critère d'inférence lors du décodage de Viterbi 
probabiliste.

FIG. 5.12 : Evolution des critères d’inférence pour le cas crédibiliste (a) et probabiliste (b) pour la reconnais-
sance du saut en hauteur (Figs. 5.8-5.10).

mesurées O1:T , i.e. on cherche à classer une séquence d’observations. Chaque modèle de CrHMM
λ est caractérisé par un jeu de BBA conditionnelles, d’un modèle d’observations et d’un a priori
éventuel.
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FIG. 5.13 : Evolution des probabilités pignistiques BetPΩt{mΩt
δ } calculées à partir des BBAmΩt

δ propagées
dans l’algorithme de Viterbi crédibiliste (courbe de couleur rouge et en gras). Les probabilités δ dans le cas
probabiliste sont aussi illustrées (courbe de couleur bleue en trait fin).

5.3.5.1 Interprétation du conflit

On considère le cas d’une classification (( en ligne )) comme dans le cadre probabiliste. Le cri-
tère de classification repose sur la propagation forward (Eq. 5.39) faisant intervenir un processus de
prédiction et un de mise à jour (Eq. 5.41) comme nous le rappelons ci-dessous :

qΩt
α (Stj) = q̂Ωt

α (Stj) · qΩt
b (Stj)

=
( ∑
St−1
i ⊆Ωt−1

mΩt−1
α (St−1

i ) · qΩt
a [St−1

i ](Stj)
)
· qΩt

b (Stj), ∀Stj ⊆ Ωt

Suite à la propagation forward, la masse de conflit est égale à :

mΩt
α (∅) = 1 +

∑
Stj⊆Ωt,Stj 6=∅

(−1)|Stj | · q̂Ωt
α (Stj) · qΩt

b (Stj) (5.68)

et notons que cette quantité correspond à (m̂Ωt
α ∩©mΩt

b )(∅).
Cette masse de conflit fait intervenir à la fois le conflit apporté directement par la prédiction et

le conflit entre la prédiction et les observations. Le premier type de conflit est supposé nul car nous
avons discuté de sa redistribution à la fin du paragraphe 5.3.2.1. Le deuxième type de conflit est
intéressant car il quantifie l’inadéquation du modèle de CrHMM λ utilisé avec les observations O1:T .
Plus ce conflit est élevé, moins le modèle de CrHMM correspond aux observations ce qui nous permet
d’envisager un critère de classification basé sur cette information de conflit.

Remarque 5.4. Si le conflit apporté directement par la prédiction est non nul, nous devons ne pas
en tenir compte dans l’équation 5.68 afin de ne garder que le conflit pertinent qui apparaît entre la
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prédiction et les observations. Pour éliminer la part de conflit du premier type, il suffit de normaliser
la communalité q̂Ωt

α utilisée dans l’équation 5.68. On obtient alors :

mΩt
α (∅) = 1 + 1

Kt
α

·
∑

Stj⊆Ωt,Stj 6=∅
(−1)|Stj | · q̂Ωt

α (Stj) · qΩt
b (Stj) (5.69)

où le coefficient Kt
α est donné par :

Kt
α = 1−

(
1 +

∑
C⊆Ωt,C 6=∅

(−1)|C| · q̂Ωt
α (C)

)
= −

∑
C⊆Ωt,C 6=∅

(−1)|C| · q̂Ωt
α (C)

(5.70)

5.3.5.2 Un critère de classification crédibiliste basé sur le conflit

Comme nous l’avons vu, plus le conflit entre la prédiction et les observations est élevé, moins le
modèle de CrHMM correspond aux observations. A partir de cette interprétation, nous générons une
mesure globale de conflit Lc(λ) entre un modèle de CrHMM λ et des observations O1:T définie par :

Lc(λ) = 1
T

T∑
t=1

log(mΩt
α [λ](∅))Lc(λ) = 1

T

T∑
t=1

log(mΩt
α [λ](∅))Lc(λ) = 1

T

T∑
t=1

log(mΩt
α [λ](∅)) (5.71)

où la quantité mΩt
α [λ](∅) est donnée par l’équation 5.68 (ou par l’équation 5.69 si la prédiction pré-

sente du conflit). Le modèle λ∗ correspondant le mieux aux observations mesurées est alors celui qui
minimise le conflit sur la séquence des observations :

λ∗ = argmin
n

Lc(λn)λ∗ = argmin
n

Lc(λn)λ∗ = argmin
n

Lc(λn) (5.72)

Le point intéressant à noter est que ce critère est similaire, sur le principe, à celui utilisé dans le
cadre probabiliste (Eq. 5.29). Pour comparer ces deux critères, rappelons que la normalisation de la
BBA mΩt−1

α [λ] consiste à diviser la valeur de chaque élément focal par l’opposé du conflit (Eq. 2.3) :

mΩt−1
α,∗ [λ](B) = mΩt−1

α [λ](B)
1−mΩt−1

α [λ](∅)

= mΩt−1
α [λ](B)∑

C⊆Ωt−1
C 6=∅

m
Ωt−1
α [λ](C)

(5.73)

Or, dans la version probabiliste, nous avons vu que la normalisation de la variable forward αt−1

(Eq. 5.22-5.23) est donnée par :

α∗t−1(st−1
i ) = αt−1(st−1

i )
N∑

k=1
ατ (sτk)

Par conséquent, le coefficient de normalisation de la distribution de probabilités αt pourrait être inter-
prété comme une (( probabilité )) sur l’ensemble vide. Or, cette probabilité est supposée ne pas exister.
Dans le cadre crédibiliste, la masse sur l’ensemble vide mΩt

α [λ](∅) a un sens, à savoir le conflit entre
le modèle de CrHMM λ et les observations.
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5.3.5.3 Distance entre modèles de CrHMM

Dans certaines applications, de nombreux modèles de CrHMM peuvent coexister. Cependant,
l’inférence, c’est à dire le mécanisme permettant de sélectionner le meilleur modèle, est d’autant plus
long et difficile que le nombre de modèles est important.

Dans [JR85, Rab89, VHS+02], un critère de distance entre deux modèles de HMM probabilistes
est décrit. Si la distance est faible alors cela signifie que les deux modèles sont proches et que l’un
des deux peut être supprimé. Nous pouvons de la même manière définir un critère de distance dans le
cadre des CrHMM.

Soient deux modèles de CrHMM notés λ1, λ2 et un lot d’observations O1:T supposées avoir été
générées par le modèle λ2. Nous pouvons utiliser le critèreLc(λ) proposé précédemment pour calculer
la distance d1(λ1, λ2) entre les deux modèles :

d1(λ1, λ2) = 1
T

(Lc,2(λ1)− Lc,2(λ2)) (5.74)

Cette mesure de distance quantifie l’adéquation du modèle λ1 aux données générées par λ2 relative-
ment à l’adéquation du modèle λ2 vis à vis de ses données (le fait que la source des observations soit
λ2 est indiqué par l’indice (( 2 )) sur le critère Lc,2). Remarquons que cette mesure peut être inter-
prétée comme une approximation de la divergence de Kullback-Leibler [JR85] utilisée en théorie de
l’information [Sha48].

Le problème avec la mesure précédente est qu’elle n’est pas symétrique. Une version symétrisée
est donnée par :

d2(λ1, λ2) = d1(λ1, λ2) + d1(λ2, λ1)
2 (5.75)

Nous pouvons imaginer utiliser cette mesure pour la classification de séquences basée sur les simila-
rités crédibilistes de la même manière que dans [BMF04, DM04].

5.3.6 Vers l’apprentissage des paramètres

Dans les sections précédentes, les paramètres des CrHMM étaient supposés connus. Comme dans
le cadre des HMM probabilistes, il serait intéressant de définir une méthode d’estimation de ces
paramètres par apprentissage. Cependant, la complexité est plus importante dans le cas crédibiliste
car les fonctions de croyance n’ont pas les mêmes propriétés mathématiques que les probabilités et
de plus, les croyances sont définies sur des espaces de grande taille.

Le problème de l’apprentissage concerne trois ensembles de paramètres :

1. La matrice de transition crédibiliste (qΩt
a [St−1

i ])
Nous proposons de définir un équivalent crédibiliste à la variable ξt utilisée en probabilité
(Eq. 5.35). Puis, cette nouvelle variable est moyennée sur les séquences d’observations formant
l’ensemble d’apprentissage.

2. L’a priori sur les états à t = 1 (qΩ1
π )

Nous supposons que l’a priori sur les états est généralement vide. Cependant, une méthode
basée sur la variable qΩt

a [St−1
i ] est proposée pour estimer cette distribution.

3. Les modèles d’observation liant les observations Ot aux croyances sur les états
Nous proposons des pistes pour l’estimation des paramètres des mélanges Gaussiens. Ces pro-
positions constituent un travail préliminaire pour une future étude.
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5.3.6.1 Estimation de la matrice de transition

La matrice de transition crédibiliste, de taille K × 2K (avec K le nombre d’états), contient les
BBA qΩt

a [st−1
i ], ∀st−1

i ∈ Ωt−1 qui représentent les croyances des sous-ensembles d’états Stj ⊆ Ωt

conditionnellement aux états st−1
i ⊆ Ωt−1. Les croyances conditionnelles aux sous-ensembles d’états

sont obtenues par un opérateur disjonctif à partir des croyances conditionnelles aux singletons.
De la même manière que dans le cas probabiliste, nous cherchons à estimer la matrice de transi-

tion crédibiliste moyenne vis à vis de données d’apprentissage constituées d’observations qui corres-
pondent au modèle de CrHMM à estimer. Pour cela, nous calculons tout d’abord la BBA sur Ωt−1×Ωt

prenant en compte les informations disponibles à deux instants consécutifs t et t− 1.

Combinaison des informations sur deux instants consécutifs Dans le cas d’une estimation (( en
ligne )) des transitions, il suffit de combiner les informations disponibles aux instants t et t− 1 :

– les transitions qΩt
a [St−1

i ],
– les communalités conditionnelles aux observations qΩt

b en t,
– les communalités à l’instant précédent qΩt−1

α .
Pour cela, nous adoptons la même méthodologie que pour l’équation 5.51 ce qui mène à l’expression
suivante :

q
Ωt−1×Ωt
ξon (S) = q

Ωt−1↑Ωt−1×Ωt
δ (S) · qΩt−1×Ωt

a (S) · qΩt↑Ωt−1×Ωt
b (S) (5.76)

définie ∀S ⊆ Ωt−1 × Ωt. Nous pouvons remarquer que le calcul de la marginale de qΩt−1×Ωt
ξon sur Ωt

(avec l’équation 2.41) redonne la variable forward comme dans le cas probabiliste :

qΩt
α = q

Ωt−1×Ωt↓Ωt
ξon (5.77)

Comme on peut le voir sur l’équation 5.76, l’estimation de la matrice de transition, modélisée par qΩt
a ,

fait appel à cette même matrice et par conséquent, l’estimation doit être intégrée dans un processus
itératif comme dans le cas probabiliste [Rab89].

Dans le cas d’une estimation (( hors ligne )), on tient compte des communalités futures qΩt+1
β et

on obtient une variable qΩt×Ωt+1
ξoff

(version off-line) obtenue en combinant la version en ligne qΩt×Ωt+1
ξon

(décalée d’une itération) avec la connaissance de la variable backward qΩt+1
β :

q
Ωt×Ωt+1
ξoff

(S) = q
Ωt×Ωt+1
ξon (S) · qΩt+1↑Ωt×Ωt+1

β (S) (5.78a)

= qΩt↑Ωt×Ωt+1
α (S) · qΩt×Ωt+1

a (S) · qΩt+1↑Ωt×Ωt+1
b (S) · qΩt+1↑Ωt×Ωt+1

β (S) (5.78b)

∀S ⊆ Ωt × Ωt+1. Notons que la marginale de qΩt×Ωt+1
ξoff

sur Ωt redonne la variable crédibiliste qΩt
γ :

qΩt
γ = q

Ωt×Ωt+1↓Ωt
ξoff

(5.79)

Remarquons par ailleurs que si qΩt+1
β (S) = 1,∀S ⊆ Ωt+1 (la variable backward est égale à la fonction

vide) alors on retrouve la version en ligne qΩt×Ωt+1
ξon .

Une estimation des transitions crédibilistes Pour une séquence d’observations O1:T donnée et re-
flétant l’état d’un système à analyser, il existe une distribution de communalités qΩt×Ωt+1

ξoff
à chaque ins-

tant t. Nous pouvons utiliser un opérateur de consensus comme la moyenne afin d’estimer la matrice
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de transition crédibiliste qΩt×Ωt+1
a sur l’ensemble des observations. Dans le cas d’un apprentissage

hors ligne, on obtient :

qΩt+1
a [sti] =

(
1
T

T∑
t=1

q
Ωt×Ωt+1
ξoff

)
[sti]↓Ωt (5.80)

où une moyenne de communalités est une communalité. Cette méthode n’est pas sans rappeler
celle qui a été proposée dans le cadre de l’estimation des paramètres du filtre temporel crédibiliste
(Eq. 3.26).

Un problème avec cette méthode est l’effet de spécialisation. En effet, la variable qΩt×Ωt+1
ξoff

est
composée de quatre conjonctions et par conséquent, la valeur de la croyance sur les éléments focaux
de faible cardinalité sera généralement élevée alors que celle sur les éléments focaux de plus grande
cardinalité sera généralement faible. De plus, il se peut que certaines transitions n’apparaissent pas
ou très peu fréquemment dans l’ensemble des observations utilisées pour l’estimation. Comme dans
le cas probabiliste, une solution consiste à imposer une croyance minimale sur chaque transition.

5.3.6.2 Estimation de l’a priori crédibiliste

Les fonctions de croyance permettent de choisir un a priori vide qΩ1
π modélisant le manque d’in-

formation sur les états stj ∈ Ω1 à l’instant initial (t = 1). Il est par ailleurs possible d’estimer statisti-
quement l’a priori crédibiliste sur un sous-ensemble Sti en utilisant les résultats précédents.

Nous avons fait remarquer (Eq. 5.77) que le calcul de la marginale de qΩt−1×Ωt
ξon sur Ωt redonne la

variable forward qΩt
α . Nous pouvons exploiter ce résultat pour l’estimation de l’a priori en projetant

sur Ω1 la communalité moyenne qΩ1×Ω2
a calculée à l’équation 5.80 :

qΩ1
π = qΩ1×Ω2↓Ω1

a (5.81)

et cette expression impose de disposer de plusieurs séquences d’observations (afin de calculer une
moyenne). L’estimation de l’a priori par cette expression fait intervenir la variable forward en t =
1, i.e. qΩ1

α , or, celle-ci fait justement appel à l’a priori recherché. Par conséquent, il sera néces-
saire d’inclure cette expression dans un algorithme d’estimation itératif comme dans le cas proba-
biliste [Rab89].

5.3.6.3 Vers l’estimation des paramètres des modèles Gaussiens des observations

Dans le cas probabiliste, un mélange Gaussien des observations est associé à chaque état
(Eq. 5.30). Le problème dans le cas crédibiliste est que, à chaque instant, nous devons lier les
observations numériques non seulement aux états singletons stj ∈ Ωt mais aussi aux sous-ensembles
d’états Stj ⊆ Ωt. Deux solutions sont possibles : exploiter les informations sur chacun des singletons
pour en déduire les croyances sur les sous-ensembles ou bien, modéliser tous les singletons et
sous-ensembles d’états par un mélange Gaussien.

Exploiter les méthodes statistiques probabilistes Dans la majorité des tests réalisés dans cette
thèse avec le CrHMM, nous avons utilisé des mélanges Gaussiens probabilistes pour lesquels des mé-
thodes d’estimation robustes ont été éprouvées depuis longtemps. Ces mélanges fournissent à chaque
instant la vraisemblance des observations bj(Ot) ≡ PΩt(Ot|stj) (Eq. 5.30) pour chaque état single-
ton. Les vraisemblances sont ensuite interprétées comme des plausibilités conditionnelles [DS04], i.e.
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pl<
F

b [stj](Ot) ≡ bj(Ot). Puis, nous pouvons appliquer le Théorème de Bayes Généralisé (GBT) pour
obtenir plΩtb [Ot](Stj) (noté aussi plΩtb (Stj) par souci de simplification de l’écriture) afin d’en déduire
les croyances sur les sous-ensembles d’états.

Une méthode hybride On suppose que les modèles d’observation sont des mélanges Gaussiens
probabilistes mais que la matrice de transition et l’a priori sont crédibilistes. Par conséquent, on
calcule plΩtb (Stj) de la même manière que précédemment puis, on effectue les propagations forward
et backward crédibilistes. La variable crédibiliste qγ est ensuite calculée (Eq. 5.46), transformée en
distribution de probabilités pignistiques puis utilisée dans les équations d’estimation des paramètres
des mélanges Gaussiens probabilistes (Eq. 5.33). Cette méthodologie a été utilisée avec succès par
Vannoorenberghe et Smets dans [VS05].

Vers le développement d’un algorithme d’apprentissage crédibiliste Nous donnons dans ce pa-
ragraphe quelques pistes pour développer un algorithme d’apprentissage des modèles d’observations
totalement crédibiliste :

– Représentation d’états - Un HMM fait parti des modèles d’états et donc l’estimation des
paramètres dans le cas probabiliste fait intervenir des mécanismes d’identification de modèles
d’états [Mur02]. Ainsi, si les méthodes d’identification probabilistes sont étendues au cas
crédibiliste, il suffira d’appliquer ces méthodes pour estimer les paramètres d’un CrHMM. A
ce sujet, des recherches ont été très récemment lancées par T. Denœux sur les modèles d’états
crédibilistes au laboratoire Heudiasyc.

– Algorithme EM crédibiliste - L’identification probabiliste fait généralement appel à un al-
gorithme EM (Expectation-Maximization) dont l’extension au cas de données d’apprentissage
crédibilistes a été proposée par Vannoorenberghe et Smets [VS05]. Le problème de l’apprentis-
sage des paramètres d’un CrHMM peut alors être posé comme un problème de maximisation
de la vraisemblance (généralisée aux fonctions et qui correspond à une plausibilité [Sme93])
des observations conditionnellement aux paramètres des mélanges. Cette plausibilité peut être
calculée à partir des méthodes d’inférence que nous avons développées et utilisées dans ce
manuscrit.

5.4 Conclusion

Nous avons adapté une partie des mécanismes des modèles de Markov cachés (HMM), initiale-
ment développés dans le cadre de la théorie des probabilités, aux fonctions de croyance que nous
avons appelés modèles de Markov cachés crédibilistes (CrHMM). L’adaptation a consisté à transpo-
ser les équations de base des HMM pour qu’elles puissent être appliquées aux fonctions de croyance.
En particulier, les algorithmes forward et backward, reposant sur les travaux de Smets concernant le
Théorème de Bayes Généralisé [Sme93] ont été exprimés avec les communalités pour permettre un
parallèle avec les versions probabilistes.

Notre contribution tient à la fois dans la généralisation des principaux mécanismes des HMM,
dans la proposition d’un critère d’inférence en ligne lors de l’utilisation de l’algorithme forward et
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dans le développement d’un algorithme de Viterbi crédibiliste pour la reconnaissance de séquences.
L’information de conflit a été particulièrement exploitée alors qu’habituellement elle est éliminée.

Une méthode a été proposée pour estimer la matrice de transition crédibiliste. Cependant, il est
nécessaire de compléter l’étude sur l’apprentissage notamment des modèles d’observations permet-
tant de générer les fonctions de croyance. Les variables utilisées dans les HMM probabilistes pour
cette tâche ont été exprimées dans le cadre des fonctions de croyance mais les formules d’estimation
des paramètres des mélanges Gaussiens nécessitent d’être dérivées formellement. Cette perspective
sous-entend l’utilisation probable de l’algorithme CrEM [VS05], extension de l’algorithme EM aux
fonctions de croyance. Une autre perspective concerne l’exploitation du conflit à la fois pour l’estima-
tion du nombre d’états et l’adaptation de la topologie des séquences. Enfin, il pourrait être intéressant
de comparer formellement les CrHMM aux HMM possibilistes [MG00] car les fonctions de croyance
généralisent les mesures de possibilités.
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Chapitre 6

Reconnaissance d’actions et d’activités
humaines dans des vidéos d’athlétisme

Ce chapitre est consacré à la mise en œuvre des méthodes proposées précédemment sur une ap-
plication réelle permettant d’illustrer les performances de chacune des approches : le filtre temporel
crédibiliste (chapitre 3), l’ordonnanceur CSS (chapitre 4) et le modèle de Markov caché crédibiliste
(chapitre 5). L’application concerne la reconnaissance d’actions et d’activités humaines dans les vi-
déos d’athlétisme. La première section permet de situer et justifier le choix de cette application par
rapport à la littérature (Fig. 6.1).

Analyse de vidéos

Analyse de
vidéos sportives

Analyse de
 mouvements humains

dans les vidéos

FIG. 6.1 : Contexte de l’application.

6.1 Introduction

Le nombre de chaînes radio-télévisées proposées aux téléspectateurs est de plus en plus important
et un phénomène similaire apparaît sur l’Internet et la téléphonie mobile. En parallèle, de nombreux
appareils électroniques à bon marché et à grande capacité de stockage sont disponibles permettant aux
téléspectateurs d’enregistrer les événements qui les intéressent. Cependant, il existe peu d’appareils
intégrant des capacités de tri facilitant l’archivage et surtout la navigation dans ces bases de vidéos
personnelles ou publiques [OND+05]. Se pose donc le problème de retrouver la portion de vidéo
correspondant à une requête d’un utilisateur [VT00, LSE02, XZT+06].
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De nombreuses méthodes de découpage en scène et en plan ont été développées afin de pré-
segmenter les vidéos en portions d’intérêt. Des informations sont ensuite extraites des images afin
de décrire le contenu [VT00, LSE02, ICLB06, XZT+06] de ces segments. Classiquement, les des-
cripteurs de couleur (comme les histogrammes [LHV03]), de forme (comme la géométrie d’objets
ou les histogrammes de gradients spatio-temporels locaux [LP07]), de mouvement (par exemple
les paramètres du mouvement de caméra [OB97]) et de texture (représentée par exemple par des
coefficients de transformées d’ondelettes de Gabor [SB06]) sont utilisées [Gui06]. Une base de
vidéos (( modèle )) peut ainsi être représentée par un ensemble de descripteurs. A partir de ces
modèles, il est possible de construire un système de recherche par l’exemple : l’utilisateur émet une
réquête haut niveau sur le type de vidéos qu’il recherche, par exemple (( retrouver les portions de
vidéo ou des personnes sont en train de boire )) [LP07], et le système doit être capable de retranscrire
cette requête en terme de relations entre les descripteurs puis de trouver les portions de vidéos en
concordance avec la requête (problème du fossé sémantique [LHGT04]). La mise en correspondance
se fait généralement à l’aide d’un calcul de distance locale ou globale [LHV03] entre, d’une part,
les modèles de descripteurs et, d’autre part, des descripteurs calculés sur des nouvelles vidéos. Des
boucles de retour (feedbacks) de l’utilisateur permettent par ailleurs de mettre à jour les descripteurs
ainsi que le mécanisme de recherche [LSE02].

De nombreux systèmes dédiés ont été proposés car il est difficile de créer un système générique
applicable à n’importe quel type de vidéos due à la variété de ces dernières. Nous nous focalisons
en particulier sur les vidéos de sports car les retransmissions d’événements sportifs prennent une
part importante dans les émissions retransmises à la télévision, sur l’Internet et, plus récemment,
sur les téléphones mobiles [WYX05, RD06, TNB07]. De plus, les activités sportives suivent des
règles [LHGT04] qu’il est possible d’utiliser lors du traitement.

6.1.1 Analyse des vidéos de sports

Les vidéos de sports représentent une proportion non négligeable des bases de vidéos et les en-
jeux liés à l’analyse automatique de ces vidéos sont cruciaux pour les professionnels, par exemple
pour l’annotation [BBN04, MCJ+05, RCKL07]. La plupart des travaux de recherche se sont foca-
lisés sur l’analyse des vidéos de sports diffusées à la télévision (broadcast TV). La première rai-
son est que celles-ci véhiculent différents types d’informations pertinentes pour leur analyse comme
les paroles des commentateurs, les indications textuelles données par les chaînes et les données vi-
suelles représentées par les images. La seconde raison est qu’il existe de nombreuses applications
autres que la gestion des bases de vidéos comme l’analyse de performances et des tactiques [She06]
afin de donner des statistiques aux téléspectateurs, joueurs et entraineurs [YHYC05, BJA07], la réa-
lité augmentée [KKO03, YYHL04, She06] afin de créer des environnements 3D pour visualiser des
gestes techniques ou des fautes, et le suivi d’objets comme les balles de tennis ou les ballons de foot-
ball [YLXT06, YLL+03, BJA07]. Mais, sans nul doute, l’application majeure reste la création de
résumés.

Résumer une vidéo, sportive ou non, consiste à créer une nouvelle vidéo plus courte que la vidéo
originale et contenant les informations essentielles. Il existe des résumés statiques, basés sur col-
lection d’images clés, et dynamiques, formés de segments de vidéos (par exemple pour une bande
annonce de film [ICLB06]). Dans la littérature, les termes abstraction [BKOK04] et summariza-
tion [SLS03, LEPS04, YLSL07] sont généralement employés pour décrire ce type de traitement.
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Le résumé est important dans les vidéos de sports car les phases de jeu sont souvent entrecou-
pées de pauses publicitaires ou d’arrêts de jeu comme les fautes [BLZ+07, WCX+07] qu’un uti-
lisateur ne souhaite généralement pas voir ni enregistrer [RDO06]. Les méthodes de résumé sont
souvent multimodales [JS05] (voir aussi [PR03] qui se focalise sur la reconnaissance d’états affec-
tifs, [Smi03] sur la sécurité et [DGH+02] sur l’analyse de gestes et d’expressions faciales dans les
vidéos) et exploitent les informations visuelles, auditives et textuelles contenues dans les vidéos re-
transmises [CZKA96, WXC06, CH06, XZT+06]. L’audio permet par exemple de détecter des chan-
gements d’activité des spectateurs [Han03] comme des sifflements lors d’une faute ou des applau-
dissements lors d’un point marqué [TCP04] tandis que l’information textuelle apparaît par exemple
pour donner un temps record ou un score [BLZ+07]. Un grand nombre d’informations est tirée de
l’information visuelle dépendant de l’application [LWH03, Gui06].

Afin de résumer une vidéo, une première approche consiste à déterminer les instants de début
et de fin des périodes d’intérêt. Pour cela, des auteurs ont proposé d’utiliser les émotions des spor-
tifs [WCX+06] ou encore l’information sonore [RDO06]. Une autre approche, plus répandue, consiste
à détecter des événements particuliers et intéressants pour l’utilisateur. Dans la littérature, on parle
généralement de highlights / event detection [TCP04]. Par exemple, les auteurs de [XRDH05] pro-
posent de résumer une vidéo en détectant tout d’abord des événements d’intérêt comme la courbure
d’un joueur de golf prêt à swinguer, l’apparition des poteaux des cages lors d’un match de football ou
encore le mouvement d’un batteur au baseball (voir aussi [RCKL07] pour la reconnaissance de gestes
particuliers dans les vidéos de sports à basse résolution). Dans un deuxième temps, une analyse de la
couleur et du mouvement de caméra permet de déterminer les segments intéressants autour des évé-
nements. D’autres méthodes sont basées sur la détection de ralentis ou de logos [HHH+07, DDHJ07],
qui apparaissent généralement après un événement intéressant.

De nombreux sports ont fait l’objet de recherche1 comme le football européen [ABC+03,
SOMM04, BLZ+07, WCX+07], le football américain [LEPS04, DF07], le cricket [KS06], le volley-
ball [XMZY05], les jeux de raquettes [ZHX+07] comme le tennis de table [ZCDZ07] ou le tennis sur
court [KGG+03, LMI06], le baseball [LWH03, LEPS04, CH06, LCL07], le basketball [ZXR+07],
l’aérobic [BD01], le badmington [CZ07], le sumo [LEPS04], le snooker [DRK03], le patinage et
l’athlétisme [Pir05, PBY06], la boxe [BCJ05, LMI06], la course de chevaux [OND+05, TCP04], la
danse [EBMM03], le rugby [TCP04, BO05], le golf, le ski et le bowling [LWH03], le hockey [LL06],
la natation [TDX+06], le plongeon, la gymnastique, le judo et le cyclisme [MCJ+05].

Les descripteurs et algorithmes de bas niveau utilisés pour l’indexation et le résumé des vidéos
d’athlétisme sont généralement basés sur les informations de couleur prédominante (ex : le vert au
football) et sur les amplitudes de mouvement de caméra [Gui06]. Nous proposons d’utiliser les mou-
vements des athlètes pour caractériser ces vidéos. Nous nous focalisons sur les épreuves où un seul
athlète évolue, par exemple en saut en hauteur.

6.1.2 Analyse de mouvements humains

Alors qu’un être humain est capable de reconnaître des mouvements à partir de très peu d’in-
formation, par exemple avec la position des articulations [Joh75], il est beaucoup plus difficile de
créer des systèmes de vision artificiels capables de telles prouesses, à part dans des conditions bien

1Les références citées dans ce paragraphe ont parfois des sports en commun.
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particulières et maîtrisées [MG01]. Depuis les années 90, de très nombreux travaux visent à créer
des systèmes permettant de répondre au moins partiellement à cette problématique de l’analyse de
mouvements humains.

L’analyse de mouvements humains à partir de séquences d’images est important dans de nom-
breux domaines [Gra99, WHT03, MHK06], par exemple :

Les interfaces Homme-Machine [PR03, JS05] – Elles permettent d’interpréter des comportements
humains dans le but de faire communiquer un homme et une machine. Les applications réelles
sont par exemple la traduction automatique du langage des signes ou encore la reconnaissance
de gestes. Les comportements humains sont estimés à partir de la fusion multimodale d’infor-
mations fournies par des capteurs visuels, auditifs, tactiles. . .

La surveillance [HTWM04, Bre07] – Les recherches en surveillance automatique ont explosé de-
puis les attentats de 2001 aux USA. L’objectif de ces systèmes est de détecter des comporte-
ments suspects [HHD00] par exemple dans des lieux publics [HBN00, Hon02], dans le mé-
tro [CABT04] ou les aéroports [XG03]. Des recherches récentes se sont portées sur la concep-
tion de systèmes à base de règles prédéfinies basées sur des ontologies [Hon02, HNB04, Vu04,
Bre07], de systèmes de surveillance distribués coopératifs [VV05, MFS05] ou encore de sys-
tèmes de surveillance à domicile [Duc04, CGPV05, ZBTV07].

L’analyse et la synthèse de mouvements [MHK06] – Les applications sont multiples comme l’in-
dexation de vidéos de sports, l’entrainement personnalisé [She06], les études cliniques de
patients hospitalisés [Duc04] ou encore la création d’environnement virtuels [Pan06].

Le traitement peut être décomposé en trois étapes [WHT03] :

1. L’extraction de caractéristiques bas niveau et la détection de silhouettes ou des parties du corps
humains. Cette première étape fait intervenir des techniques de séparation entre le fond et les
objets d’intérêts et de segmentation [LHV03, FLB06] ainsi que des techniques d’extraction bas
niveau comme les gradients spatio-temporels d’intensité [LMI06] à différentes échelles tempo-
relles, l’analyse en ondelettes à différentes échelles spatiales [CC99] ou encore l’utilisation des
descripteurs MPEG de mouvement [PCD02, MZ03].

2. Le suivi de points particuliers sur les silhouettes [WS03]. Cette seconde étape dépend de la pré-
cision recherchée lors du suivi. Par exemple, la synthèse de mouvements, utilisée au cinéma ou
dans les jeux vidéos entre autres, nécessite généralement une modélisation 3D des personnes
voire l’utilisation de marqueurs permettant une modélisation précise. Dans [GG04a], un mo-
dèle 3D de la sihouette d’un gymnaste est utilisé pour reconnaître des mouvements complexes.
La méthode intègre un filtre à particules pour la mise en correspondance entre le modèle 3D
et les images car le nombre de degrés de liberté est important. Cette méthode a été utilisée
dans [GG04b] pour la reconnaissance biométrique [HTWM04]. Une méthode un peu moins
précise et basée sur des modèles d’apparence a été proposée dans [RFZ07]. La méthode intégre
un processus de mise à jour des modèles lors du suivi lui conférant une grande robustesse au
changement d’illumination et au changement du fond des images. De très bonnes performances
ont été obtenues sur des types de vidéos variées.

3. L’inférence de comportements [Mur02, WHT03, AP04]. Cette étape consiste à mettre en cor-
respondance des modèles de comportements avec des observations. De nombreuses méthodes
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existent et nous avons pu voir, dans les paragraphes précédents, quelques exemples basés sur
des distances. Il existe par ailleurs des méthodes symboliques basées sur l’expression de règles
de comportements à partir de données expertes. Ces règles sont formalisées par des langages
objets, des opérateurs logiques et des machines à états finis [PB98, Vu04, Bre07]. Ces méthodes
sont inspirées de l’algèbre de Allen [All83, AF94] et donc gèrent bien les contraintes tempo-
relles. Cependant, il est difficile d’une part de prendre en compte l’incertitude sur les contraintes
temporelles et, d’autre part de réaliser un apprentissage automatique [Mur95, Bre07]. Les mé-
thodes les plus répandues pour reconnaître des mouvements restent les méthodes statistiques
tels que les modèles de Markov Cachés (HMM : Hidden Markov Models) [Rab89], les réseaux
Bayésiens Dynamiques (DBN : Dynamic Bayesian Networks) [Mur02] et quelquefois les ré-
seaux de neurones [WHT03, MHK06] mais dans ce dernier cas, l’interprétation des modèles
est difficile. Les HMM et les DBN sont des modèles probabilistes qui exploitent à la fois la
puissance de la théorie des graphes pour la représentation et la programmation dynamique l’ef-
ficacité algorithmique et la rapidité des calculs. Ces modèles ont été très largement utilisés
pour la reconnaissance de mouvements humains [LWH03, LL06] (voir aussi les récents états
de l’art [WHT03, MHK06]) et de nombreuses variantes de ces méthodes existent [Mur02].

6.1.3 Contribution

Nous cherchons à analyser les mouvements d’un athlète dans les vidéos d’athlétisme. Pour la
majorité des méthodes d’analyse de vidéos de sports, seules des informations très locales (comme
les événements) ou globales (comme la segmentation en fonction du mouvement de caméra) sont
utilisées. Nous proposons une analyse plus fine de ces vidéos en tentant de reconnaître les mouve-
ments des athlètes grâce aux nouvelles méthodes de reconnaissance de séquences développées dans
cette thèse. De plus, nous proposons un comparatif d’une part, entre plusieurs méthodes de modé-
lisation de caractéristiques à l’aide de fonctions de croyance à partir desquelles nos algorithmes de
reconnaissance seront appliqués, et d’autre part, entre nos méthodes (( crédibilistes )) et les HMM
probabilistes. Enfin, nous présentons un système complet, de l’extraction à la reconnaissance en pas-
sant par la modélisation et le suivi de points, pour la reconnaissance de mouvements d’athlète dans
les vidéos d’athlétisme.

L’une des difficultés majeures pour reconnaître des mouvements dans les vidéos d’athlétisme
concerne le fait qu’elles sont acquises en caméra mobile [CPV04]. Dans la littérature, généralement,
la caméra est statique et l’angle de vue est fixe, par exemple dans les travaux de Bobick et al. sur
les modèles temporels [BD01] appliqués à la reconnaissance d’exercices aérobics. Quelques auteurs
ont traité des vidéos en caméra mobile. Par exemple, Efros et al. [EBMM03] exploite le mouvement
de la caméra pour la reconnaissance d’actions effectuées par des humains éloignés de la caméra (les
silhouettes sont de taille 30×30 pixels). Pour cela, les auteurs utilisent un processus de mise en corres-
pondance du flot optique sur des blocs d’imagettes avec des modèles pré-estimés. La méthode montre
une bonne performance sur différents types de vidéos mais elle ne peut traiter des silhouettes de taille
ou de forme différentes. Cette méthode a été améliorée dans [LMI06] avec la prise en compte de gra-
dients spatio-temporels à plusieurs échelles de temps. Dans [YS05], les auteurs tentent de contourner
le problème de la gestion du mouvement de caméra pour la reconnaissance d’action et l’indexation.
Au lieu de modéliser les mouvements en fonction des angles de vue, ce qui s’avère une tâche très
difficile, ils proposent d’utiliser la géométrie de la scène dans l’espace 3D+t. Ils projettent ainsi les
caractéristiques extraites des vidéos dans ce nouvel espace et appliquent une mesure de similarité
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pour la mise en correspondance avec des modèles de trajectoire pré-estimés. Les résultats montrent
l’efficacité de cette méthode sur différents types de mouvements.

Dans le cadre de nos travaux, nous exploitons le mouvement de caméra comme une information
pertinente sur le mouvement global de l’athlète. Pour cela, nous supposons que la caméra est mobile
et suit l’athlète. Cette hypothèse est généralement vérifiée dans les meetings d’athlétisme où l’athlète
est le centre d’intérêt.

Dans la section suivante, nous présentons le système de reconnaissance (Section 6.1). Puis, nous
nous intéressons au problème de l’extraction de caractéristiques (Section 6.3) et à la modélisation,
i.e. à la conversion des données numériques en croyances sur les actions effectuées par l’athlète (Sec-
tion 6.4). Enfin, nous proposons une synthèse des résultats obtenus pendant cette thèse sur une base
de 74 vidéos que nous avons créée (Section 6.5).

6.2 Contexte expérimental

Dans cette section, nous présentons le système et décrivons la base de tests.

6.2.1 Architecture du système proposé

Nous avons mis en place un système (Fig. 6.2) permettant de reconnaître des actions et des acti-
vités humaines dans les vidéos d’athlétisme. Une action est interprétée comme un état tandis qu’une
activité est représentée par une séquence d’actions.

Les actions et activités qui nous intéressent sont les suivantes :
– Actions reconnues : courir, sauter, chuter et se relever.
– Activités reconnues : saut en hauteur, saut en longueur, triple saut et saut à la perche.

L’entrée du système est une séquence d’images où l’athlète est debout à la première image. Les
paramètres du mouvement sont en premier lieu estimés afin de détecter les objets mobiles. Ensuite,
un algorithme de catégorisation nous permet d’estimer le nombre d’objets mobiles dans la vidéo et
de déterminer si la vidéo concerne un sport individuel ou un sport collectif. Dans le cas du sport
individuel, un algorithme de suivi de points est appliqué pour estimer la position de points particu-
liers sur la silhouette. La position de ces points nous permet de calculer un jeu de caractéristiques
locales de mouvement de l’athlète. Les caractéristiques globales et locales obtenues pendant la phase
d’extraction (Fig. 6.3) sont transformées en croyance sur les actions qui sont ensuite combinées dans
le cadre du Modèle des Croyances Transférables. Les croyances générées à ce niveau représentent
les entrées des algorithmes proposés dans cette thèse, à savoir le filtre TCF, l’ordonnanceur CSS et
le modèle de Markov caché crédibiliste (CrHMM), qui permettent de reconnaître les actions et les
activités de l’athlète.

6.2.2 Description de la base de vidéos

Le tableau 6.1 résume la base de vidéos utilisées en terme de nombre d’images par actions (cou-
rir, sauter, chuter et se relever) et le nombre de vidéos (Nv) par activités (saut en hauteur, saut en
longueur, saut à la perche et triple saut).
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Caractéristiques d'actions

Séquences d'images

FILTRE TEMPOREL 
CREDIBILISTE

PROCESSUS DE FUSION

CONVERSION NUM2SYMB

ESTIMATION DU MOUVEMENT DE CAMERA

SUIVI DE POINTS

Traitement d'image

FIABILITE

Croyances filtrées sur les actions

Reconnaissance des actions et des activités

MACHINE A ETATS
CREDIBILISTE

MODELE DE MARKOV 
CACHE CREDIBILISTE

CATEGORISATION SPORT INDIV. vs COLLEC.

FIG. 6.2 : Architecture du système.
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EXTRACTIONvidéo

Caractéristiques globales de 
mouvement (estimation du 
mouvement de caméra)

Caractéristiques locales de 
mouvement (suivi de trois 
points particuliers)

FIG. 6.3 : Extraction d’informations sur les actions.

Quelques images de la base de vidéos sont données sur la figure 6.4. La base est composée de
74 vidéos avec des mouvements de caméra différents, des conditions d’évolution des athlètes variées
(extérieures en stade ouvert ou intérieures en stade fermé) et différents angles de vues. Lorsque l’axe
optique de la caméra est parallèle au mouvement de l’athlète, il n’est pas possible de distinguer les
actions à cause de la nature des caractéristiques extraites. On suppose donc que l’angle de vue de la
caméra est proche de la perpendiculaire au mouvement de l’athlète. Les limites n’ont pas été évaluées
précisément mais on estime que l’angle limite est d’environ 30o. Par exemple, sur la figure 6.4, l’image
de la première ligne et première colonne montre un saut en longueur où l’angle est d’environ 70o
pour lequel aucun problème n’apparaît pour l’analyse, alors que les images aux lignes 1-colonne
3 et 3-colonne 1 montrent des sauts à la perche pour lesquels il est difficile d’extraire certaines
caractéristiques.

Saut/Action Nv courir sauter chuter se relever Total
saut en hauteur 15 1000 500 400 200 2100

saut en longueur 21 1800 500 700 600 3600
saut à la perche 26 2000 1400 1000 700 5100

triple saut 12 1200 400 600 400 2600

Total 74 6000 2800 2700 1900 13400

TAB. 6.1 : Description de la base en terme de nombre d’images, où Nv correspond au nombre de vidéos.

6.3 Extraction

Les caractéristiques numériques pertinentes pour les actions que l’on cherche à reconnaître sont
extraites de la séquence d’images.

6.3.1 Estimation du mouvement de caméra

Nous émettons l’hypothèse que la caméra suit l’athlète et cette hypothèse est vérifiée dans la
majorité des vidéos d’athlétisme puisque l’athlète est le centre d’intérêt.
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FIG. 6.4 : Quelques images montrant l’hétérogénité de la base.

Les paramètres du mouvement de caméra donnent donc une information sur le mouvement de
l’athlète et on s’intéressera particulièrement aux mouvements suivants :

– translation horizontale : ce paramètre donne une information sur la véracité de l’action courir
puisque au cours de cette action, la translation horizontale est généralement significative. De
plus, au cours des actions sauter, chuter et se relever, la valeur de ce paramètre est généralement
nulle.

– translation verticale : ce paramètre donne une information sur la véracité des actions sauter,
chuter et se relever. Par exemple, une translation verticale positive sur plusieurs images consé-
cutives signifie généralement que l’athlète saute ou se relève. La valeur de ce paramètre est en
général nulle pour l’action courir.

– zoom : ce paramètre est utilisé comme une information complémentaire de la translation hori-
zontale lorsque le mouvement de la caméra n’est pas parallèle au mouvement de l’athlète. De
plus, le caméraman a généralement tendance à zoomer sur l’athlète lorsque celui-ci se relève.

Le mouvement de la caméra entre deux images sucessives est supposé linéaire et il peut être décrit
par le modèle affine paramétrique suivant :(

u(pi)
v(pi)

)
=
(
Fhm

Fvm

)
+
(
Fdiv 0
0 Fdiv

)(
xi
yi

)
(6.1)

où [u(pi), v(pi)]T est le vecteur de mouvement entre deux images successives du pixel pi situé aux
coordonnées (xi, yi) dans l’image, et {Fhm, Fvm, Fdiv} sont les paramètres de translation horizontale,
de translation verticale et de zoom respectivement.

L’estimation de ces paramètres est réalisée par le logiciel motion2D conçu à l’IRISA et s’appuyant
sur la méthode d’Odobez et Bouthémy [OB95]. Cette méthode paramétrique consiste à déterminer les
paramètres de mouvement minimisant la différence de déplacement entre deux images consécutives.
L’estimation est itérative, multi-résolution et intègre un M-estimateur de Tukey robuste aux pixels
aberrants pris en compte dans l’estimation. Cette méthode a été utilisée à de nombreuses reprises,
par exemple pour l’indexation et le suivi de véhicules [PBPY02, PBY06, LMB02]. Un exemple de
paramètres estimés est donné sur la figure 6.5 pour un saut en hauteur. Les barres verticales séparent
les différentes actions à savoir courir, sauter, chuter et se relever.
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FIG. 6.5 : Evolution des paramètres de translations horizontale et verticale (en pixels par image) et du zoom
de la caméra estimés par motion2D pour un saut en hauteur avec 4 actions : courir sur [1, 58], sauter sur
[59, 72], chuter sur [73, 90] et se relever sur [91, 106].

L’estimation permet de générer une image en niveau de gris où l’intensité de chaque pixel dépend
de son appartenance au mouvement dominant (Fig. 6.6-6.7 et 6.8, colonnes 4 et 5). Le mouvement
dominant correspond au mouvement du fond de l’image dans le cas où la taille des objets mobiles
est relativement faible par rapport au reste de l’image (empiriquement 30%, ce qui est vérifiée sur
notre base de vidéos). L’athlète étant en mouvement par rapport au fond, il ne correspond pas au
mouvement dominant et sa silhouette apparaît plus foncée.

Robustesse de l’estimation du mouvement de caméra La méthode d’estimation du mouvement
de caméra est basée sur l’hypothèse que l’illumination est constante entre deux images [Bou04],
cette contrainte étant relativement faible car motion2D intègre une compensation à ce niveau. L’autre
contrainte concerne la taille des objets mobiles dont la proportion doit être faible par rapport au
reste de l’image. Si leur taille est trop importante alors le mouvement dominant n’est plus celui de la
caméra et par conséquent l’estimation des paramètres ne sera pas possible. Les images de mouvement
dominant sont donc importantes et il faut s’assurer, sur la base de vidéos concernée, de la robustesse
de l’estimateur qui les génère.

Les figures 6.6, 6.7 et 6.8 (colonnes 4 et 5) illustrent quelques unes des images de mouvement
dominant. Plus un pixel est blanc plus il appartient au mouvement dominant.

La robustesse des estimateurs paramétriques dépend principalement de la variation de l’intensité
lumineuse entre deux images successives (celles utilisées dans l’estimation) [Bou04]. Afin d’étudier
cette variation nous avons réalisé les tests suivants :
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FIG. 6.6 : Effet de la variation d’illumination sur l’estimation du mouvement dominant dans une vidéo acquise
en extérieur et obtenue à partir d’un site internet (moyenne qualité).

1. Dans le premier test, nous déterminons la variation d’illumination maximale que peut supporter
l’algorithme d’estimation motion2D.

2. Dans le second test, nous évaluons la variation d’illumination sur les séquences d’images de
la base et comparons les résultats du second test à ceux du premier pour vérifier si les vidéos
utilisées peuvent effectivement être traitées par motion2D.

Pour réaliser le premier test, nous considérons 3 vidéos caractéristiques de la base :
– une vidéo de saut en hauteur de qualité moyenne (en termes de flou de bougé et de compression)

acquise en conditions extérieures obtenue à partir d’un site internet2 (Fig. 6.6),
– une vidéo de saut en hauteur de qualité faible acquise en conditions intérieures, sous lumière

artificielle, obtenue à partir d’un enregistrement analogique (Fig. 6.7),
– une vidéo de saut à la perche de qualité élevée acquise en conditions extérieures, sous lumière

artificielle et au cours d’un meeting nocturne, obtenue à partir d’un DVD (Fig. 6.8).
Nous choisissons, dans chacune des trois séquences, trois images consécutives de qualité satisfai-

sante. Nous augmentons ensuite l’intensité moyenne sur l’image centrale I(t) (colonne 2). Ainsi, une
variation positive de l’intensité moyenne apparaît entre les deux premières images I(t−1) et I(t) (co-
lonnes 1 et 2) et une variation négative entre les deux dernières images I(t) et I(t+ 1) (colonnes 2 et
3). Le taux de variation de l’intensité moyenne est calculé par un pourcentage de l’intensité moyenne

2Téléchargeable sur www.dartfish.com.

www.dartfish.com
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FIG. 6.7 : Effet de la variation d’illumination sur l’estimation du mouvement dominant dans une vidéo acquise
en intérieur et obtenue à partir d’un enregistrement analogique (basse qualité).

sur l’image centrale et la valeur du pourcentage est indiquée par la flèche à gauche des différentes
figures.

Nous appliquons ensuite l’estimateur de mouvement de caméra menant à deux images de mouve-
ment dominant : celle entre I(t − 1) et I(t) et celle entre I(t) et I(t + 1), chacune des estimations
étant perturbées par un front montant et un front descendant de l’intensité moyenne.

Les résultats de l’estimateur sont donnés sur les figures 6.6-6.7 et 6.8 (colonnes 4 et 5). Ces
résultats montrent que l’estimateur ne donne pas de bons résultats d’estimation lorsque la variation est
supérieure à 13% environ. On peut voir, qu’au delà de cette valeur, l’image de mouvement dominant
est entièrement noire ce qui interdit tout traitement ultérieur.

La figure 6.9 illustre la variation moyenne d’intensité 100 · (I(t)− I(t− 1)/I(t− 1)) entre deux
images successives (aux instants t − 1 et t) pour un saut en hauteur, un saut à la perche, un triple
saut et un saut en longueur. Les vidéos sélectionnées font parti des pires cas rencontrés dans la base.
Comme le montre ces courbes, la variation reste bien inférieure à 13%, par conséquent l’hypothèse
de variation relativement faible d’illumination est vérifiée sur la base permettant ainsi l’application de
l’estimateur motion2D. Notons que nous avons développé une interface pour les tests de l’algorithme
(Annexe 4).
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FIG. 6.8 : Effet de la variation d’illumination sur l’estimation du mouvement dominant dans une vidéo acquise
en extérieur et obtenue à partir d’une DVD (haute qualité).

6.3.2 Catégorisation de la vidéo : sport collectif vs. sport individuel

Avant de procéder au suivi de points (décrit dans le paragraphe suivant), nous cherchons à savoir
si la vidéo en entrée du système contient un seul athlète en mouvement (Fig. 6.10). En collaboration
avec l’université de Crète, nous avons mis en place un algorithme, décrit dans la thèse de Costas
Panagiotakis [Pan06] ainsi que dans [PRT+07], permettant de distinguer les vidéos de sports collec-
tifs (avec plusieurs athlètes mobiles) des vidéos de sports individuels (avec un seul athlète mobile).
L’algorithme permet par ailleurs d’estimer le nombre d’objets mobiles. Ainsi, si l’algorithme indique
que la vidéo correspond à un sport individuel alors le suivi de points (suivi de la reconnaissance des
mouvements) est effectué.

L’algorithme de catégorisation repose sur les deux hypothèses suivantes : la taille des différents
objets est similaire et, dans les vidéos de sports collectifs, les athlètes sont majoritairement en position
debout. A partir de ces deux hypothèses, les objets de grande taille sont découpés en objets de taille
égale à la taille moyenne des objets dans l’image.

L’algorithme de catégorisation est basé sur des caractéristiques de forme et sur des tables de règles
ad hoc adaptées à l’application. Les étapes sont les suivantes :

– Estimation du mouvement de caméra comme expliqué précédemment. L’objectif est de détecter
les objets mobiles.

– Binarisation : nous seuillons les images de mouvement dominant pour obtenir une image binaire
où les objets mobiles apparaissent en blanc dans le fond noir. Puis, nous appliquons un filtre
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FIG. 6.9 : Evolution en pourcent de la variation relative d’intensité lumineuse moyenne entre deux images
successives dans (haut–gauche) un saut en hauteur, (haut–droite) un saut à la perche, (bas–gauche) un triple
saut et (bas–droite) un saut en longueur.
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FIG. 6.10 : Discrimination entre des vidéos de sports d’équipe et individuel.

médian (noyau carré 7× 7) et une ouverture morphologique (élément structurant carré de taille
7 × 7) afin de supprimer les petits objets et pour assurer une connexité des blocs de pixels
formant la sihouette.

– Filtrage : un moyenneur sur 5 images successives est appliqué suivi d’un seuillage pour suppri-
mer les objets furtifs.

– Estimation de caractéristiques de forme des objets : l’excentricité3, la surface et l’angle entre

3L’excentricité d’une région de pixels est calculée en faisant correspondre une ellipse à cette région pour approximer
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l’axe principal de l’objet et l’axe horizontal de l’image sont estimés pour chaque objet et à
chaque image. Une conversion numérique-symbolique de ces caractéristiques permet d’obtenir
une probabilité d’appartenance des objets à des symboles du type (( la surface est importante ))

ou (( l’excentricité est grande )). Ces probabilités sont combinées avec des tables de règles puis
seuillées pour déterminer si un objet est ou non formé d’une ou plusieurs silhouettes.

L’algorithme estime le nombre d’objets dans chaque image et génère un critère de qualité qui est
fonction de la valeur des probabilités utilisées dans la table de règles. Le nombre d’objets et le critère
de qualité sont combinées afin de générer une fonction de croyance binaire (vidéo de sport individuel
ou collectif) sur le type de vidéo.

Nous avons évalué cette méthode [PRT+07] sur une base de 252 vidéos menant à un taux de
bonne classification d’environ 97%. Un exemple d’application est donné sur la figure 6.11 pour un
triple saut (sport individuel) et sur la figure 6.12 pour un sprint de 100m (sport collectif). Dans le cas
du triple saut, on remarque qu’un deuxième athlète apparaît en arrière plan (le nombre d’objet est
proche de 2 sur la courbe du dessous). Pour l’exemple du 100m, 8 athlètes apparaissent au début de
la séquence puis, à cause de la position de la caméra, un phénomène d’occlusion apparaît cachant 5
athlète. Les figures 6.13 et 6.14 montrent le résultat de l’algorithme pour une vidéo non segmentée
composée de plusieurs sports collectifs et d’un sport individuel. La masse de croyance (Fig. 6.13)
sur le fait que la vidéo est un sport individuel permet de détecter précisemment le segment de vidéo
([40, 100]) correspondant au saut en hauteur, la courbe verte représente le doute apparaissant lors de
la transition entre les différents sauts.

6.3.3 Suivi de points

Lorsque la vidéo a été classée en (( sport individuel )), le mouvement local de quatre points ca-
ractéristiques : la tête, le centre de gravité et les deux pieds de l’athlète, permet de discriminer les
actions recherchées. L’algorithme développé par Costas Panagiotakis dans sa thèse [Pan06] et dé-
crit dans [PRT+06] permet de détecter et suivre ces 4 points. Dans la suite du manuscrit, nous nous
contenterons de 3 en fusionnant les deux pieds par un opérateur moyenne (nous prenons la moyenne
des coordonnées verticale et horizontale des deux pieds).

L’algorithme de détection et de suivi [PRT+06] requiert des images binaires générées lors de la
catégorisation de vidéos (par seuillage des images de mouvement dominant).

La méthode de suivi est basée sur la géométrie de la silhouette et ne pas prend en compte l’infor-
mation de couleur [WS03] qui se trouve être beaucoup trop variable dans le cas des vidéos d’athlé-
tisme réelles. L’algorithme fonctionne en deux temps :

1. Détection des points :

(a) On détermine la position du centre de gravité de la silhouette (qui peut être composée de
plusieurs blocs de pixels non connexes) ainsi que l’axe d’inertie passant par le centre de
gravité.

(b) L’axe d’inertie traverse la silhouette en deux points dont l’un est la tête (tête en haut,
par exemple lors d’une course, ou tête en bas, par exemple lors d’une chute). Les deux
positions sont mémorisées et le choix est fait dans l’étape suivante.

sa forme (en calculant des moments du second ordre) puis en calculant le rapport entre le demi grand axe et le demi petit
axe. De cette manière, l’excentricité tend vers l’unité lorsque l’ellipse tend vers le cercle et vers l’infini lorsque l’ellipse
s’allonge.
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FIG. 6.11 : Résultats de l’algorithme de catégorisation pour un triple saut, tiré de [PRT+07]. La première
rangée d’images correspond à une partie des images originales, la seconde rangée représente le résultat de
l’algorithme. La silhouette apparaît en blanc et son centre de gravité avec un petit carré. Les autres blocs de
pixels (en gris) correspondent à du bruit (éliminé automatiquement par l’algorithme). La figure en bas à droite
représente la masse de croyance sur le fait que la vidéo correspond à un sport collectif (T, en rouge), un sport
individuel (I, en bleu) et le doute entre ces deux hypothèses (en vert). Ici la vidéo est un triple saut correctement
classé en tant que sport individuel. Les figures en bas à gauche correspondent au nombre d’objets (valeur
approximative réelle dont seule la partie entière a un sens) dans la vidéo (première courbe) et à un indice de
qualité concernant l’estimation (deuxième courbe).

(c) Pour les deux cas de l’étape 2 (tête en haut et tête en bas), la position des pieds est calculée.
Le premier pied est choisi comme le point le plus éloigné du centre du gravité et situé vers
le bas si la tête est en haut (vers le haut si la tête est en bas). La position du second pied
est calculée par maximisation de l’aire du triangle isocèle formé par le centre de gravité,
le premier pied et le second pied dont la position est recherchée.

2. Suivi des points : On sélectionne les quatre points qui sont les plus proches des quatre points
à l’instant précédent en calculant la distance euclidienne entre les positions à t− 1 et t pour les
deux solutions puis en minimisant cette distance.

Les figures 6.15 donnent quelques exemples de suivi de points pour les quatre types d’activités.

6.3.4 Les caractéristiques de mouvement utilisées

La position des points n’est pas assez robuste pour être utilisée comme une caractéristique car
la position de l’athlète varie beaucoup dans une même vidéo. A partir de la position de points, nous
calculons deux caractéristiques discriminantes :

La variation verticale de la position du centre de gravité (Fvcg) – Nous utilisons l’algorithme de
détection de tendance développé par Charbonnier [Cha05]. Cet algorithme calcule l’erreur entre
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FIG. 6.12 : Résultats de l’algorithme de catégorisation pour un sprint (100m), tiré de [PRT+07]. Voir la
légende de la figure 6.11. Ici la différence vient du fait que la vidéo correspond à un sport collectif. Au départ
de la course, les athlètes sont en ligne et la caméra de face donc les 8 sprinters sont bien détectés. Puis la
caméra bouge et son axe optique devient perpendiculaire au mouvement des athlètes. A cause des occultations,
seulement deux ou trois athlètes sont détectés.

FIG. 6.13 : Evolution de la masse de croyance sur le fait que la vidéo est un sport individuel fournie par
l’algorithme de catégorisation pour une vidéo composée de plusieurs sports collectifs et d’un sport individuel
(saut en hauteur). L’algorithme fonctionne en ligne et il est capable d’estimer le nombre d’objets mobiles (ici
des athlètes) dans la vidéo au fil de l’eau. La zone détectée (de l’image 40 à l’image 100 environ) correspond au
saut en hauteur, la courbe verte représente les transitions entre les sports. Les images originales et les images
de la détection sont représentées sur la figure 6.14.

un modèle linéaire d’évolution de la caractéristique et les valeurs de la caractéristique considé-
rée. Lorsque l’erreur cumulée est importante (on utilise un seuil d’arrêt), le modèle est réestimé
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FIG. 6.14 : Images originales et images de la détection de l’algorithme de catégorisation pour une vidéo
composée de plusieurs sports collectifs et d’un sport individuel (saut en hauteur). Cette figure est associée à la
courbe de la figure 6.13.

sur un intervalle de temps de quelques images. Nous considérons l’ensemble des coefficients
directeurs comme une caractéristique. Un exemple est donné sur la figure 6.16 pour un saut en
hauteur.

L’angle swing Fswg – L’angle entre l’axe principal de la silhouette et l’axe horizontal de l’image
est appelé (( angle swing )) qui nous donne une information sur la position de l’athlète dans
l’espace. L’axe principal de l’athlète est donné par la droite passant au plus près des trois points
de la silhouette. Un exemple est donné sur la figure 6.17 pour un saut en longueur.

Le vecteur de caractéristiques est donc formé de cinq éléments : les deux paramètres précédents
et les trois paramètres de mouvement de caméra. On a donc, à chaque instant, le vecteur de caracté-
ristiques observées suivant :

Ot = [Fhm Fvm Fdiv Fvcg Fswg] (6.2)

Le problème est à présent de lier ces observations aux actions et activités à reconnaître.
Par ailleurs, on calcule automatiquement deux coefficients de fiabilité à chaque image : un relatif

à la qualité de l’estimation du mouvement de caméra et un autre concernant le suivi de points. Le
premier coefficient, noté αsup repose sur l’hypothèse que le nombre de pixels appartenant à la sil-
houette varie peu entre deux instants. Si ce n’est pas le cas alors l’estimateur est supposé non fiable.
Le coefficient est calculée en deux étapes : on estime d’abord la différence entre le nombre de pixels
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FIG. 6.15 : Résultat du suivi de points pour un saut en hauteur, un saut en longueur, un saut à la perche et un
triple saut.

de la silhouette à un instant t et le nombre de pixels de la silhouette à t−1. La différence est supposée
être proche de 0 avec un écart-type de 3. La valeur de la différence est donc transformée en fiabilité
αsup ∈ [0, 1] à l’aide d’une Gaussienne N (0, 3).
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FIG. 6.16 : Illustration de la variation verticale du centre de gravité. En haut est représentée l’évolution
au cours du temps de la position (en pixels) verticale du centre de gravité. Les paliers sur la courbe du bas
correspondent aux tendances de variation estimés par des modèles linéaires (valeur des coefficients directeurs).
Exemple : le centre de gravité a une variation verticale positive importante sur l’intervalle [60, 100].

Le second coefficient, noté αtck repose sur l’hypothèse que la distance entre la tête et le centre de
gravité à un instant t est similaire à cette même distance à l’instant précédent t − 1. Si ce n’est pas
le cas, alors le suivi est supposé non fiable. Le coefficient est calculé en prenant l’opposé de la valeur
absolue de la différence entre ces deux distances. Le coefficient de fiabilité est à valeur dans [0, 1] car
les distances ont été normalisées par rapport à la taille de l’image.

6.4 Modélisation

Nous présentons les modèles de conversion liant les observations numériques Ot, extraites à par-
tir des vidéos, aux croyances sur les actions. Cette étape de modélisation est cruciale pour obtenir
des performances correctes et ce quel que soit le formalisme employé (probabilité, possibilités ou
fonctions de croyance) et elle est dépendante de l’application. Nous proposons plusieurs méthodes de
modélisation afin de détecter les actions : une première méthode est paramétrique, une seconde est
non-paramétrique et la troisième est basée sur la connaissance experte.
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FIG. 6.17 : Principe du calcul de l’angle et un exemple d’évolution pour un saut en longueur, tiré de [RPRP07].

6.4.1 Problème posé

Nous cherchons à définir une fonction de croyance sur la véracité des actions pour un jeu
de caractéristiques Ot donné à un instant t (on fait l’hypothèse qu’une image est disponible à
chaque instant t). Dans le cas du filtre temporel TCF et de l’ordonnanceur CSS, une fonction
de croyance binaire doit être générée pour chaque action à chaque instant. Pour une action stj
j ∈ {courir, sauter, chuter, se relever}, le cadre de discernement est :

Ωj
t = {T jt , F j

t } (6.3)

Dans le cas du CrHMM, la croyance doit être définie sur l’ensemble des actions et donc le cadre de
discernement est :

Ωs
t = {st1, st2, st3, st4} (6.4)

Le problème d’obtention des fonctions de croyance à partir des observations Ot peut être vu comme
un problème de reconnaissance des formes [DS06, Quo06]. Dans ce contexte, on cherche à construire
une fonction de l’espace des observations (aussi appelées attributs), <F , vers l’espace des actions
(représentant des classes), Ωj

t ou Ωs
t . Cette fonction est appelée classifieur de type III lorsqu’une

fonction de croyance est générée [Quo06]. Un classifieur C est défini de la manière suivante :

C : <F → Ω
Ot 7→ mΩ (6.5)

où F est la dimension de Ot et Ω représente soit Ωj
t soit Ωs

t .
Dans la littérature, de nombreuses méthodes ont été proposées pour estimer cette fonction. Ces

méthodes peuvent être regroupées en trois catégories [DS06] :

– Estimation directe de la croyance a posteriori sur l’ensemble des classes (e.g. les réseaux de
neurones [Den00], les arbres de décision [EMS01, VD02]).
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– Estimation de la croyance a posteriori avec le Théorème de Bayes Généralisé à partir
de densités conditionnelles aux classes et d’un a priori sur les classes [App91, VD01, DS04,
CCFM04, RS04, RS05a, DS06]. Dans cette famille, il est nécessaire de connaître le modèle
mathématique des densités conditionnelles.

– Estimation non-paramétrique de la croyance à partir d’un ensemble d’observations
(( proches )) de l’observation à classer Ot (e.g. le K-plus proches voisins évidentiels uti-
lisant le modèle de distance de Denœux [Den95, ZD98a, ZD98b, Den00, DZ01, VD02]).
L’estimation non-paramétrique est intéressante lorsque les modèles des classes ne sont pas
connus.

Nous nous sommes focalisés sur les deux derniers types de méthodes.

6.4.2 Vraisemblance et Théorème de Bayes Généralisé

On suppose disposer d’un modèle d’action pour chacune des actions stj (Fig. 6.18). Le schéma de
classification suit les étapes suivantes :

1. Estimation des densités de probabilités générant une vraisemblance P (Ot|stj) pour chaque ac-
tion à chaque instant. On suppose que les densités sont des mélanges Gaussiens et nous ap-
pliquons un algorithme EM (Espérance-Maximisation) permettant d’estimer la moyenne et la
variance de chaque Gaussienne. Pour l’estimation, nous avons appliqué le protocole suivant :
– Pour chaque action, l’ensemble d’apprentissage correspond à 30% de la base. Nous avons

réalisé plusieurs tests afin de sélectionner les vidéos formant l’ensemble d’apprentissage en
cherchant à avoir un taux de classification d’au moins 60% sur l’ensemble de la base.

– Le nombre de Gaussiennes4 est, respectivement, pour les actions courir (état st1), sauter (état
st2), chuter (état st3) et se relever (état st4) de 10, 4, 4 et 8.

2. A chaque instant t, et comme proposé par plusieurs auteurs dont Smets [DS04, Sme93, App91],
nous assimilons la vraisemblance P (Ot|stj) à la plausibilité pl<F [stj](Ot) et nous appliquons le
Théorème de Bayes Généralisé (Eq. 2.24c). Lorsque le cadre de discernement correspond à Ωs

t ,
on a :

mΩst [Ot](St) =
∏
stj∈St

pl<
F [stj](Ot) ·

∏
stj∈St

(
1− pl<F [stj](Ot)

)
(6.6)

Lorsque le cadre de discernement concerne une action particulière, i.e. Ωj
t (cas binaire), comme

requis dans l’ordonnanceur CSS, il est nécessaire de redéfinir les croyances de Ωs
t vers Ωj

t . Pour
cela, on effectue un grossissement Ωs

t → Ωj
t comme expliqué dans le chapitre 3-§ 3.6.2 (l’idée

du grossissement est de transférer la masse sur l’action considérée vers l’hypothèse T jt , i.e.
l’action est vraie, et la masse sur les autres actions est transférée sur F j

t , i.e. l’action est fausse).
On obtient alors une BBA binaire mΩjt [Ot] pour chaque action.

Les croyances binaires mΩjt [Ot] sont traitées par l’ordonnanceur CSS, qui intègre le filtre TCF,
pour reconnaître à la fois les actions et les activités. La BBA mΩst [Ot] sur l’ensemble des actions est
traitée par le HMM crédibiliste pour reconnaître là aussi les actions et les activités.

4Le nombre de Gaussiennes a été déterminé en utilisant un critère proposé dans [FJ02].
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FIG. 6.18 : Deux modélisations possibles : soit un classifieur par action ou un classifieur pour les quatre
actions. Le premier cas est utilisé pour les tests sur l’ordonnanceur CSS et le deuxième cas pour le CrHMM.

6.4.3 Le modèle de distance

On suppose disposer d’un ensemble d’apprentissage L = {On,m
Ωs
n } où n est un indice d’échan-

tillon. Chaque échantillon en est composé d’observations On étiquetées par une fonction de croyance
mΩs
n définie sur l’ensemble des actions Ωs (on omet volontairement l’indice de temps ici). Si la classe

sj ∈ Ωs de l’échantillon en est connue précisément alors la fonction de croyance est catégorique
(mΩs

n (sj) = 1, sj ∈ Ωs). Au contraire, si la classe est totalement inconnue alors la fonction de
croyance vide est associée à l’échantillon (mΩs

n (Ωs) = 1). Dans notre application, l’étiquetage s’avère
intéressant pour les transitions entre les actions, imprécises par nature, auxquelles on associera une
croyance vide.

Pour une nouvelle observation Ot, on cherche la BBA mΩst [Ot] reflétant le type d’action. Dans le
modèle de distance de Denœux [Den95, ZD98a, ZD98b, Den00, DZ01, VD02], la croyance qu’une
nouvelle observation Ot appartienne à l’une des classes (actions) de Ωt

s est donnée par la combinai-
son conjonctive des BBA des K plus proches voisins (déterminés par la distance Euclidienne) de
l’observation Ot pondérées par leur distance à Ot. Les étapes sont les suivantes :

1. Recherche des K plus proches voisins en utilisant la distance Euclidienne entre les échan-
tillons de L = {On,m

Ωs
n } et l’observation courante Ot. Le résultat est un ensemble de K

échantillons Lk = {Ok,mk}.
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2. Calcul de la BBA m
Ωst
k [Ot] pour chaque échantillon k dans Lk :

m
Ωst
k [Ok]({stj}) = α · φq(δ(Ok,Ot))
m

Ωst
k [Ok](Ωs

t) = 1− α · φq(δ(Ok,Ot))
m

Ωst
k [Ok](B) = 0, B ∈ 2Ωst\{Ωs

t , {stj}}
(6.7)

où φq(δ(Ok,Ot)) = exp(−γq · δ(Ok,Ot)), δ(Ok,Ot) est la distance Euclidienne entre Ok et
Ot, α ∈]0, 1] et γq ≥ 0.

3. Combinaison desK BBA pour estimermΩst [Ot] avec la combinaison conjonctive normalisée :

mΩst [Ot] = m
Ωst
1 [O1]⊕ · · · ⊕m

Ωst
k [Ok]⊕ · · · ⊕m

Ωst
K [OK ] (6.8)

Comme dans le cas précédent, si le cadre de discernement concerne une action particulière, i.e.
Ωj
t (cas binaire), on effectue un grossissement Ωs

t → Ωj
t comme expliqué dans le chapitre 3-§ 3.6.2.

Le problème avec ce type de modèle concerne le fait que la masse de croyance est généralement
affectée en grande partie aux singletons (le modèle génére une BBA quasi-Bayésienne). Pour remédier
à ce problème, nous proposons d’utiliser un affaiblissement généralisé de la BBA générée par ce
modèle afin de transférer de la masse sur les sous-ensembles d’hypothèses. Les coefficients de fiabilité
sont ici choisis égaux à 0.1 (valeur empirique). Nous avons choisi K = 5 et α = 0.99 de manière
empirique. La valeur de γq a été optimisée5 avec la méthode décrite dans [Den95].

6.4.4 Modélisation experte

Les conversions numériques-symboliques des caractéristiques en BBA peuvent être réalisées via
une modélisation inspirée des sous-ensembles flous. Ce type d’approche est particulièrement adaptée
lorsque trop peu de données d’apprentissage sont disponibles pour une approche statistique et lorsque
les caractéristiques ainsi que les éléments du cadre de discernement sont interprétables par un humain.

La conversion est réalisée par des trapèzes comme illustré sur la figure 6.19 dont les 4 seuils sont
fixés à l’aide de connaissances expertes sur l’application. Une croyance est obtenue à chaque instant et
pour chaque caractéristique et un mécanisme de fusion basé sur des tables de règles permet d’obtenir
une croyance sur les différentes actions.

Ce type de méthodes a été utilisé pour l’analyse de postures humaines [GCBR05b, GBC05,
GCB06, Gir06], pour l’analyse d’expressions faciales [Ham07, Ham05b, Ham05a] et pour la recon-
naissance d’actions et d’activités humaines [RPRP07].

Dans le cadre de notre application, les règles pour chaque action suivent un schéma en deux
niveaux [PRT+06] : d’abord une détection grossière des actions pour déterminer si l’athlète court,
saute ou chute. Puis, une détection raffinée permet de discriminer les actions au sein des activités.

La détection grossière des actions se fait de la manière suivante :

courir – SI l’athlète est debout (Fswg proche de 90o) ET SI un mouvement de translation de la caméra
apparaît (Fhm) OU SI un zoom arrière apparaît (Fdiv) ALORS l’action courir est vraie.

sauter – SI une variation verticale positive de la position du centre de gravité apparaît (Fvcg) OU SI

un mouvement vertical positif de la caméra apparaît (Fvm) ALORS l’action sauter est vraie.
5Code Matlab disponible sur http://www.hds.utc.fr/~tdenoeux/.

http://www.hds.utc.fr/~tdenoeux/
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FIG. 6.19 : Conversion numérique-symbolique inspirée des sous-ensembles flous : la caractéristique de

translation verticale de la caméra (Fcvt) est transformée en BBA sur l’action courir, mΩ1
t

cvt, définie sur
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1
t }.

chuter – SI une variation verticale négative de la position du centre de gravité apparaît (Fvcg) OU SI

un mouvement vertical négatif de la caméra apparaît (Fvm) ALORS l’action chuter est vraie.

se relever – SI une variation verticale positive de la position du centre de gravité apparaît (Fvcg) OU

SI un mouvement vertical positif de la caméra apparaît (Fvm) ET SI un zoom avant apparaît
(Fdiv) ALORS l’action se relever est vraie.

Les seuils des trapèzes utilisés pour traduire les valeurs numériques (Fvcg, Fhm, Fdiv, Fswg) en
croyances sur les symboles associés aux variables sont fixés de façon ad hoc en partant d’histo-
grammes pour guider nos réglages. Les OU et les ET logiques utilisés dans les règles permettent de
combiner les croyances. Par exemple la croyance sur l’hypothèse (( l’action se relever est vraie )) est
calculée en multipliant la croyance sur le symbole important, obtenue à partir de la valeur numérique
de Fvcg, avec la croyance sur le symbole important, obtenue à partir de la valeur numérique de Fdiv.

Ensuite, pour distinguer les actions sauter et chuter dans les différentes activités, nous étudions
l’évolution de l’angle. En effet, quelle que soit l’activité, ces actions impliquent une variation verticale
de la position du centre de gravité mais la position de l’athlète dans l’espace est dicriminante. Pour
illustration, la variation théorique de l’angle pour un saut en hauteur, un saut à la perche et un saut
en longueur est donnée à la figure 6.20 pour le cas où l’athlète bouge de gauche à droite.

Après le traitement par l’ordonnanceur, on connait les intervalles temporels où les actions ont été
détectées. Sur ces intervalles et à partir de la figure 6.20, on détecte les événements discriminants
suivants :

E1 si l’angle est entre 0o et 45o pendant l’action sauter, cette action est étiquetée comme appartenant
à un saut en hauteur.

E2 si l’angle est entre −115o et −75o pendant l’action chuter, cette action est étiquetée comme ap-
partenant à un saut en hauteur.

E3 si l’angle est entre −115o et −75o pendant l’action sauter, cette action est étiquetée comme ap-
partenant à un saut à la perche.

E4 si l’angle est entre 75o et 115o pendant l’action chuter, cette action est étiquetée comme apparte-
nant à un saut à la perche.
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Saut en hauteur

Saut à la perche

Saut en longueur

Courir Sauter Chuter Se relever

Courir Sauter Chuter Se relever

Courir Sauter Chuter Se relever

FIG. 6.20 : Evolution théorique de l’angle pour un saut en hauteur, un saut à la perche et un saut en longueur
pour un mouvement de caméra de gauche à droite.

E5 si l’angle est entre 135o et 180o pendant l’action chuter et que E3 n’est pas apparu alors cette
action est étiquetée comme appartenant à un saut en longueur.

Les intervalles numériques de valeurs de l’angle considérés dans ces règles, par exemple [130o, 180o]
sont stricts car on cherche à prendre une décision sur le type d’action.

Ces événements sont définis pour un mouvement de caméra allant de gauche à droite. Ce mouve-
ment est détecté par l’événement suivant :

E6 si la moyenne de la translation horizontale est négative pendant l’action courir alors le mouvement
de la caméra (assimilé à celui de l’athlète) va de gauche à droite (et vice-versa).

Des événements similaires sont créés pour le cas ou le mouvement de caméra va de droite à gauche.
On dispose par ailleurs d’un détecteur de perche (l’objet utilisé par le perchiste) qui a été dé-

veloppé dans [PRT+06] et qui s’est avéré très robuste (23/26 détections correctes) dans le cadre de
notre base de vidéos. L’algorithme consiste à détecter un objet long et fin rattaché à la silhouette et
un seuillage de l’excentricité de cet objet nous permet de décider si une perche apparaît effectivement
dans la vidéo. On dispose donc d’un nouvel événement :

E7 si un objet (( perche )) est détecté dans l’action courir alors la vidéo est un saut à la perche.

Cet événement nous permet de contraindre le suivi de points à suivre une évolution donnée (processus
feed-forward). En effet, dans les vidéos de saut à la perche, l’athlète se met littéralement (( en boule ))

lors de la montée ce qui rend difficile l’estimation de l’angle et a pour effet d’inverser la position des
points lors du suivi. Si l’événement E7 apparaît alors on force l’algorithme de suivi à placer la tête de
l’athlète en dessous du centre de gravité lors du début de l’action sauter.

La détection d’un objet (( perche )) à la fin de l’action sauter ou au début de l’action chuter est
généralement due au fait que l’athlète a raté son saut et qu’il a touché la barre. En effet, lorsque la
barre est touchée, celle-ci est détectée comme un objet mobile. On peut donc détecter les sauts à la
perche et les sauts en hauteur ratés.
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CSS CrHMM HMM
EX T1 - -

GMM T2 T3 T5
EDC - T4 T6

TAB. 6.2 : Conditions expérimentales : association des méthodes de modélisation et des algorithmes de re-
connaissance.

6.5 Evaluation

La méthode symbolique (ordonnanceur CSS) et la méthode statistique (CrHMM) développées
dans cette thèse sont évaluées sur la base de vidéos décrite au paragraphe 6.2.2 pour :

– détecter les actions courir, sauter, chuter et se relever,
– reconnaître les activités saut en hauteur, saut à la perche, saut en longueur et triple saut.
A titre de comparaison, nous appliquons le HMM probabiliste pour les mêmes tâches.
D’une manière générale, quelle que soit la méthode adoptée, la qualité des résultats est parti-

culièrement dépendante de la modélisation choisie pour la conversion numérique-symbolique (i.e.
observations-états). Nous appliquons les modélisations décrites dans le paragraphe précédent :

– une approche paramétrique probabiliste (GMM : mélanges gaussiens) dont la sortie est trans-
formée en fonction de croyance si nécessaire,

– une approche crédibiliste basée sur des prototypes (EDC : modèle de distance) dont la sortie est
transformée en probabilité si nécessaire,

– une approche crédibiliste experte (EX : règles et événements).
Nous avons appliqué les algorithmes de reconnaissance dans les conditions suivantes (Tab. 6.2) :

T1 : CSS+EX – dans cette approche symbolique, on utilise la modélisation experte (EX) pour géné-
rer les fonctions de croyance et on reconnaît les séquences avec l’ordonnanceur (CSS).

T2 : CSS+GMM – on utilise la modélisation par mélanges Gaussiens (GMM) pour générer les fonc-
tions de croyance (avec application du Théorème de Bayes Généralisé) et on reconnaît les sé-
quences avec l’ordonnanceur (CSS).

T3 : CrHMM+GMM – on utilise la modélisation par mélanges Gaussiens (GMM) pour générer les
fonctions de croyance (avec application du Théorème de Bayes Généralisé) et on reconnaît les
séquences avec le modèle de Markov caché crédibiliste (CrHMM).

T4 : CrHMM+EDC – on utilise la modélisation par le modèle de distance crédibiliste (EDC) pour
générer les fonctions de croyance et on reconnaît les séquences avec le modèle de Markov caché
crédibiliste (CrHMM).

T5 : HMM+GMM – on utilise la modélisation par mélanges Gaussiens (GMM) pour générer les
vraisemblances et on reconnaît les séquences avec le modèle de Markov caché probabiliste
(HMM). Ce test nous sert de référence par rapport à la littérature.

T6 : HMM+EDC – on utilise la modélisation par le modèle de distance crédibiliste (EDC) pour
générer des fonctions de croyance qui sont ensuite transformées en probabilités pignistiques.
On reconnaît les séquences avec le modèle de Markov caché probabiliste (HMM).

Nous reportons les valeurs du rappel (R), de la précision (P) et de la mesure F1 (définis au para-
graphe 3.5) de la détection des actions et des activités pour ces différentes combinaisons.
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6.5.1 Réglages des algorithmes

L’utilisation des algorithmes nécessite quelques réglages décrits ci-après.

Topologie des séquences Pour chaque type d’activité, un HMM, un CrHMM et un ordonnanceur
CSS sont estimés. Ces modèles de séquences sont composés de 4 états pour les sauts en hauteur (hj :
highjump), les sauts à la perche (pv : polevault) et les sauts en longueur (lj : longjump) : courir →
sauter→ chuter→ se relever. Les triples sauts (tj : triple jump) sont modélisés par des séquences
de 8 états dans le cas du CSS : courir→ sauter→ chuter→ sauter→ chuter→ sauter→ chuter
→ se relever. Dans le cas du HMM et du CrHMM, le triple saut est modélisé par une séquence
de 4 états en supposant que les trois actions sauter se ressemblent ainsi que les trois actions chuter.
Notons que, dans le cadre des HMM et des CrHMM, toutes les transitions possibles entre ces états
sont autorisées (modèle ergodique) même si la représentation proposée est séquentielle, l’algorithme
de Viterbi permettant de retrouver la séquence optimale.

Réglages des HMM et des CrHMM Les paramètres des HMM (matrices de transition et a priori)
ainsi que les mélanges Gaussiens utilisés pour lier les caractéristiques aux actions sont estimés à l’aide
des algorithmes présentés dans le chapitre 5 et en utilisant 50% de la base pour l’apprentissage.

Les matrices de transition des CrHMM sont construites en partant des matrices probabilistes et
en appliquant la méthode de transformation en fonctions de croyance basée sur le PMI décrite dans
le chapitre 2-§ 2.1.3. Puis, nous appliquons un affaiblissement généralisé (chap. 2-§ 2.2.6) afin de
redistribuer de la masse sur tous les ensembles et sous-ensembles d’états (les coefficients sont égaux
à 0.1).

Réglages des ordonnanceurs CSS Afin de faciliter les réglages, nous supposons dans un premier
temps que pour un même ordonnanceur (i.e. pour un même type de saut), les paramètres sont iden-
tiques. A partir de cette hypothèse, nous pouvons effectuer une étude conjointe simplifiée de l’in-
fluence, sur la mesure F1, des paramètres principaux : le seuil de stop de chaque action composant
l’ordonnanceur et la pondération de la somme cumulée du conflit associée. L’étude conjointe a été
expliquée dans le chapitre 3- § 3.5 pour le cas du filtre. Pour l’étude, nous prenons 50% de l’ensemble
d’apprentissage. La figure 6.21 montre que, pour un même réglage pour toutes les actions des sauts
en hauteurs (seuil de stop égal à 3.4 et pondération égale à 0.83), les performances obtenues (en
termes de mesure F1) sont satisfaisantes. Une figure similaire est obtenue pour les sauts à la perche
(Fig. 6.22). Il est ensuite possible de modifier ces seuils manuellement autour de ces valeurs et les
paramètres des filtres peuvent être un peu différents.

6.5.2 Reconnaissance des actions dans les activités avec la méthode symbo-
lique

L’objectif du test est de mettre en valeur l’apport du séquencement et du filtrage intégré à l’or-
donnanceur. Nous appliquons la modélisation experte (EX), basée sur les trapèzes, les règles et les
événements, à partir de laquelle on applique l’ordonnanceur (CSS) pour la reconnaissance des actions
dans deux types de saut : les sauts en hauteur et les sauts à la perche.

Les résultats avant et après application de l’ordonnanceur CSS sont donnés dans les tableaux 6.3
et 6.4. L’ordonnanceur CSS permet d’augmenter la précision des détections menant à une améliora-
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FIG. 6.21 : Evolution de la mesure F1 en fonction du seuil de stop et de la pondération de la somme cumulée
du conflit utilisés dans l’ordonnanceur CSS pour des sauts en hauteur avec les mélanges gaussiens (GMM)
en entrée du système. Ligne 1 : action courir et sauter, ligne 2 : actions chuter et se relever. Les points co-
lorés indiquent un même réglage pour les quatre actions dans les sauts en hauteur assurant une performance
satisfaisante (resp. 70%, 80%, 80% et 40% pour les actions courir, sauter, chuter et se relever).

tion de la détection (mesure F1) de 5% à 32% pour le saut en hauteur et jusqu’à 23% pour le saut à
la perche.

On remarque que le rappel est un peu détérioré. Ceci vient de quelques vidéos où les fausses
alarmes sont de taille importante et face auxquelles l’ordonnanceur échoue pour la reconnaissance
des actions. Ce type de problème est illustré sur la figure 6.23 où l’action chuter est très mal détec-
tée, avec une fausse alarme de taille importante sur l’intervalle [55, 70] qui lance l’ordonnancement
dès que l’action sauter devient vraie et qui fait donc échouer la détection des actions sauter, chu-
ter et se relever. Dans ce cas, les performances sont nulles. Une solution très simple à ce problème
consisterait à dupliquer les séquences au niveau des actions (( sensibles )) comme les actions chuter et
sauter et donc de différer la décision sur le passage ou non à l’état suivant. Cette solution permettrait
d’améliorer grandement les résultats de la détection mais il faudrait gérer les problèmes d’explosion
combinatoire si les données sont très bruitées. Ce type de solution s’inspire des méthodes de recon-
naissance de chroniques [Vu04, Bre07, DM07].
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R P F1

courir 0.94 0.59 0.73
sauter 0.95 0.50 0.66
chuter 0.59 0.32 0.41

se relever 0.48 0.20 0.28

R P F1

0.82 0.93 0.87
0.86 0.60 0.71
0.54 0.74 0.62
0.55 0.69 0.61

EX CSS+EX

TAB. 6.3 : Reconnaissance des actions dans les sauts en hauteur par le modèle CSS+EX (gain apporté par le
CSS pour chaque action par rapport aux observations EX : +14%, +5%, +21% et +32%).

R P F1

courir 0.98 0.51 0.67
sauter 0.90 0.51 0.65
chuter 0.90 0.52 0.66

se relever 0.49 0.38 0.42

R P F1

0.85 0.97 0.90
0.76 0.78 0.77
0.59 0.66 0.62
0.89 0.48 0.62

EX CSS+EX

TAB. 6.4 : Reconnaissance des actions dans les sauts à la perche par le modèle CSS+EX (gain apporté par le
CSS pour chaque action par rapport aux observations EX : +23%, +12%, −4% et +20%).

R P F1

courir 0.72 0.90 0.80
sauter 0.64 0.81 0.71
chuter 0.79 0.46 0.58

se relever 0.77 0.44 0.56

R P F1

0.84 0.94 0.89
0.79 0.87 0.82
0.86 0.62 0.72
0.92 0.75 0.83

R P F1

0.82 0.89 0.85
0.75 0.84 0.79
0.83 0.62 0.71
0.79 0.64 0.71

R P F1

0.77 0.90 0.83
0.69 0.81 0.75
0.75 0.80 0.78
0.65 0.94 0.77

GMM CrHMM+GMM HMM+GMM CSS+GMM

TAB. 6.5 : Reconnaissance des actions dans les sauts en hauteur avec les mélanges gaussiens (GMM) en
entrée. Première colonne : résultat de la détection avec la modélisation GMM sans séquencement. Deuxième
colonne : application du modèle de Markov caché crédibiliste (CrHMM). Troisième colonne : application du
modèle de Markov caché probabiliste (HMM). Quatrième colonne : application de l’ordonnanceur CSS.

R P F1

courir 0.64 0.57 0.60
sauter 0.25 0.68 0.36
chuter 0.65 0.36 0.46

se relever 0.06 0.16 0.09

R P F1

0.62 0.58 0.60
0.29 0.86 0.43
0.69 0.36 0.48
0.13 0.29 0.18

R P F1

0.61 0.55 0.58
0.18 0.79 0.29
0.71 0.36 0.48
0.08 0.23 0.11

EDC CrHMM+EDC HMM+EDC

TAB. 6.6 : Reconnaissance des actions dans les sauts en hauteur avec le modèle de distance (EDC) en entrée.
Première colonne : résultat de la détection avec la modélisation EDC sans séquencement. Deuxième colonne :
application du modèle de Markov caché crédibiliste (CrHMM) sur les croyances fournies par le modèle EDC.
Troisième colonne : application du modèle de Markov caché probabiliste (HMM) après transformation des
croyances fournies par le modèle EDC en probabilités.
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R P F1

courir 0.78 0.88 0.83
sauter 0.72 0.49 0.58
chuter 0.65 0.56 0.60

se relever 0.89 0.59 0.71

R P F1

0.83 0.95 0.88
0.77 0.58 0.66
0.79 0.64 0.71
0.92 0.70 0.80

R P F1

0.84 0.91 0.88
0.76 0.59 0.66
0.73 0.63 0.68
0.88 0.71 0.79

R P F1

0.76 0.94 0.84
0.62 0.51 0.56
0.50 0.79 0.61
0.75 0.72 0.74

GMM CrHMM+GMM HMM+GMM CSS+GMM

TAB. 6.7 : Reconnaissance des actions dans les sauts en longueur avec les mélanges gaussiens (GMM) en
entrée. Première colonne : résultat de la détection avec la modélisation GMM sans séquencement. Deuxième
colonne : application du modèle de Markov caché crédibiliste (CrHMM). Troisième colonne : application du
modèle de Markov caché probabiliste (HMM). Quatrième colonne : application de l’ordonnanceur CSS.

R P F1

courir 0.63 0.58 0.60
sauter 0.19 0.19 0.19
chuter 0.37 0.30 0.33

se relever 0.34 0.40 0.37

R P F1

0.65 0.61 0.63
0.16 0.15 0.15
0.39 0.31 0.34
0.38 0.46 0.42

R P F1

0.66 0.60 0.63
0.15 0.16 0.15
0.39 0.31 0.35
0.39 0.45 0.42

EDC CrHMM+EDC HMM+EDC

TAB. 6.8 : Reconnaissance des actions dans les sauts en longueur avec le modèle de distance (EDC) en entrée.
Première colonne : résultat de la détection avec la modélisation EDC sans séquencement. Deuxième colonne :
application du modèle de Markov caché crédibiliste (CrHMM) sur les croyances fournies par le modèle EDC.
Troisième colonne : application du modèle de Markov caché probabiliste (HMM) après transformation des
croyances fournies par le modèle EDC en probabilités.

R P F1

courir 0.81 0.95 0.88
sauter 0.76 0.71 0.73
chuter 0.79 0.69 0.74

se relever 0.79 0.42 0.55

R P F1

0.83 0.95 0.89
0.77 0.75 0.76
0.80 0.72 0.76
0.83 0.55 0.66

R P F1

0.81 0.96 0.88
0.78 0.76 0.77
0.80 0.71 0.75
0.82 0.52 0.64

R P F1

0.78 0.97 0.86
0.89 0.78 0.83
0.67 0.78 0.72
0.78 0.74 0.76

GMM CrHMM+GMM HMM+GMM CSS+GMM

TAB. 6.9 : Reconnaissance des actions dans les sauts à la perche avec les mélanges gaussiens (GMM, première
série de tableaux) et le modèle de distance (EDC, seconde série de tableaux) en entrée. Deuxième colonne :
application du modèle de Markov caché crédibiliste (CrHMM) sur les croyances fournies par les deux types de
modèle. Troisième colonne : application du modèle de Markov caché probabiliste (HMM).
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R P F1

courir 0.60 0.65 0.62
sauter 0.51 0.58 0.54
chuter 0.62 0.30 0.40

se relever 0.10 0.42 0.16

R P F1

0.53 0.67 0.59
0.54 0.58 0.56
0.68 0.29 0.41
0.09 0.69 0.17

R P F1

0.53 0.67 0.59
0.54 0.58 0.56
0.68 0.29 0.41
0.10 0.69 0.17

EDC CrHMM+EDC HMM+EDC

TAB. 6.10 : Reconnaissance des actions dans les sauts à la perche avec le modèle de distance (EDC) en entrée.
Première colonne : résultat de la détection avec la modélisation EDC sans séquencement. Deuxième colonne :
application du modèle de Markov caché crédibiliste (CrHMM) sur les croyances fournies par le modèle EDC.
Troisième colonne : application du modèle de Markov caché probabiliste (HMM) après transformation des
croyances fournies par le modèle EDC en probabilités.

R P F1

courir 0.68 0.70 0.69
sauter 0.64 0.30 0.41
chuter 0.47 0.38 0.42

se relever 0.92 0.45 0.61

R P F1

0.72 0.77 0.75
0.69 0.33 0.45
0.47 0.43 0.45
0.95 0.59 0.73

R P F1

0.70 0.78 0.74
0.69 0.32 0.44
0.43 0.39 0.41
0.95 0.57 0.71

R P F1

0.63 0.70 0.66
0.42 0.36 0.39
0.35 0.50 0.41
0.52 0.42 0.47

GMM CrHMM+GMM HMM+GMM CSS+GMM

TAB. 6.11 : Reconnaissance des actions dans les triple sauts avec les mélanges gaussiens (GMM) en entrée.
Première colonne : résultat de la détection avec la modélisation GMM sans séquencement. Deuxième colonne :
application du modèle de Markov caché crédibiliste (CrHMM). Troisième colonne : application du modèle de
Markov caché probabiliste (HMM). Quatrième colonne : application de l’ordonnanceur CSS.

R P F1

courir 0.54 0.37 0.44
sauter 0.35 0.34 0.35
chuter 0.35 0.39 0.37

se relever 0.42 0.26 0.32

R P F1

0.42 0.40 0.42
0.51 0.35 0.42
0.37 0.29 0.34
0.43 0.25 0.33

R P F1

0.42 0.44 0.43
0.52 0.30 0.38
0.38 0.30 0.33
0.43 0.26 0.32

EDC CrHMM+EDC HMM+EDC

TAB. 6.12 : Reconnaissance des actions dans les triples sauts avec le modèle de distance (EDC) en entrée.
Première colonne : résultat de la détection avec la modélisation EDC sans séquencement. Deuxième colonne :
application du modèle de Markov caché crédibiliste (CrHMM) sur les croyances fournies par le modèle EDC.
Troisième colonne : application du modèle de Markov caché probabiliste (HMM) après transformation des
croyances fournies par le modèle EDC en probabilités.
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FIG. 6.22 : Evolution de la mesure F1 en fonction du seuil de stop et de la pondération de la somme cumulée
du conflit utilisés dans l’ordonnanceur CSS pour des sauts à la perche avec les mélanges gaussiens (GMM)
en entrée du système. Ligne 1 : action courir et sauter, ligne 2 : actions chuter et se relever. Les points colo-
rés indiquent un même réglage pour les quatre actions dans les sauts à la perche assurant une performance
satisfaisante (resp. 70%, 70%, 60% et 25% pour les actions courir, sauter, chuter et se relever).

6.5.3 Reconnaissance des actions dans les activités avec des méthodes statis-
tiques

Dans ce test, nous étudions les performances du CrHMM et de l’ordonnanceur CSS pour la re-
connaissance des actions dans les quatre types de sauts (sauts en hauteur, sauts à la perche, sauts en
longueur et triples sauts) et les résultats sont comparés à ceux obtenus avec le HMM probabiliste.
Nous utilisons les deux modélisations statistiques : les mélanges gaussiens probabilistes (GMM) et
modèle de distance crédibiliste (EDC), et nous étudions leur impact sur les résultats.

6.5.3.1 Reconnaissance des actions dans les sauts en hauteur

Le modèle CrHMM+GMM (Tab. 6.5, col. 2) donne de meilleurs résultats que le modèle
HMM+GMM (Tab. 6.5, col. 3) pour les quatre actions et notamment pour l’action se relever (+12%).
On peut remarquer qu’à la fois le rappel et la précision sont améliorés pour toutes les actions.
L’amélioration du CrHMM provient de la propagation dans l’algorithme de Viterbi comme nous
l’expliquons dans l’exemple 27.

Le modèle CSS+GMM (Tab. 6.5, col. 4) donne des résultats très satisfaisants, meilleurs que le
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Avant ordonnancement.

Après ordonnancement.

FIG. 6.23 : Erreur de l’ordonnanceur CSS. Une chute est détectée en [55, 70] perturbant ainsi le déroulement
de la séquence.
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HMM pour les actions chuter et se relever mais un peu moins bons (−6%) pour courir et sauter.
L’avantage du CSS est de pouvoir contraindre plus aisément la transition entre des états et d’être
robuste aux fausses alarmes d’où l’augmentation de l’indice de précision. La diminution de la perfor-
mance sur les actions courir et sauter intervient sur le rappel ce qui signifie que la transition courir
→ sauter et la transition sauter→ chuter ont été effectuées trop tard parce que les seuils de stop sont
trop grands. Cependant, des seuils plus faibles entrainent une sensibilité plus importante aux fausses
alarmes.

Le modèle CrHMM+EDC (Tab. 6.6, col. 2) donne là encore de meilleurs résultats pour les actions
sauter (+14%) et se relever (+7%) que le modèle HMM+EDC (Tab. 6.5, col. 3). Une explication de
cet écart, plus important encore que pour le modèle GMM, provient de la transformation croyances-
probabilités qui est nécessaire pour appliquer le HMM sur les informations fournies par le modèle
EDC. Cette transformation a modifié le contenu d’information puisque la masse de croyance sur le
doute est équirépartie sur les singletons. Dans le cas du CrHMM, le doute est conservé et son impor-
tance est capitale comme le montre l’exemple 27. Notons que les faibles performances performances
de l’EDC sont certainement liées aux données d’apprentissage qui ne sont pas suffisamment impor-
tantes ou représentatives. Ses performances pourraient sans doute être améliorées en modifiant les
valeurs du nombre de voisins (K) ou du coefficient α. L’important dans ces tests est la mise en évi-
dence de l’apport du séquencement et du filtrage à partir de modélisations plus ou moins grossières.

Exemple 27. Pour expliquer pourquoi le CrHMM donne généralement de meilleurs résultats que le
HMM, prenons l’exemple des figures 6.24-6.27. La figure 6.24 représente les vraisemblances norma-
lisées sur les états (en entrée du HMM et du CrHMM). La figure 6.25 illustre la sortie de l’algorithme
de Viterbi probabiliste que l’on compare à la sortie du Viterbi crédibiliste donné à la figure 6.26.

On cherche à analyser la différence (de +13% sur l’action se relever en faveur du CrHMM)
apparaissant sur l’intervalle d’images [73, 85] où le HMM poursuit l’action chuter plus longtemps
que le CrHMM qui choisit l’action se relever.

Pour expliquer cette différence, nous illustrons sur la figure 6.27 l’ensemble d’états utilisé à
chaque instant pour le conditionnement avant propagation dans l’algorithme de Viterbi crédibiliste
(Eq. 5.57). On rappelle que lorsque cet ensemble est de cardinal élevé, cela signifie que chaque état
à un instant t possède un prédécesseur différent. On peut remarquer que sur l’intervalle [73, 85], les
ensembles utilisés pour le conditionnement contiennent systématiquement l’état se relever. Plus pré-
cisément, sur [79, 85], l’ensemble est Ch ∪ R (chuter ou se relever) puis sur [73, 79], l’ensemble est
S∪Ch∪R (sauter ou chuter ou se relever). Ainsi, l’état se relever fait toujours parti des prédécesseurs
dans le cas crédibiliste.

Dans le cas probabiliste, ce n’est pas le cas à cause de deux raisons :

1. la vraisemblance de l’action chuter devient supérieure à celle de l’action se relever dès l’instant
t = 84 (4e courbe de la figure 6.24),

2. la probabilité de transition de l’action chuter vers l’action se relever est plus faible que la
probabilité de transition de l’action chuter vers elle-même (c’est un fait statistiquement évalué
sur l’ensemble d’apprentissage des HMM).

Par conséquent, dès que l’action chuter devient vraie, il plus difficile pour le HMM d’aller dans
l’action se relever à moins que sa vraisemblance soit importante, ce qui n’est pas le cas dans cet
exemple car sur [74, 80], sa vraisemblance reste proche de celle de chuter (3e et 4e courbes de la
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figure 6.24). Dans le cas crédibiliste, l’action chuter est vraie mais de la masse de croyance est
conservée sur l’union des actions (Ch∪R) ce qui signifie que les deux actions sont encore possibles.
L’information portée par le doute permet donc d’être robuste aux fausses alarmes en repoussant la
décision.

Cette observation permet d’expliquer pourquoi le CrHMM est généralement plus performant que
le HMM. Cependant, cela explique aussi pourquoi le CrHMM n’est pas encore plus performant : le
fait de repousser la décision implique des petits décalages sur les transitions entre états. Ce décalage
n’est pas systématique, cela dépend des données d’entrée, par exemple un décalage apparaît au début
des actions sauter et se relever (Fig. 6.25 et 6.26) mais pas au début des actions courir et chuter. Si
les méthodes de modélisation (par exemple GMM et EDC) sont très précises, cela peut entraîner une
baisse de performance mais qui reste mineure. Par contre, le CrHMM prend tout son intérêt lors de
transitions progressives.
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FIG. 6.24 : Les vraisemblances sur les états pour un saut en hauteur obtenues à partir des observations.

6.5.3.2 Reconnaissance des actions dans les sauts en longueur

Le modèle CrHMM+GMM (Tab. 6.7, col. 2) est assez proche du modèle HMM+GMM (Tab. 6.7,
col. 3) pour cette activité avec une petite amélioration dans le cas de l’action chuter (+3%) et se
relever (+1%). Le modèle CSS+GMM (Tab. 6.7, col. 4) donne des performances correctes mais
inférieures aux méthodes stochastiques. Pour le modèle EDC (Tab. 6.8), les résultats sont là encore
très proches.

Dans le cas du saut en longueur, les croyances en entrée des systèmes sont peu bruitées par
conséquent, l’apport du CSS et des autres méthodes pour la détection des actions est peu significa-
tif. Cependant, grâce à ces mécanismes, la séquence des états (optimale par rapport aux paramètres
utilisés) est déterminée.
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FIG. 6.25 : Décision sur l’état après application de l’algorithme de Viterbi probabiliste.
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FIG. 6.26 : Décision sur l’état après application de l’algorithme de Viterbi crédibiliste.
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FIG. 6.27 : Ensemble utilisé pour le conditionnement à chaque instant dans l’équation 5.57 où Co, S, Ch et
R signifient respectivement courir, sauter, chuter et se relever. Les symboles ∪ représente une union d’actions.

6.5.3.3 Reconnaissance des actions dans les sauts à la perche

Dans cette activité, les méthodes de détection sont très proches dans le cas de l’EDC (Tab. 6.10).
Il en est de même pour la modélisation GMM (Tab. 6.9) avec une petite amélioration dans le cas du
modèle CrHMM+GMM (Tab. 6.9, col. 2) : +3% pour chuter et +1% pour se relever, par rapport au
modèle HMM+GMM (Tab. 6.9, col. 3). On remarque que le modèle CSS+GMM (Tab. 6.9, col. 4)
donne de meilleurs résultats pour les actions sauter (+6%) et se relever (+10%) tout en restant assez
proche mais inférieur aux méthodes stochastiques pour les actions courir (−3%) et chuter (−4%).
La baisse de performance sur ces deux dernières actions est liée au fait que les fausses alarmes sont
de taille importante dans le cas des sauts à la perche et par conséquent les seuils ont été réglés à des
valeurs élevées entraînant des retards systématiques sur les transitions et donc diminuant le rappel.
L’augmentation de la précision vient du fait que les seuils sont justement élevés permettant ainsi de
filtrer les fausses alarmes.

6.5.3.4 Reconnaissance des actions dans les triples sauts

Dans cette activité, le modèle CrHMM+GMM (Tab. 6.11, col. 2) est très proche (+1% globale-
ment) du modèle HMM+GMM (Tab. 6.7, col. 3) sauf pour l’action chuter où une amélioration de
+4% peut être observée. Dans le cas du modèle CrHMM+EDC (Tab. 6.8, col. 2), les résultats sont là
encore très proches (+1% globalement en faveur du CrHMM) sauf pour l’action sauter où une amé-
lioration de +4% peut être observée. On remarque le modèle CSS+GMM fonctionnne globalement
mieux que le meilleur des modèles précédents avec +23% d’amélioration pour l’action courir, +8%
pour l’action sauter et +14% pour l’action chuter.

Un gain significatif est obtenu avec le CSS dans le cas du triple saut car le CSS est capable
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de détecter des actions qui n’ont pas été préalablement détectées en entrée du système. En effet, à
partir du moment où une action sur deux est bien détectée, il suffit de régler le paramètre ∆F à une
valeur élevée sur l’action localisée entre les deux précédentes pour que le CSS comble le trou. Cette
caractéristique est à la fois un avantage et un inconvénient car si une fausse alarme apparaît alors le
CSS démarre le processus sans pouvoir revenir en arrière.

6.5.3.5 Conclusion sur la détection des actions

Le CrHMM est globalement plus performant que les autres méthodes dans cette application sauf
pour quelques cas particuliers où le CSS est un peu meilleur. Le CSS peut être performant si la durée
des fausses alarmes apparaissant sur les croyances en entrée du système sont plus faibles que la durée
des actions et si la valeur des seuils de stop des filtres utilisés dans l’ordonnanceur est suffisamment
élevée. Le problème est que, lorsque l’ordonnancement a débuté, il n’est plus possible de revenir en
arrière ce qui peut entraîner parfois des mauvaises détections alors que les méthodes stochastiques
comme le CrHMM ne sont pas (( piégées )) dans la séquence. Ajoutons par ailleurs que le CSS re-
connaît les séquences (( en ligne )), sans rétro-propagation, à la différence de l’algorithme de Viterbi
utilisé dans le CrHMM et dans le HMM. Par conséquent, le CSS dispose de moins d’information pour
décider de l’état courant puisque la rétropropagation a lieu en fin de séquence mais le CSS dispose
cependant d’a priori fort concernant les seuils de transition qui imposent en quelque sorte une durée
minimale des actions.

6.5.4 Classification de séquences

L’objectif est d’indexer les vidéos, les index étant des séquences d’actions définies par un CSS,
un CrHMM ou un HMM.

La classification est réalisée en optimisant un critère propre à l’approche utilisée :
– la maximisation de la vraisemblance de la séquence optimale fournie par l’équation 5.21 dans

le cas du HMM,
– la maximisation de la plausibilité de la séquence optimale fournie par l’équation 5.66 dans le

cas du CrHMM,
– la maximisation de la qualité globale donnée par l’équation 4.4 dans le cas du CSS.
Pour les trois approches, les observations ont été modélisées par des mélanges gaussiens (GMM)

pour chacune des actions puis ont été déclinées sous la forme adaptée à l’approche utilisée : distribu-
tion de probabilités pour le HMM et fonctions de croyance pour le CrHMM et le CSS.

Les résultats de la classification sont reportés dans le tableau 6.13. La première remarque concerne
l’existence de la classe de rejet pour l’ordonnanceur CSS. Cette classe permet d’éviter de classer des
séquences trop (( hors profil )) alors que les autres approches les classent dans la moins mauvaise
classe. Si l’on exclut les cas rejetés, le taux de bonne classification passe alors à 76%.

Le triple saut est globalement difficile à reconnaître car les actions sont très courtes (environ 5−7
images) qui peuvent être, dans certains cas, interprétées comme des fausses alarmes.

Intuitivement, on aurait pu s’attendre à ce que les sauts en hauteur et les sauts à la perche soient
confondus, il en est de même pour les sauts en longueur et les triples sauts. Les résultats montrent
que ce n’est pas le cas ce qui signifie que les modèles sont bien discriminants.

Enfin, les meilleures performances de l’ordonnanceur CSS viennent sans doute du critère utilisé
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Vérité terrain
hj lj pv tj

hj 666 5 4 2
lj 1 141414 0 1
pv 1 1 202020 4
tj 7 1 2 555

Vérité terrain
hj lj pv tj

hj 999 5 4 3
lj 1 131313 1 1
pv 3 2 181818 2
tj 2 1 3 666

Vérité terrain
hj lj pv tj

hj 141414 3 4 0
lj 1 121212 2 2
pv 0 2 171717 0
tj 0 0 2 888
rej 000 444 111 222

Classification par HMM. Classification par CrHMM. Classification par CSS.

TAB. 6.13 : Classification par HMM probabiliste (gauche, taux de bonne classification de 60%), par HMM
crédibiliste (centre, taux de bonne classification de 60%) et par l’ordonnanceur CSS (droite, taux de bonne
classification de 68%) lorsque les entrées sont fournies par des mélanges gaussiens (GMM).

qui intègre à la fois le nombre d’états (i.e. le nombre d’actions) qui ont été vrais et le conflit sur ces
états lorsque ces derniers ne correspondent pas aux données.

La qualité de la classification dépend essentiellement de la qualité des informations provenant
des observations. Pour améliorer les résultats, il peut être intéressant d’utiliser d’autres informations
comme la présence d’une perche pendant la course ou bien des durées équivalentes dans les actions
sauter et chuter lors d’un triple saut. Cependant, l’utilisation de ces caractéristiques ne peut se faire
qu’après une première phase de reconnaissance des actions. A titre d’exemple, nous donnons les résul-
tats obtenus par l’ordonnanceur à partir de données modélisées par l’approche symbolique complétées
par les deux détecteurs évoqués ci-dessus (Tab. 6.14). Le taux de bonne classification, en excluant les
cas rejetés, passe alors à 85%.

Vérité terrain
hj lj pv tj

hj 999 1 3 0
lj 0 121212 0 0
pv 4 0 232323 0
tj 0 0 0 888
rej 2 8 0 4

TAB. 6.14 : Classification par CSS+EX.

6.6 Conclusion

La mise en œuvre sur une application réelle des algorithmes développés dans cette thèse a montré
la pertinence de nos approches. Nous nous sommes astreints, dans la mesure du possible, à utiliser
les algorithmes avec les mêmes données de base sachant qu’une distribution de probabilités n’est pas
équivalente à une fonction de croyance en termes de quantité d’information.

Les tests proposés ont permis d’obtenir des résultats de type statistique tels que les taux de rappel
et de précision sur la détection des actions ou encore le nombre de séquences bien classées. Ces tests
sont intéressants pour valider un outil d’indexation automatique dans des grandes bases de vidéos.
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Les classifieurs spécialisés par type d’action que nous avons utilisés ont été très efficaces puisque
dédiés. Cependant, leurs capacités de généralisation restent à étudier. Les cas difficiles de classifi-
cation sont apparus pour des sauts en vue de face ou par l’arrière qui apparaissent assez rarement
(pour les ralentis par exemple). La détection des événements rares pourraient rendre le système plus
performant en adaptant des modèles existants ou en créant de nouveaux. Une telle approche semi-
supervisée pour la classification a été proposée dans le cadre de l’application des HMM à la détection
d’événements rares [ZGPB05].
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Conclusion générale et perspectives

L’indexation automatique de vidéos telle que peut le faire un opérateur humain est difficile à en-
visager à court terme. Par exemple, à l’INA (Institut National de l’Audiovisuel), cette opération d’in-
dexation de tous les programmes télévisuels est réalisée par plusieurs dizaines d’opérateurs. Ceux-ci
seraient très intéressés de disposer d’un outil capable de les assister dans cette tâche fastidieuse. Le
problème d’indexation de vidéos peut être partiellement résolu en se focalisant sur une application
particulière ou sur un type d’application en proposant des algorithmes dédiés. Dans le cadre de nos
travaux de recherche, nous nous sommes intéressés à un type d’application où l’index est modélisé
par une séquence d’états. Pour illustrer notre approche, nous avons utilisé des vidéos de sports d’ath-
létisme et nous avons cherché à les indexer par le mouvement des athlètes.

Les index dynamiques sont représentés par des séquences d’états dans le formalisme des fonctions
de croyance afin de gérer l’imperfection des données extraites sur les vidéos. Plus précisément, nous
avons utilisé le Modèle des Croyances Transférables (TBM) de Smets qui est un modèle puissant
pour la représentation, la combinaison et la prise de décision. Le TBM permet de modéliser aussi
bien la connaissance disponible que la méconnaissance et le conflit. Dans le formalisme du TBM, on
sépare la phase de modélisation, où la connaissance est représentée par des fonctions de croyance, de
la phase de décision, souvent basée sur l’utilisation des probabilités pignistiques. Le formalisme du
TBM est un cadre formel mathématiquement bien défini et de nombreux travaux sont en cours pour
décliner une version crédibiliste des outils probabilistes classiques.

Nous avons développé deux méthodes originales pour reconnaître des séquences d’états dans le
cadre du TBM :

– une méthode symbolique : l’ordonnanceur CSS (Credal State Scheduler) est adaptée lorsque
l’on dispose de connaissances expertes sur les séquences. L’ordonnanceur CSS est une ma-
chine à états finis déterministe qui reconnaît des séquences en contraignant la véracité des états.
Cette méthode est basée sur un filtre temporel crédibiliste (TCF : Temporal Credal Filter) qui
peut d’ailleurs être utilisé pour filtrer la croyance (( temporelle )) sur un état particulier lorsque
aucun lien de causalité n’existe entre les états. Le filtre et l’ordonnanceur sont basés sur les
modèles à sauts et exploite le conflit entre un modèle d’évolution et les données afin de gérer
les commutations de modèles.

– une méthode statistique : le modèle de Markov caché crédibiliste (CrHMM) s’avére efficace en
présence de données bruitées et lorsque les modèles des séquences sont mal connus a priori.
Cette méthode repose sur les mécanismes du modèle de Markov caché probabiliste qui est
un standard en reconnaissance de séquences. Le modèle de Markov caché crédibiliste est une
machine à états finis stochastique gérant les fonctions de croyance sur les observations comme
sur les états et dont les mécanismes généralisent en partie ceux utilisés dans le cas probabiliste.

Ces deux méthodes sont des machines à états dont l’évolution repose sur le principe général
(( prédiction - mise à jour )) utilisé en filtrage dans le cadre probabiliste : la connaissance sur les états
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à un instant t dépend de celle sur les états à l’instant précédent ainsi que sur un modèle d’évolution
de cette connaissance entre deux instants successifs. Dans le cadre des fonctions de croyance, ce
principe s’applique de la même manière que dans le cas probabiliste excepté qu’il est possible de
gérer d’une part des croyances explicites sur les unions d’états, ce qui s’avère utile pour la modéli-
sation des transitions entre états, et d’autre part le conflit entre les observations et la prédiction ce
qui permet de remettre en question le modèle lorsque ce conflit apparaît de manière fréquente. Dans
le cas de l’ordonnanceur et du modèle de Markov caché crédibiliste, ce conflit est exploité comme
une information pertinente sur la cohérence du modèle avec les mesures et il permet de classer des
séquences.

Les travaux futurs envisagés concernent à la fois des aspects théoriques et des aspects pratiques.
Aspects théoriques

Apprentissage dans le cadre des CrHMM : il est nécessaire de finaliser la généralisation du modèle
de Markov caché crédibiliste, en particulier l’apprentissage des modèles d’observation. Dans le cadre
des HMM probabilistes, on procède généralement par une estimation itérative en prenant en compte la
vraisemblance des données d’apprentissage vis à vis du modèle estimé à chaque itération. Un critère
permet ensuite de mettre à jour les modèles tant que cette vraisemblance n’a pas atteint un maximum
(local ou global). Il est sans doute possible de mimer un tel processus en estimant par exemple le degré
de conflit global entre les données d’apprentissage et le modèle, donné par l’algorithme forward, ou
encore en calculant la plausibilité de l’ensemble d’apprentissage conditionnellement au modèle, par
exemple en utilisant le critère de l’algorithme de Viterbi crédibiliste proposé dans cette thèse.

Adaptation des modèles : la topologie des séquences (le nombre d’états, les liens de causalité
entre les états ou encore les modèles d’observation) devrait pouvoir évoluer en fonction des obser-
vations provenant du système dynamique étudié. L’objectif est de réduire l’annotation des données
d’apprentissage et de rendre moins fastidieuse l’étape de modélisation. Une solution consiste à partir
de données connues (dont on dispose généralement), puis d’étiqueter les nouvelles données au fur et
à mesure de l’évolution du système : on parle d’apprentissage semi-supervisé.

Aspects pratiques, liés à l’indexation et aux interfaces Homme-Machine
Enrichissement de la base d’apprentissage : la base de vidéos que nous avons utilisée était com-

posée de 75 vidéos d’athlétisme ce qui est peu par rapport aux bases de vidéos industrielles telles que
celles dont dispose l’INA par exemple. De plus, nous n’avons exploité que les informations visuelles
or, les informations textuelles et audio peuvent être pertinentes pour la détection d’événements comme
nous l’avons vu dans l’étude bibliographique. Par ailleurs, le TBM n’a pas été encore appliqué pour
la fusion multimodale où les problèmes de synchronisation (comme entre l’audio et la vidéo) appa-
raissent. Enfin, nous pouvons envisager d’appliquer les algorithmes de reconnaissance de séquences
à d’autres problèmes que l’analyse de mouvements humains.

Choix des paramètres : la reconnaissance nécessite le choix de caractéristiques judicieuses. Les
caractéristiques que nous avons choisies ont montré une très bonne pertinence vis à vis des mouve-
ments recherchés mais il pourrait être intéressant de déterminer quelles caractéristiques combiner à
chaque instant (au lieu d’appliquer toujours la même combinaison avec les mêmes caractéristiques).
Cela pourrait permettre d’ajouter aisément de nouvelles caractéristiques sans pour autant alourdir
le processus de reconnaissance. Une solution pourrait consister en la quantification de la quantité
d’information apportée par les différentes caractéristiques et en la détermination de l’ensemble de
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caractéristiques le plus informatif. Ce type d’approche a été utilisée à quelques reprises dans le cadre
de la théorie des probabilités et porte le nom de fusion active. Une approche similaire pourrait être
employée dans le cadre du Modèle des Croyances Transférables afin d’introduire le doute et le conflit
sur les observations.

Reconnaissance au fil de l’eau : les algorithmes développés dans cette thèse sont markoviens et
peuvent fonctionner (( en ligne )). Il pourrait être intéressant de traiter le cas de l’analyse en ligne de
vidéos réelles où les informations intéressantes, comme les sauts d’athlétismes, seraient noyées dans
les films, les publicités, les journaux télévisés. . . L’algorithme d’estimation du mouvement de caméra
permet déjà de segmenter la vidéo en portions dynamiques. On peut ensuite imaginer appliquer, sur
ces portions dynamiques, l’algorithme d’estimation du nombre de personnes dans les vidéos (déve-
loppé avec l’Université de Crète) pour ne conserver que les portions où un seul athlète mobile évolue.
Puis, ces segments seraient analysés par les méthodes de reconnaissance de séquences développés
dans cette thèse.
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Annexe 1 – Fusion de BBAs définies sur des cadres de discerne-
ment hiérarchisés

Comme cela a été présenté au chapitre 2, l’extension vide permet de redéfinir une BBA sur un
nouvel espace de discernement. Cette opération est particulièrement utile lorsque les espaces sont
hiérarchisés.

Prenons l’exemple des instruments de musique qui peuvent être catégorisés de la manière suivante
(version simplifiée) : instruments à vent (V ), à cordes (C) et les autres (H∗). Chacune de ces catégories
contient des sous-catégories. Par exemple, les instruments à vent peuvent être de trois types : à bec
sifflet (B), à anche (A) et à embouchure (E). On distingue aussi les anches simples (As), les anches
doubles (Ad) et les anches libres (Al). Parmi les instruments à embouchure, on peut avoir des cuivres
(Ec) et d’autres instruments (E∗). Les instruments à cordes peuvent être à cordes pincées (P ), frottées
(Ft) ou frappées (Fp). Parmi les instruments à cordes frappées, on peut distinguer les instruments à
clavier (Fpc) et sans clavier (Fpc). Cette catégorisation est représentée sous la forme d’un arbre sur la
figure 1 avec 3 niveaux de hiérarchie.

C

P F pF t

F pc F pc

H *V

B EA

As Ad E cAl E*

FIG. 1 : Cadres de discernement formant une hiérarchie. Exemple de la catégorisation d’instruments de
musique.

Imaginons que l’on dispose d’analyseurs de sons capables de générer une fonction de croyances
sur le type d’instruments à un même niveau de hiérarchie. Suite à l’essai d’un instrument, les analy-
seurs fournissent trois BBAs : mΩ1

1 , mΩ2
2 et mΩ3

3 avec Ω1 = {V,C,H∗}, Ω2 = {B,A,E, P, Ft, Fp},
Ω3 = {As, Ad, Al, Ec, E∗, Fpc, Fpc}. Comment combiner ces BBAs ? Il suffit d’observer que Ω3 est
un raffinement de Ω2 lui-même étant un raffinement de Ω1. Par conséquent, la combinaison finale
consiste en une succession de combinaisons de BBAs étendues progressivement vers le cadre de dis-
cernement le plus raffiné. On commence donc par étendre mΩ1

1 sur Ω2 que l’on combine avec mΩ2
2

puis la BBA obtenue est étendue sur Ω3 avant d’être combinée avec mΩ3
3 :

mΩ3
123 = mΩ3

3 ∩©
(
mΩ2

2 ∩©mΩ1↑Ω2
1

)↑Ω3
(9)
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Annexe 2 – Ajouter des hypothèses dans un cadre de discernement

Comme cela a été présenté au chapitre 2, l’opérateur de déconditionnement peut être utilisé
comme un opérateur de changement de cadre de discernement.

Dans l’exemple donné à l’annexe 1 concernant les instruments de musique, on a omis la famille
des instruments à percussions (R) qui se trouve au même niveau hiérarchique que les instruments
à vent et ceux à cordes. Ainsi, le cadre Ω initialement défini par Ω1 = {V,C,H∗} devient Ω2 =
{V,C,H∗, R}. Imaginons la BBA définie sur Ω1 par mΩ1 . Elle peut être redéfinie sur Ω2 de la façon
suivante :

mΩ1(V ) = 0.2 → mΩ2({V,R}) = 0.2
mΩ1({V,C}) = 0.5 → mΩ2({V,C,R}) = 0.5

mΩ1({V,C,H∗}) = 0.3 → mΩ2({V,C,H∗, R}) = 0.3
(10)

On vérifiera que le conditionnement de la BBA mΩ2 par Ω1 = {V,C,H∗} redonne bien la BBA mΩ1 .

Imaginons à présent que l’on dispose d’analyseurs de sons capables de générer une fonction de
croyance sur le type d’instruments à différents nœuds de la hiérarchie, i.e. les cadres de discernement
sont Ω1 = {V,C,H∗}, ΩV = {B,A,E}, ΩA = {As, Ad, Al}, ΩE = {Ec, E∗}, ΩC = {P, Ft, Fp} et
ΩFp = {Fpc, Fpc}. Suite à l’essai d’un instrument, les analyseurs fournissent trois BBAs : mΩV

1 , mΩA
2

et mΩE
3 . Comment combiner ces BBAs ?

On observe que les cadres de discernement ΩA et ΩE ne partagent pas de raffinement commun : on
dit qu’ils sont incompatibles [Sha76, DS04]. Le cadre de discernement commun le plus large que l’on
puisse trouver est composé de l’union des cadres de discernement incompatibles (du niveau le plus bas
de la hiérarchie), i.e. Ω3 = ΩA ∪ΩE = {As, Ad, Al, Ec, E∗}. Ainsi, ΩA et ΩE sont des sous-ensembles
du cadre commun Ω3 qui représente par ailleurs un raffinement de ΩV. Le problème est à présent de
réallouer les masses de croyance sur ces nouveaux cadres. Pour le raffinement, la solution consiste
à utiliser l’extension vide. Quant aux cadres incompatibles, il suffit d’observer qu’ils forment des
sous-ensembles d’un même cadre et par conséquent, il est possible d’appliquer le déconditionnement
comme dans le cas d’un ajout d’hypothèses.

Ainsi, les BBA mΩA et mΩE doivent être déconditionnées sur le cadre commun Ω3 puis combinées
conjonctivement. Ensuite, le résultat est combiné avec l’extension vide de la BBA mΩV . On obtient
donc :

mΩ3
123 =

(
mΩA⇑Ω3

2 ∩©mΩE⇑Ω3
3

)
∩©mΩV↑Ω3

1 (11)

Un problème similaire mais concernant la classification d’automobiles est traité dans [DS04].
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Annexe 3 – Illustration du réseau de Pétri crédibiliste

Le réseau de Pétri crédibiliste (BPN) a été développé pour reconnaître des séquences d’états [RJD99].
Cependant, il est peu robuste aux fausses alarmes comme le montre l’exemple ci-dessous.

On considère la reconnaissance d’une séquence (( courir→ sauter→ chuter→ se relever )). Le
passage d’un état à un autre se fait par validation d’une transition décrite par une fonction de croyance
définie sur un espace binaire (transition vraie ou fausse). La figure 2 illustre les BBA concernant les
transitions, la quatrième transition étant toujours vraie (couleur bleue) car elle représente la transi-
tion de sortie. La figure 3 illustre les probabilités pignistiques sur les quatre états, chacun des états
représentant une action.
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FIG. 2 : Les transitions utilisées dans le réseau de Pétri crédibiliste.

Le réseau est initialisé avec une croyance vide, i.e. mΩ({P1, P2, P3, P4}) = 1, c’est pourquoi la
pignistique sur tous les états est égale à 0.25 à t = 1. A t = 20, la première transition devient vraie
progressivement et donc l’action course devient fausse tandis que l’action saut devient vraie. Lorsque
la première transition redevient fausse, la totalité de la croyance du réseau est sur le sous-ensemble
{P2, P3, P4}. Puis, nous avons simulé une fausse alarme sur la deuxième transition à t = 50 (Fig. 2 en
haut à droite). Cette fausse alarme a pour effet de transférer la masse du réseau sur {P3, P4} : on voit
nettement que la pignistique sur l’action saut (P2) décroit instantanément à t = 50 (Fig. 3 en haut à
droite) tandis que la pignistique sur l’action chute augmente instantanément (Fig. 3 en bas à gauche).
Puis la troisième transition devient vraie et donc la masse (( glisse )) vers P4. Dès que la totalité de la
masse est dans la dernière place, le réseau n’évoluera plus.



Annexes 179

50 100 150

0

0.2

0.4

0.6

0.8

1

Place 1 : course

50 100 150

0

0.2

0.4

0.6

0.8

1

Place 2 : saut

50 100 150

0

0.2

0.4

0.6

0.8

1

Place 3 : chute

50 100 150

0

0.2

0.4

0.6

0.8

1

Place 4 : relève

FIG. 3 : Probabilités pignistiques sur les places du réseau de Pétri crédibiliste.
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Annexe 4 – Interfaces graphiques

L’utilisation de l’estimateur de mouvement de caméra nécessite le réglage de plusieurs paramètres.
De plus, le programme motion2D développé à l’IRISA offre des fonctionnalités intéressantes comme
le masquage de certaines zones de l’image, la compensation de mouvement. . . Afin de faciliter les
réglages pour les tests, nous avons fait développer une interface graphique sous Matlab par un stagiaire
Master 1. Cette interface est représentée sur la figure 4.

FIG. 4 : Interface graphique pour l’estimation du mouvement de caméra.

La première fenêtre Required parameters permet de rentrer les paramètres indispensables comme
le chemin vers le dossier d’images, le type de modèle utilisé. . . La deuxième fenêtre Display permet
d’afficher la vidéo originale ou le résultat de l’estimation. La partie Optional parameters permet
de régler certains paramètres optionnels comme les coordonnées d’un masque à appliquer sur les
images. Enfin, nous faisons afficher la commande qui sera exécutée en bas à droite.

Nous avons par ailleurs développé sous Matlab une interface de visualisation des résultats de la
reconnaissance de séquences. Cette interface est représentée sur la figure 5. Elle est composée de trois
fenêtres : en haut à gauche, nous visualisons l’état courant dans chaque séquence, en haut à droite, la
vidéo est affichée et enfin, en bas, un historique des valeurs du critère de reconnaissance pour chaque
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FIG. 5 : Interface graphique pour la reconnaissance des séquences d’états.

action et pour chaque activité est affiché. Dans l’exemple représenté, l’athlète exécute un triple saut
et trouve dans la dernière action sauter.
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Annexe 5 – Logiciels utilisés

Cette annexe donne les liens vers quelques logiciels utilisés dans cette thèse :

Motion2D permet d’estimer le mouvement de caméra dans des séquences d’images [OB95]. Il a
été développé en C/C++ par l’INRIA-Rennes. Disponible sur http://www.irisa.fr/
vista/Themes/Logiciel/Motion-2D/Motion-2D.html.

Weka est un ensemble d’algorithmes développés en Java par l’Université de Waikato (Nouvelle-
Zélande) pour le clustering et la classification de données [WF05]. Il permet par ailleurs de
prétraiter les caractéristiques d’entrées. Disponible sur http://www.cs.waikato.ac.
nz/~ml/weka/.

Virtual Dub est un logiciel de traitement de vidéos développé en C/C++. Il offre des traitements de
base comme redimensionner ou filtrer des vidéos mais il permet aussi des traitements plus
évolués comme la compression ou la décompression. Il permet notamment de sélectionner
des segments de vidéos et d’extraire des séquences d’images. Plusieurs versions de ce lo-
giciel existent permettant de lire des fichiers vidéos de type varié. Disponible sur http:
//www.virtualdub.org/.

EDC est le classifieur évidentiel de T. Denœux [Den95, DZ01, VD02] fonctionnant sur Matlab et
mis à disposition sur sa page personnelle http://www.hds.utc.fr/~tdenoeux/.

FMT est un package de fonctions Matlab développées par Ph. Smets permettant de convertir des
fonctions de croyance. Disponible sur iridia.ulb.ac.be/~psmets/.

BNT est une boîte à outils développée par K.P. Murphy offrant des algorithmes d’apprentissage et de
reconnaissance de modèles de Markov cachés et de réseaux Bayésiens dynamiques. Disponible
sur www.cs.ubc.ca/~murphyk/.

http://www.irisa.fr/vista/Themes/Logiciel/Motion-2D/Motion-2D.html
http://www.irisa.fr/vista/Themes/Logiciel/Motion-2D/Motion-2D.html
http://www.cs.waikato.ac.nz/~ml/weka/
http://www.cs.waikato.ac.nz/~ml/weka/
http://www.virtualdub.org/
http://www.virtualdub.org/
http://www.hds.utc.fr/~tdenoeux/
iridia.ulb.ac.be/~psmets/
www.cs.ubc.ca/~murphyk/
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Résumé

Cette thèse porte sur la problématique de reconnaissance automatique de systèmes dynamiques.
Une méthodologie basée sur des modèles de séquences d’états est employée : les états permettent de
décrire le système à un instant particulier tandis que des transitions permettent au système d’évoluer
au cours du temps. Dans le cadre de la thèse, deux nouvelles méthodes de représentation et de
reconnaissance de séquences d’états basées sur le Modèle des Croyances Transférables, modèle
non probabiliste de raisonnement incertain basé sur les fonctions de croyance, sont proposées. La
première méthode est déterministe et inspirée des travaux en Intelligence Artificielle, la seconde
est stochastique et basée sur une généralisation aux fonctions de croyance des modèles de Markov
cachés initialement développés dans la théorie des probabilités. Ces algorithmes, dont le cadre formel
est générique, ont été intégrés dans un système de reconnaissance de mouvements humains dans les
vidéos d’athlétisme que nous avons mis en place en collaboration avec l’Université de Crète dans le
cadre du Réseau d’Excellence Européen SIMILAR. Les méthodes de reconnaissance de séquences
ont été évaluées sur une base de 74 vidéos et comparées aux modèles de Markov cachés probabilistes.

Mots clefs : Séquences d’états, Modèle des Croyances Transférables, Fonction de croyance, Mo-
dèle de Markov caché, Fusion d’information, Analyse de mouvements humains, Indexation de vidéos.

Abstract

This thesis focuses on automatic recognition of dynamical systems. A methodology based on state
sequence models has been chosen : states describe the system at particular instants while transitions
allow it to evolve along time. In this thesis, two new methods based on Transferable Belief Model, a
non-probabilistic model for uncertain reasoning based on belief functions, are proposed : the first one
is deterministic and inspired from works in Artificial Intelligence and the second one is stochastic
generalizing Hidden Markov Models, initially developed in probability theory, to belief functions.
These algorithms, which are generic, have been integrated in a system aiming at recognizing human
motions in athletics videos. The system has been set in collaboration with University of Crete within
SIMILAR European Network of Excellence. The state sequence recognition method proposed in this
thesis have been assessed on a database made of 74 videos and compared to probabilistic Hidden
Markov Models.

Keywords : State sequence, Transferable Belief Model, Belief function, Hidden Markov model,
Information fusion, Human motion analysis, Video indexing.
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