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Chapitre 1

Introduction

1.1 Situation

L’objectif de la robotique autonome est le contrôle, par un système informatique, d’un sys-
tème mécanique non fixé à un support et doté de périphériques de perceptions et d’actions. Ce
domaine de recherche appliquée se situe au carrefour de l’ingénierie, de l’intelligence artificielle,
de la perception par ordinateur, de la planification de mouvements et de l’automatisme. Il s’agit
donc d’une discipline qui doit faire la synthèse d’un ensemble de compétences de plus en plus
vaste. Sans surprise, ce pluralisme est à l’origine d’une certaine complexité.

1.2 Objectifs et contributions

Inscrit dans le contexte de la robotique autonome, cette thèse se focalise sur l’étude de la
navigation intentionnelle, c’est à dire le pilotage d’un robot mobile de façon à atteindre un but
en tenant compte d’informations perceptives.

Pour atteindre cet objectif, nous allons nous poser trois questions fondamentales que nous
préciserons par la suite :

– Comment définir une tâche de navigation intentionnelle (TNI) ?
– Comment réaliser une TNI ?
– Comment implanter une TNI ?
Nos réponses à ces questions s’articulent en une arborescence de problématiques que nous

illustrons dans la figure 1.1. Nous allons maintenant détailler cette arborescence.

1.2.1 Définition d’une TNI

Le chapitre 3 nous permettra d’expliciter le sens que nous donnons à une TNI. De plus, nous
profiterons de ce chapitre pour définir quelques notions qui nous seront utiles par la suite : les
espaces utilisés pour la navigation et les notions de comportement et de trajet.

1
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FIG. 1.1 – Problématiques traitées dans cette thèse. Nos contributions sont encadrées en gras.
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1.2.2 Réalisation d’une TNI

C’est en répondant à la question de réalisation d’une TNI que nous proposerons la majorité
de nos contributions. Nous considérons que cette réalisation passe nécessairement par la mise
en place d’une boucle localisation-contrôle, ou boucle sensorimotrice. Nous étudierons donc
d’abord les techniques de localisation et ensuite le contrôle d’un robot mobile.

a) Localisation

La localisation est l’élément central de ce travail. Pour simplifier ce problème vaste et com-
plexe, nous avons choisi de ne pas traiter le problème de l’extraction d’amers naturels à partir
des perceptions brutes. Nous considérerons donc dans tout ce travail que notre robot est équipé
d’un détecteur d’amers et, en pratique, nous installerons des amers artificiels dans notre environ-
nement.

Ce choix des amers étant fait, une question se pose : désire-t-on se localiser par rapport à une
carte absolue ou non ? Dans la suite de ce document, l’adjectif absoluqualifiera une estimation
par rapport à un repère fixe, indépendant du mouvement du robot.

1.Localisation par rapport à une carte [Pradalier & Sekhavat 2002a; 2004]: Dans le cas
où l’on choisit de se localiser par rapport à une carte, il faut être capable non seulement d’estimer
la localisation du robot, mais aussi de construire une représentation interne de la carte.

Estimation de position La localisation peut se faire par triangulation. Dans ce cas, si les
amers ne sont pas immédiatement identifiables, il est nécessaire d’utiliser un algorithme d’iden-
tification des amers observés. Cet algorithme doit être à la fois robuste et efficace. Dans cette
optique, nous proposerons une optimisation de la mise en correspondance par graphes de corres-
pondances, fondée sur l’identification des triangles formés par trois amers.

Cependant, même avec cette optimisation, les techniques d’identification explicite ne per-
mettent pas de convertir l’incertitude sur la mise en correspondance en incertitude sur la lo-
calisation. Nous allons donc montrer comment obtenir ce résultat en décrivant un modèle de
localisation probabiliste dont la mise en correspondance est implicite.

Nous allons aussi montrer comment améliorer encore la robustesse de cette localisation pro-
babiliste aux fausses observations. Pour cela, nous utiliserons des modèles particuliers : les mo-
dèles de diagnostic.

Construction de carte Pour ce qui est de la construction de carte, nous avons choisid’uti-
liser le filtre à projection géométrique (FPG) : un filtre qui estime l’état d’une carte d’amers
grâce à l’estimation des distances inter-amers. Pour fonctionner, ce filtre a lui aussi besoin d’un
algorithme de mise en correspondance. Nous montrerons donccomment intégrer efficacement la
mise en correspondance par graphes de correspondances avecle FPG, et obtenir ainsi le FPGMCI
– Filtre à Projection Géométrique avec Mise en Correspondance Intégrée.
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2.Localisation sans carte [Pradalier et al. 2004a] Si on choisit de ne pas utiliser de carte
absolue, nous allons montrer qu’il est tout de même possiblede construire un modèle de loca-
lisation probabiliste pour se localiser par rapport à un trajet sensorimoteur, trajet défini par une
séquence de perceptions.

3.Qualité de la localisation [Pradalier & Bessière 2004] Que l’on choisisse de se localiser
par rapport à une carte ou non, il est toujours important d’être capable d’évaluer la qualité de
ses hypothèses de localisation. Pour obtenir ce résultat entemps réel, nous proposerons un mo-
dèle probabiliste qui estimera la confiance du système. Cetteconfiance sera définie à partir de
la cohérence entre les observations réelles et les observations prédites grâce à un modèle de
l’environnement et aux hypothèses de localisation.

b) Contrôle

Après avoir considéré la question de la localisation, nous traiterons le problème de la géné-
ration de commandes en fonction de la localisation.

1.Suivi de trajectoire Lorsque la TNI est définie par une trajectoire, elle ne peut être réalisée
avec succès sans un algorithme de suivi de trajectoire. Pourrépondre à ce besoin, nous montre-
rons que ce problème de suivi de trajectoire peut être exprimé comme un problème d’inférence
bayésienne.

2.Évitement d’obstacles [Koike et al. 2003a;b] Pour garantir la sécurité du robot et de son
environnement pendant la réalisation de la TNI, nous seronsnécessairement confrontés au pro-
blème de l’évitement d’obstacles. Comme pour le suivi de trajectoire, nous montrerons que ce
problème peut s’exprimer sous la forme d’un problème d’inférence bayésienne et nous mettrons
l’accent sur la richesse sémantique qui en découle.

1.2.3 Implantation d’une TNI [Hermosillo et al. 2003a; 2004; 2003b, Pradalier et al.

2003c; 2004b]

Finalement, le chapitre 7 présentera notre réponse à notre dernière question : l’implanta-
tion d’une TNI sur un système informatique. Pour cela, nous avons choisi de nous placer dans
le cadre du formalisme de la programmation bayésienne. Nousmontrerons que ce formalisme
souffre d’un manque de capacité de généralisation et d’abstraction. Nous proposerons donc une
extension du formalisme inspirée des méthodes de programmation orientées objet : la Program-
mation Bayésienne Orientée Objet (PBOO).

1.3 Plan de lecture

Notre document traite la problématique de la navigation intentionnelle à travers huit cha-
pitres.
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Le chapitre 2 introduit les éléments mathématiques et le formalisme de base de l’inférence
bayésienne. La notion de programme bayésien y est aussi introduite ainsi que quelques exemples.

Dans le chapitre 3 nous définissons la notion de tâche de navigation intentionnelle.
Les trois chapitres suivants décrivent les compétences nécessaires à la réalisation d’une tâche

de navigation intentionnelle.
Le chapitre 4 présente ensuite nos contributions dans le cadre de la localisation :
– la localisation par triangulation et l’identification explicite des observations grâce à l’iden-

tification de triplés d’amers,
– les principes de la localisation bayésienne avec mise en correspondance implicite pour

transformer l’incertitude sur l’identification des observations en incertitude sur la localisa-
tion,

– la localisation sur une trajectoire définie sous une forme sensorimotrice,
– et la construction d’un estimateur de confiance pour évaluer la qualité de la localisation.
Dans le chapitre 6, nous décrivons les stratégies de commande du robot mobile que nous

avons développées. En particulier, nous montrons comment nous avons exprimé les problèmes
de suivi de trajectoire et d’évitement d’obstacles sous la forme de problèmes d’inférence bayé-
sienne.

Nous présentons ensuite l’intégration de cet ensemble de compétences robotiques dans le
chapitre 7. Nous décrivons d’abord notre extension de la programmation bayésienne pour la
modélisation orientée objet d’un système complexe, et nousl’utilisons ensuite pour deux ap-
plications particulières : une première qui utilise un planificateur pour construire et exécuter des
trajectoires dans un environnement modérément dynamique,et une seconde qui donne au CyCab
la capacité de se déplacer sur des trajectoires définies uniquement en termes sensorimoteurs.

La conclusion de ce travail et nos pistes de recherche pour l’avenir sont proposées au cha-
pitre 8.

Remarquons finalement que l’annexe A décrit nos réflexions sur la notion de fusion de don-
nées par inférence bayésienne[Pradalier et al. 2003a;b].
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Chapitre 2

Introduction à la programmation
bayésienne

Nous présentons dans ce chapitre le minimum théorique et mathématique nécessaire pour la
compréhension des résultats présentés dans les chapitres suivants. Notre objectif est de présenter
brièvement les principes du calcul bayésien comme une méthode de modélisation et d’inférence
permettant de prendre en compte les incertitudes. Pour une présentation détaillée, nous renvoyons
aux travaux de Pierre Bessière[Bessière et al. 1998a;b]et d’Olivier Lebeltel[Lebeltel 1999,
Lebeltel et al. 2004].

Nous nous plaçons plus précisément dans le cadre d’une théorie du raisonnement probabiliste
appeléeProbability as Logic(PaL) proposée par le physicien E.T.Jaynes[Jaynes 2003]. Cette
théorie considère le calcul des probabilités comme une généralisation de la logique formelle
(booléenne). Elle permet d’étendre la logique à des propositions dont la vérité n’est pas connue
avec certitude et de formaliser la notion de raisonnement plausible. Dans cette théorie, la notion
de probabilité est utilisée non pas dans son sensfréquentisteoù elle caractérise lafréquence
d’une mesure physique donnée, mais plutôt dans son senssubjectivisteoù elle exprime unétat
de connaissancereprésentant lesinformationsdont on dispose sur le phénomène en question.
Cette utilisation des probabilités découle directement de la formalisation de la notion intuitive
de plausibilité proposée par Cox[Cox 1946; 1961]. En se fixant un ensemble de desiderata
définissant la notion de plausibilité pour une proposition logique, Cox montre que l’unique façon
de manipuler cette notion (en restant fidèle aux desiderata de départ) est donnée par la théorie
des probabilités. La notion de plausibilité est ainsi formalisée par la notion mathématique bien
définie deprobabilité.

2.1 Définitions fondamentales

2.1.1 Probabilité d’une proposition logique

Une proposition logique est un énoncé qui peut être vrai ou faux. Nous définissons la plausi-
bilité (probabilité)P(A) d’une propositionA comme le degré de certitude accordé à sa véracité.

7
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En réalité, toute probabilité d’une propositionA ne peut être donnée qu’au vu d’un ensemble
deconnaissances préalablesque l’on dénoteraπ. Il est alors plus convenable d’expliciter dans
les notations les connaissancesπ qui ont permis d’assigner une valeurPA à une proposition
A en écrivantP(A | π) = PA. Toutefois, dans le but d’alléger les notations, nous nous dis-
pensons d’écrire ces connaissancesπ dans les formules que nous manipulons dans le reste de
ce document. En effet à un instant donné nous ne nous intéressons qu’à un seul ensemble de
connaissances préalablesπ.

Nous utiliserons, dans ce qui suit, la notationAB pour la conjonction deA etB,A+B pour
leur disjonction et¬A et¬B pour leurs négations respectives.

2.1.2 Règles de calcul

À partir des desiderata définissant le raisonnement plausible, Cox montre que ce raisonne-
ment doit utiliser 2 règles fondamentales qui sont à la base de toute inférence probabiliste. Étant
données les propositions logiquesA etB, ces deux règles sont la règle du produit et la règle de
normalisation.

a) Règle du produit

La règle du produit donne la probabilité d’une conjonction :

P(A B) = P(A)P(B | A) = P(B)P(A | B). (2.1)

b) Règle de normalisation

La règle de normalisation exprime le fait que la somme des probabilités d’une proposition et
de sa négation est égale à 1 :

P(A) + P(¬A) = 1. (2.2)

2.1.3 Autres définitions et notations utiles

a) Probabilité d’une disjonction

L’utilisation des règles (2.1)et (2.2) permet d’écrire la probabilité d’une disjonction comme
suit :

P(A+ B) = P(A) + P(B)− P(A B). (2.3)

Cette dernière règle s’écrit dans le cas où A et B sont indépendantes :

P(A+ B) = P(A) + P(B). (2.4)
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b) Variable discrète - distribution de probabilité discrète

Jusqu’ici, seule la probabilité d’une proposition logiquea été définie. Supposons que l’on
cherche à assigner des probabilités aux différentes valeurs numériques d’une variable discrèteX.
Nous devons dans ce cas définir un ensemble de propositions logiques mutuellement exclusives
An ≡ “X = n”, où n prend toutes les valeurs possibles deX, et considérer les probabilités
P(An) = f(n). La fonctionf représente unedistribution de probabilité discrètesur la plage de
variation de la variableX.

Nous utilisons la notationP(X) pour désigner une distribution de probabilité sur une variable
discrèteX.

Les deux règles (2.1) et (2.2) continuent à s’appliquer dansle contexte des variables discrètes
et s’écrivent respectivement, pour deux variablesX etY , comme suit :

P(X Y ) = P(X)P(Y | X) = P(Y )P(X | Y )

∑

X

P(X) = 1.

c) Variable continue - densité de probabilité

Afin de considérer la notion de probabilité d’une variable continueX tout en utilisant les ré-
sultats obtenus pour les propositions logiques, nous reprenons le raisonnement donné par Jaynes :

Commençons par définir les deux propositions suivantes :

F1 ≡ (X ≤ q) (2.5)

F2 ≡ (X > q) (2.6)

Ces deux propositions sont exhaustives et mutuellement exclusives. La probabilité deF1 va
dépendre deq en définissant une fonctionG telle que :

P(F1) = G(q).

Cette fonctionG est bien évidemment croissante.
Intéressons nous maintenant à la propositionW ≡ (a < X ≤ b) (la valeur deX est dans

l’intervalle ]a, b]). NotonsA etB les propositions suivantes :

A ≡ (X ≤ a); (2.7)

B ≡ (X ≤ b). (2.8)

Nous avons l’égalitéB = A +W. De plus, commeA etW sont mutuellement exclusives,
l’application de la règle de la somme permet d’écrire :

P(B) = P(A) + P(W),
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ce qui donne finalement :

P(a < X ≤ b) = p(W) = G(b)−G(a).

Si G est différentiable, nous pourrons écrire :

P(a < X ≤ b) =

∫ b

a

g(X)dX

avecg(X) = dG(X)
dX

.

La fonctiong est appeléedensité de probabilitéou biendistribution de probabilitésur la
variableX. Nous l’appellerons dans le reste de ce documentdistribution de probabilitéet nous
utiliserons la notationP(X) pour dénoter la distribution sur une variable continue.

Les deux règles fondamentales (2.1) et (2.2) restent valides pour les cas des variables conti-
nues et s’écrivent respectivement pour deux variablesX etY comme suit :

P(X Y ) = P(X)P(Y | X) = P(Y )P(X | Y );

∫

P(X)dX = 1.

La distributionP(X Y ) est appelée ladistribution conjointedeX etY .

d) Marginalisation - Distribution marginale

SoitX etY deux variables numériques. On appelledistribution marginaledeX par rapport
àY la distribution de probabilité :

– P(X) =
∑

Y P(X Y ) =
∑

Y P(Y )P(X | Y ) dans le cas oùY est discrète ;
– P(X) =

∫

P(X Y )dY =
∫

P(Y )P(X | Y )dY dans le cas oùY est continue.

e) Formule de Bayes

Une réécriture directe de la règle du produit permet d’obtenir la formule dite deBayes

P(X | Y ) =
P(X Y )

P(Y )
=

P(X)P(Y | X)

P(Y )
=

P(X)P(Y | X)
∑

X P(X)P(Y | X).

LorsqueY est connu,P(Y ) est une constante indépendante deX. On sait donc queP(X | Y )
est proportionnel àP(X)P(Y | X), et on peut déduire le coefficient de proportionnalité de la
règle de normalisation.

La relation de proportionnalité entre distributions sera noté∝ :

P(X | Y ) ∝ P(X)P(Y | X)
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2.2 Méthode de programmation bayésienne

Dans cette section, nous présentons brièvement la méthode appelée “Programmation Bayé-
sienne”, qui sera utilisée dans le reste du document. Cette méthode se base sur un objet formel,
la description [Lebeltel 1999, Lebeltel et al. 2004].

f) Structure générale

La définition d’unprogramme bayésienà l’aide d’une description se décompose en trois
phases que nous expliciterons dans les prochains paragraphes :

– la spécification des connaissances préalables ;
– l’identification des valeurs des paramètres des distributions de probabilité ;
– l’utilisation de la description.
Nous allons maintenant définir le concept de description et décrire plus précisément chacune

de ces trois phases. La figure 2.1 illustre la structure générale que nous utiliserons pour définir
un programme bayésien.
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FIG . 2.1:Structure générale d’un programme bayésien.

2.2.1 Définition de la notion dedescription

Une description est dénotée formellement par la distribution de probabilité conjointe d’un
ensemble de variablesV1, . . . , Vn : P (V1 . . . Vn | π) déterminée au vu des connaissances préa-
lablesπ dont une partie est spécifiée par le programmeur et le reste peut provenir d’un ensemble
de données expérimentales.

2.2.2 Spécification

La phase de spécification est la partie la plus délicate du travail du programmeur. Au cours de
cette phase, il doit énoncerexplicitementles connaissances qu’il apporte à la description et celles
qui résultent d’un processus adaptatif dépendant d’un jeu particulier de données expérimentales.
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On peut distinguer trois types de connaissance : le choix desvariables pertinentes, l’expression
des dépendances entre les variables retenues sous la forme d’un produit de distributions élémen-
taires, et enfin la forme paramétrique associée à chacune de ces distributions.

a) Connaissances préalables structurelles : le choix des variables pertinentes

Nous appelonsconnaissances préalables structurellesles connaissances permettant de défi-
nir l’ensemble des variablesV1, . . . , Vn pour la description. Toutes les autres variables sont ainsi
supposées non pertinentes pour le problème considéré.

En robotique, nous pouvons classer ces variables naturellement en trois sous-ensembles :
– les variables sensorielles extéroceptives et proprioceptives ;
– les variables motrices ;
– les variables internes, qui permettent de représenter lesétats internes du robot ou de ses

capteurs.

b) Connaissances préalables de dépendance : le choix d’une décomposition de la distribu-
tion conjointe

Comme énoncé précédemment, la description sur les variablesV1, . . . , Vn a pour but la défi-
nition de la distribution conjointeP (V1 · · ·Vn | δ π). Cette forme mathématique est une distribu-
tion de probabilité surn dimensions. La règle du produit (2.1) nous permet de décomposer cette
expression, en l’exprimant sous forme de produit de distributions.

Prenons en exemple une distribution conjointeP(X Y Z) de 3 variablesX, Y etZ. L’appli-
cation de la règle du produit permet d’écrire :

P(X Y Z) = P(Z)P(Y | Z)P(X | Y Z).

Cette seconde étape de la spécification permet également d’exprimer les relations de dépen-
dance, ou d’indépendance, entre les variables. Ces indépendances permettent de réduire forte-
ment les dimensions des termes apparaissant dans la décomposition.

Si l’on suppose dans notre exemple que les variablesX et Y sont indépendantes sachant la
valeur deZ, on aura :

P(X Y Z) = P(Z)P(Y | Z)P(X | Z).

c) Connaissances préalables d’observation : le choix des formes paramétriques

Il faut maintenant associer à chacun des termes apparaissant dans la décomposition choisie à
l’étape précédente une forme paramétrique. Par ces choix, nous allons fournir desa priori sur les
valeurs des distributions de probabilité et la manière dontces valeurs seront modifiées par l’ex-
périence. Ce dernier point est composé d’un ensemble de valeurs initiales pour les paramètres, et
d’un mécanisme de mise à jour au vu de données expérimentales(ce mécanisme peut éventuel-
lement être vide si l’on veut figer la distribution lors de la présente phase de spécification). Une
description dans laquelle tous les termes sont ainsi fixés est appeléespécification (description) a
priori .
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Les formes paramétriques sont en général des lois de probabilité classiques, par exemple des
lois uniformes ou des lois normales. Unequestionà une autre description peut également être
utilisée comme forme paramétrique, à la manière d’un sous-programme probabiliste.

2.2.3 Identification

Les formes paramétriques peuvent contenir des paramètres libres, comme les moyennes ou
écarts types de distributions gaussiennes. Il est nécessaire de fixer les valeurs numériques de
ces paramètres pour achever notre description. Ces valeurs peuvent soit être obtenues par un
processus d’apprentissage, soit être fixéesa priori par le programmeur.

2.2.4 Utilisation

Au terme des phases de spécification et d’identification, nous disposons d’une description
complètement définie. La phase d’utilisation va consister àmettre en œuvre les descriptions par
le biais de questions probabilistes.

a) Question (définition)

Poser une question consiste à chercher la distribution de probabilité d’un certain nombre de
variablesEq de la description, connaissant les valeurs d’autres variables Ec, et éventuellement
ignorant les valeurs d’un troisième groupe de variablesEi. Une question probabiliste est donc
n’importe quelle expression de la forme :

P(Vk . . . Vl | vm . . . vn), (2.9)

oùEq = {Vk, . . . , Vl} 6= ∅, Ec = {Vm, . . . , Vn}, etEi = {Vo, . . . , Vp} est l’ensemble des variables
n’apparaissant ni dansEq, ni dansEc. Ces trois ensembles doivent bien sûr former une partition
de l’ensemble des variables considérées pour que la question ait un sens.

b) Inférence

La connaissance de la distribution conjointeP(V1 · · · Vn) et l’application des règles du
produit (2.1) et de la marginalisation (2.2) nous permet de répondre à toute question de la
forme (2.9). Appliquons d’abord la règle de Bayes :

P(Vk . . . Vl | vm . . . vn) =
P(Vk . . . Vl vm . . . vn)

P(vm . . . vn)
. (2.10)

En appliquant maintenant la règle de marginalisation, nouspouvons exprimer le dénomina-
teur et le numérateur de ce quotient en fonction de la distribution conjointe que l’on sait calculer :

P(Vk . . . Vl | vm . . . vn) =

∑

Vo...Vp

P(Vk . . . Vl vm . . . vn Vo . . . Vp)

∑

Vk...Vl
Vo...Vp

P(Vk . . . Vl vm . . . vn Vo . . . Vp)
. (2.11)
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Du fait de la normalisation sur les variablesVo . . . Vp, cette méthode de résolution d’une
question peut être coûteuse (l’inférence bayésienne en général estNP-difficile [Cooper 1990]).
Cependant différentes formes de simplification peuvent apparaître lors de l’inférence, grâce, en
particulier, aux indépendances formulées dans la distribution conjointe.

c) Décision

Le résultat de l’inférence fournit une distribution de probabilité sur les variables recherchées.
Cette distribution de probabilité résume les connaissancespréalables du programmeur sur le
problème et les informations apportées par des observations extéroceptives par exemple.

Dans le cadre de la robotique, cette distribution de probabilité porte typiquement sur les
variables motrices. Afin de contrôler le robot, il convient de choisir une valeur pour ces variables.
Il s’agit donc d’un problème de décision. De nombreuses stratégies sont imaginables, le plus
courant est de choisir la valeur correspondant au maximum deprobabilité, ou de tirer les valeurs
aléatoirement selon la distribution obtenue.

2.2.5 Exemple : la localisation unidimensionnelle

Afin d’illustrer la notion de programme bayésien et son utilisation, nous allons utiliser le
système minimal suivant : un robot unidimensionnel se déplaçant sur l’axe des abscisses dans
l’intervalle [−10, 10] et capable de mesurer sa distance à l’origine (la figure 2.2 donne un aperçu
de ce système). Nous utiliserons plusieurs fois un système similaire pour illustrer certaines no-
tions qui seront présentées par la suite. Avec ce système, laquestion que nous nous posons est
la question classique de localisation : quelle est la position du robot sachant qu’il a mesuré une
distance de5 mètres. Pour répondre à cette question nous allons construire, étape par étape, un
programme bayésien dont le résumé est donné par la figure 2.3.

a) Question

La question “quelle est la position du robot sachant la distance qu’il a mesurée” se traduit par
la question probabilisteP (X | Z).

b) Spécification

1.Variables pertinentes Au vu de la description de notre problème, le choix des deux variables
pertinentes est assez immédiat :

– la positionX du robot sur l’axe des abscisses, variable réelle unidimensionnelle définie
sur l’intervalle[−10, +10] ;

– la distanceZ mesurée par le robot, variable réelle positive unidimensionnelle.

2.Décomposition A partir de ces deux variables, deux décompositions sont possibles :

P (X Z) = P (X)P (Z | X) ou P (X Z) = P (Z)P (X | Z)
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FIG. 2.2: Spécification du système minimal pour la localisationunidimensionnelle.

La première décomposition fait apparaître un terme appelémodèle capteurdans la littérature :
P (Z | [X = x]). Ce terme exprime, sous la forme d’une distribution de probabilité, la mesure
capteur attendue lorsque le robot se trouve dans une position x. C’est en définissant complè-
tement ce terme que l’on exprimera complètement nos connaissances sur le capteur et sur le
système {robot-capteur} en général.

La deuxième décomposition n’est pas souhaitable car elle fait apparaître laquestionque
nous voulons poser à notre programme bayésien :P (X | Z). Le but de notre programme étant de
répondre à cette question, on peut supposer qu’on ne sait pasdéfinir directement cette distribution
et donc, qu’on ne peut l’utiliser dans la phase de spécification.

3.Formes paramétriques Nous devons définir ici les formes paramétriques associées aux dis-
tributionsP (X) etP (Z | X). Comme nous n’avons aucuna priori sur la position du robot, nous
spécifionsP (X) avec la forme paramétrique la moins riche en information (ausens de Shan-
non) : la distribution uniforme sur[−10, +10]. Quant àP (Z | X), on la définit par une famille
de distributions gaussiennes centrées sur|X| et d’écart type1+k|X|, k constante positive. Cette
définition exprime non seulement la mesure prédite lorsque le robot se trouve à la positionX,
mais aussi la précision attendue : plus le robot est loin de l’origine, moins la mesure de distance
est supposée être précise, ce qui s’exprime par une augmentation de l’écart type.
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c) Identification

Le seul paramètre restant à identifier est le coefficient de proportionnaliték. Dans notre
exemple, il sera fixéa priori àk = 1
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Variables Pertinentes
X ∈ [−10 : 10] : Position du robot
Z ∈ [0 : 10] : Distance à l’origine mesurée

Décomposition
P (X Z) =

P (Z)P (Z | X)
Formes Paramétriques

P (X) : uniformeU[−10,10]

P (Z | X) : gaussienneG(|X|, 1 + k|X|)
Identification :

k = 1/2 fixé a priori.
Question :

P (X | Z)

FIG . 2.3:Exemple de programme bayésien : la localisation unidimensionnelle.

La figure 2.4 donne la distribution résultant de l’observation d’une distance de5 mètres :
P (X | [Z = 5]). On constate que la distribution est bimodale, ce qui était attendu car la mesure
de la distance à l’origine ne nous donne aucune information sur le signe deX. En observant
cette courbe avec plus d’attention, on constate que les picsne sont pas exactement centrés sur
−5 et +5 : les valeurs plus proches de l’origine sont en effet légèrement plus probables. Cette
préférence est le résultat de notre modèle capteur gaussienet en particulier de l’expression de son
écart-type : aussi étonnant que cela puisse paraître, il estplus probable d’avoir fait une mesure
égale à 5 mètres alors que la position reelle était environ±4, 50m que de faire cette même mesure
en étant situé exactement à±5m.

2.3 Collection d’outils bayésiens

Pour compléter ce chapitre sur la programmation bayésienne, nous allons maintenant présen-
ter quelques outils dont nous aurons besoin par la suite. Notons que chacun est un cas particulier
de programme bayésien.

2.3.1 Modèle de fusion

Définition 2 – Processus de fusion Un processus de fusion de données cherche à estimer une
variableX à partir d’un ensemble den ≥ 2 observations{Zi}i∈[1,n].

Intuitivement, un médecin fusionne les données issues de l’observation de divers indicateurs
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P(X | [Z=5])

FIG. 2.4: Distribution de probabilité correspondant à la question P (X | [Z = 5]).

tels que la température, la respiration, le rythme cardiaque... pour déterminer la maladie dont
souffre son patient.

L’avantage d’une estimation par fusion de données est l’augmentation de la qualité de la
connaissance par l’accumulation des informations issues de chaque observation.

La figure 2.5 présente un programme bayésien correspondant àune fusion de donnée. On y
remarque une hypothèse très courante pour ce type de programme : l’indépendance des observa-
tions connaissant la variableX.
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P (X)
∏

i P (Zi | X)
Formes Paramétriques

P (X) : Souvent uniforme
P (Zi | X) : Modèle capteur

Identification :
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Question :
P (X | Z1 . . . Zn)

FIG . 2.5:Modèle de fusion de données bayésienne
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2.3.2 Le filtre bayésien

a) Définitions

Nous allons maintenant définir une notion essentielle pour le chapitre 4 : le filtre bayésien.
Avant de définir un filtre bayésien, il est nécessaire de définir deux notions :

Définition 3 – Processus markovien Un processus dépendant du temps et caractérisé par un
étatx(t) est dit markovien d’ordre 1 si son état courantx(t) est indépendant de son état avant
l’instant t− 1. En d’autres termes,x(t) ne dépend que dex(t− 1).

Définition 4 – Variable observable Une variableV est dite observable s’il est “physique-
ment” possible de la mesurer. Au contraire, une variableV est dite cachée si on ne peut pas la
mesurer directement. A titre d’exemple, sur un robot mobile, la vitesse des roues est observable,
mais la position est cachée.

Définition 5 – Filtre bayésien Un filtre bayésien permet d’estimer l’étatXt d’un processus de
Markov caché au cours du temps, en fonction des observationsdéjà réaliséesZ0 . . . Zt.
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Variables Pertinentes
{Xi}0≤i≤t : États du système au cours du temps
{Zi}0≤i≤t : Observations réalisées

Décomposition
P (X0 . . . Xt Z0 . . . Zt) =

P (X0)P (Z0 | X0)
P (X1 | X0)P (Z1 | X1)
...
P (Xt | Xt−1)P (Zt | Xt)

Formes Paramétriques
P (X0) : a priori initial, peut être uniforme
P (Xi | Xi−1) : Modèle de transition
P (Zi | Xi) : Modèle capteur

Identification :
En fonction du contexte, en général fixéea priori.

Question :
P (Xt | Zt . . . Z0)

FIG . 2.6:Exemple de programme bayésien : le filtre bayésien.

La figure 2.6 présente le programme bayésien correspondant àun filtre bayésien. Plusieurs
remarques peuvent être faites par rapport à ce problème. Tout d’abord, la définition du filtre
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bayésien dépend complètement de la définition de deux modèles :

Le modèle de transition P (Xi | Xi−1) permet de prévoir l’état du système à partir de l’état
précédent. En général, pour un système robotique réel, le mouvement introduit de l’incer-
titude, ce qui s’exprime enne spécifiant pasP (Xi | Xi−1) à l’aide d’une distribution de
Dirac1.

Le modèle capteur P (Zi | Xi) permet de prédire l’observationZi connaissant l’étatXi du
système.

D’autre part, la complexité de l’expression analytique correspondant à la question du pro-
gramme bayésien est très importante. En marginalisant sur les variablesXt−1 . . . X0, on obtient
en effet l’expression ci-dessous :

P (Xt | Zt . . . Z0) ∝

∫

Xt−1

· · ·

∫

X0

P (Xt . . . X0 Zt . . . Z0)

P (Xt | Zt . . . Z0) ∝ P (Zt | Xt)

∫

Xt−1

P (Xt | Xt−1)P (Zt−1 | Xt−1) (2.12)

. . .

∫

X0

P (X1 | X0)P (Z0 | X0)P (X0)

Toutefois, la popularité du filtre bayésien ne vient pas de cette expression impossible à manipuler,
mais plutôt de sa forme récursive. On constate en effet que l’on peut exprimer la question à
l’instant t en fonction de la question à l’instantt− 1 :

P (Xt | Zt . . . Z0) ∝ P (Zt | Xt)

∫

Xt−1

P (Xt | Xt−1)P (Xt−1 | Zt−1 . . . Z0) (2.13)

Grâce à cette formule de récurrence, on peut calculer la meilleure estimation possible de
l’état après chaque observation en se rappelant seulement l’estimation à l’état précédent. Cette
propriété résulte immédiatement d’une des hypothèses de départ de notre modèle : il s’agit d’un
modèle de Markov.

Cette propriété permet aussi d’exprimer l’estimation de l’état du système après une transition
et avant une observation :

P (Xt | Zt−1 . . . Z0) ∝

∫

Xt−1

P (Xt | Xt−1)P (Xt−1 | Zt−1 . . . Z0)

b) Illustration

Pour illustrer le fonctionnement du filtre bayésien, nous reprenons l’exemple de notre robot
unidimensionnel.

– Pourt = 0, figure 2.7.a, celui-ci se trouve enX = 0 avec une grande certitude, traduite
par une distribution très piquée.

1Une distribution de Dirac est une distribution qui vaut0 sur presque tout son domaine, sauf en un point.
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FIG. 2.7: Fonctionnement d’un filtre bayésien.

– Après un déplacement de5 unités, le robot est prêt à faire un nouvelle mesure de sa position
par rapport à l’origine. La figure 2.7.b montre la distribution très aplatie résultant de la
question :

P (X1) ∝

∫

X0

P (X1 | X0)P (X0)

Cet aplatissement est le résultat de l’incertitude introduite par le mouvement.
– Après la mesure, figure 2.7.c, la distribution s’est resserrée, ce qui traduit l’apport d’infor-

mation dû à une observation.

Pour conclure, le filtre bayésien est une structure générique de programme bayésien, une sorte
de méta-programme, qui permet d’estimer de façon très efficace l’état d’un système de Markov
caché.

Finalement, on ne peut terminer cette section sur les filtresbayésiens sans en évoquer deux
spécialisations particulièrement connue : le filtre de Kalman et le filtre à particules.



2.3. COLLECTION D’OUTILS BAYÉSIENS 21

2.3.3 Le filtre de Kalman

Définition 6 – Filtre de Kalman Le filtre de Kalman[Crowley 1989, Kalman 1960]est un
filtre bayésien dont toutes les formes paramétriques sont des distributions gaussiennes et dont
les modèles de transition et d’observation résultent de fonctions linéaires.

A titre d’exemple, reprenons notre robot unidimensionnel et supposons maintenant qu’il est
équipé d’un capteur de position. L’étatEt que nous allons estimer avec un filtre de Kalman est
non seulement la position du robot, mais aussi sa vitesse. OnnoteXt = t[xt vt] etZt l’observation
au tempst. Avec ces notations, on peut définir les modèles de transition et d’observation du
système, et constater qu’ils sont linéaires :

Xt+1 =

(

xt+1

vt+1

)

=

(

1 1
0 1

)(

xt

vt

)

= A.Xt

Zt =
(

1 0
)

(

xt

vt

)

= C.Xt

Pour décrire les incertitudes du système, on pose d’une partXt+1 = A.Xt + v, oùv est une
variable aléatoire gaussienne centrée en0 de covarianceR. D’autre partZt = C.Xt + w, oùw
est une variable aléatoire gaussienne centrée en0 de covarianceQ.

La force du filtre de Kalman vient du fait que, dans ces conditions, si l’état initial du système
est décrit par une variable gaussienne, la distributionP (Xt | Zt . . . Z0) est gaussienne quel que
soit t et ses paramètres – moyenneX̄t et covariancePt – peuvent être exprimés directement par
les formules de récurrence suivantes :

Xpred = A.X̄t

Ppred = A.Pt.
tA + Q

K = Ppred.
tC . (C.Ppred.

tC + R)−1

X̄t+1 = Xpred −K(B.Xpred − Zt+1)

Pt+1 = (I −K.B)Ppred

Dans les équations ci-dessus,Xpred et Ppred sont les paramètres prédits à partir du modèle de
transition seul,K est appelé gain deKalmanet X̄t+1 et Pt+1 sont les paramètres résultant de la
fusion de de la prédiction et du processus d’observation.

1.Filtre de Kalman Étendu La linéarité des modèles est une hypothèse de base du filtre de
Kalman. Il est possible de manipuler des modèles non-linéaires à condition de les linéariser
préalablement. On parle alors deFiltre de Kalman Étendu(EKF). Alors que les formules du
filtre de Kalman fournissent exactement le résultat du filtrebayésien général (eq. 2.13), l’EKF
n’en fournit qu’une approximation. Pour que cette approximation ne soit pas trop grossière, il est
nécessaire que l’approximation linéaire des modèles soit suffisamment précise.
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2.3.4 Le filtre à particules

Le filtre à particules[Arulampalam et al. 2002]ou filtre à condensation, est lui aussi un
filtre bayésien. Contrairement au filtre de Kalman, il ne pose aucune contrainte sur les formes
paramétriques mais spécifie que celles-ci seront représentées par un ensemble de particules. Ce
nuage de particules constitue un échantillonage de la distribution de probabilité qu’il représente.

Dans le cas d’un filtre estimant la localisation d’un véhicule automobile dans le plan, les
particules seront placées dans un espace de dimension3 (2 coordonnées de position dans le plan
et une variable d’orientation).

Intuitivement, on peut voir chaque particule comme une hypothèse de localisation pour le
véhicule. Les parties de l’espace où de nombreuses particules sont présentes correspondent aux
localisations très probables alors que les espaces vides departicules sont considérés très impro-
bables.

Le filtre à particules réalise son inférence en trois étapes :

1. Prédiction : pour calculerP (Xt | Zt−1 . . . Z0) à partir deP (Xt−1 | Zt−1 . . . Z0), le modèle
de transition est appliqué directement à chaque particule.

2. Observation : après une observationZt, on calcule, pour chaque particulepi, un poids égal
àα(i) = P (Zt | Xt = pi).

3. Ré-échantillonage : on sélectionne les particules de la nouvelle génération par tirage aléa-
toire de l’ancienne génération selon une distributionP (i) proportionnelle àα(i).

Par rapport au filtre de Kalman, le filtre à particules fournitune représentation moins précise
des distributions de probabilité surXt. Cependant, il a l’avantage de ne pas nécessiter de modèle
linéaire ou linéarisable, et surtout, d’être capable de représenter des distributions quelconques,
éventuellement unimodales.

2.3.5 Modèle de diagnostic

Nous souhaitons terminer ce chapitre sur la programmation bayésienne en présentant un type
de modèle que nous avons introduit pour modéliser des relations de cohérence entre variables :
les modèles de diagnostic.

Définition 7 – Variable de diagnostic Une variable de diagnosticIIB
A est une variable boo-

léenne qui indique si la variableA estcohérenteavec la variableB. Les variablesA etB seront
nommées variables diagnostiquées parIIB

A.

Définition 8 – Modèle de diagnostic Un modèle de diagnostic surA etB est constitué d’une
variable de diagnosticIB

A et d’une distribution conjointeP (IIB
A A B) se décomposant en

P (IIB
A A B) = P (A)P (B)P (IIB

A | A B)

avecP (A) etP (B) uniformes.
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Il peut paraître surprenant que les variableA et B apparaissent comme des variables indé-
pendantes dans cette distribution. Cela signifie deux choses:

– D’une part, toute la connaissance sur la relation entreA etB est contenue dans la distribu-
tion P (IIB

A | A B).
– D’autre part, sans savoir siA etB sont cohérentes l’une avec l’autre (i.e.IIB

A non spécifiée),
il n’y a aucune raisona priori pour que ces variables dépendent l’une de l’autre.

a) Exemple

Si on reprend le cas d’un robot unidimensionnel capable de mesurer sa distance à l’origine,
on peut définir un modèle de diagnostic pour la position du robot X et la distance mesuréeZ :

P (X Z IIZ
X) = P (X)P (Z)P (IIZ

X | X Z)

en posant

P ([IIZ
X = 1] | X Z) = e−

1
2(

Z−|X|
k|X| )

2

P ([IIZ
X = 1] | X Z) vaut 1 lorsqueZ = |X|, c’est à dire lorsque l’observationZ corres-

pond exactement à ce qu’on attend du capteur. Au contraire, plus Z est différent de|X| plus
P ([IIZ

X = 1] | X Z) est proche de0. Cette probabilité traduit donc un diagnostic de cohérence
entre l’observation réelle et son modèle. La partie gauche de la figure 2.8 présente la valeur de la
probabilitéP ([IIZ

X = 1] | X Z) en fonctionX etZ.
Dans un contexte de localisation, on s’intéressera à la question P (X | Z [IIZ

X = 1]).
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FIG. 2.8: Modèles de diagnostic : illustration dans le cas d’un robot unidimensionnel.

A droite de la figure 2.8, on peut observer le résultat de la questionP (X | [Z = 5] [IIZ
X = 1]).

On constate que l’on retrouve le même graphe que dans la figure2.4. Dans la plupart des cas, un
modèle de diagnostic exprimera les mêmes connaissances qu’un modèle classique (cf. fig. 2.3).
Nous montrerons la spécificité et l’intérêt des modèles de diagnostic dans la section 4.3.2.
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b) Intérêt des modèles de diagnostic

1.Symétrie Tout d’abord, la spécification du modèle est complètement symétrique par rap-
port aux variables diagnostiquées. Ce n’est pas vrai en général avec une spécification du type
P (A)P (B | A). En effet, même si l’on choisit de ne pas spécifier d’a priori sur A en posant
P (A) uniforme,P (B) =

∫

A
P (A)P (B | A) n’est pas uniforme en général. De par la modéli-

sation, on a donc introduit una priori surB. Les variables de diagnostic sont particulièrement
utiles dans les cas où l’on souhaite éviter ceta priori .

2.Expression de l’ignorance et robustesse Nous montrerons dans la section 4.3 que l’utilisa-
tion d’un modèle de diagnostic permet une expression de l’ignorance plus satisfaisante, ce qui
permet d’écrire un processus de fusion de données plus robuste aux données incohérentes.

3.Efficacité calculatoire Finalement nous montrons dans[Pradalier et al. 2003a;b]et dans
l’annexe A qu’une fusion de données à partir de modèles de diagnostic peut toujours s’écrire
comme un produit de distributions, ce qui est intéressant enterme de coût calculatoire. Cette
propriété sera illustrée dans les sections 6.3 et 6.4.

2.4 Conclusion sur la programmation bayésienne

Cette méthode de programmation a initialement été appliquéeà la programmation de tâches
“réflexes” simples sur des robots mobiles[Coué & Bessière 2001, Lebeltel 1999], et à la CAO-
Robotique[Mekhnacha 1999a, Mekhnacha et al. 2001]. Depuis, son utilisation s’est étendue à
d’autres domaines de la robotique, comme la programmation des bras manipulateurs[García-
Ramírez 2003], et la localisation[Diard 2003b].

Dans cette thèse, la programmation bayésienne sera utilisée comme un outil. La plupart de
nos raisonnements seront exprimés dans ce formalisme. Au chapitre 7, nous en définirons une
extension inspirée des concepts de la programmation objet.Cette extension nous permettra de
structurer les applications de robotique intégrée que nousprésenterons dans ce chapitre. Finale-
ment l’annexe A présentera le résultat de nos réflexions sur l’expression des problèmes de fusion
de données dans le cadre de la programmation bayésienne.



Chapitre 3

Caractérisation d’une tâche de navigation

3.1 Introduction

Lorsque l’on est confronté au problème de la navigation intentionnelle d’un robot mobile
dans un environnement, la première question qui se pose naturellement est la caractérisation de
cette tâche.

Intuitivement, on parlera de navigation intentionnelle lorsqu’un robot se déplace de façon à
atteindre un objectif. Pour éclairer cette définition intuitive, il va être nécessaire d’expliciter la
notion de déplacement.

Dans la suite de ce chapitre, nous allons commencer par rappeler les différents espaces uti-
lisés dans le contexte de la robotique mobile. Nous verrons ensuite qu’une tâche de navigation
peut être représentée soit sous la forme d’un comportement àappliquer, soit sous la forme d’un
trajet à parcourir.

3.2 Espaces pour la navigation

1.Espace de tâche, ou espace de travail, notéW Cet espace est celui dans lequel l’environne-
ment de travail du robot est défini, et en particulier, les obstacles. Pour un véhicule automobile
ou un robot évoluant dans les couloirs d’un laboratoire, l’espace de tâche est généralement consi-
déré plan et bidimensionnelle. Un humain, dans ses tâches quotidiennes, évolue dans un espace
de travail tridimensionnel dans lequel il se déplace en évitant les obstacles et en manipulant des
objets.

2.Espace des perceptions, notéO Les mesures fournies par les capteurs embarqués sur le robot
sont définies dans cet espace. Pour un robot équipé d’une caméra, l’espace d’observation est un
espace de dimension très élevé dans lequel les images sont définies. Une des problématiques de la
vision par ordinateur est de simplifier cet espace en sélectionnant et en condensant l’information
pertinente dans un espace de dimension réduite.

25
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3.Espace des configurations, notéC Cet espace, introduit dans le domaine de la planification
de trajectoire[Latombe 1995], permet de décrire l’état complet du robot. Pour un bras manipu-
lateur, il s’agira de toutes les positions articulaires. Pour un véhicule automobile tel que notre
plate-forme expérimentale, une configuration est en général définie par la position d’un point de
référence du véhicule et par son orientation. On y ajoute parfois l’angle de braquage.

4.Espace de contrôle, notéU Cet espace est celui dans lequel les commandes pouvant être
appliquées sur le système sont définies. Pour un véhicule automobile, il peut s’agir, par exemple,
de l’espace du couple<angle de braquage,vitesse>.

Remarque : Dans le contexte d’une tâche de navigation, il arrive que l’on ne manipule pas
directement un des espaces de base ci-dessus, mais que l’on utilise une différence de valeurs, des
dérivées ou encore des primitives. Pour ne pas alourdir les notations, nous assimilerons l’espace
de ces valeurs à leur espace de base, et nous n’utiliserons que les quatre symbolesW, O, C etU.

3.2.1 Mode de représentation d’une tâche de navigation

Commençons par noterD une variable prenant, selon les cas, sa valeur parmi les espaces
W, C ou O. En utilisant cette variable, nous allons maintenant considérer la notion de déplace-
ment d’un robot mobile. Deux compréhensions sont possibles:

– Soit on décrit le déplacement par une méthode qui associe une commande à tout point de
D. Nous désignerons cette représentation par le termecomportement.

– Soit on décrit le déplacement par une séquence de point dansD. Nous utiliserons alors le
termetrajet. La nature exacte du trajet dépendra de la nature des index dela séquence.

Dans les deux sections suivantes, nous allons examiner plusen détails ces deux hypothèses de
représentation, et en particulier, expliciter l’influencedu choix de la valeur deD sur la représen-
tation.

3.3 Les comportements

Définition 9 – Comportement Un comportementC est une fonction définie sur l’espaceD et
permettant de générer des commandes. Formellement :

C : D −→ U

3.3.1 Exemples de comportements selon la valeur deD

Selon la nature de l’espaceD, on peut distinguer plusieurs types de comportement.
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– Un comportement de suivi de trajectoire (section 6.3) permet de générer des commandes à
partir d’une erreur de suivi, sous la forme d’une différencede configurations :D = C.

– Un comportement d’évitement d’obstacles (section 6.4) oude suivi de mur, génère ses
commandes directement à partir des observations. Dans ce cas, on aD = O. De façon
générique, un comportement qui réagit uniquement aux données perceptives est appelé
comportement réactif [Arkin 1991].

– Finalement si on choisitD = W, on définit un comportement qui associe à chaque position
du robot une action. On a donc un plan de navigation pour tout l’espace. Les techniques
utilisant des fonctions de potentiel[Khatib 1985] peuvent fournir ce type de comporte-
ment.

3.3.2 Principaux modes de construction

Parmi l’infinité de possibilités de définition deC, deux approches sont couramment utilisées.

a) Apprentissage non-supervisé

Parmi les approches non-supervisées, la plus représentative et la plus utilisée est l’appren-
tissage par renforcement (cf. livre de Sutton[Sutton & Barto 1998]). Le principe de ce type
d’apprentissage est d’explorer l’espace des comportements de façon à en construire un qui soit
optimal par rapport à un critère spécifique. A titre d’exemple, il est possible d’utiliser un appren-
tissage par renforcement, dans un environnement de type grille, pour construire un comportement
permettant d’atteindre un but en minimisant les risques de collisions (cf. figure 3.1).

FIG. 3.1: Comportement (mouvement en fonction de la position) dans un environnement grille :
le but est d’atteindre le drapeau européen en minimisant lesrisques de collisions.

Pour des espaces d’état et de contrôle plus complexes, la complexité de l’espace de fonctions
de comportement rend la mise en oeuvre directe des algorithmes d’apprentissage par renforce-
ment difficile. Il est alors nécessaire d’utiliser de représentations synthétiques approchées de ces
fonctions (réseaux de neurones par exemple[Sutton & Barto 1998]) ou de choisir un ensemble
restreint de fonctions de comportement (approche présentée dans[Bagnell & Schneider 2001]
pour contrôler un hélicoptère).
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b) Apprentissage supervisé

Contrairement à l’apprentissage non-supervisé, l’apprentissage supervisé n’est pas un pro-
cessus d’optimisation, mais plutôt un processus d’imitation. Son principe est le suivant : un
opérateur pilote le robot pour réaliser une tâche. Pendant ce temps, le robot enregistre son état,
ses ordres moteurs et éventuellement ses perceptions. Il enregistre donc un échantillonnage de la
fonction de comportement qu’on désire lui faire apprendre.Un algorithme spécifique est ensuite
utilisé pour construire une fonction de comportement aussiproche que possible de la fonction
enregistrée. Parmi les techniques existantes, on peut citer les méthodes à base de réseaux de
neurones[Hertz et al. 1991, Hérault & Jutten 1994]ou encore les techniques d’apprentissage
probabiliste telles que présentées dans[Lebeltel et al. 2003].

3.4 Les trajets

Définition 10 – Trajet Un trajet T est une séquence de points deD. Formellement, il s’agit
d’une fonction allant d’un espace d’indexI vers l’espaceD.

T : I −→ D

3.4.1 Exemples de trajets selon les valeurs deI et D

Définition 11 – Route, chemin, trajectoire On distingue différents types de trajet selon la
nature deI :

– I ⊂ IN : le trajet est uneroute, c’est à dire, une liste de points dansD.
– I = [0, 1] à une isotopie près : le trajet est juste une courbe deD, sans référence tempo-

relle, appelée unchemin.
– I ⊂ T : le trajet est une séquence de points deD indexée par le tempsT. Nous utiliserons

alors le termetrajectoire.

Trajet sensorimoteur Si on choisitD = O, alors on définit un trajet par une séquence de per-
ception. On parlera alors de trajet sensoriel. De plus, si onassocie à ces observations des ordres
moteurs,D = O × U, alors il s’agira d’un trajetsensorimoteur. Un aspect particulièrement
séduisant des trajets sensorimoteurs est la possibilité deles considérer comme une hypothèse
sur la manière dont les entités biologiques mémorisent et sereprésentent un trajet. Dans le cha-
pitre 7, nous montrerons qu’une telle représentation est, par ailleurs, tout à fait utilisable pour la
navigation d’un robot mobile.
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Imbrication de tâches de navigation En observant cette définition d’un trajet, nous constatons
qu’il s’agit d’une représentation du mouvement qui n’est pas directement en relation avec l’es-
pace de contrôleU. Or pour déplacer le robot le long du trajet, il faudra nécessairement appliquer
– et donc générer – des commandes motrices. La fonction qui générera ces commandes fera se
déplacer le robot avec pour objectif de rester sur le trajet,il s’agira donc d’une seconde tâche de
navigation intentionnelle. Cette remarque met en évidence la nécessité d’utiliser plusieurs tâches
de navigation imbriquées pour pouvoir réaliser une tâche complexe.

3.4.2 Principaux modes de construction

Comme pour les comportements, la définition des espaces de départ et d’arrivée n’est que la
première étape de la définition d’un trajet. La seconde étapeest la construction effective de la
fonctionT .

Dans la suite de ce document (chapitres 6 et 7), nous considérerons que la description du
trajet à réaliser est disponible et que la question de sa construction est résolue.

a) Apprentissage par mémorisation d’un exemple

La façon la plus simple de mémoriser un trajet est sans doute d’en observer un exemple.
Considérons tout d’abord le cas d’un trajet dansW ou C. Dans ce cas, si le robot est équipé
d’un système de localisation, il peut apprendre facilementune trajectoire. Il suffit de piloter le
robot sur le trajet qu’on souhaite lui faire apprendre pendant que celui-ci enregistre sa position au
cours du temps, ainsi que, éventuellement, les commandes appliquées. La représentation interne
peut ensuite être retravaillée en construisant une représentation synthétique de la trajectoire :
segments de droite, arcs de cercle, splines.

Dans le cas d’un trajet sensoriel, une stratégie similaire est applicable : on pilote le robot sur
la trajectoire à apprendre pendant qu’il enregistre ses perceptions sensorimotrices. On obtient
une représentation interne sous forme de film sensoriel dontle volume peut rapidement devenir
très important (cas d’un capteur vidéo, par exemple). On peut alors envisager de construire une
représentation synthétique qui résume le film par quelques lieux sensoriels représentatifs. Ceci
est alors équivalent à la construction d’une représentation topologique du trajet dans l’espace
sensorimoteur[Chatila & Laumond 1985, Tomatis et al. 2003].

Avec un apprentissage par l’exemple, on a l’avantage de n’avoir besoin d’aucune représenta-
tion initiale de l’environnement (aussi bien dans le cas géométrique que dans le cas perceptif).
Lorsqu’on envisage de plus une mémorisation sensorimotrice, on n’a même plus besoin d’un
système de localisation. On a alors un système minimal en termes de compétences géométriques
requises.

Cependant, nous n’oublions pas le défaut majeur de ces approches : elles ne représentent
qu’un trajet et sont incapables de construire un trajet entre deux points quelconques.
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b) Planification géométrique

On se place ici dans le cas oùD est soit l’espace de tâcheW, soit l’espace des configurations
C. La construction autonome d’un trajet dansD est une tâche de planification[Latombe 1995,
P. et al. 1995, Scheuer & Fraichard 1997, . . . ]. Pour tous ces algorithmes, les entrées sont les
suivantes : d’une part une représentation interne aussi complète que possible deD, en général
sous forme de polygones ou de grille d’occupation, et d’autre part de deux points particuliers
dansD, la “position” initiale I et le butB. L’objectif d’un algorithme de planification est alors
de construire une séquence de points deD reliantI àB. Pour construire cette séquence, il existe
deux grandes familles d’algorithmes : les déterministes, qui explorentD de manière méthodique
et prévisible[Latombe 1995, Scheuer & Fraichard 1997], et ceux qui utilisent un échantillonnage
aléatoire de l’espace[P. et al. 1995]. La clef de ces algorithmes est en général une procédure,
appelée “planificateur local”, permettant de déterminer s’il existe une trajectoire simple entre
deux points deD : ligne droite, application de commandes constantes...

La tâche de planification devient en général plus complexe lorsqu’on considère des systèmes
non-holonomes. Sans entrer dans les détails, un système holonome est un système qui, à par-
tir d’un point particulierP deD peut atteindre tout point du voisinage deP . Au contraire, un
système non-holonome possède des contraintes additionnelles (roulement sans glissement, par
exemple) qui rendent une partie du voisinage inatteignabledirectement. Pour illustrer cette no-
tion, il suffit d’imaginer une voiture : ce véhicule ne peut réaliser de mouvements latéraux, ce
qui amène chaque apprenti conducteur à devoir maîtriser la manoeuvre difficile de garage en
créneau. Parmi les méthodes permettant de planifier des trajectoires réalisables pour un système
non-holonome, on peut citer celle utilisant la notion de platitude différentielle[Hermosillo 2003,
Sekhavat & Laumond 1998]car elles sont utilisées dans nos expérimentations (chapitre 7).

c) Planification sensorimotrice

On pourrait s’attendre à ce que les approches de planification présentées ci-dessus ne puissent
définir que des trajets géométriques. Cependant, avec un modèle des capteurs embarqués sur
le robot, il est tout à fait envisageable de déduire une trajectoire sensorimotrice à partir de la
trajectoire géométrique.

Formellement, ce type de planification peut être mis en oeuvre de la façon suivante : suppo-
sons que l’on soit capable de planifier un cheminTg : I → C dans l’espace des configurations,
que l’on dispose d’un modèle de l’environnement et d’un modèle de capteurH : C→ O, capable
de prédire les perceptions étant donné un point de vue (un telmodèle est courant en robotique
mobile : on peut citer[Chatila & Laumond 1985, Crowley 1989]pour des exemples précurseurs).

On constate alors que, par composition, on a immédiatement un trajet sensoriel :Ts : T →
O = H ◦ Tg. En général, le résultat utilisable d’une planification contient des informations
motrices de référence à appliquer le long de la trajectoire (vitesse ou angle de braquage dans
notre cas). Il s’agit donc d’une fonctionTgm : T → C × U. En composant cette fonction avec
(H × Id) : C× U→ O× U, on obtient simplement une trajectoire sensorimotrice :

Tsm : T→ O× U = (H × Id) ◦ Tgm
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La figure 3.2 illustre la construction d’une trajectoire sensorimotrice à partir d’une trajectoire
géométrique. La partie gauche de la figure donne un exemple detrajectoire géométrico-motrice
sous sa forme fonctionnelle :T : T → W × U. Le graphe du milieu présente l’espace de tra-
vail dans lequel va évoluer le robot (symbolisé par un triangle inclus dans un rectangle), les
amers qui y sont présents (représentés par les cercles jaunes) et le chemin déduit de la trajec-
toire géométrico-motrice. Finalement, la partie droite dela figure présente la trajectoire senso-
rimotrice, fonction du temps dans l’espace des perceptionset des commandes motrices, pou-
vant être déduite de la connaissance conjointe du modèle de l’environnement et de la trajectoire
géometrico-motrice.
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FIG. 3.2: Planification sensorimotrice.

3.5 Conclusion

Ce chapitre nous a permis d’expliciter notre compréhension de la notion de tâche de navi-
gation. Il s’agit donc d’un objet dual, pouvant être défini soit sous la forme d’un comportement
(fonction génératrice de commandes), soit sous la forme d’un trajet (séquence de points dans un
espace particulier).

Toutefois, en définissant ainsi une tâche de navigation, on masque un aspect important d’une
application robotique à la fois complète et complexe : le besoin de combiner plusieurs types de
navigation pour atteindre l’objectif. Par exemple, la réalisation d’une trajectoire planifiée dans
l’espace des configurations, telle que celle présentée au chapitre 7, demande de connaître non
seulement la trajectoire (T → C), mais aussi un comportement de suivi (C → U) pour géné-
rer effectivement le déplacement et un comportement d’évitement d’obstacles (O → U) pour
garantir la sécurité du robot et de son environnement.
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Chapitre 4

Localisation

4.1 Introduction

Ce chapitre apporte une réponse partielle au problème de la réalisation d’une tâche de na-
vigation intentionnelle. Pour accomplir une telle tâche, il est d’abord nécessaire que le système
autonome soit capable d’analyser l’exécution de son mouvement et d’en vérifier le bon déroule-
ment. C’est cette compétence que nous appellerons, de manière générique,localisation.

D’un point de vue plus abstrait, on peut définir la localisation comme la mise en relation de
perceptions d’un environnement avec un modèle de cet environnement de façon à estimer une
grandeur décrivant l’état du système.

La première question qui se pose alors est : "Que va-t-on percevoir dans l’environnement ?"
Comme en témoignent de nombreuses publications([Madhavan et al. 2000, Schmidt 1996]. . .),
la question du choix et de l’extraction de primitives pertinentes à partir de données brutes est un
problème difficile dans le cas général. Afin de nous focalisersur la problématique de la locali-
sation, nous avons choisi, d’une part, de ne traiter que le cas de la localisation par rapport à des
amers ponctuels, et d’autre part, d’installer des amers artificiels aisément détectables dans notre
environnement.

Ce problème étant résolu, se pose alors le problème du choix entre deux types de localisation :

– D’une part, une localisation par rapport à une carte d’amers que nous traiterons dans les
sections 4.2 et 4.3 en mettant l’accent sur l’importance du problème d’identification des
observations.

– Et d’autre part une localisation sans carte (section 4.4) qui nous permet de n’utiliser qu’un
modèle sensorimoteur de l’environnement.

Quel que soit le type de localisation choisi, il nous semble essentiel que, pendant la réalisation
du mouvement, le système prenne du recul par rapport à son exécution et estime sa confiance
en lui. Nous proposons donc un algorithme (section 4.5) permettant d’estimer cette grandeur.
Intuitivement, nous définissons la confiance en soi comme la conséquence de la cohérence entre
l’environnement observé et les perception attendues, ces dernières étant construites à partir de la
représentation interne de l’espace et des hypothèses de localisation.

33
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4.1.1 Contexte applicatif et contraintes associées

Sauf mention contraire explicite, les résultats que nous présenterons dans ce chapitre ont été
développés dans le contexte applicatif suivant :

1.Robot et environnement Le robot que nous considérons est un véhicule autonome de type
voiture évoluant dans un environnement extérieur de type urbain. Cet environnement sera sup-
posé contenir des amers en nombre suffisant pour que le capteur embarqué sur le robot puisse
en détecter plusieurs en une mesure (cf.[Pradalier & Sekhavat 2002b]pour une réflexion sur la
conception d’un environnement de travail adéquat).

2.Amers Nous avons choisi d’installer des amers artificiels dans notre environnement de travail,
de façon à éliminer le problème de la détection d’amers naturels. Ces amers sont des cylindres
réfléchissants, tous identiques, spécialement adaptés à notre capteur. De cette manière, nous ob-
tenons des mesures précises et sûres de leurs positions dansle repère du capteur. Toutefois, ces
mesures ne sont pas identifiées.

3.Capteurs Le capteur choisi est un télémètre laser à balayage de type Sick (cf. 7.3.2) sur
lequel un détecteur d’amers a été implanté.

4.Variables Formellement, la position du robot sera décrite par la position (x, y) de son point
de référence et son orientationθ, dans un repère fixe. Pour la simplicité de l’exposé, nous consi-
dérerons que la position du capteur peut être décrite par lesmêmes variables(x, y, θ) dans ce
repère. La position des amers sera elle aussi décrite dans cerepère sous la forme d’un ensemble
L = {li = (xi, yi), i = 1..p}.

Par ailleurs, les observations données par le capteur seront exprimées dans un repère mobile
lié au capteur (i.e. centré sur le capteur et orienté selon l’orientation du robot) sous la forme
d’un ensemble de points en coordonnées polaires :Z = {zj = (ρj, αj), j = 1..n}. La figure 4.1
illustre ces variables et leurs relations.

4.2 Localisation par triangulation

amer n. m. MARTout point des côtes très visible (clocher, balise, etc.), porté sur une
carte, servant de repère pour la navigation.

Dictionnaire Hachette

L’approche la plus courante ([Betke & Gurvits 1994, Greiner & Isukapalli 1994, . . . ]) au
problème de localisation d’un robot mobile est issue de l’héritage de la navigation à la voile.
Quiconque a eu l’occasion de naviguer sur un voilier de plaisance avant la percée du GPS1 a
sans doute pu observer ou pratiquer le “calcul du point”. Pour ce faire, le marin relève le site de

1Global Positioning System.
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FIG. 4.1: Repères pour la localisation.

quelques amers connus à l’aide d’un compas de relèvement et,par une construction géométrique
qui se résume à l’intersection d’autant de droites que d’amers, détermine sa position sur la carte.
La partie gauche de la figure 4.2 illustre cette construction.

Pour réaliser un système delocalisation par triangulation sur un système robotique, nous
avons besoin des trois étapes suivantes :

1. Identification des amers observés.

2. Mesures de grandeurs pertinentes sur des amers dont la position est connue. De telles
grandeurs peuvent être, par exemple, la distance, le site oula différence de relevé angulaire.

3. Calcul géométrique de la position à partir de données mesurées.

Chacune de ces étapes présente des difficultés qui lui sont propres. Nous allons maintenant ex-
pliciter ces difficultés. Nous verrons ensuite quelles solutions peuvent y être apportées.

4.2.1 Difficultés générales

a) Identification des amers

Le pêcheur local connaît son port d’attache et ses environs et identifie donc facilement telle
église ou tel château d’eau qui se détache de la côte. Cependant, le marin qui arrive pour la pre-
mière fois sur la côte anglaise après avoir traversé la Manche doit, lui, trouver la correspondance
entre sa carte marine et ce qu’il peut percevoir de la côte. Cette identification est rendue particu-
lièrement difficile par la standardisation des architectures des églises et des châteaux d’eau, ou
par le brouillard. . .

Dans le contexte de la robotique mobile le problème d’identification des observations est
aussi présent et génère deux types d’approches : soit l’expérimentateur installe dans son environ-
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nement des amers identifiables simplement[Briggs et al. 2000, . . . ], soit il utilise des ressources
logicielles et matérielles pour réaliser cette identification malgré l’ambiguïté des observations.

b) Mesures à partir des données capteur

Dans le cas général, un capteur fournit un ensemble de données brutes dans lesquelles il
est nécessaire de distinguer les amers. Cette détection de points d’intérêt, ou focalisation de
l’attention, est naturelle pour le navigateur mais extrêmement difficile pour un robot mobile,
comme en témoignent de nombreuses publications[Lamon et al. 2000, Thrun 1998a, Ulrich &
Nourbakhsh 2000, . . . ].

Pour l’expérimentateur roboticien, deux approches sont possibles : soit il choisit un capteur
et des amers faciles à distinguer (quitte éventuellement à ajouter des amers artificiels dans son
environnement), soit il consacre une partie importante de ses ressources logicielles à l’extraction
de points d’intérêt naturels. On peut mentionner en particulier le coût calculatoire très important
des méthodes issues de la vision par ordinateur.

Pour notre plate-forme expérimentale, nous avons choisi d’utiliser des amers artificiels, fa-
ciles à détecter mais non identifiables par leur seul retour perceptif. Ce choix est justifié par deux
éléments : d’une part, rendre tous les amers distincts est engénéral assez difficile techniquement ;
d’autre part, l’identification directe et robuste des amersà partir des données perceptives est un
problème complexe de traitement du signal que nous ne voulions pas aborder dans le cadre de ce
travail.

c) Calcul géométrique de la position

Dans un système de localisation par triangulation, le calcul de position résulte généralement
de l’intersection de primitives géométriques (droites ou arcs). Revenons à l’exemple du marin
qui fait “le point” : dès qu’il a relevé le site de deux amers, il peut tracer deux droites sur sa carte
et accepter leur intersection comme estimation de sa position. Cependant, par mesure de sécurité,
le marin relève généralement un troisième amer pour vérifierque la droite correspondante passe
bien par l’intersection des deux premières.

� � �� ���
�
��
�

FIG. 4.2: Intersection de trois droites sur une carte marine et incertitude de la localisation.
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Dans le cas général, de par les incertitudes et l’imprécision des capteurs, les trois droites
s’intersectent en formant un triangle (cf. fig. 4.2). Pour unsystème informatique qui cherche une
position unique, il sera donc impossible d’utiliser directement la construction géométrique et il
faudra calculer une position qui traduise au mieux les données capteurs. Cette étape est souvent
réalisée au moyen d’une optimisation aux moindres carrés.

D’autre part, si la troisième droite passetrop loin de l’intersection des deux autres, c’est un
diagnostic d’échec pour le marin et il doit recommencer le calcul complet du point. Dans le
cadre des systèmes robotiques, ce type de diagnostic est rarement utilisé car il est difficile de
déterminer précisément ce qui est diagnostiqué. Est-ce l’extraction ou l’identification des amers
qui a échoué, est-ce la mesure des primitives qui a donné des valeurs incohérentes ? Nous verrons
à la fin de ce chapitre comment estimer de façon plus fine la confiance du système en lui-même.

4.2.2 Triangulation et télémétrie laser

Dans cette section, nous avons choisi de décrire la réalisation pratique d’un système de loca-
lisation par triangulation.

a) Définition du problème de localisation

De façon informelle le problème auquel nous sommes confrontés est le suivant : estimer aussi
précisément que possible la position du véhicule à partir d’un ensemble d’observations sur un
ensemble d’amers de référence.

Définition 12 – Localisation A partir des variables de notre contexte applicatif, le problème
de localisation se définit comme la construction d’une fonction “Localisation” qui associe une
positionx, y, θ à une carte des amersL et un ensemble d’observationsZ.

Localisation: (L,Z) −→ (x, y, θ)

b) L’identification des observations

La définition de la localisation présentée ci-dessus masquele problème difficile de l’iden-
tification des observations, aussi appelé problème de mise en correspondance. Ce problème est
dû à trois phénomènes : d’abord, tous nos amers sont identiques et génèrent donc tous la même
perception ; ensuite, il peut exister dans l’environnementdes objets générant une perception iden-
tique à un amer ; enfin il est possible qu’un amer décrit dans lacarteL ne soit pas visible, par
exemple à cause d’une défaillance du capteur ou d’un problème d’occultation.

Intuitivement, le problème de l’identification des observations demande de déterminer pour
chaque observation, d’une part s’il s’agit de l’observation d’un amer deL et d’autre part quel est
l’amer qui a été observé.



38 CHAPITRE 4. LOCALISATION

La figure 4.3 illustre ce problème : la partie gauche représente la carte des amers connusL
dans un repère absolu et la partie droite représente une observation particulière dans le repère
capteur. Parmi ces observations, certaines (1, 2 et 3) correspondent à des amers connus (A, B
et C) et une ne correspond à rien (4). De plus, seuls trois amersde L apparaissent dans les
observations.

A

B

C

Amers connus (repère absolu)

1

2
3

4

Observations (repère capteur)

FIG. 4.3: Difficultés de la mise en correspondance.

Définition 13 – Mise en correspondance Formellement, la mise en correspondance est la
construction d’une fonctionI de [1..n] dans[1..p] ∪ {∅} telle que, pourj ∈ [1..n],

– I(j) = i si et seulement sizj est une observation deli ,
– I(j) = ∅ si et seulement sizj ne peut être identifiée.

La fonctionI sera nommée fonction identificatrice.

Dans l’exemple de la figure 4.3 la fonction identificatrice est définie par les valeurs suivantes :
I(1) = A, I(2) = B, I(3) = C etI(4) = ∅.

c) Localisation à partir d’observation identifiée

Une fois que l’identification des observations a été faite, il est assez simple d’en déduire
la position du robot. Il suffit de calculer la position qui correspond le mieux aux observations
identifiées.

Idéalement, les formules de changement de repère entre le repère absolu et le repère capteur
nous donnent l’expression suivante, pour une observation identifiée :

lI(j) =

(

x
y

)

+ Rθ.zi

oùRθ représente la rotation d’angleθ.
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En pratique, diverses imprécisions rendent l’égalité précédente inexacte, et déterminer la
position courante correspond à trouver un triplé(x, y, θ) qui minimise :

F (x, y, θ) =
∑

j, I(j) 6=∅

‖Rθ.zj + t[x, y]− lI(j)‖
2 (4.1)

aveczj = (x′
j, y

′
j) = (ρj cos(αj), ρj sin(αj).

Heureusement, cette minimisation aux moindres carrés possède une solution analytique. La
position résultante peut donc être calculée par la formule ci-dessous, en un temps qui dépend
linéairement du nombre d’observations identifiées (on note(xj, yj) = lI(j)).

θ = arctan(
Sx′y − Sy′x

Sx′x − Sy′y

) (4.2)

x = x̄− (x̄′ cos(θ)− ȳ′ sin(θ))

y = ȳ − (x̄′ sin(θ) + ȳ′ cos(θ))

∀a, ā = 1
n

∑

i ai ∀(a, b), Sab =
∑

i (ai − ā)(bi − b̄)

En général, cette estimation de position est utilisée dans le cadre d’une estimation temporelle
de la position. On utilise donc un filtre de Kalman[Kalman 1960, Welch & Bishop 97]pour
fusionner l’estimation calculée à partir des observationsavec celle prédite à partir de l’estimation
précédente et des caractéristiques du mouvement.

De plus, dans le cadre d’une estimation temporelle, une prédiction de la position est, en gé-
néral, disponible au moment de la mise en correspondance. Cette connaissance peut être utilisée
pour faciliter la mise en correspondance, ne serait-ce qu’en éliminant les amers non observables
de par les caractéristiques du capteur.

4.2.3 Mise en correspondance par identification d’invariants

Comme on vient de le voir, dans notre contexte applicatif, la principale difficulté de la loca-
lisation par triangulation est l’identification des observations. Pour réaliser cette mise en corres-
pondance, nous allons maintenant présenter deux méthodes issues de la littérature : les techniques
d’exploration d’arbres d’interprétations par programmation dynamique de typeJCDA[Neira &
Tardos 2001]et les graphes de correspondances[Bailey et al. 2000].

Nous verrons que ces méthodes sont toutes deux fondées sur lanotion de primitive invariante
et nous montrerons comment, par un choix judicieux de primitive, nous avons pu réduire la
complexité de la méthode des graphes de correspondances.

a) Primitives invariantes

Définition 14 – Propriété invariante Étant donné un ensembleS, un sous-ensembleE et un
groupeG de transformations deS dansS, une propriétéP (E) deE sera dite invariante pourG
si et seulement si,

∀g ∈ G,P (g(E)) = P (E) (4.3)
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Par exemple, avec un capteur tel que notre télémètre laser, la transformation qui permet de pré-

voir une observation dans le repère capteur est la composition d’une rotation et d’une translation.
Pour ce groupe de transformations, la distance entre deux amers ou l’angle formé par trois amers
sont des propriétés invariantes.

Définition 15 – Primitive invariante L’évaluation d’une propriété invariante pour un sous-
ensembleE sera nomméeprimitive invariante associée àE.

Intérêt des propriétés invariantes Les propriétés invariantes sont utiles lorsque l’on essayede
mettre en correspondance des données observées avec des données de référence. De par leur défi-
nition, leur évaluation ne dépend pas de la manière dont l’observation a été faite, et en particulier
elle ne dépend pas de la position du robot.

De cette façon, on peut montrer que l’incertitude associée aux primitives invariantes n’est
pas corrélée avec celle de la position du robot. On peut ainsiréussir la mise en correspondance,
même si l’estimation actuelle de la position du robot est loin de la réalité.

Démonstration 1 La corrélation entre la position du robotX et une primitive invarianteP se
mesure en calculant la covariancecov(X,P ) = E[X P ]− E[X]E[P ].

Or commeP ne dépend pas deX par définition,E[X P ] = E[X]E[P ].
On a donccov(X,P ) = 0.

Reprenons l’exemple de notre contexte applicatif : puisquenous savons que ni les distances
inter amers, ni les angles ne sont modifiés par l’observation, ces grandeurs pourront être utilisées
dans la phase d’identification des amers observés.

b) Graphes de correspondances[Bailey et al. 2000]

Définition 16 – Graphe de correspondances Un graphe de correspondances est un graphe
construit pour mettre en correspondance un ensembleA avec un ensembleB. Dans un tel
graphe :

– les noeuds représentent les correspondances possibles sous la forme d’éléments du produit
cartésienA×B,

– les arêtes représentent une relation de compatibilité entre ces correspondances.

Replaçons-nous dans le cas d’un ensemble d’observationsZ = {zj = (ρj, αj), j = 1 . . . n}
à associer avec un ensemble de référenceL = {li = (xi, yi), i = 1 . . . p}. Un noeud(li, zj)
représente l’hypothèse “zj est une observation deli”. Il existe une arête entre(li, zj) et (lm, zn)
si et seulement si la mise en correspondance dezj avecli est cohérente avec celle dezn aveclm.

Comment évaluer cette cohérence ? C’est le point où l’utilisation de propriétés invariantes
est indispensable : si P est une propriété invariante binaire, la cohérence sera vérifiée par la
conservation de la propriété invariante.
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Formellement,(li, zj) est cohérent avec(lm, zn) si et seulement siP (li, lm) ≈ P (zj, zn).
Ainsi, une propriété d’arité 2 permet de définir une arête dans le graphe. De la même manière,
une propriété d’arité supérieure définit une clique.

Définition 17 – Clique Étant donné un grapheG, une clique surG est un sous-ensembleS de
noeud deG tel qu’il existe une arête deG entre tout couple de noeuds deS.

Finalement la mise en correspondance se fait selon les étapes suivantes :

1. A partir deL, on construit une base donnée de primitives invariantes. Par exemple, en
utilisant la distance entre deux amers comme invariant, pour toute paire d’amers(li, lj), on
stocke la distanced(li, lj).

2. Ensuite, pour toute propriété observée surZ, on recherche dansL les sous-ensembles
d’amers dont la primitive invariante correspond. On ajouteensuite les arêtes correspon-
dantes dans le graphe.

3. Enfin, on recherche dans le graphe une clique de taille maximum. Comme c’est une clique,
ces noeuds forment un ensemble de correspondances qui sont toutes compatibles les unes
avec les autres. De plus, puisqu’il s’agit d’une clique maximum, il n’existe pas d’ensemble
de correspondances plus grand et aussi cohérent.

Pour toute association(li, zj) présente dans la clique maximum, l’image de la fonction
indicatrice est donnée parI(j) = i. Toute observation n’apparaissant pas dans la clique
maximum est considérée non identifiable.

Repère capteur
A

B

C D

1

2

5

3

4Repère absolu D−4 A−5
B−5

C−5

D−5

A−1

B−1

C−1

D−1D−2

A−3

B−3

C−3

D−3

A−4

B−4
C−4

C−2 B−2 A−2

FIG. 4.4: Graphe de correspondances, situation initiale.

1.Processus de construction du graphe Ce processus est illustré par les figures 4.4 à 4.11. La
figure 4.4 montre l’observationZ, l’ensemble d’amers de référenceL et l’état initial du graphe de
correspondances : autant de noeuds que de couples(zi, lj) mais aucune arête. Ensuite (fig. 4.5),
on considère un premier segmentL1 = (A,B). Ce segment peut être identifié à trois segments de
référence :(1, 2), (2, 5) et(3, 4). Comme les segments ne sont caractérisés que par leur longueur,
ils ne sont pas orientés etL1 peut aussi être identifié à(2, 1), (5, 2) et(4, 3). On ajoute donc les six
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arêtes suivantes dans le graphe :(A1, B2), (A2, B5), (A3, B4), (A2, B1), (A5, B2), (A4, B3).
On considère ensuite les segmentsL2 àL6 (fig. 4.6 à 4.10). A chaque étape, les nouvelles arêtes
sont représentées en traits pleins alors que celles héritées des étapes précédentes sont tracées en
pointillés.

2.Résultat On obtient finalement le graphe présenté dans la figure 4.11 dans lequel on re-
cherche une clique (unique ici) de taille maximale2. Les noeuds présents dans cette clique (A2,
B5, C3 etD4) donnent le résultat de la mise en correspondance :I(A) = 2, I(B) = 5, I(C) = 3
etI(D) = 4.
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A−2B−2C−2
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A−3

B−3

C−3

D−3

A−4

B−4

C−4 D−4 A−5

B−5

C−5

D−5

FIG. 4.11: Mise en correspondance par graphe de correspondances, en utilisant les segments liant
deux amers : clique finale et résultat.

3.Bilan On peut distinguer deux défauts dans le principe des graphesde correspondances : tout
d’abord, le but est de trouverune clique maximum, et nonla clique maximale. Dans le cas où
il existe plusieurs cliques maximum de même taille, il faut donc soit considérer que la mise
en correspondance a échoué, soit en choisir une arbitrairement. Nous verrons en 4.3 comment
utiliser une approche probabiliste pour convertir l’incertitude sur la mise en correspondance en
incertitude sur la localisation.

Ensuite, la recherche d’une clique maximum dans un graphe est, en général un problème NP-
complet. Cependant, nous montrerons en section 4.2.4 qu’un choix judicieux d’invariant permet
de traiter ce problème complexe en temps réel.

2Un ensemble de noeuds d’un graphe est appelé clique maximales’il s’agit d’une clique (cf. définition 17) et si
tout ajout de noeud à l’ensemble lui fait perdre cette propriété.
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c) Arbres d’interprétation :

Un arbre d’interprétation permet de mettre en correspondance un ensemble d’observations
Z = {zj = (ρj, αj), j = 1 . . . n} avec un ensemble de référenceL = {li = (xi, yi), i = 1 . . . p}.
C’est un arbre de hauteurn dont chaque étage représente les différentes valeurs possibles pour
I(zj) (cf. fig. 4.12). Ainsi, en considérant un chemin de la racine àune feuille, on considère
une interprétation possible deZ. Dans l’optique d’une mise en correspondance, il est donc né-
cessaire de rechercher dans cet ensemble d’interprétationcelle qui semble la meilleure. Comme
pour les graphes de correspondances, nous considérons qu’une bonne interprétation doit contenir
des identifications toutes cohérentes les unes avec les autres, c’est à dire conservant les propriétés
invariantes. La meilleure interprétation est donc celle qui identifie le plus grand nombre d’obser-
vations, tout en ne proposant que des identifications cohérentes entre elles.
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I = 
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=( )
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l2

l2
l2l2

l2

FIG. 4.12: Arbre d’interprétation pourZ = {z1, z2} etL = {l1, l2}.

Pour réaliser cette exploration des interprétations efficacement, certains auteurs[Neira &
Tardos 2001]proposent d’utiliser des techniques de programmation dynamique. C’est le prin-
cipe d’algorithmes tels que la mise en correspondance par compatibilité conjointeJCDA3 décrit
dans l’algorithme 1. De même que les graphes de correspondances, ces algorithmes ne gèrent pas
le cas où plusieurs interprétations sont maximales. Cependant ils ont l’avantage de fournir direc-
tement une interprétation contrairement aux graphes de correspondances qui laissent en suspend
la recherche de clique.

d) Similarité entre les deux approches

Finalement ces deux approches sont très similaires. Chacuneessaye d’énumérer l’ensemble
des fonctionsI de[1 . . . n] dans[1 . . . p]∪{∅} en choisissant celles qui associent le plus d’obser-
vations de manière complètement cohérente. En fait, la seule différence est la manière de repré-
senter ces interprétations : les graphes de correspondances les représentent comme des cliques
dans un graphe àn × p noeuds alors que leJCDA les représente grâce à la pile d’une fonction
récursive.

Terminons par une limitation des deux approches présentéesci-dessus. Lorsque l’environ-
nement ou les perceptions sont suffisamment ambiguës, il peut arriver que la clique maximale
ne soit pas unique. De même, il peut arriver qu’il existe deuxbranches également valides dans
l’arbre d’interprétation. Néanmoins, ces algorithmes doivent faire un choix et indiquer une des
solutions comme LA solution. Les autres hypothèses sont alors oubliées. Une façon astucieuse

3Joint Compatibility Data Association.
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Algorithme 1: “Joint Compatibility Data Association (JCDA)”, d’après[Neira & Tardos
2001].

Données: Best = ∅
Identifications(H) représente le nombre d’observations identifiées dans H
Résultat : Best
Fonction JCDA(H, j)
début

si il reste des observations à identifieralors
pour chaqueamerLi faire

si considérerZj comme une observation deLi vérifie les contraintes de cohé-
rencealors

JCDA([H, i], j + 1)

fin
si Identifications(H)+p− j ≥ Identifications(Best)alors

JCDA([H, ∅], j + 1)

sinon
si Identifications(H)> Identifications(Best)alors Best← {H}
si Identifications(H)= Identifications(Best)alors Best← Best ∪ {H}

fin
fin
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de résoudre ce problème est de ne garder que les identifications qui appartiennent à toutes les
hypothèses. Cependant, il faut alors que l’exploration de l’arbre d’interprétation ou la recherche
de clique maximale trouve toutes les identifications possibles, ce qui peut se révéler relativement
coûteux.

Dans la section 4.3 nous montrerons comment les probabilités permettent de mieux représen-
ter ces cas d’ambiguïté. Remarquons toutefois que les situations où ni l’estimation de position
courante ni la cohérence globale de la mise en correspondance ne sont suffisantes pour lever
l’ambiguïté sur l’identification sont très rares en pratique.

4.2.4 Le triangle : une primitive invariante optimale

a) Critères désirables pour une primitive invariante

Comme nous l’avons vu, les invariants géométriques tels que la distance entre deux amers,
ou les angles formés par trois amers sont des propriétés fondamentales pour une procédure de
mise en correspondance. Cependant, pour obtenir robustesseet efficacité, l’invariant que nous
allons choisir doit avoir des propriétés supplémentaires :

Être discriminant : La principale source de difficulté de la méthode des graphesde correspon-
dances est la recherche d’une clique maximale. La complexité de cette recherche dépend
de la densité du graphe. Il est donc souhaitable de choisir uncritère de compatibilité aussi
discriminant que possible. Avec un critère idéal, les seules arêtes du graphe de correspon-
dance seraient celles de la clique maximale. Dans ce cas, l’extraction de la clique maximale
est quasi immédiate.

Être facile à comparer : Lorsqu’on utilise des invariants pour la mise en correspondance, le
principe sous-jacent est toujours de stocker les primitives invariantes dans quelque arbre
de recherche et d’y rechercher les primitives observées. Pour cette raison, la comparaison
entre deux primitives doit être rapide et simple (l’idéal étant de ne coûter qu’une opération
processeur). Lorsqu’on compare des angles, il faut d’abordles normaliser, puis normaliser
la différence. Nous éviterons donc les angles.

Être peu sensible aux fausses observations: Supposons qu’une première observationz1 ait été
identifiée à un amerli et qu’on sache qu’un second amerlj est visible. Supposons de plus
que nous voulons utiliser la distance entre deux amers commecritère invariant. Dans ce
cas, toute observation située sur un cercle de centreli et de rayond(li, lj) pourra être consi-
dérée comme une observation cohérente delj. Ce résultat est problématique car lorsqu’on
installe des amers artificiels dans un environnement, il esttrès difficile, voire impossible,
de garantir que les distances entre deux amers seront suffisamment différentes les unes des
autres. Pour éviter ce type d’association incorrecte, il nous faut choisir une propriété inva-
riante aussi robuste que possible. En pratique, la primitive associée à un ensemble d’amers
ne doit pas être associable avec celle d’un ensemble d’observations dont l’une résulte d’une
erreur de détection.
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b) Choix d’un critère de comparaison optimal

Avec les critères ci-dessus, ni les distances, ni les anglesne semblent satisfaisant. C’est pour-
quoi nous avons choisi de mettre en correspondance les triangles formés par trois amers.

Définition 18 – Correspondance des triangles Nous dirons que deux triangles correspondent
si leurs aires sont proches et s’il existe une rotation qui les rend superposables.

1.Analyse L’aire est un critère très intéressant puisque, d’une part,c’est une propriété invariante
par translation/rotation, et d’autre part, elle reflète à lafois les longueurs des arêtes du triangle et
les angles de ses sommets. Cependant, comme deux triangles non superposables peuvent avoir la
même aire, nous devons ajouter la recherche de rotations pour les différencier (notons que seules
trois rotations doivent être testées).

A première vue, ce critère n’est pas plus simple que les comparaisons d’angle. Cependant, la
comparaison des aires étant déjà très discriminante, on peut considérer une mise en correspon-
dance en deux étapes : on compare d’abord les aires, puis, on utilise la recherche de rotations
pour sélectionner les bonnes correspondances parmi cellesqui ont passé la première étape.

2.Utiliser plus de trois amers ? Comme un triangle est une structure rigide du plan, l’utilisa-
tion de triangles fournit des contraintes très fortes sur lamise en correspondance et satisfait donc
pleinement notre besoin de robustesse.

Toutefois, on pourrait se demander s’il est possible d’améliorer encore la robustesse en consi-
dérant un invariant d’arité supérieure. Puisque le triangle est le simplexe de dimension deux, tout
invariant d’arité supérieure pourra s’exprimer en fonction d’une triangulation de ses arguments.
On peut donc considérer que le gain en robustesse ne compensera pas l’augmentation de com-
plexité due à une arité supérieure.

3.Limitations Finalement, il faut noter l’inconvénient lié à l’utilisation d’un invariant ternaire :
il n’est pas possible d’identifier moins de trois observations. Pour identifier deux observations,
on utilisera donc uniquement la distance et on ne pourra utiliser cette méthode pour identifier
une seule observation.

c) Résultats

Les figures 4.13 à 4.18 illustrent l’intérêt de l’utilisation de triangles dans le processus de
mise en correspondance. Comme pour les segments, à partir de la situation initiale (fig. 4.13),
on cherche à identifier chaque triangle observé à un trianglede la carte de référence (fig. 4.14
à 4.17).

A la différence du graphe obtenu à partir des segments (fig. 4.11), le graphe final (fig. 4.18)
construit ici est très simple et la recherche d’une clique maximale y est extrêmement simplifiée.
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Cette simplification, conséquence des très fortes contraintes introduites par l’identification
de triangles, est ce qui rentabilise l’augmentation de complexité due à l’utilisation d’un invariant
ternaire.
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FIG. 4.13: Graphe de correspondances, situation initiale.
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FIG. 4.14: Graphe de correspondances, identification du triangle T1.

4.2.5 Conclusion

Nous pouvons résumer les thèmes abordés dans cette section en trois points :
– Tout d’abord, étant donné un ensemble d’observations identifiées, la construction d’une

estimation de la localisation est un problème résolu.
– Ensuite, la réelle difficulté de la localisation par triangulation est l’identification des ob-

servations. De plus, sur un système robotique cette identification doit être robuste, fiable et
rapide car la sécurité globale du système dépend, en général, d’une bonne localisation.

– Enfin, pour optimiser le processus de mise en correspondance par graphes de correspon-
dances, nous proposons de réaliser l’identification de triplés d’amers. L’utilisation de ces
primitives invariantes permet d’obtenir des graphes de correspondances moins denses, et
ainsi de construire plus rapidement la fonction indicatriceI.
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FIG. 4.15: Graphe de correspondances, identification du triangle T2.
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FIG. 4.18: Mise en correspondance par graphe de correspondances, en utilisant les triangles
formés par trois amers : clique finale et résultat.

La nécessité de connaître la carte des amersa priori peut être vu comme un aspect limitant
des mécanismes de localisation présentés dans cette section. Dans le chapitre 5, nous montrerons
comment intégrer ces algorithmes de mises en correspondances dans un processus de localisation
et construction de carte simultanées (SLAM).

4.3 Localisation sans mise en correspondance

Le point clef de la localisation par triangulation est la mise en correspondance. Telle qu’elle
a été décrite dans la section précédente, la robustesse de cette procédure provient de sa capa-
cité à construire une identification des observations complètement auto-cohérente : toutes les
associations entre observations et références sont cohérentes les unes avec les autres.

Cependant, il existe un type de situation où le fonctionnement de cet algorithme n’est pas
satisfaisant. Lorsque l’environnement contient des ambiguïtés perceptives, et lorsqu’il existe plu-
sieurs identifications possibles des observations, toutesaussi cohérentes les unes que les autres,
trois résultats sont possibles (selon l’implantation de l’algorithme) : l’échec de la mise en cor-
respondance, l’énumération de toutes les identifications possibles ou le choix arbitraire d’une
des identifications.Aucune des ces réponses n’est satisfaisante car elles ne fournissent au-
cun moyen de transformer l’incertitude sur la mise en correspondance en incertitude sur
la localisation.

Dans cette section, nous allons montrer qu’en utilisant la méthodologie de la programma-
tion bayésienne, il est possible de construire un processusde localisation par rapport à une carte
d’amers qui réalise la mise en correspondance de façon implicite, transformant ainsi une iden-
tification ambiguë des amers en localisation ambiguë. Cette ambiguïté est plus intéressante car
plus facile à manipuler. En particulier, elle peut, simplement, être réduite par l’accumulation
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d’observations dans le cadre d’un filtre bayésien.

4.3.1 Localisation bayésienne par fusion de données perceptives

Pour pouvoir faire de la localisation bayésienne, il est nécessaire de définir un modèle pro-
babiliste mettant en relation la configurationC du robot et son observationZ. On pourra ensuite
utiliser une approche de fusion de données bayésienne pour construire une distribution de pro-
babilité sur la configuration du robot. Pour illustrer la construction d’un tel modèle capteur, nous
utiliserons le cas particulier suivant : un robot ponctuel décrit par sa positionx, y dans le plan,
un ensemble d’amers ponctuels fixes dans le plan et un capteurqui mesure la distance entre un
amer et le robot. Le modèle capteur sera alors utilisé pour évaluerP (C | Z). Pour faciliter la
comparaison, une même observation sera utilisée dans tous les exemples.

a) Modèle capteur de base

Lorsqu’on définit un modèle de capteur, la solution la plus simple (et la plus souvent utilisée
dans la littérature) est de considérer que l’observation nedépend que de la configuration, et de
définir ainsi une distribution conjointe :

P (C Z) = P (C)P (Z | C) (4.4)

où P (C) décrit notrea priori sur la configuration, en général uniforme.P (Z | C) est, dans le
contexte de la programmation bayésienne, une expression d’un modèle du processus d’observa-
tion et des incertitudes associées. Exprimé de cette façon,ce modèle est prédictif : connaissant
la configuration du robotC, il prédit, avec une certaine confiance, l’observation qui devrait être
réalisé enC. Plusieurs types de spécification sont possibles :

– Une loi de Dirac : il s’agit d’un modèle parfait, connaissant une configurationC, il n’y
a qu’une seule observation possible. Tout autre observation n’est même pas envisageable.
Avec un capteur réel, il est très rare, voire impossible, d’utiliser un tel modèle.

– Une loi uniforme : connaissantC, toutes les observations sont équiprobables. Cela signifie
queC n’apporte aucune information sur la prédiction deZ. Même si un tel modèle peut
paraître inutile, nous verrons, dans la suite de ce chapitre, qu’il existe des situations où il
est indispensable d’exprimer l’ignorance avec une telle distribution. Nous verrons aussi,
dans quelques paragraphes, que l’expression de l’ignorance n’est pas toujours une chose
facile.

– Une loi gaussienne ou une loi uniforme sur un segment : connaissantC, on peut prédire
l’observationZ avec une certaine précision. Cette précision est exprimée par l’écart type
de la distribution gaussienne ou par la largeur du segment desupport de la loi uniforme.

– Dans l’optique de l’approche subjectiviste des probabilités, on peut combiner à l’infini
les formes de distributions pour exprimer de façon plus précise nos connaissances sur les
phénomènes que nous modélisons. Cependant, les trois lois précédentes sont des échan-
tillons assez représentatifs du type de connaissance que l’on peut vouloir exprimer avec un
modèle capteur.
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L’équation 4.4 masque un ensemble de variables qui représentent la modélisation de l’envi-
ronnement. Dans le cas d’une localisation à partir de l’observation d’un amer, nous appellerons
L la variable probabiliste décrivant la position de cet amer.La distribution conjointe devient :

P (C Z L) = P (C)P (L)P (Z | C L) (4.5)

où P (L) donne l’a priori sur la position des amers, en général uniforme, voire non spécifié. La
figure 4.19 représente la distribution de probabilité sur les configurations, obtenue à partir d’une
mesure de distance sur un amer. On observe un segment d’arc decercle correspondant au lieu
des configurations situées à distance constanteZ de l’amerL.
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FIG. 4.19: Localisation avec un modèle capteur élémentaire (eq. 4.5) : A gauche, vue cartésienne
de l’environnement. A droite, sur la distribution de probabilité P (C | Z L), la flèche indique la
position de l’amerL1.

b) Modèle capteur intégrant la notion de fausse observation

Pour obtenir un modèle complet, il faut tenir compte du fait qu’avec un capteur réel, il peut
arriver queZ résulte d’un phénomène non modélisé4, et donc ne soit l’observation d’aucun amer
connu. NommonsF cet évènement :F est vrai siZ ne résulte pas de l’observation d’un amer
connu. Avec un seul amer dans l’environnement, on obtient :

P (C Z F L) = P (C)P (L)P (F | C L)P (Z | C F L) (4.6)

4souvent appelé "bruit" ou "bruit de mesure" dans la littérature.
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P (F | C L) permet d’exprimer les chances de succès de la mesure connaissant la configuration
et les amers. Toutefois, en général, cette dépendance est assez difficile à établir. On préférera
alors définirP (F ) indépendamment et l’exprimer comme la probabilité d’échecdu capteur in-
dépendamment de son environnement. Considérons maintenantP (Z | C F L).

– SiF est faux, on se trouve de nouveau dans le cas implicitement utilisé pour définir l’équa-
tion 4.5.

– SiF est vrai, il faut que cette distribution soit le reflet de l’observation attendue sachant que
cette observation résulte d’un phénomène non modélisé. On choisit donc une distribution
qui traduit un minimum de connaissancea priori, en général uniforme.

La figure 4.20 illustre l’effet de la variableF sur la localisation. Sans cette variable (fig. 4.19),
les positions du robot incohérentes avec la mesure actuellesont déclarées très improbables, voire
impossibles (en blanc sur la figure 4.19). En tenant compte dela possibilité d’échec du capteur,
les positions incohérentes sont peu probables mais restentenvisageables (en orange5 sur la fi-
gure 4.20). Ceci est particulièrement intéressant dans les cas où l’on souhaite fusionner cette
distribution avec une distribution prédite, par exemple dans un filtre bayésien.
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FIG. 4.20: Localisation avec un modèle de capteur élémentaire intégrant la possibilité d’échec
du capteur (eq. 4.6) : A gauche, vue cartésienne de l’environnement. A droite, sur la distribution
de probabilitéP (C | Z L), la flèche indique la position de l’amerL1.

5gris clair sur la version monochrome de ce document.



4.3. LOCALISATION SANS MISE EN CORRESPONDANCE 55

c) Introduction de la mise en correspondance dans le modèle capteur

En général, il n’y a pas qu’un seul amer dans l’environnement. NommonsL = Li, i = 1..p
l’ensemble des variables correspondant aux positions des amers. En posantP (L) =

∏

i P (Li),
on obtient

P (C Z L) = P (C)P (L)P (Z | C L) (4.7)

Z est l’observation d’un amer mais l’équation ci-dessus ne permet pas de savoir lequel a été ob-
servé. Autant on devine assez facilement le type de modèle prédictif utilisé dans l’équation 4.5,
autant l’écriture d’un modèle d’observation non identifiéed’un ensemble d’amers n’est pas im-
médiate. Pour faciliter cette définition, nous introduisons donc une variable d’identificationW
(pour Which) qui indique l’amer ayant produit l’observationZ. On obtient donc une nouvelle
distribution conjointe :

P (C Z W L) = P (C)P (L)P (W | C L)P (Z | C W L) (4.8)

P (W | CL) permet de donner una priori sur l’identification. Le plus naturel étant d’utiliser cette
distribution pour indiquer un sous-ensemble d’amers potentiellement visibles depuis la configu-
rationC. On peut aussi envisager des modèles plus complexes favorisant certaines identifications
par rapport à d’autres, mais leur justification et leur implantation deviennent plus difficiles. La
figure 4.21 montre l’ensemble des localisations possibles avec une mesure de distance et deux
amers, sans tenir compte des possibilités d’échec du capteur. On y observe deux arcs de cercle
correspondant aux deux hypothèses d’identification de la mesure. La probabilité d’être à l’inter-
section des deux cercles est plus importante car dans ce cas,on fait l’observationZ quelle que
soit la valeur deW .

En tenant compte à la fois du problème d’identification de l’observation et de la probabilité
d’échec du capteur, le modèle complet s’exprime par :

P (C Z W F L) = P (C)P (L)P (F | C L)P (W | F C L)P (Z | C W F L) (4.9)

Si F = 1, W n’a plus de sens. La définition deP (W | F C L) devient donc problématique. Afin
de ne pas exprimer de connaissance dans ce cas, on choisit de rendre uniforme cette distribution
pourF = 1. Comme on le verra par la suite, cette définition est de toute façon superflue pour le
problème de la localisation. La figure 4.22 présente le résultat de l’influence conjointe deF et
W sur la localisation à partir d’une observation et de deux amers. Comme pour la figure 4.21, on
observe deux arcs de cercles correspondant aux positions compatibles avec un fonctionnement
correct du capteur. Contrairement à la figure précédente, lespositions en dehors de ces arcs,
compatibles avec un dysfonctionnement du capteur, sont peuprobables mais envisageables.

d) Modèle complet

Finalement, on peut aussi se placer dans le cas d’un ensembled’observations d’un ensemble
d’amers, et fusionner les informations apportées par chaque observation sur la localisation. On
pose~Z = {Zj}j=1···n, ~F = {Fj}j=1···n et ~W = {Wj}j=1···n et on obtient la distribution conjointe
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FIG. 4.21: Localisation avec deux amers (eq. 4.8) : A gauche, vuecartésienne de l’environne-
ment. A droite, sur la distribution de probabilitéP (C | Z L), les flèches indiquent les positions
des amersL1 etL2.
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Environnement :L
Amers :L1 = (−5, 12)
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FIG. 4.22: Localisation multi-amers avec un modèle d’échec : à gauche, vue cartésienne de
l’environnement. À droite, sur la distribution de probabilité P (C | Z L), les flèches indiquent les
positions des amersL1 etL2.
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suivante :

P (C ~Z ~W ~F L) = P (C)P (L)
∏

j

P (Fj | C L)P (Wj | Fj C L)P (Zj | C Wj Fj L) (4.10)

Le modèle complet, exprimé sous forme de programme bayésien, est présenté dans la figure 4.23.
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Variables Pertinentes
C : Configuration du robot
L = L1 . . . Lp : Amers observables
~Z = Z1 . . . Zn : Observation
~F = F1 . . . Fn : Booléen, l’observationi résulte-

t-elle d’un phénomène non modélisé ?
~W = W1 . . . Wn : Identification de l’observationi

Décomposition
P (C ~Z ~W ~F L) =

P (C)P (L)
∏

j P (Fj | C L)P (Wj | Fj C L)P (Zj | C Wj Fj L)

Formes Paramétriques
cf. texte

Identification :
cf. texte

Question :
P (C | ~Z L) = P (C)P (L)×
∏

j

[

∑

Fj

{

P (Fj | C L)
∑

Wj
P (Wj | Fj C L)P (Zj | C Wj Fj L)

}]

FIG . 4.23:Modèle de localisation par fusion, avec mise en correspondance implicite

La question qui nous intéresse au final est :

P (C | ~Z L) = P (C)P (L)
∏

j

∑

Fj

P (Fj | C L)
∑

Wj

P (Wj | Fj C L)P (Zj | C Wj Fj L) (4.11)

Cette équation permet de comprendre pourquoi il n’est pas nécessaire de définirP (Wj |
[Fj = 1] C L). En effet, lorsqueFj est vrai, l’observation résulte d’un phénomène non modélisé
et donc l’observationZj est indépendante des autres variables, en particulier deWj. L’expression

P ([Fj = 1] | C L)
∑

Wj

P (Wj | Fj C L)P (Zj | C Wj [Fj = 1] L)

se simplifie donc, par normalisation, de la façon suivante :

P ([Fj = 1] | C L)
∑

Wj

P (Wj | Fj C L)P (Zj | C Wj [Fj = 1] L)
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FIG. 4.24: Localisation avec un modèle complet (eq. 4.11) : A gauche, vue cartésienne de l’en-
vironnement. A droite, sur la distribution de probabilitéP (C | ~Z L), les flèches indiquent les
positions des amersL1 etL2.
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= P ([Fj = 1] | C L)P (Zj | [Fj = 1]) ×
∑

Wj

P (Wj | Fj C L)

= P ([Fj = 1] | C L)P (Zj | [Fj = 1]) × 1

= P ([Fj = 1] | C L)P (Zj | [Fj = 1])

Avec deux mesures de distance sur les deux amers de l’environnement, l’évaluation de l’équa-
tion 4.11 produit la distribution de probabilité illustréepar la figure 4.24. Sur cette figure on peut
distinguer trois ensembles de positions selon la valeur desprobabilités :

– Les deux pics, centrés sur(0, 0) et (−7, 9), correspondent aux localisations découlant des
deux hypothèses de mise en correspondance équiprobables : soit Z0 correspond àL0 et
Z1 à L1, soit Z0 correspond àL1 et Z1 à L1. Avec deux mesures de distances, les deux
hypothèses permettent une interprétation aussi cohérentedes observations.

– Les cercles correspondant à des valeurs de probabilité de l’ordre de10−5 (en orange6) sont
les localisations possibles si une des deux mesures est une fausse observation. Dans ce
cas quatre possibilité équiprobables sont à considérer selon que la fausse observation est
Z1 ou Z2 et qu’il s’agit d’une observation deL1 ou L2. Pour chacune de ces possibilités,
comme pour la figure 4.19, on connaît uniquement la distance àun amer donc les positions
possibles sont sur un cercle centré sur l’amer observé.

– Le reste de l’espace (en jaune7) correspond à l’ensemble des positions possibles si les deux
mesures sont des échecs du capteur. On constate que cette hypothèse est très peu probable
car les positions correspondantes ont des probabilités de l’ordre de10−7.

Intérêt de l’expression bayésienne de la localisation : En considérant la figure 4.24, il est im-
portant de remarquer que toutes les hypothèses d’identification des observations et d’échec des
capteurs sont présentes dans cette figure. Cependant, grâce au mécanisme de fusion bayésienne,
seules celles qui traduisent le plus de cohérence entre les données et le modèle sont gratifiées
d’une haute valeur de probabilité. Contrairement aux approches de localisation par graphe de
correspondances ou JCDA (cf. section 4.2), il n’est pas nécessaire de mettre en place un algo-
rithme pour l’identification explicite des observations. Toutes les identifications sont envisagées
en un seul calcul.

Limitation de l’approche Comme on peut le deviner en considérant l’équation 4.11, une des
limitations de l’approche est sa complexité calculatoire.

Par ailleurs, le fait de réaliser une identification implicite des observations rend cette approche
de localisation inutilisable pour construire une carte de l’environnement. Comme nous le verrons
dans le chapitre 5, il est indispensable de calculer une identification explicite des observations
pour estimer avec précision l’état de la carte des amers.

6gris sombre en monochrome.
7gris clair en monochrome.
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4.3.2 Localisation bayésienne par diagnostic

a) Difficulté de l’expression de l’ignorance

Pendant l’écriture d’un modèle probabiliste tel que celui présenté ci-dessus, il arrive souvent
que l’on ait besoin d’exprimer l’ignorance ou l’absence d’a priori. Dans ce cas, on a recours à la
théorie de l’information de Shannon qui nous dit que la distribution contenant le moins d’infor-
mation est la distribution uniforme. C’est donc cette distribution qui est choisie pour représenter
l’ignorance. Cela n’est pas sans conséquences, la plus importante étant que pour pouvoir dire
d’une variable qu’elle suit une loi uniforme, il faut qu’elle soit définie sur un sous ensemble me-
surable d’un espace isomorphe àIN ou àIRn. En pratique, cela signifie qu’on ne peut exprimer
son ignorance de cette façon que sur une variable dont le domaine est borné.

Une autre conséquence de cette utilisation de l’uniforme apparaît lorsque l’on veut comparer
ou ajouter des probabilités. Pour peu que l’espace de définition de la variable considérée soit
grand, la valeur de probabilité de la distribution uniformedevient vite très petite. Dans le mo-
dèle précédent, cela se produit quand on marginalise surFj (fig. 4.21 et 4.22). Dans ce cas, la
contribution apportée par l’hypothèse d’échec du capteur est minime, mais cette faiblesse est
principalement due à la taille de l’espace de définition deZj plutôt qu’à la faible proportion
d’erreur du capteur. Mathématiquement, cela ne pose aucun problème. Toutefois, en pratique,
les bornes de l’espace de définition sont souvent définiesa priori de façon à limiter la taille de
l’espace ou à pouvoir définir une distribution uniforme. Il faut donc être conscient du fait que ces
choix de bornes ne sont pas sans conséquences sur les résultats.

Un des mérites de l’approche alternative de localisation probabiliste que nous allons évoquer
dans la section suivante est de permettre une expression de l’absence d’a priori qui est moins
influencée par les contraintes précédentes.

b) Modèle capteur de base

Par rapport à l’approche précédente, on introduit une différence majeure : le modèle d’obser-
vation unitaire. Le modèle de localisation globale est ensuite adapté à cette modification.

Lorsqu’on exprimeP (Z | C L), on exprime l’observation attendue sachant que le système
est dans une configuration donnée, il s’agit donc d’une expression fonctionnelle. En mettant
l’accent sur l’aspect fonctionnel, on introduit une dissymétrie dans la relation entre observation
et configuration : l’observation devient une conséquence dela configuration.

Cependant, lorsqu’on cherche à localiser un robot à partir d’un ensemble d’observations, on
cherche les configurations les plus cohérentes avec les observations. Pour traduire cette relation,
nous allons utiliser les variables de diagnostic présentées en 2.3.5. Nous introduisons donc la
variable booléenne de diagnosticI. Cette variable exprime l’événement “Z est cohérente avecC
etL” et on s’intéressera àP (I | Z C L).

En pratique, si on dispose d’un modèleh permettant de prédire une observationẐ à partir de
la configurationC et de l’environnementL,

Ẑ = h(C,L)

alors la probabilité deI sera proche de1 si Z ≈ Ẑ et tendra vers0 quandZ s’éloignera dêZ.
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Pour obtenir ce comportement, on définitP (I | Z C L) par un distribution en cloche du type :

P ([I = 1] | Z C L) = e(Z−h(C,L))T P−1(Z−h(C,L)) (4.12)

On définit ensuite le modèle conjoint suivant :

P (C Z L I) = P (C)P (L)P (Z)P (I | Z C L) (4.13)

Question : P (C | Z L [I = 1])

Avec C, Z et L indépendants etP (C), P (L) et P (Z) uniforme. Il peut paraître surprenant, de
prime abord, queC et Z soient indépendants. Cependant, il faut noter que ce n’est lecas que si
l’on ignore s’ils sont exprimés dans le cadre du même modèle,c’est à dire si on ne connaît pasI.
Ce modèle conjoint permet de répondre à des questions de localisation telles queP (C | Z L [I =
1]), ce qui signifie que l’on veut déterminer les configurationsC cohérentes ([I = 1]) avec
l’observationZ. La figure 4.25 illustre le résultat de cette question dans les mêmes conditions
que pour le modèle de fusion présenté précédemment. On constate que bien que l’équation soit
différente, la distribution résultante sur la localisation ne change pas.
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FIG. 4.25: Localisation par diagnostic (eq. 4.13) : A gauche, vue cartésienne de l’environnement.
A droite, sur la distribution de probabilitéP (C | Z L [I = 1]), la flèche indique la position de
l’amerL1.

c) Modèle capteur intégrant la notion de fausse observation

En fait, c’est avec la variableF que la fusion par diagnostic prend tout son sens. Comme dans
le modèle de fusion classique, cette variable booléenne indique si l’observation est le résultat
d’une vrai mesure, ou d’un dysfonctionnement du capteur.
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Pour exprimerP (I | Z C F ), deux cas doivent être envisager :
– Si F = 1 : Z ne résulte pas d’un fonctionnement correct du capteur et n’apporte donc

aucune information. On choisit doncP (Ij | Z C F ) = 0.5.
– SiF = 0 : Cette observation résulte d’un fonctionnement correct du capteur. On peut donc

utiliser le modèle décrit par l’équation 4.13
On obtient donc le modèle conjoint suivant :

P (C I Z L) = P (L)P (C)P (Z)P (F | C Z)P (I | C Z F ) (4.14)

Comme pour la fusion classique, on peut simplifier le modèle enexprimantP (F ) indépendem-
ment deC etZ.
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FIG. 4.26: Localisation avec modèle d’échec par diagnostic (equ. 4.14) : A gauche, vue carté-
sienne de l’environnement. A droite, sur la distribution deprobabilitéP (C | Z L), la flêche
indique la position de l’amerL1.

La figure 4.26 illustre l’influence deF sur la localisation. Par rapport à la figure 4.20, le
changement principal est la variation de l’amplitude de la courbe (différence entre les probabilités
maximales et minimales). Avec un modèle de diagnostic, cette différence est beaucoup moins
importante qu’avec un mécanisme de fusion tel que celui décrit plus haut. Ceci vient du choix
d’utiliser une distribution uniforme pour exprimer une connaissance minimale. Puisque la valeur
d’une distribution uniforme est l’inverse de la mesure du domaine de la variable qu’elle décrit,
dans une fusion classique, la valeur du quotient

maxC P (C | Z[I = 1])

minC P (C | Z[I = 1])
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dépend surtout du choix des domainesZ etC.
Au contraire, avec un modèle de diagnostic, l’expression del’indétermination de la relation

entreZ etC pourF = 1 s’exprime indépendamment des domaines deZ etC. Ainsi, le quotient
précédent est lui aussi indépendant des domaines deZ et C. De plus, grâce à l’utilisation d’une
variable de diagnostic, ces domaines peuvent éventuellement n’être ni bornés ni mesurables8, on
pourra tout de même décrire une relation indéterminée entreZ etC.

Comparaison des variablesF et I : Une question se pose immédiatement en comparantF
et I : quelle est la différence sémantique entre ces deux variables ? Rappelons tout d’abord leur
définition :I décrit l’appartenance des variables diagnostiquées à l’espace de validité d’un mo-
dèle alors queF sépare les mesures capteur en deux catégories : les mesures normales et celles
provenant d’un dysfonctionnement du capteur.

SansF , toute mesure aberrante du capteur serait considérée commehors modèle et la proba-
bilité

P ([C = position réelle] | [Z = mesure aberrante] [I = 1])

serait approximativement nulle. Au contraire,F permet d’intégrer les mesures aberrantes dans
le modèle en ayant à la fois[I = 1] et [F = 1].

Ainsi, on laisse une place aux configurations incohérentes au vu d’une certaine mesure, au cas
où cette mesure résulterait d’un dysfonctionnement du capteur ou d’un phénomène non modélisé
dans l’environnement.

d) Modèle complet

Finalement, le système multi-observation qui résulte de l’équation 4.14 est le suivant :

P (C ~I ~Z ~W ~F L) = P (C) P (L)× (4.15)
∏

j

P (Zj)P (Fj | C L)P (Wj | Fj C L)P (Ij | Wj Fj C L)

Intérêt d’une fusion par diagnostic La figure 4.27 illustre le résultat d’une localisation bayé-
sienne en utilisant une fusion par diagnostic. En comparantavec le résultat obtenu avec une fu-
sion classique (fig. 4.24), on constate d’abord que l’on retrouve les trois ensembles de positions
correspondant respectivement aux cas où zéro, une ou deux mesures sont correctes.

Cependant, les probabilités des hypothèses faibles (cercles correspondant à un échecs du
capteur ou surface correspondant à deux échecs) sont bien moins faibles que dans la figure 4.24.
Ainsi, le processus de fusion évalue ces hypothèse comme peuvraisemblables mais leur proba-
bilité restent du même ordre de grandeur, Sur la figure 4.27, cette observation se traduit par une
figure n’utilisant que des tons de rouge.

L’accumulation de cohérence entre observations met donc enévidence deux ensembles de
configurations plus probables, mais sans écraser le reste dudomaine de localisation.

8Pour répondre à la question :P (C | Z L).
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Environnement :L
Amers :L1 = (−5, 12)

L2 = (3,−4)
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FIG. 4.27: Localisation complète par diagnostic (eq. 4.15) : A gauche, vue cartésienne de l’envi-
ronnement. A droite, sur la distribution de probabilitéP (C | ~Z L [~I = ~1]), les flèches indiquent
les positions des amersL1 etL2.
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L’intérêt de cette propriété apparaît clairement lorsque la distribution de probabilité sur la
localisation est intégrée dans un filtre bayésien. Dans ce cas l’utilisation d’une fusion sous forme
de diagnostic permet d’améliorer la robustesse aux faussesobservations et de rendre la locali-
sation insensible à la taille de l’espace d’observation. Cesrésultats sont présentés avec plus de
détails dans la section 4.3.3.

4.3.3 Intégration dans un filtre bayésien

a) Rappel sur les filtres bayésiens

En général, un filtre bayésien (cf. section 2.3.2) est utilisé pour estimer une variable d’état au
cours du temps, dans le cadre d’un modèle de Markov d’ordre 1,non observable. Formellement,
l’expression générique d’un tel filtre est la suivante :

P (Ct | Zt . . . Z0) ∝ P (Zt | Ct)

∫

Ct−1

P (Ct | Ct−1)P (Ct−1 | Zt−1 . . . Z0) (4.16)

oùP (Zt | Ct) est un modèle de la relation entre observation et configuration, tel que ceux définit
plus haut (P (Z | C) ou P (Z | C[I = 1])), et P (Ct | Ct−1) est le modèle de transition du
système, résultant de l’hypothèse de Markov d’ordre 1.

Dans le cas particulier d’un processus de localisation pourun robot mobile, le modèle de tran-
sition est lié au modèle cinématique du système, c’est à direle modèle qui estime le mouvement
à partir des commandes appliquées.

b) Localisation par fusion ou par diagnostic

Pour illustrer l’influence du choix de description du modèlede fusion, nous avons choisi le
système trivial suivant : un système unidimensionnel avançant d’une unité par unité de temps
et capable d’observer directement son état. Ce système est illustré par la figure 4.28. Malgré

−10 −8 −6 −4 −2 2 4 60

Xt

FIG. 4.28: Système unidimensionnel trivial.

la simplicité de ce système, les conclusions que nous allonsen tirer illustrent l’essence de la
différence entre un modèle de diagnostic et un modèle de fusion classique.

Les figures 4.29 et 4.30 présentent deux programmes bayésiens modélisant ce système sui-
vant un schéma de fusion, soit classique soit par diagnostic. Ces deux programmes sont para-
métrés par la taille 2N des supports deX et Z.
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Variables Pertinentes
Xt ∈ [−N, N ] : État du système,
Xt−1 : État précédent,
Zt ∈ [−N, N ] : Observation,
Ft ∈ {0, 1} : L’observation est-elle le résultat

d’un dysfonctionnement du capteur.
πt : Connaissance permettant de définir le programme,

contient toutes les observations précédentes.
Décomposition

P (XtXt−1ZtFt | πt) =
P (Xt−1 | πt)P (Xt | Xt−1)P (Ft)P (Zt | Xt Ft)

Formes Paramétriques
P (Xt−1 | πt) : Distribution héritée de l’instant précédent :

P (Xt−1 | Zt−1πt−1)
P (Xt | Xt−1) : Modèle de transition gaussien :

G(Xt−1 + 1, 1.0)
P (Ft) : Valeurs de probabilité fixéesa priori

P ([Ft = 0]) = 0.8; P ([Ft = 1]) = 0.2
P (Zt | Xt Ft) : Deux modèles d’observation différents selonFt

{

G(Xt, 1.0) Modèle gaussien siFt = 0
UZ Modèle uniforme siFt = 1

Identification :
Toutes les valeurs numériques ci-dessus sont choisiesa priori de façon à
mettre en relief les différences entre fusion classique et fusion par diag-
nostic.

Question :
P (Xt | Zt πt)

FIG . 4.29:Filtre bayésien par fusion classique
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Variables Pertinentes
It ∈ {0, 1} : Variable de diagnostic,
Xt ∈ [−N, N ] : État du système,
Xt−1 : État précédent,
Zt ∈ [−N, N ] : Observation,
Ft ∈ {0, 1} : L’observation est-elle le résultat

d’un dysfonctionnement du capteur.
πt : Connaissance permettant de définir le programme,

contient toutes les observations précédentes.
Décomposition

P (XtXt−1ItZtFt | πt) =
P (Xt−1 | πt)P (Xt | Xt−1)P (Ft)P (Zt)P (It | Xt Zt Ft)

Formes Paramétriques
P (Xt−1 | πt) : Distribution héritée de l’instant précédent

P (Xt−1 | Zt−1πt−1)
P (Xt | Xt−1) : Modèle de transition gaussien

G(Xt−1 + 1, 1.0)
P (Ft) : Valeurs de probabilité fixéesa priori

P ([Ft = 0]) = 0.8; P ([Ft = 1]) = 0.2
P (Zt) : Distribution uniforme sur la valeur du capteur. Sans

connaîtreI, on ne peut avoir d’a priori surZt

P ([It = 1] | Xt Zt Ft) : Deux modèles de diagnostic différents selonFt
{

e−
1
2
(Xt−Zt)2 Modèle en cloche siFt = 0

0.5 Pas de cohérence attendue siFt = 1

Identification :
Toutes les valeurs numériques ci-dessus sont choisiesa priori de façon à
mettre en relief les différences entre fusion classique et fusion par diag-
nostic.

Question :
P (Xt | Zt [It = 1] πt)

FIG . 4.30:Filtre bayésien par diagnostic
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c) Robustesse de la localisation par diagnostic

Les figures 4.31 à 4.34 montrent l’évolution des deux filtres pour les mêmes observations
pour deux valeurs deN : N = 20 etN = 200.
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FIG. 4.31: État initial des filtres bayésiens àt = −1.

1. Au départ (t = −1), tous les filtres sont dans le même état.
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FIG. 4.32: État des filtre après observation d’un faux-positif àt = 0.

2. A t = 0, une observation incorrecte est réalisée. On peut observerque la réaction du
modèle de fusion par diagnostic est indépendante du choix deN alors qu’avec un modèle
de fusion classique, l’hypothèse d’échec du capteur est complètement sous-évaluée pour
N = 200.
Cette différence d’évaluation est due à la définition de la distribution P (Zt | Xt [Ft =
vrai]) comme une distribution uniforme. La valeur de probabilité de cette distribution est
donc divisée par10 lorsqueN passe de20 à 200, ce qui divise par autant le poids de
l’hypothèse d’échec.

3. Après avoir propagé (sans nouvelle observation) l’état du système jusqu’àt = 4, on
constate que le filtre par diagnostic est centré autour deXt = 4 (position correcte) avec une
très large incertitude, quel que soitN . Cette forme de distribution provient de l’étalement
des deux pics àt = 0 par l’application du modèle de transition gaussien.
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FIG. 4.33: État des filtres après propagation de l’observation d’un faux-positif àt = 4.

Au contraire, pourN = 200, le filtre classique est centré complètement sur la localisa-
tion résultant de la mesure incorrecte. Ce résultat est la conséquence de la faiblesse de
l’hypothèse d’échec du capteur àt = 0.
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FIG. 4.34: État des filtres après une observation correcte àt = 5.

4. Après une nouvelle observation correcte, les deux filtresse réconcilient mais la fusion
classique élimine de nouveau toutes les hypothèses alternatives pourN = 200.

Le but de cet ensemble de figures n’est pas de mettre l’accent sur les différences de com-
portement des deux modèles mais surtout sur leur différencede sensibilité à la taille de l’espace
d’observation. La principale raison de cette différence desensibilité provient de la différence
d’expression de l’ignorance. Dans le cas de la fusion classique, celle-ci est exprimée par une
distribution uniforme dont lavaleur dépend deN alors qu’avec un modèle de diagnostic, l’igno-
rance est exprimée par rapport àI indépendamment deN .

La relative insensibilité de la fusion par diagnostic lui permet de travailler sur des espaces très
grands quitte à ne réaliser l’inférence que sur une partie del’espace. C’est ce que nous aurions pu
faire dans ces figures, en ne calculant la distribution de localisation que sur la partie de l’espace
représentéeXt ∈ [−20, 20], quel que soitN .
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4.3.4 Conclusions

L’expression du problème de localisation, à l’aide du formalisme de la programmation bayé-
sienne, nous a menés à deux résultats : d’une part le problèmede l’identification des observa-
tions s’est dissout dans l’inférence bayésienne, et d’autre part, nous avons converti l’incertitude
de cette identification en incertitude sur la localisation.Ces résultats ont été obtenus en conser-
vant des temps d’exécution compatibles avec le temps réel, ce qui nous a permis d’utiliser cet
algorithme dans l’application de suivi de trajet sensorimoteur, qui sera détaillée au chapitre 7.

Par ailleurs, ce chapitre nous a permis de mettre en évidencel’influence considérable de la
modélisation de l’ignorance dans un système de localisation robuste, ainsi que l’influence éven-
tuelle de la taille de l’espace d’observation dans la prise en compte de cette ignorance. Selon le
type de fusion utilisé pour décrire le processus de localisation, la prise en compte de l’ignorance
sera plus ou moins sensible à la dimension de l’espace. Pour une application de localisation où la
prise en compte des dysfonctionnements potentiels du capteur est particulièrement importante, il
nous paraît donc plus judicieux d’utiliser un modèle de fusion par diagnostic.

Cependant, contrairement à la localisation par triangulation présentée en 4.2, un algorithme
de localisation probabiliste avec mise en correspondance implicite ne permet pas de construire
une représentation de l’environnement sous forme de carte des amers. En effet, l’identification
des amers est un élément indispensable à la construction d’une telle carte. La localisation proba-
biliste, présentée dans cette section, ne pourra donc être utilisée que dans un contexte où la carte
des amers est connue, ou bien lorsque l’on veut estimer une différence de point de vue entre deux
observations. Nous verrons dans la prochaine section et dans les applications du chapitre 7 que
la localisation sur un trajet sensorimoteur correspond tout à fait à ce dernier cas.

4.4 Localisation sur une trajectoire sensorimotrice

Dans le contexte de la réalisation d’un trajet, le rôle de la localisation est de fournir un diag-
nostic de la bonne exécution du trajet anticipé. Connaissantl’erreur entre ses états réels et obser-
vés, le système peut alors prendre des mesures correctives.

Dans cette section, nous envisageons une application illustrée par la figure 4.35, où
– le système connaît un trajet sensorimoteur d’un pointA à un pointB,
– désire rejoindre le pointB en suivant autant que possible le trajet connu,
– maispart d’un pointC dans le voisinage du trajetA→ B,
– et ne connaît pas de modèle allocentré de l’environnement.

Si on considère un trajet géométrique (séquence de points del’espace de travail ou de l’espace
des configurations) et une carte de l’environnement, cette application se réalise simplement à
partir d’algorithmes de localisations tels que ceux présentés en sections 4.2 et 4.3.

La difficulté réelle apparaît lorsque l’on considère un trajet sensorimoteur sans carte, et donc
sans pouvoir mettre en place une localisation absolue.

Définition 19 – Indice de référence et position temporelle Soient un trajet sensorielT : I →
O et une observationZ. L’ indice de référenceIT

ref (Z) associé àZ est l’indice de la position de
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A

B

C

FIG. 4.35: Application considérée dans la section 4.4 : le trajet sensorimoteurA→ B est connu
mais le véhicule part d’une positionC dans un voisinage du trajet.

T considérée comme la plus proche deZ. Formellement :

IT
ref (Z) = arg min

i
‖T (i)− Z‖

On nommeposition temporelleτ(t) au tempst l’indice de référence associé à la perception
du robot au tempst.

A

B

C

C’

ξ

FIG. 4.36: Indice de référenceC ′ et erreur de suiviξ associée à la positionC.

A titre d’exemple, dans la figure 4.36, l’indice de référenceassocié à la position initialeC est
l’indice de la positionC ′.

Définition 20 – Différence de point de vue SoitZ1 l’observation réalisée par le robot dans
une configurationC1, et Z2 l’observation d’une même scène réalisée depuis une configuration
C2. On nommedifférence de point de vueentreZ1 etZ2 la différence de configurationC2−C1.
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Définition 21 – Erreur de suivi Soient un trajetT : I → O et une observationZ(t) au temps
t. L’erreur de suiviξ(t) au tempst est la différence de point de vue entreT (τ(t)) etZ(t).

Dans la figure 4.36, l’erreur de suivi enC ′ estC ′ − C.

Problème considéré : Formellement, le problème considéré dans cette section se décompose
en deux parties :

– Le premier problème est la localisation temporelle initiale : étant donné un trajetA → B
et une observation initialeZ(0), déterminer la position temporelle initialeτ(0).

– Le second problème est l’estimation simultanée de l’erreur de suiviξ(t) et de la position
temporelleτ(t) au cours du mouvement, en fonction des observationsZ(t).

Rappel de définition On définit unetrajectoire sensorimotricecomme une fonction du temps
dans le produit cartésien de l’espace de commande du robotU et de son espace d’observationO.
Formellement :

Tsm : [0, t1] −→ O× U

Par la suite, nous noteronsTsm(t) = [Tsm(t).Z, Tsm(t).U)].

4.4.1 Localisation temporelle initiale

Le problème de la localisation temporelle initiale est de comparer l’observation initialeZ(0)
aux observations prévisibles dans un voisinage de la trajectoireTsm. En réalisant cette comparai-
son, on veut déterminer quel est l’indice de la perception dela trajectoire qui ressemble le plus à
la perception courante.

En utilisant les principes de la programmation bayésienne,on peut calculer une distribution
de probabilité sur la position temporelle initiale. La figure 4.37 formalise le programme bayésien
qui réalise cette tâche.

a) Conception des modèles bayésiens

1.Modèle capteur Le modèle de prévision des observations doit exprimer quelles observations
sont attendues autour deTsm. Pour atteindre ce but, il est tout d’abord nécessaire de définir un
modèle de capteur probabiliste.

Étant donné une observation de référenceZref et une différence de point de vueξ, on suppose
connaître un modèle déterministeH capable de prévoir l’observationZprev correspondant àξ :

Zprev = H(Zref , ξ)

Par exemple, dans notre contexte applicatif,H est la composition d’une rotation et d’une trans-
lation.

Le modèle probabiliste est défini par une distribution gaussienne centrée sur le modèle déter-
ministe. Il exprime ainsi la distribution de probabilité sur les observations attendues :

Pm(Zprev | Zref ξ) = G(H(Zref , ξ), Σm) (4.17)



74 CHAPITRE 4. LOCALISATION

P
ro

gr
am

m
e



















































































































D
es

cr
ip

tio
n



































































































S
pé

ci
fic

at
io

n



















































































Variables Pertinentes
Tsm : Trajectoire sensorimotrice connue
Z(0) : Observation initiale
τ(0) : Localisation temporelle initiale
ξ(0) : Erreur de suivi initiale

Décomposition
P (Z(0) τ(0) ξ(0) | Tsm) =

P (τ(0)) P (ξ(0)) P (Z(0) | τ(0) ξ(0) Tsm)
Formes Paramétriques

P (τ(0)) : Uniforme
P (ξ(0)) : Gaussienne centrée sur 0, covarianceΣ
P (Z(0) | τ(0) ξ(0) Tsm) : Voir sec. 4.4.1

Identification :
Σ fixée à priori (cf. sec. 4.4.1).

Question :
P (τ(0) | Z(0) Tsm) ∝

∫

ξ(0) P (Z(0) | τ(0) ξ(0) Tsm)P (ξ(0))dξ

FIG . 4.37:Programme bayésien pour la localisation temporelle initiale

Dans cette équation,Σm représente la matrice de covariance de la distribution gaussienne. Cette
covariance est le reflet de la précision du capteur réel et de la confiance que l’on a dans une
mesure.

Si l’on souhaite utiliser un modèle plus complexe tenant compte des possibilités d’échec du
capteur ou des problèmes d’identification des observations, on peut aussi utiliser les modèles
capteurs présentés dans la section 4.3 sur la localisation sans mise en correspondance.

A partir de ce modèle, on définit :

P (Z(0) | τ(0) ξ(0) Tsm) = Pm(Z(0) | [Zref = Tsm(τ(0)).Z] ξ(0)) (4.18)

2.A-priori sur l’erreur de suivi initiale Pour exprimer le fait que nous nous intéressons à ce
qui est attenduautourde la trajectoire nominale,P (ξ) est définie comme une gaussienne centrée
en zéro dont la covariance formalise l’expression “autour deTsm”. En effet, plus la covariance est
petite, plusP (ξ) est piquée et moins les grandes différences de point de vue seront considérées
pour identifier la localisation temporelle initiale.

Toutefois, il est nécessaire de ne pas prendre une gaussienne trop large car cela correspondrait
à accepter de très grandes différences de point de vue et rendrait peu précise l’estimation de la
localisation temporelle initiale.

b) Initialisation à partir de P (τ(0) | Z(0) Tsm)

En utilisant le programme bayésien présenté dans la figure 4.37, on peut calculer une ap-
proximation numérique deP (τ(0) | Z(0) Tsm), nomméeP̂ par la suite. La figure 4.38 donne un
exemple typique d’une distribution ainsi obtenue.
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A gauche: Trajet initial dans un environnement avec quatre amers surun carré (carrés noirs). Pour
plus de clarté, le trajet géométrique est représenté ici, mais c’est le trajet sensorimoteur qui est
utilisé par la localisation.A droite : Perception initiale dans le repère capteur.
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Estimation de la localisation temporelle initialeP (τ(0) | Z(0) Tsm). Les trois hypothèses expri-
mées par les trois pics de la distribution correspondent auxpoints de vue A, B et C sur le tracé du
trajet. La position réelle est la position A.

FIG. 4.38: Exemple de localisation temporelle initialeP (τ(0) | Z(0) Tsm) : cas d’un robot
planaire observant des amers (carrés noirs) avec un télémètre laser.
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A partir de cette distribution, il nous faut extraire une valeur unique pourt qui sera notre
estimation initialeτ(0). Plusieurs cas sont possibles :

 0

 0.05

 0.1

 0.15

 0.2

 0.25

 0.3

 0.35

 0.4

 0  5  10  15  20

1- P̂ est unimodale et fortement piquée. Dans ce cas, il n’y a pas d’am-
biguïté etτ(0) est l’espérance de la distribution.
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2- P̂ est unimodale, mais largement étalée (par exemple, une gaussienne
avec un écart type important, ou un créneau large). Dans ce cas, on peut
utiliser l’espérance de la distribution comme valeurτ(0). Cette situation
est souvent due à une pause dans la trajectoire de référence,se traduisant
par une série d’observations similaires.
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3- P̂ a plusieurs pics bien marqués. Cela révèle des ambiguïtés percep-
tives dans la trajectoire nominale. Dans ce cas, il faut choisir un pic ou
signaler un échec. Le choix peut se faire selon différents critères (largeur
ou hauteur des pics par exemple). Pour lever l’ambiguïté, ilpeut aussi
être nécessaire de lancer quelques manoeuvres de perception active.
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4- P̂ est composée de plusieurs dômes ou est proche d’une distribution
uniforme. Ceci est souvent dû au fait que le système ne peut trouver d’ob-
servations deTsm proches de l’observation courante. On peut supposer
que le robot n’est pas dans un voisinage deTsm ou que l’environnement
n’est pas reconnaissable. Le plus sage est sans doute de générer un rap-
port d’échec.

Perception active Lorsque la première perception amène à une localisation temporelle initiale
ambiguë, on suppose qu’en se déplaçant le robot accumulera de nouvelles observations qui lui
permettront de désambiguïser sa situation. Une question sepose alors : quel est le mouvement
ou la séquence de mouvements qui permettra de maximiser le gain d’information ? Ce problème
complexe est connu sous le nom de perception active. Nous n’avons pas eu le temps de traiter ce
sujet passionnant en détails, mais nous pouvons citer quelques références auxquelles le lecteur
intéressé pourra se reporter :[Baccon et al. 2002, Bourgault et al. 2004, Mitsunaga & Asada
2002, Soyer et al. 2002].

4.4.2 Localisation au cours du temps

Une fois que l’on connaît la position initiale dans le trajetsensorimoteur, on peut commencer
à suivre ce dernier. Deux variables doivent alors être estimées : la position temporelleτ(t) et
l’erreur de suiviξ(t). A partir de ces variables, on pourra calculer les contrôlesqui permettent de
suivre la trajectoire.
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a) Approche théorique : utilisation d’un filtre bayésien

L’objectif de cette section étant d’estimer une variable aucours du temps, on pense immé-
diatement à un filtre bayésien. Pour cela, on poseX(t) = [τ(t) ξ(t)]. On doit alors définir un
modèle de transitionP (X(t + dt) | X(t)) et un modèle d’observationP (Z(t) | X(t)).

1.Modèle d’observation Le modèle d’observation est celui que nous avons utilisé pour la lo-
calisation temporelle initiale (eq. 4.18) :

P (Z(t) | τ(t) ξ(t) Tsm) = Pm(Z(t) | [Zref = Tsm(τ(t)).Z] ξ(t)) (4.19)

2.Modèle de transition Pour prévoirX(t + dt) à partir deX(t), on doit prévoirτ(t + dt) et
ξ(t + dt) :

– Le modèle de transition pour la position temporelle est construit en supposant que la réa-
lisation du trajet se fait de manière synchrone avec sa représentation. Dans ce cas, on peut
espérerτ(t + dt) = τ(t) + dt. Pour tenir compte des incertitudes de cette réalisation, on
utilise un modèle gaussien :

P (τ(t + dt) | τ(t)) = G(τ(t) + dt, στ ) (4.20)

– Le modèle déterministe de transition de l’erreur de suivi est construit à partir du modèle
cinématiqueK du robot et de la connaissance des commandes décrites par la trajectoire
sensorimotriceTsm(t).U et appliquées par le robotU(t) :

ξ̂(t + dt, τ(t)) = K(ξ(t), U(t), dt)−K(0, Tsm(τ(t)).U, dt)

On utilise encore une fois un modèle gaussien pour construire le modèle probabiliste de
transition :

P (ξ(t + dt) | ξ(t) τ(t) Tsm) = G(ξ̂(t + dt, τ(t)), σξ) (4.21)

3.Filtre complet Avec les modèles précédents, on obtient l’équation complète du filtre bayé-
sien :

P (τ(t + dt) ξ(t + dt) | Z(t + dt) . . . Z(0)) ∝ (4.22)

P (Z(t + dt) | τ(t + dt) ξ(t + dt) Tsm)
∫

τ(t)

[

P (τ(t + dt) | τ(t))

∫

ξ(t)

P (ξ(t + dt) | ξ(t) τ(t))P (τ(t)ξ(t) | Z(t) . . . Z(0))dξ

]

dτ

b) Implantation pratique : approximations

Étant donné la complexité de l’expression complète du filtrebayésien, nous ne pouvons uti-
liser directement cette formulation pour une application embarquée. Deux approximations sont
possibles :
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– On peut utiliser une approximation linéaire des modèles d’observation et de transition (on
utilisera alors un filtre de Kalman étendu[Lewis 1986]). Cette approximation du modèle de
transition ne serait pas abusive, cependant, l’approximation gaussienne n’est pas justifiable
en utilisant les modèles de localisation bayésienne de la section 4.3.

– La seconde approximation envisagée est la séparation des estimations de position tem-
porelle et d’erreur de suivi. La position temporelle est estimée en utilisant l’heuristique
présentée ci-dessous. L’erreur de suivi est, quant à elle, estimée en supposant connue la
position temporelle, par un filtre bayésien implanté sous laforme d’un filtre à particules
(cf. section 2.3.4).

Approximation de l’estimation de position temporelle Pour s’affranchir du coût calculatoire
de l’application directe du filtre bayésien, il est préférable d’utiliser une approximation, grossière
mais efficace, pour estimer la position temporelle au cours du temps : tant que l’erreur de suivi
est suffisamment petite (|ξ(t)| ≤ ξlim), nous supposons que la trajectoire est exécutée de façon
synchrone par rapport à la trajectoire de référence, c’est àdire queτ(t + dt) = τ(t) + dt. Quand
l’erreur devient trop grande, on gardeτ constant, doncτ(t + dt) = τ(t).

L’hypothèse d’exécution synchrone tant que l’erreur est petite est une hypothèse classique
dans les algorithmes de suivi de trajectoire. C’est une hypothèse judicieuse car elle permet de
conserver a peu près les profils de vitesse prévus sur la trajectoire. Lorsque l’erreur augmente
de façon monotone, cela indique que quelque chose (limitations moteurs ou physiques) empêche
le suivi de la trajectoire. Il est donc inutile de continuer àfaire avancer l’index de la position
de référence tant que le système n’a pas rattrapé son retard.En pratique, cela se traduit par le
maintien deτ constant.

4.4.3 Conclusion

En utilisant le formalisme de la programmation bayésienne et en particulier la notion de
filtre bayésien, nous avons donc décrit un processus de localisation spatio-temporelle autour
d’une trajectoire sensorimotrice. Cette localisation, combinée avec les algorithmes de contrôle
présentés dans le chapitre 6, nous permettra de construire une application complète de suivi de
trajectoire sensorimotrice dans le chapitre 7.

Revenons maintenant sur un point laissé en suspend dans les paragraphes précédents. Même
si la distribution de probabilité sur la localisation temporelle initiale est fortement piquée, il
n’y a pas de garantie que l’observation courante corresponde effectivement à une partie deTsm.
Cependant, sans informations supplémentaires, il nous semble indispensable de commencer le
suivi comme si nous croyions à l’estimation initiale, tout en gardant à l’esprit que les observations
futures peuvent remettre en cause ou rendre invalide cette hypothèse de localisation initiale.

Pour pouvoir concrétiser ces notions de "croire", "remettre encause" ou "rendre invalide",
nous allons maintenant voir comment décrire la notion de confiance en soi dans le formalisme
bayésien et comment faire évoluer cette grandeur au cours dutemps en fonction des observations
réalisées par le robot.
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4.5 Qualité de la localisation et confiance en soi

En consultant la littérature, on découvre un grand nombre d’expérimentations implémentant
un cas particulier de navigation intentionnelle, que ce soit sous l’angle de l’automatique, de la
localisation ou de la planification. La plupart d’entre elles démontrent le succès de la navigation
intentionnelle par une analyse humaine des traces de la trajectoire. Il est très rare que le système
soit capable de prendre du recul sur sa réalisation, et diagnostique seul son succès ou son échec.
Dans cette section, nous allons décrire une approche probabiliste au diagnostic pour un robot
mobile navigant vers un objectif.

Définition 22 – Certitude Formellement, lacertitudedu système à l’instantt sera représentée
par la variable booléenne Cert(t) ∈ {0, 1} dont la sémantique est la suivante :

– lorsque Cert(t) = 1, le système est complètement sûr de sa localisation à l’instant t (on
peut donc supposer qu’il a accumulé une série d’indices le confortant dans son estima-
tion) ;

– au contraire, lorsque Cert(t) = 0, le système est presque sûr que ces hypothèses de loca-
lisation sont fausses. Plusieurs origines à cette situation sont envisageables : l’environne-
ment n’est plus reconnaissable, la localisation initiale était incorrecte. . .

Définition 23 – Confiance Nous nommeronsConfiance(ou Confiance en soi) la probabilité
que la certitude soit vraie :P (Cert(t) = 1), ce qui est équivalent à l’espérance de la certitude
E[Cert(t)]. On notera Confiance(t) la valeur de la confiance en soi à l’instantt.

La confiance en soi est donc une variable réelle comprise entre0 et1.

Le problème considéré dans cette section est le suivant : étant donné un modèle de l’envi-
ronnement et une séquence d’observations jusqu’à l’instant t, comment estimer la confiance de
système en lui-même Confiance(t).

Dans de nombreux problèmes où une estimation d’état est nécessaire, la comparaison de
modèles est utilisée pourdiagnostiquerl’état de confiance du système (voir par exemple[Murphy
1998] ou [Lerner et al. 2000]). Après en avoir décrit le principe, nous verrons comment la
comparaison de modèle peut être utiliser pour qu’un robot mobile estime sa confiance en lui au
fur et à mesure de ses observations.

Notations : Dans la suite de cette section, au tempst, nous considérerons un robot dont la
variable de localisation estXt et dont la variable d’observation est notéeZt. On notera de plus
Zt = Z0 . . . Zt.
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4.5.1 Comparaison de modèles

Supposons que l’on travaille avec une variableA qui peut être évaluée par deux modèles dif-
férents. Par exemple l’odométrie d’un robot à roue sera estimée différemment selon que ses pneus
sont dégonflés ou non. Pour décrire cette situation, on peut construire la distribution conjointe
suivante :

P (A Modèle) = P (Modèle)P (A | Modèle)

P (Modèle) exprime notrea priori sur le meilleur de ces modèles(a priori souvent uniforme en
pratique), etP (A | Modèle) permet d’évaluer la distribution de probabilité surA pour un modèle
donné. Ainsi, en utilisant la règle de Bayes, on peut calculer P (Modèle| [A = a]), c’est à dire,
étant donnée une observationa deA, quel est le modèle qui explique le mieuxA = a ?

P (Modèle| [A = a]) =
P (Modèle)P ([A = a] | Modèle)

P ([A = a])

4.5.2 Diagnostic récursif avec comparaison de modèle

a) La certitude comme variable de sélection

La certitude, définie plus haut, peut être utilisée comme unevariable de sélection de modèle :
un modèle qui exprime l’observation à laquelle le système peut s’attendre étant donné qu’il est
complètement sûr sa localisation, et un autre qui exprime l’observation attendue lorsqu’il est sûr
d’être perdu.

Formellement, on définitP (Zt | Cert(t)) de la manière suivante :
– Si Cert(t) = 0, puisque le système sait pertinemment qu’il ne sait rien sursa localisa-

tion, P (Zt | [Cert(t) = 0]) doit donc être une distribution qui exprime le minimum de
connaissancesa priori . En général, on choisit une distribution uniforme.

– Au contraire pour Cert(t) = 1, P (Zt | [Cert(t) = 1]) est définie par marginalisation sur
l’estimation courante de localisationP (X) :

P (Zt | [Cert(t) = 1]) =

∫

X

P (Zt | [X = x] [Cert(t) = 1])P ([X = x])dx (4.23)

De cette manière, on peut utiliser la règle de Bayes pour calculerP (Cert(t) | Zt).

P (Cert(t) | Zt) ∝ P (Cert(t))P (Zt | Cert(t))

b) Estimation récursive de confiance

L’estimation précédente de la certitude ne concerne qu’uneobservation à un instant donné et,
de ce fait, ne tient pas compte de l’historique des observations. Elle ne peut donc pas être utilisée
comme mécanisme d’estimation de la confiance en soi car celle-ci doit se construire au cours du
temps en accumulant des succès ou des désillusions.

Si on souhaite considérer l’estimation de confiance comme une estimation d’état au cours du
temps, l’outil qui vient naturellement à l’esprit est le filtre bayésien. Il nous faut donc un modèle
d’observation et un modèle de transition :
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– L’expression deP (Zt | Cert(t)) donnée par l’équation 4.23 fournit un modèle d’observa-
tion.

– Sans perte de généralité, on peut définir le modèle de transition P (Cert(t + dt) | Cert(t))
par le tableau suivant :

P (Cert(t + dt) | Cert(t)) =

C
er

t(t
)

Cert(t + dt)
0 1

0 1− λ δ
1 λ 1− δ

(4.24)

Les paramètresλ et δ seront nommés respectivementtaux de confianceet taux de doute
puisqu’ils expriment la quantité de probabilité passant respectivement deP (Cert = 0) à
P (Cert = 1) et deP (Cert = 1) à P (Cert = 0), entre deux instants. En général il est tout
à fait envisageable de choisir des valeurs différentes pources paramètres. Avecδ < λ on
définit un système qui a du mal à prendre confiance en lui. Par rapport au casδ = λ, il
faudra donc que les observations soient plus cohérentes avec le modèle –P (Zt | Cert(t))
plus probable – pour que la confiance augmente.

Expression complète du filtre : En utilisant les modèles ci-dessus, on obtient un estimateur
de certitude défini par l’expression :

P (Cert(t+dt) | Zt+dt) ∝ P (Zt+dt | Cert(t+dt))×
∑

Cert(t)

P (Cert(t + dt) | Cert(t))P (Cert(t) | Zt)

(4.25)
De l’expression ci-dessus, on déduit la confiance du systèmeen lui-même : Confiance(t) =
P (Cert(t) = 1 | Zt).

c) Fonctionnement de l’estimateur de confiance

−10 −8 −6 −4 −2 2 4 6

Z

X

0

FIG. 4.39: Système unidimensionnel pour illustrer les mécanismes de prise de confiance.

1.Système considéré Pour illustrer les mécanismes de prise de confiance que nous avons dé-
crits plus haut, et surtout en illustrer les faiblesses, nous avons choisi d’utiliser de nouveau
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un exemple trivial. Cependant, le système unidimensionnel et observable présenté dans la sec-
tion 4.3.3 n’est pas suffisamment complexe pour servir d’illustration. Nous considérerons donc
le système suivant : un robot unidimensionnel se déplaçant d’une unité par unité de temps, mais
seulement capable d’observer la distance signée qui le sépare du multiple de 4 le plus proche. Ce
système est illustré sur la figure 4.39.

Confiance
Position réelle (axe de droite)
Amer observé (axe de droite)
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FIG. 4.40: Évolution de la confiance au cours du mouvement.

2.Description de l’expérience Le mouvement que nous allons considérer est lui aussi très
simple : le robot commence en−9 avec une estimation de sa position gaussienne centrée sur
−9. A chaque pas de temps il avance d’une unité, fait une observation et l’utilise pour mettre
à jour son estimation de confiance et son estimation de position par l’intermédiaire d’un filtre
de Kalman. Tout se passe bien jusqu’à la position8 : les observations correspondent bien au
multiple de4 le plus proche de la position. A partir de l’observation8, le capteur tombe en panne
et retourne toujours la distance de la position courante à8.

3.Analyse des résultats L’évolution du robot et de ses observations est illustré parla figure
4.40, en parallèle avec l’évolution de la confiance. On observe que tant que les données cap-
teurs correspondent aux mesures la confiance augmente, puiscelle-ci chute lorsque le capteur ne
fonctionne plus.

Nous allons maintenant considérer trois instants particuliers de cette expérience, indiqués par
les lettresA, B etC sur la figure 4.40.
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FIG. 4.41: Situation A : estimation de l’état (à gauche) et comparaison des mesures prédites avec
la réalité.

Instant A : La figure 4.41 va nous permettre d’expliquer pourquoi la confiance augmente à
l’instantA. Connaissant son estimation de position (partie gauche de lafigure), le robot peut pré-
voir une distribution de probabilité sur les observations attenduesP (Z | [Cert= 1]), sur la partie
droite. Ensuite, au vu de l’observation réelle (flèche noire), il peut comparer la vraisemblance de
l’observation réelle avec ou sans certitude. Dans ce casP ([Z = z] | [Cert= 1]) étant nettement
supérieur àP ([Z = z] | [Cert= 0]), le modèle de prise de confiance est favorisé et la confiance
augmente.
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FIG. 4.42: Situation B : estimation de l’état (à gauche) et comparaison des mesures prédites avec
la réalité.

Instant B : La situationB (fig. 4.42) met en évidence une faiblesse de la prise de confiance
implantée avec seulement un mécanisme de comparaison de modèle. L’amer (le multiple de4)
observé est le même que dans la situationA. Ceci implique que le fait de prédire correctement
cette observation n’apporte pas plus d’information sur la vraisemblance de la localisation que
l’observation précédente, et donc que le robot n’a pas de raison d’avoir plus confiance en ses
hypothèses de localisation après cette observation. Toutefois, avec un mécanisme de comparaison
de modèle simple, l’évolution de la confiance n’est gouvernée que par la cohérence entre la
prédiction et l’observation. Avec cette définition de la confiance, il est donc normal que le robot
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prenne confiance en lui à cet instant, même si ce n’est ni justifié ni judicieux. Nous verrons par
la suite un mécanisme capable de gérer la prise de confiance demanière plus judicieuse.
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FIG. 4.43: Situation C : estimation de l’état (à gauche) et comparaison des mesures prédites avec
la réalité.

Instant C : En réponse à la situationA, la situationC (fig. 4.43) permet de comprendre pour-
quoi la confiance décroît. A cet instant, l’observation réalisée est en désaccord complet avec
l’observation prédite par le modèle de certitude. On a donc

P ([Z = z] | [Cert= 1]) < P ([Z = z] | [Cert= 0])

ce qui favorise le modèle de doute et, ainsi, fait diminuer laconfiance.

4.5.3 Prise de confiance en fonction de l’innovation

L’estimation de confiance présentée dans la section précédente fonctionne de façon très satis-
faisante dans l’ensemble. Cependant, on peut regretter un comportement qui apparaît lorsque le
robot est immobile : si, à ce moment, l’observation est bien expliquée par le modèle “confiant”,
la confiance en soi converge rapidement vers1. Ce comportement n’est pas satisfaisant car la
confiance ne devrait pas changer sans percevoir de nouvelle information .

Comme nous sommes convaincus que la confiance en soi ne doit augmenter que lorsque le
système est capable de prédire une observation qui ne résulte pas directement de l’observation
précédente, nous avons décidé de modifier légèrement le modèle précédent de façon à implémen-
ter le comportement désiré.

a) Modèle d’observation

Au lieu d’utiliser la certitude comme variable de sélectionde modèle, on introduit une nou-
velle variable de sélection :Modèle∈ {0, 1, 2}. A partir de cette variable, on construit un nou-
veau modèle d’observationP (Z(t) | Modèle) tel que :

– P (Z(t) | [Modèle= 0]) est une distribution uniforme (équivalent àP (Z | [Cert(t) = 0]
dans le modèle précédent).
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– P (Z(t) | [Modèle= 1]) = P (Z(t) | Z(t′) U(t′)) exprime l’observation attendue connais-
sant seulement l’observation précédente et le déplacemententre les deux observations.

– P (Z(t) | [Modèle= 2]) = P (Z(t) | L) exprime l’observation attendue avec toute l’infor-
mation disponible, c’est à dire la localisation et un modèlede l’environnement (équivalent
àP (Z | [Cert(t) = 1] dans le modèle précédent).

A partir de ce modèle et d’una priori uniformeP (Modèle), on définit une distribution conjointe
P (Z(t) Modèle) = P (Modèle)P (Z(t) | Modèle), dont on peut déduireP (Modèle | Z(t)) en
utilisant de nouveau la règle de Bayes.

b) Modèle d’évolution de la confiance

Pour touti ∈ {0, 1, 2}, nommons

Mi = P ([Modèle= i] | Z(t)) et Qi = log(
Mi

M0

)

ConnaissantQ1 et Q2, nous pouvons prédire comment la confiance devrait évoluer,et en
déduire un modèle probabiliste qui implémente ce comportement. On peut distinguer trois modes
distincts dans ce dernier :

Mode 0 : Si Q2 < 0, la prédiction d’observation connaissant la localisationet un modèle de
l’environnement est pire qu’une prédiction sans connaissancea priori. De même que dans
la section 4.5.1, la confiance du système en lui-même doit décroître. PlusQ2 est éloigné de
0, plus la prédiction est mauvaise, et en conséquence, plus laperte de confiance doit être
importante.

Mode 1 : Si Q1 ≥ Q2 ≥ 0, la prédiction d’observation connaissant uniquement l’observation
précédente et le mouvement est meilleure qu’avec une connaissance complète. Cela si-
gnifie que l’observation courante ne reflète aucune innovation par rapport à l’observation
précédente. Comme il n’y a pas de raison de changer la confiancesans nouvelles preuves,
celle-ci doit rester constante.

Mode 2 : Si Q2 > Q1 et Q2 ≥ 0, l’observation courante est non seulement mieux prédite
par le modèle résultant d’une connaissance complète, mais elle traduit aussi une certaine
innovation par rapport à l’observation précédente. Cette capacité à prédire une observation
inattendue doit augmenter la confiance en soi. De plus, une grande différence entreQ2

et Q1 implique que l’observation courante était vraiment difficile à prédire connaissant
uniquement l’observation précédente. Donc la prise de confiance devrait être d’autant plus
grande que la différenceQ2 −Q1 est importante.

Pour faire le choix entre ces modes, surtout lorsque les valeurs sont proches, on introduit une
variableM ∈ {0, 1, 2} qui correspond au mode et on définit une relationP (Q1 Q2 | M) entre
M et le couple(Q1, Q2), de façon à obtenir les distributions présentées dans la figure 4.44.

Pour implanter ce comportement, on utilise le programme bayésien défini dans la figure 4.45.
Ce programme est fondé sur une définition deP (Cert(t) | Cert(t′)MQ1Q2) similaire à l’équation
4.24, à la différence que letaux de douteδ et letaux de confianceλ sont maintenant des fonctions
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P(Q1 Q2 | M = 0)
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FIG. 4.44: Choix du modeM en fonction des valeurs de Q1 et Q2.

deM , Q1 etQ2.

δ(Q1, Q2,M) =

{

0 si : M 6= 0
−kδ.Q2 sinon

(4.26)

λ(Q1, Q2,M) =

{

0 si : M 6= 2
kλ.(Q2 −Q1) sinon

(4.27)

(4.28)
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Variables Pertinentes
Cert(t) : Certitude à l’instantt
Cert(t′) : Certitude à l’instantt′

M : Mode d’évolution de la confiance
Q1, Q2 : Observations, comme définies dans 4.5.3

Décomposition
P (Cert(t) Cert(t′) M Q1 Q2) =

P (Q1 Q2) P (Cert(t′))P (M | Q1 Q2)P (Cert(t) | Cert(t′)M Q1 Q2)
Formes Paramétriques

P (Q1 Q2) : Non définie
P (Cert(t′)) : Résultat de l’itération précédente
P (Cert(t) | Cert(t′) M Q1 Q2) : Voir sec. 4.5.3
P (M | Q1 Q2) : idem

Identification :
kδ etkλ sont ajustés de manière empirique.

Question :
P (Cert(t) | Q1 Q2)

FIG . 4.45:Programme bayésien pour l’estimation récursive de confiance en soi

c) Fonctionnement de l’estimateur de confiance

Nous allons maintenant reprendre le système unidimensionnel utilisé plus haut pour illustrer
la prise de confiance par comparaison de modèle et appliquer notre estimateur de confiance sur la
même expérience. La figure 4.46 rappelle le mouvement du robot et les amers observés en paral-
lèle avec la nouvelle estimation de confiance. De manière qualitative, on voit immédiatement que
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FIG. 4.46: Évolution de la confiance au cours du mouvement.

la confiance augmente beaucoup moins vite, et surtout qu’elle n’augmente que lorsqu’un nouvel
amer est observé. On obtient donc le comportement désiré.
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FIG. 4.47: Situation A’ : estimation de l’état (à gauche), comparaison des mesures prédites avec
la réalité (milieu) et probabilités des modèles (à droite).

Comme précédemment, nous allons nous intéresser à trois instants particuliers de cette tra-
jectoire, indiqués par les lettresA′, B′ et C ′ sur la figure 4.46. L’instantA est ajouté pour com-
paraison. Il correspond à l’instantA de la figure 4.40.

Instant A′ : Dans la situationA′ (fig. 4.47), le robot possède une connaissance tri-modale de
sa position. A partir de cette connaissance, il peut construire une distribution de probabilité sur
les observations attendues. Comme pour la comparaison de modèles simples, cette distribution
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est comparée à la distribution uniforme (graphe du milieu).Cependant, elle est aussi comparée
à la prédiction qui peut être faite connaissant l’observation précédente et le déplacement du
robot. Pour cette situation, l’observation correspond à unnouvel amer : la prévision à partir de
l’amer précédent ne correspond donc pas du tout à cette observation. Ainsi, lorsqu’on calcule la
distribution de probabilité sur le modèle le plus vraisemblable, le modèle2 domine nettement les
autres, ce qui justifie l’augmentation de la confiance.

Par rapport à la méthode précédente, nous pouvons remarquerque la première augmentation
de la confiance se produit beaucoup plus tard (instantA, dans la figure 4.40). Il faut en effet
attendre la première observation d’un nouvel amer, c’est à dire l’instantA′.
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FIG. 4.48: Situation B’ : estimation de l’état (à gauche), comparaison des mesures prédites avec
la réalité (milieu) et probabilités des modèles (à droite).

Instant B′ : Au contraire de la situationA′, la situationB′ (fig. 4.48) présente une situation où
la confiance n’augmente pas. Ceci est dû principalement à la bonne prédiction de l’observation
courante à partir de l’observation précédente. Le modèle1 est donc le plus vraisemblable, ce qui
provoque la stabilité de la confiance. Notons toutefois que cette stabilité n’est possible que parce
que l’observation courante est tout de même bien prédite parle modèle2.
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FIG. 4.49: Situation C’ : estimation de l’état (à gauche), comparaison des mesures prédites avec
la réalité (milieu) et probabilités des modèles (à droite).

Instant C ′ : Finalement, dans la situationC ′ (fig. 4.49), le robot fait une observation tout
à fait prévisible à partir de l’observation précédente, mais complètement incompatible avec la
prévision utilisant le modèle de capteur (modèle2). Cette situation est caractéristique d’une
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incapacité du système à prédire le monde qui l’entoure et il est normal qu’il perde alors confiance
en lui.

4.5.4 Discussion

Dans cette section, nous avons présenté les principes d’un filtre bayésien pour l’estimation
de confiance d’un système autonome. L’application de ces principes n’ont été illustrés ici que
sur un cas d’école. L’implantation d’un mécanisme de prise de confiance sur notre robot réel, le
CyCab, sera présentée dans le chapitre 7 sur l’intégration logicielle.

Le message fondamental de cette section est la définition de la confiance d’un système
autonome comme sa capacité à utiliser ses connaissances sursa localisation et sur son en-
vironnement pour prévoir ses observations.

Cependant, ce mécanisme d’estimation de la confiance pose encore quelques questions qui
ne seront pas traitées dans cette thèse. Tout d’abord, dès que l’on met en place une procédure de
diagnostic en ligne sur un robot mobile, un ensemble de questions se pose naturellement : doit-on
ajouter un système de diagnostic du diagnostic ? Si oui, un diagnostic du diagnostic du diagnostic
est-il lui aussi nécessaire ? Comment évaluer le gain en robustesse apporté par le diagnostic et
comment évaluer la robustesse du diagnostic lui-même ?

On se pose ensuite la question de l’utilisation du diagnostic : comment utiliser intelligemment
le diagnostic ? Faut-il replanifier une trajectoire ou justeralentir ? Faut-il l’utiliser dans le cadre
d’une interaction avec un opérateur humain ?

Relation entre confiance et diagnostic Les variables de diagnostic et la certitude étant des
variables booléennes utilisées pour analyser des relations entre d’autres variables, on peut se
demander si la similarité entre ces deux concepts n’est pas plus profonde. Tout d’abord, il est
clair que si une relation existe, alors la variable de certitude est un cas particulier de variable de
diagnostic.

Théoriquement, on peut considérer que la certitude est une variable de diagnostic qui évalue
la cohérence entre une observationZ et un modèleModèle. Cependant, pour spécifier le modèle
de diagnostic correspondant, il faudrait exprimerP (Cert | Z Modèle). Malheureusement, si nous
avons dû définir les stratégies de comparaison de modèles présentées plus haut, c’est parce qu’il
nous paraît impossible d’exprimer directement cette distribution.

Par ailleurs, l’essence de la notion de confiance en soi, telle que nous l’avons définie, est l’ac-
cumulation d’information dans le temps. Au contraire les modèles de diagnostic ne contiennent
aucune référence au temps.

Au vu de ces quelques remarques, il nous semblerait abusif devouloir rassembler les notions
de confiance et de diagnostic. Ces notions utilisent effectivement des outils similaires, toutefois,
elles sont conceptuellement et sémantiquement bien différentes.
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4.6 Conclusion

Dans ce chapitre, nous avons cherché à répondre à la questionde la localisation d’un robot
mobile pour la réalisation d’une tâche de navigation. Notreréponse se décompose en trois vo-
lets : la localisation par rapport à une carte d’amers, la localisation par rapport à une trajectoire
sensorimotrice et l’estimation de la qualité de la localisation par un indicateur de confiance.

La localisation par rapport à une carte d’amers est un problème dont la principale difficulté
est l’identification d’un ensemble d’observations indistinguables. Pour optimiser le processus
de mise en correspondance par graphes de correspondances, nous proposons d’identifier les tri-
angles formés par des triplés d’amers. Cette identification résolue, il est alors aisé de calculer
une estimation aux moindres carrés de la position du robot. Cependant, le processus déterministe
d’identification par graphes de correspondances n’étant pas capable de gérer de façon satisfai-
sante les situations d’ambiguïté perceptive, nous avons montré comment décrire le problème
de localisation sous forme d’inférence bayésienne sans réaliser une identification explicite des
observations. Dans ce contexte, nous avons explicité l’intérêt d’utiliser des modèles capteurs ex-
primer sous forme de modèle de diagnostic pour améliorer la robustesse de la localisation aux
fausses observations.

Nous avons vu ensuite comment exprimer et résoudre le problème de la localisation sur une
trajectoire sensorimotrice. Cette section nous a permis de présenter une expression alternative de
la localisation, sans carte, uniquement fondée sur la mémorisation d’une séquence sensorimo-
trice.

Finalement, nous avons terminé par un aspect essentiel, et pourtant peu abordé, de la locali-
sation : l’analyse de la qualité de la localisation au cours du mouvement. L’approche choisie pour
faire ce diagnostic mesure la cohérence entre les observations réalisées par les capteurs et la re-
présentation interne de l’espace. Cette prise de recul par rapport aux algorithmes de localisation
nous paraît indispensable et essentielle : aucune méthode de localisation ne peut être infaillible
car tout algorithme est construit sur la base d’un modèle et donc d’une simplification de la réalité.

Les prochains chapitres vont nous permettre de traiter deuxquestions laissées en suspens
dans ce chapitre : d’une part, la construction autonome d’une carte des amers présents dans
l’environnement au cours du mouvement (chap. 5), et d’autrepart, la génération effective de
commande pour déplacer le robot vers l’objectif de sa navigation (chap. 6).



Chapitre 5

Construction d’une carte

5.1 Introduction

Dans le chapitre sur la localisation, nous avons supposé l’existence d’une carte, ou plus gé-
néralement d’un modèle de l’environnement. Ce modèle était alors utilisé comme référence par
nos algorithmes de localisation.

Le problème qui va nous préoccuper dans ce chapitre est la construction autonome d’une
carte de l’environnement par un robot mobile.La principale source de complexité de ce pro-
blème provient de la nécessité de construire la carte pendant l’exploration de l’environnement,
en utilisant cette carte imparfaitement connue pour la localisation.

De nombreux travaux sur la construction de carte ont déjà étéréalisés et publiés. Nous allons
donc commencer ce chapitre par un tour d’horizon des principales méthodes existantes : grilles
d’occupation, cartes stochastiques et cartes d’invariants.

Nous mettrons ensuite en évidence la forte adéquation entreles cartes d’invariants et l’algo-
rithme de mise en correspondance par graphe de correspondances (cf. section 4.2), et nous mon-
trerons comment implanter efficacement un algorithme combinant graphes de correspondances
et construction d’une carte d’invariants.

5.2 Étude bibliographique

Avant de commencer cette étude, nous devons d’abord introduire deux notions antagonistes :

Une carte dense d’un espace Eest une fonction qui associe à tout point de E une information
sur ce point. Intuitivement une carte de randonnée, indiquant l’altitude et la végétation
en tout point, est une carte dense. Ce type de carte est très riche en informations, mais
en contrepartie, très coûteux en terme de volume de stockage. En général, en robotique,
les cartes denses sont utilisées dans les algorithmes de planification de trajectoire, et plus
rarement dans les algorithmes de localisation.

Une carte d’amers sur un espace En’est une description que d’une sous-partie de E, généra-
lement de mesure nulle et présentant un intérêt particulier: les amers. Intuitivement, une
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carte routière est une carte d’amers, car elle ne décrit que les villes et les routes, mais ne
dit rien sur l’espace situé en dehors de ces amers. Ce type de carte est très synthétique, peu
volumineux, mais ne fournit qu’une vue partielle de l’environnement. Une carte d’amers
est généralement utilisée et spécialisée pour la localisation.

Ces deux types de cartes étant complètement différents, les méthodes permettant leur estima-
tion au cours du mouvement sont, comme nous allons le voir, complètement différentes.

Toutefois, il ne serait sans doute pas judicieux de considérer une des représentations comme
meilleure que l’autrea priori. Dans le cadre d’une application complète, prévoyant à la fois de
planifier des trajectoires et de se localiser avec précision, il peut être intéressant d’utiliser en
parallèle ces deux représentations. C’est ce que nous avons choisi d’implanter sur notre plate-
forme expérimentale. Les résultats correspondants serontprésentés dans le chapitre 7.

5.2.1 Estimation d’une carte dense : les grilles d’occupation

Depuis une quinzaine d’année, lagrille d’occupation1 présentée par A. Elfes[Elfes 1989]
est un outil très utilisé pour la construction de carte en robotique mobile.

L’objectif d’une grille d’occupation est l’estimation de l’état d’occupation de chaque point
de l’espace de travail. Elle fournit une carte métrique, en général allocentrée, de l’environnement
du robot.

1.Définition La grille d’occupation est un découpage de l’espace dans lequel évolue le robot
mobile (typiquement 2-D ou 3-D) en un ensemble decellules. On cherche à estimer la probabilité
qu’un objet quelconque (mur, humain ...) occupe chacune de ces cellules, à partir de mesures
fournies par un capteur. Cette estimation se fait de manière incrémentale, en considérant une à
une les différentes observations.

2.Hypothèse d’indépendance des cellulesLa principale hypothèse des grilles d’occupation
est que l’état de chaque cellule est supposé indépendant de l’état des autres cellules, connaissant
la séquences des observations déjà réalisées. Ainsi la complexité de l’estimation de la grille
complète est “cassée” : grâce à cette propriété, la probabilité d’occupation de chaque cellule peut
être estimée indépendamment de celle des cellules voisines.

Estimer la grille complète revient à appliquerN fois l’estimation d’une seule cellule,N étant
le nombre de cellules composant l’environnement complet durobot.

Si cette hypothèse est nécessaire pour assurer une estimation de la grille d’occupation en un
temps raisonnable, elle peut entraîner un manque de précision des cartes obtenues.

3.Utilisation des grilles d’occupation La figure 5.1 montre un exemple typique d’utilisation
des grilles d’occupation : la modélisation en deux dimensions d’environnements statiques et
structurés[Thrun 1998b]. Cette modélisation est allocentrée, puisqu’elle se fait dans un repère
extérieur au robot. Sur cette figure, obtenue sur simulateur, la hauteur d’un point correspond à la

1Occupancy Griden anglais.
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FIG. 5.1: Exemple de grille d’occupation obtenue sur simulateur [Thrun 1998b]. La hauteur d’un
point représente la probabilité d’occupation de la cellule. Dans cet exemple, l’environnement du
robot mesure 105 mètres par 63.

probabilité d’occupation de la cellule correspondante. Pour construire l’ensemble de la carte, le
robot a parcouru son environnement pendant 45 minutes, la grille étant mise à jour à chaque ob-
servation des capteurs. Pour obtenir une telle précision, le simulateur considérait une odométrie,
et donc une localisation du robot, parfaite. Les imprécisions d’un capteur de type sonar étaient
quant à elles prises en compte. Les résultats obtenus avec unvrai robot sont, bien entendu, moins
précis, compte tenu des erreurs de localisation.

À partir de cette représentation, la localisation du robot dans son environnement, la planifi-
cation et l’exécution de trajectoire peuvent être réalisées. Les grilles d’occupation ont ainsi été
à la base de visites guidées d’un musée, un robot jouant le rôle du guide[Buhmann et al. 1995,
Thrun et al. 2000].

Une des grandes qualités des grilles d’occupation provientde leur estimation incrémentale.
Il est donc facile de tenir compte d’une succession d’observations capteur pour construire la
grille. Cette qualité peut être utilisée pour filtrer les objets dynamiques d’une série d’observations
capteur[Yamauchi & Langley 1997]. Dans cet exemple, le but de l’application était la localisation
dans un environnement comportant des objets mobiles. La carte de l’environnement statique avait
été préalablement construite.

4.Bilan Les grilles d’occupation fournissent une carte dense de l’environnement non résumée
aux amers, et donc très bien adaptée à la planification de trajet. Cependant, pour être efficace et
précise, cette carte nécessite un système de localisation précis. Le principal défaut des représen-
tations par grilles d’occupation est leur coût calculatoire dans le cas général, et dans une moindre
mesure, leur précision limitée à la résolution de la grille.
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5.Construction de carte en utilisant la logique floue Les grilles d’occupations reposent sur
une modélisation probabiliste du problème de constructionde carte. De façon alternative, il est
possible d’utiliser des techniques reposant sur la logiquefloue pour obtenir une sémantique et
des résultats similaires[Oriolo et al. 1997; 1998].

5.2.2 Estimation d’une carte d’amers

Contrairement aux grilles d’occupation, les techniques de construction d’une carte d’amers
ne cherchent pas à estimer l’état complet de l’environnement, mais juste celui des amers.

On peut soit estimer directement l’état des amers, c’est le principe des cartes stochastiques,
soit estimer des propriétés dont on pourra déduire cet état,c’est le principe des cartes d’invariants.

a) Carte stochastique et filtre de Kalman

La difficulté de la construction autonome d’une représentation de l’environnement provient
de la nécessité de maintenir à la fois une estimation de la position du robot et une estimation
de la carte. C’est le problème, désormais classique, du SLAM (Simultaneous Localization And
Mapping [Dissanayake et al. 2001, Leonard & Durrant-Whyte 1991]) ou CLM (Concurrent
Localization and Mapping[Newman 1999]).

1.Définition Pour résoudre le problème du SLAM, l’approche classique consiste à construire
une carte stochastique2. Une carte stochastique est une variable probabiliste réunissant l’état de
tous les amers, ce qui implique que cet état doit pouvoir êtredécrit par une variable réelle. Dans
le contexte du SLAM, puisqu’il est aussi nécessaire d’estimer la position du robot, cet état est
généralement inclus dans la variable stochastique.

Pour illustrer les dernière avancées dans le domaine du SLAM, on peut citer, en particulier,
les travaux de Durrant-Whyte[Dissanayake et al. 2001, Newman 1999, Williams et al. 2003], de
Nebot[Guivant et al. 2002, Guivant & Nebot 2001; 2002]ou de Thrun[Montemerlo et al. 2002,
Thrun 2002].

2.Estimation d’une carte stochastique L’outil idéal pour estimer l’état d’une variable gaus-
sienne observée au cours du temps est le filtre de Kalman.

Étant donné un modèle d’observation et un modèle de transition (cf. section 2.3.3), le filtre
de Kalman estime l’état de la carte le plus probable au vu de toutes les observations réalisées.

Dans le contexte du SLAM, le modèle de transition est assez immédiat : pour la partie de
la variable correspondant à l’état du robot, on utilise le modèle cinématique de ce dernier, et
pour les amers, on les suppose immobiles. Le modèle d’observation peut, quant à lui, être plus
compliqué, car il est construit à partir du modèle de capteuret des positions estimées du robot et
des amers.

2Une variable stochastique est une variable probabiliste réelle, éventuellement multidimensionnelle, associée à
une distribution de probabilité gaussienne.
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3.Illustration de l’algorithme d’estimation La figure 5.2 illustre le principe du SLAM en
utilisant une carte stochastique : en évoluant dans le mondephysique, le robot collecte des in-
formations, à la fois sur son mouvement (odométrie) et sur les amers (pyramides en haut de la
figure 5.2).

Ces informations sont ensuite fusionnées dans un filtre de Kalman (si les modèles de transi-
tion ou d’observation ne sont pas linéaires, on utilise un filtre de Kalman étendu et des modèles
linéarisés) afin d’obtenir une représentation stochastique conjointe de l’environnement et de l’état
du robot. Cette gaussienne est caractérisée par une moyenne donnant l’état conjoint le plus pro-
bable et une matrice de covariance, représentant l’incertitude associée à cette connaissance de
l’environnement.

Le bas de la figure 5.2 donne une représentation intuitive approchée de l’information conte-
nue dans la carte stochastique sur l’état de l’environnement : il s’agit de la densité de probabilité
de la position d’un amer. On y trouve quatre modes qui correspondent aux quatre amers présents
dans l’environnement : la position de l’amer “A” est connue beaucoup plus précisément que celle
de l’amer “C”, et pour les amers “B” et “D”, le filtre n’a pu estimer qu’une seule dimension avec
précision.

4.Bilan La plupart des articles sur le SLAM cités plus haut utilisentla notion de carte stochas-
tique et un mécanisme de mise à jour inspiré du filtre de Kalman. Ces algorithmes présentent
l’avantage de générer une estimation précise de la carte desamers.

Le principal défaut de cette approche est son coût calculatoire. En effet, dans la formulation
du filtre de Kalman, il est nécessaire d’inverser une matricede mêmes dimensions que la ma-
trice de covariance de l’état. Si on nommen la dimension de la carte stochastique, la complexité
a priori de cette inversion estO(n3). Or, pour un système évoluant dans un environnement rela-
tivement grand, le nombre d’amers peut rapidement devenir important, et ainsi rendre le coût de
l’inversion incompatible avec une application temps-réel.

Pour contrer ce défaut des cartes stochastiques, des moyensd’alléger le coût calculatoire
de la mise à jour ont été proposés, en particulier par l’équipe de Nebot[Guivant et al. 2002,
Guivant & Nebot 2001; 2002]. Grossièrement, il s’agit de maintenir à la fois une estimation de
l’environnement global et de l’environnement local. L’environnement local est mis à jour avec
chaque observation. Cette mise à jour est peu coûteuse car la taille de cet environnement est
petite et bornée. Cette estimation locale est ensuite insérée dans l’estimation globale lorsqu’elle
contient suffisamment d’information. Cette opération est coûteuse mais n’est réalisée que de
temps en temps.

Par ailleurs, la description de l’état de la carte par une matrice de covariance est à l’origine
d’une spécificité des cartes stochastiques : cette matrice traduit l’existence de liens de dépen-
dance probabiliste – ou corrélations –, non seulement entrel’état du robot et la carte, mais aussi
entre les amers eux-mêmes. L’intérêt de ces corrélations est qu’elles permettent de transmettre
l’information d’un bout à l’autre de la carte. En effet, lorsqu’on observe un amer, le filtre de
Kalman affine non seulement sa connaissance sur l’état de cetamer, mais aussi, grâce aux corré-
lations, sur l’état global de la carte et même sur l’état du robot.

Ces liens de dépendance sont à la fois précieux et dangereux. Ils sont précieux quand ils per-
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mettent de répartir dans toute la carte la connaissance acquise par une observation. Ils sont aussi
dangereux car ils vont diffuser dans toute la carte l’erreurde mise à jour due à une observation
mal interprétée, et ainsi transformer une erreur locale en incohérence globale de la carte.

b) Carte d’invariants géométriques

Comme nous venons de le voir, la construction d’une carte d’amers en utilisant une carte
stochastique présente deux spécificités qui la rendent indésirable : son coût calculatoire et son
manque de robustesse aux observations incorrectes ou incorrectement identifiées. Nous allons
maintenant considérer une approche de construction de carte motivée par ces problèmes et parti-
culièrement intéressante par la représentation originalede l’espace qu’elle implique.

1.Le filtre relatif En 1997, M. Csorba ([Csorba & Durant-Whyte 1997a]) a présenté un nouvel
algorithme de SLAM : leFiltre Relatif3. Au lieu de construire une carte absolue corrélée avec la
position du robot, il propose de construire une carte de primitives indépendantes de la position
du robot : les primitives invariantes. De cette manière, la variable aléatoire décrivant la carte est
indépendante de celle décrivant l’état du robot.

Alors que l’algorithme classique du SLAM recherche les corrélations, le filtre relatif les évite
à tout prix en s’assurant que les variables aléatoires correspondant aux primitives invariantes sont
indépendantes. Cette indépendance est obtenue en ne mettantà jour que l’état d’une partie des
primitives invariantes après chaque observation. La thèsede Csorba[Csorba & Durant-Whyte
1997b]et l’article de Deans[Deans & Hebert 2000]donnent plus de détails sur cette spécificité
du filtre relatif.

2.Le filtre à projection géométrique (FPG) En 1999, P. Newman[Newman 1999]a étendu
ce filtre pour obtenir le Filtre à Projection Géométrique4 (FPG) qui fournit un moyen de re-
construire une carte d’amers cohérente à partir des primitives relatives issues du filtre relatif de
Csorba. Finalement, M. Deans[Deans & Hebert 2000]à fait faire un pas de plus au FPG en
en développant une version non linéaire. En résumé, le FPG fournit un filtre efficace et précis
malgré les approximations qu’il implique, et légers en terme de complexité calculatoire.

3.Fonctionnement du FPG En réponse à la figure 5.2, la figure 5.3 illustre le fonctionnement
du filtre à projection géométrique.

Contrairement à l’algorithme classique du SLAM où l’état desamers était estimé directe-
ment, seules les distances entre les amers sont estimées parle filtre relatif, car ce sont les primi-
tives invariantes pour ce système.

A partir des observations, le filtre relatif estime, grâce à des filtres de Kalman unidimension-
nels, les longueurs des segments observables dans l’environnement. Ces estimations vont donc
être connues avec une précision quantifiée (fig. 5.3, milieu).

3Relative Filter.
4Geometric Projection Filter.



98 CHAPITRE 5. CONSTRUCTION D’UNE CARTE

A B

D
C

Monde physique

⇓ Observation + Filtre Relatif ⇓

BD

AC

CD
AD
BC
AB
Segments

Représentation relative de l’environnement

⇓ Filtre à Projection Géométrique ⇓

A B

C

D

Représentation absolue de l’environnement

FIG. 5.3: Principe de base de l’estimation de carte par FPG.
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Pour obtenir une représentation plus lisible, et utilisable pour la localisation absolue du ro-
bot, l’ensemble de segments estimés par le filtre relatif doit être converti en un ensemble d’amers,
c’est le rôle de la partieprojection géométriquedu FPG. En utilisant des techniques d’optimisa-
tion multidimensionnelle (Levenberg-Marquardt par exemple), on peut construire un ensemble
d’amers dont les inter-distances sont aussi proches que possible de celles estimées (fig. 5.3, bas).
Pour un ensemble d’amersL = {Li, i = 1 . . . n}, on veut trouver

L? = argmin
L

∑

i,j

(d(Li, Lj)− d̂(Li, Lj))
2

oùd(Li, Lj) est la distance entreLi etLj et d̂(Li, Lj) est la distance estimée.
Puisque les segments estimés par le filtre relatif ne dépendent pas de la position du robot,

il existe une transformation planaire libre entre la carte absolue résultant de l’optimisation et la
réalité. Afin de déterminer uniquement ces paramètres libres, nous avons choisi de considérer que
le premier amer ajouté à la carte absolue l’est à sa position réelle. Ceci fixe la translation libre.
Pour la rotation libre, nous la déterminons en fixant la direction entre le premier et le second
amer.

4.Bilan Le Filtre à Projection Géométrique est un algorithme efficace et robuste d’estimation
d’une carte d’amers. Ces deux propriétés sont dues principalement à l’absence de corrélations
dans la carte. En contrepartie, l’information y circule moins bien, et chaque observation n’ap-
porte qu’une information locale qui ne se propage pas dans lereste de la carte. Pour obtenir un
même niveau de précision, il faudra donc faire plus d’observations avec le FPG qu’avec une carte
stochastique et un filtre de Kalman.

Par ailleurs, l’intérêt conceptuel de ce filtre est la représentation de l’espace original qu’il
construit. Au lieu de référencer tous les objets par rapportà un point de référence unique et
arbitraire, il ne retient de l’espace que les relations entre les objets.

5.3 Intégration de la mise en correspondance : le FPGMCI

Les algorithmes d’estimation d’une carte d’amers présentés dans notre étude bibliographique
ont tous les deux une hypothèse fondatrice en commun : les observations qu’ils traitent sont
identifiées. Ainsi, il est facile de comparer l’observationet l’estimation d’un amer et d’en déduire
la mise à jour à effectuer.

Toutefois, comme nous l’avons vu en section 4.2, l’identification des observations est un réel
problème, relativement coûteux en termes de ressources calculatoires.

Notre objectif, dans cette section, est de montrer comment intégrer de façon harmonieuse et
efficace le processus d’identification des observations dans l’algorithme d’estimation de carte.

5.3.1 Choix des algorithmes

Si on met en parallèle l’algorithme de mise en correspondance par graphe de correspon-
dances, présenté en section 4.2, et les algorithmes d’estimation de carte présentés plus haut, on
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constate une très forte adéquation entre le Filtre à Projection Géométrique et la technique des
graphes de correspondances. En effet, les propriétés invariantes sont non seulement à la base de
notre méthode de mise en correspondance, mais aussi à la basedu FPG.

Dans la suite, nous allons voir comment, avec des structuresde données adaptées, la mise
en correspondance et la construction de carte d’invariantspourront être fusionnées en un seul
processus cohérent que nous appellerons le Filtre à Projection Géométrique avec Mise en Cor-
respondance Intégrée (FPGMCI).

Notons que si nous avions choisi d’utiliser un algorithme deSLAM fondé sur une carte sto-
chastique, il aurait alors été plus judicieux d’utiliser une mise en correspondance de type JCDA,
qui, dans son implantation usuelle, est particulièrement bien adaptée à l’utilisation de données is-
sues de cartes stochastiques[Christensen 2002, Leonard & Durrant-Whyte 1991, Neira & Tardos
2001].

5.3.2 Principe du FPGMCI

Pour implanter le FPG tel que présenté dans la section 5.2.2 et dans[Deans & Hebert 2000],
nous avons besoin d’estimer et de mettre à jour deux structures de données principales : la base
de données (ou carte) relative (BDR), c’est a dire la liste des primitives invariantes, et la carte
absolue des amers (CAA), qui n’est autre que l’estimation despositions des amers dans un repère
absolu. Après chaque observation, certaines primitives dela BDR seront mises à jour, et de temps
en temps, la carte absolue est mise à jour en utilisant la BDR.

Comme nous l’avons vu, la mise en correspondance par graphe decorrespondances utilise
une base de données de primitives invariantes dans laquelleles primitives observées sont recher-
chées. Dans la suite de cette section, nous verrons que la structure construite par le FPG peut être
utilisée directement comme base de données pour la mise en correspondance.

1.Cartes relatives A la différence de[Deans & Hebert 2000], nous avons choisi d’estimer deux
bases de données relatives : une pour stocker les paires d’amers et les distances les séparant, et
une pour stocker les triplés d’amers et les triangles qu’ilsforment. La figure 5.5 permet de mieux
se représenter ces structures.

2.Construction de la carte Quand un nouvel amer est observé, sa position dans le repère ab-
solu est estimée à partir de la position estimée du robot. L’amer est ensuite inséré à cette position
dans la carte absolue. Il est seulement nécessaire de l’insérer dans un voisinage de sa “position
réelle” car le processus d’optimisation du FPG ajustera sa position plus tard. Ensuite, les primi-
tives invariantes mettant en jeu cet amer sont calculées et ajoutées à la BDR. En pratique, on
n’ajoute que les segments et triangles correspondant à des amers qui ne sont pas trop éloignés les
uns des autres, car les amers trop éloignés ont peu de chancesd’être observés simultanément.

3.Salle d’attente Dans un environnement réel, même avec un capteur presque parfait, il peut
arriver que des amers inexistants soient détectés. Afin d’éviter d’insérer ces amers fantômes dans
la carte absolue, nous avons instancié un mécanisme de salled’attente. En pratique, nous utilisons
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deux bases de données spécifiques, de structure identique aux cartes relatives et absolues pour
stocker les amers dont nous ne sommes pas encore sûr de l’existence. Une des bases de données
servira à stocker la carte absolue des amers hypothétiques (CAAH) et l’autre servira à stocker
les primitives invariantes impliquant au moins un amer hypothétique, nous l’appellerons BDRH
pourBase de Donnée Relative Hypothétique.

Quand une observation est faite, on essaye d’abord de la mettre en correspondance avec les
amers non-hypothétiques. Si cela échoue, on essaye de la mettre en correspondance avec les
amers hypothétiques. Si cela échoue aussi, alors l’observation est peut-être un nouvel amer et on
l’ajoute donc à la CAAH en mettant à jour la BDRH. Dans le cas contraire, l’amer hypothétique
gagne un point de validation. Les amers hypothétiques ayantatteint un score suffisant sont validés
et entrent dans la CAA. Ceux qui restent trop longtemps dans la CAAH sont éliminés. Pour les
primitives invariantes, elles sont éliminées dès qu’un desamers dont elles dépendent est éliminé,
et elles passent de la BDRH à la BDR dès que tous leurs amers sont validés.

4.Mise en correspondance et estimation de carte simultanéesDepuis le début de ce cha-
pitre, nous avons pu constaté que les données nécessaires à la mise en correspondance et à la
construction de carte sont très similaires. De plus, la miseen correspondance par la méthode des
graphes de correspondancesest un processus très flexible qui peut bien s’adapter au mécanisme
de salle d’attente. Ainsi, au moment où l’on met une observation en correspondance avec la
CAA, on construit un graphe de correspondancesG dont on extrait une clique maximumCm.
L’observation est alors séparée en un ensemble d’amers identifiés (∈ Cm) et non identifiés. Ceux
qui ne sont pas identifiés sont alors mis en correspondance avec la BDRH en ajoutant des arêtes
(de même que dans la section 4.2.3) àG et en recherchant dansG la clique maximumCem qui
contientCm. Cela signifie que nous voulons un ensemble d’amers hypothétiques identifiés non
seulement maximum, mais aussi cohérent avec l’ensemble d’observations identifiées aux amers
validés.

L’algorithme ainsi obtenu, le FPGMCI, est résumé dans la table 5.1. La figure 5.4 illustre les
relations entre les structures de données et les différentsalgorithmes mis en jeu. Elle met aussi
en évidence le rôle central de la carte de primitives invariantes, utilisée à la fois pour la mise en
correspondance et la construction de la carte des amers.

5.3.3 Implantation

Maintenant que nous avons le principe général de l’algorithme FPGMCI, il est réellement
nécessaire de conduire une réflexion profonde sur le choix des structures de données ; le but
étant d’obtenir un algorithme fonctionnant en temps réel sur notre robot mobile, avec des mises
à jour aussi fréquentes que possible.

a) Structures de données

Pendant le fonctionnement de l’algorithme, nous devons stocjer des informations sur diffé-
rentes structures de données. Ceci est illustré par la figure 5.5. Même si ces structures ne sont



102 CHAPITRE 5. CONSTRUCTION D’UNE CARTE

TAB . 5.1 – Filtre à Projection Géométrique avec Mise en Correspondance Intégrée (FPGMCI).
[M ISE EN CORRESPONDANCE ETLOCALISATION]

1 Mettre les observations en correspondance avec la CAA
(en utilisant les primitives invariantes de la BDR).

2 Si la mise en correspondance réussit, calculer
la position du capteur à partir des observations
identifiées. Dans le cas contraire, la position n’est
estimée qu’avec l’odométrie.

[CONSTRUCTION DE CARTE]

3 Mettre à jour la BDR.
4 Étendre le graphe de correspondances en mettant en

correspondance les observations non encore identifiées
avec les amers hypothétiques.

5 Ajouter les amers toujours non identifiés à la
salle d’attente. Ils deviennent donc des amers
hypothétiques.

6 Ajouter un point de validation à tous les amers
hypothétiques identifiés.

7 Valider les amers hypothétiques ayant accumulé
suffisamment de points de validation.

8 Éliminer les amers hypothétiques ayant dépassé l’âge
limite.
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FIG. 5.4: Relations entre structures de données et algorithmesdans le FPGMCI.

pas extrêmement complexes, la façon de s’en servir sera déterminante pour l’efficacité de l’algo-
rithme.

1.Carte absolue des amers (CAA) Lorsqu’on met a jour la carte absolue et lorsqu’on ajoute de
nouveaux amers à la BDR, on doit pouvoir faire une traversée linéaire de cette structure. Pendant
la mise en correspondance, la construction et le traitementdu graphe de correspondance seront
grandement simplifiés avec un accès aléatoire aux amers. Parailleurs, lorsque l’on valide ou que
l’on élimine un amer, on a besoin d’ajouter et de supprimer des amers. Il faut noter cependant
que ces derniers évènements sont plutôt rares, comparés auxautres opérations. Pour ces raisons,
un tableau dynamique paraît être la structure la plus adaptée (laclasse vectorde la STL5 en est
un bon exemple).

2.Observation De même que pour les amers, on a principalement besoin d’une traversée li-
néaire efficace pour cette structure. Cependant, l’accès aléatoire rend les choses plus faciles sans
avoir d’influence notable sur la performance. Une structurede tableau dynamique paraît de nou-
veau la mieux adaptée.

3.Triangles et segments Pendant la mise en correspondance, il sera nécessaire de répondre à
de nombreuses requêtes de recherche (rechercher par exemple un segment dont la longueur est

5La STLest une bibliothèque de classes de base définies par la sociétéSGI. Son principal intérêt est de fournir des
algorithmes spécifiés de façon très rigoureuse avec des garanties de complexité temporelle. Par exemple, la classe
vectorpermet de stocker des objets en mémoire et garantit que la complexité de l’accès à ces objets estO(1)
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FIG. 5.5: Résumé des structures de données nécessaires à l’algorithme FPGMCI.
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proche de celle d’un segment observé). Lorsqu’on valide ou que l’on élimine les amers hypo-
thétiques, de nombreuses insertions et suppressions seront nécessaires. La meilleure façon de
répondre à ces besoins est sans doute d’utiliser une arbre binaire de recherche équilibré (un arbre
rouge/noir par exemple) indexé par les invariants (longueurs des segments et aires des triangles).
Le classeSTL multimappropose ces fonctionnalités.

4.Relations entre amers, segments et trianglesChaque amer a besoin de connaître les seg-
ments et triangles dont il fait partie. Cette relation sera utilisée au moment de sa validation ou de
sa suppression. Lorsqu’on valide un amer, chaque segment etchaque triangle dont il dépend doit
savoir qu’il a un amer hypothétique de moins, et éventuellement passer de la BDRH à la BDR.
Lorsqu’on supprime un amer, il faut détruire tous les segments et triangles qui en dépendent.
On a donc besoin d’un parcours linéaire, d’une insertion et d’une suppression efficaces. Notre
choix se porte donc sur une liste doublement chaînée qui propose ces services de façon tout à fait
satisfaisante.

b) Complexité de l’algorithme

Nommonsno le nombre d’observations réalisées,na et nah le nombre d’amers validés et
hypothétiques,nm le nombre d’identifications après l’étape 1 (voir table 5.1)et nem le nombre
d’identifications après l’étape 4.

TAB . 5.2 – Complexité des étapes du FPGMCI.
Étape Complexité

1 Pour chaque triangle observé, le rechercher dans la BDR :O(n3
o log(nl)+ c(Cm)).

2 Calculer la position (voir 4.2.2) :O(nm).

3 Trier les segments identifiés selon la covariance de l’estimation de leur longueur :
O(n2

m log(nm)). Se reporter à[Deans & Hebert 2000]pour des détails.
4 Pour chaque triangle observé, le rechercher dans la base de données hypothétique :

O(n3
o log(nhl) + c(Cem)).

5 Tester chaque observation :O(no).
6 Tester chaque amer hypothétique :O(nhl).
7 Pour chaque amer validé (αnhl amer), construire les triangles et les segments cor-

respondants :O(αnhl(nl + nhl)
2), avecα� 1.

8 Pour chaque amer éliminé (βnhl amers), détruire les segments et les triangles cor-
respondants :O(βnhl(nl + nhl)

2), avecβ � 1.

Avec ces notations, on peut exprimer la complexité temporelle de chaque étape (cf. table 5.2)
et obtenir ainsi la complexité globale suivante (sans tenircompte de l’optimisation de la CAA,
réalisée de manière asynchrone) :

C = O(n3
o log(nl) + c(Cm) + c(Cem)), (5.1)
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où c(Cm) et c(Cem) sont les complexités de l’extraction de la clique maximumCm et de son ex-
tension maximumCem. La complexitéa priori de ces dernières complexités est exponentielle (la
recherche de clique maximum est un problème NP-complet). Cependant, lorsque suffisamment
d’observations sont disponibles, l’utilisation de nos primitives invariantes dans la construction
des arêtes du graphe donne des contraintes suffisamment fortes pour rendre le problème traitable
en temps réel. En pratique, la recherche de la clique maximumdans notre graphe est faite en
recherchant le plus gros sous-ensemble de noeuds ayant des degrés et un cardinal compatibles
avec une clique (ce qui se résume à un tri des noeuds du graphe), puis en vérifiant qu’il s’agit
bien d’une clique. De cette manière, on obtient la complexité au mieux :

c(Cm) ≈ O(no(nl + nhl) log(no(nl + nhl)) + n2
m)

c(Cem) ≈ O(no(nl + nhl) log(no(nl + nhl)) + n2
em + nemnm)

D’où, puisquenm + nem < no etnhl � nl,

C = O(n3
o log(nl) + nonl log(nonl)) (5.2)

En pratique,no n’est jamais très grand : moins de dix observations sont présentes en même
temps.

5.3.4 Résultats expérimentaux

Les résultats expérimentaux présentés dans cette section proviennent de données collectées
avec notre véhicule autonome (cf. section 7.3) alors que celui-ci était conduit manuellement sur
le parking de l’INRIA Rhône-Alpes. Lors de ces expérimentations, la vitesse du véhicule était
limitée à2m/s et le nombre d’amers dans l’environnement était limité à 11 (pour une raison
matérielle de disponibilité et de coût des amers).

a) Mesure du temps moyen d’exécution

Le premier résultat à signaler concerne les performances entermes de rapidité d’exécution
de l’algorithme. Durant nos tests sur un PC cadencé à 1.2 GHz,son temps moyen d’exécution
était inférieur à 2 millisecondes (avec des pics à 50 millisecondes au moment de l’optimisation
de la carte absolue).

Le protocole expérimental ayant permis de mesurer la valeurci-dessus est le suivant : tout
d’abord, on considère une séquence datée de données capteurenregistrée sur le robot pendant
les phases de conduite manuelle. Cette séquence se compose d’un ensemble de mesure de dé-
placement (fréquence d’acquisition :20Hz) et d’un ensemble de mesures laser (fréquence d’ac-
quisition :8 ± 2Hz). Toutes ces mesures sont associées à une date d’acquisition, ce qui permet
d’appliquer l’algorithme FPGMCI sur une station de bureau, mais dans les conditions d’une
exécution réelle sur le processeur embarqué.

Ensuite, l’algorithme est instrumenté par un outil spécialisé dans l’estimation de temps d’exé-
cution. Cela signifie qu’on ajoute à toutes les fonctions utilisées dans le programme une pe-
tite fonction chronomètre qui note les temps d’entrée et de sortie de la fonction. Évidemment,
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cette fonction chronomètre, comme toute séquence d’instruction machine, représente un coûts en
terme de temps d’exécution. Les temps d’exécution mesurés seront donc légèrement supérieurs
à la réalité.

Finalement, l’algorithme FPGMCI a été appliqué sur une séquence de 1500 observations
laser et 5000 mesures odométriques. Le processus d’optimisation de la carte absolue n’est mis
en oeuvre qu’une fois toutes les 30 observations laser.

b) Trajectoire et carte obtenue

La figure 5.6 présente une carte absolue et une trajectoire estimées en temps réel au cours de
la conduite manuelle. La seule information dont dispose le système à l’initialisation est le fait
que la distance minimale séparant deux balises est supérieure à50 centimètres. Lors de l’exécu-
tion de cette trajectoire, l’ estimation de position était disponible à tout instant. Cette propriété
sera particulièrement intéressante en association avec les algorithmes de suivi de trajectoire au
chapitre 7.
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FIG. 5.6: Trajectoire et carte des amers calculées en temps réel.

c) Évaluation de la qualité de la localisation

Afin de valider notre module de localisation, il est nécessaire de le comparer à un autre
module qui servira de référence. On pourra alors mesurer l’erreur entre la position renvoyée par
notre module et celle affirmée par le module de référence. Malheureusement, comme souvent
en robotique mobile, le module de localisation présenté dans cette section était destiné à être le
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module de localisation le plus précis installé sur le robot et aucun module de référence n’était
donc disponible.

1.Méthodologie Deux solutions apparaissent alors : valider l’algorithme sur un système ex-
périmental simulé ou déterminer un processus indirect de validation. Éliminons tout d’abord le
système simulé : pour qu’un tel système représente bien la réalité, il faut mettre en oeuvre des
techniques de calibration complexes (capteurs, actionneurs) dont il faut ensuite valider la calibra-
tion. Même si cette calibration est possible, il sera ensuite difficile de quantifier la part d’impré-
cision due à l’algorithme de celle due à la calibration. Le système simulé ne sera donc vraiment
utile que pour la première validation : vérifier qu’avec des données parfaites, l’algorithme arrive
à un résultat parfait. C’est heureusement le cas !

Finalement, pour valider le FPGMCI, nous avons choisi d’observer les conséquences de sa
précision. Le système de localisation traite chaque donnéelaser et en déduit une estimation de
la position à laquelle la mesure a été réalisée. Or les données laser brutes forment une séquence
relativement dense (2 points/degrés) de mesures de distance. Il est donc possible de construire
une image sur laquelle seront superposées toutes les séquences de mesures laser, dessinées à par-
tir de l’estimation de leur position d’acquisition. On obtient ainsi une image de l’environnement
qui sera plus ou moins précise selon la précision de la localisation, on parle ici de précision en
termes de finesse des contours. La figure 5.7 présente une telle figure.

2.Résultats La qualité de notre module de localisation est révélée par trois aspects de la fi-
gure 5.7. Tout d’abord, la plupart des impacts laser sur les amers (numérotés de 1 à 14) sont
concentrés dans un cercle de30 centimètres de diamètre, alors que les amers sont des cylindres
de15 centimètres de diamètre et que la mesure de position des amers est estimée6 à 0.5% de la
distance (10 centimètres à20 mètres). Il s’agit donc d’un très bon résultat. En second lieu, le vé-
hicule marqué d’un “C” sur la figure est particulièrement intéressant. Trois ensembles d’impacts
peuvent y être distingués, certains correspondant à des distances supérieures à20 mètres. Le
premier ensemble correspond à des observations faites depuis la positionP1, le deuxième corres-
pond à un point de vue situé enP2 et le troisième enP3. Cependant, même si ces points de vues
sont éloignés, non seulement dans l’espace, mais aussi dansle temps, les ensembles d’impacts
correspondants sont cohérents et surtout alignés (la déformation qui apparaît dans l’ensemble
des points vus depuisP2 est due à la détection de l’aile arrière du véhicule par le capteur laser).
Cela montre à la fois la stabilité et la précision de l’algorithme. Ces propriétés sont aussi illus-
trées par le troisième aspect de la figure : les impacts laserssur le mur du bâtiment marqué d’un
“B” sont, eux aussi, bien concentrés et très bien alignés (les décrochements visibles sur la figure
correspondent à la forme réelle du batiment).

d) Robustesse de l’algorithme

Pour finir sur les performances de cet algorithme de localisation, voyons quelles sont ces
limitations : tout d’abord, la localisation n’est possibleque dans les espaces ou au moins deux

6Grâce à une campagne de calibration expérimentale.
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amers sont visibles. De plus, pour que la construction de la carte des amers soit robuste et efficace,
il faut observer toutes les arêtes de la triangulation de l’ensemble des amers. Cela signifie que si le
système voit un couple d’amer(A,B) puis un couple(C,D), mais que le capteur ne peut jamais
observer ni(A,C) ni (B,D), alors il pourra construire deux cartes locales(A,B) et (C,D)
mais la relation entre ces cartes restera très vague7. En pratique, pour ne pas être exposé à ces
problèmes, il faut que les amers soient placés judicieusement dans l’environnement. Nous nous
sommes penchés sur ce problème dans[Pradalier & Sekhavat 2002b], toutefois ces résultats
sortent du cadre du présent travail.

Une seconde difficulté de cette algorithme vient du problèmedes trajectoires fermées8. Quand
le robot se déplace sur un long périmètre puis observe de nouveau la partie de la carte qu’il a ob-
servée initialement, l’accumulation des erreurs fait qu’il est souvent difficile de savoir s’il s’agit
d’un lieu inconnu ou de l’observation de la carte connue. De nombreux travaux ont été, et sont
encore, réalisés pour résoudre ce problème[Gutmann & Konolige 2000]. Dans notre cas, ce pro-
blème n’a pas été observé dans notre environnement restreint tant que les contraintes précédentes
étaient respectées. Cela ne signifie en aucun cas que l’algorithme présenté dans cette section est
une solution parfaite au problème des trajectoires fermées. Il s’agit en effet d’un problème parti-
culièrement complexe, et il est peu probable qu’il soit possible de le résoudre sans un traitement
spécifique, ce qui n’a pas été fait dans le cadre de cette thèse.

Pour finir, signalons que pour la configuration d’amers et la trajectoire présentée dans la
figure 5.7, l’identification des observations atoujoursété possible.

5.4 Conclusion

Ce chapitre nous a permis de présenter notre contribution au problème de construction de
carte et localisation simultanée (SLAM). Nous proposons derassembler la mise en correspon-
dance par graphe de correspondances et l’algorithme du filtre à projection géométrique, de façon
à obtenir un fonctionnement efficace et robuste de l’algorithme conjoint : le Filtre à Projection
Géométrique avec Mise en Correspondance Intégré (FPGMCI).

Cette intégration est parfaitement justifiée par la forte proximité des structures de données
manipulées par les deux algorithmes.

Les résultats obtenus traduisent l’efficacité du FPGMCI, aussi bien en termes de précision de
la localisation que d’efficacité calculatoire.

7C’est le principe d’une carte topologico-métrique.
8traduction approchée de “closing-the-loop problem”, à ne pas confondre avec un système en boucle fermé

"closed-loop system".



Chapitre 6

Suivi de trajectoire sécurisé

6.1 Introduction

Comme nous l’avons vu en introduction, la réalisation d’une tâche de navigation intention-
nelle demande la mise en place d’une boucle localisation/contrôle, ou plus généralement d’une
boucle sensorimotrice. Nous avons présenté notre vision dela partie sensorielle de cette boucle
dans les chapitres sur la localisation (chap. 4) et la construction de carte (chap. 5). Nous allons
maintenant nous intéresser à la partie motrice.

Dans le chapitre 3, nous avons vu deux types de représentation d’une tâche de navigation ; une
représentation sous forme de comportement et une représentation sous forme de trajet. Lorsque la
tâche est définie par un comportement, la partie motrice de laboucle est immédiate, par simple
application du comportement. Au contraire, lorsqu’il s’agit d’un trajet (route, chemin, trajec-
toire), il est nécessaire de définir un moyen desuivre ce trajet.

Par ailleurs, lorsqu’un robot exécute une tâche de navigation autonome, la question de la
sécuritése pose nécessairement. Le robot doit, en effet, garantir lasécurité des entités présentes
dans son environnement (piétons, cyclistes, autres véhicules...) et faire attention à la sienne.

Les deux problématiques ci-dessus sont des questions classiques de la robotique autonome, et
en conséquence, de nombreuses solutions ont déjà été proposées dans la littérature. Pour le suivi
de trajectoire, on peut citer en particulier les travaux de Samson[Artus et al. 2003, Samson &
Ait-Abderrahim 1991]et Kanayama[Kanayama et al. 1990]pour la proximité de leur contexte
applicatif. Pour ce qui est de l’évitement d’obstacles, de nombreux travaux utilisent la notion de
champs de potentiel[Borenstein & Koren 1989; 1991, Khatib 1985, Ulrich & Borenstein 1998;
2000]ou la méthodeDynamic Window[Fox et al. 1997].

Les solutions que nous allons proposer dans ce chapitre ont été conçues dans l’optique d’une
intégration dans une architecture de contrôle bayésienne (cf. chapitre 7).Notre objectif est donc
de montrer que l’on peut aussi exprimer les problèmes de suivi de trajectoire et d’évitement
d’obstacles sous formes de problèmes d’inférence bayésienne et de mettre ainsi en évidence
les possibilités sémantiques qui en découlent.

111
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6.2 Contexte applicatif

Le robot que nous considérons dans ce chapitre est un véhicule autonome de type CyCab (cf.
fig. 6.1).

R

F V

Φ

Φ

θ
X

Y

x

y

FIG. 6.1: Le CyCab et son modèle.

Nous considérerons que le CyCab évolue dans le plan(x, y). Il peut donc être décrit par une
configuration tridimensionnelle : ses deux coordonnées de positionx et y et sont orientationθ
(cf. fig. 6.1).

Par ailleurs, pour piloter le robot, nous lui envoyons un couple d’ordre moteur(V, Φ). Φ est
l’angle de braquage appliqué sur les deux essieux etV est la vitesse désirée pour le milieu de
l’essieu avant (pointF sur la figure 6.1).

6.3 Suivi de trajectoire

6.3.1 Spécification du problème

Définition 24 – Trajectoire En premier lieu, nous définissons une trajectoire comme une fonc-
tion du temps dans le produit cartésien de l’espace des configurations et de l’espace moteur.

T : T −→ C× U

t 7−→ (x, y, θ, V, Φ)

Définition 25 – Erreur de suivi A un instantt, la trajectoireT définie une configuration de
référenceCr(t) et commande de référenceUr(t) : (Cr, Ur) = T (t). Au même instant, le robot
réel est dans une configurationC(t).

L’erreur de suivi est défini comme la différence entreC(t) etCr(t). On la note

δC(t) = C(t)− Cr(t) = (δX, δY, δθ)
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FIG. 6.2: Variables utilisées dans le suivi de trajectoire.

La figure 6.2 donne un aperçu graphique de ces variables.

L’objectif de cette section est de définir un programme bayésien pour calculer les com-
mandes(Vd, Φd) à appliquer pour suivre la trajectoire, connaissant les commandes de réfé-
rence(Vr, Φr), et l’erreur de suivi (δX, δY, δθ).

Remarque : Pour pouvoir appliquer le suivi de trajectoire que nous allons définir, il n’est
pas indispensable que la trajectoire soit définie dans l’espace des configurations. Il est juste
nécessaire que les variables(δX, δY, δθ) et (Vr, Φr) soient accessibles.

6.3.2 Repères bibliographiques

Le problème mentionné ci-dessus est un grand classique de larobotique autonome. Parmi les
solutions les plus connues, on peut citer les lois de commandes de Kanayama et de Samson.

a) Contrôleur de Kanayama

Dans son article de 1990[Kanayama et al. 1990], Kanayama décrit une loi de commande
prévue pour contrôler un véhicule sur une trajectoire dans des conditions similaires aux nôtres.
La seule différence est le remplacement du contrôle en anglede braquage par un contrôle en
vitesse de rotation, notéeω. Toutefois, comme on peut déduireω deΦ et réciproquement, cela
n’empêcherait pas d’appliquer cette loi.
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La solution proposée par Kanayama est donnée par l’égalité suivante :

(

Vd

ωd

)

=

(

Vr cos δθ + KxδX
ωr + Vr(KyδY + Kθ sin δθ)

)

(6.1)

b) Contrôleur de Samson

Samson[Samson & Ait-Abderrahim 1991]a lui aussi proposé une loi de commande pour un
robot mobile sous les mêmes hypothèses que Kanayama. L’équation de contrôle qu’il propose
est la suivante :

(

Vd

ωd

)

=

(

Vr cos δθ + KxδX
ωr + KyVrδY

sin δθ
δθ

+ Kθδθ

)

(6.2)

c) Bilan

Malgré l’efficacité de ces contrôleurs, plusieurs raison nous ont amené à choisir d’implémen-
ter un contrôleur sous forme de problème d’inférence bayésienne :

– Tout d’abord, nous devons rappelé que notre objectif est d’intégrer notre contrôleur dans un
suivi de trajectoire avec évitement d’obstacles. Pour ce type d’application les contrôleurs
traditionnels ont révélé un manque de souplesse : étant trèsprécis, ils supportent diffi-
cilement de se voir restreindre, par l’évitement d’obstacles, l’ensemble des commandes
admissibles.

– Par ailleurs, nous avons constaté expérimentalement que ces contrôleurs avaient du mal a
gérer de très grandes erreurs. Il est tout à fait possible quecela soit dû à une implantation
imparfaite des contrôleurs. Toutefois, notre intuition est que ce problème est lié à la borne
sur la vitesse de rotation, imposée par la cinématique du véhicule.

– La dernière raison, et non la moindre, est notre volonté de définir une architecture de
contrôle entièrement bayésienne, du traitement de la perception à la génération des com-
mandes.

6.3.3 Spécification du comportement de suivi de trajectoire

De même que le système d’évitement d’obstacles que nous présenterons par la suite, notre
comportement de suivi de trajectoire a été conçu comme un problème d’inférence probabiliste.
Pour spécifier le comportement, nous utilisons le mécanismede fusion par diagnostic décrit
en 2.3.5.

Rappel : Si A et B sont deux variables, nous définissons une variable de diagnostic IB
A pour

exprimer la cohérence entreA etB.
A etB sont alors lesvariables diagnostiquéesparIB

A .
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a) Principe

Le principe fondamental de notre comportement de suivi de trajectoire est la fusion d’ordre
moteurs élémentaires. Nous allons donc définir cinq modèlesélémentaires – trois pour corriger
l’erreur de suivi et deux pour tenir compte des commandes de référence – et utiliser ensuite un
modèle de fusion pour réunir ces modèles et trouver une commandes respectant au mieux tous
les modèles.

b) Modèles élémentaires pour la correction de l’erreur de suivi

1.Correction de l’erreur longitudinale Intuitivement, le comportement élémentaire que nous
voulons définir est le suivant : lorsque le robot est derrièrele véhicule de référence, il avance
pour réduire son erreur, d’autant plus rapidement que son erreurδX est grande.

Ce comportement ne met donc en jeu que la vitesse désiréeVd et l’erreurδX. Pour traduire
la relation entre ces variables, nous introduisons une variable de diagnosticIδX

Vd
. Cette variable

doit exprimer la cohérence entre l’erreurδX et la commandeVd. Dans ce contexte, nous dirons
qu’une commandeVd est cohérente avec une erreurδX si cette commande permet de réduire
l’erreur δX.

Formellement, on définitP (IδX
Vd
| Vd δX) par la distribution en cloche illustrée dans la fi-

gure 6.3 :

P (IδX
Vd
| Vd δX) = e−

1
2
(Vd−µ(δX))2S(δX)−2

On peut faire deux remarques sur cette définition :
– La valeur deP ([IδX

Vd
= 1] | Vd δX) atteint son maximum pourVd = µ(δX). Cette valeur

deVd correspond donc à la commande idéale à appliquer pour corriger δX.
– La largeur de la cloche, définie parS(δX) permet de définir un niveau de priorité pour

la commande idéale : plusS(δX) est petit, plus cette commande sera prioritaire dans le
processus de fusion.

Pour le suivi de trajectoire, les fonctionsµ etS sont définis ci-dessous :
– D’une part, on pose

µ(δX) = αX .δX

Cette définition signifie queP (IδX
Vd
| Vd δX) atteint son maximum pour une valeur deVd

proportionnelle àδX. Comme pour tout contrôle proportionnel, il faudra faire attention
aux relations entre les gains et la constante de temps du système pour éviter les problèmes
éventuels d’oscillations.

– D’autre part, on pose (cf. fig. 6.3) :

S(δX) = max((1− βX |δX|)σX
max , σX

min)

Cette équation définit le niveau de priorité associé à cette commande : plus l’erreur est
grande, plus le système est sûr que la correction proportionnelle est la bonne, donc plus la
commande doit être prioritaire et plusS(δX) doit être proche deσX

min.
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FIG. 6.3: Modèle élémentaire pour la correction de l’erreur longitudinaleδX. A gauche, modèle
de diagnostic paramétré par la valeur de l’erreur. A droite,évolution de la fonctionS(δX) en
fonction deδX.

2.Correction de l’erreur latérale Nous définissons le modèle de correction de l’erreur latérale
δY avec un schéma proportionnel similaire au modèle ci-dessus. Sa signification est la suivante :
pour corriger une erreur latérale, le robot doit braquer, à gauche ou à droite, selon le signe de
cette erreur. De nouveau, plus l’erreur est importante, plus le système est assuré de la nécessité
de braquer.

Pour obtenir ce comportement, on introduit une variable de diagnostic liantΦ à δY : IδY
Φd

.
On définit ensuite la distributionP (IδY

Φd
| Φd δY ) de façon similaire au modèle de correction de

l’erreur longitudinale.

3.Correction de l’erreur d’orientation Finalement, le même raisonnement s’applique pour le
modèle de correction de l’erreur d’orientation : pour corriger une erreur d’orientation, le robot
doit braquer à gauche ou à droite, en fonction du signe de l’erreur et de la direction du mouvement
(c’est à dire le signe deVd).

On introduit donc la variableIδθ
Φd

et on définitP (Iδθ
Φd
| Φd δθ Vd) de façon similaire aux

modèles précédent.

c) Modèles élémentaires pour l’utilisation des commandes de référence

Intuitivement, tant que l’erreur de suivi est faible, le suivi de trajectoire peut se faire en
appliquant directement les commandes de référence.

Pour obtenir ce comportement, nous introduisons deux nouvelles variables de diagnostic :
IVr

Vd
et IΦr

Φd
. La cohérence entre une commande désirée et une commande de référence sera tout

simplement leur proximité.
Formellement, on définitP (IVr

Vd
| Vd Vr) en posant :

P (IVr

Vd
| Vd Vr) = e−

1
2
(Vd−Vr)2σ−2

Vr

De cette façon, la valeur de la probabilitéP ([IVr

Vd
= 1] | Vd Vr) atteint son maximum pour

Vd = Vr, c’est à dire lorsque la commande désirée est égale à la commande de référence. Pour
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exprimer le fait que l’application de cette commande n’est prioritaire que lorsque l’erreur de
suivi est faible, on choisit une valeur deσVr

comprise entreσmin etσmax plutôt proche deσmax.
La distribution surIΦr

Φd
est définie en utilisant le même raisonnement.

d) Modèle de fusion

L’objectif du modèle de fusion est de rassembler les cinq modèles présentés ci-dessus. Le
modèle obtenu permettra ensuite de choisir les commandes à appliquer en trouvant un compromis
entre les différents modèles.

Formellement, le modèle de fusion est une distribution conjointe sur les12 variables intro-
duites dans les modèles élémentaires. On construit donc la décomposition suivante :

P (Vd Φd Vr Φr δX δY δθ IδX
Vd

IVr

Vd
IδY
Φd

Iδθ
Φd

IΦr

Φd
) = (6.3)

P (Vd Φd) P (Vr Φr) P (δX δY δθ) P (IδX
Vd
| Vd δX) P (IVr

Vd
| Vd Vr)

P (IδY
Φd
| Φd δY ) P (Iδθ

Φd
| Φd δθ Vd) P (IΦr

Φd
| Φd Φr)

Dans la distribution conjointe précédente, toutes les variables diagnostiquées sont supposées
indépendantes et de distribution uniforme. Toute l’information concernant leurs relations sera
donc contenue dans les distributions sur les variables de diagnostic.

A partir de cette distribution, en utilisant la règle de Bayes, on peut inférer :

P (Vd Φd | (Vr Φr) (δX δY δθ) [IδX
Vd

= 1] [IVr

Vd
= 1] [IδY

Φd
= 1] [Iδθ

Φd
= 1] [IΦr

Φd
= 1]) (6.4)

Dans cette expression, toutes les variables de diagnostic sont supposées vraies (égale à 1). Cela
signifie que l’on souhaite que toutes les relations de cohérence soient respectées. Par exemple,
Iδθ
Φd

= 1 signifie que l’on veut trouver un angle de braquageΦd cohérent avecδθ, c’est à dire un
angle de braquage qui tant à réduire l’erreurδθ.

Lorsque deux modèles sont antagonistes, la commande qui aura une probabilité maximale
représentera un compromis entre les commandes proposés parles deux modèles. C’est dans la
résolution de ces antagonismes que les niveaux de priorité définis par les modèles élémentaires
interviennent. En effet, dans ce cas le compromis est le barycentre des commandes proposées par
chaque modèle, pondéré par les niveaux de priorité.

On peut voir dans la figure 6.4 une illustration de comportement de notre système de suivi.
Pour chaque graphe, la commande résultante est celle qui maximise P (V | δX Vc) ou P (Φ |
δY δθ Φc). Comme la courbeP (V | δXVc) est plus proche deP (V | δX) que deP (V |
Vc), on constate que l’erreur longitudinaleδX a bien plus d’influence sur la vitesse choisie par
le véhicule que la vitesse du véhicule de référence. De la même manière, l’angle de braquage
optimal est un compromis entre ce qu’il est nécessaire de faire pour corriger l’erreur latérale
δY et l’erreur d’orientationδθ. Il n’est influencé que très légèrement par l’angle de braquage de
référence.

6.3.4 Convergence : expression analytique du contrôleur

Afin de pouvoir prouver les propriétés de convergence de notre contrôleur, nous avons cher-
ché à en déterminer une expression analytique similaire auxlois de Samson et Kanayama.
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FIG. 6.4: Suivi de trajectoire : résultats de la fusion de commandes.

Dans la pratique, l’exécution de notre comportement de suivi de trajectoire se fait en deux
temps. Dans un premier temps, la distribution 6.4 est estimée sur le domaine des commandes
admissibles, puis, dans un second temps, la commande qui maximise cette distribution est choisie
pour être appliquée au robot.

En développant l’expression

P (Vd Φd | (Vr Φr) (δX δY δθ) [IδX
Vd

= 1] [IVr

Vd
= 1] [IδY

Φd
= 1] [Iδθ

Φd
= 1] [IΦr

Φd
= 1])

on constate deux points importants :
– D’une part, l’expression des fonctions de diagnostic sousforme de distance de Mahalano-

bis garantit que le maximum est unique : la distribution finale est un produit de distributions
en cloche, similaires à des gaussiennes (cf. annexe A).

– D’autre part, on se rend compte que la dépendance entreVd etΦd est relativement faible :
Vd ne dépend pas deΦd et Φd ne dépend que du signe deVd. On peut donc trouver deux
expressions indépendantes pourVd etΦd.

Puisqu’on travaille avec des distributions en cloche, il est facile de déterminer de façon analy-
tique les commandes de probabilité maximale, il suffit de déterminer le maximum de l’expression
ci-dessus. Après développement des calculs, on trouve :

Vd =
αX δX σVr + Vr S(Vd, δX)

σVr + S(Vd, δX)
(6.5)

Φd =
αY δY S(Φd, δθ)σΦr + sgn(Vd)αθ δθ S(Φd, δY )σΦr + Φr S(Φd, δY )S(Φd, δθ)

S(Φd, δθ)σΦr + S(Φd, δY )σΦr + S(Φd, δY )S(Φd, δθ)
(6.6)

A partir de ces expressions il devrait être possible de déterminer les propriétés de convergence
de notre contrôleur. Toutefois, la complexité des équations mises en jeu nous a empêché de mener
les calculs à leur terme.

De façon empirique, il semblerait que le contrôleur stabilise le véhicule sur une position
présentant un léger retard par rapport à la position de référence. Pour une trajectoire de référence
rectiligne à1.0ms−1, on observe une stabilisation expérimentale proche de(δX = −0.5m, δY =
0, δθ = 0).
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6.3.5 Convergence expérimentale

a) Protocole expérimental

Pour illustrer les performances de notre comportement de suivi d’un véhicule de référence,
nous avons utilisé le protocole expérimental suivant :

– D’une part deux trajectoires particulière sont considérées : une trajectoire rectiligne à vi-
tesse constante (Φr = 0rad etVr = 0.8ms−1) et une trajectoire circulaire à vitesse et
angle de braquage constants (Φr = 0.2rad etVr = 0.8ms−1). De par la symétrie de notre
plate-forme expérimentale (cf. 7.3), ces trajectoires peuvent être considérées comme re-
présentatives des situations réelles auxquelles notre comportement de suivi sera confronté.

– D’autre part, le véhicule est placé successivement sur un ensemble de positions de dé-
part correspondant à de grandes erreurs de suivi :±12 mètres d’erreur longitudinale,±6
mètres d’erreur latérale et±75 degrés d’erreur d’orientation. Pour chaque erreur initiale,
l’historique de l’erreur de suivi est enregistré jusqu’à lastabilisation. Ces historiques, pour
l’ensemble des erreurs initiales, sont ensuite rassembléssur les graphes 6.5.

b) Résultats

La figure 6.5 montre les réponses de notre comportement de suivi face à ces situations expé-
rimentales. Sur ces graphes, chaque ligne correspond à une trajectoire de convergence.

On constate que, quelle que soit l’erreur initiale, même si celle-ci est très importante, le
comportement de suivi trajectoire génère des commandes quiamènent rapidement le véhicule
sur sa trajectoire (erreur de suivi proche de zéro).

6.3.6 Conclusion

Dans cette section, nous avons montré comment utiliser le formalisme de l’inférence bayé-
sienne pour décrire un comportement de suivi de trajectoire. Grâce à une expression sous forme
de fusion par diagnostic, nous pouvons maîtriser les différents niveaux de priorité associés à la
correction des différentes dimensions de l’erreur de suivi.

Le comportement de suivi de trajectoire que nous obtenons à plusieurs avantages par rapport
à des contrôleurs classiques :

– Tout d’abord, étant exprimé comme un problème d’inférencebayésienne, il est prêt à être
intégré dans les architectures de contrôle bayésiennes quenous présenterons au chapitre 7.

– Ensuite, même si nous avons fait le choix de spécifiera priori les modèles élémentaires,
ce n’est pas la seule spécification possible. Il est tout à fait envisageable d’utiliser des
techniques d’apprentissage bayésien[Lebeltel et al. 2003]pour apprendre ces modèles,
par exemple à partir de l’observation d’un conducteur humain.

– Finalement, le comportement que nous obtenons s’est montré, expérimentalement, capable
de réagir correctement à des erreurs de suivi très importantes.
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FIG. 6.5: Suivi d’une trajectoire : ensemble des trajectoires de convergence de l’erreur de suivi
(δX, δY ) à partir d’un ensemble de grandes erreurs initiales.

6.4 Évitement d’obstacles réactif

6.4.1 Présentation du problème

Pour faire évoluer un robot dans un environnement inconnu, ou non contrôlé, il est nécessaire
de lui fournir un moyen de préserver sa sécurité et celle des personnes évoluant autour de lui. En
particulier, pour rendre plus robuste l’exécution de trajectoires décrites à un plus haut niveau de
représentation, un système d’évitement d’obstacles doit être préparé à réagir à des changements
imprévus de l’environnement. Cette section présente les principes de notre module d’évitement
d’obstacles.

Objectif : Le but de la technique d’évitement d’obstacles présentée dans cette partie est de
venir en complément d’un système de conduite de plus haut niveau, de type suivi de trajectoire
planifiée ou suivi de trajectoire sensorimotrice.
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6.4.2 Étude bibliographique

La plupart es méthodes d’évitement d’obstacles réactif sont des méthodes locales ([Fox et al.
1997]et [Brock & Khatib 1999]). Les approches locales n’essaient pas de modéliser tout l’envi-
ronnement du robot. Elles ont plutôt pour but d’utiliser lesmesures faites par les capteurs pour
en déduire des commandes sûres. Ainsi, en étant plus simpleset d’un coût calculatoire moindre,
elles sont plus appropriées à une réaction rapide à un environnement non-statique. Cependant, on
ne peut attendre de ces méthodes qu’elles génèrent une solution optimale. Dans certaines confi-
gurations des obstacles, il arrive même que le système soit bloqué dans une situation dont il ne
peut sortir tout seul.

a) Champs de potentiel

L’idée générale des méthodes de champs de potentiel, proposées initialement par O. Khatib
en 1986, est de construire une fonction résumant les buts de navigation (la plupart du temps,
atteindre une configuration particulière) et le besoin d’éviter les collisions. Cette fonction doit
décroître en se rapprochant de la position but, et croître ens’approchant des obstacles. Le pro-
blème de navigation se transforme alors en un problème d’optimisation : trouver les commandes
qui permettent d’amener le robot au minimum global de la fonction. Cette fonction n’est souvent
définie que par rapport au but et aux obstacles, cependant, d’autres contraintes peuvent y être
incluses simplement, par addition ou produit selon leur nature.

De nombreuses extensions aux champs de potentiel ont été proposées depuis 1986. On peut
citer par exemple les VFF (Champs de force virtuels)[Borenstein & Koren 1989], les VFH
(Histogramme de champs de vecteurs)[Borenstein & Koren 1991], et leurs extensions telles que
VFH+ [Ulrich & Borenstein 1998]et VFH* [Ulrich & Borenstein 2000]. Leur principe de base
étant de trouver le meilleur chemin pour atteindre le but parmi les chemins sûrs.

b) Steering Angle Field (SAF)

La méthode SAF1, proposée par Feiten et al en 1994, utilise les obstacles pour contraindre
l’angle de braquage dans un domaine continu. En parallèle, le contrôle de la vitesse est un pro-
cessus de négociation itératif entre le module de pilotage de haut niveau et le module d’évitement
d’obstacles local.

Une des premières extensions à cette méthode a été publiée dans [Simmons 1996]. Elle for-
mule le problème d’évitement de collision en un problème d’optimisation dans l’espace des
vitesses (vitesses de translation et de rotation).

c) Dynamic Window

L’approche Dynamic Window2 a été décrite dans[Fox et al. 1997]. Elle propose elle aussi
d’éviter les obstacles en explorant l’espace des commandesde façon à maximiser une fonction

1Littéralement, Champs d’angles de braquage.
2Littéralement, Fenêtre dynamique.
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objectif. Cette fonction prend en compte la progression versla position but, la position des obs-
tacles les plus proches et la vitesse actuelle du robot. Cetteméthode est directement dérivée de la
dynamique du robot, ce qui la rend particulièrement adaptéeaux mouvements à grande vitesse.

Le problème lié à la complexité algorithmique du processus d’optimisation est résolu en
utilisant les propriétés dynamiques du robot (accélération linéaire ou angulaire limitée) pour
limiter l’espace de recherche . Ces contraintes qui réduisent l’espace de recherche sont appe-
léesContraintes Durescar elles doivent impérativement être respectées. Au contraire, lorsque
la fonction objectif inclut des préférences sur le mouvement du robot, on parle deContraintes
Molles.

d) Environnements dynamiques et Velocity Obstacles

Dans le cas particulier d’obstacles en mouvement, des méthodes spécifiques ont été déve-
loppées ([Large et al. 2002],[Blondin 2002]) en utilisant la notion deVelocity Obstacle. Gros-
sièrement, cette notion consiste à projeter les obstacles perçus et leur mouvement prévu, dans
l’espace des commandes sûres. Chaque objet mobile génère donc un ensemble d’obstacles dans
l’espace des commandes. Ces obstacles correspondent aux commandes qui vont provoquer une
collision dans un futur plus ou moins lointain.

Dans le cas général, les paramètres du mouvement des obstacles ne sont pas connusa priori et
doivent être déduites des observations. Les réactions d’évitement d’obstacles sont alors calculées
en fonction de ces prévisions. Actuellement, ce qui rend lesméthodes d’évitement d’obstacles
dynamiques difficilement applicables est la difficulté d’obtenir une prévision fiable de trajectoire
à partir des observations. Pour cette raison, nous ne nous intéresserons ici qu’aux méthodes, dites
réactives, qui proposent une commande sûre uniquement à partir de l’observation courante.

e) Évitement d’obstacles et suivi de trajectoire

Lorsque l’on cherche à réaliser des manoeuvres d’évitementd’obstacles pendant la réalisa-
tion d’une trajectoire planifiée, plusieurs problèmes apparaissent : D’abord, si on considère un
robot non-holonome, on peut supposer que la planification a tenu compte de la non-holonomie
et ainsi a planifié une trajectoire faisable3. Lorsqu’un algorithme d’évitement d’obstacles réactif
génère des commandes d’évitement, le véhicule quitte sa trajectoire planifiée. Il n’y est alors plus
garanti que l’objectif initial de la trajectoire reste atteignable.

Pour répondre à ce problème, des solutions particulières ont été proposées dans[Lamiraux
et al. 2002; 2004]. Le principe de ces méthodes est de chercher à déformer la trajectoire dans
son ensemble afin d’éviter l’obstacle imprévu tout en restant certain que la trajectoire atteint
l’objectif initial et vérifie les contraintes cinématiquesdu véhicule.

Ces méthodes semblent très prometteuses. Toutefois, pour l’instant elle sont rendues diffi-
cilement applicables par leur complexité calculatoire, enparticulier sur une voiture autonome.
Dans les expérimentations que nous avons menées[Lefebvre et al. 2004], après détection de
l’obstacle, le véhicule s’arrêtait pendant quelques minutes pour calculer la trajectoire déformée,
puis repartait pour terminer l’exécution.

3Faisable : respectant à tout instant les contraintes cinématiques du véhicule.
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Afin d’obtenir une plus grande réactivité, nous avons choiside sacrifier la garantie de ter-
minaison du suivi de trajectoire. L’évitement d’obstaclesque nous allons présenter dans cette
section ne calculera sa commande qu’à partir de la perception courante.

Contribution Au vu de tout le travail déjà réalisé sur l’évitement d’obstacles, nous devons
signaler que notre objectif est plus de réfléchir sur l’expression de l’évitement d’obstacles que
d’y proposer une nouvelle solution.Nous avons donc conçu, avec C.Koike, un système d’évi-
tement d’obstacles exprimé comme un problème d’inférence probabiliste. L’originalité de
notre approche se situe principalement dans son expressionet dans la sémantique qu’elle
permet de spécifier.

6.4.3 Situation expérimentale

Rappelons que le CyCab peut être piloté grâce à une vitesse linéaireV et à un angle de bra-
quageΦ. Il est équipé d’un télémètre laser à balayage sur180o avec une résolution angulaire
de 0.5o. Cependant, cette résolution entraîne des volumes de données trop importants pour la
gestion de la tâche d’évitement d’obstacles en temps réel. En conséquence, nous résumons l’in-
formation à huit valeurs, les distances à l’obstacle le plusproche dans des secteurs angulaires de
22.5 degrés (cf. fig. 6.6). NommonsDk, k = 1 . . . 8 les variables probabilistes correspondant à
ces 8 mesures.

En outre, nous supposons que le robot est piloté par un système de plus haut niveau (conduite
au joystick ou suivi de trajectoire par exemple) qui lui fournit une commande désirée sous la
forme d’un couple(Vd, Φd).

Finalement, comme dans notre cas particulier le système n’apas de perception sur l’arrière,
il est impossible de le laisser se déplacer en marche arrière. Notons toutefois que la méthode
présentée ici pourrait être adaptée à une perception panoramique.

Objectif : Dans ce contexte, notre objectif est de rechercher les commandes à transmettre au
système d’asservissement bas-niveau, de façon à garantir la sécurité du véhicule tout en appli-
quant les commandes désirées autant que possible. Nous nousplaçons dans le cas où les obstacles
ne sont pas agressifs : le but des obstacles est aussi de rester en sécurité (on retrouve le concept
de navigationréflexive[Kluge 2003]: c’est à dire qu’on suppose que le comportement des objets
dans l’environnement est similaire à notre comportement).

Dans le reste de cette section, nous allons présenter deux types d’inférence pour atteindre cet
objectif : la première inférence est construite à partir de règles qui expriment les commandes à
appliquer pour éviter les obstacles. On parle alors de programmation prescriptive. La seconde
inférence utilise plutôt une approche proscriptive : l’évitement d’obstacles ne fait qu’interdire
les commandes dangereuses, mais ne donne pas d’indicationssur la commande à appliquer.
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FIG. 6.6: Évitement d’obstacles : situation et variables.

6.4.4 Programmation prescriptive

Le modèle que nous allons décrire maintenant transforme le problème de l’évitement d’obs-
tacles en un problème de fusion bayésienne de sous-modèles prescriptifs. On commence par
exprimer le comportement à adopter pour réagir à chaque donnée capteur indépendamment, puis
on utilise un processus de fusion de commandes pour générer un comportement qui tient compte
de toutes les données.

a) Définition de sous-modèles

Dans un secteur angulairei, on définit une distribution de probabilité sur(V, Φ) connaissant
les commandes désirées et la distanceDi mesurée dans ce secteur :

Pi(V Φ | VdΦdDi) = Pi(V | VdDi)Pi(Φ | ΦdDi) (6.7)

où Pi(V | VdΦdDi) et Pi(Φ | ΦdDi) sont des distributions gaussiennes centrées respectivement
sur µV (Vd, Di) et µΦ(Φd, Di), avec des écarts typesσV (Vd, Di) et σΦ(Φd, Di). Les fonctions
µV , µΦ, σV , σΦ sont définies de façon à ressembler à des sigmoïdes (cf. fig. 6.7 et 6.8).

On peut faire deux remarques principales dans les figures 6.7et 6.8. D’abord, pour ce qui
est deµV et µΦ, on peut voir que les fonctions sont conçues de façon à exprimer l’idée simple
suivante : plus l’obstacle est éloigné, plus on essaye de suivre la commande désirée, et de façon
inverse, plus l’obstacle est proche plus les fonctionsµ chercheront à mettre le système en sécurité.
En ce qui concerne le contrôle de la vitesse, nous considérons que le système est en sécurité
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FIG. 6.7: Définition des moyennes dePi(V | VdDi) et Pi(Φ | ΦdDi) selon les distances mesu-
rées.

lorsque sa vitesse est nulle. Pour l’angle de braquage, plusl’obstacle est proche plus le robot
cherche à s’en éloigner en braquant au maximum de ses possibilités. Si l’obstacle est à droite, le
robot braquera à gauche et si l’obstacle est à gauche, il braquera à droite. L’existence de ces deux
solutions est traduite par les deux courbes sur le graphe de droite de la figure 6.7.

Ensuite, les écarts types de la figure 6.8 peuvent être vus comme des niveaux de contrainte.
Par exemple, quand un obstacle est très proche du robot (distanceDi petite), la vitesse de ce
dernier doit êtreimpérativementcontrainte à zéro. L’adverbe “impérativement” est traduitpar un
écart type proche de zéro. Au contraire, quand l’obstacle est loin (ou inexistant), le robot peut
éventuellement suivre la commande désirée, mais le fait d’appliquer une commande différente
n’augmente pas le risque de collision. Ce faible niveau de contrainte (adverbe “éventuellement”)
est le résultat d’un écart type important.

Voyons maintenant comment ces différents niveaux de contrainte sont fusionnés dans un
cadre probabiliste.
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mesurées.
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b) Fusion des commandes

Connaissant les commandes désirées et la plus courte distance mesurée dans son secteur,
chaque sous-modèle, défini parPi(V Φ | VdΦdDi), nous fournit une distribution de probabilité sur
les commandes à appliquer. Comme nous ne pouvons appliquer qu’une commande, nous allons
devoir fusionner ces huit distributions pour qu’il n’en reste qu’une, et extraire de cette dernière
une commande qui répond au mieux à la commande désirée et aux contraintes de sécurité.

Pour cela, nous nous plaçons dans le contexte de la PBR (cf. chapitre 2) et nous définissons
la distribution conjointe suivante :

P (V Φ Vd Φd D1 . . . D8 S) = P (D1 . . . D8) P (Vd Φd) (6.8)

P (S) P (V Φ | Vd Φd D1 . . . D8 S)

où la variableS ∈ [1 . . . 8] est définie de façon à ce que lorsqueS = i, le sous-modèlei contrôle
le robot.P (D1 . . . D8) et P (VdΦd) sont des distributions non définies : comme nous savons que
nous n’aurons pas besoin d’elles dans les futurs calculs, iln’est pas nécessaire de les spécifier.

De plus, comme il n’est pas nécessaire de favoriser un sous-modèle particulier, nous définis-
sonsP (S) par une distribution uniforme. Finalement, la sémantique de S est mise en exergue
par la définition deP (V Φ | Vd Φd D1 . . . D8 S) :

P (V Φ | Vd Φd D1 . . . D8 [S = i]) = Pi(V Φ | Vd Φd Di)

En utilisant l’équation 6.8, nous pouvons maintenant exprimer la distribution qui nous inté-
resse réellement :

P (V Φ | Vd Φd D1 . . . D8) = (6.9)
∑

S

(P (S)P (V Φ | Vd Φd D1 . . . D8 S))

Cette équation est en fait le lieu où les différents niveaux decontrainte exprimés par les fonc-
tions σV et σΦ vont prendre tout leur sens. Plus un sous-modèle exprimera une contrainte de
sécurité forte (obstacle proche), plus sa distribution surles commandes sera piquée. Ainsi les
sous-modèles qui ne voient pas d’obstacles dans leur secteur contribueront à la somme par une
distribution plutôt plate, alors que ceux qui perçoivent des obstacles dangereux ajouteront une
distribution piquée, et de cette façon, auront plus d’influence (voir fig. 6.9). Finalement la com-
mande réellement exécutée par le robot sera celle qui maximiseP (V Φ | Vd Φd D1 . . . D8)
(équation 6.9).

c) Résultats

La figure 6.10 illustre le résultat du système d’évitement d’obstacles appliqué sur un exemple
simulé. Le CyCab simulé est conduit manuellement (au moyen d’un joystick) dans un environ-
nement carré. Dans cette situation spécifique, le conducteur demande en permanence une vitesse
maximale et un angle de braquage nul. Sur la trajectoire en pointillé, on peut observer que l’évi-
tement d’obstacles courbe la trajectoire aux abords des murs. De plus, en regardant la densité
de points, on peut imaginer la vitesse du robot : il freine lorsqu’il s’approche des murs et suit la
vitesse désirée quand les obstacles ne sont pas trop menaçants.
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FIG. 6.9: Distribution de probabilité sur la vitesse et l’anglede braquage, résultant du processus
d’évitement d’obstacles.

6.4.5 Amélioration de la sémantique : la programmation proscriptive

L’approche précédente fournit un résultat satisfaisant entermes d’évitement d’obstacles. Ce-
pendant, on peut se demander si la sémantique d’un tel moduleest réellement pertinente.En
effet, lorsqu’on désire qu’un robot se déplace sans collision, il peut être plus judicieux de
spécifier ce qu’ilne doit pasfaire plutôt que ce qu’il doit faire.

Nous allons maintenant spécifier un modèle de fusion bayésienne fondé sur des sous-modèles
proscriptifs.

a) Définition de sous-modèles

Dans la spécification prescriptive des sous-modèles, on voulait exprimer les commandes à
appliquer en fonction des distances mesurées ainsi que le niveau de contrainte associé à ces com-
mandes. La relation entre(V, Φ) etDi était donc d’ordre fonctionnel : on voulait donc exprimer
quelque chose qui ressemble à(V, Φ) = f(Di). Il était donc naturel de construire une distribution
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FIG. 6.10: Trajectoire du robot lorsque la commande désirée estconstante : vitesse maximum et
angle de braquage nul. La trace est réalisée en dessinant un pixel toutes les10 millisecondes.

sur(V, Φ) connaissantDi.
Dans le cas d’une approche proscriptive, la sémantique à exprimer est différente : on cherche

à exprimer les commandes qui sont sûres au vu d’une mesure de distanceDi. On veut donc
une relation, au sens mathématique du terme4, mais cette relation n’est pas nécessairement une
fonction. Pour exprimer ce type de modèle, le plus simple estd’utiliser une méthode de fusion
par diagnostic (cf. chapitre 2).

1.Évitement d’obstacles Dans un secteur angulairei, on définit une variable de diagnosticIi,
variable booléenne qui exprime la compatibilité en termes de sécurité entre(V, Φ) et Di. En
pratique, pour calculerP (Ii | (V, Φ) Di), on définit une fonctionVmax(Φ, Di). Étant donné un
angle de braquageΦ, Vmax(Φ, Di) est la vitesse maximale applicable sans collision avec le plus
gros obstacle ayant pu provoquer la mesureDi. La figure 6.11 illustre la construction de cette
fonction.

On construit ensuite :
– soit une distribution en plateau (éq. 6.10),

P (Ii = 1 | (V, Φ) Di) = (V <= Vmax(Φ, Di)) (6.10)

– Soit une sigmoïde en deux dimensions (éq. 6.11) si on veut une distribution continue.

P (Ii = 1 | (V, Φ) Di) = 1−
1

1 + e−4α(V −Vmax(Φ,Di))
(6.11)

α est en relation avec la pente de la sigmoïde au point d’inflexion. Il est important de choisir
une pente assez forte pour deux raisons : d’abord, cela permet d’exprimer le caractère
impératif de la contrainte de sécurité, en rapprochant l’équation 6.11 de l’équation 6.10.

4Au sens mathématique, une relation entre deux ensemblesA etB est un sous-ensemble de leur produit cartésien.
Poura ∈ A et b ∈ B, on aaR b , (a, b) ∈ R. Une fonction est une forme spéciale de relation.
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De cette manière, le respect des contraintes de sécurité estbien considéré comme une
contrainte dure. Ensuite, une pente forte au point d’inflexion impose des plateaux très
plats, ce qui permet de considérer de manière équiprobable toutes les commandes sans
danger.
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FIG. 6.11: Construction deP (Ii | (V, Φ) Di) (à droite) : le modèle cinématique du robot est
utilisé pour tester les commandes admissibles en fonction d’une mesure de distance (à gauche).

2.Suivi de consigne La commande qui sera générée par le module d’évitement d’obstacles doit
d’une part être sûre, et d’autre part, respecter autant que possible la commande désirée par le
pilote de haut-niveau. Il s’agit ici d’une contrainte molle, par opposition aux contraintes de sé-
curité. Pour exprimer cette contrainte molle, on commence par définir une variable de diagnostic
Id qui juge de la cohérence entre les commandes à appliquer(V, Φ) et les commandes désirée
(Vd, Φd). On donne ensuite àP (Id | (V, Φ) (Vd, Φd)) une forme de cloche assez évasée :

P (Id | (V, Φ) (Vd, Φd)) = e
1
2

“

V −Vd
σV

”2

e
1
2

“

Φ−Φd
σΦ

”2

(6.12)

La différence entreσV et σΦ donne l’importance relative accordée au respect deVd et Φd. Si
σV est plus grand queσΦ, alors il est plus important de respecter l’angle de braquage que de
suivre la vitesse. Face à un obstacle, le robot préférera s’arrêter plutôt que de changer son angle
de braquage. Dans le cas contraire, c’est le respect de la vitesse qui passe avant la direction.
Puisqu’il est prêt a changer souvent de direction pour ne pasralentir, le robot adopte alors un
comportement beaucoup plus agressif. Le choix des valeurs de ces deux paramètres dépendra de
l’application. Cependant, il est généralement plus sûr d’avoir σΦ légèrement inférieur àσV .

b) Fusion des modèles

Pour fusionner un ensemble de sous-modèles de diagnostic, on utilise le programme bayésien
illustré par la figure 6.12. Finalement, la commande appliquée est celle qui maximise la distribu-
tion de fusion car elle respecte au mieux toutes les contraintes : toutes ces variables de diagnostic
valent 1 (cf. chapitre 2).
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En considérant l’expression de la question résultant de ce sous-modèle, on constate un pro-
blème potentiel : étant exprimée comme un produit, il est possible que l’instanciation de cette
question donne une distribution de probabilité dégénérée,nulle partout. Dans le cas spécifique
d’un véhicule n’acceptant que des vitesses positives, il est facile d’éviter cette situation dégé-
nérée en garantissant queP (Ii | ([V = 0], Φ) Di) = 1 quels que soientΦ et Di, c’est à dire
queV = 0 est toujours une commande sûre. Avec une perception omnidirectionnelle, on peut
envisager d’accepter aussi des vitesses négatives. Dans cecas, il n’est pas judicieux de conserver
la contrainte précédente, car il peut être intéressant de fuir pour éviter un obstacle trop agressif.
La détection d’une distribution de fusion dégénérée est alors un diagnostic d’échec de la fuite,
ou de situation de collision inévitable.
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Variables Pertinentes
(V, Φ) : Commandes recherchées
(Vd, Φd) : Commandes demandées
Id : Variable de diagnostic associée à(Vd, Φd)
D1 . . . D8 : Distances mesurées
I1 . . . I8 : Variable de diagnostic associée auxDi=1...8

Décomposition
P ((V, Φ) (Vd, Φd) Id D1 . . . D8 I1 . . . I8) =

P (V, Φ)P (Vd, Φd)P (Id | (V, Φ) (Vd, Φd))
∏8

i=1 P (Di)P (Ii | (V, Φ) Di)
Formes Paramétriques

P (V, Φ), P (Vd, Φd), P (Di) : Uniformes
P (Ii | (V, Φ) Di) : Questions aux sous-modèles d’évitement

d’obstacles
P (Id | (V, Φ) (Vd, Φd)) : Question au sous-modèle de suivi de

consignes
Identification :

P (Ii | (V, Φ) Di) : Construction à partir du modèle cinématique
P (Id | (V, Φ) (Vd, Φd)) : a priori

Question :
P ((V, Φ) | (Vd, Φd) D1 . . . D8 [Ii = 1]i=1...8 [Id = 1]) ∝
P ([Id = 1] | (V, Φ) (Vd, Φd))

∏

i=1..8 P ([Ii = 1] | (V, Φ) Di)

FIG . 6.12:Fusion de sous-modèle par diagnostic

c) Résultats

Les figures 6.14 à 6.17 illustrent la construction progressive de la distribution de probabilité
sur les commandes à appliquer. Dans chaque figure, on trouve àgauche, la distribution sur les
commandes proposée par le sous-modèle, et à droite, celle résultant de la fusion du modèle
courant avec tous les modèles précédents.

Pour cet exemple, on se place dans les conditions suivantes :
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– Les commandes désirées correspondent à une vitesseVd moyenne et un léger angle de
braquageΦd vers la gauche.

– Aucun obstacle n’a été détecté enD1, D3, D5, D7 etD8.
– D2 correspond à un obstacle lointain,D4 à un obstacle modérément proche etD6 à un

obstacle proche.
La figure 6.13 illustre cette situation.

D1

D2

D3
D5

D7

D8

D6D4

V

FIG. 6.13: Résultats de l’évitement d’obstacles : situation expérimentale.

Distribution issue du sous-modèle Résultat de la fusion
P (V Φ | Vd Φd [Id = 1]) P (V Φ | Vd Φd [Id = 1])
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Suivi de la consigne

FIG. 6.14: Calcul progressif deP ((V, Φ) | (Vd, Φd) D1 . . . D8 [Ii = 1]i=1...8 [Id = 1]), étape 1.

1. La figure 6.14 présente l’état initial du processus de fusion. A gauche, le sous-modèle
de suivi des consignes propose une distribution en cloche, centrée sur(Vd, Φd). A droite,
puisqu’il s’agit du premier modèle considéré, sa distribution se retrouve à l’identique dans
la distribution de fusion.

2. Dans la figure 6.15, on constate le peu d’influence du modèled’évitement connaissantD2.
A gauche, la distribution de commande sure proposée par le modèle autorise presque toutes
les commandes sauf un léger angle de braquage à droite et une vitesse maximale. Comme
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Distribution issue du sous-modèle Résultat de la fusion
P (V Φ | D2 [I2 = 1]) P (V Φ | Vd Φd D1...2 [Id = 1][I1...2 = 1])
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Évitement d’obstacles connaissantD2

FIG. 6.15: Calcul progressif deP ((V, Φ) | (Vd, Φd) D1 . . . D8 [Ii = 1]i=1...8 [Id = 1]), étape 2.

ces restrictions ne s’opposent pas aux commandes désirées,la distribution de fusion n’est
presque pas modifiée par la perceptionD2. Ceci est particulièrement visible dans la non
modification des lignes de niveaux en bleu sous la nappe de probabilité.

Distribution issue du sous-modèle Résultat de la fusion
P (V Φ | D4 [I4 = 1]) P (V Φ | Vd Φd D1...4 [Id = 1][I1...4 = 1])
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Évitement d’obstacles connaissantD4

FIG. 6.16: Calcul progressif deP ((V, Φ) | (Vd, Φd) D1 . . . D8 [Ii = 1]i=1...8 [Id = 1]), étape 3.

3. Par rapport à la perceptionD2, la perceptionD4 a plus d’influence sur la distribution
de fusion. Dans la figure 6.16, on constate que le sous-modèlecorrespondant àD4 in-
terdit une plus grande partie de l’espace moteur. Globalement, les commandes interdites
correspondent à des mouvements en ligne droite avec une vitesse moyenne à grande. En
observant les lignes de niveaux de la distribution de fusion, on constate que l’intégration
de la distribution proposée par le sous-modèle déforme légèrement la distribution de fu-
sion. Toutefois, le maximum de la distribution n’est pas déplacé, ce qui signifie que ce
sous-modèle ne s’oppose pas aux commandes désirées.
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Distribution issue du sous-modèle Résultat de la fusion
P (V Φ | D6 [I6 = 1]) P (V Φ | Vd Φd D1...6 [Id = 1][I1...6 = 1])
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FIG. 6.17: Calcul progressif deP ((V, Φ) | (Vd, Φd) D1 . . . D8 [Ii = 1]i=1...8 [Id = 1]), étape 4.

4. Finalement, la figure 6.17 illustre l’influence d’un obstacle proche (distanceD6 petite). En
conséquence, le sous-modèle correspondant àD6 propose une distribution de commande
où les seules commandes possibles correspondent à un braquage maximal à gauche avec
une très faible vitesse, ou bien à un braquage à droite avec une vitesse quelconque. Les
restrictions imposées par ce modèle sont en opposition avecles commandes désirées. On
constate donc que les lignes de niveaux sont fortement déformées sur la distribution de fu-
sion. La commande correspondant au maximum de probabilité correspond à la commande
la plus proche de la commande désirée et compatible avec les contraintes de sécurité.

6.4.6 Bayésien, prescriptif ou proscriptif : quelles différences?

Après avoir décrit ces deux modèles bayésiens de comportement d’évitement d’obstacles, on
arrive nécessairement aux deux questions suivantes : quelle différence y a-t-il entre le modèle
proscriptif et le modèle prescriptif ? En quoi est-il intéressant d’utiliser un modèle bayésien pour
l’évitement d’obstacles ?

1−Module proscriptif

2−Module proscriptif

1
3

2
3−Module prescriptif

σV ≤ σΦ

σV > σΦ

FIG. 6.18: Comparaison des trajectoires d’évitement d’obstacles.

Commençons par la différence entre prescriptif et proscriptif. La figure 6.18 donne un aperçu
qualitatif de cette différence. Dans chaque trajectoire, les consignes demandées sont une vitesse
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maximale et un angle de braquage nul. Avec une approche proscriptive, s’il est plus important de
suivre la vitesse que de respecter l’angle de braquage (trajectoire 1), la trajectoire est déformée
avec une courbure plus faible mais plus tôt que dans le cas prescriptif (trajectoire 3), afin de
ne pas réduire la vitesse. Par ailleurs, dans le cas proscriptif, on constate que si on choisit de
privilégier l’angle de braquage (trajectoire 2), le système ne déforme plus la trajectoire et, ainsi,
s’arrête devant l’obstacle sans avoir dévier de sa trajectoire initiale.

Revenons maintenant à l’intérêt d’utiliser une formulation bayésienne du problème de l’évi-
tement d’obstacles. Plusieurs points peuvent être évoquéspour justifier cette formulation :

– Tout d’abord, la simplicité et la clarté de la décomposition en sous-problèmes simples dont
les résultats sont ensuite mis en commun,

– Ensuite, la simplicité de l’expression des niveaux de contrainte et la richesse de cette ex-
pression : toute déformation de la nappe de probabilité associée à un sous-modèle est
synonyme d’information sur les contraintes à respecter, ousur les libertés dont dispose le
système.

– Notons aussi la richesse de la liaison avec le pilote de haut-niveau : on peut imaginer un
pilote de haut niveau qui demande des commandes exotiques dutype : tourner à gauche,
exactement à 1m/s ou légèrement à droite sans dépasser 0.5m/s. Ce type de consigne s’ex-
prime facilement comme distribution de probabilité (avec ou sans variable de diagnostic),
et s’intègre non moins facilement dans la fusion globale dessous-modèles.

– Finalement, une expression sous forme d’inférence bayésienne s’intègre harmonieusement
dans une architecture de contrôle bayésienne telle que celles présentées au chapitre 7.

6.5 Conclusion

Ce chapitre nous a permis d’exprimer deux problèmes classiques de la robotique sous la
forme de problèmes d’inférences bayésiennes : le suivi de trajectoire et l’évitement d’obstacles.
L’intérêt de ces expressions est leur sémantique à la fois riche et précise.

Cette richesse a été illustrée non seulement par l’expression de niveaux de contrainte va-
riables, aussi bien dans le suivi de trajectoire que dans l’évitement d’obstacles, mais aussi par les
notions de programmation prescriptive et proscriptive.

La précision résulte quant à elle de l’utilisation de la théorie des probabilités et du formalisme
de la programmation bayésienne. Grâce à cela, toutes nos expressions ont une base mathématique
solide et une sémantique bien définie.

Arrivés a la fin de ce chapitre, nous avons décrit un jeu de fonctionnalités indépendantes
pouvant être utilisées comme briques élémentaires dans la construction d’une application com-
plexe de navigation intentionnelle. Dans le dernier chapitre de cette thèse, nous allons maintenant
nous préoccuper de l’implantation et de l’intégration de toutes ces facultés sur notre plate-forme
expérimentale : le CyCab.



Chapitre 7

Plusieurs niveaux de représentation pour
une tâche complexe

7.1 Programmation Bayésienne Orientée Objet

7.1.1 Insuffisance de la programmation bayésienne

La programmation bayésienne à été définie par Bessière[Bessière et al. 1998a;b]et utilisée
dans de nombreux contextes depuis :[Coué 2003, Diard 2003a, Lebeltel et al. 2003, Mekhnacha
1999b, Ramirez 2003]. Ces principes ont été présentés dans le chapitre 2. Un programme bayé-
sien décrit un problème en identifiant les variables pertinentes, en donnant une décomposition de
la distribution conjointe sur ces variables et en identifiant des distributions impliquées dans cette
décomposition, éventuellement à l’aide d’autres programmes bayésiens.

a) Problème considéré

La notion de programme bayésien est tout à fait adaptée pour modéliser un problème de fa-
çon formelle. De plus,[Bessière & Group 2003]ont montré que la capacité d’expression de cette
notion lui permettait d’exprimer la plupart des autres approches probabilistes utilisées en robo-
tique.Malgré toutes ces qualités, deux problèmes sont apparus au moment de la conception
logicielle de nos applications : un manque de généricité et l’absence de la notion d’abstrac-
tion.

b) Illustration

Pour illustrer ces notions, prenons un exemple simple inspiré d’une situation classique en
robotique : un robot ponctuel, caractérisé par son abscisseX. Ce robot est mobile et peut recevoir
des ordresU qui seront calculés par rapport àX. Pour estimerX, le robot dispose de deux
capteurs qui lui fournissent deux donnéesD1 et D2, et d’un modèle de ces capteurs qui lieX à
D1 en utilisant un paramètreP1 etX àD2, en utilisantP2. Le programme bayésien qui modélise
le système est donné dans la figure 7.1. Si l’on souhaite utiliser une approche de programmation

135
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plus modulaire, on peut utiliser le programme bayésien présenté par la figure 7.5, construit à
partir des programmes 7.2, 7.3 et 7.4.
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Variables Pertinentes
X : État du robot
U : Commande
D1 : Donnée 1
D2 : Donnée 2
P1 : Paramètre 1
P2 : Paramètre 2

Décomposition
P (X U D1 D2 P1 P2 | π) =

P (X | π)P (U | X π)
P (P1 | X π)P (D1 | X P1 π)
P (P2 | X π)P (D2 | X P2 π)

Formes Paramétriques
Selon le contexte

Identification :
Selon le contexte

Question :
P (U | D1 D2 P1 P2 π)

FIG . 7.1:Système exemple : programme bayésien complet

c) Analyse

1.Le manque de généricité apparaît dans la redondance des définitions des modèles des cap-
teurs 1 et 2. Comme ces programmes ont la même structure, on voudrait pouvoir décrire un
méta-programme bayésiencapteurqui serait instancié deux fois dans cet exemple.

2.L’absence d’abstraction est illustré par la version modulaire du programme bayésien: les
paramètresP1 et P2 sont des paramètres des modèles capteurs et il n’y a que peu d’intérêt à les
faire apparaître dans le programme bayésien complet. De plus, pour ce qui est de la localisation,
tout ce qu’on demande à un modèle capteur est d’être capable de lier une observation du système
à un état du système. On souhaiterait donc ne voir apparaîtredans le modèle global que la distri-
butionP (Di | X π). Ainsi, les autres paramètres du modèle capteur devraient être oubliés à ce
niveau d’abstraction. Un autre intérêt de ce type d’abstraction est la flexibilité qu’elle introduit :
si on désire changer de modèle capteur, et prendre maintenant un modèle capteur qui dépend de
trois paramètres, il n’est pas nécessaire de changer le modèle global, car celui-ci n’utilise que
l’interface abstraite du modèle capteur, c’est à direP (Di | X π).
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Variables Pertinentes
X : État du robot
U : Commande

Décomposition
P (X U | π) =

P (X | π)P (U | X π)
Formes Paramétriques

Selon le contexte
Identification :

Selon le contexte
Question :

P (U | X π)

FIG . 7.2:Système exemple : programme bayésien de contrôle
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Variables Pertinentes
X : État du robot
D1 : Donnée 1
P1 : Paramètre 1

Décomposition
P (X D1 P1 | π) =

P (X | π)P (P1 | X π)P (D1 | X P1 π)
Formes Paramétriques

Selon le contexte
Identification :

Selon le contexte
Question :

P (D1 | X P1π)

FIG . 7.3:Système exemple : programme bayésien du capteur 1
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Variables Pertinentes
X : État du robot
D2 : Donnée 2
P2 : Paramètre 2

Décomposition
P (X D2 P2 | π) =

P (X | π)P (P2 | X π)P (D2 | X P2 π)
Formes Paramétriques

Selon le contexte
Identification :

Selon le contexte
Question :

P (D2 | X P2π)

FIG . 7.4:Système exemple : programme bayésien du capteur 2
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Variables Pertinentes
X : État du robot
U : Commande
D1 : Donnée 1
D2 : Donnée 2
P1 : Paramètre 1
P2 : Paramètre 2

Décomposition
P (X U D1 D2P1 P2 | π) =

P (X | π)P (U | X π)
P (P1 | X π)P (D1 | X P1 π)
P (P2 | X π)P (D2 | X P2 π)

Formes Paramétriques
P (U | X π), P (D1 | X P1 π) et P (D2 | X P2 π) sont les questions des
modèles précédents (fig. 7.2, 7.3 et 7.4)

Identification :
Selon le contexte

Question :
P (U | D1 D2 P1 P2 π)

FIG . 7.5:Système exemple : programme bayésien complet modulaire
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7.1.2 La PBOO : une méthodologie de modélisation bayésienne

Définition 26 – Classe bayésienneOn appelle classe bayésienneC un septuplé

C = {L,R, T,K, {Ci}i=1..n , Π, π}

oùL,R,T ,K sont des variables aléatoires.Π est un programme bayésien associé à la classe : ses
variables pertinentes sontL,R, T,K et sa question estP (L | R K π). π représente l’ensemble
des connaissances préalables utilisées par le programmeurpour définirC. {Ci}i=1..n est une
collection de classe bayésienne, éventuellement vide. Lesclasses de{Ci}i=1..n sont utilisées
pour construire la distribution conjointe deΠ.

La sémantique des variables est la suivante :
– L : variable aléatoire sur laquelleC exporte une distribution, doit nécessairement exister.
– R : variable aléatoire dont dépend la distribution exportée.Si R n’existe pas, la distribu-

tion exportée est inconditionnelle, elle est conditionnelle dans le cas contraire.
– T : variable aléatoire de transfert (variable locale). Permet de transférer de l’information

d’un objet probabiliste à un autre, ou de générer des marginalisations.
– K : variable aléatoire dont la valeur est connue/accessible par C. K peut être une mesure

venant d’un capteur, une décision sur la distribution d’uneclasse interne, un paramètre
d’un modèle...

Une classe bayésienne est utilisée pour exporter la distributionP (L | R π).

Pour exporter sa distribution, la classe bayésienneC = {L,R, T,K, {Ci}i=1..n , Π, π} utilise
Π pour calculer

P (L | RKπ) =
∑

T

P (L | RKTπ)P (T | π)

Comme, par définition,K est une variable dont la classe connaît la valeurk, on peut poser
π′ = π ∧ [K = k]. On obtient alors :

P (L | Rπ′) = P (L | RKπ)

Les variablesK et T disparaissent de la distribution exportée. L’exportationde la distribution
ajoute donc un niveau d’abstraction à la modélisation.

a) Réécriture du système exemple en PBOO

Nous allons maintenant utiliser le formalisme PBOO pour reformuler le système utilisé
comme exemple au début de cette section. Les programmes bayésiens associés à ces classes
sont tirés directement des figures 7.1 à 7.5.

Le premier modèle dont nous disposons est un modèle de capteur qui calculeP (D | X). On
en déduit une classe bayésienneCapteur (table 7.1.a). A partir de ce modèle, on peut définir
une classe bayésienne de localisationLocalisation (table 7.1.b) qui utilise deux instances
du modèle capteur. On ajoute ensuite une classe de contrôleContrôle (table 7.1.c) On peut
finalement définir notre système globalRobot (table 7.1.d) en utilisant une instance de la classe
de localisation et une instance de la classe de contrôle. La figure 7.6 illustre cette architecture.
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Classe(a) Capteur

Exporte P(D : donnée| X : étatπ)
Objets internes :
∅

Variables :
L = D : donnée
R = X : état
T = ∅
K = P : paramètre

Classe(b) Localisation

Exporte P(X : état| π)
Objets internes :

Capteur1(D1 | X)
Capteur2(D2 | X)

Variables :
L = X : état
R = ∅
T = ∅
K = D1 D2 : variables connues

Classe(c) Contrôle

Exporte P(U : commande| X : étatπ)
Objets internes :
∅

Variables :
L = U : commande
R = X : état
T = ∅
K = ∅

Classe(d) Robot

Exporte P(U : commande| π)
Objets internes :

Contrôle(U | X)
Localisation(X)

Variables :
L = U : commande
R = ∅
T = X : état
K = ∅

TAB . 7.1 – Expression du système exemple sous forme de classes bayésiennes.
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Capteur Capteur

Contrôle

Localisation

Robot

P (U)

P (U) =
∑

X P (U | X)P (X)

P (U X) = P (X) P (U | X)

P (X)

P (X | D1 D2)

P (X D1 D2) = P (X) P (D1 | X) P (D2 | X)

P (D | X) P (D | X)

P (D | X)P (D | X)
P (X D) = P (X)P (D | X)P (X D) = P (X)P (D | X)

P (U | X)

P (U | X)
P (X U) = P (X)P (U | X)

FIG. 7.6: Architecture de contrôle définie en PBOO.
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L’utilisation, dans l’application précédente, de la position comme variable de transfert, pro-
voque, lors du calcul deP (U), une sommation surX. Pour éviter le coût calculatoire de cette
sommation, il est possible de prendre une décision sur la distribution P (X). La variable X de-
vient alors une variable connue de l’objetRobot2 (table 7.2) .

ClasseRobot2

Exporte P(U : commande| π)
Objets internes :

Contrôle(U | X)
Localisation(X)

Variables :
L = U : commande
R = ∅
T = ∅
K = X : état

TAB . 7.2 – Classe bayésienne :Robot2 .

b) En résumé

Une classe bayésienne est donc une structure qui vient s’ajouter sur un programme bayésien
pour définir une interface qui pourra être utilisée par d’autres modèles. L’implantation particu-
lière de la classe bayésienne sera un programme probabiliste particulier. Pour le module utili-
sateur, la seule partie utile de la classe bayésienne est la partie exportée (ou publique), c’est à
dire le couple(L,R). Il pourra donc utiliser indifféremment toute classe exportant P (L | R)
indépendamment de l’implantation réelle de la classe :({Ci}i=1..n , T,K, Π, π).

Finalement la programmation bayésienne orientée objet (PBOO) est un formalisme efficace
pour définir une architecture de décision bayésienne contenant plusieurs niveaux d’abstraction.
Sa généricité permet de changer une partie de l’architecture (pour changer de méthode de calcul
ou changer de modèle par exemple) sans avoir à modifier le reste. Par ailleurs, la notion de classe
bayésienne s’intègre naturellement dans un langage orienté objet (type C++ ou Java), ce qui
permet de bénéficier de la notion d’héritage. De la notion d’héritage de classes (C++), on arrive
donc à la notion d’héritage de modèles. Un modèle hérité d’unautre propose la même interface
– c’est à dire les mêmes variablesL etR – mais peut réaliser son inférence bayésienne de façon
différente : en utilisant une autre méthode algorithmique,d’autre paramètres, etc.

La PBOO nous servira de guide pour décrire les architecturesintégrées qui seront présentées
dans la suite de ce chapitre.
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7.2 Classes bayésiennes implémentées dans les chapitres pré-
cédents

Cette section nous permet de reprendre l’ensemble des fonctionnalités décrites dans nos cha-
pitres précédents pour les ré-exprimer sous formes de classes bayésiennes.

7.2.1 Modélisation de l’environnement

Classe(a) SLAM classique

Exporte P((Xt, Et) | π)
Objets internes :
∅

Variables :
L = (Xt, Et)
R = ∅
T = ∅
K = Zt . . . Z0

Classe(b) Grille d’occupation

Exporte P(Gt | π)
Objets internes :
∅

Variables :
L = Gt

R = ∅
T = ∅
K = Zt . . . Z0

Classe(c) Filtre relatif

Exporte P(Inv(Et) | π)
Objets internes :
∅

Variables :
L = Inv(Et)
R = ∅
T = ∅
K = Zt . . . Z0

Classe(d) FPG

Exporte P(Et | π)
Objets internes :

Filtre relatif
Variables :

L = Et

R = ∅
T = ∅
K = Inv(Et)

TAB . 7.3 – Classes bayésiennes de modélisation de l’environnement.

1.SLAM classique L’algorithme classique de SLAM(sec. 5.2.2, table 7.3.a) estime conjointe-
ment l’état du robot (Xt) et de son environnement (Et) au cours du temps à partir des observations
Zt . . . Z0. L’état de l’environnement est résumé par l’état d’un ensemble de primitives simples
(segments, points,. . .). La distribution exportée prend laforme d’une gaussienne multidimension-
nelle résumée par un vecteur moyen et une matrice de covariance.

2.Grille d’occupation Le principe d’une grille d’occupation (sec. 5.2.1, table 7.3) est d’expor-
ter une estimation de l’état de l’environnement. Pour un point donné de l’environnement, cette
représentation donne la probabilité que ce point fasse partie de l’espace libre ou des obstacles. Il
s’agit donc d’une représentation appropriée pour planifierune trajectoire sûre.
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3.Filtre relatif Le filtre relatif (sec. 5.2.2, table 7.3.c) exporte une représentation de l’environ-
nement composée de propriétés invariantes (Inv(Et)), et donc indépendante de l’état du robot.
Une des spécificités du filtre relatif est son opposition systématique aux corrélations. En effet,
la distribution exportée sur les propriétés invariantes est une distribution gaussienne sans aucune
corrélation (sa matrice de covariance est diagonale).

4.Filtre à projection géométrique Le filtre à projection géométrique (sec. 5.2.2, table 7.3.d)
utilise le filtre relatif pour construire une représentation de l’environnement utilisable pour la
localisation.

7.2.2 Localisation

Classe(a) Triangulation

Exporte P(Xt | ~Zt π)
Objets internes :
∅

Variables :
L = Xt

R = ~Zt

T = ∅
K = Et, I

Classe(c) Loc. temporelle

Exporte P(τ(t), ξ(t) | Zt . . . Z0 π)
Objets internes :

Capteur(Zt | ξt)

Variables :
L = τ(t), ξ(t)
R = Zt . . . Z0

T = τ(t− 1), ξ(t− 1)
K = Tsm

Classe(b) Localisation sans mise en
correspondance

Exporte P(Xt | ~Zt π)
Objets internes :

Capteur(Zi | X)

Variables :
L = Xt

R = ~Zt

T = ~F , ~W
K = Et

Classe(d) Estimation de confiance

Exporte P(Cert(t) | Zt π)
Objets internes :

Fausse observation(Zt)
Observation sans modèle(Zt | Zt−1 ξ)
Observation avec modèle(Zt | Et)

Variables :
L = Cert(t)
R = Zt

T = Cert(t− 1), Modèle
K = Zt−1, ξ, Et

TAB . 7.4 – Classes bayésiennes de localisation.

Quatre classes bayésiennes ont été présentées dans le chapitre 4 sur la localisation.

1.Triangulation La localisation par triangulation (sec. 4.2, table 7.4.a) utilise un filtre de Kal-
man et un mécanisme déterministe de mise en correspondance robuste (I) pour estimer la posi-
tion du robotXt à partir de l’observationZt.
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2.Localisation sans mise en correspondancePour éviter d’utiliser une mise en correspon-
dance déterministe, nous avons utilisé un mécanisme de localisation probabiliste avec mise en
correspondance implicite(sec. 4.3, table 7.4.b). Cette localisation estime elle aussi l’état du robot
Xt en fonction des observations. Cependant, la mise en correspondance, représentée par les va-
riables~F et ~W n’est pas une variable connue (commeI en 7.4.a) mais une variable de transfert.

3.Localisation temporelle Aux classes de localisation spatiale, nous avons ajouté uneclasse
bayésienne de localisation temporelle (sec. 4.4, table 7.4.c) qui estime la position temporelleτ(t)
et l’erreur de suiviξ(t) dans une trajectoire sensorimotriceTsm à partir de l’observationZt.

4.Estimation de confiance Nous avons aussi ajouté une classe bayésienne (sec. 4.5, table 7.4.d)
qui estime au cours du temps un indice de confiance fondé sur lacohérence entre les observations
Zt réalisées et celles attendues connaissant une distribution de probabilité sur la position spatio-
temporelle (Xt, τ(t)). Cette classe utilise trois objets internes pour prévoir ces observations selon
trois hypothèses : on ne dispose d’aucune information, on neconnaît que l’observation précé-
dente et la différence de point de vue et on possède un modèle complet de l’environnement.

7.2.3 Comportements

Quatre classes bayésiennes visant à générer des commandes applicables sur le robot ont été
présentées au chapitre 6 sur les comportements.

1.Évitement d’obstacles Deux classes se présentent comme une spécialisation d’une classe
bayésienne abstraite d’évitement d’obstacles : les évitements d’obstacles proscriptifs (sec. 6.4.5,
table 7.5.a) et prescriptifs (sec. 6.4.4, table 7.5.b). Ces classes calculent une distribution sur les
commandes à appliquerU = [V, Φ], connaissant des mesures de distance venant de proximètres
({Di}i=1..8) et une commande demandée (Ud = [Vd, Φd]) par un niveau d’abstraction supérieur.

2.Réalisation d’un trajet Afin de suivre un trajet, nous avons développé un comportement de
suivi de trajectoire exprimé sous forme d’inférence bayésienne (sec. 6.3, table 7.5.c). Le suivi
bayésien calcule une distribution sur les commandesU connaissant l’erreur de suiviξt et les
commandes de référenceUr.

7.2.4 Conclusions

En utilisant le formalisme de la PBOO, on peut décrire de façon formelle les briques de
base dont nous disposons pour construire des applications complexes. L’expression “application
complexe” est utilisée ici pour désigner une application réalisant l’intégration d’un ensemble de
briques de base à travers plusieurs niveaux d’abstraction.

Le but des sections qui vont suivre est de présenter deux applications complexes réalisées à
partir de notre bibliothèque de classes bayésiennes.
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Classe(a) Évitement d’obstacles
proscriptif

Exporte P(U | Ud π)
Objets internes :

8× Evit. élémentaire(Ii | U Di)
Suivi des consignes(Ic | U Ud)

Variables :
L = U
R = Ud

T = ∅
K = Var. de diagnosticIi

Proximètres

Classe(c) Suivi bayésien

Exporte P(U = [V, Φ] | ξt = [δxt, δyt, δθt]
π)
Objets internes :

Contrôle longitudinal(V | δxt Vr)
Contrôle latéral(Φ | δyt δθt Φr)

Variables :
L = U = [V, Φ]
R = ξt = [δxt, δyt, δθt]
T = ∅
K = Uref

Classe(b) Évitement d’obstacles
prescriptif

Exporte P(U | Ud π)
Objets internes :

8× Evit. élémentaire(U | Ud)

Variables :
L = U
R = Ud

T = S
K = Proximètres

TAB . 7.5 – Classes bayésiennes de contrôle.

7.3 Plate-forme expérimentale

7.3.1 Un véhicule autonome : le CyCab

La plupart des problématiques présentées dans ce travail sont inspirées des difficultés ren-
contrées en travaillant sur la plate-forme de l’INRIA Rhône-Alpes. Cette plate-forme (fig. 7.7)
est un véhicule électrique doté de la capacité originale de pouvoir braquer indépendamment ces
deux essieux. Le modèle général de véhicule qui en résulte est présenté sur le schéma 7.8. Ce-
pendant, pour utiliser un modèle simplifié tout en maximisant la manoeuvrabilité, nous avons
choisi d’utiliser une amplitude de braquage identique à l’avant et à l’arrière. Dans ce cas, le mo-
dèle cinématique résultant est celui d’une voiture dont la distance inter-essieux serait égale à la
moitié de la distance réelle, ce qui implique un rayon de braquage minimal.

Le CyCab est équipé d’un système informatique complexe et distribué, constitué de deux
micro-contrôleurs et d’un ordinateur embarqué. Chaque micro-contrôleur est responsable de
l’angle de braquage et de la vitesse appliquée sur un essieu.L’ordinateur embarqué supervise le
système global en communiquant avec les micro-contrôleurspar l’intermédiaire d’un bus CAN.

Cette architecture présente l’avantage de pouvoir définir plusieurs niveaux de sécurité indé-
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pendants et redondants. Cependant, elle introduit des retards de communication entre l’émis-
sion d’une commande motrice sur l’ordinateur embarqué et son application réelle par les micro-
contrôleurs.

Finalement, comme le CyCab est un véhicule de300kg pouvant atteindre une vitesse de
20km/h, les expérimentations sur le parking de l’INRIA, au milieu des véhicules du personnel
et éventuellement de spectateurs, ont été parfois particulièrement stressantes. Pour cette raison,
un effort particulier a été porté sur la mise en place de systèmes de sécurité fiables et efficaces,
et sur le développement d’un simulateur reproduisant les caractéristiques principales du CyCab
et de ses capteurs. Ces développements sortent du cadre de cette thèse et ne seront donc pas
plus détaillés dans ce document. De plus amples détails devraient cependant être publiés dans un
rapport technique de l’INRIA.

7.3.2 Un capteur embarqué : le télémètre laser

Le CyCab que nous utilisons est équipé de capteurs proprioceptifs permettant de mesurer
la vitesse et le déplacement de chaque roue ainsi que l’anglede braquage appliqué par chaque
moteur de direction.

Nous avons aussi installé un télémètre laser à balayage1 qui permet de mesurer la distance
aux objets les plus proches, tous les demi-degrés, dans un secteur angulaire plan de180o, situé à
l’avant du CyCab (partie grisée sur la figure 7.9). Pour les besoins des algorithmes de localisa-
tion qui seront présentés par la suite, nous avons choisi d’installer des amers artificiels dans notre
environnement. Ces amers sont des cylindres recouverts d’une surface réfléchissante particuliè-
rement bien adaptée à notre capteur. Deux amers sont visibles sur la figure 7.9.

Finalement, un algorithme de pré-traitement des données laser a été développé afin de détec-
ter les amers présents dans le champ de vision du capteur. Ainsi, nous disposons de la position
de chaque amer observé dans le repère capteur. La plupart desalgorithmes présentés dans ce do-
cument considèrent donc le télémètre laser comme un détecteur d’amers en ignorant les données
brutes. La figure 7.10 donne un exemple de données mesurées par notre capteur sur le parking
de l’INRIA. Chaque petit cercle correspond à un écho laser. Enhaut de l’image, on distingue les
silhouettes de quelques véhicules en stationnement. Deux amers sont détectés avec trois échos
chacun. La séquence d’échos, en bas au milieu de l’image, correspond à un mur de l’INRIA.
La qualité de l’alignement des échos dans cette séquence illustre la précision du capteur et sa
fiabilité.

1Sick LMS200.
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7.4 Planification et suivi de trajectoires en environnement non
contrôlé

7.4.1 Objectif

L’autonomie d’un véhicule en milieu urbain est une tâche complexe qui mobilise beaucoup de
moyens actuellement, tant sur le plan humain que financier. Dans les chapitres précédents, nous
avons implanté un ensemble de fonctionnalités qui nous paraissent absolument nécessaires pour
augmenter l’autonomie des véhicules automatiques du futur: la construction d’un modèle interne
de l’environnement, la localisation dans ce modèle et sa mise à jour au cours du mouvement, la
planification d’un déplacement dans ce modèle, la réalisation de cette planification en tenant
compte de modifications éventuelles de l’environnement.

7.4.2 Architecture système

Pour réaliser cette application, nous avons intégré un ensemble de cinq classes bayésiennes
dans la structure illustrées par la figure 7.11.

7.4.3 Expérimentations

La figure 7.12 présente une situation expérimentale typique.

Scénario :
– Après l’installation rapide et arbitraire d’amers dans l’espace de travail, une première phase

de conduite manuelle est exécutée afin de construire un modèle de l’environnement : une
carte des amers pour la localisation et une carte d’occupation de l’espace libre pour la
planification.

– Cette dernière et la position courante sont ensuite transmises au planificateur de trajectoire.
– Celui-ci, à partir d’une interface graphique, demande une position but à l’utilisateur et

calcule, si possible, une trajectoire pour atteindre ce but.
– Après validation de l’utilisateur, la trajectoire est exécutée, et éventuellement déformée par

le module d’évitement d’obstacles.

Résultats : On peut observer la réalisation d’une telle trajectoire avec la carte d’occupation
de l’espace libre et les trajectoires des piétons sur la figure 7.13. Sur cette figure, la trajectoire
planifiée part de la gauche de l’image (position notée “position initiale”) et va se garer dans la
place disponible en haut à droite de l’image. Pendant l’exécution, un premier piéton coupe la tra-
jectoire en venant de la gauche. La première réaction du système est une manoeuvre d’évitement
par la droite. Comme le piéton continue à se déplacer vers la droite, l’écart à la trajectoire devient
trop important et une manoeuvre d’évitement par la gauche est appliquée avec succès. L’inverse
se produit quand un second piéton coupe la trajectoire.
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FIG. 7.11: Structure d’une application intégrée : localisation et modélisation de l’environnement,
planification de trajectoire et réalisation de la trajectoire en présence d’obstacles.
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FIG. 7.12: Images issues d’une expérimentation de navigation “sûre” sur une trajectoire planifiée.
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l’évitement d’obstacles
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FIG. 7.13: Trajectoire réalisée au cours d’une navigation “sûre”, en présence de piétons et
d’autres véhicules inattendus, sur une trajectoire planifiée.
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FIG. 7.14: Comparaison d’une trajectoire planifiée et de la trajectoire exécutée correspondante.
La trajectoire est fortement déformée par la différence d’échelle entre les deux axes.

La figure 7.14 illustre les modifications que subit la trajectoire planifiée lorsqu’elle est exé-
cutée en présence de piétons. Dans cet environnement, la trajectoire planifiée n’a pu être suivie
avec précision qu’à ses extrémités.

Sur le reste de la trajectoire, la vitesse et l’angle de braquage sont ajustés par le comportement
de suivi de trajectoire de façon à garantir la sécurité des piétons et du robot, tout en respectant la
planification autant que possible.

7.5 Apprentissage et suivi sûr d’une trajectoire sensorimo-
trice

7.5.1 Objectifs

L’objectif du travail présenté dans cette section est de construire une application intégrée
capable d’apprendre et de suivre un trajet sensorimoteur à partir d’une position quelconque dans
le voisinage du trajet. Ce suivi doit de plus être réalisé de façon sûre, à la fois pour le robot et pour
les autres entités présentes dans l’environnement. Cela signifie que l’on souhaite que le robot ne
soit jamais responsable d’une collision avec un acteur de l’environnement et en particulier un
piéton.

7.5.2 Implantation

On peut décomposer l’objectif ci-dessus en cinq tâches :



154 CHAPITRE 7. INTÉGRATION

Apprentissage : Durant la phase d’apprentissage, l’application se limiteà la structure décrite
dans la figure 7.15 : le robot est piloté en conduite manuelle dans l’environnement pendant
qu’il enregistre les perceptions extéroceptives et les commandes appliquées dans une base
de données qui constituera la trajectoire sensorimotrice.Ainsi, à chaque instant, on enre-
gistre la vitesse et l’angle de braquage appliqué par le robot et la perception extéroceptive
courante : un ensemble de positions d’amers non identifiés dans le repère capteur.

Les quatre phases suivantes constituent l’application de suivi à proprement parler. Leurs interre-
lations sont illustrées par la figure 7.16.

Initialisation : Étant données une trajectoire sensorimotriceTsm et une observationO ∈ O,
quelle est la position temporelle du robotτ(0) ? Cette tâche est accomplie par la classe
bayésienneLocalisation temporelle initiale.

Suivi : Étant donnéesTsm, O et une estimationτ(t) de la position temporelle du robot à l’instant
t, quelles sont les commandes qui permettent de suivreTsm ? Ceci implique qu’il nous faut
aussi conserver une estimation de la position temporelleτ(t) au cours du suivi. Les trois
classes bayésiennesLocalisation temporelle, Localisation par mise en correspondance im-
plicite etComportement de suivi de trajectoiretravaillent conjointement pour réaliser cette
tâche.

Diagnostic : Étant donnéesTsm, O etτ(t), nous souhaitons que le système soit capable d’évaluer
si les hypothèses (localisations, capteurs, environnement) sur lesquelles il fonde son com-
portement sont toujours valides. Pratiquement, cela signifie qu’il faudra maintenir une esti-
mation de la confiance au cours du temps. C’est le rôle de la classe bayésienne d’Estimation
de confiance.

Sécurité : En utilisant des capteurs de proximité, le robot doit être capable de garantir que les
commandes qu’il applique sont sans danger de collision avecl’environnement, tant que
les obstacles mobiles se déplacent à vitesse bornée. On utilise ici une classe bayésienne
d’Évitement d’obstacles.

7.5.3 Liens avec les méthodes d’asservissement visuel

a) Principe

Cette application de suivi d’une trajectoire sensorimotrice nous paraît devoir être rapprochée
des techniques d’asservissement visuel. Parmi les nombreux acteurs de ce domaine, on peut citer
l’activité particulièrement marquée de Chaumette[Chaumette 2004]qui, lui aussi, a utilisé le
CyCab comme plate-forme expérimentale.

Les hypothèses générales de l’asservissement perceptif sont les suivantes :
– On suppose que l’état du robot est décrit par une variablep et qu’il accepte des commandes

grâce à une variableq.
– De plus, il dispose d’un système perceptif lui fournissantun vecteur d’observationO.
– L’élément clef de l’asservissement perceptif est de pouvoir exprimer la variation de l’ob-

servation comme une fonction, si possible linéaire, des commandes du système :

Ȯ = f(q) ouȮ = F.q
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FIG. 7.15: Structure d’une application intégrée : apprentissage d’une trajectoire sensorimotrice.

Si f n’est pas linéaire, elle est généralement linéarisée autour du point de fonctionnement,
et remplacée par son jacobien.

– On suppose par ailleurs que le système connaît une observation de référenceOr.
Le but est alors de trouver les commandes qui amènent le système à percevoir l’observation de
référence, en la comparant avec l’observation couranteOc.

A partir de ces hypothèses, la solution de base des méthodes d’asservissement perceptif s’ex-
prime de la façon suivante :

q = K.F−1(Or −Oc) (7.1)

oùK est un gain intervenant dans la dynamique de la réponse du système et dans ses propriétés
de convergences.

b) Analyse

Dans notre contexte, puisqu’on suppose disposer d’une trajectoire sensorimotrice, on connaît
une observation de référenceOr(t) pour tout instantt. L’avantage qu’il y aurait à utiliser des tech-
niques d’asservissement visuel serait principalement le gain en complexité obtenu en n’estimant
pas l’erreur de suiviξ(t).

Toutefois, pour comparer directement deux observations ilest nécessaire qu’elles aient une
partie commune. Lorsque le capteur utilisé est doté d’un champ de vision relativement étroit
(caméra par exemple), et lorsque l’évitement d’obstacles déforme le suivi de trajectoire, il est
difficile de garantir que l’observation courante et l’observation de référence auront cette partie
commune.

Au contraire, si on estime l’erreur de suivi, on peut s’éloigner de la trajectoire, et contrôler le
robot même si l’observation de référence n’est pas observable dans l’observation courante. Dans
ce cas, l’estimation de l’erreur de suivi ne se fera qu’avec l’odométrie jusqu’à ce que le véhicule
soit suffisamment proche de la trajectoire de référence.
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Par ailleurs, nous avons besoin de l’estimation de l’erreurde suivi dans notre algorithme
d’estimation de la confiance.

7.5.4 Résultats simulés

Les figures 7.17 et 7.18 illustrent le fonctionnement de notre application intégrée dans deux
situations simulées.
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FIG. 7.17: Initialisation réussie et suivi du trajet sensorimoteur.

a) Protocole expérimental

On utilise la même trajectoire sensorimotrice de référencedans les deux applications. Celle-
ci est enregistrée alors que le véhicule est conduit manuellement sur la trajectoire illustrée en
haut à gauche des deux figures. Au cours de ce mouvement, on enregistre à la fois les vitesses et
angles de braquage appliqués par le conducteur et les perceptions, sous la forme d’une séquence
de positions d’amers non identifiés dans le repère capteur.

Avant de commencer le suivi de trajectoire, le véhicule est placé au milieu de la trajectoire,
avec une erreur latérale de1.5 mètre. Cette position initiale est visible en bas à gauche des
figures 7.17 et 7.18. A partir de là, les deux situations diffèrent :
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FIG. 7.18: Échec de l’initialisation et suivi du trajet sensorimoteur avec diagnostic d’erreur.
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Situation 1 : Dans la figure 7.17, le véhicule est placé avec une orientation proche de celle de la
trajectoire de référence dans cette région de l’espace.

Situation 2 : Au contraire, dans la figure 7.18, il a subi une rotation de180 degrés.

b) Résultats

1.Dans la situation 1, la localisation temporelle initiale (en haut à gauche de la figure) est
très précise et très sure. Ceci est le résultat d’une très bonne correspondance entre l’observation
initiale et la localisation temporelle sélectionnée. Cettelocalisation temporelle correspond au
triangle blanc sur le trajet réalisé. A partir de cette localisation initiale, le comportement bayésien
de suivi de trajectoire est appliqué de façon à rejoindre le trajet. A chaque instant, l’erreur de
suivi n’est calculée qu’en comparant l’observation courante et les observations contenues dans
la trajectoire sensorimotrice. On constate, en bas à gauchede la figure, que l’algorithme amène
rapidement le véhicule sur sa trajectoire de référence.

Finalement, la confiance du système en lui-même est estimée au cours du mouvement (en
bas à droite de la figure) en vérifiant la cohérence des observations réalisées avec celles résultant
de la connaissance sur la localisation. On constate que la confiance monte rapidement au fur et à
mesure que de nouvelles observations viennent confirmer leshypothèses de localisation.

2.Dans la situation 2, la localisation temporelle initiale est beaucoup moins sûre que dans la
situation précédente (en haut à gauche). Cependant une position temporelle se détache et est
choisie comme position temporelle initiale. Elle est représentée par le triangle blanc sur le trajet
réalisé. A partir de cette hypothèse, l’algorithme de suivide trajectoire génère un mouvement.
L’hypothèse de localisation initiale étant incohérente, le mouvement (en bas à droite) ne rejoint
pas la trajectoire. Toutefois, on constate que cette situation est immédiatement détectée par l’es-
timateur de confiance (en bas à gauche).

Dans cette situation, l’estimation de confiance n’avait aucune influence sur le contrôle. Une
façon basique d’en tenir compte serait de borner la vitesse par une vitesse maximale propor-
tionnelle à l’espérance de la confiance. Ainsi le robot serait d’autant plus prudent qu’il a peu
confiance en lui. Toutefois, la conception d’une intégration intelligente de la confiance dans le
contrôle reste un sujet à explorer.

7.5.5 Intégration de l’évitement d’obstacles

Les résultats présentés dans les figure 7.17 et 7.18 correspondaient à des suivis de trajectoire
exécutée dans un environnement sans obstacles. La figure 7.19 illustre le comportement de notre
architecture de contrôle bayésienne dans un environnementplus complexe. Cette figure illustre
en particulier la robustesse de notre approche par rapport aux modifications de l’environnement :
des obstacles imprévus sont placés à proximité de la trajectoire pendant le suivi et quelques amers
sont supprimés entre l’apprentissage et le suivi.

On constate que malgré ces modifications, le robot suit sa trajectoire sensorimotrice de façon
assez précise. Toutefois, on constate aussi que les modifications d’orientation manquent parfois
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de douceur. Cette amélioration du contrôle fait partie des optimisations pouvant être apportées à
cette application.

7.5.6 Résultats sur la plate-forme réelle

La figure 7.20 présente le résultat d’un suivi de trajectoiresur notre robot réel. Les données
extéroceptives sont issues de notre détecteur d’amers. En utilisant le module de localisation par
mise en correspondance implicite, le comportement de suivide trajet génère des commandes
permettant de corriger l’erreur de suivi. Le module d’évitement d’obstacles vérifie alors que
chaque commande proposée est sûre.

Sur la figure 7.20, on peut remarquer que la réalisation du trajet est exécutée assez précisé-
ment à2ms−1, en passant à quelques dizaines de centimètres des voituresen stationnement. Le
léger écart latéral constaté au milieu de la trajectoire estlié à la proximité d’un mur : l’angle
de braquage permettant de corriger l’erreur ne pourrait être appliqué qu’en diminuant la vitesse,
choix qui n’est pas privilégié avec les paramètres courantsde l’application.

Nous sommes conscient que cette trajectoire expérimentalepeut paraître un peu courte. En
fait, il s’agit plus ici d’une limitation de l’environnement expérimental (manque d’amers artifi-
ciels et d’espace de manoeuvre) que d’une limitation de notre approche. Par ailleurs, la trajectoire
que nous avons présenté est déjà trop longue pour être complètement visible dans le champ de
notre caméra fixe, il aurait donc été difficile de visualiser une trajectoire plus longue.

7.6 Conclusions/Discussions

A travers de ces expériences, nous avons voulu démontrer plusieurs aspects des développe-
ment présentés dans les chapitres précédents :

– tout d’abord, la modularité de la programmation bayésienne. Modularité déjà envisagée
dans les travaux de Lebeltel[Lebeltel 1999], mais formalisées ici de façon plus efficace
grâce d’une part à la PBOO et d’autre part à la notion d’abstraction ;

– ensuite, la complémentarité et la réutilisabilité de la plupart des techniques présentées dans
ce document. A partir de cet ensemble d’algorithmes et de modèles, plusieurs applications
peuvent être développées selon les classes bayésiennes utilisées ;

– finalement, l’efficacité et la pertinence de notre travail par rapport à la contrainte “R3”, leit-
motiv du Robot System Lab de Canberra : un robotRéel travaillant dans un environnement
Réel en tempsRéel.
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FIG. 7.19: Suivi d’une trajectoire sensorimotrice avec évitement d’obstacles. L’environnement
est constitué d’obstacles polygonaux de façon à reproduireune géométrie de parking. Les cercles
jaunes correspondent aux amers. A gauche, la trajectoire représentée est la trajectoire d’appren-
tissage. Le rectangle rose correspond à la position initiale du véhicule. A droite, la trajectoire en
rose correspond à la trajectoire de suivi. Plusieurs amers ont été supprimés de l’environnement
et quelques obstacles déplacés de façon à gêner le suivi de trajectoire.



162 CHAPITRE 7. INTÉGRATION

Trajet de référence Trajet réalisé

position x [m]

po
si

ti
on

 y
 [

m
]

−20.0 −15.0 −10.0 −5.0  0.0

Trajectoire de référence

Trajectoire réalisée

−0.5

 0

Trace du trajet en utilisant un module de localisation

C
on

fia
nc

e

Confiance(t)

Temps [x 0.03 s]
 0

 0.2

 0.4

 0.6

 0.8

 1

 0  100  200  300  400  500  600

Évolution de la confiance en soi au long du trajet

FIG. 7.20: Suivi d’un trajet sensorimoteur sur un véhicule réel.



Chapitre 8

Conclusions et perspectives

8.1 Conclusions

Une tâche de navigation intentionnelle (TNI) est constituée d’un objectif et d’un
moyen de rejoindre cet objectif, défini soit par un comportement, soit par un trajet.

A travers ce document, nous avons voulu étudier les mécanismes du mouvement et de la per-
ception d’un système artificiel. Cette étude a été menée en cherchant à répondre à trois questions
essentielles : comment définir une TNI ? Comment réaliser une TNI ? Comment implanter une
TNI ?

8.1.1 Contributions

En traitant la question de la réalisation d’une TNI, nous avons été amenés à étudier trois
compétences fondamentales pour l’autonomie d’un robot mobile : la localisation par rapport à
un modèle de l’environnement, la modélisation autonome de l’environnement et la génération
effective de commandes motrices. Cette étude nous a permis dedévelopper un ensemble de
contributions qui s’organisent comme suit :

a) Localisation

1.La localisation par rapport à une carte a été notre premier centre d’intérêt :
– Nous avons d’abord étudié la localisation par triangulation. Pour cela, nous avons mon-

tré comment améliorer les performances d’un algorithme de mise en correspondance par
graphes de correspondances en identifiant les triangles formés par des triplés d’amers.

– Ensuite, cette méthode n’étant pas capable de représenterde façon satisfaisante les incer-
titudes liées à la mise en correspondance, nous avons utilisé le formalisme bayésien pour
définir une localisation avec mise en correspondance implicite.

– Finalement, nous avons montré comment améliorer encore larobustesse de notre localisa-
tion bayésienne en utilisant des modèles de diagnostic bayésien.
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2.Localisation sans carte En définissant un algorithme de localisation bayésienne parrapport
à une trajectoire sensorimotrice, nous avons démontré l’utilisabilité de cette méthode alternative
de représentation de l’environnement. Cette méthode est particulièrement intéressante car d’une
part, elle ne demande pas de construire un modèle complet de l’environnement, et d’autre part,
elle peut être vue comme une hypothèse sur la manière dont certains organismes modélisent leur
environnement et s’y localisent.

3.Confiance Quel que soit le type de localisation, avec ou sans carte, il nous a semblé indis-
pensable que notre système soit capable de prendre du recul par rapport à l’exécution de sa tâche
et évalue sa confiance en lui. Nous avons défini la confiance comme la capacité à utiliser son
modèle de l’environnement et ses hypothèses de localisation pour prévoir les observations exté-
roceptives. Avec cette définition, nous avons montré comment estimer la confiance au cours du
mouvement, toujours dans le formalisme bayésien.

b) Modélisation de l’environnement

Pour parvenir à construire, au cours du mouvement et de façonautonome, une représentation
fiable et précise de l’environnement, nous avons réuni un algorithme efficace de construction de
carte – le filtre à projection géométrique – et un algorithme robuste de mise en correspondance –
les graphes de correspondances. Nous avons ainsi développéun algorithme unifié, le FPGMCI –
filtre à projection géométrique avec mise en correspondanceintégrée –, rassemblant modélisation
de l’environnement, identification des observations par rapport à ce modèle et localisation, en
mettant l’accent sur l’efficacité calculatoire, la robustesse et la précision des résultats.

c) Génération du mouvement

Afin de contrôler le mouvement effectif du robot, nous avons choisi d’utiliser le formalisme
bayésien pour exprimer les comportements suivants :

– Un comportement de suivi de trajectoire exprimé sous la forme d’un problème d’inférence
bayésienne.

– Un comportement d’évitement d’obstacles exprimé, lui aussi, sous la forme d’un problème
d’inférence bayésienne, en mettant l’accent sur la sémantique de la spécification et en
particulier sur la distinction entre spécification prescriptive et spécification proscriptive.

d) Conception d’une application

Dans le cadre de la conception d’applications complexes (chapitre 7), nous avons par ailleurs
réfléchi sur les difficultés liées à l’intégration, sur un robot mobile, d’un ensemble de fonction-
nalités indépendantes.

Pour traiter ces difficultés dans le cadre de la programmation bayésienne, nous avons défini
les notions de classe bayésienne et de programmation bayésienne orientée objet (PBOO). Nous
avons ensuite utilisé cette méthodologie pour spécifier et implanter nos applications.
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8.1.2 Validation expérimentale

Ce travail a finalement été validé par de nombreuses expérimentations qui illustrent ce docu-
ment et montrent notre attachement à traiter la réalité de larobotique : un robot réel, un environ-
nement réel, des algorithmes en temps réel.

8.2 Perspectives

Parmi les perspectives envisageables pour prolonger notretravail, nous pouvons distinguer
deux catégories : les extensions techniques à court terme etles problématiques à long terme.

Pour le court terme, nous envisageons les extensions suivantes :

Amers naturels : L’ensemble des résultats de localisation que nous avons présentés utilisent un
détecteur d’amers artificiels. La nécessité d’ajouter ces amers est révélatrice d’un manque
dans notre capacité à traiter les informations de nos capteurs.

Perception active : Il serait intéressant d’ajouter des compétences de perception active, c’est à
dire la capacité à agir pour mieux percevoir ou percevoir avec moins d’ambiguïtés.

Construction de carte : Nous avons présenté un algorithme de construction de carte prévu pour
modéliser un environnement statique. Cela signifie qu’il n’est pas capable de réagir cor-
rectement à la suppression ou au déplacement d’un amer. La construction d’une carte d’un
environnement dynamique reste un problème ouvert actuellement. Cependant, nous tra-
vaillons en ce moment au développement d’un algorithme d’acquisition d’une carte d’un
parking. Un tel algorithme devra pouvoir estimer l’état desplaces de parking et des véhi-
cules en stationnement, afin de déterminer si une place est disponible, si elle vient d’être
libérée ou occupée, et éventuellement estimer les paramètres du mouvement des véhicules
non stationnés.

Utilisation de la confiance : Nous avons décrit un estimateur de confiance mais nous ne savons
pas encore comment utiliser cette information autrement que comme une condition d’arrêt
du véhicule. Il nous semblerait particulièrement pertinent de coupler ce mécanisme avec
un mécanisme de perception active.

Suivi de trajectoire : Nous avons montré que la modélisation du problème de suivi detrajec-
toire comme un problème d’inférence bayésienne permettaitd’obtenir un suivi précis et
près à être mis en série avec un évitement d’obstacles. Toutefois, nous sommes bien
conscients de la richesse des travaux réalisés dans ce domaine par les automaticiens. Il
serait donc très intéressant de voir comment concilier des lois de commande mathémati-
quement solides et rigoureuses avec la souplesse d’une architecture de contrôle bayésienne.

Évitement d’obstacles : Notre évitement d’obstacles, comme toute méthode réactive, peut me-
ner le robot à une impasse. Il est nécessaire de détecter ces situations et d’agir en consé-
quence, en replanifiant une trajectoire par exemple. Par ailleurs, les algorithmes d’évite-
ment d’obstacles que nous avons présentés dans ce document ne sont adaptés qu’à des
environnements faiblement dynamiques. Pour traiter des situations plus dynamiques, il
sera sans doute nécessaire de faire appel à des outils plus spécialisés tels que lesVelocity
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Obstacles[Large 2003]afin d’être capable de prévoir les mouvements des obstacles et de
se projeter dans le futur.

Passage à l’échelle :Pour passer à l’échelle, il serait sans doute pertinent de travailler dans des
environnements de plus grande taille, avec plus de capteurs, et en particulier des capteurs
débarqués avec lesquels le véhicule pourrait communiquer.Ce point est actuellement étu-
dié dans le cadre du projet ParkNav1.

En considérant maintenant des objectifs à plus long terme, l’élément bloquant pour l’évolu-
tion de la robotique mobile nous paraît être la pauvreté des capacités de perceptions artificielles.
Aucun dispositif artificiel à notre connaissance n’est capable d’apporter une interprétation sé-
mantique des informations perceptives dans un temps compatible avec une application robotique.
La sémantique est indispensable au comportement intelligent d’un robot : dans le cadre d’une ap-
plication d’évitement d’obstacles par exemple, c’est la sémantique qui permet à un conducteur
humain de passer à quelques centimètres d’un mur mais de doubler un vélo en laissant un mètre
d’écart. Pour citer de nouveau A. Berthoz, “le cerveau humain est une machine à prédire”, mais
cette machine ne peut prédire le comportement d’un objet qu’en lui associant une sémantique.
Cette capacité à interpréter les informations perceptives est selon nous la clef qui permettra de
réaliser des applications robotiques capables de gérer desapplications vraiment complexes : la
conduite autonome d’un véhicule automobile en ville par exemple. Les automaticiens ont pro-
posé de nombreuses techniques de contrôle du mouvement ; pour aller plus loin, il faut main-
tenant que les systèmes autonomes artificiels soient capables non seulement de percevoir leur
environnement, mais aussi de le comprendre et même de l’apprendre.

1Projet ROBEA impliquant le laboratoire GRAVIR à Grenoble etle LAAS à Toulouse.
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Annexe A

Expressions de fusion probabiliste

Le texte présenté dans cette annexe est en grande partie la traduction synthétique de deux
articles publiés aux conférences IROS’03[Pradalier et al. 2003a]et MaxEnt’03[Pradalier et al.
2003b].

La fusion de données est un problème récurrent dans des domaines tels que la robotique
mobile, du diagnostic médical assisté par ordinateur ou du contrôle comportemental de person-
nages simulés. De façon générale, la fusion de données peut se comprendre comme l’estimation
d’une variable d’état par rapport à des mesures sensorielles, la fusionde diagnostics venant de
différents experts, oula sélection d’actionsparmi celles proposées par différents modules.

De par son principe, la fusion de données issues de plusieursmodèles possède des avantages
significatifs par rapport à l’utilisation d’une source donnée unique. Il y a, bien sûr, l’avantage
statistique obtenu par la combinaison de plusieurs donnéesde même origine (obtenant ainsi une
estimation améliorée d’un phénomène physique grâce à l’accumulation d’observations redon-
dantes). A cet avantage s’ajoute le gain de précision obtenue en observant un même phénomène
de différentes manières, en utilisant donc des modèles différents. Les applications de fusion
de données multi-modèles, et tout particulièrement, multi-capteurs sont nombreuses, aussi bien
dans le domaine civil que militaire. Le livre[Hall & Llinas 1997] fournit un tour d’horizon des
technologies de fusion de données multi-capteurs et de ses applications.

Par ailleurs, il existe des situations où, de même que des données sensorielles, les opinions
de divers experts ou même les commandes à appliquer à un moteur ne peuvent être exprimées
avec une précision arbitraire. Dans ces cas, la logique seule peut difficilement exprimer le pro-
cessus de fusion de manière satisfaisante. Ce processus peuttoutefois être formalisé efficacement
dans le contexte de la programmation bayésienne(chapitre 2), de façon à confronter différentes
sources de connaissance dans un environnement incertain. Cela a été illustré, par exemple dans
les travaux de Lebeltel[Lebeltel et al. 2003]et Coué[Coué et al. 2002].

Dans la suite de cette annexe, nous nous intéressons à l’évaluation d’une variableV , à partir
de la connaissance d’un ensemble d’autres variablesV1 . . . Vn : P (V | V1 . . . Vn). Dans le cas de
la fusion multi-capteurs,V peut représenter la position du robot etV1 . . . Vn, les valeurs lues sur
ses capteurs. Dans ce cas, le programmeur peu spécifier chaque modèle de capteur par la distri-
bution conditionnelleP (Vk | V ). C’est ce que nous appelons un modèledirect, particulièrement
intéressant car dans ce cas, on peut appliquer directement la règle de Bayes pour obtenir le résul-
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tat de la fusion de données. De plus, nous montrerons dans la section A.1 queP (V | V1 . . . Vn)
est alors proportionnelle au produit des opinions de chaquemodèle :P (V | Vk). C’est une pro-
priété intéressante car elle peut mener à des calculs plus efficaces en terme de temps de calcul ou
de mémoire nécessaire.

Considérons maintenant le cas de la fusion de commande. Dans ce cas,V représentera la
commande à appliquer. D’autre part pour le programmeur, il est alors naturel d’exprimer l’in-
fluence de chaque mesure capteur sur la commande à appliquer :P (V | Vk). Nous appellerons
ce type de spécification un modèle inverse, car, pour calculer la fusion des commandes, il est
nécessaire d’utiliser une première fois la règle de Bayes pour inverser chaque sous-modèle. Ce
type de fusion et ses conséquences seront traitées dans la section A.2. On montrera en particulier
que la distribution de fusion n’est plus le produit des distributions venant des sous-modèles.

Finalement, la section A.3 présentera une manière alternative de spécifier un modèle de fu-
sion de données. Ce modèle utilisera une variable de diagnostic qui permettra d’écrire la fusion
comme un produit de distributions. L’application de ce schéma de fusion ne sera pas présenté
dans cette annexe car plusieurs exemples détaillés peuventêtre trouvé dans ce document, en
particulier aux chapitres 4 et 6.

Notations : Pour terminer cette introduction, voici les conventions qui seront utilisées dans le
reste de cette annexe :

– V : une variable,
– ~V : un ensemble de variableV1 . . . Vn,
– v : une valeur particulière de la variableV .

Nous utiliserons de plus un ensemble de variables dont la sémantique est donnée ci-dessous :
– A : avis ou opiniond’un expert, ou fusion de différents avis venant de différents sous-

modèles (la position d’un robot ou une commande moteur par exemple) ;
– D ouDk : une donnée mesurée ;
– πf ouπk : connaissancesa priori.

A.1 Fusion bayésienne à partir de “modèles directs”

Afin d’être dans de bonnes conditions pour la suite de cette annexe, il est nécessaire de
comprendre le mécanisme de la fusion bayésienne classique,tel que présentée dans[Lebeltel
et al. 2000].

Tout d’abord, nous supposons que nous savons exprimerP (Dk | A πk), πk étant l’ensemble
des connaissancesa priori utilisées par le programmeur pour décrire le modèlek liantDk àA. On
s’intéresse alors àP (A | D1 . . . Dn πf ). Dans le contexte de la robotique mobile,P (Dk | Aπk)
pourrait être un modèle de capteur, capable de prévoir la mesureDk connaissant la position du
robotA.

En utilisant une approche modulaire de la programmation, oncommence par définir des sous-
modèles qui expriment les connaissancesa priori πk. En pratique, pour toutk, on utilise la règle
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de Bayes pour construire la distribution conjointe suivante :

P (A Dk | πk) = P (A | πk)P (Dk | A πk) (A.1)

Ensuite, nous supposons n’avoir aucune connaissancea priori surA, ce qui nous amène à définir
P (A | πk) par une loi uniforme. Dans ce cas, par application directe dela règle de Bayes, on
obtient :

P ([A = a] | [Dk = dk] πk) (A.2)

=
P ([A = a] | πk)P ([Dk = dk] | [A = a] πk)

P ([Dk = dk] | πk)

PuisqueP (A | πk) est uniforme etP ([Dk = dk] | πk) ne dépend pas dea, on obtient la
propriété suivante :

∃ck,∀a, P ([Dk = dk] | [A = a] πk) (A.3)

= ckP ([A = a] | [Dk = dk] πk)

Pour simplifier les notations, on notera l’équation précédente comme suit :P (A | Dk πk) ∝
P (Dk | A πk).

En utilisant la règle de Bayes et en supposant que les donnéesmesurées sont indépendantes,
on peut maintenant exprimer la distribution conjointe complète pour le système :

P (A ~D | πf ) = P (A | πf )
n
∏

k = 1

P (Dk | A πf ) (A.4)

Pour rester cohérent avec les sous modèles, on choisit de définir P (A | πf ) par une loi
uniforme et on poseP (Dk | A πf ) = P (Dk | A πk).

La distribution à laquelle nous nous intéressons est alors la suivante :

P ([A = a] | [ ~D = ~d] πf ) (A.5)

=
P ([A = a] [ ~D = ~d] | πf )

P ([ ~D = ~d] | πf )

=
P ([A = a] | πf )

∏n

k=1 P ([Dk = dk] | [A = a] πf )

P ([ ~D = ~d] | πf )

CommeP ([ ~D = ~d] | πf ) ne dépend pas dea, la proportionnalité qui était vrai pour les
sous-modèles reste vrai pour le modèle complet :

∃κ,∀a, P ([A = a] | [ ~D = ~d] πf ) (A.6)

= κ

n
∏

k = 1

P ([Dk = dk] | [A = a] πk)
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finalement, en insérant l’équation A.4, on obtient :

∃K = κc1 . . . cn,∀a,

P ([A = a] | [ ~D = ~d] πf ) (A.7)

= K

n
∏

k = 1

P ([A = a] | [Dk = dk] πk)

Ainsi, la distribution de probabilité surA, résultat de l’observation den donnéesdk, est pro-
portionnelle au produit des distributions de probabilité provenant de l’observation individuelle
de chaque donnée.

Ce résultat est intuitivement satisfaisant pour au moins deux raisons :
– En premier lieu, si on n’utilise qu’un seul sous-modèle, lerésultat de la fusion de son

unique opinion sera bien son opinion non modifiée. Ainsi, le processus de fusion n’intro-
duit pas de connaissance supplémentaire.

– En second lieu, si la dimension deA est supérieure à 1, et si chaque sous-modèle fournit
une information sur une dimension deA, la projection de la distribution de fusion sur une
dimension particulière correspondra à l’opinion non modifiée exprimée par le sous-modèle
correspondant. Cette propriété est bien illustrée dans[Coué et al. 2002](cf. figure A.1).
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FIG. A.1: Fusion de données sur une variable bidimensionnelle.Figure tirée de[Coué et al.
2002].

A.2 Fusion bayésienne à partir de modèle à inverser

Dans un contexte de localisation, il est souvent possible deprédire les données capteur à
partir de la position du robot. La distribution conjointe peut alors être écrite en utilisant la règle
de Bayes :

P (Pose Sensor1 Sensor2) = P (Pose)P (Sensor1| Pose)P (Sensor2| Pose) (A.8)

C’est ce que nous appelons un modèle directe car il peut être construit directement à partir de ce
que nous savons exprimer.
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Au contraire, dans un contexte de fusion de commande, on saiten général exprimer la distri-
bution des commandes connaissant une mesure capteurP (Command| Sensor1), mais l’inverse
est souvent plus difficile. Nous nous intéressons alors à la distribution de probabilité sur les com-
mandes :P (Command| Sensor1Sensor2). Malheureusement, il n’est pas possible de construire
une distribution conjointe commandes :P (CommandSensor1Sensor2) en utilisant une seule fois
la règle de Bayes. C’est pourquoi, il va nous falloir passer par plusieurs sous-modèles (autant que
de capteurs) et les inverser. D’où le nom de “modèle à inverser”.

Formellement, supposons que nous savons exprimerP (A | Dk πk) au lieu deP (Dk | Aπk),
et que nous nous intéressons toujours à l’évaluation deP (A | ~D πf ).

Comme dans la section précédente, nous allons utiliser une approche de programmation mo-
dulaire et commencer par définir des sous-modèles exprimantles connaissancesπk :

P (A Dk | πk) = P (Dk | πk)P (A | Dk πk) (A.9)

oùP (Dk | πk) suit une loi uniforme. A partir de ces sous-modèles, en utilisant la règle de Bayes,
on peut exprimerP (Dk | A πk). On peut alors utiliser cette expression dans un modèle global :

P (A ~D | πf ) = P (A | πf )
∏

k

P (Dk | A πf ) (A.10)

en posantP (Dk | A πf ) = P (Dk | A πk).
Dans ce cas, quelle que soit la forme deP (A | πf ) , on obtient

P (A | ~D πf ) (A.11)

∝ P (A | πf )
∏

k

P (Dk | A πk)

∝ P (A | πf )
∏

k

P (Dk | πk)P (A | Dk πk)

P (A | πk)

Dans le cas général (P (A | πf ) non spécifiée, uniforme. . .), ceci amène à

P (A | ~D πf ) ∝|
∏

k

P (A | Dk πk) (A.12)

Or ce résultat va à l’encontre de la compréhension intuitivedu processus de fusion bayésienne
que nous avions obtenue dans la section A.1.

Il faut noter toutefois qu’il est possible d’obtenir cette proportionnalité : il suffit de définir
P (A | πf ) telle que

P (A | πf )
∏

k P (A | πk)
= constante (A.13)

Ce qui correspond, en pratique à

P (A | πf ) ∝
∏

P (A | πk) (A.14)

∝
∏

k

∑

Dk

P (A | Dk πk)P (Dk | πk)
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En utilisant cette distribution de probabilité, nous obtenons effectivement un processus de
fusion intuitif, mais la compréhension de la “significationphysique” deP (A | πf ) devient
plutôt problématique.

A.3 Fusion bayésienne par diagnostic

A.3.1 Définitions

Dans cette section, nous introduisons une nouvelle variable :
– II ou IIk : variable booléenne quiIndique si l’opinionA estcohérenteavec la mesureDk.
On exprime ensuite les sous-modèles suivants :

P (A Dk IIk | πk) = P (A | πk)P (Dk | πk)P (IIk | A Dk πk) (A.15)

OùA etDk sont indépendants et suivent une loi uniforme. La distribution conditionnelle surIIk

doit être spécifié par le programmeur. Il pourrait choisir par exemple :

P ([IIk = 1] | A Dk πk) = exp

(

−
1

2

[

A−Dk

σ

]2
)

(A.16)

L’indépendance deA etDk peut paraître choquante de prime abord. Il faut toutefois serappeler
queIIk est définit de façon à exprimer la cohérence entre ces variables, et donc leur dépendance.

L’avantage principal d’un tel modèle provient de sa capacité à exprimer

P (A | ~D~IIπf ) ∝
∏

k

P (A | Dk IIk πk) (A.17)

Cet avantage est illustré par la figure A.2. Celle-ci permet de comparer les résultat d’une fusion
par inversion et d’une fusion par diagnostic. Tout en étant parfaitement correct d’un point de vue
mathématique, la fusion par inversion amène parfois à des résultats contre-intuitifs, alors qu’une
fusion par diagnostic produit bien le résultat attendu.

A.3.2 Preuve de l’équation A.17

Tout d’abord, en utilisant la règle de Bayes, on peut écrire

P ([A = a] | [ ~D = ~d][~II = ~ı] πf ) (A.18)

=
P ([A = a] [ ~D = ~d] | πf )

P ([ ~D = ~d] [~II = ~ı] | πf )
× P ([~II = ~ı] | [A = a] [ ~D = ~d] πf )

Or, grâce aux hypothèses contenues dans lesπk, A et Dk sont indépendants et suivent une loi
uniforme. On en déduit queP ([A = a] [ ~D = ~d] | πf ) ne dépend pas dea. On peut alors
écrire :

P ([A = a] | [ ~D = ~d][~II = ~ı] πf ) ∝ P ([~II = ~ı] | [A = a] [ ~D = ~d] πf ) (A.19)
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FIG. A.2: Comparaison des processus de fusion.

En supposant tous les modèles capteurs indépendants, on obtient :

P ([A = a] | [ ~D = ~d] [~II = ~ı] πf ) (A.20)

∝ P ([~II = ~ı] | [A = a] [ ~D = ~d] πf )

∝
∏

k

P ([IIk = ik] | [A = a] [Dk = dk] πk)

Une autre application de la règle de Bayes donne :

P ([A = a] | [ ~D = ~d] [~II = ~ı] πf ) (A.21)

∝
∏

k

[

P ([Dk = dk] [IIk = ik] | πk)

P ([A = a] [Dk = dk] | πk)
× P ([A = a] | [Dk = dk] [IIk = ik] πk)

]

En utilisant de nouveau les hypothèses contenus dans lesπk, A etDk sont indépendants et suivent
une loi uniforme. On en déduit queP ([A = a] [Dk = dk] | πk) ne dépend pas dea. Ce qui
prouve l’équation A.17 :

P ([A = a] | [ ~D = ~d][~II = ~ı] πf ) ∝
∏

k

P ([A = a] | [Dk = dk] [IIk = ik] πk) (A.22)

A.3.3 Expression deP (IIk | A Dk πk)

Il est parfois plus facile d’exprimer quelque chose qui ressemble àP (A | Dk πk) ouP (Dk |
A πk) plutôt que d’exprimer directementP (IIk | A Dk πk). Comment construire cette dernière
distribution à partir de ce que nous savons exprimer ?

En fait, la variableIIk nous apporte plus que la simple connaissance deP (A | Dk πk) (ou
P (Dk πk | A)). Elle nous permet aussi de décrire les données d’un capteurqui ne fonctionne
pas de la manière attendue, ou un comportement incohérent auvue de certaines mesures. Pour
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pouvoir calculerP (IIk | A Dk πk), nous devons donc savoir exprimer non seulementP (A |
Dk [IIk = 1] πk) (habituellement notéP (A | D)), mais aussiP (A | Dk [IIk = 0] πk).

Dans ce cas, grâce à l’équation A.21, il existec0 et c1 tels que

P ([IIk = 0] | [A = a] Dk πk) = c0 : P ([A = a] | [IIk = 0] Dk πk)

P ([IIk = 1] | [A = a] Dk πk) = c1 : P ([A = a] | [IIk = 1] Dk πk)

P ([IIk = 0] | [A = a] Dk πk) = 1− P ([IIk = 1] | [A = a] Dk πk)

D’où

c0 + c1 =
P ([IIk = 0] Dk)

P (A)P (Dk)
+

P ([IIk = 1] Dk)

P (A)P (Dk)
=

1

P (A)

En définissant

P0 = P ([A = a] | [IIk = 0] Dk πk)

P1 = P ([A = a] | [IIk = 1] Dk πk)

UA = P ([A = a] | πk)← Valeur de l’uniforme surA,

on obtient un système linéaire enc0 et c1, à partir du quel on calcule :

P ([IIk = 0] | [A = a] Dk πk) =
P0

UA

UA − P1

P0 − P1

P ([IIk = 1] | [A = a] Dk πk) =
P1

UA

UA − P0

P1 − P0

On peut faire deux remarques au sujet de ce résultat :
– Tout d’abord, ce résultat est indéterminé lorsqueP0(a) = P1(a). Un moyen de lever cette

indétermination est de poserP0(a) = P1(a) = UA en ces points. Ceci permet bien
d’obtenir une valeur pourP (II | [A = a] Dk), mais cette dernière ne dépend plus des
valeurs relatives deP0(a) et P1(a), mais de leurs dérivées. La sémantique de ces valeurs
devient alors assez floue.

– ConnaissantP1, fonction continue dea, comment définirP0 pour queP (IIk | A Dk) soit
une fonction continue dea ? Une condition suffisante (sans doute non nécessaire) est de
choisirC > max(P1), puis de poserP0 ∝ C − P1. Si C est inférieur àmax(P1), C − P1

est parfois négative, ce qui n’est pas compatible avec une distribution de probabilité. Avec
un telC, P (IIk | A Dk) est prolongeable par continuité aux points oùP0(a) = P1(a).

On peut donc exprimerfacilementP (IIk | A Dk πk) à partir de la connaissance deP (A |
[IIk = 1] Dk πk). Puisque ces expressions sont symétriques enA et Dk, la connaissance de
P (Dk | A [IIk = 1] πk) serait elle aussi suffisante.

A.3.4 Propriétés

En général, nous nous intéressons aux données qui rentrent dans le cadre de nos modèles,
ce qui se traduit par~II = ~1. Ainsi, lorsqu’on calculeP (A | ~D) ∝

∏

k P (A | Dk), on peut
considérer qu’on se place implicitement dans le contexte del’équation A.17, avec~II = ~1.
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Un autre aspect intéressant de cette forme de fusion apparaît lorsqu’on utilise qu’un seul
expert dans un schéma général destiné à recueillir l’avis den experts. Le résultat de la fusion de
cet avis unique est l’avis initial. Ainsi, comme dans une fusion de modèle directs, la fusion par
diagnostic n’ajoute pas de connaissance. Dans le cas général, nous avons vu que cela ne peut être
garanti par la fusion par inversion de modèle.

A.3.5 Conclusion

Cette annexe a permis de présenter nos réflexions sur la fusionde données bayésienne. Nous
nous sommes principalement intéressé à l’expression symbolique du résultat d’une fusion de
données probabiliste, et en particulier à son expression sous forme de produit. Il existe des situa-
tions, telles que la fusion de commandes, ou le résultat de lafusion doit, sémantiquement, être un
produit. Dans ces cas, à défaut de pouvoir utiliser une fusion par modèle direct, il est nécessaire
d’utiliser un modèle de diagnostic, caractérisé par la présence de variables booléennes définissant
la cohérence entre données mesurées et variables estimées.

Les avantages de la fusion par diagnostic sont multiples. Tout d’abord, comme nous nous
plaçons dans le contexte de la programmation bayésienne, nous en conservons les avantages :

– Un formalisme mathématique clair et bien défini,
– Une formulation générique et uniforme des problèmes.

La fusion par diagnostic ajoute ensuite les avantages suivant :
– Une spécification du modèle qui est symétrique en termes de variables d’entrée et de sortie,
– Une schéma de fusion qui peut toujours s’exprimer sous la forme d’un produit de distribu-

tions de probabilité.
– En bonus : une validité mathématique pour des expériences qui marchaient bien sans que

l’on puisse leur donner une formulation mathématique correcte.
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