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Plan de lecture

Le m�emoire comporte cinq chapitres. Dans les quatre premiers j'ai choisi de pr�esenter
mes activit�es de recherche depuis 2003, int�egr�ees dans le projet INRIA Mostrare. Les
chaptires de 2 �a 4 forment donc un ensemble introduit par le chapitre 1.

Pendant les ann�ees qui ont pr�ec�ed�e la cr�eation du projet Mostrare, j'ai poursuivi une
activit�e de recherche assez soutenue dans les th�ematiques des langages formels d'arbres
et ensuite de l'apprentissage automatique. Ces sujets sontbien-sûr directement li�es �a la
g�en�ese du projet. Cependant, pour a�rmer la coh�erence dum�emoire et sa lisibilit�e, j'ai
choisi de ne les mentionner qu'en dernier chapitre et uniquement par un bref survol.

Les notions d'automates et langages d'arbres ainsi que celles d'apprentissage auto-
matique fondent mes travaux. Pour autant, le m�emoire n'en est en aucune fa�con une
introduction ou un expos�e pr�ecis. Le lecteur pourra consulter par exemple Tata1 pour
les arbres et le livre de Laurent Miclet et Antoine Cornuejols2 pour l'apprentissage a�n
d'obtenir �a la fois une introduction et mais aussi des informations approfondies sur ces
sujets.

1http://www.grappa.univ-lille3.fr/tata
2Apprentissage articiel ; concepts et algorithmes chez Eyrolles
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Chapitre 1

Introduction

Ce m�emoire pr�esente les derni�eres ann�ees de mon travailde recherche, r�ealis�ees au
sein de l'�equipe Mostrare de l'INRIA Futurs.

Mon travail repose sur deux bases, d'abord les langages formels, plus particuli�ere-
ment les langages d'arbres, puis l'apprentissage automatique, correspondant chronolo-
giquement �a mon parcours scienti�que. Je ne peux donc commencer cet expos�e sans
mentionner un bref historique de mes activit�es.

J'ai re�cu une formation solide grâce �a Sophie Tison et R�emi Gilleron lors de ma th�ese.
Mes goûts des choses plutôt th�eoriques m'ont certainement incit�e �a choisir les automates
d'arbres et les contraintes ensemblistes comme sujet de recherche. La culture acquise
pendant cette p�eriode me guide encore aujourd'hui. En rejoignant ensuite Fran�cois De-
nis et R�emi Gilleron �a l'Universit�e de Lille 3, j'ai voulu r �ealiser une action de mobilit�e
scienti�que pour soutenir leur initiative de cr�eation d'une nouvelle �equipe, Grappa, le
Groupe de Recherche en APPrentissage Automatique. Cette double culture apprentis-
sage automatique et automates d'arbres, partag�ee avec R�emi Gilleron, est sans doute ce
qui a pu faire �emerger le projet Mostrare quelques ann�ees plus tard.

Les travaux pr�esent�es dans ce m�emoire s'ins�erent principalement au sein de Mostrare,
�a la d�e�nition duquel j'ai fortement contribu�e. Le domai ne d'application de Mostrare est
l'Internet �a travers le traitement automatique de donn�ees XML, interpr�et�ees comme des
donn�ees arborescentes. Les questions qui m'int�eressentsont l'extension ou l'adaptation
de m�ethodes d'apprentissage automatique au traitement dedonn�ees structur�ees de fa�con
arborescente. C'est ce que je consid�ere comme le �l rouge etl'originalit�e de mon travail.

Dans la suite de l'introduction, je vais d�e�nir le cadre de travail et les probl�ematiques
qui motivent mes travaux actuels. Je r�esumerai aussi mes contributions avant de les
d�etailler dans les chapitres suivants. Le m�emoire se terminera par un bref survol des
r�esultats obtenus en dehors de Mostrare, mais toujours surles langages d'arbres ou
l'apprentissage automatique. Un �etat de l'art non exhaustif sera �a chaque fois report�e
en �n de chapitre.

1.1 Cadre de travail
�A la base de mon travail se trouvent des probl�ematiques d'acc�es et de manipulation

automatiques d'informations au sein d'un r�eseau d'applications r�eparties dans l'Internet.
Je consid�ere que ces informations sont d�ecrites dans un langageXML, et dans la perspec-
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2 Chapitre 1. Introduction

tive de ce m�emoire, embarqu�ees dans des donn�ees structur�ees sous forme arborescente.
Les applications sont bas�ees alors sur des op�erations �el�ementaires que sont l'interroga-
tion ou les requêtes dans ces documents arborescents ou encore la transformation de tels
documents.

1.1.1 Les donn�ees

Bâtir des applications r�eparties et collaborant au sein d'Internet demande de rendre
les donn�ees accessibles et interop�erables. L'e�ort de normalisation autour d'XMLr�ealise
un pas majeur dans cette direction.

La propri�et�e d'interop�erabilit�e traduit la possibili t�e de communiquer, de collaborer
et d'�echanger librement des informations entre plusieursutilisateurs (humains ou non)
quels que soient les environnements mat�eriels et logiciels de chacun. Depuis l'invention
et la di�usion de l'informatique, des r�egles, des normes, se sont �etablies lentement mais
inexorablement pour assurer cette interop�erabilit�e. L'ouverture des normes est aussi
un �el�ement d�eterminant qui permet de les exploiter, les am�eliorer librement et sans
contraintes. L'invention de langages de programmation, decompilateurs, de machines
virtuelles, ou encore au sein des r�eseaux, de normes de protocoles sont autant d'e�orts
qui participent �a la construction de ces r�egles.

Une tendance aujourd'hui est de porter aussi vers les donn�ees et non plus seulement
vers les mat�eriels et les protocoles cet e�ort de standardisation. Le d�eveloppement d'In-
ternet est indiscutablement li�e �a l'existence et l'ouverture de ces normes, �a partir des
protocoles r�eseaux de base jusqu'aux donn�ees comme le langageHTML. Le langageHTML
est une repr�esentation de documents qui est exclusivementtourn�ee vers une application
particuli�ere d'Internet �a savoir la navigation �a traver s des pages hypertexte. La soci�et�e
a pu constater l'int�erêt et l'e�cacit�e de telles normes d 'interop�erabilit�e et a rapidement
poursuivi cet e�ort de standardisation des donn�ees pour denombreux autres langages
applicatifs. Nous disposons aujourd'hui de langages normalis�es pour la repr�esentation
d'images vectorielles (SVG), pour les documents de bureautique (ODF) mais aussi pour la
musique (MusicXML), les donn�ees g�eographiques (GML), les nouvelles (RSS), les formules
math�ematiques (MathML),. . .

Ces langages normalis�es ont tous ce même objectif de donner un acc�es intelligible
aux donn�ees �a la fois aux hommes et aux machines. Issus parfois deSGML, ils reposent
maintenant (presque) tous sur la normeXML.

XMLest d'abord un e�ort de normalisation pour la repr�esentation de donn�ees num�e-
ris�ees. Pour mon expos�e, je ne retiendrai de cette norme que quelques �el�ements majeurs.
Un document XMLest un texte balis�e. Voici un exemple �ctif de documentXMLqui
pr�esente un extrait de la liste des oiseaux du palearctiqueoccidental.

<?xml version="1.0" encoding="iso-8859-1"?>
<!-- Oiseaux du palearctique occidental -->
<bdoiseaux>

<!-- Liste des familles -->
<familles>

<famille idfamille="falc">
Falconidae

</famille>
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<famille idfamille="acci">
Accipitridae

</famille>
...

</familles>
<!-- Liste des esp�eces -->
<especes>

<espece idespece="bondapi" reffamille="acci">
<nom>

<fr>Bondr�ee Apivore</fr>
<en>European Honey-Buzzard</en>
<lat>Pernis apivorus</lat>

</nom>
<photo>bondree.jpg</photo>
<description>

De la taille d'une <oiseau refespece="busevar">buse
variable</oiseau>, la bondr�ee cercle �a plat au dessus des
bois.

</description>
</espece>

</especes>
...

</bdoiseaux>

Les donn�eesXMLont plusieurs caract�eristiques int�eressantes qui participent aux ob-
jectifs d'interop�erabilit�e, d'ouverture et d'automati sation d'Internet.

{ Elles sont intelligibles : �A l'image d'un code source de programme, la lecture d'un
document par un humain est compr�ehensible et peut faire sens. Pour les pro-
grammeurs et les responsables de contenus, c'est une caract�eristique importante
puisqu'elle permet d'acc�eder facilement aux informations port�ees dans le document
et d'�ecrire plus simplement di��erents programmes les exploitant.

{ Elles s'autod�ecrivent : les balises portent (souvent) par leur nom une information
qui peut être interpr�et�ee comme une m�eta-information sur les donn�ees qu'elles
encadrent. Pour aider cette interpr�etation s�emantique �a la fois par les humains ou
les programmes, le recours �a des ontologies (elles mêmes d�ecrites en XML...) et des
raisonnements sur ces interpr�etations peuvent même être envisag�es.

{ Elles sont extensibles mais peuvent être typ�ees. Le typage apporte la sûret�e pour
l'ex�ecution des programmes puisqu'il permet, dans une certaine limite, d'�eviter les
erreurs dues �a une donn�ee de valeur impr�evue. Dans le cadre d'XML, le typage est
su�samment souple pour ne pas p�enaliser la vari�et�e des valeurs que l'on souhaite
repr�esenter.

Il en r�esulte plusieurs cons�equences importantes pour mon travail. Le caract�ere intel-
ligible des donn�eesXMLet leur facult�e de s'autod�ecrire permet d'envisager de r�ealiser plus
de traitements purement automatiques. Une illustration peut être donn�ee par le fameux
exemple de Berners-Lee et al. (2001). Je d�etaille cet exemple ci-dessous pour introduire
les tâches consid�er�ees dans ce m�emoire. Par contre, le caract�ere extensible des donn�ees
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/
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cercle �a plat au
dessus des bois.

Fig. 1.1 { Vue arborescente du documentXMLpage 2.

entrâ�ne des di�cult�es dans la r�ealisation de ces tâches automatiques. L'extensibilit�e va
se traduire pour nous en un probl�eme d'h�et�erog�en�eit�e des donn�ees, renforc�ee par leur
nature distribu�ee, et par le fait qu'elles sont g�en�er�ees par des programmes ou auteurs
di��erents.

Une autre caract�eristique d'importance pour mon travail est que l'organisation des
balises est telle qu'on peut repr�esenter le document commeun arbre (l'arbre associ�e
au document de la page 2 est dessin�e dans la �gure 1.1). C'estun premier choix. On
pourrait aussi le voir comme une s�equence : s�equence de bits, de caract�eres ou d'unit�es
lexicales ; comme un graphe �a cause de la s�emantique implicitement donn�ee par les mots
idfamille et reffamille .

Cette vue arborescente est standardis�ee dans la recommandation DOMdu W3C. La
recommandationXMLdistingue di��erents types de noeuds dont certains se retrouvent
dans l'exemple. On peut retrouver : les noeuds�el�ement correspondant �a une balise,
les noeudsattributs d�esignant un attribut et sa valeur, les noeudscommentaire , les
noeudstexte contenant des donn�ees textuelles. Notez aussi que certainstypes de noeuds
ont un contenu mixte mêlant �a la fois texte et �el�ements. Ce sont essentiellement les
noeuds �el�ement, attribut et texte qui sont porteurs de donn�ees. Dans la suite nous
oublierons le noeud/ (en racine) et les noeuds porteurs de commentaires.
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Requête

Dossier

Rendez-vous
extraction

Requête

Annuaire

Liste de
sp�ecialistes

Agenda
Sp�ecia-
liste 1

Agenda
Sp�ecia-
liste 2

Agenda
Sp�ecia-
liste 3

transformation

extraction

* *

*

annotation

Fig. 1.2 { Les documents �echang�es entre l'agent de Lucie et les services Internet des
autres acteurs. Les �echanges de documentsXMLsont enchâ�n�es avec des extractions,
transformations ou annotations de documents. (Les partiesavec * ne sont pas d�etaill�ees).

1.1.2 Les tâches

Dans Berners-Lee et al. (2001), les auteurs envisagent un nouvel Internet et tracent
les contours du web s�emantique. Ils illustrent leur propos�a l'aide d'un exemple que je
reprends et adapte ici. La maman de Lucie doit voir un sp�ecialiste et suivre un ensemble
d'examens. Lucie utilise, �a partir de son assistant personnel, un agent sur Internet qui
r�ealisera l'ensemble des op�erations. L'agent sera en charge de r�ecup�erer le dossier de sa
m�ere, trouver un sp�ecialiste libre dans la semaine, proche g�eographiquement et compa-
tible avec son assurance et programmer les examens.

Pour que cet agent puisse fonctionner, il faut que les donn�ees dont il a besoin soient
accessibles. C'est par exemple le cas des carnets de rendez-vous des sp�ecialistes. On ima-
gine alors que les donn�ees sont repr�esent�ees enXML. Il faut aussi que l'agent soit capable
d'e�ectuer des op�erations comme interroger un annuaire desp�ecialistes, y localiser les
caract�eristiques de chacun, interroger les disponibilit�es d'un sp�ecialiste, demander d'y
�ecrire une r�eservation.

L'article de Berners-Lee et al. se poursuit par un argumentaire sur les m�eta-donn�ees
facilitant l'interpr�etation des donn�ees par les programmes : les donn�ees au formatRDF,
les ontologies et les r�egles d'inf�erences attach�ees �a toutes ces informations s�emantiques.
Cette partie est hors du sujet de mes activit�es de recherche. Aujourd'hui ces informa-
tions s�emantiques sont encore trop peu souvent disponibles. Le raisonnement �a l'aide de
ces informations peut être mis en di�cult�e par le passage �a l'�echelle et la complexit�e
intrins�eque de ce calcul. Par contre, la r�ealisation de tâches complexes n�ecessitant l'in-
terop�erabilit�e et la coop�eration d'agents est aujourd'hui r�epandue. On peut citer par
exemple les sites de comparaison de prix ou de services sur Internet qui pr�esentent sur
un portail unique une information homog�en�eis�ee, obtenue �a partir de plusieurs sources.

Comme l'illustre la �gure 1.2, bâtir de telles applications demande de construire des
requêtes sur des donn�eesXMLet d'extraire des informations, mais aussi de les annoter
ou les transformer. Par exemple, l'agent de Lucie commence par interroger le dossier de
sa maman. Une extraction d'un rendez-vous de ce document que l'on suppose stock�e en
XMLest ensuite e�ectu�ee. Pour obtenir la liste de sp�ecialistes, le fragment deXMLqui
correspond au rendez-vous est transform�e de fa�con �a composer une requête, int�egrant
les contraintes d'assurance par exemple. Soumise �a un service d'annuaire, la requête
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Sources
xml

Programme
d'extraction
(wrapper)

Base de donn�ees

Autres applications

Fig. 1.3 { Extraction. Des documents en entr�ee, une base de donn�ees en sortie d'un
programme d'extraction appel�e wrapper.

donne lieu �a une r�eponse qu'il s'agit d'analyser pour en extraire la liste de sp�ecialistes
auxquels il sera possible de s'adresser. L'extraction peutpar exemple aussi prendre en
compte le crit�ere de localit�e. Ainsi de suite, le transportd'informations au format XMLde
services en services sera r�ealis�e par une succession de t^aches de base comme l'extraction,
l'annotation ou la transformation. Cette liste de tâches n'est pas exhaustive mais ce sont
�a ces op�erations que je vais particuli�erement m'int�eresser.

Extraction

La probl�ematique de l'extraction dans les documentsXMLest celle d'isoler des par-
ties de documents pour, souvent, alimenter une base de donn�ees. La pr�esence d'une
base de donn�ees permet ensuite d'acc�eder aux informations tout en restant hors-ligne
et de fa�con e�cace. La tâche consid�er�ee n'est pas v�eritablement celle de l'extraction,
mais plutôt celle de la r�ealisation de programmes d'extraction (appel�es wrappers dans la
communaut�e). C'est une tâche �etudi�ee depuis longtempspar des sp�ecialistes de linguis-
tique informatique et du traitement automatique des langues. Le besoin est apparu pour
l'exploitation de donn�ees textuelles �ecrites en langagenaturel dans de grands corpus. La
probl�ematique est toujours d'actualit�e mais se d�ecline aussi aujourd'hui en des tâches
un peu di��erentes quand il s'agit de donn�eesXML. Essentiellement, la tâche se rapproche
de celle de la construction de requêtes et reste tr�es syntaxique alors qu'elle demande une
analyse profonde du sens dans le cas des textes en langage naturel.

Dans l'univers d'XML, la d�e�nition pr�ecise et la di�cult�e de cette tâche sont tr�es
d�ependantes de nombreux param�etres. J'en retiens quelques uns qui seront discut�es dans
la suite de ce m�emoire.

{ Les donn�ees peuvent être plus ou moins homog�enes. Les sites Internet modernes que
nous consid�erons comme sources de nos donn�ees, sont maintenant souvent g�en�er�es
par programme. Il en r�esulte une grande homog�en�eit�e desdocuments provenant
de la même source. Lorsque plusieurs sources sont utilis�ees pour alimenter une
base de donn�ees, plusieurs outils d'extraction sont souvent constitu�es. Par contre,
l'�evolution des sources, dues �a l'�evolution des technologies, ou un changement de
charte graphique par exemple pose le probl�eme de la maintenance des programmes
d'extraction.

{ Les donn�ees peuvent être plus ou moins structur�ees. Le format XMLpermet une
grande vari�et�e de structuration : depuis les documents detype textuels o�u toute
l'information se trouve dans des parties de texte libre tr�es grandes jusqu'aux docu-
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ments de type bases de donn�ees o�u les informations sont tr�es d�ecoup�ees et isol�ees
dans des feuilles distinctes de l'arbreXML.

{ Le type de l'information �a extraire joue aussi un rôle important. Le type le plus
simple �a traiter est une donn�ee atomique : on cherche �a extraire plusieurs occur-
rences d'une seule donn�ee comme l'heure de disponibilit�edu sp�ecialiste dans le
cas de Lucie. On parle alors d'extraction monadique . Quand il s'agit d'extraire
des donn�ees en relation, on parle alors d'extraction n-aire . C'est par exemple
l'extraction des occurrences de couples donnant la date et l'heure. Nous verrons
dans le chapitre 3 que le passage de l'extraction monadique �a l'extraction n-aire est
une r�eelle di�cult�e. Même disposant d'extractions monadiques parfaites des com-
posantes d'une relation, la r�eassociation des composantes pour former desn-uplets
complets de la relation pose des questions non triviales.

{ Certaines applications comme l'agent de Lucie, peuvent nepas connâ�tre exacte-
ment le format du carnet d'adresse de certains sp�ecialistes. Le type exact des don-
n�ees �a extraire qui sont requises pour, par exemple, interroger ces carnets d'adresses
peut donc ne pas être consid�er�e comme une entr�ee de la proc�edure d'�elaboration
des outils d'extraction.

Transformation

L'agent de Lucie doit enchâ�ner des tâches d'interrogation et d'analyse des r�esultats,
r�esultats qui seront aussitôt �a la base d'une interrogation suivante. Dans ce cadre, on peut
dire que l'agent r�ealise une transformation qui est ici unetransformation de documents
XML. Cette interpr�etation du traitement est encore plus �evidente dans le cas de processus
d'int�egration. L'int�egration consiste �a relever des donn�ees provenant de sources distinctes
et de les ins�erer dans un syst�eme d'information unique. C'est un processus d'homog�en�ei-
sation qui s'accompagne souvent d'un gain de sens et donc unevalorisation des donn�ees.
Dans l'exemple de la �gure 1.2, l'annuaire peut conserver les r�esultats d'extraction for-
mul�es aupr�es des agendas de sp�ecialistes dans une base dedonn�ees unique, acc�el�erant
ainsi les temps de r�eponses de futures requêtes. La transformation de documents aux
formats vari�es (tels quePDFou HTML) vers un format uniqueXMLest aussi une illustration
du processus d'int�egration.

Annotation

R�ealiser des programmes de transformation directe deXMLen XMLou d'extraction
n'est pas un exercice facile. Nous isolerons dans ces processus une brique �el�ementaire
qui consiste �a annoter un documentXML. La tâche d'annotation consiste �a d�ecorer un
document avec des �etiquettes. Les �etiquettes peuvent avoir une s�emantique particuli�ere
qui permet d'envisager des tâches plus complexes. Par exemple, des tâches d'extraction
monadique peuvent être r�ealis�ees avec des annotations bool�eennes signi�ant (( �a ex-
traire )) ou (( �a ne pas extraire )). Pareillement, des transformations sont aussi d�ecrites
par des annotations qui peuvent signi�er(( dupliquer cette partie )), (( supprimer )),
(( inverser ))... Une illustration sous forme d'exemple de ces annotationsest donn�ee dans
quelques pages en section 1.2.4.
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Constat

Aujourd'hui, les manipulations d'XMLcomme la transformation ou l'extraction sont
r�ealis�ees �a l'aide de technologies reposant sur des langages standardis�es commeXPath,
XQuery, XSLT. La dimension arborescente des donn�eesXMLest clairement exploit�ee dans
ces langages. Pour les avoir enseign�es �a des publics non informaticiens ou simplement
d�ebutants, je peux t�emoigner qu'une solide culture algorithmique, notamment sur les
arbres, ainsi qu'une capacit�e �a manipuler des langages formels sont n�ecessaires. La r�ea-
lisation de tels agents est donc r�eserv�ee �a des publics d'informaticiens con�rm�es.

Cependant deux raisons m'am�enent �a penser qu'il est n�ecessaire de simpli�er la r�ea-
lisation de tels outils d'extraction, transformation ou d'annotation. La premi�ere est la
rapidit�e d'�evolution, d'apparition et de disparition de s sources sur Internet. Ceci entrâ�ne
une r�e�ecriture continue des programmes, qui doit se fairedans un temps le plus court
possible pour limiter l'interruption des services ou pour garder un caract�ere actuel dans
les r�esultats �naux. La seconde est la volont�e de donner �atout utilisateur non infor-
maticien la possibilit�e de construire ces programmes. Ceci inclut aussi leur construction
automatique pour assurer un service d'agents autonomes.

Dans l'ensemble de ces tâches, des �ev�enements impr�evusou incertains se produisent.
Par exemple, l'�evolution d'une source de donn�ees, l'apparition de cas particuliers peuvent
alt�erer la �abilit�e des syst�emes construits ; certaines manipulations exploitent des don-
n�ees textuelles et sont sujets �a toutes les impr�ecisionsdues aux outils de traitement de
la langue naturelle. On ne peut pour autant se passer de ces informations.

L'agent de Lucie doit recevoir et peut donner des r�esultatsfaux �a chaque �etape
de son processus de recherche. Il ne peut les �ecarter mais doit s'adapter. Le processus
d'int�egration doit aussi tenir compte de plusieurs alternatives issues de bruit ou de
proc�edures non d�eterministes.

Tenir compte d'incertitudes est la derni�ere dimension dans la di�cult�e des tâches que
je souhaiterais aborder. Elle donne aussi un �el�ement de lecture du travail que j'ai r�ealis�e,
commen�cant par des m�ethodes exactes et se terminant par des outils probabilistes.

1.2 Contributions

Mes activit�es de recherche ces derni�eres ann�ees s'inscrivent dans le projet INRIA
Mostrare et aussi dans le cadre d'une ACI (Action Concert�ee Incitative) Masse de don-
n�ees intitul�ee Marmota. Les travaux ont �et�e r�ealis�es en �equipe pendant les th�eses en cours
ou pass�ees de Julien Carme, de Patrick Marty et de Florent Jousse. Je d�ecris maintenant
les contours de ces projets et les r�esultats obtenus.

1.2.1 Mostrare et Marmota

Notre proposition au sein du projet Mostrare a �et�e de recourir �a des techniques d'ap-
prentissage automatique pour faciliter la r�ealisation detâches d'extraction, de transfor-
mation de donn�eesXML. Le projet s'est d�evelopp�e selon deux axes : l'un poursuivant les
recherches sur les langages formels d'arbres, et leur adaptation en regard des sp�eci�cit�es
de XML; l'autre �etudiant la question de l'apprentissage lorsqueles donn�ees sont structu-
r�ees de fa�con arborescente. Les deux axes poursuivent aussi ce but commun de r�ealiser
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les tâches d�ecrites ci-dessus.
L'id�ee du projet Mostrare s'est construite pour moi �a partir de la r�e
exion initi�ee

par le sujet de th�ese de Julien Carme. R�emi Gilleron et moi m^eme avions �a ce moment
la volont�e d'�etudier les questions de l'apprentissage automatique en pr�esence de donn�ees
arborescentes. Nous �etions persuad�es de l'int�erêt de ces travaux pour la manipulation
de donn�ees de l'Internet. L'id�ee a pris la dimension de projet quand avec Sophie Ti-
son nous l'avons �etendue �a l'�etude des langages d'arbrespour l'Internet et dans le but
de les apprendre automatiquement. L'arriv�ee ensuite de Joachim Niehren a donn�e un
objectif plus pr�ecis au projet �a savoir l'extraction d'in formations �a partir de donn�ees
arborescentes.

Dans un premier temps des approches purement syntaxiques ont �et�e d�evelopp�ees. La
th�ese de Julien Carme a abouti �a une application d'extraction d'information interactive
pour des probl�emes monadiques �a l'aide d'inf�erence de langages d'arbres. Puis dans la
th�ese de Patrick Marty, nous avons propos�e une relaxationde ces m�ethodes exactes en
se reposant sur des techniques bien �etudi�ees de classi�cation supervis�ee. En�n, dans la
th�ese de Florent Jousse nous �etudions les mod�eles probabilistes de langages d'arbres.
Ces trois parties ne regroupent pas la totalit�e du projet Mostrare mais uniquement les
actions dans lesquelles je me suis particuli�erement impliqu�e.

Par ailleurs, le travail de Florent s'inscrit dans une action ACI intitul�ee Marmota 1

dont je suis responsable scienti�que. L'opportunit�e de ceprojet a �et�e de red�e�nir cer-
tains objectifs de Mostrare dans le champ des langages probabilistes et des statistiques
inf�erentielles. Marmota regroupe quatre �equipes de recherche : l'�equipe de Patrick Gal-
linari au LIP6, l'�equipe de Marc Sebban �a Saint-Etienne, l'�equipe de Fran�cois Denis �a
Marseille et le projet Mostrare. Le sujet de ce projet se situe �a l'intersection de trois
domaines de recherche : les langages formels d'arbres, l'apprentissage automatique, les
mod�eles probabilistes. Les applications principales de ces recherches sont li�ees aux tech-
nologiesXML, notamment : l'int�egration de donn�ees du Web depuis des sources h�et�ero-
g�enes et distribu�ees, l'annotation et la transformationde donn�eesXML, la classi�cation et
la segmentation de documentsXML. Cependant, les avanc�ees attendues auront un impact
important dans les domaines o�u les notions de structure arborescente et de probabilit�es
ont une grande importance. C'est le cas en bioinformatique et en indexation musicale, o�u
la repr�esentation arborescente des donn�ees est tr�es pertinente. Les recherches concernent
plus sp�eci�quement :

{ les mod�eles g�en�eratifs pour les donn�ees arborescentes : grammaires probabilistes
pour XML, algorithmes d'analyse syntaxique et induction de telles grammaires ;

{ les mod�eles non g�en�eratifs pour les donn�ees arborescentes : champs al�eatoires condi-
tionnels pour les arbres, algorithmes d'annotation, mod�eles discriminatifs et noyaux
d'arbres, algorithmes de classi�cation ;

{ les transformations probabilistes d'arbres et l'alignement probabiliste de motifs
d'arbres probabilistes, l'apprentissage automatique de tels motifs et transforma-
tions.

J'introduis dans les trois sections suivantes les travaux men�es dans les th�eses de Julien
Carme, Patrick Marty et Florent Jousse. Ces sujets seront approfondis dans les chapitres

1MAchine learning pRobabilistic MOdels Tree lAnguages. C'est aussi lenom latin d'une marmote
qui escalade les arbres et ressemble alors dans son comportement �a un gros �ecureuil, (squirrel en anglais
et acronyme d'un logiciel d'extraction de notre groupe.
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suivants.

1.2.2 Automates d'arbres et extraction d'information

Le sujet de Julien abordait �a la fois l'�etude de langages d'arbres adapt�es �a la re-
pr�esentation de donn�eesXMLet leur apprentissage exact par des techniques d'inf�erence
grammaticale. Julien a pu ensuite appliquer les r�esultats de sa th�ese dans un prototype
pour l'extraction d'information monadique.

Dans la litt�erature sur les langages d'arbres, de nombreuxtravaux ont �et�e consacr�es
aux arbres d'arit�e born�ee. Les noeuds de ces arbres sont d�ecor�es avec des symboles qui
d�eterminent de fa�con �xe le nombre de �ls sous chaque noeud. Ces arbres d'arit�e �xe
sont souvent appel�es destermes . Dans cette classe de langages de termes beaucoup de
r�esultats th�eoriques ont �et�e �etablis. Notamment, c'es t dans cette classe qu'on d�e�nit des
automates d'�etat �nis pour les repr�esenter et les manipuler. Les arbresXMLne sont pas
des termes. Chaque noeud a un nombre de �ls qui n'est pas born�e a priori. Un premier
travail a �et�e de d�eterminer une formalisation et un cadre th�eorique pour manipuler les
arbres d'arit�e non born�ee. Plusieurs formalismes existent d�ej�a, mais nous semblaient peu
adapt�es en regard des objectifs d'apprentissage automatique que nous nous �etions �x�es.
Nous avons propos�e une r�eduction que je quali�e de simple et�eclairante du cas de l'arit�e
non born�ee au cas classique des termes. Cette r�eduction tout �a fait alg�ebrique a facilit�e
la poursuite de nos travaux.

En obtenant cette r�eduction au cas des termes, nous b�en�e�cions gratuitement de
nombreux r�esultats fondamentaux sur la d�eterminisation, la minimalisation de tels lan-
gages. Du point de vue de l'apprentissage automatique, nousobtenons aussi directement
des algorithmes d'inf�erence de langages d'arbres d'arit�e non born�ee �a partir de ceux
traitant de termes.

L'application �a l'extraction d'information est r�ealis� ee en consid�erant alors des lan-
gages de termes dont les symboles comprennent une information bool�eenne(( �a extraire ))
ou (( �a ne pas extraire )). L'apprentissage d'un outil d'extraction est alors r�eduite �a un
probl�eme d'inf�erence grammaticale : apprendre un langage d'arbres repr�esent�e sous la
forme d'un automate ou d'une grammaire. Les programmes d'extraction sont repr�esent�es
par des automates d'arbres qui d�esignent des ensembles de noeuds.

Le prototype d�evelopp�e lors de la th�ese de Julien est int�egr�e sous forme d'extension au
navigateur Firefox. Plus tard, le d�eveloppement a �et�e repris pour r�ealiser une plate-forme
client serveur. Un serveur applique les programmes d'apprentissage. Le client actuel est
toujours une extension de Firefox. D'autres clients sont end�eveloppement sous forme de
service Web.

1.2.3 Classi�cation supervis�ee et extraction d'information

Consid�erer des documentsXMLcomme source de donn�ees, c'est aussi envisager une
structure, l'arbre DOM, plus complexe qu'un arbre d'arit�e non born�ee. Les donn�ees XML
contiennent des attributs, et d'autres types de noeuds pouvant contenir des donn�ees
importantes pour nos tâches d'extraction ou de transformation. Les attributs sont des
noeuds qui ne sont pas ordonn�es entre eux. D'autre part, dans le cas d'une tâche d'ex-
traction, les donn�ees �a extraire sont parfois localis�ees dans des feuilles ou des parties de
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Fig. 1.4 { Exemple de mod�ele de donn�ee pour le r�esultat d'une transformation �a partir
de plusieurs sources de donn�ees.

feuilles de cet arbreDOMet pas seulement dans des noeuds. En�n, la vari�et�e des sites
web font que certaines irr�egularit�es peuvent se produiresur la structure des pages.

Toutes ces consid�erations mettent en di�cult�e l'approche par inf�erence grammaticale
d�evelopp�ee par Julien. Une alternative a �et�e pour nous de consid�erer l'utilisation de
m�ethodes ne reposant pas exclusivement sur la structure arborescente des donn�ees.

L'id�ee principale dans la th�ese de Patrick Marty est d'utiliser une repr�esentation des
donn�ees exploitant �a la fois leur dimension arborescentemais aussi la dimension textuelle
obtenue par la concat�enation des feuilles de l'arbre. Cette repr�esentation est compil�ee
dans un ensemble d'attributs. Un arbreXMLest alors repr�esent�e comme un ensemble
d'enregistrements, comme autant de constituants qu'il s'agit d'identi�er comme (( �a
extraire )) ou (( ne pas extraire )).

Grâce �a cette repr�esentation, des algorithmes de classi�cation, bien �etudi�es dans la
litt�erature, peuvent être utilis�es pour d�eterminer le s parties �a extraire. Nous avons �etudi�e
l'impact de la qualit�e de la repr�esentation sur la tâche d'extraction pour nous aider �a
d�eterminer le jeu d'attributs optimal �a la fois sur des donn�ees textuelles ou arborescentes.
Nous avons valid�e l'usage d'algorithmes de classi�cation sur des probl�emes d'extraction
monadique. Nous avons ensuite poursuivi dans cette voie en proposant un algorithme
pour l'extraction de donn�ees issues d'une relationn-aire.

Pour le probl�eme d'extraction n-aire, nous avons �etudi�e les di��erentes fa�cons de
stocker des occurrences (tuples) d'une relation dans un arbre. C'est une op�eration souvent
r�ealis�ee par les g�en�erateurs de rapports ou tableaux debord de suites d�ecisionnelles ou
de gestionnaires de bases de donn�ees qui produisent duXMLou HTML. Cette �etude nous
a amen�e �a proposer un algorithme original d'extraction, incr�emental et interactif.

L'algorithme a �et�e implant�e et int�egr�e dans la plate-f orme d'extraction.

1.2.4 Mod�eles probabilistes et annotation d'arbres

Dans le travail de Julien, le probl�eme d'extraction dans lesarbres a �et�e traduit dans
celui de l'identi�cation d'un langage d'arbres �etiquet�es par une information bool�eenne.
Clairement, il est facile de ne plus se limiter �a un choix d'�etiquettes dans un ensemble �a
deux valeurs. C'est l'approche la plus imm�ediate pour aborder le probl�eme de la trans-
formation d'arbres. Supposons comme dans la �gure 1.3, que nous devions m�emoriser
des informations provenant de di��erentes sources dans un mod�ele unique. Si ce mod�ele
est arborescent comme par exemple celui illustr�e dans la �gure 1.4, alors l'int�egration de
ces donn�ees s'e�ectue par une transformation d'arbres.

Pour apprendre �a partir d'exemples la transformation �a r�ealiser pour chaque source,
on peut tenter d'apprendre le langage des superpositions arbre origine, arbre transform�e
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html/ bd

body/oiseau

ul/ nom

li/ fr
La bous-

carle de cetti

li/ en

Cetti's Wrabler

li/ lat

Cettia Cetti

img/ img

@src

�gs/bouscarle.png

p/ desc
La bouscarle
de cetti est

surtout identi��ee
par son chant

Fig. 1.5 { Superposition d'arbres. L'arbre d'entr�ee et l'arbretransform�e sont de struc-
tures proches. On forme un nouveau langage d'arbres sur l'alphabet des couples qu'on
peut apprendre.

html/ bd

head/cut

title
Les oiseaux

d'europe

body/oiseau

ul/ nom

li/ fr
La bous-

carle de cetti

li/ en

Cetti's Wrabler

li/ lat

Cettia Cetti

img/ del

@src/img

�gs/bouscarle.png

p/ desc
La bouscarle
de cetti est

surtout identi��ee
par son chant

Fig. 1.6 { Annotations d'�edition. On introduit des �etiquettes a ssoci�es �a une s�emantique
particuli�ere. Del et Cut coupent des parties d'arbres.

comme indiqu�e dans la �gure 1.5. La forme de l'arbre d'entr�ee doit rester tr�es proche de
celle de l'arbre de sortie.

On peut aussi repr�esenter la transformation par un ensemble d'op�erations d'�edition
r�ealis�ees �a chaque noeud et apprendre le langage des arbres �etiquet�es par ces op�erations
(�gure 1.6).

Du point de vue de la th�eorie des langages d'arbres et de l'inf�erence grammaticale
exacte, ces deux id�ees seront certainement �etudi�ees dans l'�equipe. Mais l'expressivit�e de
la classe des transformations apprenables sera sans doute limit�ee. Compte tenu de la
potentielle diversit�e des sources une annotation même incompl�ete comme celle illustr�ee
dans la �gure 1.7 sera n�ecessaire. En tout �etat de cause, ontraduit de cette fa�con
un probl�eme de transformation en un probl�eme d'annotation. Il nous est donc apparu
essentiel de poursuivre dans l'apprentissage automatiquede programmes d'annotation.

Nous �etudions le probl�eme d'inf�erence de mod�eles stochastiques d'annotations d'arbres
dans la th�ese de Florent.

Dans le cas de s�equences, le probl�eme d'annotation a �et�elargement �etudi�e. Les mo-
d�eles les plus utilis�es sont certainement des châ�nes demarkov cach�ees (HMMs). Les HMMs
sont des mod�eles probabilistes g�en�eratifs assez proches d'automates probabilistes. Ils
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html

head

title
Les oiseaux

d'europe

body/oiseau

h1/ fr
La bous-

carle de cetti
div

img
@src/img

�gs/bouscarle.png
table

tr

td/ en

Cetti's Wrabler

td

(Engl.)

tr

td/ lat

Cettia Cetti

td

(Lat.)

p/ desc
La bouscarle
de cetti est

surtout identi��ee
par son chant

Fig. 1.7 { Exemple d'annotation. L'annotation est partielle mais peut fonctionner sur
toute forme d'arbre en entr�ee.

repr�esentent la distribution de probabilit�e qui r�egit l a g�en�eration des donn�ees. Pour la
tâche d'annotation, la s�equence d'�etats (cach�es) par lesquels leHMMstransite pour g�en�erer
la s�equence observ�ee sera la s�equence d'annotations. Lamod�elisation de la probabilit�e
de g�en�eration des observations est une op�eration qui peut être di�cile et qui n'est pas
n�ecessaire ici. Les approches non g�en�eratives, contournent cette di�cult�e et me semblent
plus adapt�ees dans le cas d'une tâche d'annotation.

Les champs conditionnels al�eatoires (CRFs) repr�esentent des distributions condition-
nelles. Ce sont des mod�eles non g�en�eratifs qui ont �et�e appliqu�es avec succ�es sur des
s�equences pour des tâches d'extraction. UnCRFrepr�esente alors la distribution condi-
tionnelle d'obtenir une annotation connaissant l'observation.

Nous avons adapt�e le mod�ele desCRFsau cas des arbresXML. Nous avons obtenu un
mod�ele permettant d'annoter les di��erents types de noeuds d'un arbre XML(�el�ements,
textes ou attributs) ordonn�es ou pas.

Le travail a donn�e lieu �a un d�eveloppement maintenant disponible sur la forge de l'IN-
RIA 2. Appliqu�e �a des tâches d'extraction ou de simples transformations, notre approche
donne des r�esultats tr�es encourageants, d�epassant l'�etat de l'art.

1.3 Notes bibliographiques

1.3.1 Les donn�ees XML

Le W3C, les instituts de normalisation comme l'OASISainsi que de nombreux grou-
pements d'int�erêt contribuent fortement �a la naissance, la maintenance et la di�usion
de standards reposant surXML. Ces standards sont souvent le prologement de normes
conceptuelles et parfois d'implantations r�ealis�ees enSGMLdans les ann�ees 80 ou 90. In-
ternet a dynamis�e et renforc�e cette tendance, insistant particuli�erement sur la nature

2treecrf.gforge.inira.fr
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distribu�ee des sources. Les d�e�nitions des langages sontpubliques et disponibles sur les
sites Internet de ces instituts3. Une approche plus th�eorique des donn�ees de l'Internet
est rassembl�ee dans le livre d'Abiteboul et al. (2000).

L'�evolution dans le temps des formes de typage des donn�eesXML�a travers les DTDpuis
les sch�emas etRelaxNgillustrent aussi la transformation d'Internet vers plus d'automa-
tisation. D'un point de vue th�eorique, les DTDsont fortement inspir�ees des grammaires
de mots et des travaux de type surSGML, sont peu expressives et leur d�eveloppement
certainement guid�e par la volont�e d'utiliser un certain type d'algorithmes d'analyse. Les
langages sont 1-non ambigus (voir Bruggemann-Klein and Wood, 1998). Les sch�emas
s'adaptent mieux �a des d�eveloppements d'applications plus sûres ra�nant le typage et
en int�egrant par exemple les espaces de noms plus s�erieusement que dans lesDTD(Clark
(1999); Bourret (2005)). Mais leur justi�cation th�eoriqu e est peu claire (Bex et al., 2004).
Un beau compromis pour moi est l'approche centr�ee sur les automates d'arbres deRe-
laxNg r�ealis�ee par l'uni�cation du TREX(Tree Regular Expressions forXML) par J. Clark
et de Relax (REgular LAnguage description forXML) par M. Makoto.

Les langages de transformation et d'annotation ou de requête dans les arbresXML
sont des standards duW3C(XSLT, XPath, XQuery). Ils sont aujourd'hui int�egr�es dans
des processus industriels et des produits grand public. Mais ces langages sont parfois
critiqu�es pour des raisons th�eoriques aussi bien que pratiques. Par exemple, des tâches
simples ne se traduisent pas toujours facilement. R�e-�etiqueter un arbre XMLen XSLT
est laborieux. D'autre part la r�ealisation de grandes applications reposant surXSLTou
XQueryse heurte rapidement �a quelques principes de g�enie logiciel et la maintenance
peut devenir di�cile. Des alternatives sont toujours propos�ees aujourd'hui pour tenter
de pallier ces di�cult�es. Citons Xduce, TOM et Transformer, trois projets au sein de
l'INRIA. La plupart des applications XMLreposent surXPath qui permet essentiellement
de d�esigner des ensembles de noeuds dans un document. Ce langage pivot a lui même
fait l'objet de nombreuses �etudes bien apr�es sa d�e�nition. Les travaux de Gottlob et al.
(2003) donnent quelques ann�ees apr�es la publication deXPath 1.0 une mesure pr�ecise
de la complexit�e combin�ee des requêtes. Les mêmes auteurs ont ensuite propos�e des
algorithmes e�caces en 2005 alors que de nombreuses implantations tr�es populaires
restent exponentielles.

1.3.2 Les tâches

Tous ces langages de transformation, mais aussi les langages de programmation clas-
siques int�egrant la manipulation d'expressions r�eguli�eres de mots (commePerl ou Py-
thon) sont massivement utilis�es pour r�ealiser les actions d�ecrites dans ce chapitre. L'em-
ploi de techniques d'apprentissage automatique est apparuaussi assez rapidement, ex-
ploitant des travaux plus anciens mais toujours actifs sur les donn�ees purement textuelles.

C'est particuli�erement le cas pour l'extraction d'information. Fortement li�e au do-
maine du traitement automatique de la langue naturelle, et aussi dans la communaut�e
des biblioth�eques num�eriques, l'extraction d'information repose alors souvent sur des d�e-
�nitions d'expressions ou de motifs sur les s�equences. Le livre reposant sur le travail de
th�ese de Poibeau (2003) en donne une bonne illustration. Dans ces travaux les connais-
sances linguisitiques et du domaine des textes sont directement ins�er�ees dans le syst�eme

3www.w3.orget www.oasis-open.org
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d'extraction par l'utilisateur sous la forme de d�e�nition s de motifs �a l'aide d'automates
ou de lexiques, dictionnaires, . . . L'apprentissage automatique a �et�e envisag�e pour la
construction automatique de ces motifs dans des syst�emes commerapierde Cali� (1998)
ou whiskde Soderland (1999) ou encoreSRVde Golgher et al. (2001).

Mais dans le domaine d'Internet ce sont certainement les travaux de N. Kushmerick
(Kushmerick, 1997, 2000; Freitag and Kushmerick, 2000) quiont lanc�e la dynamique de
recherche mêlant apprentissage automatique, Internet etextraction d'information. On
peut citer par exempleW4F de Sahuguet and Azavant (2001),RoadRunnerde Crescenzi
et al. (2001),XWRAPde Liu et al. (2000) ou l'article de synth�ese de Laender et al. (2002).
De fa�con surprenante, ces travaux n'exploitent pas ou peu la structure arborescente des
donn�ees mais seulement la pr�esence de balises. Par contre, Stalker par Muslea et al.
d�es 1998 puisWL2 de Cohen et al. (2002) exploitent l'information arborescente des
documents, mais sans avoir recours au support des automatesd'arbres �a la di��erence de
Kosala et al. (2002).

Parall�element, les travaux de l'�equipe de G. Gottlob (Gottlob and Koch, 2004, 2002)
ont particuli�erement anim�e et modernis�e la compr�ehension de la tâche d'extraction de-
puis des donn�eesXML. Leurs id�ees sont rassembl�ees et implant�ees dans le logiciel Lixto
(Baumgartner et al., 2001; Gottlob et al., 2004). Ce syst�eme n'utilise pas de techniques
d'apprentissage automatique mais repose sur des principesth�eoriques clairement �etablis.
Lixto assiste les utilisateurs dans la cr�eation de programmes d'extraction dans un cadre
interactif. Ses cr�eateurs soulignent toutefois que l'usage reste complexe pour un public
n�eophyte. Des techniques d'apprentissage automatique pourraient sans doute contribuer
�a rendre Lixto plus accessible. Leur travail dans cette direction a commenc�e (Ceresna,
2005), et l'arriv�ee de Julien en stage postdoctoral renforcera sans doute cette direction
de recherches.

Les transformations de documentsXMLsont souvent r�ealis�ees par un programme fonc-
tionnant �a la suite d'une extraction. C'est le cas par exemple deLixto encore. Dans ce cas,
la transformation est clairement donn�ee par l'utilisateur. Il n'existe pas �a ma connais-
sance de travaux reposant sur l'apprentissage direct d'unetransformation d'arbres dans
le contexte d'XML. J'�etablis le même constat en ce qui concerne l'annotationd'arbres.

La connexion entre arbres et apprentissage automatique s'est toutefois r�ealis�ee dans
quelques domaines. C'est par exemple le cas en traitement automatique des langues na-
turelles. Mais le propos est souvent celui de d�ecouvrir desgrammaires alg�ebriques de
mots �a travers la donn�ee ou l'utilisation de leur arbre d'analyse (Kanazawa, 1996; Saka-
kibara, 1992; Fernau, 2002), ou de r�ealiser des annotations de ces même arbres d'analyse.
Le livre de Manning and Sch•utze (1999) donne quelques �el�ements introductifs en ce qui
concerne une approche statistique de ces tâches. Les prolongements de recherches en
inf�erence grammaticale se sont aussi attaqu�es au cas des langages d'arbres (Oncina and
Garc��a, 1993; Carrasco et al., 2001; Besombes and Marion, 2002). Avec le d�eploiement
d'Internet, de nouvelles probl�ematiques sont apparues m^elant arbres et apprentissage
comme par exemple l'inf�erence deDTDou de sch�emasXML(Chidlovskii, 2002; Bex et al.,
2006)

En�n, d'autres approches issues de la repr�esentation de langages par des ensembles
de motifs arborescents sont apparus, parfois inscrits dansun contexte de manipulation
de donn�eesXML(Goldman and Kwek, 2002; Amoth et al., 2001; Arimura et al., 2001).
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Chapitre 2

Automates d'arbres et extraction
d'informations

Je r�esume dans ce chapitre la contribution apport�ee au th�eme de l'extraction d'in-
formations dans des donn�ees arborescentes. C'est principalement au cours de la th�ese de
Julien Carme que ce travail a �et�e r�ealis�e. Le premier point concerne le traitement des
arbres d'arit�e non born�ee, puis nous verrons les automates que nous avons propos�es pour
les manipuler. La r�esolution du probl�eme d'extraction �a l'aide d'automates sera ensuite
expos�e.

Les travaux de ce chapitre ont �et�e r�ealis�es avec Julien Carme et Joachim Niehren.

2.1 Extraction dans les arbres

Consid�erons un ensemble de pages Internet g�en�er�ees parprogramme contenant une
information digne d'int�erêt. Un exemple est donn�e dans la�gure 2.1. On peut penser que
l'ensemble des pages est construite par le serveur web, �a partir d'informations contenues
dans une base de donn�ees. Nous n'avons pas d'acc�es direct �acette base. Nous voulons
toutefois obtenir l'ensemble des noms latins des oiseaux d'Europe.

Comme c'est souvent le cas, chaque donn�ee �a extraire est ici contenue dans un noeud

Fig. 2.1 { Une page Internet contenant des donn�ees int�eressantes (extrait).
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a b c
a

a b c
b

a b c
c

Fig. 2.2 { Arbre in�ni de tous les mots sur un alphabet �a 3 lettres. La racine correspond
au mot vide, suivre un premier �ls consiste �a concat�ener una, suivre un deuxi�eme �ls
consiste �a concat�ener unb. . .

de l'arbre DOMde la page. Le probl�eme d'extraction sera alors un probl�eme de d�esignation
d'un ensemble de noeuds dans un arbre. Nous garderons cette d�e�nition dans tout ce
chapitre. La tâche qui nous int�eresse est la constructionautomatique de ce programme
d'extraction. C'est la dimension apprentissage automatique du probl�eme. Nous consi-
d�erons que des exemples de donn�ees �a extraire seront fournis en entr�ee de l'algorithme
d'apprentissage.

C'est une vue un peu r�eductrice du probl�eme d'extraction �etant donn�e la grande
variabilit�e des tâches que nous avons d�ecrites dans l'introduction de ce m�emoire : nous
traitons ici un probl�eme d'extraction monadique, o�u chaque donn�ee �a extraire est dans
un noeud d'un arbre. Nous d�epasserons un peu ces contraintesdans le chapitre suivant.

D'un point de vue fondamental, le probl�eme d'extraction peut être formalis�e de plu-
sieurs fa�cons. Mais si les arbres sont des termes, une formulation bien connue de ce
probl�eme peut être d�egag�ee. Elle vient du r�esultat fondamental de Thatcher and Wright
(1968) sur la d�ecidabilit�e de la th�eorie monadique (faible) du second ordre �ak successeurs
(WSkS).

Dans la logiqueWSkS, on dispose dek op�erations de successeurs qui peuvent être
vues comme des lettres d'un alphabet. On dispose de variables du premier et second
ordre, de quanti�cateurs (universels et existentiels) et des op�erations logiques classiques
(et, ou, non). Les variables du premier ordre sont interpr�et�ees comme des mots (�nis)
sur cet alphabet et celles du second ordre comme des ensembles de mots. Le probl�eme
de satis�abilit�e d'une formule de cette logique est celui de trouver des interpr�etations
pour les variables qui rendent la formule vraie. Le r�esultat fondamental de Thatcher
propose une repr�esentation sous forme d'arbre d'une interpr�etation de la formule et
r�eduit le probl�eme de satis�abilit�e �a celui du vide dans un automate d'arbres. C'est tr�es
rapidement r�esum�e. . . Nous allons juste d�etailler les parties qui nous int�eressent.

L'ensemble de tous les mots sur un alphabet �ak lettres peut être repr�esent�e par un
arbre in�ni dont chaque noeud ak successeurs (ou �ls), un par lettre (Figure 2.2). Un
noeud correspond �a un mot. Une interpr�etation d'une variable du premier ordre est un
noeud de cet arbre et celle d'une variable du second ordre estun ensemble de noeuds.

On peut alors d�ecorer l'arbre par des �etiquettes particuli�eres pour repr�esenter une
interpr�etation. On prend un vecteur de bool�eens de taille�egale au nombre de variables.
Un noeud �etiquet�e par un vecteur b signi�e que le mot correspondant est associ�e �a ce
vecteur. Le mot est dans l'interpr�etation de la i�eme variable si et seulement sibi , le
bit �a la position i dans b, est �a 1. Toutes les interpr�etations ne comportent que des
mots �nis, l'arbre repr�esentant une interpr�etation de la formule est un arbre �ni (on
coupe toutes les branches ne contenant que des vecteurs nuls). La �gure 2.3 donne un
exemple de la repr�esentation d'une interpr�etation de 3 variables du second ordre valant
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Fig. 2.3 { Un arbre repr�esentant une interpr�etation de 3 variables du second ordre
X 1; X 2; X 3. La racine est �etiquet�ee par (1,1,0) signi�e que� appartient �a X 1 et X 2 mais
pas �a X 3.

X 1 = f � g; X 2 = f �; ag; X 3 = f a; b; abg.
Le r�esultat fondamental de Thatcher montre une �equivalence entre la d�e�nissabilit�e 1

dans la logiqueWSkSet la reconnaissabilit�e par automate d'arbres. Tout ensemble d'in-
terpr�etations d�e�nissable par une formule de la logiqueWSkSest reconnaissable par un
automate d'arbre �a travers la repr�esentation des interpr�etations d�ecrite pr�ec�edemment
(et vice versa). La preuve est constructive, c'est-�a-direqu'on peut exhiber cet automate
�etant donn�e une formule, mais malheureusement de complexit�e non �el�ementaire. Il faut
en�n savoir que le r�esultat de Thatcher est tr�es puissant :consid�erer des logiques plus
expressives queWSkSprovoque en g�en�eral une perte de propri�et�es tr�es importantes en
pratique. D�esigner des ensembles de noeuds, c'est donc d'un point de vue logique et dans
une g�en�eralit�e tout �a fait raisonnable, consid�erer un e formule deWSkSavec des variables
libres. D'un point de vue algorithmique, c'est consid�ererun automate �ni d'arbres (�nis)
travaillant sur des termes d'un alphabet de vecteurs de bool�eens.

La derni�ere remarque importante dans notre cadre, est une petite astuce technique
qui permet de modi�er l'automate travaillant sur un alphabet d'�etiquettes contenant des
vecteurs de valeurs bool�eennes. La modi�cation consiste �a faire passer dans les �etats de
l'automate les (ou une partie des) vecteurs de bool�eens. Decette fa�con c'est le calcul
de l'automate qui (( devine )) les interpr�etations des variables. Il devine les valeurs des
bool�eens en passant par tel ou tel �etat et le contrôle de lavalidit�e est conserv�e grâce �a
la condition de succ�es du calcul. Cette modi�cation devient tout �a fait pertinente s'il
s'agit de d�esigner un ensemble de noeuds, par une variable libre dans une formule de
WSkS. L'automate sera alors vu comme un moyen de(( calculer )) cet ensemble : une
interpr�etation de la variable X i est obtenue en m�emorisant les positions associ�ees aux
�etats mettant bi �a 1 dans un calcul r�eussi de l'automate. Calculer cette interpr�etation
signi�e aussi pour notre tâche(( extraire )) ou encore(( ex�ecuter )) si on se place dans le
cadre de l'�etude des requêtes sur des documentsXML.

Au bilan, on retient de ce vieux r�esultat qu'on peut d�esigner un ensemble de noeuds
dans un arbre �a l'aide d'un automate d'arbres. Le calcul d'un automate d'arbres est alors
une fa�con de calculer cet ensemble de noeuds. C'est cette approche qui est utilis�ee dans
le travail qui suit.

La premi�ere adaptation �a fournir est de traiter une des sp�eci�cit�es des arbresXML, �a
savoir l'arit�e non born�ee. La notion d'arbres d'arit�e no n born�ee existe bel et bien mais
n'est pas satisfaisante pour nous. Elle ne nous permet pas d'exploiter les r�esultats anciens
que je viens de pr�esenter. Trouver une meilleure d�e�nition de ce point de vue �etait un

1c'est-�a-dire la facult�e pour un (tuple de) langage(s) d'arbres d'̂ etre l'ensemble des interpr�etations
possibles rendant une formule vraie
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de nos objectifs que je d�ecris dans la section suivante.

2.2 Arbres d'arit�e non born�ee

Les recherches sur les arbres d'arit�e non born�ee ne sont pas une nouveaut�e, par
exemple Thatcher s'est int�eress�e �a cette question d�es les ann�ees 60. Mais depuis l'ap-
parition des standards de l'Internet et notamment des formats XML, les d�eveloppements
technologiques ont recouru fortement �a des algorithmes manipulant des structures ar-
borescentes d'arit�e non born�ee. C'est particuli�erement le cas pour le typage ou l'analyse
syntaxique de ces donn�ees. Des formalismes nouveaux ont toutefois �et�e introduits pour
manipuler les arbres d'arit�e non born�ee. Les automates �ahaies reposent fortement sur
les langages r�eguliers de mots pour d�esigner le langage des s�equences d'�etiquettes pos-
sibles sous un noeud d'un arbreXML. Les langages alg�ebriques ont aussi �et�e utilis�es pour
mod�eliser la propri�et�e qu'un document XMLdoit être bien parenth�es�e. D'autres travaux
ont eu recours au codage binaire �ls/fr�ere, couramment utilis�e par les programmeurs
pour m�emoriser un arbre �a l'aide de pointeurs.

�A chaque fois, la question de l'expressivit�e s'est pos�ee avec ces formalismes ainsi que
les questions classiques de clôture et de d�eterminisme.

Notre approche a �et�e de montrer que, �a l'instar des travauxde Thatcher, la ques-
tion de l'arit�e non born�ee n'�etait pas v�eritablement pr obl�ematique et que les automates
d'arbres classiques, c'est-�a-dire pour les termes, rempliraient �nalement de bonnes condi-
tions pour �etudier formellement puis manipuler les structuresXML.

Le point clef a �et�e de reprendre la vision alg�ebrique des automates d'arbres et d'in-
troduire une interpr�etation particuli�ere des symboles fonctionnels.

Un arbre d'arit�e non born�ee est vu ici comme un graphe acyclique dirig�e, avec une
seule racine, dont chaque noeud est �etiquet�e par un symbole, et dont chaque noeud,
hormis la racine, a exactement un seul arc entrant. Les arcs issus d'un même noeud sont
totalement ordonn�es.

Nous notons � l'ensemble des symboles possibles qui �etiquettent les noeuds. Un arbre
sur � peut être d�e�ni formellement par un quadruplet ( N; r; E; <; L ) avec

{ N un ensemble �ni dont les �el�ements sont les noeuds,
{ la racine r 2 N est un noeud,
{ les relations E arête et < sont des ordres partiels surN .
{ les successeurs parE d'un noeud sont totalement ordonn�es pour< . C'est-�a-dire

que< est la une relation minimale en cardinalit�e qui v�eri�e : pour tous les noeuds
n; n1; n2 2 N , si (n; n1) et (n; n2) sont deux arêtes dansE alors, soit n1 < n 2, soit
n2 < n 1.

{ la racine n'est pas le successeur d'un noeud parE : quel que soitn 2 N , (n; r ) 62E.
{ les autres noeuds ont tous un pr�ed�ecesseur pourE : quel que soitn 2 N , si n 6= r

alors il existe un unique noeudn0 2 N tel que (n0; n) 2 E.
{ l'�etiquetage L est une application deN dans �.
Dans les technologiesXML, les successeurs par l'ordreE sont appel�es �ls et les suc-

cesseurs par l'ordre< sont appel�es fr�eres suivants.

Notation fonctionnelle Les arbres d'arit�e non born�ee sont aussi not�es de fa�con fonc-
tionnelle. Par exemple,a(b; b; a(c; c); c) d�esigne un arbre dont la racine �etiquet�ee para
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Fig. 2.4 { Arbre d'arit�e non born�ee
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Fig. 2.5 { Adjonction d'un �ls �a un arbre. L'op�erateur d'adjonct ion est not�e @.

poss�ede quatre �ls �etiquet�es par b, b, a, c. Le troisi�eme �ls a lui même deux �ls �etiquet�es
par c.

Op�eration d'adjonction Puisque le nombre de �ls d'un noeud n'est pas born�e, il est
assez naturel de munir les arbres d'une op�eration d'adjonction qui ajoute des �ls �a un
arbre.

�Etant donn�es deux arbrest1 et t2, cette op�eration d'adjonction forme un troisi�eme
arbre t en ajoutant une arête entre la racine du premier et la racinedu second. La
racine det2 devient le dernier �ls de la racine det1. L'adjonction de (N2; r2; E2; < 2; L2)
�a ( N1; r1; E1; < 1; L1) est l'arbre (N1 [ N2; r1; E1 [ E2 [ f (r 1; r2)g; <; L 1 [ L2). J'utilise
ici un abus de notation,L1 [ L2 d�esignant la fonction qui co•�ncide avecL1 sur E1 et
avecL2 sur E2, et nous consid�erons bien sûr que les ensemblesE1 et E2 sont disjoints.
L'ordre < inclut < 1 [ < 2 mais on a �egalementn < r 2 si n est le dernier �ls der1. Une
illustration est donn�ee dans la �gure 2.5.

Repr�esentation syntaxique Il est facile de constater que cette op�eration d'adjonc-
tion su�t pour construire tout arbre �a partir de simples arb res r�eduits �a un noeud.
Inversement, tout arbre a une d�ecomposition unique suivant cette op�eration. Nous al-
lons donc identi�er un arbre et son expression (de construction �a l'aide de l'adjonction)
�a travers une interpr�etation, �a l'instar de ce qui est souvent fait pour les expressions
arithm�etiques ou bool�eennes (voir la �gure 2.6).

L'expression d'un arbre est un terme surF , une signature contenant un symbole
binaire not�e @ et un ensemble de constantes not�eesa; b; c; : : :. Par commodit�e nous
employons les mêmes symboles pour les �el�ements de � et pour les constantes deF .
Consid�erons maintenant l'interpr�etation I des termes deT(F ) d�e�nie selon les r�egles
suivantes :

{ Pour toute constantea, I (a) est l'arbre r�eduit �a un noeud �etiquet�e par a : (f ng; n; ; ; ; ; L)
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Fig. 2.6 { Un arbre d'arit�e non born�ee et son expression : sa d�ecomposition avec l'op�e-
rateur d'adjonction.

avecL(n) = a.
{ I (@(t1; t2)) est l'adjonction de I (t2) �a I (t1).
Maintenant, nous pouvons constater que la fonctionI r�ealise une bijection entre

l'ensemble des arbres d'arit�e non born�ee sur � et l'ensemble des termes sur la signature
�.

2.3 Automates pour les arbres d'arit�e non born�ee

La mise en �evidence de cet isomorphisme simple,I , entre les alg�ebres de termes
construits avec un symbole binaire et celle des arbres d'arit�e non born�ee est l'�el�ement
central de cette r�e
exion. L'isomorphisme nous permet d'exploiter de nombreux r�esultats
connus de longue date sur les alg�ebres de termes. Nous insistons ici sur le point de vue
de la r�egularit�e et sur celui de la d�e�nissabilit�e d'ens emble d'arbres.

Les automates que nous d�e�nissons sur les arbres d'arit�e non born�ee ne sont donc
que des automates classiques sur leur repr�esentation syntaxique binaire. C'est pour moi
le côt�e �el�egant de cette approche qui n'oblige pas �a introduire de nouvelles notions et
de nouveaux objets. Nous obtenons alors directement la d�e�nition d'ensemble d'arbres
d'arit�e non born�ee reconnaissables. Nous obtenons aussi gratuitement toutes les op�era-
tions usuelles ainsi que les propri�et�es importantes danscette classe :

{ clôture par les op�erations bool�eennes (intersection,union compl�ementaire) ;
{ d�eterminisation, minimalisation.

2.3.1 Interpr�etation directe sur les arbres d'arit�e non born�ee

Le discours pr�ec�edent ne porte essentiellement que le message suivant :(( pour ma-
nipuler les arbres d'arit�e non born�ee, oublions-les et consid�erons des termes binaires)).
N�eanmoins, nous restons tent�es d'interpr�eter ces automates directement sur les arbres
d'arit�e non born�ee.

L'automate peut être vu comme �a l'habitude comme une machine qui va parcourir
un arbre donn�e en entr�ee et m�emoriser dans ce parcours descalculs interm�ediaires dans
des �etats en nombre �ni.
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Fig. 2.7 { Interpr�etation directe sur les arbres d'arit�e non born�ee. Arriv�e �a l'�etat q dans
l'arbre de construction, l'automate a associ�e un �etatq au sous arbre d'arit�e non born�ee
entour�e.

Dans cette interpr�etation directe nous pouvons aussi consid�erer deux types de par-
cours, correspondant aux deux parcours ascendant et descendant des automates d'arbres
(i.e. sur les termes binaires) :

1. Dans le premier parcours, la machine commence par regarder les symboles et pour-
suit son calcul en construisant l'arbre de gauche �a droite.La �gure 2.7 donne la
succession des morceaux d'arbres consid�er�es pendant le calcul.

2. Dans l'autre parcours l'arbre est construit plutôt de ladroite vers la gauche. Il
commence �a poser les arêtes et termine en examinant les labels des noeuds.

La premi�ere se justi�e car elle est compatible avec un parcours de l'arbre en profon-
deur d'abord de gauche �a droite. Dans le calcul, les symboles sont associ�es �a un �etat
dans l'ordre suivant ce parcours. Elle est alors par exempleadapt�ee �a des traitements
de 
ux comme dans l'approcheSAX, même si une pile est tout de même n�ecessaire pour
r�ealiser le calcul de l'automate sur un arbre.

La deuxi�eme forme op�erationnelle du calcul n'est pas interpr�etable de fa�con satisfai-
sante. Par contre je l'envisage �eventuellement, quand l'arbre est construit en m�emoire et
donc dans des traitement �a laDOM.

2.3.2 Relation avec les automates �a haies

La notion de reconnaissabilit�e par automate introduite avec la repr�esentation syn-
taxique de l'expression de la construction par adjonction doit être compar�ee avec les
m�ecanismes de reconnaissance connus sur les arbres d'arit�e non born�ee.

Les automates �a haies ont �et�e introduits par Murata (2000). Cette d�e�nition de la
reconnaissabilit�e adapt�ee au cas de l'arit�e non born�eeest aujourd'hui largement accept�ee.

Il apparâ�t que les deux notions de reconnaissabilit�e co•�ncident, car elles d�e�nissent
le même ensemble de langages d'arbres que l'on peut aussi quali�er de r�eguliers.

La d�e�nition d'automates d'arbres �a haies exprime des r�egles pour contrôler la double
r�ecursion apparente dans les arbres d'arit�e non born�ee.La r�ecursion en hauteur est
contrôl�ee comme on le fait dans les automates d'arbres classiques. La r�ecursion en largeur
sur les �ls d'un noeud est, elle, contrôl�ee par un automatesur les s�equences. L'alphabet
de ces s�equences est l'ensemble des �etats de l'automate d'arbres.
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Fig. 2.8 { Automates �a haies. Implante une double r�ecursion : en hauteur avec un
m�ecanisme proche des automates d'arbres ; en largeur avec un m�ecanisme d'automates
de mots sur les �etats du premier automate.

D�e�nition 1. Un automate �a haies est un quadrupletH = (� ; Q; Qf ; R) o�u � est un
ensemble �ni de symboles,Q un ensemble �ni d'�etats, Qf � Q sont des �etats �naux et
R un ensemble de r�egles de transition de la forme :a(L) ! q avecL un langage r�egulier
sur Q, q un �etat de Q et a est un symbole de� .

Dans une version ascendante, le calcul deH commence en autorisant l'�etiquetage par
q des symbolesa aux feuilles �a l'aide de r�egles de la formea(L) ! q o�u � appartient �a
L. Il se poursuit r�ecursivement en autorisant l'�etiquetage un noeud interneb par q0 avec
la r�egle b(L0) ! q0 si ses �ls b1; : : : ; bn ont �et�e �etiquet�es par q1; : : : ; qn et q1: : : : :qn 2 L0.
Une illustration est donn�ee dans la �gure 2.8.

L'examen des automates �a haies donne un autre �eclairage sur notre approche. La
repr�esentation syntaxique �a l'aide de termes binaires induit une reformulation de la r�e-
cursion horizontale sur les �ls d'un noeud de fa�con verticale. Elle est contrôl�ee �a l'aide
d'un automate sur les mots d'�etats dans l'automate �a haieset �a l'aide de r�egles d'auto-
mates d'arbres binaires dans notre cas.

Cette pr�esence de deux m�ecanismes de r�ecursion dans la d�e�nition des automates �a
haies est aussi l'une des raisons de la di�cult�e des preuvespour montrer les propri�et�es
essentielles de ces langages : propri�et�e de clôture, minimalisme. . .

Th�eor�eme 1. La classe des langages reconnaissables par les automates �a haies sur la
signature � co•�ncide avec la classe des images parI des langages de termes reconnais-
sables sur la signatureF .

La preuve qui montre l'�egalit�e des classes de langages reconnues par les deux m�e-
canismes est assez simple. Elle est aussi constructive. Elle repose essentiellement sur la
r�egularit�e des langages d'�etats sur les chemins p�ere/�ls dans les arbres de calcul d'un
automate d'arbres.

2.3.3 Bilan

Les automates sur les termes peuvent via un isomorphisme repr�esenter la classe des
langages d'arbres d'arit�e non born�ee r�eguliers. Bien s^ur, la notion de d�e�nissabilit�e de
langages d'arbres d'arit�e non born�ee induite par notre d�e�nition reste identique �a celle qui
est connue depuis quarante ans. Il apparâ�t aussi que les logiques directement construites
pour d�esigner un ensemble d'arbres d'arit�e non born�ee sont �egalement expressives. On
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peut donc l�egitimement choisir la repr�esentation des arbres d'arit�e non born�ee via l'ex-
pression de leur construction utilisant l'adjonction. Lesautomates et la logique corres-
pondante sont parfaitement connues. Le calcul d'un ensemble de noeuds par automate
peut être r�ealis�e.

En ce qui concerne l'apprentissage automatique de langagesd'arbres, nous connais-
sons dans la litt�erature des algorithmes qui peuvent directement s'appliquer au cas des
termes binaires.

2.3.4 Remarques compl�ementaires

Les noeuds d'un arbre d'arit�e non born�ee sont en bijectionavec les feuilles de sa
repr�esentation alg�ebrique sous forme d'arbre binaire. Chacun des symboles @ correspond
�a l'ajout d'un �ls. On peut aussi mettre en bijection l'ensemble des noeuds internes @
avec les arêtes de l'arbre d'arit�e non born�ee. Le domainecomplet de l'arbre, i.e. ses
noeuds et ses arêtes est donc en bijection avec le domaine deson repr�esentant binaire.

Le parcours en profondeur d'abord de gauche �a droite d'un arbre donne une s�equence
de symboles. Cette s�equence est aussi la s�equence des feuilles de sa repr�esentation binaire.
La pr�eservation de cet ordre naturel est une propri�et�e importante pour les technologies
XMLet en particulier lorsqu'on consid�ere les traitements vial'api SAXou le streaming.

Le codage d'arbres d'arit�e non born�ee en termes binaires n'est pas une nouveaut�e.
Plusieurs codages existent et le plus r�epandu dans la litt�erature est sans doute le co-
dage fr�ere �ls. Cependant, il ne permet pas d'obtenir avec autant de facilit�e une corres-
pondance entre repr�esentations. La di�cult�e provient de l'introduction de symboles?
indiquant l'absence d'un �ls ou d'un fr�ere. Il n'y a pas par exemple de bijection entre
l'ensemble des noeuds ou noeuds plus arêtes de l'arbre et l'ensemble des noeuds du co-
dage. Ceci entrâ�ne une plus grande di�cult�e pour trouverun m�ecanisme d'automates
unique sur les deux repr�esentations. Les preuves de r�egularit�e, minimalisation et ainsi
de suite s'en trouvent plus complexes.

La fa�con de consid�erer la construction d'un arbre par adjonction des �ls est une
op�eration souvent utilis�ee. C'est aussi de cette fa�con qu'on d�ecrit une fonction n-naire
�a l'aide de fonctions binaires, en ayant recours �a l'ordresup�erieur. On peut voir cette
op�eration d'adjonction comme une curry�cation.

2.4 R�ealisations

Julien a ensuite poursuivi ce travail en r�ealisant une application interactive qui ap-
prend �a extraire des donn�ees d'une page Internet. Le proc�ed�e repose sur l'inf�erence
d'automates d'arbres binaires �a partir d'exemples. L'algorithme utilis�e, appel�e Squirrel,
est une adaptation deRPNI.

D'un point de vue technologique, le programme est interfac�e dans Firefox sous forme
d'une extension. Le r�esultat est assez spectaculaire puisqu'un utilisateur non informa-
ticien construit un outil d'extraction en quelques minuteset par quelques clics. Les
exp�eriences ont aussi montr�e que la qualit�e du programmed'extraction ainsi g�en�er�e est
tout �a fait satisfaisante en termes de pr�ecision et rappel. Il est toutefois limit�e �a l'ex-
traction monadique et supporte peu le bruit de structure, c'est-�a-dire, des modi�cations
l�eg�eres de la structure des pagesHTML.
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J'ai ensuite voulu red�e�nir l'architecture de ce programmeen r�ealisant un d�ecoupage
fonctionnel plus marqu�e. Le but �etait de le transformer enune application client-serveur,
a�n de permettre �a plusieurs programmes d'apprentissage de fonctionner et de diversi�er
son utilisation, en laissant par exemple le choix de l'interface utilisateur. Je voulais aussi
standardiser le format des documents de fa�con �a disposer de jeux de donn�ees en grand
nombre exploitables par l'�equipe toute enti�ere et par la communaut�e. Le serveur a �et�e
d�evelopp�e par Missi Tran et est maintenant accessible viaInternet. Di��erents clients on
�et�e d�evelopp�es par plusieurs �etudiants. Dans un avenir proche, un client sous forme de
Web service sera op�erationnel. Plusieurs programmes d'apprentissage sont aujourd'hui
int�egr�es �a cette plateforme.

2.5 Conclusion

La th�ese de Julien Carme a �et�e la premi�ere th�ese soutenuedans Mostrare. Julien a
su travailler avec de nombreux membres de l'�equipe et il a suparfaitement prendre son
autonomie au bon moment. Il est actuellement accueilli dansl'�equipe Lixto �a Vienne.

Pour moi, elle a aussi montr�e que les objectifs d�e�nis dansle projet Mostrare �etaient
tout �a fait pertinents. Elle a aussi permis de poursuivre nos e�orts dans les directions
suivantes :

{ Repr�esentation des donn�ees : R�ealiser des automates sur des arbresXMLdemande
d'abord de r�ealiser une abstraction de ces arbres. En e�et,les automates travaillent
sur un alphabet �ni de symboles. Hors, les feuilles contenantdu texte, qui repr�e-
sentent souvent la partie �a extraire, doivent être typ�ees pour rendre �ni l'ensemble
des valeurs possibles. Dans le même esprit, il convient de limiter la taille de cet
alphabet, sans quoi l'apprentissage n'est plus possible.

{ Le cas des relationsn-aires. Les probl�emes d'extraction que nous avons consid�er�es
sont des probl�emes monadiques. D'un point de vue th�eorique, la d�emarche pr�esen-
t�ee ici fonctionne encore dans le casn-aire, en consid�erantn variables libres. Il est
par contre n�ecessaire de choisir une repr�esentation dansles arbres des occurrences
de la relation de fa�con �a �eviter de perdre l'association entre les composantes. Une
fa�con canonique de proc�eder est de ne permettre �a toute variable libre de ne prendre
qu'une seule valeur dans toute interpr�etation. On encode de cette fa�con une seule
occurrence de tuple par arbre. Par contre, cette approche peut être critiqu�ee du
point de vue de l'apprentissage pour des raisons de complexit�e.

{ L'expressivit�e. Grâce �a cette relation avec la logiqueWSkSet les automates d'arbres,
la puissance d'expression des outils d'extraction est clairement identi��ee. Par contre,
nous pouvons exhiber des cas pratiques o�u les langages d'arbres ne sont plus r�egu-
liers parce qu'il est n�ecessaire de compter pour localiserl'information �a extraire.
C'est le cas par exemple de colonnes de tableaux.

2.6 Notes bibliographiques

Dans les ann�ees 60 et 70, plusieurs chercheurs remarquables ont pos�e les bases de la
th�eorie des langages formels d'arbres. C'est sans doute Thatcher (1967) qui a pour la
premi�ere fois donn�e une d�e�nition de reconnaissabilit�e de langages d'arbres d'arit�e non



2.6. Notes bibliographiques 29

born�ee, alors appel�es pseudo-termes. Plusieurs auteursles ont aussi �etudi�es en proposant
des caract�erisations di��erentes (Brainerd, 1969; Pair and Quere, 1968). L'expansion des
langagesSGMLet XMLont replac�e les arbres d'arit�e non born�ee et leur automates dans
un contexte nouveau. La caract�erisation par des arbres de d�erivation de grammaires
r�eguli�eres �etendues a donn�e lieu �a des algorithmes d'analyse syntaxique e�caces pour
SGML(Br •uggemann-Klein and Wood, 1998) et s'est aussi appliqu�ee �aXML(Murata, 2000;
Br•uggemann-Klein et al., 2001). Elle a donn�e lieu aux automates �a haies.

Les travaux des ann�ees 60 sur les automates d'arbres ont aussi abouti �a la d�ecidabilit�e
de la logiqueWSkSpar Thatcher and Wright (1968). Deux articles de Thomas (1990, 1997)
donnent une explication remarquable des preuves que l'on retrouvent aussi dans Comon
et al. (1997, chap 3).

Tr�es rapidement, l'utilisation d'automates pour l'�eval uation de requêtes dans les
arbresXMLa �et�e envisag�ee. La connexion de ce calcul avec la logiquemonadique a aussi
fait l'objet de r�esultats notamment par Neven (1999); Neven and Schwentick (1999,
2002) et Gottlob and Koch (2002b, 2004, 2002a). La mod�elisation des arbres est ici plus
proche des automates �a haies. Elle demande alors de montrerdes propri�et�es (comme la
d�e�nissabilit�e par exemple) avec de nombreux e�orts techniques. Le passage �a une ca-
ract�erisation par un codage en arbres binaires est aussi pr�esent dans le travail de Neven
(1999) et dans Neumann and Seidl (1998). Mais le codage envisag�e est le codage fr�ere
�ls qui ne donne pas imm�ediatement de correspondance entreautomates pour arbres
d'arit�e non born�ee et automates d'arbres binaires. Dans (Cristau et al., 2005), le pro-
bl�eme de la minimalisation des automates d'arbres d'arit�e non born�ee est �etudi�e. Dans
ce sujet, la contribution de Martens and Niehren (2006) vientappuyer encore l'avantage
de notre approche alg�ebrique en comparaison avec d'autresm�ethodes directes sur les
arbres d'arit�e non born�ee.

L'algorithme d'apprentissage de langages d'arbres d'arit�e non born�ee utilis�e par Ju-
lien dans son travail avecSquirreld�erive de RPNI (Oncina and Garcia, 1992). C'est un
travail d'abord formul�e pour les s�equences mais qui repose sur des principes que l'on
retrouve �a la fois dans les automates de mots et dans les automates d'arbres. Il donne un
algorithme polynomial pour l'identi�cation d'un langage repr�esent�e par automate �ni
d�eterministe �a partir d'exemples et de contre-exemples du langage cible. La n�ecessit�e
de contre-exemples se traduit par la contrainte de disposerd'arbres totalement annot�es
par ces informations bool�eennes aux noeuds (et même d'arbres peut-être uniquement
annot�es de valeurs 0). L'adaptation de Carme et al. (2006) consiste essentiellement �a re-
lâcher partiellement cette contrainte. Les exemples n�egatifs sont en quelque sorte obtenus
en consid�erant une heuristique bas�ee sur un �elagage(( glouton )). Se passer totalement
d'exemples n�egatifs, tout en gardant un r�esultat d'apprenabilit�e au sens de Gold, de-
mande certainement de se restreindre �a des classes de langages trop peu expressives
pour notre tâche d'extraction (comme par exemple les langages r�eversibles d'arbres (Be-
sombes and Marion, 2002)). Pour le cas de l'extractionn-aire, une extension de cet
algorithme a �et�e pr�esent�ee dans Lemay et al. (2006).

En extraction d'informations, plusieurs travaux reposentsur de l'inf�erence gramma-
ticale. On peut citer Chidlovskii (2001); Chidlovskii et al. (2000); Chidlovskii (2000)
utilisant des distances d'�edition ou des algorithmes pourles langagesk-r�eversibles ou
encore Lerman et al. (2001) utilisantALERGIAde Carrasco and Oncina (1994). Des pu-
blications tr�es proches de notre angle d'attaque du probl�eme d'extraction sont dues �a
l'�equipe de Maurice Bruynooghe en Belgique (Kosala et al.,2002, 2003; Raeymaekers
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et al., 2005).
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Chapitre 3

Extraction dans les arbres et
classi�cation supervis�ee

Je r�esume dans ce chapitre le travail r�ealis�e dans le cadrede la th�ese de Patrick
Marty. Le �l directeur consiste �a voir le probl�eme de l'ext raction comme un probl�eme
de classi�cation. Nous avons attaqu�e les probl�emes d'extraction n-aire �a l'aide de cette
m�ethode. Nous avons obtenu un algorithme interactif pour lag�en�eration d'outils d'ex-
traction de relations n-aires. L'algorithme int�egre une dimension statistique qui donne
un peu plus de robustesse par rapport �a des m�ethodes purement syntaxiques.

R�emi Gilleron, Fabien Torre et bien sûr Patrick Marty sont associ�es �a ce travail.
Je pr�esente le cadre g�en�eral de la r�eduction de la tâche d'extraction �a un probl�eme de

classi�cation, en d�etaillant les choix de la repr�esentation des donn�ees depuis les s�equences
jusqu'aux arbresXML. Le passage �a l'extraction de relations puis au cadre interactif est
abord�e dans la section 3.2.

3.1 Classer pour extraire

Dans le chapitre pr�ec�edent, nous avons vu qu'une repr�esentation ad�equate des don-
n�ees a permis de bâtir un algorithme d'apprentissage de programmes d'extraction. En
r�esum�e, les arbres ont �et�e d�ecor�es par une �etiquette bool�eenne (( �a extraire )) ou (( �a
ne pas extraire )) et on apprend un automate d'arbres capable de reconnâ�tre le langage
des arbres annot�es des bonnes �etiquettes �a chaque noeud.Nous ne manipulons pas de
langages d'arbres dans ce chapitre, mais c'est avec des algorithmes de classi�cation de
noeuds que nous voulons calculer les bonnes �etiquettes.

L'inf�erence de classi�eurs �a partir d'exemples est un champ de recherches ancien et
toujours actif dans la communaut�e apprentissage automatique. Nous voulions d'abord
b�en�e�cier de cette expertise. Le deuxi�eme avantage repose sur la nature statistique des
algorithmes d'inf�erence de classi�eurs. Le troisi�eme avantage est de mieux contrôler la
repr�esentation des donn�ees et pouvoir int�egrer des connaissances du domaine.

Dans cette d�emarche, on constate une grande sensibilit�e au choix de la repr�esentation
des donn�ees. Patrick a commenc�e �a travailler sur les textes pour �etudier l'incidence de la
repr�esentation des donn�ees sur la qualit�e des programmes d'extraction appris. Pour une
tâche d'extraction, il faut dans un premier temps d�ecouper le texte en unit�es lexicales.
Ce sont ces unit�es que nous allons classer. Le choix de ce d�ecoupage est un premier

33
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param�etre. Ensuite, nous distinguons deux �etapes : la phase d'apprentissage et la phase
d'extraction. La �gure 3.1 d�ecrit le fonctionnement g�en�eral et les deux phases dans le
cas d'une extraction monadique.

La phase d'apprentissage est r�ealis�ee lors de la conception du programme d'extrac-
tion. On dispose de documents annot�es, c'est-�a-dire o�u les informations �a extraire sont
indiqu�ees. �A l'aide d'un analyseur lexical, le texte est d�ecoup�e. Puis la repr�esentation de
chaque unit�e lexicale est calcul�ee. La repr�esentation inclut l'information dite (( de classe))
�a savoir, si l'unit�e doit être extraite ou non. L'algorit hme d'apprentissage proprement
dit est alors utilis�e avec ces donn�ees en entr�ee pour bâtir un classi�eur (ou proc�edure
de classi�cation). Le classi�eur est une proc�edure capable de calculer une classe �a partir
d'une repr�esentation.

La phase d'extraction est utilis�ee en ligne. L'analyse lexicale et le calcul de la repr�e-
sentation sont communes �a l'apprentissage, �a la di��erence que l'information de classe
n'est pas pr�esente. C'est le classi�eur induit qui la d�eterminera.

3.1.1 Repr�esentation attributs/valeurs

Les algorithmes de classi�cation courants fonctionnent �apartir d'une repr�esentation
en attribut/valeur. Ici, chaque unit�e lexicale sera donc repr�esent�ee par un enregistrement.
Par exemple, on pourra consid�erer dans cette repr�esentation les attributs suivants : sa
taille en nombre de symboles, si elle commence par une majuscule, si elle n'est �ecrite
qu'avec des chi�res. . . L'ensemble des enregistrements ainsi constitu�es, accompagn�es de
leur classe, c'est-�a-dire l'information s'ils doivent être extraits ou pas est donn�ee �a un
algorithme de classi�cation supervis�ee. Nous avons souvent utilis�e C5 qui g�en�ere des
arbres de d�ecision. Le mod�ele de classi�cation servira ensuite pour la tâche d'extraction.

Lors de la phase d'extraction, le syst�eme prend en entr�ee un document, applique le
d�ecoupage en unit�es lexicales, calcule la repr�esentation de ces unit�es en attribut/valeur
et les classe.

La premi�ere constatation est que la repr�esentation en un ensemble d'enregistrements
de tout document doit se faire rapidement pour obtenir une proc�edure e�cace. Nous
avons privil�egi�e des attributs dont les valeurs peuventêtre e�cacement calcul�ees au
chargement des documents. De telle sorte, ce pr�e-traitement est �nalement une op�eration
peu coûteuse. Il faut noter que quelle que soit la m�ethode choisie pour r�ealiser la tâche
d'extraction d'informations, un pr�e-traitement similai re est toujours obligatoire, même
dans le cas du chapitre pr�ec�edent, mais il est souvent occult�e.

Opter pour une repr�esentation en attributs/valeur permetaussi d'ins�erer des connais-
sances du domaine dans cette repr�esentation et ceci tr�es facilement. Par exemple, sachant
qu'on extrait des noms latins d'oiseaux, on peut tester la terminaison des mots et ajouter
un attribut bool�een indiquant que le mot se termine ena, us, or . . .

3.1.2 Des textes aux arbres

Lorsque les donn�ees ne sont plus des textes mais des arbres,la repr�esentation peut
être enrichie. D'abord le d�ecoupage en unit�es lexicalesest partiellement donn�e par le
d�ecoupage en feuilles. On peut se contenter du d�ecoupage en feuilles si le document est
tr�es structur�e, que les parties �a extraire correspondent �a des feuilles ou des noeuds.
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Liste fran�caise des oiseaux
du pal�earctique occiden-
tal. . . Bondr�ee apivore
Pernis Apivorus . . .

Val long ... ... Classe
Liste 5 ... ... 0

�
Pernis 6 1
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Classi�eur

Val long ... ... Classe
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�
cettia 6 1
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document texte annot�e
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repr�esentation
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document texte
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lexicale et

repr�esentation Extraction

Fig. 3.1 { Architecture g�en�erale

Ensuite, des informations sont induites de la structure arborescente de la donn�ee.
Par exemple : quel est le symbole du p�ere ? ou quel est le num�ero dans la fratrie ? En
fait, plusieurs vues du document sont possibles lorsque l'on parle d'un documentXML.
Elles sont illustr�ees dans la �gure 3.2. Chacune va enrichir la repr�esentation des unit�es
lexicales. La vueDOMest celle de l'arbreXML, la vue texte est la concat�enation des feuilles
textes dans un parcours en profondeur d'abord de gauche �a droite. La vue �chier (ou

ux) correspond �a la s�erialisation du document sous la forme d'une s�equence contenant
les balises et le texte. On pourrait ajouter une vue en deux dimensions obtenue �a partir
du rendu dans un navigateur. Mais cela n'a de sens que pour lesdocuments susceptibles
d'avoir un rendu comme leXHTMLou du XMLassoci�e �a une feuille de style. Le rendu est
de plus tr�es d�ependant du terminal et du m�edia utilis�e. C ette vue prend son sens selon
moi pour des documents de rendu �x�e, destin�es par exemple �a l'impression comme le
PDF.

3.1.3 Du monadique au n-aire

L'extraction n-aire consiste �a trouver les occurrences d'une relation dans un docu-
ment. C'est par exemple extraire les couples des noms en fran�cais et en latin. Chaque
nom (latin et fran�cais) correspondant �a unecomposante de cette relation.

Est-ce que se contenter de probl�emes d'extraction monadiques est r�eellement une li-
mitation ? La premi�ere id�ee est d'appliquer n extractions, pour chacune des composantes
et r�e-associer les composantes ensuite. Est-ce que la r�e-association est facile ?

Pour r�epondre �a cette question, nous avons d'abord �etudi�e comment une relationn-
aire �etait souvent stock�ee dans un arbre. Un bon angle d'attaque pour cette question �etait
celui des outils et librairies capables de produire des documents XML�a partir de tables
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body

h1

Liste fran�caise...

table

tr tr

td

A

td

N

td

M

td td
Pernis

Apivorus

tr ...

Liste fran�caise des oiseaux du pal�earctique occidental Accipitridae Statut en
France Scienti�que Fran�cais. . . A N M Pernis Apivorus Bondr�ee apivore. . .

<HTML> <HEAD> <meta http-equiv="content-type" content=" text/html ;
charset=utf-8"> <SCRIPT> <TITLE> Liste fran�caise des ois eaux du pa-
l�eartique occidental </TITLE> </HEAD> <BODY BGCOLOR="#ffffff"> <H1
ALIGN="center"> Liste fran�caise des oiseaux du pal�earct ique occi-
dental </H1>
<HR ALIGN="center" SIZE="7" WIDTH="60
<TABLE BORDER="3"> <CAPTION> ACCIPITRIDAE </CAPTION> <TBODY> <TR
ALIGN="center"> <TH COLSPAN="4"> <FONT COLOR="#FF0000">Statut en
France </FONT>
</TH> <TH> <I> <FONT COLOR="#FF00FF"> Scientifique </FONT> </I> ...

Fig. 3.2 { Vues d'un documentXML: Le rendu, l'arbreDOM, la vue texte et la vue �chier.
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d'une base de donn�ees relationnelle. Il su�t de regarder par exemple les donn�eesXML
produites par un tableur comme OpenO�ce, des tableaux de bord HTMLproduits par des
g�en�erateurs comme JasperReport ou Business Object. Nous avons identi��e cinq fa�cons
d'organiser desn-uplets issus d'une même relation dans un arbre. Nous les consid�erons
comme cinq cas de base, illustr�es dans la �gure 3.3 :

1. Les listes o�u les composantes d'un mêmen-uplet apparaissent cons�ecutivement,
toujours dans le même ordre. C'est ce que l'on retrouve dansles r�esultats de moteur
de recherche simples. L'arbre correspondant est souvent tr�es plat et tr�es large.

2. Les tables o�u lesn-uplets sont rang�es par ligne. L�a encore, les composantesd'un
mêmen-uplet apparaissent cons�ecutivement, toujours dans le m^eme ordre. Souvent
la structure arborescente est un peu plus profonde et les composantes sont rassem-
bl�ees sous des noeuds identi�ant chaquen-uplet. Les listes imbriqu�ees suivent aussi
cette organisation.

3. Les tables tourn�ees o�u lesn-uplets sont rang�es par colonne. C'est souvent le cas des
relations avec un grand nombre de composantes. Dans ce cas les composantes des
n-uplets ne sont pas rassembl�ees sous des noeuds deux �a deuxdistincts. Cette fois
les composantes d'un mêmen-uplet ne sont plus cons�ecutives dans l'arbre. Elles
alternent d'abord n-uplet par n-uplet, puis composante par composante.

4. Les structures factoris�ees ne r�ep�etent pas les même valeurs. On obtient des struc-
tures imbriqu�ees par valeur. Par exemple une liste de villes par pays. Une occur-
rence d'une valeur peut donc appartenir �a plusieursn-uplets.

5. Les tables crois�ees organisent lesn-uplets �a la fois en ligne et en colonne. L'exemple
le plus simple est la table des distances entre villes. Mais on retrouve aussi natu-
rellement cette organisation dans les tableaux de bord ou deux factorisations ont
�et�e op�er�ees et plac�ees en lignes et en colonne : par exemple les ventes par r�egion
et par produit.

Nous avons retrouv�e ces cinq cas dans de nombreux sites Internet et compos�es les uns
avec les autres. Il apparâ�t alors que la r�e-association desn-uplets �a partir des extractions
unaires est une op�eration qui ne peut se faire automatiquement. La seule possibilit�e est
de r�ealiser l'extraction en même temps que la r�e-association pour exploiter l'information
compl�ete contenue dans le document. C'est ce que r�ealise l'algorithme PAF.

3.2 Extraction de relations dans les arbres

PAF est un algorithme d'extraction de relationsn-aires qui construit la relation cible
�a partir de classi�eurs binaires. Deux id�ees de base gouvernent son fonctionnement :
l'enrichissement de la repr�esentation et l'incr�ementalit�e.

PAF fonctionne incr�ementalement en construisant des classi�eurs binaires den-uplets
de longueur croissante dans une boucle de 1 jusquen.

Chaquen-uplet de longueuri est repr�esent�e dans un codage attribut valeur et cette
repr�esentation est adapt�ee �a chaque it�eration de la boucle. De ce fait, il est possible
d'int�egrer �a l'�etape i des informations tenant compte des r�esultats de l'extraction �a
l'�etape i � 1. C'est l'id�ee de l'enrichissement de la repr�esentation.
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Fig. 3.3 { Di��erentes organisations et leur arbre correspondant. En haut une simple
table ; au milieu une table crois�ee ; en bas une table tourn�ee avec factorisation : les
enregistrements sont en colonne et la valeur F�egrini�ere est factoris�ee pour trois enregis-
trements.
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3.2.1 Incr�ementalit�e

Extraction

L'algorithme d'extraction est incr�emental. Il est param�etr�e par n classi�eurs et re�coit
un document en entr�ee. Il extrait la premi�ere composante.C'est un probl�eme monadique
qui est r�ealis�e comme indiqu�e dans la section 3.1 avec le classi�eur c1. Les r�esultats de
cette extraction sont inject�es dans la repr�esentation decouples de composantes. C'est
cette information suppl�ementaire qui nous aide �a recomposer les composantes entre-elles
pour former lesn-uplets.

Le danger imm�ediat de cette approche est combinatoire. Si le document comportek
unit�es susceptibles d'être extraites, on classek candidats �a la premi�ere �etape, mais k2

�a la deuxi�eme puisqu'on forme alors des couples de candidats, et k3 �a la troisi�eme. . ..
Pour �eviter cette exponentielle en la longueur de la relation, nous avons fait le choix
suivant. Les candidats �a l'�etape i sont lesn-uplets extraits �a l'�etape i � 1 augment�es
d'une composante. Le nombre de candidats devient donc lin�eaire �a chaque �etape.

La r�eduction de ce probl�eme combinatoire a des cons�equences sur l'ordre dans lequel
les extractions sont r�ealis�ees. Si le premier probl�eme monadique est mal trait�e, on perd
toute chance d'extraire les bonsn-uplets. Nous avons envisag�e d'utiliser des techniques
d'auto-�evaluation classiques en apprentissage pour d�e�nir l'ordre d'extraction.

Apprentissage

L'algorithme d'apprentissage consiste �a apprendre un classi�eur de n-uplets. Le pro-
cessus d'apprentissage est incr�emental �a l'image de l'algorithme d'extraction. On apprend
un classi�eur pour la premi�ere composante, puis les couples,. . ..

Les apprenants de classi�eurs binaires ont en entr�ee un ensemble d'exemples positifs
et un ensemble d'exemples n�egatifs.�A l'�etape i du processus incr�emental, chaque exemple
est la repr�esentation d'un n-uplet de longueuri . Comme pour l'extraction, le nombre
d'exemples, essentiellement pour les exemples n�egatifs,peut crô�tre exponentiellement
avecn. Nous employons le même proc�ed�e pour garder un �equilibrede classes qui mettrait
l'apprentissage en di�cult�e.

Nous avons utilis�e un apprenant fonctionnant �a partir d'exemples positifs et n�egatifs.
Nous devons donc supposer que des exemples n�egatifs sont fournis mais il n'est pas
satisfaisant de demander �a l'utilisateur des exemples de ce qu'il ne veut pas extraire. Nous
avons plusieurs solutions pour contourner ce probl�eme. Lapremi�ere est de demander
d'annoter tous les exemples positifs d'un document et nous obtenons les n�egatifs par
di��erence. L'annotation peut être longue dans le cas de grands documents. La deuxi�eme
est de d'annoter compl�etement une partie identi��ee. La troisi�eme est d'appliquer des
heuristiques qui consistent g�en�eralement �a identi�er une partie o�u l'annotation a �et�e
faite compl�etement.

Cette troisi�eme solution est bien adapt�ee dans le cas de l'extraction monadique. Elle
a �et�e mise en place par Julien dans sa th�ese par exemple. Mais dans le casn-aire, �a
cause des organisations potentiellement complexes des donn�ees d�ecrites en section 3.1.3,
les heuristiques r�esistent mal. Une quatri�eme approche, que nous avons utilis�ee, a �et�e de
trouver des heuristiques permettant d'obtenir des exemples n�egatifs.

Une alternative aurait �et�e de proc�eder avec un algorithmede classi�cation ne fonc-
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tionnant qu'avec des exemples positifs. Nous ne l'avons pas (encore) test�ee1.

3.2.2 Enrichissement de la repr�esentation

Les repr�esentations de chaquen-uplet exemple sont �x�ees. Elles sont bas�ees sur des
repr�esentations de noeuds (noeuds internes et feuilles).

Repr�esentation des noeuds Elle inclut l'�etiquette, la position du noeud dans la fra-
trie, la hauteur, la profondeur, les �etiquettes des noeudsvoisins, la taille du sous-
arbres sous le noeud. Dans le cas duXHTML, elle inclut la valeur des attributs
class .

Repr�esentation des feuilles Elle �etend la repr�esentation des noeuds par la repr�esen-
tation de ses 5 ancêtres dans la vueDOMet la repr�esentation des textes pr�ec�edents
et suivants dans la vue texte. On utilise au total environ 60 attributs.

L'enrichissement d'une �etapei �a i + 1 est r�ealis�e en m�emorisant seulement deux
couples de noeuds : celui de la composante 1 et de la composante i + 1 et celui de la
composantei et la composantei + 1.

Repr�esentation des couples Pour une paire de noeuds (p; m) les attributs sont la re-
pr�esentation du plus petit ancêtre communa, les longueurs des plus courts chemins
entre p, m et a deux �a deux, le nombre de feuilles texte entrep et m,en�n sur une
fenêtre de 5 ancêtres, les di��erences entre les positions des noeuds ancêtres dep
et m dans la s�equence des �ls de leur p�ere, ce qui donne environ 20 attributs. Ces
derniers attributs sont typiquement utiles pour traiter les enregistrements rang�es
par colonne dans les tables tourn�ees.

De ce fait, tous lesn-uplets sont d�ecrits avec des enregistrements de même taille. Le
calcul de cette repr�esentation est lin�eaire pour les descriptions de noeuds et feuilles et
quadratique pour les couples. Les attributs exploitent soit la vue DOMsoit la vue texte
des donn�ees.

3.2.3 Cadre interactif

L'int�erêt de replacer notre algorithme dans un cadre interactif est de fournir un
programme �a destination d'utilisateurs �naux �a l'instar de ce qui a �et�e r�ealis�e par Julien
dans sa th�ese. La dimension interactive doit permettre de r�eduire le nombre d'exemples
�a �etiqueter pour apprendre et donc limiter le travail de l'utilisateur �nal. Ce passage est
aussi une voie ouverte sur des id�ees d'apprentissage actif. Un algorithme d'apprentissage
actif interagit fortement avec l'utilisateur en l'interrogeant, par exemple en lui proposant
des exemples �a �etiqueter. Cette capacit�e peut r�eduire fortement le nombre d'interactions
si par exemple les(( bons )) exemples sont choisis. C'est un champ de recherches qui
reste �a d�evelopper dans notre �equipe.

Dans un cadre interactif, les informations ne sont pas donn�ees par l'interm�ediaire d'un
ensemble annot�e. Cet ensemble se construit de fa�con interactive par l'ajout d'exemples
positifs ou n�egatifs apr�es chaque hypoth�ese propos�ee par l'apprenant. Nous mod�elisons
cette interaction par un oracle qui renvoie vrai si l'hypoth�ese est correcte ou renvoie

1J'ai r�ealis�e avec Fran�cois Denis et R�emi Gilleron un tel algorith me. Il demande de connâ�tre ou
estimer la densit�e des positifs. Il est rapidement d�ecrit dans le chapitre 5.
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un exemple annot�e contredisant l'hypoth�ese courante dans le cas contraire. Dans l'algo-
rithme d'apprentissage, en plus de la boucle sur les composantes, une deuxi�eme boucle
est ainsi constitu�ee mod�elisant la r�ep�etition des interactions jusqu'�a l'obtention d'une
hypoth�ese correcte. Deux questions doivent alors être discut�ees : la prise en compte de
la notion de document dans le processus et l'imbrication desdeux boucles.

Nous avons choisi que les interactions se feraient composante par composante, et donc
que la boucle sur les interactions est imbriqu�ee dans celledes composantes. Ce choix est
justi��e par le fait que nous faisons l'hypoth�ese que la disposition desn-uplets dans le
document est complexe et donc que la d�esignation d'unn-uplet entier n'est pas ais�ee.
Par exemple, dans le cas de structures avec factorisations,il apparâ�t plus �economique en
interactions de commencer par d�esigner les composantes factoris�ees d'un n-uplet plutôt
que d'�enum�erer tous ses d�eveloppements.

L'utilisateur est mod�elis�e par un oracle qui retourne soit vrai soit un couple (e; d)
form�e d'un exemple e dans un documentd. Nous supposons que par souci d'�economie
de la part de l'utilisateur, les interactions se d�eclinentdocument par document. En
cons�equence, nous supposons que lorsque l'utilisateur change de document, il consid�ere
que le document courant est correctement et compl�etement annot�e. Aussi, au cours de
l'apprentissage, le programme manipule un ensemble de documents �etiquet�es ainsi qu'un
document courant partiellement �etiquet�e.

Le traitement des exemples n�egatifs est di��erent dans lesdeux cas. Pour l'ensemble
d'exemples totalement �etiquet�es, il parâ�t n�ecessaire de limiter le nombre d'exemples
n�egatifs. Par contre, en pr�esence de documents partiellement �etiquet�es, nous ne connais-
sons que les indications fournies par l'utilisateur et noussommes donc en pr�esence d'un
tr�es grand nombre d'exemples non �etiquet�es. Il devient n�ecessaire d'essayer d'obtenir
le maximum d'informations des interactions (surtout pour les premi�eres interactions,
quand on ne dispose pas du tout de document �etiquet�e).

C'est ici que nous mettons en place des heuristiques qui permettent d'induire des
exemples n�egatifs �a partir de l'annotation partielle du document courant. Un exemple
d'heuristique pour l'extraction d'une seule composante est de prendre tous les exemples
qui ne sont pas sur un chemin dont le mot de symboles2 est aussi celui d'un exemple
�etiquet�e positif.

Je termine cette section par une petite critique en forme de perspective. Dans ce
cadre interactif, nous supposons aussi que lorsque l'algorithme passe de la composantei
�a la composantei + 1, l'hypoth�ese de l'�etape i est suppos�ee correcte et donc immuable.
Les interactions suivantes ne porteront alors que sur des corrections pour la composante
i + 1. Cette condition qui interdit de revenir sur l'apprentissage d'une composante de
rang inf�erieur est tr�es p�enalisante. Elle devra être contourn�ee.

3.2.4 R�ealisations

Patrick a implant�e PAF et l'a int�egr�e �a la plate-forme de g�en�eration de progra mmes
d'extraction. Il l'a �evalu�e sur un grand nombre de jeux de tests de deux natures. Le
premier type de jeu de donn�ees a �et�e produit par Fabien Torre �a partir d'enregistrements
d'une de nos bases de donn�ees. Ces donn�ees plutôt synth�etiques ont �et�e g�en�er�ees dans le

2Le mots de symboles d'un chemin est le mot compos�e de la concat�enation de tous les symboles
rencontr�es sur ce chemin �a partir de la racine.
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but de reproduire toutes les organisations de donn�ees que nous avons identi��ees, �a grande
�echelle, a�n d'�eviter une tâche manuelle laborieuse d'annotation des corpus n�ecessaires �a
la validation. Le second type de jeux de donn�ees a �et�e collect�e sur Internet puis annot�e.

Patrick a compar�e les r�esultats de ces programmes �a d'autres approches quand cela
�etait possible (Beaucoup d'algorithmes ne sont pas disponibles publiquement ou ne pro-
duisent aucun r�esultat sur ces donn�ees). L'approche est convaincante pour moi car sans
aucune connaissance du domaine ajout�ee, sans traitement aposteriori particulier, en
quelques interactions et quelques minutes on peut g�en�erer un programme d'extraction
�ni, capable directement d'alimenter une base de donn�ees.Sur de nombreux jeux de don-
n�ees re
�etant la plupart des organisations identi��ees lors de notre �etude, les programmes
d'extraction sont parfaits (pr�ecision et rappel �a 100%).

3.3 Conclusion

Le travail de Patrick est d'abord un point de d�epart : pour confronter nos id�ees �a des
probl�emes et des donn�ees r�eelles dans le cadre du projet Mostrare, pour prendre connais-
sance du probl�eme �a travers une meilleure analyse des donn�ees, leurs repr�esentations,
leurs codages et leurs organisations enXML. Il a pu ensuite introduire des m�ethodes d'ap-
prentissage et de classi�cation originales dans le processus d'extraction et d�evelopper un
algorithme complet. �A l'aide de la plate-forme commenc�ee lors de la th�ese de Julien,
nous pourrons bientôt o�rir sous forme de web service, le programme et les donn�ees �a
la communaut�e. D'un point de vue ing�enierie, il sera aussiint�eressant de fournir une
sortie des programmes d'apprentissage dans un langage connu, lisible et �eventuellement
maintenable.

�A mon sens la perspective principale de ce travail est d'int�egrer des techniques d'ap-
prentissage actif lors des interactions avec l'utilisateur. L'algorithme d'apprentissage doit
sugg�erer de nouveaux exemples ou documents �a �etiqueter pour converger plus rapidement
vers la solution.

Une deuxi�eme perspective est plutôt une voie alternative et consiste �a �etudier com-
ment �eviter toute annotation de la part de l'utilisateur. Pour garder la même qualit�e
dans la proc�edure d'extraction, il faut compenser l'absence de ces annotations par des
connaissances a priori. Aujourd'hui beaucoup d'espoirs sont mis dans la d�e�nition et
l'usage d'ontologies. Elles peuvent par exemple fournir une premi�ere annotation des do-
cuments approximative et bruit�ee ou incompl�ete. Dans cetesprit une collaboration a
commenc�e avec Pierre S�enelart de l'�equipe GEMO3. Nous devons adapter nos m�ethodes
dans cette direction. Par ailleurs, le papier Abiteboul and Senellart (2006) propose d�ej�a
une forme probabiliste de m�emorisation de donn�eesXMLqui peut servir pour le stockage
des r�esultats de l'application de proc�edures d'extraction non exactes.

Pour attaquer ce probl�eme, je voudrais dans un premier temps en obtenir une d�e�ni-
tion plus formelle et �etudier l'annotation de documents par des proc�edures stochastiques,
probabilistes. C'est un sujet qui est abord�e dans le chapitre suivant.

3http://gemo.futurs.inria.fr/
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3.4 Notes bibliographiques

Le livre de Cornu�ejols and Miclet (2002) est un ouvrage r�ecent, p�edagogique et com-
plet sur l'apprentissage automatique (il est de surcrô�t en fran�cais). Plusieurs chapitres
sont consacr�es �a la classi�cation supervis�ee. Il est pr�efac�e par Tom Mitchell, auteur aussi
d'un livre sur l'apprentissage automatique qui reste aujourd'hui une r�ef�erence (Mitchell,
1997). C'est aussi dans l'�equipe de T. Mitchell que le projet WebKb 4 a �et�e d�evelopp�e.
Le projet a donn�e lieu �a de nombreux travaux sur l'extraction et la recherche d'infor-
mations �a l'aide de techniques d'apprentissage automatique. Les chercheurs qui y ont
particip�e ont poursuivi ces e�orts dans plusieurs groupes, comme par exemple D. Frei-
tag et A. McCallum. J'invite le lecteur �a consulter le site de WebKB et le r�esum�e du
projet Craven et al. (2000). Dans le même temps, l'�equipe de C. Knoblock avec parti-
culi�erement le travail sur Stalker (Muslea et al., 1998) etle projet Ariadne (Knoblock
et al., 2001) a aussi contribu�e �a ce champ de recherches toujours tr�es actif. Aujourd'hui,
le nombre de publications sur l'extraction d'informations�a partir de pages Internet est
tr�es impressionnant et forme un domaine particulier sur CiteSeer5. La communaut�e s'est
aussi structur�ee autour de challenges et de r�ef�erentiels de jeux de donn�ees commeRISE
6. Elle a aussi pris conscience de la di�cult�e de l'�evaluation de ces m�ethodes d'extraction
dans Cali� et al. (2004). Quelques articles de synth�ese ont�et�e publi�es (voir (Kaiser and
Miksch, 2005) pour un article r�ecent).

Beaucoup de ces travaux concernent uniquement l'extraction d'information mona-
dique et bien peu l'extractionn-aire. En revanche de nombreuses techniques de classi-
�cation supervis�ee ou de fouille de donn�ees ont �et�e utilis�ees : le boosting (Freitag and
Kushmerick, 2000), des m�ethodes d'apprentissage actif (Muslea et al., 2002), des m�e-
thodes de maximum d'entropie (Chieu and Ng, 2002). Des mod�eles statistiques, comme
les châ�nes de Markov, sont aussi appliqu�es au probl�eme d'extraction (Freitag and Mc-
Callum, 1999) mais nous reviendrons sur ces techniques dansle chapitre suivant.

R�eduire le temps de d�e�nition d'un programme d'extraction et limiter le travail d'an-
notation de la part de l'utilisateur est une volont�e que l'on retrouve a�ch�ee dans plusieurs
groupes. Des syst�emes interactifs (Ceresna, 2005) et des algorithmes non supervis�es (Zhai
and Liu, 2005; Papadakis et al., 2005; Liu et al., 2003; Crescenzi et al., 2001; Arasu and
Garcia-Molina, 2003; Lerman et al., 2001, 2004) illustrentcette tendance. Toutefois, la
sortie des programmes compl�etement non supervis�es n'estpas directement exploitable
comme peuvent l'être des algorithmes supervis�es. Par exemple l'algorithme MDR de Liu
et al. (2003) extrait souvent de larges parties de pagesHTMLsi bien qu'un traitement a
posteriori laborieux est n�ecessaire.

Le travail de Hurst (2001) est une approche compl�ementaire de l'�etude que nous
avons men�e sur la pr�esence de relations dans des documentsarborescents. Il est concen-
tr�e sur les tables et a pour origine les tables dans des documents textuels. Il a �et�e
exploit�e dans Lerman et al. (2001, 2004) pour construire des syst�emes non supervis�es.
Cohen et al. (2002) extrait aussi des relations mais demandel'intervention compl�ete de
l'utilisateur pour la composition des enregistrements complets. Le travail le plus proche
de notre contribution est certainement celui de Thomas (2003) avec une technique de
programmation logique inductive.

4http://www.cs.cmu.edu/~webkb
5http://citeseer.ist.psu.edu/InformationRetrieval/Ex traction/
6http://www.isi.edu/info-agents/RISE/repository.html
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Chapitre 4

Arbres et Champs al�eatoires

Ce chapitre d�ecrit le travail r�ealis�e dans le cadre de la th�ese de Florent Jousse. L'ob-
jectif est d'�etudier les mod�eles stochastiques pour l'annotation d'arbres et de r�ealiser
l'apprentissage automatique de ces mod�eles. La tâche d'annotation d'arbres est proche
�a la fois de l'extraction et de la transformation d'arbres.Nous avons propos�e un mod�ele
adapt�e aux arbres XMLet d�e�ni des algorithmes d'apprentissage. Cette direction de re-
cherche nous permet d'aller plus encore vers des m�ethodes approximatives avec l'objectif
de traiter des probl�emes o�u les donn�ees sont moins sûreset moins homog�enes.

Les r�esultats sont obtenus en collaboration avec R�emi Gilleron, Isabelle Tellier et
Florent Jousse.

4.1 Annotation d'arbres

L'annotation d'arbres consiste �a d�ecorer un arbre �a l'aide d'�etiquettes donn�ees. Dans
le chapitre 2, les automates d'arbres ont servi de m�ecanisme pour r�ealiser une annotation
d'arbres ensuite interpr�et�ee comme une extraction. En fait, c'est la s�emantique donn�ee
aux �etiquettes ((( extraire )) et (( ne pas extraire))) qui permet d'interpr�eter l'op�eration
comme une extraction. En �etendant l'alphabet de ces �etiquettes et leur associant une
s�emantique particuli�ere on peut facilement �etendre la gamme de probl�emes qui peuvent
se r�eduire �nalement �a une op�eration d'annotation.

Certaines transformations d'arbres peuvent être vues sous la forme de probl�emes
d'annotation par au moins deux moyens. D'abord, la vue traditionnelle qui consiste �a
repr�esenter les couples arbre en entr�ee, arbre transform�e dans un unique arbre, par super-
position (voir la �gure 1.5). On se focalise alors sur l'�etude de ces langages d'arbres (de
superpositions). L'autre approche fait l'hypoth�ese que la transformation peut s'exprimer
par des op�erations r�ealis�ees �a chaque noeud de l'arbre d'entr�ee, comme par exemple un
homomorphisme, de la r�e�ecriture ou des op�erations d'�edition. On �etiquette alors l'arbre
d'entr�ee par les op�erations r�ealis�ees �a chaque noeud pour obtenir l'arbre de sortie.

Nous avons voulu aborder ces probl�emes d'annotation avec des m�ethodes stochas-
tiques �a l'instar de ce qui est couramment fait dans le cas des s�equences. Sa formulation
est alors la suivante : un champ de variables al�eatoiresX = ( X 1; : : : ; X n ) est observ�e, un
champY = ( Y1; : : : ; Yn ) de même taille correspond �a l'annotation. Les valeurs observ�ees
et d'annotation forment les vecteursx = ( x1; : : : ; xn ) et y = ( y1; : : : ; yn ).

47
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observationx M�esange charbonni�ere ( Parus Major )
champ X X 1 X 2 X 3 X 4 X 5 X 6

annotation y 0 0 0 1 1 0
champ Y Y1 Y2 Y3 Y4 Y5 Y6

Ce qu'on cherche �a mod�eliser, c'est la probabilit�e conditionnelle d'obtenir une an-
notation sachant l'observationP(Y = y jX = x ). Ayant cette distribution en main, et
�etant donn�ee une observationx , il su�t ensuite de calculer argmaxy P(Y = y jX = x )
pour connâ�tre la meilleure annotation de cette observation.

Trois probl�emes s'o�rent �a nous : comment mod�eliser cette distribution ? Comment
apprendre cette distribution �a partir d'exemples ? Comment calculer e�cacement la
meilleure annotation ?

Une proposition pour la mod�elisation de la distribution estde consid�erer un mod�ele
g�en�eratif. C'est une proposition qui a longuement �et�e reprise dans la litt�erature et souvent
pour le cas des s�equences. Si on sait calculer la probabilit�e de g�en�erer l'observation
P(X = x ) ainsi que la probabilit�e jointe de g�en�erer l'observation et l'annotation P(X =
x ; Y = y) alors par la r�egle de Bayes on obtient facilement la probabilit�e conditionnelle :

P(Y = y jX = x ) =
P(X = x ; Y = y)

P(X = x )

Un mod�ele g�en�eratif pour les s�equences ou les arbres est essentiellement un langage
probabiliste de s�equences ou d'arbres. Apprendre un tel langage, qui est notre second
probl�eme, est encore une question peu �etudi�ee dans le casdes arbres. C'est un des
objectifs du projet Marmota. Il semble toutefois qu'il soitn�ecessaire de disposer d'un
grand ensemble de documents annot�es pour estimer la distribution jointe P(X = x ; Y =
y) et cette contrainte ne semble pas adapt�ee aux objectifs que nous nous �xons. En e�et,
nous tenons �a limiter le travail de l'utilisateur �nal pour r�esoudre la tâche d'annotation.

Une seconde proposition est de mod�eliser directement la probabilit�e conditionnelle
P(Y = y jX = x ). On parle alors de mod�eles conditionnels. Nous avons suivicette voie,
guid�es par le travail de travail r�ecent de La�erty et al. (2 001) sur les champs conditionnels
al�eatoires.

4.2 Champs conditionnels al�eatoires

Les champs conditionnels al�eatoires ouCRFssont un cadre pour d�e�nir des mod�eles
probabilistes non g�en�eratifs, c'est-�a-dire qui repr�esentent une distribution de probabilit�e
conditionnelle. Je vais d'abord introduire lesCRFs�a travers l'exemple de l'annotation de
s�equences.

Si on d�esire extraire les noms latins d'oiseaux de la liste en �gure 4.1, on annotera
chaque mot avec une information bool�eenne, not�ee ici 0 ou 1. Dans ce probl�eme, on
consid�ere le texte comme une donn�ee observ�ee.

La d�e�nition d'un CRFrepose sur l'expression de fonctions qui traduisent la connais-
sance du domaine. Ces fonctions sont appel�ees par la suite des features . Les features
sont des fonctions �a valeurs r�eelles qui vont par exemple traduire le fait qu'un mot latin
termine souvent para ou par i, ou ne comporte jamais d'accent. Pour �evaluer cette
feature, il su�t de consulter le texte, l'observation. Par exemple, on pourrait traduire
nos connaissances du latin par :
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Fig. 4.1 { Liste des noms d'oiseaux en latin et fran�cais
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Y1 Y2 Y3 � � � Yn

Fig. 4.2 { Graphe de d�ependances dans le cas des s�equences.

{ f 1(yi ; x i ) = 1 si yi = 1 et x i se termine para ou par i ;
{ f 2(yi ; x i ) = 1 si yi = 0 et x i contient �e .
On pourrait bâtir un mod�ele �a l'aide d'un ensemble de telles features et d'un jeu de

param�etres �a valeurs r�eelles qui pond�erent leur poids.Par exemple attribuer un poids
assez �elev�e �a la featuref 2 est sans doute int�eressant puisque les mots latins ne contiennent
jamais de�e .

Mais la connaissance apport�ee simplement par la lecture del'observation peut se
r�ev�eler insu�sante dans bien des cas. Il existe des noms fran�cais d'oiseau se terminant
par i comme la bourscarle de Cetti. Pour contourner cette di�cult�e, on peut ajouter une
feature qui indique qu'un mot est sans doute un nom latin si son voisin l'est aussi. Cette
feature exprime une d�ependance entre deux annotations voisines. L'annotation d'un mot
n'est plus simplement conditionn�ee par l'observation mais d�epend aussi de l'annotation
d'autres mots. Les features vont alors s'�ecrire selon la forme :

{ f 3(yi � 1; yi ; x i ) = 1 si yi = 1 et yi � 1 = 1 et x i se termine para ou par i ;
La d�ependance entre les annotations est traduite par la forme et la d�e�nition s�eman-

tique des features qui traduisent ces connaissances du domaine. On notera que l'expres-
sion de ces d�ependances dans les features est sym�etrique et non dirig�ee : yi d�epend de
yi +1 et vice versa. Le mod�ele sera alors plus expressif mais on notera aussi que le calcul
de l'annotation la plus probable sera aussi plus complexe. Dans notre exemple, il faudra
consid�erer l'annotation de couples en couples de mots sur la longueur du texte. Limiter
les d�ependances est essentiel pour pr�eserver un crit�erepraticable pour les algorithmes
qui manipuleront le mod�ele.

D'un point de vue formel, on va consid�erer un champ al�eatoire X pour les obser-
vations et un champ Y pour leur annotation. Un CRFva repr�esenter la distribution
conditionnelle P(Y jX ).

Les relations de d�ependances et d'ind�ependance entre lesvariables dans le champY
sont exprim�ees par un graphe dont les noeuds sont associ�esaux Yi . On n'exprime pas
de d�ependance avec les variables observ�ees car elles sontdonn�ees. C'est l�a une di��erence
essentielle avec les mod�eles g�en�eratifs car on calculera une probabilit�e �etant donn�ee
une observation. Une cons�equence importante est que chaquefeature pourra poser des
conditions sur toute l'observationX et non seulement sur la variableX i �a la position
courante du champ de variables. Chaque arc dans le graphe estnon dirig�e et exprime une
d�ependance. L'absence d'arc signale une ind�ependance. Le graphe d�e�nit un voisinage
pour chaque variable dont la valeur ne d�ependra que de la valeur de ses voisines. Dans
le cas des s�equences, on �xe souvent le graphe selon cette forme, exploitant l'ordre de
succession des lettres : chaqueYi est connect�e �a son successeur et son pr�ed�ecesseur. Cela
donne le graphe de la �gure 4.2. Choisir ce graphe a priori limite la forme des features
et donc des connaissances que l'on injecte dans le mod�ele.

�Etant donn�e ce graphe, on ne pourra formuler des features que de la formef (yi ; x ; i )
ou f (yi � 1; yi ; x ; i ). L'expressionf (yi � 1; yi ; x ; i ) d�esigne une feature qui re�coit : la valeur
du champY aux points i � 1 et i , soient deux valuationsyi � 1 et yi ; ainsi que toutes les
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observations dex n�ecessaires pour e�ectuer son calcul au pointi , not�e par commodit�e
x ; i . Pour plus de simplicit�e, par la suite on rassemble toutes les features (de tout type)
sous une forme unique indic�ee park : f k(yi � 1; yi ; x ; i ).

Le mod�ele de probabilit�es ainsi d�e�ni par son graphe G tombe dans la classe des
mod�eles graphiques non dirig�es. Grâce �a un r�esultat fondamental des ann�ees 70, le th�eo-
r�eme d'Hammersley-Cli�ord, on sait que la distribution peut s'exprimer par un produit
de fonctions locales �a chaque clique1 du graphe :

P(Y = y jX = x ) =
1

Z(x )

Y

c2 CG

� c(y c; x ) :

Ici, on note CG l'ensemble des cliques deG et y c le champy restreint �a une clique c. Les
� c sont des fonctions r�eelles etZ (x ) est un coe�cient de normalisation.

La d�e�nition des CRFsva faire en sorte que la param�etrisation de cette distribution
sera log-lin�eaire en les features donc que chaque �c soit en fait l'exponentielle de la
somme pond�er�ee des features qui s'appliquent dans la clique c :

� c(y c; x ) = exp
� X

k

� k f k(y c; x ; c)
�

:

On obtient la classe des distributions repr�esent�ees par un CRFsur les s�equences, pour
le graphe de d�ependances de la �gure 4.2 :

P(Y = y jX = x ) =
1

Z(x )
exp

� nX

i =1

X

k

� k f k(yi � 1; yi ; x ; i )
�

: (4.1)

Le choix d'une telle param�etrisation est motiv�e par les propri�et�es analytiques de ces
fonctions. On retrouvera de bonnes dispositions pour ajuster les param�etres selon le
principe de maximum de vraisemblance : �etant donn�e un �echantillon �etiquet�e, trouver le
jeu de param�etres qui maximise la probabilit�e d'avoir g�en�er�e cet �echantillon.

Il reste �a pr�eciser que la d�e�nition a �et�e donn�ee pour u n champ al�eatoire de taille
�x�ee et un graphe de d�ependances �x�e. Dans la r�ealit�e, on appliquera ce mod�ele �a toute
s�equence. On consid�ere alors que chaque d�e�nition de feature f k s'applique indi��erem-
ment en tout point de la s�equence et que son param�etre associ�e � k est identique en
chacun de ces points. C'est ce qui est d�ej�a annonc�e par l'�equation (4.1) o�u le k n'est pas
indic�e par i .

Trois probl�emes algorithmiques principaux se posent dansce chapitre

1. Le calcul de la probabilit�e d'une annotation.

2. Le calcul de la meilleure annotation d'une observation : l' inf�erence .

3. L'ajustement des param�etres d'unCRFen fonction d'un �echantillon : l' entrâ�ne-
ment .

Tous donnent un algorithme non praticable s'ils sont pens�es un peu na•�vement, puis-
qu'il est n�ecessaire de consid�erer toutes les annotations possibles d'une s�equencex au
moins dans le calcul du coe�cient de normalisationZ(x ). Dans le cas des s�equences, avec
le mod�ele de d�ependances de la �gure 4.2, on utilise des algorithmes de programmation

1Parties du grapheG totalement connect�ees.
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Fig. 4.3 { Mod�ele de d�ependances dans les arbresXML.

dynamique tr�es proches de Viterbi, bien connus dans lesHMMs. Le troisi�eme probl�eme
est plus complexe. Pour l'ajustement des param�etres, bas�e sur la maximisation de la
vraisemblance, on exploite la forme de la fonction (4.1). Laforme log-lin�eaire garantit
que la fonction admet un maximum global unique. Il su�t donc de calculer le point o�u
s'annule la d�eriv�ee. Mais on ne peut obtenir analytiquement une solution g�en�erale �a ce
probl�eme. On utilise donc des algorithmes de descente de gradient pour approcher ce
point.

4.3 Adaptation aux arbres

Nous voulons adapter le mod�ele propos�e sur les s�equences aux arbresXML. Les tâches
d'annotation, extraction ou transformation demandent d'observer et de manipuler autant
les noeuds �el�ements, que les noeuds texte ou attribut d'unarbre DOM. On peut aussi être
amen�es �a traiter des parties de feuilles texte.

Cette adaptation suppose une r�e
exion sur la nature des features que nous pouvons
construire et donc la forme du mod�ele de d�ependances. Le choix de ce mod�ele a ensuite
une incidence sur les algorithmes qui permettent d'entrâ�ner les CRFs, de calculer la
probabilit�e d'une annotation ou de rechercher la meilleure annotation. Nous avons appel�e
ce nouveau mod�ele lesXCRFs.

4.3.1 Mod�ele de d�ependances

Dans les s�equences, le voisinage dans le graphe de d�ependances suit la relation d'ordre
sur les �el�ements de la s�equence. Les arbresXMLsont une structure soumise �a deux ordres :
l'ordre p�ere-�ls et l'ordre fr�ere-fr�ere suivant. Dans l a d�e�nition des types de documents
XMLpar des sch�emas ou desDTD, l'ordre fr�ere-fr�ere suivant est conditionn�e par l'�et iquette
du p�ere.

Nous avons voulu traduire la possibilit�e de conditionner l'annotation des arbres en
exploitant ces deux ordres naturels dans les arbresXML. Dans les features desXCRFs, on
aura donc acc�es �a trois �etiquettes de l'annotation qui sont un p�ere et deux de ses �ls
cons�ecutifs, en ce qui concerne les noeuds �el�ement et lesnoeuds texte. En ce qui concerne
les attributs, la notion d'ordre entre les �ls n'est pas pertinente. Seul l'ordre p�ere �ls
subsiste. Le mod�ele de d�ependances est donc celui illustr�e dans la �gure 4.3.

D'un point de vue formel, la d�e�nition de la probabilit�e n' est pas tr�es di��erente du
cas des s�equences. Les features ont trois param�etres portant sur les annotations :yn

pour le p�ere et yn:i ; yn:(i +1) pour deux �ls cons�ecutifs. Le couplex , n:i est une notation
pour d�esigner toute l'information de x n�ecessaire pour �evaluer la feature �a une position
donn�ee dans l'arbre.

P(Y = y jX = x ) =
1

Z(x )
exp

� nX

i =1

X

k

� k f k(yn ; yn:i ; y n:(i +1) ; x ; n:i )
�

; (4.2)
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avec le coe�cient de normalisationZ(x ) d�e�ni par :

Z (x ) =
X

y

exp
� nX

i =1

X

k

� k f k(yn ; yn:i ; y n:(i +1) ; x ; n:i )
�

: (4.3)

4.3.2 Expressivit�e

Le choix du mod�ele de d�ependances est un compromis entre expressivit�e et com-
plexit�e. La complexit�e est fortement d�ependante de la taille de la plus grande clique. Nous
obtenons des cliques de taille 3 dans lesXCRFqui nous donneront des algorithmes int�e-
grant un facteur cubique dans le nombre d'�etiquettes possibles. Une alternative conser-
vant des cliques de taille 2 aurait par exemple �et�e de ne pastenir compte de l'ordre
selon les fr�eres ou de voir la donn�eeXMLcomme un simple texte d�ej�a d�ecoup�e en unit�es
lexicales grâce aux balises.

L'int�erêt de choisir ce mod�ele de d�ependances est qu'ilnous permet de repr�esenter une
classe de distributions plus grande qu'avec des d�ependances plus r�eduites. Nous avons
montr�e que toute distribution conditionnelle repr�esent�ee par des automates d'arbres
stochastiques �etait aussi repr�esentable par unXCRF.

Les automates d'arbres stochastiques sont vus ici comme desmod�eles g�en�eratifs qui
permettent d'�etiqueter un arbre avec les �etats de l'automate. Nous obtenons une distri-
bution de probabilit�es conditionnelle en suivant la r�egle de Bayes comme indiqu�e dans
la section 4.1. La preuve est directe. Un automate stochastique �etant donn�e par un en-
semble de r�egles pond�er�ees, il s'agit de traduire ces r�egles en features. Les poids des
r�egles se traduisent en poids des features au log pr�es.

Nous d�epassons toutefois l'expressivit�e des automates pour deux raisons. D'une part
nous pouvons annoter les parties non ordonn�ees comme les attributs. D'autre part, la
mod�elisation directe d'une probabilit�e conditionnelle nous permet de nous a�ranchir de
la mod�elisation de l'observation et donc nous pouvons int�egrer des connaissances(( �a
longue distance)) dans l'observation.

L'int�erêt de cette correspondance est aussi plus pratique. Nous avons travaill�e sur l'in-
f�erence d'automates d'arbres. L'inconv�enient �etait une certaine rigidit�e due �a l'approche
purement syntaxique de l'inf�erence grammaticale. Se tourner vers l'inf�erence d'arbres
stochastique me semble di�cile dans le cadre de l'annotation interactive car elle de-
mande en g�en�eral des grands ensembles d'arbres annot�es pour l'entrâ�nement. Une id�ee
est alors de contourner cette rigidit�e en transformant l'automate en CRF. L'autre fa-
�con d'interpr�eter cette id�ee est de voir l'inf�erence grammaticale comme une fa�con de
s�electionner des features pour un mod�ele non g�en�eratifcomme lesCRFs.

4.3.3 Inf�erence et entrâ�nement

Le calcul de la probabilit�e d'une annotation demande de calculer le coe�cient de
normalisation Z(x ) d�e�ni par l'�equation (4.3). Ce calcul e�ectu�e na •�vement donne un
algorithme impraticable car on doit consid�erer toutes lesannotations possibles dex .
Comme dans le cas des s�equences, il est possible d'utiliserun algorithme de program-
mation dynamique pour r�ealiser le calcul, les relations d'ind�ependance permettant de
m�emoriser des calculs interm�ediaires et donc de faire chuter la complexit�e. La di��erence
essentielle qui induit une di�cult�e suppl�ementaire dans notre cas, est la pr�esence des
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deux ordres qui n�ecessitent une double r�ecursion en largeur et en hauteur dans les arbres
XML.

En un certain sens, l'algorithme obtenu s'inspire �a la foisde l'algorithme d'inf�erence
dans lesHMMspour les �ls d'un noeud et de l'algorithme d'inf�erence dansles grammaires
alg�ebriques probabilistes pour les relations p�ere-�ls.

La complexit�e du calcul est lin�eaire dans la taille de l'arbre mais cubique dans la taille
de l'alphabet d'annotation. Mais il faut int�egrer deux remarques. Premi�erement, c'est
une complexit�e dans le pire des cas mais qui est toujours atteinte. Autrement dit c'est
aussi une borne minimale pour cet algorithme. Deuxi�emement, la complexit�e n'int�egre
pas le calcul des features. Il convient donc �a la fois de choisir des ensembles d'�etiquettes
de taille raisonnable et des features dont le calcul n'est pas r�edhibitoire.

Comme indiqu�e dans la section 4.2, le vecteur des param�etres � k qui va maximiser
la vraisemblance d'un �echantillon ne peut pas être d�etermin�e analytiquement. L'entrâ�-
nement d'un XCRFconsiste alors �a approcher ce vecteur optimal. La m�ethodeutilis�ee
est une descente de gradient qui demande de calculer la d�eriv�ee de la vraisemblance par
rapport �a chaque � k . Une nouvelle fois ce calcul, pour être e�cace, met en oeuvredeux
r�ecursions et la m�emorisation de r�esultats interm�ediaires. L'algorithme de programma-
tion dynamique obtenu utilise des coe�cients qui sont �a la fois �a l'image des coe�cients
inside/forward desHMMset forward/backward dans les grammaires alg�ebriques probabi-
listes. La complexit�e reste identique �a l'inf�erence pour un pas de gradient.

4.3.4 R�ealisations

Le syst�emeXCRFa �et�e implant�e par Missi Tran. Il est disponible �a partir de la forge
de l'INRIA �a l'adresse http://treecrf.gforge.inria.fr . La description d'unXCRFest
faite par un �chier XMLet les fonctions features s'�ecrivent �a l'aide d'expressions XPath.
Le syst�eme permet d'annoter des arbres ou des textes.

Des exp�eriences ont �et�e men�ees principalement sur deuxjeux de donn�ees. L'un est
issu d'un challenge Pascal dont les donn�ees ont �et�e pr�epar�ees par Denoyer et al. (2006) �a
partir d'un travail que j'avais r�ealis�e sur de multiples t ransformations dans des formats
XMLou HTMLde la base de donn�ees International Movie Database. Il a servi �a faire une
tâche d'annotation et une tâche de transformation. La transformation est repr�esent�ee
par des op�erations d'�edition simples comme(( remplacer un symbole)) ou (( supprimer
un noeud )). Le second est disponible sur le site de A. Doan. Il a servi pourr�ealiser
une tâche de sch�ema matching : annoter des documents provenant de sources di��erentes
(typ�es selon des sch�emasXMLdi��erents) avec les �el�ements d'un sch�ema m�ediateur unique.

Les exp�eriences ont montr�e l'int�erêt des features sur les cliques �a trois noeuds dans
des cas pratiques. Les temps d'inf�erence et d'entrâ�nement sont raisonnables. Elles ont
aussi montr�e qu'on pouvait atteindre des performances acceptables pour ces tâches assez
di��erentes. Nous d�epassons par exemple les performances de Doan avec son syst�eme LSD
sans utiliser de connaissance du domaine.

4.4 Conclusion

Adapter lesCRF�a l'annotation d'arbres et particuli�erement aux documents XML�etait
pour le projet Mostrare un pas vers les techniques d'apprentissage statistique. Elles
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ont permis d'attaquer des sources de donn�ees plus h�et�erog�enes et devraient être plus
r�esistantes �a quelques bruits de structure ou de contenu.Nous avons montr�e que notre
adaptation �etait pertinente et qu'elle �etait rapide et performante.

Le travail doit se poursuivre dans plusieurs directions. Pour limiter la complexit�e, il
faut �eviter de consid�erer des ensembles d'�etiquettes trop grands. Une solution �el�egante
est it�erative et passe par des abstractions successives del'�etiquette �nale par des en-
sembles d'�etiquettes. Dans un premier temps, les �etiquettes sont rassembl�ees en groupes
et un premierCRFdoit annoter les arbres par l'identi�ant de ces groupes. Un secondCRF
prend cette premi�ere annotation comme une observation et ra�ne un groupe en groupes
plus petits. Cette imbrication hi�erarchique d'application deCRFss'op�ere selon une rela-
tion hi�erarchique des �etiquettes. Cette hi�erarchie peut être donn�ee, selon les tâches, par
une ontologie pour une tâche d'annotation simple ou par le type des documents pro-
duits pour une transformation. C'est une id�ee importante car elle constitue un premier
pas pour l'utilisation d'ontologies pour am�eliorer ou aider les tâches d'extraction ou de
transformation.

Une seconde direction propose de combiner l'annotation des noeuds de l'arbre avec
l'annotation des textes dans ses feuilles. Il faut dans un premier temps op�erer un d�e-
coupage en unit�es lexicales des feuilles. Plusieurs solutions sont en cours d'�elaboration
consistant �a repr�esenter le texte par un arbre �liforme ou�a simplement introduire autant
de noeuds texte qu'il y a d'unit�es lexicales.

En ce qui concerne les transformations encore tr�es peu abord�ees, une question es-
sentielle est de pouvoir obtenir des annotations �a partir des couples de documents (en-
tr�ee,sortie). Ce travail suppose de mieux �etudier les distances d'�edition entre arbres et
les transformations, un sujet qui sera trait�e dans le projet Marmota.

4.5 Notes bibliographiques

LesXCRFsfont partie de la famille des mod�eles graphiques. Mariage entre th�eorie des
graphes et des probabilit�es, les mod�eles graphiques regroupent les d�e�nitions de distri-
butions de probabilit�es accompagn�ees de notions de modularit�e exprim�ees par pr�esence
de graphes qui traduisent des relations d'ind�ependance entre variables al�eatoires. Cette
modularit�e a des cons�equences importantes en terme de complexit�e algorithmique. De
ce fait les mod�eles graphiques sont aussi un moyen de ramener les probabilit�es dans le
champ des sciences pour l'ing�enieur. Ce domaine fait l'objet d'une production scienti�que
soutenue depuis longtemps.

Certains mod�eles g�en�eratifs comme lesHMMs, les automates stochastiques (sur les s�e-
quences ou les arbres), et lesPCFGsentrent dans cette cat�egorie. Ces mod�eles g�en�eratifs
repr�esentent une distribution jointe et dont le graphe de d�ependances est dirig�e (d�epen-
dance de l'observation �a l'�etat courant et de l'�etat courant �a l'�etat pr�ec�edent dans le
cas desHMMs). Les HMMsont particuli�erement �et�e appliqu�es sur des s�equences. Br�eh�elin
and Gascuel (2000) est un bon article d'introduction sur lesHMMs. Les automates de
mots stochastiques repr�esentent aussi des distributionsde probabilit�e (jointes) sur des
s�equences. Syntaxiquement, leur d�e�nition repose sur ladonn�ee d'un automate, �equip�e
de transitions pond�er�ees. Les poids des transitions sortant d'un même �etat somment �a
1 pour d�e�nir une mesure de probabilit�e sur les s�equences. Automates stochastiques et
HMMsrepr�esentent en fait les mêmes distributions (Dupont et al., 2005). Mais le point
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de vue de la th�eorie des langages apporte des �eclaircissements sur la nature de ces dis-
tributions, �a travers des formalismes plus g�en�eraux comme les automates pond�er�es, les
automates �a multiplicit�es, les s�eries rationnelles. Ent�emoignent les travaux en appren-
tissage automatique r�ecents de Denis et al. (2006).

Les PCFGssont des mod�eles probabilistes pour l'analyse dans les grammaires alg�e-
briques. Syntaxiquement, lesPCFGssont des grammaires alg�ebriques �equip�ees de poids
sur les transitions. Elles s'appliquent alors sur des arbres d'analyse. L'ensemble des arbres
de d�erivation de toute grammaire alg�ebrique forme un ensemble r�egulier d'arbres, donc on
peut voir unePCFGscomme un mod�ele repr�esentant une distribution de probabilit�es pour
des langages d'arbres r�eguliers. Les applications qui ontcontribu�e �a leur expansion sont
d'abord dans le champ du traitement automatique des langues(Manning and Sch•utze,
1999). Des questions importantes restent toutefois ouvertes dans ce domaine puisqu'on
ne dispose que d'un semi algorithme pour d�ecider si une grammaire alg�ebrique �equip�ee
de poids repr�esente une distribution de probabilit�es (Wetherell, 1980). De plus, tous les
langages r�eguliers ne sont pas des ensembles d'arbres d'analyse dans une grammaire. Il
me semble que dans le cas des documents structur�es commeXMLl'approche par des outils
plus g�en�eraux que les grammaires alg�ebriques, par exemple les automates d'arbres ou les
s�eries rationnelles d'arbres, apporterait une meilleurecompr�ehension de ces formalismes
ou de leurs algorithmes. C'est une �etude en cours dans le projet Marmota.

Mais dans la litt�erature, les mod�eles graphiques consid�er�es sont d'abord des r�eseaux
bay�esiens (Jordan, 1998; Lauritzen, 1996). C'est avec ce mod�ele de distribution comme
cible (ou simplement des champs de Markov) que les algorithmes principaux ont �et�e d�e-
�nis : Belief propagation, ou Sum-Product (Min-Sum), Junction-Tree algorithm (Hugin
ou Shafer-Shenoy). Ils s'appliquent toutefois �a tous les mod�eles graphiques. L'algorithme
de Viterbi d'inf�erence dans lesHMMs, plus ancien, peut être vu comme une instance de
ces algorithmes g�en�eraux, tout comme celui de l'inf�erence dans lesPCFGset celui que
nous avons propos�e dans ce chapitre.

En ce qui concerne l'entrâ�nement, c'est-�a-dire la recherche des param�etres du mo-
d�ele, les algorithmes reposent sur di��erentes techniques selon la nature analytique des
fonctions qui r�egissent ces distributions et les structures qu'elles mod�elisent. Ce sont
souvent des proc�edures qui maximisent la vraisemblance dans des it�erations �a la EM
(Dempster et al., 1977). La di�cult�e algorithmique r�esid e dans une potentielle explosion
combinatoire r�egl�ee par une m�ethode de programmation dynamique. L'algorithme des
XCRFsde ce chapitre s'inspire, �a la fois de l'algorithme inside-outside de Lari and Young
(1990) pour lesPCFGset du forward-backward pour lesHMMs. Il est aussi tr�es proche de
l'inf�erence dans lesHMMshi�erarchiques de Fine et al. (1998).

LesCRFss'inspirent donc �a la fois des mod�eles graphiques et des m�ethodes de maxi-
mum de vraisemblance (ou encore de maximum d'entropie). Le th�eor�eme qui fonde les
CRFsa �et�e �a la fois montr�e par Hammerlsey-Cli�ord et Besag dans les ann�ees 70. Il
montre que les champs de Markov al�eatoires d�e�nissent la m̂eme classe de distributions
que les distributions de Gibbs et s'expriment comme une produit (normalis�e) de fonc-
tions de potentiel appliqu�ees sur chaque clique du graphe.L'apport principal de La�erty
et al. (2001) a �et�e de proposer une forme particuli�ere de ces fonctions de potentiel, une
forme exponentielle d�e�nie par des fonctions features. Cette forme sera alors adapt�ee �a
l'inf�erence et l'entrâ�nement par maximum de vraisemblance. L'article de synth�ese de
Sutton and McCallum (2006) constitue une excellente introduction sur le sujet. Même
si la forme de la (log-) vraisemblance d'un �echantillon tir�e selon une distribution repr�e-
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sent�ee par un CRFa la bonne propri�et�e d'avoir un maximum global unique, on ne peut
le trouver de fa�con analytique. Il est n�ecessaire d'appliquer des m�ethodes de mont�ee de
gradient. Les travaux de Wallach (2002) et Malouf (2002) ontmontr�e que celles initia-
lement propos�ees (IIS) dans La�erty et al. (2001) �etaientbeaucoup moins adapt�ees aux
CRFsque celle de Beson and Mor�e (2001) ou celle (L-BFGS) de Byrd et al. (1995) que
nous avons donc utilis�e dans lesXCRFs. Malgr�e cela, une critique desCRFsen g�en�eral
reste le temps de convergence dans l'entrâ�nement. Plusieurs techniques pour r�eduire
ce probl�eme ont �et�e propos�ees : la s�election de features, l'approximation, l'utilisation
d'autres crit�eres d'entrâ�nement (BayesianCRFs, noyaux).

La s�election de features dans lesCRFsn'a pas donn�e pour le moment de r�esultats
int�eressants car les performances ne semblent pas au rendez-vous (McCallum, 2003).

La complexit�e des algorithmes est quadratique dans le nombre d'�etiquettes (cubique
dans le cas desXCRFs). R�eduire le nombre d'�etiquettes participe donc grandement dans
une r�eduction des temps de calcul. LesCRFsdynamiques de Sutton et al. (2004) initiale-
ment propos�es pour estimer la pr�ediction conjointe de plusieurs �etiquettes d�ependantes
(e.g.entit�e nomm�ees, cat�egories syntaxiques) sont aussi un moyen d'acc�el�erer la conver-
gence. L'id�ee est d'it�erer la construction deCRFs, les �etiquettes en sortie dui e servant
de symboles observ�es pour lei + 1e.

Une approche alternative et originale �a la maximisation de la vraisemblance est pro-
pos�ee dans Taskar (2004). Elle consiste �a int�egrer dans le mod�ele des champs de Markov
une approximation des param�etres selon le crit�ere de maximisation des marges. C'est
donc en quelque sorte, une approche noyau qui est utilis�ee au sein des champs de Markov
dans un nouveau mod�eleM3N(Maximum Margin Markov Networks). Le r�ecent travail
de Spengler (2005) a montr�e comment les appliquer aux documents XML. Les M3Nsd�e-
passent (en termes de qualit�e de pr�ediction) lesCRFs, mais nous avons constat�e que leurs
performances �etaient semblables auxXCRF. Une autre approche reposant sur les noyaux
est propos�ee dans La�erty et al. (2004) qui permet aussi uneapproche semi-supervis�ee
de l'entrâ�nement.

L'annotation de s�equences est l'une des premi�eres tâches �a laquelle on a appliqu�e
les CRFs, d�es l'article qui les a introduits. Pinto et al. (2003) lesont ensuite appliqu�es
�a l'extraction dans les tables puis plus g�en�eralement dans le domaine du traitement
statistique des textes (McCallum and Li, 2003; Cohn and Blunsom, 2005). Les motivation
initiales de la th�ese de Florent �etaient d'ailleurs la construction automatique de motifs
d'arbres �a partir d'arbres syntaxiques dans les syst�emesquestion-r�eponse (Jousse et al.,
2005). Des syst�emes d'extraction et d'annotation de textecomme Minorthird de Cohen2

les utilisent. On peut aussi citer le projet de Sunita Sarawagi sur l'int�egration de donn�ees
(Mansuri and Sarawagi, 2006) et son implantation desCRFs3. Par ailleurs, Sarawagi and
Cohen (2004) d�epassent un peu la contrainte de d�ependancemarkovienne avec les semi-
markov CRFpour r�ealiser les tâches de segmentation en unit�es lexicales et d'extraction
simultan�ement.

Un objectif de notre travail est de produire une sortie structur�ee sous forme d'arbres
�a partir de donn�ees elles aussi structur�ees. C'est aussiun des objectifs des travaux de
l'�equipe de P. Gallinari au LIP6. Un r�esultat particuli�er ement proche est celui de Gal-
linari et al. (2005), faisant suite �a des �etudes de la classi�cation de document arbores-

2minorthird.sourceforge.net
3crf.sourceforge.net
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cents (Denoyer and Gallinari, 2004). La consid�eration de d'espaces de sortie complexes
(des arbres par exemple) pour des tâches comme la classi�cation est aussi le sujet de
recherches actives dans la communaut�e des machines �a vecteurs de support (Tsochan-
taridis et al., 2005). En�n, l'annotation avec des op�erations d'�edition d'arbres est aussi
un angle d'attaque de ce probl�eme. Les r�ecents r�esultatsde l'�equipe de St Etienne (par-
ticipant �a Marmota) nous aideront sans doute �a mieux comprendre ce que l'on peut
attendre d'un cadre stochastique (Bernard et al., 2006; Oncina and Sebban, 2005).
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Chapitre 5

Arbres ou apprentissage

Dans les chapitres pr�ec�edents, j'ai voulu montrer le travail accompli au sein du projet
Mostrare. Mostrare est un projet r�ecent (2003) et avant sa cr�eation j'ai pu poursuivre
des recherches dans deux directions principales : les arbres1, d'un point de vue th�eorique
le plus souvent et l'apprentissage automatique.

5.1 Dans les arbres

5.1.1 Tata

Tata (Comon et al., 1997) est un livre sur les automates d'arbres librement disponible
sur internet. Il a �et�e �ecrit avec Hubert Comon, Max Dauchet, R�emi Gilleron, Florent
Jacquemard, Denis Lugiez, Sophie Tison et corrig�e grâce �ade nombreuses remarques de
la part de relecteurs. L'id�ee de ce livre est de fournir une vue plus algorithmique sur les
automates d'arbres et en accompagnant leur pr�esentation d'exemples d'applications. Les
premiers chapitres sont plutôt destin�es �a un public d'�etudiants et enseignants chercheurs
�eventuellement d'autres disciplines.

Le livre a servi de support pour plusieurs cours en France ou �a l'�etranger et il est
tr�es fr�equemment t�el�echarg�e. R�ef�erenc�e sur de nom breux sites, il est cit�e par plusieurs
auteurs au sein du W3C. C'est un peu le premier regret que j'ai puisque qu'aucune
application �a XMLn'apparâ�t et que le traitement des arbres d'arit�e non born�ee n'est
�evoqu�e que tr�es rapidement. Le temps et plus sûrement lecourage m'ont manqu�e pour
r�ediger un nouveau chapitre sur ce sujet �a la suite de nos travaux.

5.1.2 R�e�ecriture, morphismes d'arbres et r�egularit�e

Une s�erie de mes travaux un peu plus anciens concerne des questions de d�ecision
sur la r�egularit�e d'ensembles d'arbres. Dans les langages de mots, l'image d'un langage
par morphisme est r�egulier. Mais dans le cas des arbres, cette propri�et�e est perdue. Un
morphisme~h d'arbres est une transformation d�e�nie par une fonction que l'on note h
sur les lettres de l'alphabet. La fonctionh transforme les lettres en des termes et s'�etend
en un morphisme qui r�ealise une transformation d'arbres.

1Dans tout ce chapitre, les arbres sont en fait des termes, l'arit�e est �xe.
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Par exemple, consid�erons les deux alphabets �1 = f f () ; ag et � 2 = f g(; ); bg. La
lettre g est d'arit�e 2, f est d'arit�e 1 alors quea et b sont des constantes qui apparaissent
aux feuilles. On peut d�e�nir un morphisme d'arbres depuis les arbres �ecrits avec �1 vers
les arbres �ecrits avec �2 par h(f (x)) = g(x; x) et h(a) = b. La pr�esence des variables
est ici n�ecessaire �a cause de l'arit�e des lettres, pour repr�esenter par exemple le terme
qui peut se placer sous unf ou les termes qui peuvent se mettre en �ls droit et gauche
d'un g. Pour calculer l'image d'un arbre on appliqueh r�ecursivement �a partir de la
racine. Par exemplef (f (f (a))) est transform�e en g(g(g(b; b); g(b; b)); g(g(b; b); g(b; b))).
Dans mon exemple,f est transform�e en un termeg(x; x) qui est dit non lin�eaire �a cause
de la r�ep�etition de la variable x. Cette non-lin�earit�e entrâ�ne une duplication de termes
dans l'application du morphisme et c'est la raison principale de la perte de la propri�et�e
de r�egularit�e des images de langages par morphisme. Par exemple, l'image du langage
r�egulier f f n (a) j n 2 N g par h n'est pas r�egulier (toutes les branches sont de même
longueur, on ne peut v�eri�er cette propri�et�e dans les langages d'arbres r�eguliers).

Le premier r�esultat, montr�e avec Max Dauchet et Sophie Tison (Dauchet et al.,
2002), prouve que si l'image d'un langage r�egulierR par un morphisme reste un langage
r�egulier, alors cette image peut aussi être obtenue par unmorphisme lin�eaire sur un sous
ensemble deR. Il exprime en quelques sortes la fa�con d'�eviter la non-lin�earit�e.

La perte de la r�egularit�e entrâ�ne souvent la perte de la d�ecidabilit�e de probl�emes im-
portants. Dans un autre travail r�ealis�e avec Franck Seynhaeve et Sophie Tison (Seynhaeve
et al., 1999), nous avons attaqu�e les probl�emes de d�ecision de la forme(( Rel(R1) � R2 )),
o�u R1 et R2 sont des langages r�eguliers d'arbres etRel est une transformation d'arbres.
Nous avons �etudi�e ce probl�eme dans le cas o�u la transformation Rel est bas�ee sur un
syst�eme de r�e�ecriture d'arbres. L'int�erêt de l'appro che �etait de r�e-exprimer la relation
Rel �a l'aide de morphismes et morphismes inverses d'arbres tr�es simples et d'intersection
avec un langage r�egulier.�A l'aide de cette nouvelle expression, on garantit la pr�eserva-
tion de la r�egularit�e des langages et on obtient donc facilement le r�esultat de d�ecision. Le
papier peut aujourd'hui donner des id�ees de classes de transformations ayant de bonnes
caract�eristiques pour être candidates pour obtenir des r�esultat d'apprenabilit�e.

Franck Seynhaeve est le premier �etudiant dont j'ai co-encadr�e la th�ese, avec Sophie
Tison. Il a d'abord poursuivi des travaux sur les contraintes ensemblistes, qui �etaient le
sujet de ma th�ese. Avec Franck et Ralf Treinen, nous avons aussi montr�e une technique
qui a permis d'obtenir trois r�esultats d'ind�ecidabilit�e. L'un ra�nait un joli r�esultat de
Ralf sur la r�e�ecriture en un pas, un autre se situait dans lecadre des contraintes en-
semblistes et le dernier abordait le probl�eme du vide dans les automates d'arbres �a tests
d'�egalit�e (Seynhaeve et al., 2001).

5.1.3 R�esiduels de langages d'arbres

(( Apprendre un langage c'est approcher une congruence de Nerode)) selon J. En-
gelfriet2. Cette citation illustre la proximit�e entre la th�eorie de s langages et l'apprentis-
sage automatique et plus pr�ecis�ement l'inf�erence grammaticale. E�ectivement, les pro-
grammes d'inf�erence grammaticale reposent sur des propri�et�es fondamentales des lan-
gages. Par exemple, la classe des automates minimaux d�eterministes est choisie pour
repr�esenter les langages r�eguliers lorsque l'on cherche�a les apprendre. Les algorithmes

2je crois mais je ne suis plus sûr !
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comme RPNI (Oncina and Garc��a, 1993) ra�nent une partition j usqu'�a obtenir les classes
d'�equivalence de la congruence de Nerode du langage et donc l'automate minimal d�eter-
ministe.

Un joli r�esultat de Denis et al. (2002a) s'inscrit dans cettetradition d'exploiter des
r�esultats fondamentaux de la th�eorie des langages pour inventer de nouveaux algorithmes
d'inf�erence. Le r�esultat fondamental de Denis et al. (2002a) est d'introduire la classe des
automates �nis �a �etats r�esiduels ( RFSA). Dans cette classe d'automates non d�eterministes,
il existe un repr�esentant minimal canonique pour chaque langage r�egulierL. Il peut être
exponentiellement plus petit que son compagnon d�eterministe. �A chaque �etat q d'un
RFSAreconnaissantL, correspond un langage r�esiduelLq. C'est-�a-dire qu'il existe un
mot u tel que Lq = u� 1L = f w j uw 2 Lg. Ensuite dans Denis et al. (2002b), les auteurs
montrent comment exploiter cette propri�et�e pour bâtir u n algorithme d'apprentissage
de langages repr�esent�es par des automates non d�eterministes.

La question du d�eterminisme est importante dans le cadre del'inf�erence grammati-
cale, car la taille de la cible donne une borne minimale de complexit�e.

Nous avons repris le travail pour �etablir une correspondance dans les arbres au d�ebut
de la th�ese de Julien. Le travail a �et�e r�ealis�e avec Aur�el ien Lemay, Alain Terlutte et R�emi
Gilleron (Carme et al., 2003). Nous avons d�e�ni des automates d'arbres �a �etats r�esiduels.
Toutefois, la correspondance avec le cas des langages de mots n'est pas imm�ediate. En
e�et, les automates d'arbres s'entendent selon deux variantes : les automates ascendants
et descendants. Si dans la version non d�eterministe les deux types d�e�nissent tous deux la
même classe de langages reconnaissables, co•�ncidant avec les langages r�eguliers d'arbres,
ce n'est pas le cas dans la version d�eterministe. Les langages reconnus par les automates
d'arbres descendant sont strictement inclus dans les r�eguliers. Les deux variantes se
retrouvent aussi dans la d�e�nition de r�esiduels qui correspondent �a un �etat interm�ediaire
dans un processus de reconnaissance ascendant ou descendant. Dans le premier cas, les
r�esiduels sont des langages de contextes (des arbres �a un trou), dans le deuxi�eme ce sont
des langages d'arbres.

Les r�esultats sont semblables �a ceux obtenus dans les motspour le cas des automates
d'arbres ascendants : les langages reconnus par les automates d'arbres �a �etats r�esiduels
ascendants sont les langages r�eguliers. On trouve dans cette classe un repr�esentant mini-
mal canonique pour chaque langage. Dans le cas descendant, il est int�eressant de noter
l'apparition d'une nouvelle classe de langages strictement comprise entre les r�eguliers et
les langages reconnus par les d�eterministes descendants.

Du point de vue de l'apprentissage, les algorithmes comme RPNI et l'algorithme se
basant sur les r�esiduels se traduisent imm�ediatement dans le cas des arbres.

5.2 En apprentissage

5.2.1 Grammaires cat�egorielles

J'ai travaill�e sur l'apprentissage automatique de grammaires cat�egorielles lors de la
th�ese de Daniela Dudau-Sofronie que j'ai co-encadr�ee avec Isabelle Tellier. Le sujet �etant
assez di��erent de ce que j'ai pr�esent�e jusqu'ici, je n'endonne que les grandes lignes.
Une description plus compl�ete se trouve dans la th�ese de Daniela (Sofronie, 2004) et
l'habilitation d'Isabelle (Tellier, 2005).
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Les grammaires cat�egorielles sont des grammaires pour leslangages de mots. Elles
g�en�erent exactement la classe de langages alg�ebriques.Mais le formalisme cat�egoriel est
tout �a fait di��erent des grammaires alg�ebriques. La donn�ee d'une grammaire cat�egorielle
est la donn�ee d'un lexique. Les r�egles de production sont �xes. �A chaque lettre est associ�ee
une cat�egorie dans ce lexique. Les r�egles d�e�nissent un calcul sur les cat�egories.

Cette propri�et�e d'être lexicalis�ees donne un statut particulier aux grammaires cat�e-
gorielles. Elles sont pour cela utilis�ees pour mod�eliserles langues naturelles. (De ce fait,
on parle plutôt de langages vus comme des ensemble de phrases �nies �ecrites avec des
mots, plutôt que d'ensembles de mots �nis �ecrits avec des lettres.) L'apprentissage des
grammaires cat�egorielles a �et�e tr�es bien d�ecrit dans la th�ese de Kanazawa (1998). En fait
Kanazawa a principalement �etudi�e l'apprentissage de cesgrammaires non pas �a partir
des mots du langage mais des arbres de d�erivation de ces mots, priv�es d'annotations. De
ce fait, l'apprentissage se trouve être une formulation unpeu cach�ee de l'apprentissage
de langages d'arbres, comme l'ont fait remarquer Besombes and Marion (2004).

Dans le travail de Daniela, sur les id�ees d'Isabelle, nous avons introduit une informa-
tion de nature s�emantique pour faciliter l'apprentissagede ces grammaires, �a partir de
mots du langages. Si on se place dans le cadre de l'apprentissage humain de sa langue
maternelle, supposer disposer des structures de d�erivation des phrases n'est pas tr�es r�ea-
liste. On peut par contre d�efendre l'id�ee de la pr�esence d'une information s�emantique qui
va aider le processus d'apprentissage. C'est le principe decompositionnalit�e qui exprime
une relation forte entre syntaxe et s�emantique qui permet de justi�er l'aide apport�ee par
la s�emantique. En termes formels, ce principe se traduit par un isomorphisme entre la
structure syntaxique et la structure s�emantique des phrases.

Dans le travail de Daniela, nous avons consid�er�e une formelexicalis�ee de ce principe
de compositionnalit�e. La cat�egorie d'un mot peut être �ecrite sous la forme d'un terme et
la s�emantique des mots est donn�ee sous la forme du type de lacat�egorie. Le type est iso-
morphe �a la cat�egorie, mais porte une information incompl�ete. La charge du programme
d'apprentissage est de retrouver cette information et d'a�ecter les cat�egories aux mots.
Les r�esultats principaux �etablissent des r�esultats fondamentaux de ces langages �equip�es
de types dans Dudau-Sofronie et al. (2001) et pr�esente un cadre et un algorithme pour
l'apprentissage de ces langages dans Dudau-Sofronie et al.(2003).

5.2.2 Arbres de d�ecision alternants

Ce travail r�ealis�e avec R�emi Gilleron et Francesco de Comite est sans doute le premier
clairement inscrit dans la th�ematique de l'apprentissageautomatique. Nous avons abord�e
le probl�eme de la classi�cation supervis�ee et les techniques de boosting dans un cadre
un peu particulier.

Les tâches de classi�cation commun�ement consid�er�ees dans la litt�erature (et aussi
dans le chapitre 2 de ce m�emoire) sont binaires : le probl�eme est d'associer �a des objets
d�ecrits dans un espace de repr�esentation exactement une valeur prise dans un ensemble
�a deux valeurs. On r�ealise une partition des objets en deuxclasses. Lorsqu'on r�ealise une
partition des objets en plus de deux classes, comme par exemple associer chaque message
�a un dossier de messages, on r�esout un probl�eme multi-classe. Les arbres de d�ecision
sont un exemple de proc�edure de classi�cation binaire ou multi-classe. Un avantage
important des arbres de d�ecision est leur lisibilit�e : il est facile de les interpr�eter. En�n, les
proc�edures qui attachent plusieurs �etiquettes �a chaquedescription d'objet r�esolvent des
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probl�emes multi-�etiquettes. Un exemple est l'indexationd'articles de presse qui consiste
�a leur associer une �etiquette dans l'ensemble sport, m�edecine, �economie, divertissement,
international. Les articles sur le football ou le cyclisme rentrent par nature dans plusieurs
cat�egories. . .

Dans les trois cas, on peut envisager l'apprentissage supervis�e de ces classi�eurs : on
connait a priori les classes ou �etiquettes, on a acc�es �a des exemples class�es ou �etiquet�es
et on doit inf�erer la proc�edure en question. L'apprentissage supervis�e de classi�eurs a �et�e
largement �etudi�ee (le lecteur est invit�e �a consulter Cornu�ejols and Miclet (2002)). C'est
un peu moins le cas des probl�emes multi-�etiquettes.

Les techniques de boosting sont aussi tr�es populaires dansla communaut�e de l'ap-
prentissage automatique. Partant d'une question fondamentale des th�eories formelles de
l'apprentissage dans les ann�ees 80, r�esolue au d�ebut 90 par le boosting (Freund, 1990;
Schapire, 1990), la question3 a abouti �a une solution algorithmique �el�egante dans le mi-
lieu des ann�ees 90 et aujourd'hui le boosting est int�egr�e�a plusieurs outils commerciaux
de fouille de donn�ees. La solution algorithmique �el�egante due �a Freund and Schapire
(1996) s'appelle Adaboost. Dans de nombreux cas pratiques, le boosting permet d'am�e-
liorer les performances d'un programme d'apprentissage. La contre-partie est l'illisibilit�e
des proc�edures obtenues apr�es boosting.

Nous nous sommes int�eress�es au probl�eme d'inf�erence de classi�eurs multi-classes et
multi-�etiquettes, �a l'aide des techniques de boosting mais tout en gardant un crit�ere
de lisibilit�e des proc�edures g�en�er�ees. Le formalismesous lequel sont repr�esent�ees les
proc�edures de classi�cation sont des arbres de d�ecision alternants.

Un tel arbre repr�esente un ensemble de r�egles de d�ecision de la forme :

Si condition Alors
Si Test Alors valeurOui Sinon ValeurNon

Les valeurs sont des vecteurs de r�eels, chaque composante participant �a la d�ecision
pour une �etiquette. L'ensemble des r�egles, �a cause de propri�et�es des conditions et tests
peut se repr�esenter sous la forme d'un arbre. Les conditions et tests sont tels que ces
arbres de d�ecision alternants s'appliquent �a des objets repr�esent�es en attribut-valeur
mais aussi �a des textes ou aux deux �a la fois. Ils peuvent donc s'appliquer �a un codage
de documentXMLtel que celui utilis�e dans le chapitre 2. Le passage d'une repr�esentation
d'un objet dans un arbre de d�ecision alternant s'e�ectue enappliquant toutes les r�egles
et en sommant les vecteurs ainsi calcul�es. La d�ecision s'applique en regardant le signe
de chaque composante.

L'id�ee des arbres de d�ecision alternants apparâ�t dans Freund and Mason (1999).
Nous l'avons adapt�ee aux probl�emes multi-classe et multi-�etiquettes. Nous l'avons aussi
appliqu�e dans le domaine m�edical �a un probl�eme de pr�ediction du diab�ete, en collabo-
ration avec des statisticiens et m�edecins diab�etologues(de Comite et al., 2003).

5.2.3 Positifs et non �etiquet�es

Ce travail r�ealis�e en collaboration avec Fran�cois Deniset R�emi Gilleron montre qu'il
est possible d'apprendre des proc�edures de classi�cationbinaires �a partir d'exemples

3La question fondamentale demande de d�ecrire le cadre formel du probl�eme. Le lecteur trouvera un
survol p�edagogique dans l'expos�e suivant Denis and Gilleron (2000).
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d'une seule classe. Un algorithme a �et�e d�evelopp�e et test�e. Il illustre exp�erimentalement
la faisabilit�e de cette approche.

Le quali�catif (( supervis�ee )) dans la classi�cation supervis�ee suppose l'intervention
d'un expert qui fournit deux informations : la d�e�nition du probl�eme en r�ev�elant les
classes possibles et un jeu d'exemples d�ej�a class�es. Le calcul et l'indication de la classe
d'un exemple peut être une op�eration coûteuse et di�cilepour l'expert. Pour minimiser
l'intervention de l'expert, sans pour autant la r�eduire totalement, plusieurs propositions
ont �et�e formul�ees. Certaines ont form�e des champs de recherche �a part enti�ere comme
l'apprentissage actif ou l'apprentissage semi-supervis�e.

En apprentissage semi-supervis�e, on fait la supposition qu'en plus de donn�ees �etique-
t�ees, on dispose d'un grand nombre de documents non �etiquet�es. Cette supposition est
totalement justi��ee dans bien des cas comme le traitement des spams, la classi�cation
de documents sur internet. . . La pr�esence de documents non �etiquet�es apporte des in-
formations sur la distribution des exemples, qui peut êtreexploit�ee dans des approches
statistiques. C'est un champ de recherche tr�es actif commeen t�emoigne le livre r�ecent
de Chapelle et al. (2006) et l'article Zhu (2006). En France,on peut citer les travaux de
Massih-Reza Amini et de Yves Grandvalet (Amini and Gallinari, 2005; Grandvalet and
Bengio, 2004).

Le travail que j'ai men�e avec Fran�cois et R�emi faisait suite �a celui r�ealis�e par Denis
et al. (2005). Dans de nombreuses situations, on peut disposer librement de nombreux
exemples non �etiquet�es, et disposer de peu d'exemples d'une classe (les positifs), et
pas du tout d'exemples de l'autre classe (les n�egatifs). C'est le cas par exemple de
l'extraction dans le cadre interactif, abord�e dans les chapitres pr�ec�edents. L'utilisateur
indique beaucoup plus facilement des exemples de donn�ees �a extraire mais n'indique
jamais des contre-exemples.

La contribution a �et�e de proposer une version de l'algorithme de Bayes na•�f pour
le cas de la classi�cation �a partir de positifs et non �etiquet�es. L'algorithme de Bayes
na•�f exploite la d�e�nition d'un mod�ele g�en�eratif des donn �ees. L'apprentissage consiste
essentiellement �a retrouver les param�etres de ce mod�ele. Nous avons montr�e que nous
pouvons r�ealiser cette approximation des param�etres �a l'aide de positifs, de non �etiquet�es
mais aussi de l'estimation de la densit�e des positifs (Denis et al., 2003). Cette contrainte
suppl�ementaire de disposer de la densit�e des positifs a �et�e lev�ee dans Magnan (2005);
Denis et al. (2006).

Nous avons replac�e aussi cet algorithme dans un cadre de co-apprentissage (Blum
and Mitchell, 1998) qui consiste �a s'aider de deux vues orthogonales sur la donn�ee pour
apprendre un classi�eur. L'algorithme (Denis et al., 2003)a �et�e implant�e et test�e sur des
donn�ees r�eelles (WebKB).
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Conclusion

Pendant ces quatre ann�ees de 2002 �a 2006, j'esp�ere avoir mis mes comp�etences ac-
quises dans les th�eories formelles des langages d'arbres et l'apprentissage automatique
au pro�t de la cr�eation et l'�evolution de ce projet Mostrar e, de mon entourage et des
�etudiants dont j'ai pu superviser les travaux.

Mostrare est encore un projet r�ecent, mais qui a donn�e naissance �a de nouvelles
ambitions dont Marmota est celle qui m'int�eresse le plus ence moment. Plusieurs th�eses
quali��ees de Mostrare sont maintenant soutenues ou proches d'être soutenues et j'ai
pu participer au co-encadrement de quelques unes d'entres-elles. Les d�eveloppements
logiciels des id�ees expos�ees dans ces travaux sont maintenant op�erationnels et di�us�es.
Bien d'autres choses auxquelles je n'ai pas pas particip�e sont �a inscrire au cr�edit de
Mostrare. Elles ne sont pas pr�esent�ees dans ce m�emoire etj'invite le lecteur �a consulter
le site Internet du projet, les rapports d'activit�e et le m�emoire d'habilitation r�ecent de
Jean-Marc Talbot.

En perspectives de mon travail actuel, je s�electionneraistrois points. Le premier est
d�ej�a expos�e dans la d�eclaration d'intention du projet M armota. C'est un travail qui
commence, autour des langages probabilistes et des statistiques inf�erentielles pour les
arbres. J'aimerais y contribuer pleinement et j'y trouve desquestions fondamentales in-
t�eressantes. Deuxi�emement, un e�ort particulier au seinde Mostrare a �et�e mis sur le
d�eveloppement d'applications. Elles peuvent contribuer�a mieux nous f�ed�erer et di�u-
ser nos recherches. C'est aussi une d�emarche que je compte renforcer. Troisi�emement,
je voudrais r�eussir �a int�egrer dans nos algorithmes, uneexploitation de connaissances
s�emantiques de fa�con �a aller supprimer totalement l'intervention de l'utilisateur, tout en
gardant une estimation de la qualit�e des donn�ees extraites ou transform�ees.
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Abstract. Tree automata based algorithms are essential in many �elds
in computer science such as veri�cation, speci�cation, pro gram analy-
sis. They become also essential for databases with the development of
standards such as XML. In this paper, we de�ne new classes of non de-
terministic tree automata, namely residual �nite tree auto mata (RFTA).
In the bottom-up case, we obtain a new characterization of re gular tree
languages. In the top-down case, we obtain a subclass of regular tree lan-
guages which contains the class of languages recognized by deterministic
top-down tree automata. RFTA also come with the property of e xistence
of canonical non deterministic tree automata.

1 Introduction

The study of tree automata has a long history in computer science; see the survey
of Thatcher [Tha73], and the texts of F. G�ecseg and M. Steinby [GS84,GS96],
and of the TATA group [CDG + 97]. With the advent of tree-based metalanguages
(SGML and XML) for document grammars, new developments on tree automata
formalisms and tree automata based algorithms have been done [MLM01,Nev02].
Also, because of the tree structure of documents, learning algorithms for tree
languages have been de�ned for the tasks of information extraction and infor-
mation retrieval [Fer02,GK02,LPH00]. We are currently involved in a research
project dealing with information extraction systems from semi-structured data.
One objective is the de�nition of classes of tree automata satisfying two proper-
ties: there are e�cient algorithms for membership and matching, and there are
e�cient learning algorithms for the corresponding classesof tree languages.

In the present paper, we only consider �nite ranked trees. There are bottom-
up (also known as frontier to root) tree automata and top-down (also known as
root to frontier) tree automata. The top-down version is particularly relevant for
some implementations because important properties such asmembership1 can
be solved without handling the whole input tree into memory. There are also
deterministic tree automata and non-deterministic tree automata. Determinism
is important to reach e�ciency for membership and other decision properties.
It is known that non-deterministic top-down, non-determin istic bottom-up, and
deterministic bottom-up tree automata are equally expressive and de�ne reg-
ular tree languages. But there is a tradeo� between e�ciency and expressive-
ness because some regular (and even �nite) tree languages are not recognized
by deterministic top-down tree automata. Moreover, the size of a determinis-
tic bottom-up tree automaton can be exponentially larger than the size of a

1 given a tree automaton A, decide whether an input tree is accepted by A.
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non-deterministic one recognizing the same tree language.This drawback can
be dramatic when the purpose is to build tree automata. This is for instance the
case in the problem of tree pattern matching and in machine learning problems
like grammatical inference.

The process of learning �nite state machines from data is referred as gram-
matical inference. The �rst theoretical foundations were given by Gold [Gol67]
and �rst applications were designed in the �eld of pattern recognition. Grammat-
ical inference mostly focused on learning string languagesbut recent works are
concerned with learning tree languages [Sak90,Fer02,GK02]. In most works, the
target tree language is represented by a deterministic bottom-up tree automa-
ton. This is problematic because the time complexity of the learning algorithm
depends on the size of the target automaton. Therefore, again it is crucial to de-
�ne learning algorithms for non-deterministic tree automata. The reader should
note that tree patterns [GK02] satisfy this property.

Therefore the aim of this article is to de�ne non-deterministic tree automata
corresponding to su�ciently expressive classes of tree languages and having nice
properties from the algorithmic viewpoint and from the grammatical inference
viewpoint. For this aim, we extend previous works from the string case [DLT02a]
to the tree case and we de�ne residual �nite state automata (RFTA). The reader
should note that learning algorithms for residual �nite str ing automata have been
de�ned [DLT01,DLT02b].

In Section 3, we study the bottom-up case. We de�ne the residual language
of a languageL w.r.t a ground term t as the set of contextsc such that c[t] is
a term in L . We de�ne bottom-up residual tree automata as automata whose
states correspond to residual languages. Bottom-up residual tree automata are
non-deterministic and recognize regular tree languages. We prove that every
regular tree language is recognized by a unique canonical bottom-up residual
tree automaton, minimal according to the number of states. We give an example
of regular tree languages for which the size of the deterministic bottom-up tree
automata grows exponentially with respect to the size of thecanonical bottom-
up residual tree automata.

In Section 4, we study the top-down case. We de�ne the residual language
of a languageL w.r.t a context c as the set of ground termst such that c[t]
is a term in L . We de�ne top-down residual tree automata as automata whose
states correspond to residual languages. Top-down residual tree automata are
non-deterministic tree automata. Interestingly, the class of languages recognized
by top-down residual tree automata is strictly included in t he class of regular
tree languages and strictly contains the class of languagesrecognized by deter-
ministic top-down tree automata. We also prove that every tree language in this
family is recognized by a unique canonical top-down residual tree automaton;
this automaton is minimal according to the number of states.

The de�nition of residual �nite state automata comes with ne w decision
problems. All of them rely on properties of residual languages. It is proved that
all residual languages of a given tree languageL can be built in both top-down
and bottom-up cases. From these constructions we obtain positive answers to
decision problems like 'decide whether an automaton is a (canonical) RFTA'.
The exact complexity bounds are not given but we conjecture that are identical
than in the string case.
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The present work is connected with the paper by Nivat and Podelski [NP97].
They consider a monoid framework, whose elements are calledpointed trees
(contexts in our terminology, special trees in [Tho84]), tode�ne tree automata.
They de�ne a Nerode congruence in the bottom-up case and in the top-down
case. Their work leads to the generalization of the notion ofdeterministic to
l-r-deterministic (context-deterministic in our termino logy) for top-down tree
automata. They have a minimization procedure for this classof automata. It
should be noted that the class of languages recognized by context-deterministic
tree automata (also called homogeneous tree languages) is strictly included in
the class of languages recognized by residual top-down treeautomata.

2 Preliminaries

We assume that the reader is familiar with basic knowledge about tree automata.
We follow the notations de�ned in TATA [CDG + 97].

A ranked alphabet is a couple (F ; Arity ) where F is a �nite set and Arity is
a mapping from F into N. The set of symbols of arity p is denoted by Fp. The
set of terms over F is denoted by T (F ). Let � be a special constant which is
not in F . The set of contexts (also known as pointed trees in [NP97] and special
trees in [Tho84]), denoted by C(F ), is the set of terms which contains exactly
one occurrence of� . The expressionc[� ] denotes a context, we only writec when
there is no ambiguity. We denote byc[t] the term obtained from c[� ] by replacing
� by a term t.

A bottom-up Finite Tree Automaton (" -FTA) over F is a tuple A = ( Q; F ; Qf ;
� ) where Q is a �nite set of states, Qf � Q is a set of �nal states, and � is
a set of transition rules of the form f (q1; : : : ; qn ) ! q where n � 0, f 2 F n ,
q; q1; : : : ; qn 2 Q. In this paper, the size of an automaton refers to its size in
number of states, so two automaton which have the same numberof states but
di�erent number of rules are considered as having the same size. When n = 0 a
rule is written a ! q, where a is a constant. The move relation is written ! A

and ! �
A is the re
exive and transitive closure of ! A . A term t reaches a state

q if and only if t ! �
A q. A state q acceptsa context c if and only if there exists a

qf 2 Qf such that c[q] ! �
A qf . The automaton A recognizes a termt if and only

if there exists a qf 2 Qf such that t ! �
A qf . The language recognized byA is the

set of all terms recognized byA, and is denoted byL(A).
Two " -FTA are equivalent if they recognize the same tree language. A " -

FTA A = ( Q; F ; Qf ; � ) is trimmed if and only if all its states can be reached
by at least one term and accepts at least one context. A" -FTA is deterministic
(" -DFTA) if and only if there are no two rules with the same left- hand side in
its set of rules. A tree language isregular if and only if it is recognized by a
bottom-up tree automaton. As any " -FTA can be changed into an equivalent
trimmed " -DFTA, any regular tree language can be recognized by a trimmed
" -DFTA.

Let L be a tree language over a ranked alphabetF and t a term. The bottom-
up residual language ofL relative to a term t, denoted by t � 1L , is the set of all
contexts in C(F ) such that c[t] 2 L : t � 1L = f c 2 C(F ) j c[t] 2 Lg:

Note that a bottom-up residual language is a set of contexts,and not a tree
language. The Myhill-Nerode congruence for tree languagescan be de�ned by
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two terms t and t0 are equivalent if they de�ne the same residual languages.
From the Myhill-Nerode theorem for tree languages, we get the following result:
a tree language is recognizable if and only if the number of residual languages is
�nite.

A top-down �nite tree automaton (#-FTA) over F is a tuple A = ( Q; F ; I; � )
whereQ is a set of states,I � Q is a set of initial states, and� is a set of rewrite
rules of the form q(f ) ! f (q1; : : : ; qn ) where n � 0, f 2 F n , q; q1; : : : ; qn 2 Q.
Again, if n = 0 the rule is written q(a) ! a. The move relation is written ! A

and ! �
A is the re
exive and transitive closure of ! A . A state q accepts a term

t if and only if q(t) ! �
A t. A recognizes a termt if and only if at least one of its

initial states accepts it. The language recognized byA is the set of all ground
terms recognized byA and is denoted byL(A). Any regular tree language can
be recognized by a#-FTA. This means that #-FTA and " -FTA have the same
expressive power. A#-FTA is deterministic (#-DFTA) if and only if its set of
rules does not contain two rules with the same left-hand side. Unlike " -DFTA,
#-DFTA are not able to recognize all regular tree languages.

Let L be a tree language over a ranked alphabetF , and c a context of C(F ).
The top-down residual language ofL relative to c, denoted by c� 1L , is the set
of ground terms t such that c[t] 2 L : c� 1L = f t 2 T (F ) j c[t] 2 Lg:

The de�nition of top-down residual languages comes with an equivalence
relation on contexts. It is worth noting that it does not de�n e a congruence over
terms. Nonetheless, based on [NP97], it can be shown that a tree languageL is
regular if and only if the number of top-down residual languages associated with
L is �nite. In the proof, it is used that the number top-down res idual languages
is lower than the number of bottom-up residual languages.

The full proofs of theorems and propositions are given in [CGL+ 03].

3 Bottom-up residual �nite tree automata

In this section, we introduce a new class of bottom-up �nite tree automata,
called bottom-up residual �nite tree automata ( " -RFTA). This class of automata
shares some interesting properties with both bottom-up deterministic and non-
deterministic �nite tree automata which both recognize the class of regular tree
languages.

On the one hand, as" -DFTA, " -RFTA admits a unique canonical form, based
on a correspondence between states and residual languages,whereas" -FTA does
not. On the other hand, " -RFTA are non-deterministic and can be much smaller
in their canonical form than their deterministic counter-p arts.

3.1 De�nition and expressive power of bottom-up residual �n ite
tree automata

First, let us precise the nature of this correspondence, then let us give the formal
de�nition of " -residual tree automata and describe their properties.

In order to establish the nature of this correspondence between states and
residual languages, let us introduce the notion of state languages. Thestate
languageCq of a state q is the set of contexts accepted by the stateq:
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Cq = f c 2 C(F ) j 9qf 2 Qf ; c[q] ! �
A qf g:

As shown by the following example, state languages are generally not residual
languages:

Example 1. Consider the tree languageL = f f (a1; b1); f (a1; b2); f (a2; b2)g over
F = f f (; ); a1; b1; a2; b2g. This language L is recognized by the tree automa-
ton A = ( f q1; q2; q3; q4; q5g; F ; f q5g; � ) where � = f a1 ! q1; b1 ! q2; b2 !
q3; a2 ! q4; a1 ! q4; f (q1; q2) ! q5; f (q4; q3) ! q5g. Residual languages ofL
are a� 1

1 L = f f (� ; b1); f (� ; b2)g, b� 1
1 L = f f (a1; � )g, b� 1

2 L = f f (a1; � ); f (a2; � )g,
a� 1

2 L = f f (� ; b2)g, f (a1; b1) � 1L = f�g . The state language ofq1 is f f (� ; b1)g,
which is not a residual language. The treea1 reachesq1, so each context ac-
cepted by q1 is an element of the residual languagea� 1

1 L , which means that
Cq1 � a� 1

1 L . But the reverse inclusion is not true becausef (� ; b2) is not an ele-
ment of Cq1 . The reader should note that this situation is possible becauseA is
non-deterministic.

In fact, it can be proved (the proof is omitted) that residual languages are
unions of state languages. For anyL recognized by a tree automatonA, we have

8t 2 T(F ); t � 1L =
[

q2 Q; t ! �
A q

Cq: (1)

As a consequence, ifA is deterministic and trimmed, each residual language
is a state language and conversely.

We can de�ne a new class of non-deterministic automata stating that each
state language must correspond to a residual tree language.We have seen that
residual tree languages are related to the Myhill-Nerode congruence and we will
show that minimization of tree automata can be extended in the de�nition of a
canonical form for this class of non-deterministic tree automata.

De�nition 1. A bottom-up residual tree automaton (" -RFTA) is a " -FTA A =
(Q; F ; Qf ; � ) such that 8q 2 Q, 9t 2 T(F ), Cq = t � 1L(A):

According to the above de�nition and previous remarks, it can be shown that
every trimmed " -DFTA is a " -RFTA. As a consequence," -RFTA have the same
expressive power than �nite tree automata:

Theorem 1. The class of tree languages recognized by" -RFTA is the class of
regular tree languages.

As an advantage of" -RFTA, the number of states of an " -RFTA can be much
smaller than the number of states of any equivalent" -DFTA:

Proposition 1. There exists a sequence(L n ) of regular tree languages such
that for each L n , the size of the smallest" -DFTA which recognizes L n is an
exponential function of n, and the size of the smallest" -RFTA which recognizes
L n is a linear function of n.
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Sketch of proof We give an example of regular tree languages for which the size
of the " -DFTA grows exponentially with respect to the size of the equivalent
canonical " -RFTA. A path is a sequence of symbols from the root to a leaf of
a tree. The length of a path is the number of symbols on the path, except the
root. Let F = f f (; ); ag and let us consider the tree languageL n which contains
exactly the trees with at least one path of length n. Let An = ( Q; F ; Qf ; � ) be
a " -FTA de�ned by: Q = f q� ; q0; : : : ; qn g; Qf = f q0g and

� = f a ! q� ; a ! qn ; f (q� ; q� ) ! q� g[
n[

k2 [1;:::;n ];q2 Qnf q0 g

�
f (qk ; q) ! qk � 1; f (q; qk ) ! qk � 1; f (qk ; q) ! q� ; f (q; qk ) ! q�

	

Let C� be the set of contexts which contain at least one path of length n.
Let Ci be the set of contexts whose path from the root to� is of length i . Let t �

be a term such that all its paths are of length greater thann. Note that the set
of contexts c such that c[t � ] belongs toL n is exactly the set of contextsC� . Let
t0 : : : tn be terms such that for all i � n, t i contains exactly one path of length
smaller than n, and the length of this path is n � i . Therefore, t � 1

i L n is the set
of contexts C� [ Ci .

One can verify that Cq� is exactly t � 1
� L n = C� , and for all i � n, Cqi is exactly

t � 1
i L n = C� [ Ci . The reader should note that rules of the formf (qk ; q) ! q�

and f (q; qk ) ! q� are not useful to recognizeL n but they are required to obtain
a " -RFTA (because Ci is not a residual language ofL n ). So An is a " -RFTA
and recognizesL n . The size ofAn is n + 2.

The construction of the smallest " -DFTA which recognizes L (An ) is left to
the reader. But, it can easily be shown that the number of states is in O(2n )
because states must store lengths of all paths smaller thann. ut

Unfortunately, the size of a " -RFTA can be exponentially larger than the
size of an equivalent" -FTA.

3.2 The canonical form of bottom-up residual tree automata

As " -DFTA, " -RFTA have the interesting property to admit a canonical for m. In
the case of" -DFTA, there is a one-to-one correspondence between residual lan-
guages and state languages. This is a consequence of the Myhill-Nerode theorem
for trees.

A similar result holds for " -RFTA. In a canonical " -RFTA, the set of states
is in one-to-one correspondence with a subset of residual languages called prime
residual languages.

De�nition 2. Let L be a tree language. A bottom-up residual language ofL is
composite if and only if it is the union of the bottom-up residual languages that
it strictly contains:

t � 1L =
[

t 0� 1 L ( t � 1 L

t0� 1L:

A residual language isprime if and only if it is not composite.
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Example 2. Let us consider again the tree languages in the proof of Proposi-
tion 1. Let Qn be the set of states ofAn . All the n + 2 states q� ; q0; : : : ; qn of Qn

have state languages which are prime residual languages. The subset construc-
tion applied on An to build a " -DFTA Dn leads to consider states which are
subsets ofQ. The state language of a statef qk1 : : : qkn g is a composite residual
language. It is the union of t � 1

qk 1
L : : : t � 1

qk n
L .

In canonical " -RFTAs, all state languages are prime residual languages.

Theorem 2. Let L be a regular tree language and let us consider the" -FTA
Acan = ( Q; F ; Qf ; � ) de�ned by:

{ Q is in bijection with the set of all prime bottom-up residual languages ofL .
We denote bytq a ground term such thatq is associated witht � 1

q L in this
bijection

{ Qf is the set of all elementsq of Q such that t � 1
q L contains the void context

� ,
{ � contains all the rulesf (q1; : : : ; qn ) ! q such thatt � 1

q L � (f (tq1 ; : : : ; tqn )) � 1L
and all the rulesa ! q such that a 2 F 0 and t � 1

q L � a� 1L .

Acan is a " -RFTA, it is the smallest " -RFTA in number of states which recognizes
L , and it is unique up to a renaming of its states.

Sketch of proof There are three things to prove in this theorem: the canonical
" -RFTA Acan = ( Q; F ; Qf ; � ) of a regular tree languageL recognizesL , it is a
" -RFTA, and there cannot be any strictly smaller " -RFTA which recognizesL .
The three points are proved in this order.

We �rst have to prove the equality L (Acan ) = L . It follows from the identity
(~ ) 8t; t � 1L =

S
q2 Q; t ! �

A can
q t � 1

q L which can be proved inductively on the
height of t. Using this property, we have:

t 2 L , � 2 t � 1L ,
~

� 2
[

q2 Q; t ! �
A can

q

t � 1
q L , 9 qf 2 Qf ; t ! �

A can
qf , t 2 L (Acan )

The equality between L and L(Acan ) helps us to prove the characterization
of " -RFTA: t � 1

q L = CA can
q where CA can

q is the state language ofq in Acan .
The last point can be proved in such a way. In a" -RFTA, any residual

language is a union of state languages, and any state language is a residual
language. So any prime residual language is a state language, so there is at
least as much states in a" -RFTA as prime residual languages admitted by its
corresponding tree language.

ut
The canonical automaton is uniquely de�ned by the tree language under

consideration, but there may be other automata which have the same number
of states. The canonical" -RFTA is unique because it has the maximum number
of rules. Even though all its states are associated to prime residual languages,
the automaton considered in the proof of Proposition 1 is notthe canonical one
because some rules are missing:

S n
k=1 f f (qk ; q0) ! qk � 1; f (q0; qk ) ! qk � 1g andS

q2 Q f f (q; q0) ! q� ; f (q; q0) ! q� g.
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4 Top-Down residual �nite tree automata

The de�nition of top-down residual �nite tree automata ( #-RFTA) is tightly
correlated with the de�nition of " -RFTA. Similarly to " -RFTA, #-RFTA are de-
�ned as non-deterministic tree automata where each state language is a residual
language. Any #-RFTA can be transformed in a canonical equivalent#-RFTA
| minimal in the number of states and unique up to state renami ng.

The main di�erence between the bottom-up and the top-down case is in the
problem of the expressive power of tree automata. The three classes of bottom-up
tree automata, " -DFTA, " -RFTA or " -FTA, have the same expressive power. In
the top-down case, deterministic, residual and non-deterministic tree automata
have di�erent expressive power. This makes the canonical form of #-RFTA more
interesting. Compared to the minimal form of #-DFTA, it can be smaller when
both exist, and it exists for a wider class of tree languages.

Let us introduce #-RFTA through their similarity with " -RFTA, then study
this speci�c problem of expressiveness.

4.1 Analogy with bottom-up residual tree automata

Let us formally de�ne state languages in the top-down case:

De�nition 3. Let L be a regular tree language over a ranked alphabetF , let A
be a top-down tree automaton which recognizesL , and let q be a state of this
automaton. The state language ofL relative to q, written L q, is the set of terms
which are accepted byq:

L q = f t 2 T (F ) j q(t) ! �
A tg:

It follows from this de�nition some properties similar to th ose already stud-
ied in the previous section. Firstly, state languages are generally not residual
languages. Secondly, residual languages are unions of state languages. Let us
de�ne Qc:

Qc = f q j q 2 Q; 9qi 2 I; q i (c[� ]) ! �
A c[q(� )]g:

We have the following relation between state languages and residual lan-
guages.

Lemma 1. Let L be a tree language and letA = ( Q; F ; I; � ) be a top-down tree
automaton which recognizesL . Then 8c 2 C(F );

S
q2 Q c

L q = c� 1L:

These similarities lead us to this de�nition of top-down residual tree au-
tomata:

De�nition 4. A top-down Residual Finite Tree Automaton (#-RFTA) recogniz-
ing a tree languageL is a #-FTA A = ( Q; F ; I; � ) such that: 8q 2 Q, 9c 2 C(F ),
L q = c� 1L:

Languages de�ned in the proof of Proposition 1 are still interesting here to
de�ne examples of top-down residual tree automata:
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Example 3. Let us consider again the family of tree languagesL n , and the family
of corresponding" -RFTA An . For every n, let A0

n be the #-RFTA de�ned by:
Q = f q� ; q0; : : : ; qn g; Qi = f q0g and � = f q� (a) ! a; qn (a) ! a; q� (f ) !
f (q� ; q� )g [

S n
k=1 f qk � 1(f ) ! f (qk ; q� ); qk � 1(f ) ! f (q� ; qk )g.

For every k � n, the state language ofqk is equal to L n � k . And, L n � k is
the top-down residual language ofck , where ck is a context whose height from
the root to the special constant � is k and ck does not contain any path whose
length is smaller or equal ton. The state language ofq� is T (F ). And, T (F ) is
the top-down residual language ofL n relative to c� , where c� is a context who
contains a path whose length isn. So A0

n is a #-RFTA. Moreover, it is easy to
verify that A0

n recognizesL n .

4.2 The expressive power of top-down tree automata

Top-down deterministic automata and path-closed languages A tree languageL
is path-closedif:

8c 2 C(F ); c[f (t1; t2)] 2 L ^ c[f (t0
1; t0

2)] 2 L ) c[f (t1; t0
2)] 2 L:

The reader should note that the de�nition only considers binary symbols,
the de�nition can easily be extended to n-ary symbols. The class of languages
that #-DFTA can recognize is the class of path-closed languages [Vir81].

Context-deterministic automata and homogeneous languages. Podelski and Ni-
vat in [NP97] have de�ned l-r-deterministic top-down tree automata. In the
present paper, let us call them top-downcontext-deterministic tree automata.

De�nition 5. A top-down context-deterministic tree automaton (#-CFTA) A is
a #-FTA such that for every context c 2 C(F ), Qc is either the empty set or a
singleton set.

An homogeneous languageis a tree languageL satisfying:

8c 2 C(F ); c[f (t1; t2)] 2 L ^ c[f (t1; t0
2)] 2 L ^ c[f (t0

1; t2)] ) c[f (t0
1; t0

2)] 2 L:

Again, the de�nition can easily be extended from the binary case to n-ary
symbols. They have shown that the class of languages recognized by #-CFTA is
the class of homogeneous languages.

The hierarchy A #-DFTA is a #-CFTA. For #-CFTA and #-RFTA, we have the
following result:

Lemma 2. Any trimmed #-CFTA is a #-RFTA.

Proof. Let A = ( Q; F ; I; � ) be a trimmed #-CFTA recognizing a tree language
L . As A is trimmed, all states are reachable, so for everyq, there exists ac such
that q 2 Qc. Then, by de�nition of a #-CFTA, for every q, there exists ac such
that f qg = Qc. Using Lemma 1, we have:

8q 2 Q; 9c 2 C(F ); L q = c� 1L:

stating that A is a #-RFTA. ut
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Therefore, if we denote byL C the class of tree languages recognized by a
class of automataC, we obtain the following hierarchy:

L #� DF T A � L #� CF T A � L #� RF T A � L #� F T A

The hierarchy is strict

{ Let L = f f (a; b); f (b; a)g. L 1 is homogeneous but not path-closed. Therefore
L can be recognized by a#-CFTA, but can not be recognized by a#-DFTA.

{ The tree languagesL n in the proof of Proposition 1 are not recognized by
#-CFTA. We can easily verify that L n is not homogeneous. Indeed, ift is a
term which has a path whose length is equal ton � 1, and t0 a term which
does not have any path whose length is smaller thann, f (t; t ), f (t; t 0), f (t0; t)
belong to L n , but f (t0; t0) does not. And, we have already shown thatL n is
recognized by a#-RFTA.

{ Let L 0 = f f (a; b); f (a; c); f (b; a); f (b; c); f (c; a); f (c; b)g. L 0 is a �nite lan-
guage, therefore it is a regular tree language which can be recognized by a
#-FTA. L 0 cannot be recognized by a#-RFTA. To prove that, let us consider
A0 a #-FTA which recognizesL 0. The top-down residual languages ofL 0 are
f a; bg, f a; cg, f b; cg and L 0. As A0 recognizesL 0, it recognizesf (a; b). This im-
plies the existence of three statesq1, q2, q3 and three rulesq1(f ) ! f (q2; q3),
q2(a) ! a, and q3(b) ! b. If A0 was a #-RFTA, then q2 would accept a
residual language. Asq2 acceptsa, it would accept either f a; bg or f a; cg.
Similarly, q3 would accept either f a; bg or f b; cg. In these conditions, and
thanks to the rule q1(f ) ! f (q2; q3), A0 would recognizef (a; a), f (b; b) or
f (c; c). So A0 cannot be a#-RFTA.

Therefore, we obtain the following result:

Theorem 3. L #� DF T A ( L #� CF T A ( L #� RF T A ( L #� F T A

So top-down residual tree automata are strictly more expressive than context-
deterministic tree automata. But as far as we know, there is no straightforward
characterization of the tree languages recognized by#-RFTA.

4.3 The canonical form of top-down residual tree automata

The problem of the canonical form of top-down tree automata is similar to the
bottom-up case. Whereas there is no way to reduce a non-deterministic top-down
tree automaton to a unique canonical form, a top-down residual tree automaton
can take such a form. Its de�nition is similar to the de�nitio n of the canonical
bottom-up tree automaton.

In the same way that we have de�ned composite bottom-up residual language,
a top-down residual language ofL is composite if and only if it is the union of
the top-down residual languages that it strictly contains and a residual language
is prime if and only if it is not composite.

Theorem 4. Let L be a tree language in the classL #� RF T A . Let us consider
the #-RFTA Acan = ( Q; F ; I; � ) de�ned by:
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{ Q is a set of state in bijection with the prime residual languages of L . For
each of these residual languages, there exists acq such that q is associated
with c� 1

q L in this bijection.
{ I is the set of prime residuals which are subsets ofL .
{ � contains all the rulesq(a) ! a such thata is a constant andcq[a] 2 L , and

all the rules q(f ) ! f (q1; : : : ; qn ) such that for all t1 : : : tn where t i 2 c� 1
qi

L ,
cq[f (t1; : : : ; tn )] 2 L .

Acan is a #-RFTA, it is the smallest #-RFTA in number of states which recognizes
L , and it is unique up to a renaming of its states.

Sketch of proof
The proof is mainly based on this lemma:t 2 c� 1

q L , t 2 L A can
q

where L A can
q is the state language ofq in the automaton Acan .

This lemma is proved by induction on the height oft. This is not a straightfor-
ward induction. It involves the rules of a #-RFTA automaton A0 which recognizes
L . Its existence is granted by the hypothesis of the theorem. Once this is proved,
it can be easily deduced thatAcan recognizesL and is a RFTA. As there is one
state per prime residual in Acan , it is minimal in number of states.

ut

5 Decidability issues

Some decision problems naturally arise with the de�nition of RFTA. Most of
these problems are solved just noting that one can build all residual languages
of a given regular languageL de�ned by a non-deterministic tree automaton. In
the bottom-up case, the state languages of the minimal" -DFTA which recognizes
L are exactly the bottom-up residual languages ofL , and this automaton can be
built with the subset construction. In the top-down case, the subset construction
does not necessarily gives us an automaton which recognizesexactly L , but there
exists a way to construct the top-down residual languages ofa tree language
L described in [CGL+ 03]. Therefore, knowing whether a tree automaton is a
RFTA, whether a residual language is prime or composite, andwhether a tree
automaton is a canonical RFTA are decidable. These problemshave not been
deeply studied in terms of complexity, but they are at least as hard as the similar
problems with strings, that is they are PSPACE-hard ([DLT02 a]).

6 Conclusion

We have de�ned new classes of non-deterministic tree automata. In the bottom-
up case, we get another characterization of regular tree languages. More inter-
estingly, in the top-down case, we obtain a subclass of the regular tree languages.
For both cases, we have a canonical form and the size of residual tree automata
can be much smaller than equivalent (when exist) deterministic ones.

We are currently extending these results to the case of unranked trees because
our application domain is concerned with html and xml documents. Also, we
are designing learning algorithms for residual �nite tree automata extending
previous algorithms for residual �nite string automata [DL T01,DLT02b].
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Querying Unranked Trees with
Stepwise Tree Automata

Julien Carme Joachim Niehren Marc Tommasi

Mostrare project, INRIA Futurs, Lille, France

Abstract. The problem of selecting nodes in unranked trees is the most
basic querying problem for XML. We propose stepwise tree automata for
querying unranked trees. Stepwise tree automata can express the same
monadic queries as monadic Datalog and monadic second-order logic. We
prove this result by reduction to the ranked case, via a new systematic
correspondence that relates unranked and ranked queries.

1 Introduction

Querying semi-structured documents is a base operation forinformation extrac-
tion from the Web or semi-structured databases. It requiresexpressive query
languages whose queries can be answered e±ciently [8]. The most widely known
querying language these days is the W3C standardXPath (see e.g. [10, 9]).

Semi-structured documents inXMLor HTMLform unranked treeswhose nodes
may have an unbounded list of children. The most basic querying problem is to
select sets of nodes in unranked trees.Monadic queries approach this problem
declaratively. They specify sets of nodes in a tree that can then be computed by
a generic algorithm.

We are interested in query languages that can describe all regular sets of
nodes in trees. This property is satis¯ed by three classes ofqueries, those repre-
sented by tree automata [16, 12, 3, 13, 6],monadic second-order logic(MSO) [16,
8] and monadic Datalog [1, 7] over trees. Automata and Datalog queries can be
answered in linear time. They are satisfactory in e±ciency and expressiveness,
in theory and practice [11].

Unranked trees are problematic in that they may be recursivein depth and
breadth, in contrast to ranked trees. This additional level of recursion needs to
be accounted for by recursive queries. InMSO and monadic Datalog, breadth
recursion can be programmed from thenext sibling relation. Unfortunately, this
relation cannot be expressed in WS! S, so that traditional results on ranked trees
don't carry over for free. Selection automata [6] reduce breadth recursion to
depth recursion, by operating on binary encodings of unranked trees. Encodings
are problematic in that they alter locality and path propert ies; furthermore the
close relationship to unranked Datalog queries gets lost. Hedge automata [16,
12, 3] express horizontal recursion by an extra recursion level in transition rules.
This syntactic extension leads to numerous technical problems [13, 7] that one
might prefer to avoid.
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Fig. 1. Tree extension

In this paper, we proposestepwise tree automatafor querying unranked trees.
Stepwise tree automata are traditional tree automata that can either operate on
unranked or ranked trees. They combine the advantages of selection and hedge
automata. They model horizontal recursion by traversing siblings stepwise from
the left to the right.

The algebraic approach behind stepwise tree automata yields a new system-
atic correspondence between queries for unranked and ranked trees. We elaborate
this correspondence for monadic queries. We show that stepwise tree automata,
monadic Datalog programs, andMSO can express the same monadic queries over
unranked trees. We reduce this result to the case of ranked trees due to our new
systematic correspondence. Speci¯c proofs for unranked queries are not needed
in contrast to [13, 7].

2 The algebras of unranked and ranked trees

An unranked signature § is a set of symbol ranged over by a; b. An ordered
unranked tree or u-tree t over § satis¯es the following abstract syntax:

t ::= a(t1; : : : ; tn ) where n ¸ 0:

Unordered unranked trees were investigated in [14, 15, 18].We identify an un-
ranked tree a() with the symbol a. We write treeu for the set of unranked trees.
The extension operator @u : treeu £ treeu ! treeu for unranked trees is depicted
in Fig. 1. The extended tree t@u t0 is obtained from t by adjoining t0 as next
sibling of the last child of t:

a(t1; : : : ; tn )@u t0 = a(t1; : : : ; tn ; t0)

Note that a(t1; : : : ; tn ) = a@u t1@u : : : @u tn with parenthesis set from left to
right. Tree extension @u is neither associative nor commutative.

Let § @ = § [f @g be theranked signatureof function symbols with constants
in § and a single binary function symbol @. Ranked trees over§ @ are ground
terms over § @, i.e., binary trees that satisfy the grammar:

t ::= a j t1@t2

We omit parenthesis as in the ¸ -calculus; the ranked tree a@b@(c@b@a) for
instance is (a@b)@((c@b)@a). We write treer for the set of ranked trees over§ @.
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Ranked trees can be constructed by the binary operator @r : treer £ treer ! treer

which satis¯es for all ranked treest1; t2:

t1@r t2 = t1@t2

Unranked trees correspond precisely to ranked constructions with respect to the
function ctree : treeu ! treer which satis¯es for all unranked trees t1; t2 and
symbols a 2 § :

ctree (t1@u t2) = ctree (t1)@r ctree (t2) and ctree (a) = a

The idea of this binary construction is known from Currying. An unranked
tree describes an application of a function to a list of arguments. Its binary
construction represents the Curried version of this function, receiving arguments
one by one. We therefore write tree extension as function application @.

The set treeu of unranked trees over§ with the extension operation @u is a
§ @ algebra, as well as the settreer of ranked trees over§ @ with the operation
@r .

Proposition 1. The construction function ctree : treeu ! treer is an isomor-
phism between§ @-algebras.

Ranked and unranked trees thus have the same algebraic properties and the
same ¯nite automata [17, 5, 14].

Ranked constructions are binary representations of unranked trees. Previous
approaches towards querying unranked trees rely on a di®erent binary represen-
tation [8, 6], which encodes ¯rst-child and next-sibling relations. An example is
given in Fig. 2-b. The new binary construction, however, permits to carry over
traditional results from ranked to unranked trees more systematically.

3 Stepwise Tree Automata

Stepwise tree automataA over signature § are traditional tree automata ([4])
over the signature § @. They consist of a ¯nite set states(A) of states, a set
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eval®A (a) = f q j a ! q 2 rules(A)g
eval®A (t1@® t2) = f q j q1 2 eval®A (t1); q2 2 eval®A (t2); q1@q2 ! q 2 rules(A)g

Fig. 3. Ranked and unranked evaluation.

¯nal (A) µ states(A) of ¯nal states, and a ¯nite set of rules(A) of transition rules
of two forms, wherea 2 § and q; q1; q2 2 states(A):

a ! q or q1@q2 ! q

Stepwise tree automata can evaluate unranked and ranked trees, i.e. ®-trees
where ® 2 f u; r g. The ®-evaluator of A is the function eval®A : tree® ! 2states(A )

de¯ned in Fig. 3. Both evaluators only di®er in the interpretation of the symbol
@.

Lemma 1. evaluA (t) = evalrA (ctree (t)) for all unranked trees t.

Stepwise tree automataA recognize all®-trees t that can be evaluated into
a ¯nal state, i.e., eval®A (t) \ ¯nal (A) 6= ; . The ®-languageL ®(A) consists of all
®-trees recognized byA.

Proposition 2. A stepwise tree automaton accepts an unranked tree if and only
if it accepts its ranked construction, i.e., for all A:

L u (A) = c¡ 1
tree (L r (A))

Proof. By Lemma 1 all unranked treet satisfy: t 2 L u (A) i® ¯nalA \ evaluA (t) 6= ;
i® ¯nalA \ evalrA (ctree (t)) 6= ; i® ctree (t) 2 L r (A).

As a consequence, stepwise tree automata inherit numerous properties from
traditional tree automata, even if interpreted over unranked trees. Recognizable
unranked tree languages are closed under intersection, union, and complemen-
tation. Emptiness can be checked in linear time, and membership t 2 L u (A) in
linear time O(jt j ¤ jAj).

Example. We de¯ne a stepwise tree automatonA with signature § = f a; bg
that recognizes all unranked trees with at least onea-labeled leaf.

a 1

0

b 2
1

0

2
0

Automaton A is illustrated to the right. It has
three states 0, 1, 2 two of which are ¯nal: 1, 2. A suc-
cessful run ofA on an unranked tree assigns state 1 in
a non deterministic way to a unique a-leaf and labels
by 2 all edges visited afterwards. All other nodes and
edges are labeled by 0.

a. An a-node can be the selecteda-leaf: a ! 1.
b. Any node can be assigned to state 0:a ! 0, b ! 0, 0@0! 0.
c. The edge pointing to the selecteda-leaf may go into state 2: 0@1! 2.
d. All edges visited later on may go into state 2, too: 2@0! 2, 0@2! 2.

In Fig. 4, we show the unique successful run ofA on the unranked tree
a(b; a(a; b)) and on its construction a@b@(a@a@b). Both runs bisimulate each
other. They evaluate the respective tree into the ¯nal state 2.
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Fig. 5. Correspondence between edges and application nodes

4 Monadic Queries

Queries on unranked trees should correspond precisely to their counterparts
on ranked constructions. This requires a precise correspondence between the
domains of unranked trees and their ranked constructions. The domain of a
ranked tree t is the set of its nodes:

domr (t1@r t2) = domr (t1) ] domr (t2) ] f rootg
domr (a) = f rootg

Disjoint union A ] B can be implemented by f 1g£ A [ f 2g£ B . The ranked
domain of a@(a@a) is then implemented by:

f root; (1; root); (2; root); (2; (1; root)) ; (2; (2; root))g

As usual in mathematics, we will abstract from this implementation and talk
about disjoint unions as if they were simple unions.

The nodes of unranked trees correspond to leaves in ranked constructions.
But what do application nodes in construction trees correspond to? The example
in Fig. 5 illustrates that they correspond precisely to edges of unranked trees.
Every edge was added by some application step, and vice versa, every application
step adds some edge. We therefore de¯ne the domain of an unranked tree as the
union of its nodes and edges.

domu (t1@u t2) = domu (t1) ] domu (t2) ] f last edgeg
domu (a) = f rootg

The last edgeof t1@u t2 links the root of t1 to the root of t2. Note that all nodes
of t1@u t2 either belong to t1 or t2; the root of t1@u t2 is that of t1.
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cdom (a)( root) = root; cdom (t1@u t2)(¼) =

8
<

:

root if ¼= last edge
cdom (t1)(¼) if ¼2 domu (t1)
cdom (t2)(¼) if ¼2 domu (t2)

Fig. 6. De¯nition of the correspondence on domains cdom .

The correspondencecdom (t) for an unranked tree t is a function between the
domains of t and its ranked construction de¯ned in Fig. 6 by recursion over the
construction of t:

cdom (t) : domu (t) ! domr (ctree (t))

De¯nition 1. A monadic query is a function q that maps trees to subsets of
their domain. This de¯nition applies to ranked and unranked trees, i.e., for both
® 2 f u; r g. A monadic ®-query q satis¯es for all t 2 tree®:

q(t) µ dom®(t)

We restrict ourselves to monadic queries; more general n-ary queries map to n-
tuples of elements of the domain [2]. Monadic queries over unranked and ranked
trees correspond. An unranked monadic queryq corresponds to the ranked
monadic queriescquery (q) which satis¯es for all t 2 treer :

cquery (q)( t) = cdom (t)(q(c¡ 1
tree (t)))

All previous query notions for unranked trees [8, 6] only talk about nodes. Our
extension with edges, however, is necessary to keep the symmetry to ranked
queries, the reason for the simplicity of our approach.

5 Automata Queries

In the remainder of the paper, we will discuss regular monadic queries. These can
be de¯ned by tree automata, monadic second-order logic, andmonadic Datalog.
Here, we start with tree automata.

We next consider monadic queries as tree languages over the alphabet § £
Bool. Such languages were already studied in [17]. Given a rankedtree t over
the signature § £ Bool and i 2 f 1; 2g, let proji (t) be the ranked tree obtained
by projecting all labels in t to their i 'th component. For monadic queriesq and
ranked treest let zip(t; q) be the ranked tree over the extended signature§ £ Bool
with proj1(zip(t; q)) = t and proj2(zip(t; q)) = q.

De¯nition 2. A monadic queryq for ranked trees is regular if the set f zip(t; q) j
t 2 treer g can be recognized by a tree automaton. A monadic queryq for unranked
trees is regular if cquery (q) is.

This traditional de¯nition of regular monadic queries is simple for ranked
trees but has drawbacks otherwise. First, it is not obvious how to compute such
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a ! r (root) 2 rules(A)
r 2 runs®

A (a)

r j dom® ( t 1 ) 2 runs®
A (t1) r j dom® ( t 1 ) 2 runs®

A (t2)

r (head® (t1))@r (head®(t2)) ! r (head(t1@® t2)) 2 rules(A)
r 2 runs®

A (t1@® t2)

Fig. 7. Runs runs®
A (t) of stepwise tree automata A on ®-trees t.

queries e±ciently, second, it is not obvious how to express them in monadic
Datalog, and third, the de¯nition of regular unranked queri es depends on the
correspondence to ranked queries.

Run-based queries [15, 6] with stepwise tree automata resolve these problems.
We de¯ne them parametically for ranked and unranked trees. Runs of stepwise
tree automaton on ®-trees t associate states to all elements of the domain of
t. Sequences of children in unranked trees are visitedstepwisefrom the left to
the right, while annotating edges to the children by states. See Fig. 4 for an
example. More formally, let the head of a ranked tree be its root; the head of
a non-constant unranked tree islast edge, and the head of a constant unranked
tree the root:

headr (t) = root; headu (t1@u t2) = last edge; headu (a) = root:

A run of a tree automaton A on an ®-tree t is a function labeling elements of
the domain of t by states of A:

r : dom®(t) ! states(A)

such that all transitions are licensed by rules ofA. If t = t1@u t2 then the
restrictions of r to the domains of t1 and t2 must be runs and the annotation of
the head of t must be justi¯ed. Furthermore, annotations of constants must be
licensed. These conditions are captured by the inference rules in Fig. 7.

Lemma 2. Let A be a stepwise tree automaton andt an ®-tree, then:

eval®A (t) = f r (head®(t)) j r 2 runs®
A (t)g

Proof. By induction on the construction of unranked trees. If t = a then eval®(a) =
f q j a ! q 2 rules(A)g = f r (root) j r 2 runs®

A (a)g. For t = t1@®t2 we
have eval®(t) = f q j qi 2 eval®A (t i ); q1@q2 ! q 2 rules(A)g which is equal
to f q j r i 2 runs®

A (t i ); r 1(head®(t1))@r 2(head®(t1)) ! q 2 rules(A)g by induction
hypothesis. The de¯nition of runs in Fig. 7 yields f r (head®

i (t)) j r 2 runs®
A (t)g.

A run r of an automaton A on an ®-tree t is successful if r (head®(t)) 2
¯nal (A). Let succruns®

A (t) be the set of successful runs ofA on t 2 tree®.

De¯nition 3. A pair of a tree automaton A and a setQ µ states(A) de¯nes a
monadic query which selects all elements from the domain of atree t that are
labeled by a state inQ in some successful run ofA on t:

query®A;Q (t) = f ¼2 dom®(t) j r 2 succruns®
A (t); r (¼) 2 Qg
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Selection automata [6] similarly express queries for unranked trees, but rely
on universal quanti¯cation over successful runs, and use a binary encoding of
unranked trees in contrast to the de¯nition above.

Example. Reconsider the automaton A from Section 3: queryuA; f 1g de¯nes
the set of all a-leaves in unranked trees. Note that no automaton query with
a bottom-up deterministic automaton can compute the same query, since it
couldn't distinguish di®erent a-nodes.

Proposition 3. A monadic query on ranked trees is regular if and only if it is
equal to somequeryrA;Q .

The proof relies on two standard automata transformations. The idea of
the transformation from regular to run based queriesqueryrA;Q is memorize the
Boolean values inzip(t; q) in automata states. In order to generalize Proposition 3
to unranked trees, we establish the correspondence betweenunranked and ranked
run-based queries.

Theorem 1. Queries with stepwise tree automata on ranked and unranked trees
correspond:

queryrA;Q = cquery (queryuA;Q )

Proof. We ¯rst note that runs of stepwise automata on unranked trees and
ranked constructions correspond. For allt 2 treer , we can prove:

runsu
A (c¡ 1

tree (t)) = f r ±cdom (t) j r 2 runsr
A (t)g

The theorem follows from straightforward calculations. For all t 2 treer :

cquery (queryuA;Q )( t) = cdom (t)(queryuA;Q (c¡ 1
tree (t)))

= f ¼j r 2 runsu
A (c¡ 1

tree (t)) ; r (cdom (t)¡ 1(¼)) 2 Qg
= f ¼j r 0 2 runsr

A (t): r 0(cdom (t)(cdom (t)¡ 1(¼))) 2 Qg
= queryrA;Q (t) ut

6 Monadic Second Order Logic

We next represent regular monadic queries in ranked and unranked trees in
monadic second-order logic (MSO).

The domain of the logical structure induced by an®-tree t is dom®(t). The
signatureRr for structures of ranked trees contains the follwing relation symbols:

Rr = f child1; child2; root; leafg [ f labela j a 2 § @g

The binary relations child1 and child2 relate nodes to their ¯rst resp. second
child. Unary relations labela hold for all nodes labeled bya 2 § . Furthermore,
we permit the unary relations root and leaf.

Logical structures for unranked trees have the following signature:

Ru = f ¯rst edge; next edge; target; root; leafg [ f labela j a 2 § @g

97



The binary relation ¯rst edgeholds between a node and the edge to its ¯rst child.
The next edgerelation links an edge with target ¼ to the edge whose target is
the next sibling of ¼. The target relation holds between an edge and its target
node.

Let x; y; z range over an in¯nite set Vars of node variables andp; q over an
in¯nite set Preds of monadic predicates. The logicsMSO® have the following
formulas:

Á ::= Bn (x1; : : : ; xn ) j p(x) j Á ^ Á0 j : Á j 9xÁ j 9pÁ

where Bn 2 R® is a predicate with ¯xed tree interpretation of arity n. Note
that the relations root and leaf could be expressed by the remaining relations in
MSO®. We add them anyway, as they will be needed in monadic Dataloglater
on.

Let Á be an MSO®-formula, t an ®-tree, and ¾ an assignment of variables
into the domain of t and of predicates into the powerset of this domain. We write
t; ¾ j= MSO® Á if Á becomes true int under ¾. Every formula Á(x) with a single
variable x de¯nes monadic query:

query®Á(x ) (t) = f ¾(x) j t; ¾ j= MSO® Ág

Theorem 2. [Thatcher & Wright [17]] Monadic queries expressed in monadic
second order logic over ranked treesMSOr are regular.

Theorem 3. Ranked and unranked monadic queries expressed in monadic second-
order logic correspond, and are thus regular; corresponding queries can be com-
puted in linear time:

f queryrÁ(x ) j Á 2 MSOr g = f cquery (queryuÁ0(x ) ) j Á0 2 MSOu g

Fig. 8 presents forth and back translations betweenMSOu and MSOr . We
have to show for everyÁ 2 MSOu that cquery (queryuÁ(x ) ) = queryrJÁ(x )Kr

, and the
analoguous property for the back translation. We proceed bystructural induction
over formulas. The base cases contains the di±culty, the induction step being
straightforward.

We sketch the proof for formula ¯rst edge(x; y) to illustrate the principles.
Consider an u-tree t and a variable assignment¾ under which ¯rst edge(x; y)
becomes true. There exists au-tree t0 = t1@t2 involved in the construction of
t such that ¾(x) is the root of t1 and ¾(y) is the edge fromt1 to t2. Since this
is the ¯rst edge, t1 is a constant. Therefore, in the corresponding ranked tree,
the node cdom (¾(x)) is a leaf and we havechild1(cdom (¾(y); cdom (¾(x))). The
converse is proved in a similar way.

The case oftarget(x; y) is more tedious as it relies on the recursivelar(x; y)
formula, stating that x is a leaf, whose last ancestor to the right isy. This means
that y denotes the up most node withchild¤

1(y; x). A model of target(x; y) and
its translation JÁ(x)Kr in Fig.10.
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Auxiliary predicates:

ar0(x; p) = def p(x) ^ 8 y8z(( child1(y; z) ^ p(z)) ! p(y))
ar(x; p) = def ar0(x; p) ^ 8 p0(ar0(x; p0) ! subset(p; p0))
lar(x; y ) = def leaf(x) ^ 9 p:p(y) ^ ar(x; p) ^ (root(y) _ 9 y0 child2(y0; y))

Logical connectives Node relations

J9x ÃKr = def 9x JÃKr

J9p ÃKr = def 9p JÃKr

JÃ ^ Ã0Kr = def JÃKr ^ JÃ0Kr

J: ÃKr = def : JÃKr

Jp(x)Kr = def p(x)

J̄ rst edge(x; y )Kr = def child1(y; x) ^ leaf(x)
Jnext edge(x; y )Kr = def 9z (child1(y; x) ^ child1(x; z))

Jtarget(x; y )Kr = def 9z (child2(x; z) ^ lar(y; z))
Jlabela (x)Kr = def labela (x) (a 2 § )

Jlast edge(x; y )Kr = def 9z (lar(x; y ) ^ child1(y; z))
Jroot(x)Kr = def 9y (lar(x; y ) ^ root(y))
Jleaf(x)Kr = def 9y child2(y; x) ^ leaf(x)

Fig. 8. Unranked into ranked MSO

J9x ÃKu = def 9x JÃKu

J9p ÃKu = def 9p JÃKu

JÃ ^ Ã0Ku = def JÃKu ^ JÃ0Ku

J: ÃKu = def : JÃKu

Jp(x)Ku = def p(x)

Jchild1(x; y )Ku = def ¯rst edge(y; x) _ next edge(y; x)
Jchild2(x; y )Ku = def (target(x; y ) ^ leaf(y))

_9 z (target(x; z) ^ last edge(z; y))
Jlabela (x)Ku = def labela (x) (a 2 § )

Jroot(x)Ku = def (leaf(x) ^ root(x))
_9 z (root(z) ^ last edge(x; z))

Jleaf(x)Ku = def root(x) _ 9 z target(z; x)

Fig. 9. Ranked into unranked MSO

7 Monadic Datalog

We next express regular monadic queries in Monadic Datalog,a logic program-
ming language, and discuss the expressive power compared toautomata and
MSO queries, for ranked and unranked trees.

We consider monadic Datalog in trees without negation. The languagesDatalog®

have the same signatures asMSO®. The programs ofDatalog® are logic program
without function symbols, prede¯ned n-ary predicates in R®, and free monadic
predicatesp; q 2 Preds. More precisely, a programP 2 Datalog® is a ¯nite set of
rules of the form:

p(x) :¡ Body

where Body is a sequence of goals with n-ary predicatesBn 2 R®:

Body ::= Bn (x1; : : : ; xn ) j p(x) j Body; Body0

Every program of Datalog® can be seen as a formula ofMSO®; sets of clauses
are conjunctions, clausesp(x) :¡ Body are universally quanti¯ed implications
8Vars: p(x) Ã Body, and bodiesBody conjunctions of goals.
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Fig. 10. A solution of target(x; y ) on the left; a solution of its ranked translation
Jtarget(x; y )Kr = 9z (child2(x; z) ^ lar(z; y)) on the right.

We interpret programs in Datalog® in the least ¯xed point semantics over
the structures of MSO®. For every program P 2 Datalog®, predicate p 2 Preds,
and t 2 tree® let T !

P;t (p) be the least solution ofP over the tree structure of the
®-tree t for predicate p. This yields a notion of monadic queries:

query®P (p) (t) = T !
P;t (p)

Least ¯xed points can be expressed inMSO. As a consequence, every query
in Datalog® can be expressed in linear time inMSO®. This shows that ranked
queries in Datalogr are regular (Theorem 2).

Ranked monadic run-based automata queries can always be expressed in
ranked monadic Datalog; the reduction is in linear time. The resulting Datalog
program models the two phases of the linear time algorithm for answering au-
tomata queries: the ¯rst bottom up phase computes all statesof all nodes seen
in all runs of the automaton, and a top down phase selects all nodes labeled by
selection states in successful runs.

Theorem 4. Ranked and unranked monadic queries expressed in monadic Dat-
alog correspond, and are thus regular:

f queryrP (p) j P 2 Datalogr g = f cquery (queryuP 0(p) ) j P0 2 Datalogu g

Corresponding unranked queries can be computed from rankedqueries in linear
time; the converse is not true.

It su±ces to encode ranked Datalog queries into corresponding unranked
queries in linear time. The translation basically re¯nes the encoding fromMSOr

into MSOu : roughly, a rule p(x) :¡ Body is translated into p(x) :¡ JBodyKu .
Conjunctions in JBodyKu can be replaced by commas, existential quanti¯cations
can be ommited, i.e., replaced by implicit universal quantī cation in rules. Dis-
junctions as in the de¯nitions of Jchild1(x; y)Ku , Jchild2(x; y)Ku , and Jroot(x)Ku

can expressed by multiple rules. Such a rewriting, however,spoils linear time.
We can circumvent this problem following Gottlob and Koch [7]: we normalise
programs of Datalogr into tree marking normal form (TMNF) in linear time
before translation. TMNF programs have of forms:

p(x) :¡ B1(x): p(x) :¡ q(y); B2(y; x):
p(x) :¡ p0(x); p1(x): p(x) :¡ q(y); B2(x; y):
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Unranked Ranked

Automata queryu
A;Q queryr

A;Q

Datalog queryu
P ( p) queryr

P 0( p)

MSO queryu
Á( x ) queryr

Á0( x )

Fig. 11. Summary of reductions. Solid lines are in linear time, double lines are non
elementary. Black lines are proved, red lines induced.

t = a(t1 ; : : : ; t n ) 81 · i · n : r j nodes( t i ) 2 runH (t i )
a(L ) ! r (root(t)) 2 rules(H ) r (root(t1)) : : : r (root(tn )) 2 L

r 2 runH (t)

Fig. 12. Runs of Hedge Automata

where Bn is a n-ary predicate ofRr . On ranked TMNF programs the reduction
J Ku can clearly be done in linear time.

The inverse translation can be composed from our translations so far, which
are summarized in Fig. 11. We ¯rst reduce unranked Datalog queries to MSOu ,
then to MSOr , move to ranked automata queries and then to ranked Datalog
queries. The overall reduction has nonelementary complexity.

Note that we cannot specialize the translation J Kr from MSOu to MSOr

into a translation from Datalogu to Datalogr . The problem is that we cannot
express the auxilary binary predicate lar(x; y). Its de¯nition is recursive, but
only monadic recursive predicates can be de¯ned in monadic Datalog.

Corollary 1. Stepwise tree automata, monadic Datalog, andMSO capture the
class of regular monadic queries over unranked trees.

This is a corollary of our correspondences between ranked and unranked
queries and traditional result on ranked trees. All unranked automata queries
queryuA;Q can be expressed in linear time inDatalogu , by indirection over ranked
automata queries andDatalogr . Unranked queries inMSOu can be expressed by
unranked automata queries by reduction to the ranked case.

8 Hedge Automata

We ¯nally show how to express monadic queries with hedge automata [16, 3] in
linear time with stepwise tree automata. A hedge automatonH over § consists
of a setstates(H ) of states, a set¯nal (H ) of ¯nal states, and set set of transition
rules of the form a(L) ! q where L is a regular set of words over states.

Runs of hedge automataH on unranked treest are functions r : nodes(t) !
states(H ) that satisfy the inference rule in Fig 12. A hedge automatonH and a
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states(step(H )) = states(H ) ]
U

a2 §;q 2 states( H ) states(H a;q )
rules(step(H )) =

S
a2 §;q 2 states( H ) rules(H a;q )

[ f p ²! q j p 2 ¯nal (H a;q ); q 2 states(H ); a 2 § g
[ f a ! p j p 2 init (H a;q ); q 2 states(H )g

¯nal (step(H )) = ¯nal (H )

Fig. 13. Hedge automata into stepwise tree automata

set of statesQ µ states(H ) de¯nes a monadic query for unranked trees:

queryH;Q (t) = f ¼2 nodes(t) j r 2 succrunsH (t); r (¼) 2 Qg

For translating hedge automata into stepwise tree automata, we need to repre-
sent all regular languageL in transition rules explicitly. We use a sequence of
¯nite word automata ( H a;q )a2 §;q 2 states(H ) over the alphabet states(H ) to do so.

Proposition 4. Queries by hedge automata can be translated in linear time to
queries by stepwise tree automata.

Proof. Given an hedge automatonH we de¯ne a stepwise tree automatonstep(H )
by unifying all subautomata H a;q into a single ¯nite automaton. We then add all
states of states(A) to this automaton, and link them to all ¯nal states p of H a;q

through ²-transitions p ²! q. We add rulesa ! q0 for all initial states q0 of some
Ha;q . The ¯nal states of step(H ) are those in ¯nal(H ), not those in ¯nal(H a;q ).
The complete construction is detailed in Fig. 13. It remainsto show that every
run of H can be simulated by a run ofstep(H ). ¤
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Abstract. We present xml Conditional Random Fields ( xcrf s), a frame-
work for building conditional models to label xml data. xcrf s are Con-
ditional Random Fields over unranked trees (where every node has an
unbounded number of children). The maximal cliques of the gr aph are
triangles consisting of a node and two adjacent children. We equip xcrf s
with e�cient dynamic programming algorithms for inference and param-
eter estimation. We experiment xcrf s on tree labeling tasks for struc-
tured information extraction and schema matching. Experim ental results
show that labeling with xcrf s is suitable for these problems.

1 Introduction

We address the task of labelingxml documents with Conditional Random Fields
(crf s). Many di�erent problems in information science, such as information
extraction, data integration, data matching and schema matching, are performed
on xml documents and can be dealt with usingxml labeling.

La�erty et al have introduced crf s in [LMP01]. A crf represents a con-
ditional distribution p(y jx ) with an associated graphical structure. crf s have
been successfully used in many sequence labeling tasks suchas those arising
in part-of-speech tagging [SRM04], shallow parsing [SP03], named entity recog-
nition [ML03] and information extraction [PMWC03,SC04]; f or an overview,
see Sutton and McCallum's survey [SM06]. The idea of de�ningcrf s for tree
structured data has shown up only recently. Basically, the propositions di�er
in the graphical structure associated with the crf s. In [RKK + 02], the output
variables are independent. Other approaches such as [CC04,Sut04] de�ne the
graphical structure on rules of context-free or categorialgrammars. Viola and
Narasimhan in [VN05] consider discriminative context-free grammars, trying to
combine the advantages of nongenerative approaches (such as crf s) and the
readability of generative ones. All these approaches applyto ranked rather than
unranked trees. As far as we know, their graphical models arelimited to edges.

We develop xcrf s, a new instance ofcrf s that properly accounts for the
inherent tree structure of xml documents. In an xml document, every node
has an unlimited number of ordered children, and a possibly unbounded number
of unordered attributes. The graphical structure for xcrf s is de�ned by: for
ordered (parts of the) trees, the maximal cliques of the graph are all triangles
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consisting of a node and two adjacent children; for unordered (parts of the) trees,
the maximal cliques are edges consisting of a node and one child.

We de�ne e�cient dynamic programming algorithms for the inf erence prob-
lem and the parameter estimation problem in xcrf s. Because of the unranked
property of xml trees, algorithms for xcrf s implement two recursions: an hor-
izontal recursion following the child ordering and a vertical recursion following
the sibling ordering.

We have implementedxcrf s in a system for labelingxml trees (treecrf.
gforge.inria.fr ). The system allows to label elements, attributes and text
nodes ofxml trees. In a �rst set of experiments, we show that attribute features
and triangle features signi�cantly improve the performance of xcrf s in xml tree
labeling tasks. To the best of our knowledge, no alternativesystem for labeling
trees exists, because so far onlyad hoc solutions have been used. Nevertheless,
in a second set of experiments, we have appliedxcrf s on xml tree labeling
tasks for schema matching and structured information extraction. For instance,
for schema matching on the real estate domain, we show that the xcrf system
performs really well although it does not use domain constraints or integrity
constraints like the lsd system [DDH01].

2 Conditional Random Fields

We refer to [SM06] for a complete introduction to crf s. A crf is a conditional
distribution with an associated graphical structure. Let X and Y be two random
�elds, let G be an undirected graph overY . Let C be the set of all cliques ofG.
The conditional probability distribution is of the form:

p(y jx ) =
1

Z (x )

Y

c2C

 c(y c; x )

where  c is the potential function of the clique c and Z (x ) is a normalization
factor. Each potential function has the form:

 c(y c; x ) = exp
� X

k

� k f k (y c; x ; c)
�

for some real-valued parameter vector� = f � k g, and for some set of real-valued
feature functions f f k g. This form ensures that the family of distributions param-
eterized by � is an exponential family. The feature function values only depend
on y c, i.e. the assignments of the random variables in the cliquec, and the whole
observablex . The two main problems that arise for crf s are:

Inference: given an observablex , �nd the most likely labeling ŷ for x , i.e.
compute ŷ = arg max y p(y jx ).

Training: given a sample setS of pairs f (x ( i ) ; y ( i ) )g, learn the best real-valued
parameter vector � according to some criteria. In this paper, the criterion
for training is the maximum conditional penalized log-likelihood.

107



table

tr

td td

tr

td td td @class

account

client

name address

product

name price number id

Y�

Y1

Y1:1 Y1:2

Y2

Y2:1 Y2:2 Y2:3 Y2:4

Fig. 1. An ordered unranked tree, its labeling and its graph.

3 CRFs for XML Trees

xml documents are represented by theirdom tree. We only consider element
nodes, attribute nodes and text nodes of thedom representation. Other types
of nodes1 are not concerned by labeling tasks. Attribute nodes are unordered,
while element nodes and text nodes are ordered. We identify anode by a po-
sition which is a sequence of integersn and we denote by xn the symbol in
position n in the tree x . The k ordered children of a node in positionn are iden-
ti�ed by positions n:1 to n:k. The unordered children are identi�ed by positions
n:(k + 1) and higher. As a running example, consider the twoxml trees x (on
the left) and y (on the right) in Figure 1. The set of nodes for both trees is
f �; 1; 1:1; 1:2; 2; 2:1; 2:2; 2:3; 2:4g, � being the root. The symbol in position 2:1 in
x is td ; in its labeling y , the label in position 2:1 is name. f 2:1; 2:2; 2:3; 2:4g is
the set of children of 2, where 2:1, 2:2 and 2:3 are ordered children and 2:4 is an
unordered child of 2.

With every set of nodes, we associate a random �eldX of observable variables
X n and a random �eld Y of output variables Yn where n is a position. The
realizations of X n will be the symbols of the input trees, and the realizations
of Yn will be the labels of their labelings. In the following, we freely identify
realizations of these random �elds with ordered unranked trees.

For their ordered parts, the structure of xml trees is governed by the sibling
and the child orderings. We translate this structural property into xcrf s, by
de�ning triangle feature functions that have the form:

f k
�
yn ; yn:i ; yn: ( i +1) ; x ; n:i

�
: (3.1)

Their arguments are the labels assigned to the noden and to two consecutive
children of it ( n:i and n:(i +1)), the whole observablex , and the identi�er of the
clique in the tree n:i . For unordered parts of xml trees there is no next-sibling
ordering, feature functions are thus only de�ned over nodes(node features) and
pairs of nodes (edge features).

In Figure 1 (bottom), we show the graph for our running example. We denote
by C the set of cliques in the dependency graph. We usef k to index every
1 comments, processing instructions...
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feature function. To shorten the presentation, node, edge and triangle feature
are all written like in (3.1). Each f k is associated with a real-valued parameter
� k , de�ning the vector � = f � k g. It is worth pointing out that the same set of
feature functions with the same parameters is used for everyclique in the graph.
The conditional probability distribution for an xcrf can be written as:

p(y jx ) =
1

Z (x )

Y

n:i 2C

exp
� X

k

� k f k (yn ; yn:i ; yn: ( i +1) ; x ; n:i )
�

where Z (x ) =
X

y

� Y

n:i 2C

exp
� X

k

� k f k (yn ; yn:i ; yn: ( i +1) ; x ; n:i )
� �

Inference xcrf s are a particular case of graphical models. The treewidth of
undirected graphs for xcrf s is 2. For every graph associated with anxcrf ,
a junction tree can be computed in linear time. Then the belief propagation
algorithm can be applied [TAK02,SRM04]. However using the knowledge of the
tree-shaped graphical structures associated withxcrf s, we propose a dynamic
programming algorithm for inference in xcrf s. The algorithm is based on the
dynamic programming algorithm for probabilistic context- free grammars but
introduces another set of variables due to the possibily large number of children.

Training Training an xcrf means learning its parameter vector� . We are given
iid training data S of pairs of the form (observable tree, labeled tree). Parame-
ter estimation is performed by penalized maximum likelihood. The conditional
log-likelihood, de�ned as L � =

P
(x ;y )2 S logp(y jx ; � ), is used. This function is

concave and the global optimum is the vector of parameters with which the �rst
derivative is null. However, �nding analytically this deri vative with respect to
all the model parameters is impossible. The L-BFGS gradientascent [BLNZ95],
which requires the computation of the partial derivatives of L � for each pa-
rameter, is therefore used. To make these computations tractable, we introduce
a dynamic programming algorithm using both forward-backward variables and
inside-outside variables.

Z (x ) can be computed in O(N � M 3) where N is the number of nodes of
x and M is the number of distinct labels in Y. This result can be extended to
the computation of the marginal probabilities in the gradient. This leads to an
overall complexity for training in O(N � M 3 � G) where N is the total number
of nodes of the trees in the input sampleS, M is the number of distinct labels
in Y, and G is the number of gradient steps. For linear chaincrf s only a factor
M 2 occurs.
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4 Experiments with the XCRF System

4.1 The XCRF System

The xcrf model is implemented by a freely available JAVA library2. For training,
the parameters are estimated by maximizing the penalized log-likelihood. This
implementation is a stochastic system which allows to labelelement, attribute
and text nodes of xml trees. It provides the ability to not label some nodes
by assigning them a label which means \not labeled". Labeling a medium-sized
(about 1000 nodes)xml tree with an xcrf built on 100 features is almost
immediate. An xcrf is speci�ed by an xml �le. Feature functions are 0-1 valued
functions de�ned by xpath expressions. There are node features, edge features,
attribute features (edge features for unordered children)and triangle features.

4.2 Feature Generation

Users can easily introduce domain knowledge via the de�nition of feature func-
tions in xcrf s. But to be fair, in all our experiments, feature functions are
automatically generated from the training set, using a syntactic and domain-
independent procedure.Structure features are node features, edge features
and triangle features which are based on node symbols and labels. For instance,
let 1p be 1 if and only if p is true. Consider a tree x = tr (td ; td ) and its
labeling y = 0(1 ; 2). The triangle feature f (yn ; yn:i ; yn: ( i +1) ; x ; n:i ) = 1 f yn =0 g

1f yn:i =1 g 1f yn: ( i +1) =2 g 1f x n = tr g 1f x n:i = td g 1f x n: ( i +1) = td g is generated together with
two edge features and three node features.Attribute features are based on
attribute values. We also preprocess documents: additional information on the
structure (number of children, depth, etc.) or on the textual content of a leaf
(ContainsComma, ContainsColon, IsANumber, etc) are encoded into attributes.
Attribute features are therefore generated from both original and preprocessed
attributes. Consider a node n of x which is labeled with 0 and has an at-
tribute a at position i whose value is 2 labeled with 1. An attribute feature
f (yn ; yn:i ; x ; n:i ) = 1 f yn =0 g 1f yn:i =1 g 1f x n:i =2 g is generated.

4.3 Interest of Triangle Features

We �rst want to experimentally evaluate the signi�cance of t he triangle features,
and to show that learning is successful with small datasets.

To evaluate our system we provide recall, precision and F1-measure over the
number of nodes. Precision and recall are the ratio of the number of correctly
labeled nodes to respectively the total number of labeled nodes and the total
number of nodes which had to be labeled. Using a simple accuracy measure
would take into account the nodes which are not labeled. The results would
therefore be biased.
Triangle features. The \Courses" dataset4 collected by Doan consists of 960
xml documents of about 20 nodes each, containing course information from �ve
2 http://treecrf.gforge.inria.fr/
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Features F1 %docs
Edge 52.19 0

Edge & Attribute 84.91 26.51
Triangle 93.62 62.24

Triangle & Attribute 99.84 98.93

Nb Docs F1 %docs
5 82.15 50.97
10 91.34 69.14
20 96.65 82
50 98.77 93.82

Table 1. Left: Triangle features versus edge features.Right: Varying the size of the
training set

universities. All xml tags are removed and replaced with a unique and therefore
uninformative one. The task consists in relabeling thexml documents with the
original 14 distinct tags. We train xcrf s with node and edge structure features
then with node, edge and triangle features. In both cases, wealso train the xcrf s
with or without attribute features. Results of Table 1 are means of 5 iterations in
which xcrf s are trained on one �fth of the corpus and evaluated on the other 4
�fths. They show the F1-measure on document nodes and the percentage ofxml
documents that were completely correctly labeled. They con�rm the relevance
of triangle features. Indeed, results are far better with triangle features than
when attribute features (containing also structural information) are added to
edge features. Labeling is almost perfect with triangle andattribute features.
Number of examples. We consider the same task using structure features and
attribute features. This time, we want to evaluate the impact of the number of
examples in the learning set. Experimental results in Table1 show that with
only 20 documents for learning (192 in the previous experiment), the system
already achieves more than 96% in F1-measure. When using more documents,
the performances still rise, but very slowly. It is also interesting to note that
when the xcrf has about 300 feature functions, the labeling of these documents
is still immediate.

4.4 Experiments on Applicative Domains

Now, we apply our tree-labeling learning system to two applicative domains.
The �rst one is structured information extraction, the second one is schema
matching, both considered as a labeling task.

�lm

title date directors

director director : : :

actors

actor actor : : :

Structured Information Ex-
traction. For this experiment,
we take 558 xml documents
from the MovieDB corpus used
for the xml Document Mining Challenge5. The average number of nodes in these
documents is 170. The task is to extract data according to thetarget dtd shown
on the right. This purpose can be achieved by labeling the input xml documents
according to this dtd . Note that two nodes with the same input tag might be
labeled with di�erent output tags, depending on the context . For instance, the
tag namecan be labeled either byactor or by director . To evaluate the xcrf

4 http://anhai.cs.uiuc.edu/archive
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Nb docs Recall Precision F1 % docs
5 100 97.91 98.94 71.32
10 100 99.55 99.77 89.84
20 100 99.99 99.99 99.63

Table 2. Results on MovieDB Structured IE.

system on this task, we run 10 experiments, each time randomly choosing 5, 10 or
20 labeled documents on which anxcrf is trained and tested on the remaining
documents. The results, very promising, are provided in Table 2.
Schema Matching. For the problem of schema matching, we evaluatexcrf s
on the \Real Estate I" dataset 4, collected by Doan. This corpus, built from
�ve real estate websites, describes house listing information and contains about
10000 documents of about 35 nodes each. Each of the �ve sources has its own
schema. A unique mediated schema with 16 tags is also known. The task thus
consists in labeling the nodes of the documents in their source schema with their
corresponding tag in the mediated schema. As in [DDH01], forevery experiment,
it is supposed that mappings are known for three sources out of the �ve ones
and that documents labeled according to the mediated schemaare the training
set. We run 20 experiments, each time choosing at random 3 sources with which
an xcrf with structure and attribute features is learnt. We took 5 la beled doc-
uments from each source. All the documents from the remaining 2 sources are
used to evaluate thexcrf . The system achieved an excellent recall of 99%, and
88% of F1-measure. Unfortunately, these results can not be compared to the
ones achieved by thelsd system given in [DDH01]. Indeed, [DDH01] measure
the ratio of correct mappings between a tag in the source schema and its cor-
responding tag in the mediated schema. Since we are using a conditional model
to label tree nodes, the same tag in the source schema can be mapped to di�er-
ent tags in the mediated schema depending on the context. Therefore, we can
not provide this measure. However, it is still worth noting t hat we achieve very
good results without using the domain knowledge, such as domain constraints
or integrity constraints, that was used in the lsd system.

5 Conclusion

We have shown that xcrf s are a very relevant model for labelingxml trees.
Experimental results show the signi�cance of attribute and triangle features.
Also, preliminary experimental results show that xcrf s perform very well on
tasks such as structured information extraction or schema matching. Various
extensions are being considered.

First, when labeling an xml tree, one can be interested in labeling inside the
text nodes, i.e. assigning di�erent labels to di�erent parts of text. To do so , the
use of both the tree structure and the text sequence is needed. Thus, combining

5 http://xmlmining.lip6.fr/Corpus

112 Chapitre D. Conditional Random Fields for XML Trees



linear chain crf s and xcrf s could be a good way of taking advantage of both
the structured and the linear view of xml documents.

Second, in the xcrf system, parameter estimation is done by maximizing
the conditional probability p(y jx ), meaning we try to maximize the number of
completely correctly labeledxml documents. Sometimes, for instance in schema
matching, one might instead prefer to maximize the number ofcorrectly labeled
nodes. To do so, another criterion for learning could be the maximum pseudo-
likelihood, which consists in maximizing the marginal probabilities p(yn jx ).
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Abstract

This paper studies from a machine learning viewpoint
the problem of extracting tuples of a targetn-ary relation
from tree structured data likeXMLor XHTMLdocuments.
Our system can extract, without any post-processing, tu-
ples for all data structures including nested, rotated and
cross tables. The wrapper induction algorithm we pro-
pose is based on two main ideas. It is incremental: par-
tial tuples are extracted by increasing length. It is based
on a representation-enrichment procedure: partial tuples
of lengthi are encoded with the knowledge of extracted tu-
ples of lengthi � 1. The algorithm is then set in a friendly
interactive wrapper induction system for Web documents.
We evaluate our system on several information extraction
tasks over corporate Web sites. It achieves state-of-the-
art results on simple data structures and succeeds on com-
plex data structures where previous approaches fail. Ex-
periments also show that our interactive framework signif-
icantly reduces the number of user interactions needed to
build a wrapper.

1 Introduction

In less than ten years,XMLhas become a standard for
semi-structured data exchange and storage. From its pre-
liminary usage in Internet technologies,XMLin�uence has
grown to become widely used now for corporate data1. XML
usage includes document-like data produced for instance by
word processors and spreadsheets, data for software inter-
operability (UDDI, WSDL). In the meantime, with the gener-
alization of decision support systems, high valued corporate
data such as economic statistics are generated by reporting
tools2 and are published as semi-structured documents. All
such data participates in a new source of information that
end-users want to query in an easy way.

But end-user accessibility ofXML or XHTMLdata, by
means of query tools, is more problematic than in the

1See for instancewww.oasis-open.org
2See for instancejasperreports.sourceforge.net

classical and long-standing experienced case of relational
databases. This situation is due either to the lack of explicit
and coercive data types or due to the extensibility nature of
XMLthat allows great heterogeneity of data.

Therefore, in spite of standardized query languages like
XPATH, a common attitude is to develop speci�c programs
for each query over semi-structured data. Recently, tech-
niques have appeared to assist end-users in designing such
programs. For instance, the Lixto system [2] allows to de-
�ne queries or so-calledwrappersover semi-structured data
in a visual and interactive framework. Unfortunately, spec-
ifying wrappers with such systems can be too dif�cult for
end-users. Alternate or complementary approaches relying
on machine learning techniques have been considered. As
in a query by example system, an end-user annotates data to
extract and the system induces an appropriate wrapper. Ma-
chine learning approaches have been widely developed for
Web information extraction [3, 5, 9, 11, 14, 16, 17]. These
systems are limited so far to simple Web pages containing
lists of results�a la Googleor tables.

But data organizations in tree structured documents may
be intricate. For instance, let us consider as a running
example a (part of a) page of theBEA Web site from
www.bea.gov in Fig. 1. The correspondingHTMLtree is
given in Fig. 2. Let us consider the target relation (Country,
Year, Exports, Balance). The tuples (France, 1986, 10.130,
7.119) and (France, 1987, 11.701, 7.947) are intertwined in
theHTMLtree. Thus extracting tuples in the document or-
der should fail. Also it could be noted that values for the
component Country are factorized over several tuples.

Our objective is a friendly system for extracting tuples
from XMLor XHTMLdocuments whatever the structure used
to store tuples is. We follow the wrapper induction approach
which is licensed because the generation process implies
regularities of semi-structured data. We �rst study, in Sec-
tion 2, different ways to encoden-ary relations inXML, that
is the manner to store tuples inXMLtrees. We de�ne �ve
base cases: lists, tables, rotated tables, nested tables and
cross tables. Related work is described in Section 3. It is
shown that existing systems for extracting tuples from Web
documents only deal with lists and tables. Other systems
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Figure 1. Part of a sample page of BEA web site.

html

body
h2

France

table

tr

th

Year

td

1986

td

1987

tr

th

Exports

td

10.130

td

11.701

tr

th

Balance

td

7.119

td

7.947

h2

Germany

table

tr

th

Year

td

1986

td

1987

tr

th

Exports

td

14.738

td

17.184

tr

th

Balance

td

10.461

td

11.525

Figure 2. Simpli�ed HTMLtree for a page of the BEA Web site (Fig. 1). It corresponds to rotated tables
with pivot values

rely on unary wrappers and a post processing to enable tu-
ple extraction. But let us consider theBEA example and
the target relation (Country, Year, Exports, Balance) and let
us suppose that the sets of values for each component of
the target relation are known, the post processing needs the
knowledge of the tree structure depicted in Fig. 2. Writing
such a post processing procedure is not easy for an end-user.
Moreover, writing by hand such a procedure is in con�ict
with the example-based approach.

Thus a machine learning approach for extracting tuples
should allow to extract tuples for all data organizations. The
number of tuples in a tree is exponential in the length of tu-
ples. Therefore, direct approaches fail and we propose a
system based on two main ideas. It isincremental: par-
tial tuples are extracted by increasing length. It is based
on arepresentation-enrichment procedure: partial tuples of
lengthi are encoded with the knowledge of extracted tuples
of lengthi � 1. In Section 4, we present the extraction al-
gorithm. At each step of the incremental process, a binary
classi�cation procedure is used. The attribute-value repre-
sentation schemas use both theDOMview (tree structure)
and theyield view (textual contents) ofXMLdata. The
induction procedure from completely annotated documents,
in which all tuples to be extracted are annotated, is given

in Section 5. At each stepi of the incremental process, a
classi�er is learned from examples. Positive examples are
encodings of partial tuples which are projections of tuples
to be extracted. Negative examples are encodings of partial
tuples not to be extracted while thei � 1-th partial tuple is
to be extracted. This ensures that the number of examples
is linear in the number of annotated tuples.

The system suffers of one main �aw: completely anno-
tated examples are required. As our objective is to build
a friendly end-user system for wrapper generation with ma-
chine learning techniques, it is mandatory to be able to build
accurate wrappers in a minimal amount of time. In Section
6, we integrate our approach in an interactive framework in
order to reduce the number of user actions. This implies to
modify the algorithms to learn from partially annotated ex-
amples, in which some tuples to be extracted are annotated
as positive examples and some tuples not to be extracted are
annotated as negative.

In Section 7, we present experimental results of our pro-
totype. It has been evaluated on standard RISE [18] data
sets and corporate Web sites in the domains of statistics,
meteorology and economics. These data sets cover the
simplest organizations (lists and tables) and more complex
ones (rotated tables, nested tables and cross tables). First,

2
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we consider the case of completely annotated examples.
Our system achieves excellent results without any post-
processing. On simple datasets it reaches state-of-the-art
results and it succeeds on intricate ones where other sys-
tems fail. Second, we study the behaviour of our algorithm
in an interactive framework. We show that this interactive
approach signi�cantly improves the time needed to build
wrappers when the number of tuples in each document is
large. It also reduces the quantity of information provided
by the user to de�ne accurate wrappers.

2 Tuples in XMLdata

We discuss how tuples can be embedded inXMLdata.
Our case study was done forXHTMLdata from different
Web sites. We present the �ve base cases:

Case 1.Tuples can be stored consecutively in the same
order. For instance consider a list of search results like
Google or eBay. Tuples do not overlap in theXHTMLdoc-
ument. Two cases should be distinguished. In the �rst one,
the tree structure of theXHTMLdocument is poor and the
problem is equivalent to a problem for sequences. In the
second one, the list constructor ofXHTMLis used. In this
case, each tuple is in a different item. The case of nested
lists is quite similar to the case of tables we present now.

Case 2. A second structure is a table with component
names in the �rst row and data in the following rows3. Tu-
ples again do not overlap in theXHTMLdocument. In the
DOMview the least common ancestors of each tuple are dis-
tinct. So it is easy to distinguish between tuples using the
tree structure or theXHTMLtags in the document. Nested
lists lead to similar properties.

Case 3. For relations with more components than data
instances, the previous organization is often rotated. Slot
names are in the �rst column and data are in the follow-
ing columns4. Another example is given by the tables from
www.bea.gov in Fig. 1 for the target relation (Year, Ex-
ports, Balance) for France. It is shown in Fig. 2 that tuples
(1986, 10.130,7.119) and (1987, 11.701, 7.947) are inter-
twined. It should also be noted that different components
of a tuple occur at the same position in theDOMtree. For
instance, 1987, 11.701 and 7.947 are below the thirdtd of
thetr tags of the table.

Case 4. A nested structure is used to avoid repetitions
and to shorten the data presentation. This is common when
issued from reporting tools. Consider for instance the ad-
dress report from JASPERREPORTS5 where the city name
is factorized among several citizens records. Another exam-
ple is given by the tables fromwww.bea.gov in Fig. 1 for

3see the table of market indices onquotes.nasdaq.com/aspx/
marketindices.aspx

4see the table ofhttp://www.bls.gov/eag/eag.IA.htm
5jasperreports.sourceforge.net/samples/DataSourceReport.html

Figure 3. Part of a sample page of BLS web
site.

the target relation (Country, Year, Exports, Balance). The
country name is factorized and it is shown in Fig. 2 that
component values occur at different depths in theDOMtree.

Case 5. Cross-tables are used to present multi-
dimensional relations. This is frequent for statistics andre-
ports. This case shares properties with the two preceding
cases: a subset of the component values are stored as in the
case 3 but the rest is stored according to case 4. An example
from BLS www.bls.gov is given in Fig. 3. TheDOMtree is
given in Fig. 4. Let us consider for instance the target rela-
tion (Year, Quarter, Unit Labor Costs). Examples of tuples
are (1992, Qtr1, 0.3) and (1993, Qtr3, 1.0).

For the two �rst cases, tuples are stored consecutively
while, for the three last cases, tuples are intertwined both
in the sequential view and in theDOMview. For the three
last cases, it is necessary to count in order to construct tu-
ples because component values occur at the same position
in different subtrees. It should be noted that variants are
frequent inXMLor XHTMLdata. They consist in mixing
several possible layouts, merging some leaves of the tree or
placing several relations in the same structure. Also, build-
ing tuples can be more intricate when there are missing val-
ues.

3 Related work

We relate to [12] for a survey on Web data extraction
tools. Here we focus on wrapper induction tools for Web
documents. We discuss the supervised and unsupervised
approaches.

3
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html

body

table

tr

th

Year

th

Qtr1

th

Qtr2

th

Qtr3

tr

th

1992

td

0.3

td

0.2

td

2.1

tr

th

1993

td

4.6

td

3.7

td

1.0

tr

th

1994

td

1.8

td

-0.7

td

2.3

Figure 4. Tree organization for a cross-table
from BLS Web site presented in Fig. 3 re-
stricted to the three �rst quarters.

The supervised wrapper induction problem has been ad-
dressed by many authors. Several systems have emerged
from this active research �eld, working from manually an-
notated documents. Let us citeWIEN [11], SOFT MEALY

[9], BWI [7], STALKER [14], SQUIRREL [3], among others.
They achieve very good performance on unary extraction
tasks. Wrapper induction approaches forn-ary tuples ex-
traction include Kushmerick seminal works [11] with LR
wrappers and transducers induction in [9]. More recently
Thomas proposes an approach based on Inductive Logic
Programming [17]. These systems are designed forHTML
documents generated from a back-end database, such as
commercial sites and online shops. For instance, LR wrap-
pers work when tuples are stored consecutively in the se-
quential view ofHTMLdocuments. Thus, to the best of our
knowledge, wrapper induction systems forn-ary relations
are able to deal with the most simple cases: lists, nested
lists and tables.

For n-ary extraction, it is often argued that a post-
processing that builds tuples from components extracted by
n unary wrappers is suf�cient to solve then-ary extraction
problem. Indeed, this post processing is easy for cases 1 or
2 when there are no missing values. With missing values,
user interactions are required to label data or to correctly
re-associate tuple components [5, 10]. We argue that this is
unsatisfactory for at least two reasons. First, we have shown
in the introduction that, even with perfect unary wrappers,
the post-processing procedure may be complex. Second,
learning-based solutions have been promoted to avoid writ-
ing wrappers by hand. Thus it is not fair to ask the end user
to write programs for constructing tuples from the outputs
of several unary wrappers.

The unsupervised approach is automatically trying to
avoid manual labeling. Unsupervised learning methods are
based on document alignment [1, 4, 13, 20] or grammati-
cal inference techniques [6]. However, as indicated by Zhai
and Liu in [19], these automatic methods are less accurate
than the systems that ask the user to label training pages.
Manual post-processing is needed for the user to identify
what he/she is interested in. For instance, consider the ta-
bles fromwww.bea.gov in Fig. 1, the system presented in
[20] identi�es the two data regions corresponding to the two

tables. But if we consider the target relation (Country, Year,
Exports, Balance), the problem of extracting tuples is still
present. Moreover, in case 4, factorized values may not be
found by an unsupervised system. Therefore, extracting tu-
ples of records from the output of automatic systems can
be as dif�cult as wrapping original documents. Neverthe-
less, automatic systems could be a useful preprocessing for
large documents with few data records in order to identify
the data regions.

To sum-up, existing systems based on machine learning
techniques solve simple data organizations (Cases 1 and 2),
but fail on complex data organizations (Cases 3-5).

4 The extraction process

We present the incremental extraction procedure which
is based on data enrichment. The �rst component of the
targetn-ary relation is called theseed. The seed extraction
is cast as a binary classi�cation problem, which consists in
deciding whether a leaf is to be extracted or not. Figure 5
brie�y describes the 56 attributes used byrep1 to encode a
leaf. The reader should note that attributes are de�ned from
several views overXMLor XHTMLdocuments: nodes prop-
erties over theDOMview; textual values over theyield
viewwhich is the concatenation of text leaves' contents ob-
tained with a depth-�rst left-right exploration of theDOM
view.

Extraction of partial tuples of lengthi (i 6= 1 ) is cast
as a binary classi�cation problem, which consists in de-
ciding whether a tuple of lengthi should be extracted or
not. Tuples of lengthi are encoded in an attribute-value
representation denoted byrepi . Let us consider a tuple
(l0; : : : ; l i � 1; l i ), repi includes an encoding of dependen-
cies betweenl i and the partial tuple(l0; : : : ; l i � 1). For en-
coding dependencies, we use node couples attributes which
are presented in Fig. 6. Again node couples attributes are
de�ned over theDOMview and theyield view. In order to
have a �xed number of attributes whatever the length of the
partial tuple is,repi encodes a partial tuple(l0; : : : ; l i � 1; l i )
by the leaf representation ofl i , node couples attributes for

Node representationlabel, position in father's children
sequence, depth and height, number of children, size of
the subtree under the node, the label of its previous and
next siblings, the value of theclass XHTML attribute.
There are 9 attributes.
Leaf representationnode representation of the leaf plus
node representation of its 5 ancestors in theDOMview
plus the previous and next leaves' contents (without to-
kenisation) in theyield view. There are 56 attributes.

Figure 5. Attributes for leaf representation.

4

119



node couples attributes: for a pair of nodes(p; m) at-
tributes are: attributes for the node representation of the
nearest common ancestora betweenp andm; the length
of the shortest path betweenp anda, betweenp andm
and betweena andm in theDOMview and in the binary
tree encoding of theDOMview; the number of textual
leaves betweenp and m in the yield view; and for
each1 � k � 5; the difference between the position
of thekth ancestor ofp and of thekth ancestor ofm in
their father's children sequence. There are 21 attributes
for each pair of nodes.

Figure 6. Attributes for pairs of nodes

the pair(l0; l i ) (dependency with the seed) and node cou-
ples attributes for the pair(l i � 1; l i ) (dependency with the
previous component). There are 98 attributes for a tuple
representation and they are all independent ofi .

The extraction algorithm for a targetn-ary relation is the
algorithm 1. It takes as input a documentd and n clas-
si�ers c1; : : : ; cn according to the representation schemas
rep1; : : : ; repn . First, tuples of length 1 are extracted.
Then, for eachi , in line 4 a setSi of candidate tuples to
be extracted is de�ned by adding a leaf to every extracted
tuple of lengthi � 1. Tuples of lengthi are extracted in
line 5: the representation procedurerepi issues a record;
records are then given to a classi�cation procedureci that
labels each of them as positive or negative. Every tuple of
length i classi�ed as positive is extracted. This allows us
to handle factorized values. Indeed, when one of thei � 1
components is a factorized values, several tuples of lengthi ,
constructed with the same tuplet i � 1 of lengthi � 1, must be
extracted. Line 6 allows us to handle missing values. When
no tuplet i , constructed from somet i � 1, is extracted, then
the componenti is assumed to be missing, and the tuple
(t i � 1; null ) is extracted.

The complexity of algorithm 1 depends on the complex-
ity of computingrepi for candidate partial tuples at each
stepi . The computation of tuple representations is ef�cient.
Indeed, leaf and node attributes are computed while read-
ing the input document. Couple nodes attributes must be
computed at each step of the incremental extraction process.
They are computed only from extracted tuples at the previ-
ous step. Calculating node couples attributes involves �nd-
ing the nearest common ancestor of a pair of nodes. This
can be done in constant time after a linear preprocessing of
the input tree structured document [8]. It should also be
noted that a classi�erci may only use a subset of attributes
reducing the computation time for the extraction process.

Algorithm 1 Extraction algorithm
Input: documentd; n classi�ers c1; : : : ; cn according to

representation schemasrep1; : : : ; repn

Notation: L (d) is the set of leaves ofd, Si is the set of can-
didate partial tuples of lengthi , S+

i is the set of selected
partial tuples of lengthi .

1: S1 = f (l ) j l 2 L (d)g;
2: S+

1 = f t1 2 S1 j c1(rep1(t1)) = +1 g
3: for i = 2 to n do
4: Si = f t i = ( t i � 1; l ) j t i � 1 2 S+

i � 1; l 2 L (d)g
5: S+

i = f t i 2 Si j ci (repi (t i )) = +1 g
6: S+

i = S+
i [ f (t i � 1; null ) j t i � 1 2 S+

i � 1; 8l 2
L(d); ci (repi (( t i ; l ))) = � 1g

7: end for
Output: the set of extractedn-ary tuplesS+

n

5 The induction process

Let us consider a targetn-ary relation. The learning
process is incremental similarly to the extraction process.
Given a setD of completely annotated documents, algo-
rithm 2 loops from 1 to the numbern of components. At
each stepi , it computes a classi�erci for tuples of lengthi .
The number of positive examples is bounded by the number
of tuples in[ d2 SS+ (d), that is the number of tuples to be
extracted inD . On the opposite, the number of negative ex-
amples can be exponential inn. So we only use a subset of
negative examples to train each classi�erci . The selection
of negative examples is driven by the schema of the extrac-
tion process as well: at each stepi of the process, candidate
tuples are built from positive examples of stepi � 1. Neg-
ative examples are computed by the functionNegtaking as
input a documentd in D and a set of tuples to be extracted
from d. It is de�ned by:

Neg(d; S) = f (x; l ) 62Sjl 2 L (d); 9l0 2 L(d)j(x; l 0) 2 Sg

whereL(d) is the set of leaves of the documentd. Then,
examples are represented viarepi and the base supervised
classi�cation algorithmW is applied. Algorithm 2 outputs
a sequence of classi�ers. This sequence will be the input of
algorithm 1 for the extraction process.

6 Interactive wrapper induction system

Algorithm 2 suffers from one main �aw: it requires a set
of documents where all tuples to extract are annotated. In
this section, we propose to adapt this algorithm for learning
from partially annotated examples in order to plug it in an
interactive system. The aim is to reduce the number of user
interactions to buildn-ary wrappers.

In an interactive process, an end user �rst labels some
examples to extract. Then we enter a loop where the system

5
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Algorithm 2 Induction algorithm
Input: a sampleD = [f dg of annotated documents
Notation: S+ (d) is the set of tuples to be extracted ind;

S+
i (d) is the projection ofS+ (d) over the �rst i com-

ponents
1: for i = 1 to n do
2: S+

i = [ d2 D S+
i (d)

3: S�
i = [ d2 D Neg(d; S+

i (d))
4: ci = W (repi (S+

i ); repi (S�
i ))

5: end for
Output: the sequence(c1; : : : ; cn ) of classi�ers

proposes a new hypothesis wrapper and the user corrects
this hypothesis until a good one is built. We have integrated
the interactive process in the wrapper induction system fol-
lowing the incremental approach developed so far: for every
i , wrappers for partial tuples are constructed in an interac-
tive process.

We simulate an end user by an oracleU. The oracleU is
given access to a pool of documents. Given as input a hy-
pothesis wrapperwi = ( c1; : : : ; ci ) where eachcj is a clas-
si�er for partial tuples of lengthj , the oracleU(wi ) returns
true if wi is correct and returnsnew annotationsotherwise.
We suppose a working documentdcand thatU returns new
annotations according to the following scenario. IfU(wi )
does not return true and ifwi is not correct ondc, U returns
a false negative example (a tuple not extracted bywi while
it should be extracted) and a false positive example (a tuple
extracted bywi while it should not be extracted) fromdc.
We should note that a false positive or a false negative may
not exist. IfU(wi ) does not return true andwi is correct on
dc, thenU returns a new document with two partial tuples
of lengthi to be extracted.

The interactive wrapper induction system is the algo-
rithm 3. It iterates over the length of partial tuples. At
each stepi , it learns from a set of completely annotated
documentsD i and a current working documentdc, which
is partially annotated. In the working documentdc, S+

i (dc)
(respectivelyS�

i (dc)) denotes the set of partial tuples of
length i to be extracted (respectively tuples not to be ex-
tracted) given by the oracleU.

WhenU returns a new document, it is supposed, accord-
ing to the above scenario, that the current wrapper is correct
overdc. Then, we adddc to the set of completely annotated
documents and the new working document is the document
returned byU.

The setsS+
i (dc) andS�

i (dc) are updated according to
the annotations given byU.

Positive examples are partial tuples of lengthi to be ex-
tracted in the documents ofD i and in the setS+

i (dc).
Negative examples for completely annotated documents

in D i are de�ned according to functionNeg as in Algo-

Algorithm 3 interactive wrapper induction system
Notation: an oracle U is an end user simulator;

d(U(c1; : : : ; ci )) is the document returned byU;
d+ (U(c1; : : : ; ci )) is the set of tuples to be extracted
returned byU; d� (U(c1; : : : ; ci )) is the set of tuples
not to be extracted returned byU;

1: for i = 1 to n do
2: D i = ; f set of completely annotated documentsg
3: ci = null f classi�erg
4: dc = null f current working documentg
5: while not U(c1; : : : ; ci ) do
6: if d(U(c1; : : : ; ci )) 6= dc then
7: f a new document to be processedg
8: D i = D i [ f dcg f dc is completely annotatedg
9: dc = d(U(c1; : : : ; ci )) ; S+

i (dc) = S�
i (dc) = ;

10: end if
11: S+

i (dc) = S+
i (dc) [ d+ (U(c1; : : : ; ci ))

12: S�
i (dc) = S�

i (dc) [ d� (U(c1; : : : ; ci ))
13: S+

i = ( [ d2 D i S
+
i (d)) [ S+

i (dc)
14: S�

i = ( [ d2 D i Neg(d; S+
i (d))) [

Negp(i; dc; S+
i (dc); S�

i (dc))
15: ci = W (repi (S+

i ); repi (S�
i ))

16: end while
17: end for
Output: the sequence(c1; : : : ; cn ) of classi�ers

rithm 2.
Negative examples fordcshould be carefully de�ned be-

causedc is partially annotated. For instance, let us consider
the casei = 1 , that is the induction of the wrapper for the
seed. In the �rst interaction: there are only two positive ex-
amples available for learning. Thus we have to guess nega-
tive examples. The functionNeg, used in the case of com-
pletely annotated documents, would give us all leaves in the
current document which are not explicitly labeled as posi-
tive and the classi�er learned would classify positive only
leaves which are already known as positive!

To compute negative examples in the working document
dc, we de�ne the functionNegp. It takes as input the in-
dex i , the working documentdc, and the setsS+

i (dc) and
S�

i (dc). Wheni = 1 , it returns all leaves inS�
1 (dc) to-

gether with all leaves whose path in theDOMtree is not the
path of any leaf inS+

1 (dc). Wheni > 1, two cases are to
be distinguished: the �rsti � 1 components may be factor-
ized or not other several tuples of lengthi . In the �rst case,
several tuples of lengthi are constructed over the same par-
tial tuple of lengthi � 1. The functionNeg would gener-
ate false negative examples. Thus we need to guess which
leaves may be good candidates to complete an(i � 1)-ary
tuple. Therefore,Negpreturns all partial tuples of lengthi
in S�

i (dc) together with all partial tuples of lengthi such
that the partial tuple of lengthi � 1 is in S+

i � 1 and the path

6
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of thei th component is not the path of anyi th component in
S+

i (dc). In the second case,Negpreturns all partial tuples
of lengthi in S�

i (dc) together withNeg(dc; S+ (dc)) .
Then the set of negative examples is computed in

Line 14.
A classi�er ci is induced with the base supervised learn-

ing algorithmW updating the current partial wrapperwi =
(c1; : : : ; ci ). And the process iterates over calls toU and
overi whenU agrees with the current partial wrapper.

7 Experimental results

Evaluation Protocol An extracted tuple is correct if all its
component values are correct. A component value is correct
if it matches exactly the target component value. Perfor-
mance of our wrapper induction system is evaluated using
the average of precision (P), recall (R) and f-measure (F ).
They are computed with cross-validation techniques. In all
experiments, the base learner for binary classi�ers is Quin-
lan's C5.0 [15].

Experiments on RISE datasets Data sets in RISE corre-
spond to the �rst two cases according to Section 2. Table 1
presents the experimental results where TD is the average
number of tuples per document, and D is the number of doc-
uments used in the induction process. In this section and in
the next section as well, at most two documents are given to
the learner.

On BIGBOOK, OKRA and S20, Algorithm 2 obtain 100
of f-measure. For the problemS1 with the target relation
(company, price, product), WIEN achieves 100 of f-measure
while our system does not achieve 100 of f-measure because
parts of textual values in leaves are needed for correct ex-
traction. In theIAF dataset, with the target relation (name,
email, lastupdate, organization, altname, serviceprovider),
three of the six components of the target relation have miss-
ing values. Our system outperformsLIPX [17] (which has
46 of f-measure) andWIEN which fails because it can not
deal with missing values. Onn-ary extraction tasks, we can
not compare with systems likeSTALKER because it usesn
unary wrappers and does not evaluate on tuples recombina-
tion. Further more it uses a post-processing, de�ned by the
end-user, to construct tuples from component values. On
unary extraction tasks, our system reaches the performances
of STALKER (except onS1 as mentioned before). In partic-
ular on IAF, the f-measure of our system varies from 84 to
100, whereas it obtains 64 in then-ary case. Indeed onIAF

tuples recombination is more dif�cult than components ex-
traction.

Corpus TD D P R F

BIGBOOK 18.29 1 100 100 100
OKRA 13,23 1 100 100 100
S20 32.7 1 100 100 100
S1 40.3 1 88.65 88.57 88.61
IAF 9 2 61.51 67.66 64.22

Table 1. Experimental results on RISE
datasets.

Corpus Case TD D P R F

EXCITE 1 3,4 5 1 100 100 100
BBC 2,4 5 1 100 100 100
BLS 1 3 29 1 100 100 100
BLS 2 5 3.56 1 100 100 100
BLS 3 3 6 1 100 100 100
BLS 4 5 24 2 100 90 93.33
BEA 1 4,3 8.30 2 97.11 88.58 92.58
BEA 2 3 5.2 2 86.47 100 89.78
BTS 3 20 1 100 100 100

Table 2. Experiments on corporate Web sites.

Experiments on Web datasets We now consider
datasets6 obtained from several corporate Web sites. They
were chosen to be representative of the tree organizations
presented in Section 2. For the EXCITE 1 dataset, the re-
lation to extract is (town, day, weather, high, low). There
are �ve tuples, the componenttown is factorized while the
others are stored in a rotated table. In BBC, the relation
to extract is (town, day, high, low). The componenttown
is factorized and the others are stored in a table. There are
several datasets built fromBLS with a target3-ary relation.
In BLS 1, BLS 2 andBLS 4, tuples are stored in a cross table,
while in BLS 3 they are stored in a rotated table. In theBEA

1 benchmark (see Fig.1), the target relation is the4-ary re-
lation (balance,year,country,export). For each document of
BEA 1, there are six tuples to extract. The componentcoun-
try is factorized among the six tuples. The other compo-
nents are stored in a rotated table. In theBEA 2 benchmark,
the target relation is the3-ary relation (year,balance,export)
stored in a rotated table. In the rotated table ofBTS, the re-
lation to extract is (year,highway,oil).

Experimental results are presented in Table 2. They
show that Algorithm 2 succeeds with one or two completely
annotated Web pages. Two pages were needed when there
are large variations in the size of the tables and in the num-
ber of tuples to be extracted from one page to another.

Experiments in the interactive system We consider the
interactive wrapper induction algorithm of Section 6 with
its user simulatorU. We compare the number of interac-
tions in the completely annotated case and in the interactive
framework. We denote by #F the number of interactions

6http://www.grappa.univ-lille3.fr/ marty/corpus.html
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Corpus TD # I # P # F

EXCITE 1 5 13 25 25
BBC 5 7 13 15
BLS 1 29 25.8 32.40 87
BLS 2 3.56 7.60 12.20 10.68
BLS 3 6 13.60 21.60 18
BLS 4 24 16.40 30.20 288
BEA 1 8.30 32 56.40 66.40
BEA 2 5.2 9.4 15.20 31.2
BTS 8.30 29 45.00 60

Table 3. Interactive experiments

performed by the user with algorithm 2. It is de�ned to be
n � m wherem is the number of annotated tuples andn is
the arity of tuples. In the interactive system, we denote by
#I the number of component values selected or unselected
by the userU, and we denote by #P the number of interac-
tions performed by the userU. The selection of an example
requires one interaction for the seed and two interactions
for a partial tuple of lengthi (the tuple of lengthi � 1 and
the i th component value). Thus a correction requires: 1 or
2 interactions for the seed; 2 or 4 interactions for the next
steps.

We present in table 3 the number of interactions required
in the two scenarios to achieve perfect wrappers on corpo-
rate Web sites. The number #I of examples selected or un-
selected by the user in the interactive framework is smaller
than the number #F of interactions for a complete annota-
tion. The number of interactions #P in the interactive frame-
work is smaller than #F on datasets with many tuples per
document. For benchmarks with few tuples to extract per
document, likeBLS 2, #P can be greater than #F because
negative examples must be selected and because many par-
tial tuples must be selected per tuple to be extracted.

We made experiments where the components are taken
in different orders and we do not notice signi�cant varia-
tions of the performances.

8 Conclusion

We have presented a machine learning approach for
n-ary relation extraction from semi-structured documents.
Our algorithm combines the advantage that component ex-
traction and tuples construction are made simultaneously in
the wrapping procedure and in the induction process, with-
out any post-processing.

The effectiveness of our approach is evident with com-
pletely annotated documents: we achieve state-of-the-artre-
sults on simple data organizations and also succeeds on in-
tricate organizations like pivot table, rotated table and cross
table where previous systems fail. Extraction and learn-
ing are fast. Furthermore, we have proposed an interactive
framework in order to reduce the number of user actions
and shown that our method is again improved: we are able

to learn equally performant wrappers, with less effort for
the user.
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Abstract. Multi-lab el decision pro cedures are the target of the sup er-

vised learning algorithm we prop ose in this pap er. Multi-lab el decision

pro cedures map examples to a �nite set of lab els. Our learning algorithm

extends Schapire and Singer's Adab o ost.MH and pro duces sets of rules

that can b e viewed as trees like Alternating Decision Trees (invented

by Freund and Mason). Exp eriments show that we take advantage of

b oth p erformance and readability using b o osting techniques as well as

tree representations of large set of rules. Moreover, a key feature of our

algorithm is the ability to handle heterogenous input data: discrete and

continuous values and text data.

Keywords : b o osting - alternating decision trees - text mining - multi-lab el problems

1 Intro duction

When a patient spends more than 3 days in center X, measures of albu-

minuri as wel l as proteinuri are made. But if the patient is in center Y,

then only measures of albuminuri are made.

These sentences can b e viewed as a multi-lab el classi�cation pro cedure b e-

cause more than one lab el among f albuminuri ; proteinuri g may b e assigned to a

given description of a situation. That is to say we are faced a categorization task

for which the categories are not mutually exclusive. This work is originally mo-

tivated by a practical problem in medicine where each patient may b e describ ed

by continuous-valued attributes ( e.g. measures), nominal attributes ( e.g. sex,

smoker,. . . ) and text data ( e.g. descriptions, comments,. . . ). It was imp ortant

to pro duce rules that can b e interpreted by physicians and also rules that re-

veal correlations b etween lab els predictions. These requirements have lead to the

realization of the algorithm presented in this pap er

1

.

?

Partially supp orted by pro ject DATADIAB: \ACI t�el�em�edecine et technologies p our

la sant�e" and pro ject TACT/TIC Feder & CPER R�egion-Nord Pas de Calais.

1

The algorithm and a graphical user interface are available from http://www.grappa.

univ- lille3.fr/grappa/index. php3? info =log iciel s
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Multi-lab el classi�cation problems are ubiquitous in real world problems.

Learning algorithms that can hold multi-lab el problems are therefore valuable.

Of course there are many strategies to apply a combination of many binary clas-

si�ers to solve multi-lab el problems ([ASS00]). But most of them ignore correla-

tions b etween the di�erent lab els. AdaBo ost : MH algorithm prop osed by Schapire

and Singer ([SS00]) e�ciently handles multi-lab el problems. For a given exam-

ple, it also provides a real value as an outcome for each lab el. For practical

applications, these values are imp ortant b ecause they can b e interpreted as a

con�dence rate ab out the decision for the considered lab el. AdaBo ost : MH im-

plements b o osting techniques that are theoretically proved to transform a weak

learner | called base classi�er | into a strong one. The main idea of b o ost-

ing is to combine many simple and mo derately inaccurate rules built by the

base classi�er into a single highly accurate rule. The combination is a weighted

ma jority vote over all simple rules. Bo osting has b een extensively studied and

many authors have shown that it p erforms well on standard machine learning

tasks ([Bre98], [FS96] [FS97]). Unfortunately, as p ointed by Freund and Mason

an others authors, the rule ultimately pro duced by a b o osting algorithm may b e

di�cult to understand and to interpret.

In [FM99], Freund and Mason intro duce Alternating Decision Trees (ADTrees).

The motivation of Freund and Mason was to obtain intelligible classi�cation

mo dels when applying b o osting metho ds. ADTrees are classi�cation mo dels in-

spired by b oth decision trees and option trees ([KK97]). ADTrees provide a sym-

b olic representation of a classi�cation pro cedure and give together with classi�-

cation a measure of con�dence. Freund and Mason also prop ose an alternating

decision tree learning algorithm called ADTBo ost in [FM99]. ADTBo ost algo-

rithm originates from two ideas: �rst, decision tree learning algorithms may b e

analyzed as b o osting algorithms (see [DKM96], [KM96]); second, b o osting algo-

rithms could b e used b ecause ADTrees generalize b oth voted decision stumps

and voted decision trees. Recently, the ADTree formalism has b een extended to

the multiclass case ([HPK

+

02]).

We prop ose in this pap er to extend ADTrees formalism to handle multi-

lab el decision pro cedure. Decision pro cedures are learned from data describ ed

by nominal, continuous and text data. Our algorithm can b e understo o d as an

extension of AdaBo ost : MH that p ermits a b etter readability of the classi�cation

rule ultimately pro duced as well as an extension to ADTBo ost in order to han-

dle multi-lab el classi�cation problems. The multi-lab el ADTree formalism gives

an intelligible set of rules viewable as a tree. Moreover, rules allow to combine

atomic tests. In our implementation, we can handle test on (continuous or dis-

crete) tabular data as well as tests on text data. This is particularly valuable

in medicine where descriptions of patients combine diagnostic analysis, com-

ments, dosages, measures, and so on. For instance, a rule can b e built on b oth

temp erature and diagnostic, if temperature > 37.5 and diagnostic contains \Car-

diovascular" then ... . This kind of combination in a unique rule is not considered

by others algorithms like Bo ostexter which implements AdaBo ost : MH . We exp ect

the algorithm to �nd more concise set of rules thanks to such combinations. We
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are convinced that rules with several tests in their premises provide useful in-

formations that can b e interpreted by exp erts. In this pap er, we only present

results on freely available data sets. We compare our algorithm ADTBo ost : MH

with AdaBo ost : MH on two data sets: the reuters collection and a new data set

built from news articles

2

.

In Section 2, we de�ne multi-lab el problems and we recall AdaBo ost : MH 's

functioning. Alternating Decision Trees are presented in Section 3. We de�ne

multi-lab el ADTrees which generalize ADTrees to the multi-lab el case in Section

4. An example is given in Figure 3. A Multi-lab el ADTree is an easily readable

representation of b oth di�erent ADTrees (one ADTree p er lab el) and of many de-

cision stumps (one p er b o osting round). We prop ose a multi-lab el ADTree learn-

ing algorithm ADTb o ost : MH based on b oth ADTb o ost and Adab o ost : MH [SS98].

Exp eriments are given in Section 5. They show that our algorithm reaches the

p erformance of well tuned algorithms like Bo ostexter .

2 Bo osting and Multi-lab el Problems

Most of sup ervised learning algorithms deal with binary or multiclass classi�ca-

tion tasks. In such a case, an instance b elongs to one class and the goal of learning

algorithms is to �nd an hyp othesis which minimizes the probability that an in-

stance is misclassi�ed by the hyp othesis. Even when a learning algorithm do not

apply to the multiclass case, there exist several metho ds that can combine binary

decision pro cedures in order to solve multiclass problems ([DB95], [ASS00]). In

this pap er, we consider the more general problem, called multi-lab el classi�cation

problem, in which an example may b elong to any numb er of classes. Formally,

let X b e the universe and let us consider a set of lab els Y = f 1 ; : : : ; k g . The

goal is to �nd with input a sample S = f ( x

i

; Y

i

) j x

i

2 X ; Y

i

� Y ; 1 � i � m g

an hyp othesis h : X 7! 2

Y

with low error. It is unclear to de�ne the error in

the multi-lab el case b ecause di�erent de�nitions are p ossible, dep ending on the

application we are faced with. In this pap er, we only consider the Hamming

error.

Hamming error: The goal is to predict the set of lab els asso ciated with an

example. Therefore, one takes into account prediction errors (an incorrect lab el

is predicted) and missing errors (a lab el is not predicted). Let us consider a

target function c : X 7! 2

Y

and an hyp othesis h : X 7! 2

Y

, the Hamming error

of h is de�ned by:

E

H

( h ) =

1

k

k

X

l =1

D ( f x 2 X j ( l 2 h ( x ) ^ l 62 c ( x )) _ ( l 62 h ( x ) ^ l 2 c ( x )) g ) : (1)

2

Data sets and p erl scripts are available on http://www.grappa.univ- lill e3.fr /

recherche/datasets .
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The factor

1

k

normalizes the error in the interval [0 ; 1]. The training error over

a sample S is:

E

H

( h; S ) =

1

k m

X

i;l

( k ( l 2 h ( x

i

) ^ l 62 Y

i

k + k l 62 h ( x

i

) ^ l 2 Y

i

k ) (2)

where k a k equals 1 if a holds and 0 otherwise.

In the rest of the pap er, we will consider learning algorithms that output map-

pings h from X � Y into R . The real value h ( x; l ) can b e viewed as a prediction

value for the lab el l for the instance x . Given h , we de�ne a multi-lab el interpreta-

tion h

m

of h : h

m

is a mapping X ! 2

Y

such that h

m

( x ) = f l 2 Y j h ( x; l ) > 0 g .

AdaBo ost : MH

Schapire and Singer intro duce AdaBo ost : MH in [SS00]. Originally, the algorithm

supp oses a weak learner from X � Y to R . In this section we fo cus on b o osting

decision stumps. We are given a set of conditions C . Weak hyp otheses are there-

fore rules of the form if c then ( a

l

)

l 2Y

else ( b

l

)

l 2Y

where c 2 C and a

l

; b

l

are real

values for each lab el l . Weak hyp otheses therefore make their predictions based

on a partitioning of the domain X .

The AdaBo ost : MH learning algorithm is given in Algorithm 1. Multi-lab el

data are �rstly transformed into binary data. Given a set of lab els Y � Y , let

us de�ne Y [ l ] to b e +1 if l 2 Y and to b e � 1 if l 62 Y . Given an input sample

of m examples, the main idea is to replace each training example ( x

i

; Y

i

) by k

examples (( x

i

; l ) ; Y

i

[ l ]) for l 2 Y . AdaBo ost : MH maintains a distribution over

X � Y . It re-weights the sample at each b o osting step. Basically, examples that

were misclassi�ed by the hyp othesis in the previous round have an higher weight

in the current round. It is proved in [SS98] that the normalization factor Z

t

induced by the re-weighting realizes a b ound on the empirical Hamming loss

of the current hyp othesis. Therefore, this b ound is used to guide the choice of

the weak hyp othesis at each step. AdaBo ost : MH tries to minimize error while

minimizing the normalization factor denoted by Z

t

at each step.

Let us denote W

l

+

( c ) (resp. W

l

�

( c )) the sum of weights of the p ositive (resp.

negative) examples that satis�es condition c and have lab el l .

W

l

+

( c ) =

i = m

X

i =1

D

t

( i; l ) k x

i

satis�es c ^ Y

i

[ l ] = +1 k

W

l

�

( c ) =

i = m

X

i =1

D

t

( i; l ) k x

i

satis�es c ^ Y

i

[ l ] = � 1 k

Therefore, one can prove analytically that the the b est prediction values a

l

and b

l

which minimize Z

t

at each step are:

a

l

=

1

2

l n

W

l

+

( c )

W

l

�

( c )

; b

l

=

1

2

l n

W

l

+

( c )

W

l

�

( c )

(3)
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leading to a normalization factor Z

t

:

Z

t

( c ) = 2

l = k

X

l =1

q

W

l

+

( c ) W

l

�

( c ) (4)

Algorithm 1 AdaBo ost : MH ( T ) where T is the numb er of b o osting rounds

Input: a sample S = f ( x

1

; Y

1

) ; : : : ; ( x

m

; Y

m

) j x

i

2 X ; Y

i

� Y = f 1 ; : : : ; k gg ; C is a set

of base conditions

1: Transform S into S

k

= f (( x

i

; l ) ; Y

i

[ l ]) j 1 � i � m; l 2 Y g � ( X � Y ) � f� 1 ; +1 g

2: Initialize the weights: 1 � i � m , l 2 Y , w

1

( i; l ) = 1

3: for t = 1.. T do

4: cho ose c which minimize Z

t

( c ) according to Equation 4

5: build the rule r

t

: if c then

1

2

l n

W

l

+

( c )

W

l

�

( c )

else

1

2

l n

W

l

+

( c )

W

l

�

( c )

6: Up date weights : w

t +1

( i; l ) = w

t

( i; l ) e

� Y

i

[ l ] r

t

( x

i

;l )

7: end for

Output: f ( x; l ) =

P

T

t =1

r

t

( x; l ).

3 Alternating Decision Trees

Alternating Decision Trees (ADTrees) are intro duced by Freund and Mason

in [FM99]. They are similar to option trees develop ed by Kohavi et al [KK97].

An imp ortant motivation of Freund and Mason was to obtain intelligible clas-

si�cation mo dels when applying b o osting metho ds. Alternating decision trees

contain splitter nodes and prediction nodes . A splitter no de is asso ciated with a

test, a prediction no de is asso ciated with a real value. An example of ADTree

is given in Figure 1. It is comp osed of four splitter no des and nine prediction

no des. An instance de�nes a set of paths in an ADTree. The classi�cation which

is asso ciated with an instance is the sign of the sum of the predictions along

the paths in the set de�ned by this instance. Consider the ADTree in Figure 1

and the instance x = ( col or = r ed; y ear = 1989 ; : : : ), the sum of predictions

is +0 : 2 + 0 : 2 + 0 : 6 + 0 : 4 + 0 : 6 = +2, thus the classi�cation is +1 with high

con�dence. For the instance x = ( col or = r ed; y ear = 1999 ; : : : ), the sum of pre-

dictions is +0 : 4 and the classi�cation is +1 with low con�dence. For the instance

x = ( col or = w hite; y ear = 1999 ; : : : ), the sum of predictions is � 0 : 7 and the

classi�cation is � 1 with medium con�dence.

ADTree depicted in Fig. 1 can also b e viewed as consisting of a ro ot prediction

no de and four units of three no des each. Each unit is a decision rule and is

comp osed of a splitter no de and two prediction no des that are its children. It

is easy to give another description of ADTrees using sets of rules. For instance,

the ADTree in Figure 1 is describ ed by the set of rules:
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year < 1998 colour = white

Y NY N

year > 1995colour = red

Y NY N

+0.2

+0.2 -0.4 -0.5 +0.6

+0.4-0.2-0.1+0.6

Fig. 1. an example of ADTree; b old prediction no des de�ne the set of no des asso ciated

with the instance x = ( col or = r ed; y ear = 1989 ; : : : )

If TRUE then (if TRUE then +0.2 else 0 ) else 0

If TRUE then (if year < 1998 then +0.2 else -0.4 ) else 0

If year < 1998 then (if colour = red then +0.6 else -0.1 ) else 0

If year < 1998 then (if year > 1995 then -0.2 else +0.4 ) else 0

If TRUE then (if colour = white then -0.5 else +0.6 ) else 0

ADTBo ost

Rules in an ADTree are similar to decision stumps. Consequently, one can apply

b o osting metho ds in order to design an ADTree learning algorithm. The algo-

rithm prop osed by Freund and Mason [FM99] is based on this idea. It relies

on Schapire and Singer [SS98] study of b o osting metho ds. A rule in an ADTree

de�nes a partition of the instance space into three blo cks de�ned by C

1

^ c

2

,

C

1

^ : c

2

and : C

1

. Following this observation, Freund and Mason apply a vari-

ant of Adab o ost prop osed in [SS98] for domain-partitioning weak hyp otheses.

Basically, the learning algorithm builds an ADTree with a top down strategy.

At every b o osting step, it selects and adds a new rule or equivalently a new unit

consisting of a splitter no de and two prediction no des. Contrary to the case of

decision trees, the reader should note that a new rule can b e added b elow any

prediction no de in the current ADTree.

Freund and Mason's algorithm ADTb o ost is given as Algorithm 2. Similarly

to Adab o ost algorithm, ADTb o ost up dates weights at each step (line 8). The

quantity Z

t

( C

1

; c

2

) is a normalization co e�cient. It is de�ned by

Z

t

( C

1

; c

2

) = 2

�

p

W

+

( C

1

^ c

2

) W

�

( C

1

^ c

2

) +

p

W

+

( C

1

^ : c

2

) W

+

( C

1

^ : c

2

)

�

+ W ( : C

1

) (5)
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where W

+

( C ) (resp. W

�

( C )) is the sum of the weights of the p ositive (resp.

negative) examples that satisfy condition C . It has b een shown that the pro duct

of all such co e�cients gives an upp er b ound of the training error. Therefore,

ADTb o ost selects a precondition C

1

and a condition c

2

that minimize Z

t

( C

1

; c

2

)

(line 5) in order to minimize the training error. The prediction values a and b

(line 6) are chosen according to results in [SS98].

ADTb o ost is comp etitive with b o osting decision tree learning algorithms such

as C5 + Bo ost . Moreover, the size of the ADTree generated by ADTb o ost is often

smaller than the mo del generated by other metho ds. These two p oints have

strongly motivated our choices although ADTb o ost su�ers from some drawbacks

e.g. the choice of the numb er of b o osting rounds is di�cult and over�tting o ccurs.

We discuss these problems in the conclusion.

Algorithm 2 ADTb o ost ( T ) where T is the numb er of b o osting rounds

Input: a sample S = f ( x

1

; y

1

) ; : : : ; ( x

m

; y

m

) j x

i

2 X ; y

i

2 f� 1 ; +1 gg ; a set of base

conditions C .

1: Initialize the weights: 1 � i � m , w

i; 1

= 1

2: Initialize the ADTree: R

1

= f r

1

: (if T then (if T then

1

2

ln

W

+

( T )

W

�

( T )

) else 0) else 0) g

3: Initialize the set of preconditions: P

1

= f T g

4: for t = 1.. T do

5: Cho ose C

1

2 P

t

and c

2

2 C which minimize Z

t

( C

1

; c

2

) according to Equation 5

6: R

t +1

= R

t

[ f r

t +1

: (if C

1

then (if c

2

then

1

2

ln

W

+

( C

1

^ c

2

)

W

�

( C

1

^ c

2

)

) else

1

2

ln

W

+

( C

1

^: c

2

)

W

�

( C

1

^: c

2

)

)

else 0) g

7: P

t +1

= P

t

[ f C

1

^ c

2

; C

1

^ : c

2

g

8: up date weights: w

i;t +1

( i ) = w

i;t

( i ) e

� y

i

r

t

( x

i

)

9: end for

Output: ADTree R

T +1

4 Multi-lab el Alternating Decision Trees

Multi-lab el ADTrees

We generalize ADTrees to the case of multi-lab el problems. A prediction no de is

now asso ciated with a set of real values, one for each lab el. An example of such

an ADTree is given in Figure 3.

Let X b e the universe, the conjunction is denoted by ^ , the negation is

denoted by : , and let T b e the True condition. Let (0)

l 2Y

b e a vector of l zeros.

De�nition 1. Let C be a set of base conditions where a base condition is a

boolean predicate over instances. A precondition is a conjunction of base con-

ditions and negations of base conditions. A rule in an ADTree is de�ned by a

precondition C

1

, a condition c

2

and two vectors of real numbers ( a

l

)

l 2Y

and

( b

l

)

l 2Y

:
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if C

1

then (if c

2

then ( a

l

)

l 2Y

else ( b

l

)

l 2Y

) else (0)

l 2Y

,

A multi-label alternating decision tree (multi-label ADTree) is a set R of such

rules satisfying properties (i) and (ii):

(i) the set R must include an initial rule for which the precondition C

1

is T ,

the condition c

2

is T , and b equals (0)

l 2Y

;

(ii) whenever the set R contains a rule with a precondition C

0

1

, R also contains

another rule with precondition C

1

and there is a base condition c

2

such that

either C

0

1

= C

1

^ c

2

or C

0

1

= C

1

^ : c

2

.

A multi-lab el ADTree maps each instance to a vector of real numb er in the

following way:

De�nition 2. A rule r : if C

1

then (if c

2

then ( a

l

)

l 2Y

else ( b

l

)

l 2Y

) else (0)

l 2Y

associates a real value r ( x; l ) with any ( x; l ) 2 X � Y . If ( x; l ) satis�es C = C

1

^ c

2

then r ( x; l ) equals a

l

; if ( x; l ) satis�es C = C

1

^ : c

2

then r ( x; l ) equals b

l

;

otherwise, r ( x; l ) equals 0 .

An ADTree R = f r

i

g

i 2 I

associates a prediction value R ( x; l ) =

P

i 2 I

r

i

( x; l )

with any ( x; l ) 2 X � Y . A multi-label classi�cation hypothesis is associated with

H de�ned by H ( x; l ) = sig n ( R ( x; l )) and the real number j R ( x; l ) j is interpreted

as the con�dence assigned to H ( x; l ) , i.e. the con�dence assigned to the label l

for the instance x .

ADTBo ost : MH

Our multi-lab el alternating decision tree learning algorithm is derived from b oth

ADTb o ost and AdaBo ost : MH algorithms. Following [SS98], we now make precise

the calculation of the prediction values and the value of the normalization factor

Z

t

( C

1

; c

2

). The reader should note that we consider partitions over X � Y .

On round t , let us denote the current distribution over X � Y by D

t

, and

let us consider W

l

+

( C ) (resp. W

l

�

( C )) as the sum of the weights of the p ositive

(resp. negative) examples that satisfy condition C and have lab el l :

W

l

+

( C ) =

i = m

X

i =1

D

t

( i; l ) k x

i

satis�es C ^ Y

i

[ l ] = +1 k

W

l

�

( C ) =

i = m

X

i =1

D

t

( i; l ) k x

i

satis�es C ^ Y

i

[ l ] = � 1 k

W

l

( C ) =

i = m

X

i =1

D

t

( i; l ) k x

i

satis�es C k

It is easy to prove that the normalization factor Z

t

and the b est prediction

values a

l

and b

l

are:
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a

l

=

1

2

l n

W

l

+

( C

1

^ c

2

)

W

l

�

( C

1

^ c

2

)

; b

l

=

1

2

l n

W

l

+

( C

1

^ : c

2

)

W

l

�

( C

1

^ : c

2

)

(6)

Z

t

( C

1

; c

2

) = 2

l = k

X

l =1

�

q

W

l

+

( C

1

^ c

2

) W

l

�

( C

1

^ c

2

) +

q

W

l

+

( C

1

^ : c

2

) W

l

�

( C

1

^ : c

2

)

�

+ W ( : C

1

) (7)

The algorithm ADTb o ost : MH is given as Algorithm 3. In order to avoid ex-

trem values for con�dence values, we use the following formulas:

a

l

=

1

2

l n

W

l

+1

( C

1

^ c

2

) + �

W

l

� 1

( C

1

^ c

2

) + �

; b

l

=

1

2

l n

W

l

+1

( C

1

^ : c

2

) + �

W

l

� 1

( C

1

^ : c

2

) + �

(8)

with � =

1

2 mk

.

Algorithm 3 ADTb o ost : MH ( T ) where T is the numb er of b o osting rounds

Input: a sample S = f ( x

1

; Y

1

) ; : : : ; ( x

m

; Y

m

) j x

i

2 X ; Y

i

� Y = f 1 ; : : : ; k gg ; C is a set

of base conditions

1: Transform S into S

k

= f (( x

i

; l ) ; Y

i

[ l ]) j 1 � i � m; l 2 Y g � ( X � Y ) � f� 1 ; +1 g

2: Initialize the weights: 1 � i � m , l 2 Y , w

1

( i; l ) = 1

3: Initialize the multi-lab el ADTree:

R

1

= f r

1

: (if T then (if T then ( a

l

=

1

2

ln

W

l

+

( T )

W

l

�

( T )

)

l 2Y

) else ( b

l

= 0)

l 2Y

) else 0) g .

4: Initialize the set of preconditions: P

1

= f T g .

5: for t = 1.. T do

6: cho ose C

1

2 P

t

and c

2

2 C which minimize Z

t

( C

1

; c

2

) according to Equation 7

7: R

t +1

= R

t

[ f r

t +1

: (if C

1

then (if c

2

then ( a

l

=

1

2

l n

W

l

+

( C

1

^ c

2

)

W

l

�

( C

1

^ c

2

)

)

l 2Y

) else ( b

l

=

1

2

l n

W

l

+

( C

1

^: c

2

)

W

l

�

( C

1

^: c

2

)

)

l 2Y

) else 0) g

8: P

t +1

= P

t

[ f C

1

^ c

2

; C

1

^ : c

2

g

9: Up date weights : w

t +1

( i; l ) = w

t

( i; l ) e

� Y

i

[ l ] r

t

( x

i

;l )

10: end for

Output: multi-lab el ADTree R

T +1

Relations with other formalisms

Multi-lab el ADTrees trivially extends several common formalisms in machine

learning.

Voted decision stumps pro duced for instance by AdaBo ost : MH presented as Al-

gorithm 1 are obviously multi-lab el ADTrees where each rule has T as a pre-

condition. These \
at" multi-lab el ADTrees can b e the output of ADTBo ost : MH
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if we imp ose a very simple control. Line 6 of Algorithm 3, we cho ose c

2

in C

which minimize Z

t

( T ; c

2

) according to Equation 7. Thus, AdaBo ost : MH can b e

considered as a parameterization of ADTBo ost : MH .

(Multi-label) decision trees. A (multi-lab el) decision tree is an ADTree with the

following restrictions: any inner prediction no de contains 0; there is at most one

splitter no de b elow every prediction no de; prediction no des at a leaf p osition

contain values that can b e interpreted as classes (using for instance the sign

function in the binary case).

Weighted vote of (Multi-label) decision trees. Voted decision trees t

1

; : : : ; t

k

as-

so ciated with weights w

1

; : : : ; w

k

are also simply transformed into ADTrees. One

needs to add prediction no des containing the weight w

i

at every leaf of the tree

t

i

and graft all trees at the ro ot of an ADTree.

5 Exp eriments

In this section, we describ e the exp eriments we conduct with ADTBo ost : MH .

We mainly argue that we can obtain b oth accurate and readable classi�ers over

tabular and text data using multi-lab el alternating decision trees.

Implementation

Our implementation of ADTBo ost : MH supp orts items descriptions that include

discrete attributes, continuous attributes and texts. In the case of a discrete

attribute A whose domain is f v

1

; : : : ; v

n

g , the set of base conditions are binary

conditions of the form A = v

i

, A 6= v

i

. In the case of a continuous attribute A , we

consider binary conditions of the form A < v

i

. Finally, in the case of text-valued

attributes over a vo cabulary V , base conditions are of the form m occurs in A

where m b elongs to V .

Missing values are handled in ADTBo ost : MH as in Quinlan's C4.5 software

([Qui93]). Let us consider an ADTree R , a p osition p in R asso ciated with con-

dition c based on an attribute A and an instance for which the value of A is

missing. We estimate probabilities for the assertions c to b e true or false, based

on the observation of the training set. The obtained values are assigned to the

missing value of this instance and then propagated b elow p .

Data sets

The Reuters col lection is the most commonly-used collection for text classi�ca-

tion. We use a formatted version of Reuters version 2 (also called Reuters-21450)

prepared by Y. Yang and colleagues

3

. Do cuments are lab eled to b elong to at least

one of the 135 p ossible categories. A \sub-category" relation governs categories.

3

available at http://moscow.mt.cs.cmu.edu:808 1/re uter s 21450/parc/
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Nine of them constitute the top level of this hierarchy. Because most of the

articles in the whole Reuters data set b elong to exactly one category, in the ex-

p eriments we select categories and articles for which overlaps b etween categories

are more signi�cant.

News col lection We prepare a new data set from newsgroups archives in order

to build a multilab el classi�cation problem where cases are describ ed by texts,

continuous and nominal values. We obtain from ftp://ftp.cs.cmu.edu/user/

ai/pubs/news/comp.ai/ news articles p osted in the comp.ai newsgroup in july

1997. Some articles in this forum have b een cross p osted in several newsgroups.

The classi�cation task consists in �nding in which newsgroup a news has b een

cross p osted.

Each news is describ ed by seven attributes. Two of them are textual data:

the sub ject and the text of the news. Four attributes are continuous (natural

numb ers): the numb er of lines in the text of the news, the numb er of refer-

ences (that is the numb er of parents in the thread discussion), the numb er of

capitalized words and the numb er of words in the text of the news. One at-

tribute is discrete: the top level domain of sender's email address. We have

drop ed small words, less than three letters, and non purely alphab etic words ( e.g.

R2D2)

4

. There are 524 articles and we keep only the �ve most frequent cross

p osted newsgroups as lab els. The �ve newsgroups are: misc.writing (61 p osts),

sci.space.shuttle (68 p osts), sci.cognitive (70 p osts), rec.arts.sf.written (70 p osts)

and comp.ai.philosophy (73 p osts). Only 171 articles were cross p osted to at least

one of these �ve newsgroups (60 in one, 51 in two, 60 in three).

Results

We �rst train our algorithm on the Reuters dataset in order to evaluate it against

Bo ostexter (Available implementation of AdaBo ost : MH

5

). Reuters dataset con-

sists in a train set and a test set. But following the proto col explained in [SS00],

we merge these two sets and we fo cused on the nine topics constituting the top

hierarchy. We then select the subsets of the k classes with the largest numb er

of articles for k = 3 : : : 9. Results were computed on a 3-fold cross-validation.

The numb er of b o osting steps b eing set to 30. We rep ort in table 1 one-error,

coverage and average precision for Bo ostexter and ADTBo ost : MH .

In the news classi�cation problem, ranks of lab els are less relevant. We only

rep ort the hamming error. Our algorithm ADTBo ost : MH builds rules that may

have large preconditions. This feature allows to partition the space in a very �ne

way and the training error can decrease very quickly. This can b e observed on

the news data set. After 30 b o osting steps, the training error is 0 for the mo del

generated by ADTBo ost : MH . This is achieved by Bo ostexter after 230 b o osting

steps. On the one hand, smaller mo dels can b e generated by ADTBo ost : MH . On

4

Data sets and p erl scripts are available on http://www.grappa.univ- lill e3.fr /

recherche/datasets .

5

http://www.cs.princeton.edu/~ scha pire/ boos text er.ht ml
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ADTree Bo ostexter

k Error Cover Prec Error Cover Prec

3 6.01% 0.07 0.97 6.48% 0.08 0.97

4 7.03% 0.10 0.96 7.93% 0.11 0.96

5 8.31% 0.12 0.95 8.99% 0.14 0.95

6 12.70% 0.24 0.92 12.34% 0.24 0.92

7 14.72% 0.31 0.91 14.32% 0.30 0.91

8 16.01% 0.34 0.91 15.90% 0.35 0.90

9 16.77% 0.40 0.89 16.60% 0.39 0.89

Table 1. Comparing Bo ostexter and ADTree on the Reuters data set. The numb er k

is the numb er of lab els in the multi-lab el classi�cation problem.

the other hand, b oth ADTBo ost : MH and ADTBo ost tend to oversp ecialize and

this phenomenon seems to o ccur more quickly for ADTBo ost : MH .

Table 2 rep orts the hamming error on the cross p osted news data set com-

puted with a ten-fold cross validation. Note that the hamming error of the pro-

cedure that asso ciate the empty set of lab el to each case is 0.306.

Bo osting steps ADTBo ost : MH Bo ostexter

10 0.024 0.022

30 0.023 0.019

50 0.017 0.017

100 0.017 0.014

Table 2. Hamming error of ADTBo ost : MH and Bo ostexter on the cross p osted news

data set.

Figure 2 shows an example of rules pro duced by ADTBo ost : MH on this data

set and its graphical representation is depicted in Fig. 3. Both representations

allow to interpret the mo del generated by ADTBo ost : MH . For instance, accord-

ing to the weights computed in the �ve �rst rules, one may say that when an

article is cross p osted in sci.space.shuttle it is not in sci.cognitive. On the con-

trary rec.arts.sf.written seems to b e correlated with sci.space.shuttle. Below is

an example of a rule with conditions that mix tests over textual data and tests

over continuous data.

If subject (not contains Birthday) and (subject not contains Clarke)

and (subject not contains Secrets)

Class : misc_w sci_sp sci_co comp_a rec_ar

If #lines >= 22.50 then -0.37 -3.24 0.24 0.17 0.08

If #lines < 22.50 then -0.12 -2.88 -3.51 -0.41 -5.07

Else 0
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Rule 0

if TRUE

Class : misc_w sci_sp sci_co comp_a rec_ar

If TRUE then -1.01 -0.95 -0.93 -0.91 -0.93

Else 0

-------------------------

Rule 1

if TRUE

Class : misc_w sci_sp sci_co comp_a rec_ar

If subject Contains Birthday then 1.71 1.50 -6.35 -6.35 1.71

If subject not contains Birthday then -7.35 -2.02 -0.86 -0.84 -1.96

Else 0

-------------------------

Rule 2

If subject not contains Birthday

Class : misc_w sci_sp sci_co comp_a rec_ar

If subject Contains Emotional then -2.93 -5.59 7.03 2.65 -5.62

If subject not contains Emotional then -4.12 0.05 -0.41 -0.37 0.05

Else 0

-------------------------

Rule 3

If subject not contains Birthday

Class : misc_w sci_sp sci_co comp_a rec_ar

If subject Contains Clarke then -0.46 6.92 -5.30 -5.33 6.89

If subject not contains Clarke then -2.31 -6.92 0.01 0.01 -1.10

Else 0

-------------------------

Rule 4

If subject not contains Birthday

If subject not contains Clarke

Class : misc_w sci_sp sci_co comp_a rec_ar

If subject Contains Secrets then -0.17 -1.99 2.61 -5.83 -4.92

If subject not contains Secrets then -1.32 -3.59 -0.33 0.02 0.02

Else 0

Fig. 2. Output of ADTBo ost : MH on the news data set
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misc_writing=-1.013 (61.00)
 sci_space_shuttle=-0.951 (68.00)

 sci_cognitive=-0.935 (70.00)
 comp_ai_philosophy=-0.911 (73.00)
 rec_arts_sf_written=-0.935 (70.00)

 (items : 524)

sujet
 (items : 524.00)

Rule 1

misc_writing=1.709 (61.00)
 sci_space_shuttle=1.498 (60.00)

 sci_cognitive=-6.354 (0.00)
 comp_ai_philosophy=-6.354 (0.00)
 rec_arts_sf_written=1.709 (61.00)

 (items : 63.00)

Contains  Birthday

misc_writing=-7.349 (0.00)
 sci_space_shuttle=-2.018 (8.00)

 sci_cognitive=-0.860 (70.00)
 comp_ai_philosophy=-0.835 (73.00)

 rec_arts_sf_written=-1.958 (9.00)
 (items : 461.00)

 Contains no  Birthday

sujet
 (items : 461.00)

Rule 2

sujet
 (items : 461.00)

Rule 3

misc_writing=-2.929 (0.00)
 sci_space_shuttle=-5.593 (0.00)

 sci_cognitive=7.032 (39.00)
 comp_ai_philosophy=2.654 (38.00)
 rec_arts_sf_written=-5.623 (0.00)

 (items : 39.00)

Contains  Emotional

misc_writing=-4.118 (0.00)
 sci_space_shuttle=0.045 (8.00)
 sci_cognitive=-0.407 (31.00)

 comp_ai_philosophy=-0.366 (35.00)
 rec_arts_sf_written=0.045 (9.00)

 (items : 422.00)

 Contains no  Emotional

misc_writing=-0.455 (0.00)
 sci_space_shuttle=6.918 (8.00)

 sci_cognitive=-5.298 (0.00)
 comp_ai_philosophy=-5.331 (0.00)
 rec_arts_sf_written=6.888 (8.00)

 (items : 8.00)

Contains  Clarke

misc_writing=-2.311 (0.00)
 sci_space_shuttle=-6.918 (0.00)

 sci_cognitive=0.011 (70.00)
 comp_ai_philosophy=0.010 (73.00)
 rec_arts_sf_written=-1.099 (1.00)

 (items : 453.00)

 Contains no  Clarke

sujet
 (items : 453.00)

Rule 4

misc_writing=-0.168 (0.00)
 sci_space_shuttle=-1.992 (0.00)

 sci_cognitive=2.611 (15.00)
 comp_ai_philosophy=-5.833 (0.00)
 rec_arts_sf_written=-4.923 (0.00)

 (items : 16.00)

Contains  Secrets

misc_writing=-1.323 (0.00)
 sci_space_shuttle=-3.590 (0.00)

 sci_cognitive=-0.329 (55.00)
 comp_ai_philosophy=0.020 (73.00)

 rec_arts_sf_written=0.020 (1.00)
 (items : 437.00)

 Contains no  Secrets

Fig.

3.

A

�v

e

rule

multilab

el

ADT

ree

built

on

the

cross

p

osted

news

data

set.
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6 Conclusion

We have prop osed a learning algorithm ADTBo ost : MH that can handle multi-lab el

problems and pro duce intelligible mo dels. It is based on b o osting metho ds and seems

to reach the p erformance of well tuned algorithms like AdaBo ost : MH . Further works

concern a closer analysis of the oversp ecialization phenomenon.

The numb er of rules in a multi-lab el ADTree is related to the numb er of b o osting

rounds in b o osting algorithms like AdaBo ost : MH . Readability of multi-lab el ADTree

is clearly altered when the numb er of rules b ecomes large. But, this p ossibly large

set of rules depicted as a tree comes with weights and with an ordering that p ermits

\strati�ed" interpretations. Indeed, due to the algorithmic bias in the algorithm, rules

that are �rstly generated contribute to reduce the most the training error. Nonetheless,

navigation to ols and high quality user interfaces should b e built to improve readability.
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Abstract

This pap er shows that binary text

classi�cation is feasible with p osi-

tive examples and unlab eled exam-

ples. This is imp ortant b ecause

in many text classi�cation problems

hand-lab eling examples is exp ensive

while examples of one class and unla-

b eled examples are readily available.

We intro duce a naive Bayes algo-

rithm for learning from p ositive and

unlab eled do cuments. Exp erimental

results show that p erformance of our

algorithm is comparable with naive

Bayes algorithm for learning from la-

b eled data.

Keywords: text mining, text clas-

si�cation, semi-sup ervised learning,

p ositive data.

1 Intro duction

Recently there has b een signi�cant interest

in text learning algorithms that combine in-

formation from lab eled and unlab eled data.

For the lab eled data, sup ervised learning al-

gorithms apply, but their p erformance can b e

p o or for a small lab eled data set and they

cannot take advantage of the unlab eled data.

For the unlab eled data, unsup ervised learn-

ing algorithms apply, but they do not use

the lab els. Thus, learning with lab eled and

unlab eled data � sometimes named as semi-

sup ervised learning � falls b etween sup ervised

and unsup ervised learning. This research area

is motivated by the fact that it is often tedious

and exp ensive to hand-lab el large amount of

training data, sp ecially for text learning tasks,

while unlab eled data are freely available.

Several learning algorithms have b een de�ned

for text learning tasks in the semi-sup ervised

setting. We only consider sup ervised learning

algorithms with the help of unlab eled data.

Such approaches include using Exp ectation

Maximization to estimate maximum a p oste-

riori parameters [11], using transductive infer-

ence for supp ort vector machines [5 ], using the

unlab eled data to de�ne a metric or a kernel

function [4 ], using a partition of the set of fea-

tures into two disjoint sets [1, 10 ].

We address the issue of learning from p osi-

tive and unlab eled data where p ositive data

are examples of one �xed target class. We

have given in previous pap ers theoretical and

exp erimental results [2, 7]: we have proven

that every class learnable in the Statistical

Query mo del [6] is learnable from p ositive

statistical queries (estimates of probabilities

over p ositive instances) and instance statisti-

cal queries (estimates of probabilities over the

instance space) when a lower b ound on the

p ositive class probability is given; we have also

designed a decision tree induction algorithm

from p ositive and unlab eled examples.

In the present pap er, we design text learning

algorithms from p ositive and unlab eled do cu-

ments. Let us consider two examples of ap-

plications. A �rst example is learning to clas-

sify web pages as �interesting� for a sp eci�c

user. His b o okmarks de�ne a set of p ositive

examples b ecause they corresp ond to interest-
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ing web pages for this user. Unlab eled exam-

ples are easily available on the World Wide

Web. A second example is mail �ltering. For

a given mailing list and a sp eci�c user, p osi-

tive examples are mails from the mailing list

which have b een saved by the user in his mail-

b oxes. Again, unlab eled examples can easily

b e obtained by storing all mails from the mail-

ing list, say during one week. It is interesting

to note that no hand-lab eling is needed in our

framework.

In Section 2, we design a naive Bayes algo-

rithm from p ositive and unlab eled examples.

The key step is in estimating word probabil-

ities for the negative class b ecause negative

examples are not available. This is p ossible

according to the following assumption: an es-

timate of the p ositive class probability (the

ratio of p ositive do cuments in the set of all

do cuments) is given as input to the learner. In

practical situations, the p ositive class proba-

bility can b e empirically estimated or provided

by domain knowledge.

In Section 3, we give exp erimental results on

the WebKB Course data set [1]. The results

show that error rates of naive Bayes classi-

�ers obtained from p p ositive examples com-

pleted with enough unlab eled examples are

lower than error rates of naive Bayes classi-

�ers obtained from p lab eled do cuments. The

exp eriments suggest that p ositive examples

may have a high value in context of semi-

sup ervised learning.

2 Naive Bayes from p ositive and

unlab eled examples

2.1 Naive Bayes

Naive Bayes classi�ers are commonly-used in

text classi�cation [8]. The basic idea is to

use the joint probabilities of words and classes

to estimate the probabilities of classes given

a do cument. The naive part is the assump-

tion that the presence of each word in a do c-

ument is conditionnally indep endent of all

other words in the do cument given its class.

This conditional indep endence assumption is

clearly violated in real-world problems. Nev-

ertheless, Naive Bayes classi�ers are among

the most e�ective text classi�cation systems

[3 , 9].

We only consider binary classi�cation prob-

lems with a set of classes f 0 ; 1 g where 1 cor-

resp onds to the positive class . We consider

bag-of-words representations for do cuments.

Naive Bayes is given in Table 1. It assumes an

underlying generative mo del. In this mo del,

�rst a class is selected according to class prior

probabilities. A do cument length is chosen

indep endently of the class. Then, the gen-

erator creates each word in a do cument by

drawing from a multinomial distribution over

words sp eci�c to the class.

Given a vo cabulary V and a set D of lab eled

do cuments, let us denote by P D (resp ectively

N D ) the set of p ositive do cuments (resp ec-

tively negative do cuments) in the set D . The

class probabilities P ( c ) are estimated by:

^

P (0) =

Card ( N D )

Card ( D )

;

^

P (1) =

Card ( P D )

Card ( D )

(1)

where Card ( X ) is the cardinality of set X .

A key step in implementing naive Bayes is es-

timating the word probabilities P r ( w

i

j c ) . The

word probabilities P r ( w

i

j c ) are estimated by

counting the frequency that word w

i

o ccurs in

all word o ccurrences for do cuments in class c :

^

P r ( w

i

j 0) =

N ( w

i

; N D )

N ( N D )

^

P r ( w

i

j 1) =

N ( w

i

; P D )

N ( P D )

where N ( w

i

; X ) is the total numb er of times

word w

i

o ccurs in the do cuments in the set

X and N ( X ) the total numb er of word o ccur-

rences in set X . A do cument cannot b e clas-

si�ed as a memb er of class c as so on as it con-

tains a word w which do es not o ccur in any la-

b eled do cument of class c . To make the prob-

ability estimates more robust with resp ect

to infrequently encountered words, smo othing

metho ds are used or equivalently a prior dis-

tribution over multinomials is assumed. We
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consider the classical Laplace smoothing , and

the class probability estimates are:

^

P r ( w

i

j 0) =

1 + N ( w

i

; N D )

Card ( V ) + N ( N D )

(2)

^

P r ( w

i

j 1) =

1 + N ( w

i

; P D )

Card ( V ) + N ( P D )

(3)

We now give formulas which are needed in the

next section. We can write the following equa-

tion:

P r ( w

i

) = P r ( w

i

j 0) P r (0) + P r ( w

i

j 1) P r (1) (4)

where P r ( w

i

) is the probability that the gen-

erator creates w

i

and P r (1) is the probability

that the generator creates a word in a p osi-

tive do cument. Let us supp ose that we are

given a set D = P D [ N D of lab eled do cu-

ments. An estimate of P r ( w

i

) is

N ( w

i

;D )

N ( D )

. An

estimate of P r (1) is

N ( P D )

N ( D )

. But, under the

assumption that the lengths of do cuments are

indep endent of the class, another estimate of

P r (1) is

^

P (1) =

Card ( P D )

Card ( D )

.

Table 1: Naive Bayes from lab eled do cuments

( NB )

Given a set D of lab eled do cuments, the

naive Bayes classi�er classi�es a do cument

d consisting of n words ( w

1

; : : : ; w

n

) � with

p ossibly multiple o ccurrences of a word w �

as a memb er of the class

NB ( d ) = argmax

c 2f 0 ; 1 g

^

P ( c )

i = n

Y

i =1

^

P r ( w

i

j c ) (5)

where the class probability estimates are

calculated according to Equations 1 and the

word probability estimates are calculated

according to Equations 2 and 3.

2.2 Naive Bayes from p ositive and

unlab eled examples

In the present section, training data consist

of a set P D of p ositive do cuments together

with a set U D of unlab eled do cuments. The

key p oint is to compute su�ciently accurate

probability estimates in Equation 5 from p osi-

tive and unlab eled data only. We assume that

an estimate

^

P (1) of the p ositive class prob-

ability P (1) is given to the learner. Then,

an estimate of the negative class probability

is setting

^

P (0) to 1 �

^

P (1) . The key step is

estimating the word probabilities.

Estimating Word Probabilities

Let us consider that we are given an estimate

^

P (1) of the p ositive class probability P (1) , a

set P D of p ositive do cuments together with a

set U D of unlab eled do cuments.

The p ositive word probability estimates are

calculated using Equation 3 with the input set

P D of p ositive do cuments.

For the negative word probabilities, from

Equation 4, we derive the following equation:

P r ( w

i

j 0) =

P r ( w

i

) � P r ( w

i

j 1) � P r (1)

1 � P r (1)

(6)

We use this equation in order to derive the

negative word probability estimates. In Equa-

tion 6, p ositive class probabilities are esti-

mated with Equation 3. We now give formulas

for the estimates of P r ( w

i

) and P r (1) .

Estimate of P r ( w

i

) . Assuming that the set

of unlab eled do cuments is generated according

to the underlying generative mo del, probabil-

ity P r ( w

i

) is estimated on the set of unlab eled

do cuments by:

^

P r ( w

i

) =

N ( w

i

; U D )

N ( U D )

(7)

Estimate of P r (1) . We will consider two

di�erent estimates for P r (1) . First, under the

assumption that the lengths of do cuments are

indep endent of the class, p ositive and negative

do cuments have the same average length and

^

P r (1) could b e set to

^

P (1) .

Second, we have seen that, given a set D =

P D [ N D of lab eled do cuments, an estimate of

P r (1) is

N ( P D )

N ( D )

. We can deduce the following
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equation:

^

P r (1) =

N ( P D )

Card ( P D )

�

Card ( P D )

Card ( D )

�

Card ( D )

N ( D )

In the case where an estimate of P (1) and a

set P D of p ositive do cuments together with

a set U D of unlab eled do cuments are given

to the learner, the �rst term

N ( P D )

Card ( P D )

in the

previous equation can b e calculated with the

input set P D ; the second term corresp onds to

^

P (1) which is given as input to the learner;

and, assuming that unlab eled do cuments are

generated according to the underlying proba-

bilistic mo del, the third term can b e estimated

over the set U D of unlab eled examples. This

leads to the following estimate for P r (1) :

^

P r (1) =

N ( P D )

Card ( P D )

�

^

P (1) �

Card ( U D )

N ( U D )

When the sets P D and U D are quite small, it

may b e p ossible that our estimate for P r (1) is

greater than 1. Thus, we b ound our estimate:

^

P r (1) = min

�

N ( P D )

Card ( P D )

�

^

P (1) �

Card ( U D )

N ( U D )

;

1 +

^

P (1)

2

�

(8)

Equations 3, 7 and 8 provide estimates for

word probabilities app earing in Equation 6.

Smo othing Word Probabilities

Using Equation 7, estimates for negative word

probabilities

^

P r ( w

i

j 0) given by Equation 6

can b e rewritten:

N ( w

i

; U D ) �

^

P r ( w

i

j 1) �

^

P r (1) � N ( U D )

(1 �

^

P r (1)) � N ( U D )

The estimates

^

P r ( w

i

j 0) can b e negative.

Thus, we set the negative values to 0 and nor-

malize our estimates such that they sum to 1.

Let Z b e the normalizing factor de�ned by

Z =

X

w

i

2 V j P r ( w

i

j 0) > 0

P r ( w

i

j 0)

Using the Laplace smo othing metho d,

estimates for negative word probabilities

^

P r ( w

i

j 0) are given by:

1 + max f R ( w

i

); 0 g �

1

Z

Card ( V ) + (1 �

^

P r (1)) � N ( U D )

(9)

where R ( w

i

) is set to N ( w

i

; U D ) �

^

P r ( w

i

j 1) �

^

P r (1) � N ( U D ) ,

^

P r ( w

i

j 1) is calculated ac-

cording to Equation 3, and

^

P r (1) is either set

to

^

P (1) or is calculated according to Equa-

tion 8.

Table 2: Naive Bayes from p ositive and unla-

b eled examples ( PNB )

Given an estimate

^

P (1) of the p ositive class

probability P (1) , a set P D of p ositive do c-

uments together with a set U D of unlab eled

do cuments, the p ositive naive Bayes classi-

�er classi�es a do cument d consisting of n

words ( w

1

; : : : ; w

n

) as a memb er of the class

PNB ( d ) = argmax

c 2f 0 ; 1 g

^

P ( c )

i = n

Y

i =1

^

P r ( w

i

j c ) (10)

where the class probability estimate

^

P (0)

is set to 1 �

^

P (1) , the word probability es-

timates are calculated according to Equa-

tion 3 for the p ositive class and according

to Equation 9 for the negative class.

3 Exp erimental results

We consider the WebKB Course dataset

1

, a

collection of 1051 web pages collected from

computer science departments at four univer-

sities. The binary classi�cation problem is to

identify web pages that are course home pages.

The class course is designed as the p ositive

class in our setting. In the WebKB dataset,

22% of the web pages are p ositive. We con-

sider the ful l-text view which consists of the

words that o ccur on the web page. The vo-

cabulary is the set of words in the input data

sets; no stoplist is used and no stemming is

1

available at http://www-2.cs.cmu.edu/afs/cs /

project/theo-4/text-learning/ www/ datas ets. html
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Table 3: results for PNB on the WebKB

Course dataset when varying the numb er of

unlab eled do cuments

p is set to 20 p is set to 50

u error u error

20 27.155 50 15.265

30 16.597 100 8.010

40 12.000 120 7.485

50 10.353 130 7.298

60 8.611 140 7.265

70 8.698 150 7.611

80 8.922 160 7.576

100 9.586 170 7.668

150 13.365 180 7.693

200 16.048 200 8.239

p erformed. We give exp erimental results for

our algorithm PNB when varying the numb er

of unlab eled do cuments and when using dif-

ferent estimates for P r (1) . Then, we conduct

exp eriments to compare PNB and NB while

varying the numb er of lab eled do cuments. In

a last set of exp eriments, we compare error

rates when giving as input di�erent values for

the p ositive class probability.

3.1 Varying the numb er of unlab eled

do cuments

We use the algorithm PNB where P r (1) is es-

timated using Equation 8. We set the input

^

P (1) to 0.22. We consider two values for the

numb er p of p ositive do cuments : 20 and 50.

We let vary the numb er u of unlab eled do c-

uments. For each value of p and u , 200 ex-

p eriments are conducted. Error rates are esti-

mated on an hold-out test set and error rates

are averaged over these 200 exp eriments.

Exp erimental results (see Table 3) show that

the error decreases and reaches a minimal

value. We note that when the numb er of

unlab eled do cuments b ecomes to o large, p er-

formance of PNB may b e p o or. For a given

numb er of p ositive do cuments, the optimal

value for the numb er of unlab eled do cuments

is not known. In the following, we as-

sume that estimates will b e done on a set

of unlab eled do cuments containing approxi-

mately Card ( P D ) p ositive do cuments. Con-

sequently, we set the numb er of unlab eled do c-

uments to Card ( P D ) =

^

P (1) where P D is the

set of p ositive do cuments and

^

P (1) the esti-

mate of the p ositive class probability. Results

given in Table 3 show that this choice is not

optimal from an exp erimental p oint of view

on the WebKB Course dataset.

3.2 Estimating P r (1)

We compare three variants of PNB dep ending

on how the estimate of P r (1) is calculated.

PNB takes as input

^

P (1) = 0 : 22 together with

randomly drawn sets P D and U D such that

Card ( U D ) = Card ( P D ) =

^

P (1) . In the �rst

variant, P r (1) is estimated using Equation 8.

In the second one,

^

P r (1) is set to

^

P (1) , i.e.

it is supp osed that the knowledge of the av-

erage length of p ositive do cuments is negligi-

ble in the classi�cation decision. In the third

one, P r (1) is estimated on the whole WebKB

Course dataset of 1051 web pages and we set

^

P r (1) to 0 : 28

2

.

Exp erimental results (see Figure 1) show that

a b etter estimate of P r (1) slightly increases

the accuracy of PNB classi�ers. PNB classi-

�ers where

^

P r (1) is set to

^

P (1) p erform b et-

ter than PNB classi�ers where

^

P r (1) is calcu-

lated using Equation 8 when the train set is

small. Indeed the variance of the estimation

of P r (1) is high when only a small numb er of

do cuments are available. But, when there are

enough do cuments (20 p ositive do cuments),

the accuracy of PNB classi�ers where

^

P r (1)

is calculated using Equation 8 is close to the

accuracy of PNB classi�ers where P r (1) is es-

timated on the whole WebKB Dataset.

3.3 A comparison b etween NB and

PNB

For a given numb er p , we compare: NB classi-

�ers obtained from p lab eled do cuments; PNB

classi�ers obtained with input

^

P (1) = 0 : 22 , p

2

Note that under the assumption that the

length of do cuments is indep endent of the class,

C ar d ( P D ) =C ar d ( D ) and N ( P D ) =N ( D ) are unbiased

estimates of P r (1) . On the WebKB Course dataset,

we �nd resp ectively 0.22 and 0.28 which suggests that

this assumption could b e not correct.
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Pr(1) is estimated over the training set
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Figure 1: Comparison of PNB with three dif-

ferent estimates of P r (1) . Error rates are av-

eraged over 200 exp eriments

p ositive do cuments and N ' p � 1 = 0 : 22 unla-

b eled do cuments; NB classi�ers obtained from

N lab eled do cuments. We use algorithm PNB

where

^

P r (1) is estimated using Equation 8.

For each value p and each algorithm, 200 ex-

p eriments are conducted. Error rates are es-

timated on an hold-out test set and are av-

eraged over the 200 exp eriments. Error rates

are given together with standard deviation.

Exp erimental results (see Table 4 and Fig-

ure 2) show that PNB classi�ers outp erform

NB classi�ers obtained from p lab eled do cu-

ments. These exp erimental results are quite

promising showing that p p ositive examples

completed with unlab eled examples have a

higher value than p lab eled examples, at least

for small values of p .

4

6

8

10

12

14

16

18

20

22

24

0 10 20 30 40 50 60 70

NB(p)
PNB(p,N)

NB(N)

Figure 2: Comparison of NB

p

, PNB

p;N

and

NB

N

.

Table 4: A comparison b etween NB and PNB .

p N NB

p

PNB

p;N

NB

N

5 22 23.95 (12.4) 16.24 (12.67) 12.67 (4.72)

10 45 17.49 (7.00) 13.05 (4.68) 8.50 (3.56)

15 68 14.18 (5.55) 10.90 (4.13) 6.74 (2.40)

20 91 12.67 (4.72) 10.12 (3.70) 6.03 (1.95)

25 114 10.96 (4.26) 9.37 (3.39) 5.65 (1.79)

30 137 10.25 (4.51) 8.63 (2.95) 5.44 (1.64)

35 159 9.70 (4.26) 8.27 (2.74) 5.41 (1.58)

40 182 9.24 (4.22) 8.12 (2.61) 5.07 (1.45)

45 205 8.50 (3.56) 7.63 (2.52) 5.02 (1.49)

50 228 8.55 (3.73) 7.22 (2.39) 4.97 (1.38)

55 251 7.20 (2.97) 7.05 (2.12) 4.81 (1.42)

60 274 7.32 (3.18) 6.59 (1.83) 4.68 (1.35)

65 297 6.84 (2.45) 6.51 (1.94) 4.77 (1.37)

70 319 6.74 (2.40) 6.39 (1.95) 4.54 (1.29)

3.4 Giving an estimate of the p ositive

class probability

We use the algorithm PNB where P r (1) is

estimated using Equation 8. We consider

two values for the numb er p of p ositive do c-

uments : 20 and 50. An estimate of the

p ositive class probability on the whole We-

bKB Dataset is

^

P (1) = 0 : 22 . We let vary

the estimate for the p ositive class probabil-

ity. PNB takes as input

^

P (1) together with

randomly drawn sets P D and U D such that

Card ( U D ) = Card ( P D ) =

^

P (1) .

^

P (1) takes

value from 0.12 to 0.38 by step 0.02. For each

value of

^

P (1) , 200 exp eriments are conducted.

Error rates are estimated on an hold-out test

set and error rates are averaged over these 200

exp eriments.

Exp erimental results are given in Table 5.

They show that su�ciently accurate classi�ers

are obtained with rough estimates of P (1) .

For instance, an estimate of P (1) could b e

chosen b etween 0.2 and 0.3.

4 Conclusion

We have shown that text classi�cation from

p ositive and unlab eled data is feasible and

that p ositive do cuments and lab eled do cu-

ments may have a comparable value as so on

as the former are completed with enough un-
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Table 5: PNB classi�ers with di�erent input

values for

^

P (1) .

p is set to 20 p is set to 50

^

P (1) error error

0.12 16.74 13.47

0.14 15.12 11.37

0.16 13.77 9.99

0.18 11.93 8.88

0.20 10.76 8.00

0.22 10.60 7.22

0.24 9.66 7.18

0.26 9.25 6.71

0.28 9.96 6.78

0.30 10.21 7.23

0.32 11.29 8.18

0.34 12.41 9.22

0.36 12.69 9.70

0.38 13.74 11.26

lab eled do cuments. As in the semi-sup ervised

framework, unlab eled data are supp osed to

b e freely available, the exp erimental results

are promising but we need to apply our al-

gorithms to other data sets. Following [7 ], it

would b e interesting to design algorithms from

p ositive and unlab eled do cuments when the

p ositive class probability is not given as input

to the learner. Also, we intend to adapt the

co-training setting from Blum and Mitchell [1]

to the framework of learning from p ositive and

unlab eled do cuments.
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R�esum�e

Le programme de recherches pr�esent�e dans cette synth�eses'inscrit dans la double
probl�ematique de l'�etude des langages d'arbres et de l'apprentissage automatique �a partir
de donn�ees arborescentes.

�A la base de ce travail se trouve la question de l'acc�es et de la manipulation auto-
matique d'informations au format XMLau sein d'un r�eseau d'applications r�eparties dans
Internet. La r�ealisation de ces applications est toujoursdu ressort de programmeurs sp�e-
cialistes d'XMLet reste hors de port�ee de l'utilisateur �nal. De plus, les d�eveloppements
r�ecents d'Internet poursuivent l'objectif d'automatiser les communications entre applica-
tions s'�echangeant des 
ux de donn�eesXML. Le recours �a des techniques d'apprentissage
automatique est une r�eponse possible �a cette situation.

Nous consid�erons que les informations sont d�ecrites dans un langageXML, et dans
la perspective de ce m�emoire, embarqu�ees dans des donn�ees structur�ees sous forme ar-
borescente. Les applications sont bas�ees alors sur des op�erations �el�ementaires que sont
l'interrogation ou les requêtes dans ces documents arborescents ou encore la transforma-
tion de tels documents.

Nous abordons alors la question sous l'angle de la r�ealisation automatique de pro-
grammes d'annotation d'arbres, permettant de d�eriver desproc�edures de transformation
ou d'ex�ecution de requêtes. Le m�emoire d�ecrit les contributions apport�ees pour la ma-
nipulation et l'apprentissage d'ensembles d'arbres d'arit�e non born�ee (comme le sont les
arbresXML), et l'annotation par des m�ethodes de classi�cation supervis�ee ou d'inf�erence
statistique.

Mots cl�es

Langages d'arbres, automates d'arbres, apprentissage automatique,XML, champs al�ea-
toires, classi�cation supervis�ee, extraction d'information.
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