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INTRODUCTION GENERALE

Les entreprises de nombreux secteurs d'activité (automobile, sidérurgie, chimie,
pétro-chimie, ...) sont de plus en plus soumises a la concurrence du marché. Pour
assurer leur avenir, les entreprises doivent désormais faire face a différents enjeux
socio-économiques, ce qui les ameéne a avoir une complexité toujours croissante de
leurs systéemes de production pour pouvoir atteindre des objectifs de plus en plus
exigeants. Sur le plan économique, les colts de production, le rendement ainsi que le
respect des délais sont des facteurs qui influent sur la compétitivité des entreprises.
Sur le plan technique, les principales contraintes portent sur la diversité, la flexibilité, la
complexité et la qualité des produits. Des développements au niveau des technologies
de l'informatique et de I'automatisation deviennent nécessaires.

L'automatisation est donc devenue de plus en plus importante pour optimiser la
productivité en améliorant la maitrise des processus industriels. Malheureusement,
pour atteindre ses objectifs, I'automatisation a accru la complexité des processus et a
changé la tache de l'opérateur dont le réle a évolué de la conduite a la supervision.
Désormais, il est devenu essentiel que l'opérateur puisse connaitre, a tout instant,
|'état de fonctionnement du processus. Pour cela, I'échange d'informations entre
I'opérateur et le processus a été amélioré au travers des interfaces home-machine.
Mais au-dela de ces évolutions, il faut désormais étre capable aussi de détecter un
dysfonctionnement le plus rapidement possible, de l'isoler, d'en identifier la cause
probable de fagon a réduire leurs conséquences néfastes, et puis de proposer a
I'opérateur des actions correctives.

Des nos jours, l'implémentation des systémes automatisés suppose donc la mise
en place d'outils pour la supervision. La maitrise d'un processus est indissociable de sa
supervision pour aider les entreprises dans leur recherche permanente d'une meilleure
productivité et qualité a moindre colt. Cette supervision permet, par ailleurs, aux
entreprises de garantir et préserver la slreté de fonctionnement des équipements, de
leur personnel (opérateurs), mais aussi de protéger I'environnement.



2 Introduction générale

Dans ce contexte, de nombreuses approches sont développées, en vue de la
détection de défaillances et du diagnostic, par les différentes communautés de
recherche en automatique, productique et intelligence artificielle. Les méthodes se
différencient par rapport au type de connaissances a priori sur le processus qu'elles
nécessitent. Ainsi elles peuvent étre classées, de facon générale, comme des méthodes
a base de modéles, a base de connaissances et des méthodes a base de données
historiques. Les méthodes a base de modeéles considerent un modele structurel du
comportement du processus basé sur des principes physiques fondamentaux. Ces
modeéles peuvent étre de type quantitatif, exprimés sous forme d’équations
mathématiques ou bien de type qualitatif, exprimés par exemple sous forme de
relations logiques. Les méthodes a base de connaissance exploitent les compétences, le
raisonnement et les connaissances des experts sur le processus pour les transformer en
régles, de maniére a résoudre des problémes spécifiques. Enfin, les méthodes a base
de données cherchent a découvrir des informations, sous forme d’exemples type ou
tendances, au sein des mesures venant des capteurs et des actionneurs, pouvant
identifier le comportement du procédé. Ces méthodes comprennent, parmi d’autres, les
méthodes d’apprentissage et de classification (ou reconnaissance de formes).

Les travaux développés par le groupe DISCO (DIagnostic, Supervision et
COnduite) au sein du LAAS (Laboratoire d'Analyse et d'Architecture des Systémes) se
situent dans ce cadre de la maitrise des systemes complexes. Les thémes de recherche
abordés couvrent les aspects: commande (régulation, poursuite) supervision,
surveillance, diagnostic, aide a la conduite et interaction homme-systéme. Les travaux
développés s'appuient sur trois types d'approches que sont les approches a base de
modeles, a base de connaissances et par apprentissage et reconnaissance de formes.
En ce qui concerne les approches par apprentissage et reconnaissance des formes, des
travaux récents ont été menés au niveau de la supervision et de la surveillance des
systémes complexes. Ces travaux, plus particulierement axés sur les bio-procédés et
les processus de traitement des eaux, ont abordé les problémes liés a l'interprétation
des données (Data Mining) et a I'extraction des informations a partir d'une méthode de
classification avec apprentissage [WAIQO].

Notre travail se situe dans un contexte voisin puisqu'il porte sur la supervision et
la surveillance de procédés complexes, tels que les procédés chimiques et
pétrochimiques.

Pour ce type de procédé, l'obtention d'un modéle mathématique n'est pas
toujours possible. Notre contribution a donc consisté a proposer une stratégie
permettant, a partir des données disponibles et a I'aide d'une méthode de classification,
de construire un modéle du comportement du processus. La mise en place de ce
modeéle est réalisée avec I'objectif de suivre en ligne les évolutions du procédé surveillé,
d'identifier des situations anormales et d'aider |'opérateur dans la prise de décisions,
surtout lorsque ces situations anormales ont pour origine des dysfonctionnements de la
partie opérative.
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Ce mémoire de thése est structuré en cing chapitres :

Le premier chapitre propose un tour d'horizon sur la supervision et les différentes
approches de détection et de diagnostic de défaillances développées par les différentes
communautés de recherche. De plus, une tentative d’intégration des différentes
méthodes, pour la supervision et l'aide a la décision des opérateurs des procédés
complexes, est abordée. Cette tentative d’intégration et de collaboration entre
différentes méthodes a été I'objectif d’'un projet international pour lequel une partie
importante de la thése a été développée.

Le deuxiéme chapitre propose une stratégie pour le suivi du comportement d'un
processus et la détection de défaillances, en s'appuyant sur des données historiques et
des données en ligne. Ce chapitre décrit, également, différentes méthodes de
classification et d'apprentissage qui peuvent étre utilisées pour la mise en place de la
stratégie proposée, dont la méthode LAMDA (Learning Algorithm for Multi-variable Data
Analysis) sur laquelle nous avons appuyé nos travaux.

Dans le troisieme chapitre, nous abordons les différentes étapes a suivre pour
I'élaboration d'un systéme de surveillance a partir de méthodes de classification. Ainsi,
la premiéere phase consiste a réaliser un apprentissage pour identifier et caractériser les
différents états de fonctionnement du processus a surveiller. Une description des
éléments de paramétrage nécessaires pour |'élaboration du modéle de comportement
du processus est aussi réalisée. La non exhaustivité du modeéle de comportement
élaboré a partir des données met en évidence la nécessité d'avoir un systéme de
surveillance adaptatif. Ainsi, la deuxieme phase que nous présentons consiste a faire
une reconnaissance en ligne des situations connues et a suivre une démarche précise
dans les cas de détection de déviations de comportement. Finalement, dans ce
chapitre, nous présentons |'outil SALSA qui a été développé pour mettre en ceuvre la
stratégie proposée dans le chapitre 2. Cet outil offre une interface modulaire, flexible et
conviviale, qui permet l'interaction et le dialogue avec I'expert, dans la construction du
modele de comportement. SALSA apporte, aussi, une aide a I'opérateur au moment du
suivi et lors de la détection des déviations.

Le chapitre 4 est dédié a la mise en place d'un modele d’évolutions des états
fonctionnels du systéme surveillé. Le modéle est élaboré sous la forme d'un automate a
états finis. Nous décrivons, dans cette partie, les moyens utilisés pour obtenir les états,
les transitions et les événements associés a ces transitions. Nous montrons, également,
comment cet automate peut étre utilisé par I'opérateur, a des fins de surveillance.

Nous terminons ce mémoire avec un chapitre 5 dédié aux résultats obtenus lors
de l'application de I'outil SALSA dans le domaine industriel. Trois unités pilotes ont été
choisies pour illustrer notre travail.




Introduction générale




Chapitre 1

1. SUPERVISION ET AIDE A LA DECISION DES SYSTEMES
COMPLEXES

1.1 Introduction

Les systemes industriels sont devenus de plus en plus complexes, pas seulement
a cause de la complexité physique des installations et des différentes procédures pour
la fabrication des produits de qualité, mais aussi de par la croissante quantité
d'information qu'il est nécessaire de gérer pour en garantir le fonctionnement correct.
La commande automatisée de ces systémes a été enrichie progressivement grace aux
avances technologiques dans tous les domaines : les capteurs, les régulateurs, les
réseaux a haute vitesse, etc. De plus, il est possible d’établir des liaisons de
communication plus rapides, de récupérer et stocker chaque fois davantage
d'information. Et méme si les consoles des salles de controle sont plus performantes et
plus versatiles, la quantité d'information affichée peut devenir ingérable.

Malgré le progrés et les avances technologiques dans la commande distribuée,
les systémes prédictifs et I'automatisation des procédés complexes, la supervision de
processus reste une tache trés importante qui est encore en grande partie une activité
manuelle, exécutée par les opérateurs, notamment lorsqu'il s'agit de répondre aux
événements anormaux. Cette activité, peut selon la nature et la criticité des anomalies
ou dysfonctionnements, avoir un impact économique, environnemental et de sécurité
plus ou moins significatif, non seulement au niveau des équipements mais aussi des
opérateurs. D'autant plus que le fait de gérer une grande quantité d'information et
d'avoir besoin d'agir vite peut mener les opérateurs a prendre des décisions
incorrectes, dégradant encore plus la situation.

De ce fait, les systémes de supervision qui intégrent les outils de surveillance,
de détection et de diagnostic sont nécessaires afin de fournir a I'opérateur des critéres
suffisants pour la prise des décisions.
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Notre objectif, dans ce premier chapitre, est de faire un tour d'horizon des
différentes techniques utilisées pour la supervision, le diagnostic et I'aide a la décision
des processus industriels. Ceci va nous permettre d‘identifier leurs champs d'application
potentiels, leurs points forts et leurs faiblesses afin d’utiliser la technique ou I'ensemble
des techniques appropriées, selon les cas. Aprés ce bilan, nous présenterons un projet
international dont 'objectif justement était de proposer l'intégration et la combinaison
de méthodes et d'outils adaptés a des contraintes techniques, économiques,
environnementales et a des exigences de sécurité bien identifiées dans des systémes
industriels complexes tels que les procédés chimiques et pétrochimiques.

1.2 Supervision des procédés

Comme nous l'avons évoqué, le nombre des mesures recueillies sur les
processus et stockées a augmenté de fagon considérable. En méme temps, ces
processus ont accru leur complexité et les systémes de commande ont remplacé les
ajustements manuels. Ceci afin de répondre aux demandes de qualité, aux contraintes
environnementales, a la réduction des co(ts de production et maintenance, tout en
garantissant la sécurité des installations ainsi que celle des opérateurs humains. Face a
cet incrément d'information, changeante et dynamique, |'opérateur humain a besoin de
nouveaux outils qui l'aident dans sa tache de surveillance du processus, pour en
garantir le fonctionnement correct et réagir au cas ou des événements anormaux se
produisent.

Dans ces conditions, nous pouvons dire que la supervision a pour objectif
d’assurer la gestion réactive et sire des modes de fonctionnement d’un processus. Ces
modes ou situations sont définis a partir de |'analyse des données, de la
connaissance du systéme et du savoir-faire des opérateurs. Il faut alors exploiter au
maximum toutes les informations disponibles sur le systéeme pour pouvoir détecter les
éventuels dysfonctionnements d'un processus et les diagnostiquer et réagir en
conséquence de facon a assurer son fonctionnement méme en situations anormales.

Au niveau de la supervision, toute description du procédé, qui apporte une
connaissance a priori sur ses caractéristiques et ses fonctionnalités, constitue un
modeéle du procédé. Ceci permet de comparer |'évolution du procédé réel au travers du
suivi des mesures a la description théorique offerte par le modéle. Le résultat de cette
comparaison détecte le bon ou mauvais fonctionnement du procédé. Nous pouvons
considérer le modele comme la facon de valider le fonctionnement correct du procédé
et de déterminer les déviations par rapport aux conditions attendues d'opération. Les
modeles peuvent étre de différentes natures selon les informations disponibles sur le
processus : il existe des modéles de type analytique (équations différentielles,
équations aux différences, relations entre variables, etc.), ainsi que des modéles
qualitatifs (équations qualitatives, modéles a base d'ensembles flous, regles,
description du comportement, etc.), qui représentent le fonctionnement statique ou
dynamique, normal ou anormal du procédé.
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Pour la mise en place d'un systéme de supervision, du point de vue de la
communauté du continu, trois fonctions doivent étre prises en compte : la détection,
le diagnostic et la reconfiguration. Selon [KOT93], |la surveillance du procédé traite
les données disponibles en ligne, afin d'obtenir son état de fonctionnement. Dans la
surveillance, nous retrouvons les fonctions de détection de défaillances et de diagnostic
(Figure 1.1). De facon générale, la détection consiste en l'identification des
changements ou déviations des mesures du procédé par rapport au fonctionnement
normal, ce qui se traduit par la génération des symptémes. Le diagnostic consiste a
déterminer quelles sont l'origine et/ou la (les) cause(s) qui ont pu engendrer le
symptome détecté. A ce stade, le systeme doit avoir la capacité de décider quand le
procédé se trouve dans une situation de fonctionnement normal, et quand une action
corrective doit étre appliquée. Cette action corrective correspond a I'étape de
reconfiguration de la commande de fagon a ramener le procédé dans un mode de
fonctionnement normal.

Cependant, il existe d'autres approches pour la mise en place d'un systéme de
supervision. En effet, pour la communauté de systémes a événements discrets (SED),
la supervision a pour but de contrbler I'exécution d'une opération effectuée par le
systéme de commande sans rentrer dans les détails de cette exécution. La supervision
a lieu dans une structure hiérarchique (au moins avec 2 niveaux), et recouvre |'aspect
du fonctionnement normal et anormal :

« en fonctionnement normal, le role de la supervision est de prendre, en temps
réel, les décisions correspondantes aux degrés de liberté exigés par la
flexibilité décisionnelle;

« en présence de défaillances, la supervision prend toutes les décisions
nécessaires pour le retour vers un fonctionnement normal. Aprés avoir
déterminé un nouveau mode de fonctionnement, il peut s'agir de choisir une
solution curative, d'effectuer des ré-ordonnancements "locaux", ou méme de
déclencher des procédures d'urgence.

La surveillance est responsable de I'acquisition des signhaux en provenance des
ressources et de la commande. Ces informations sont utilisées pour la reconstitution de
I'état réel du systéeme commandé et pour faire les inférences nécessaires afin de
produire des informations supplémentaires pour dresser des historiques de
fonctionnement. Les activités de la surveillance sont donc limitées aux fonctions
relatives aux informations et n'ont pas une action directe sur le modeéle ni sur le
procédé. A priori, la surveillance a un réle passif vis-a-vis de la commande. Parmi les
fonctions de la surveillance nous trouvons donc, en plus de l'acquisition de données, la
détection [COMO00] qui caractérise le fonctionnement du systeme de normal ou
anormal. Deux classes d'anomalies sont distinguées :

« la premiére regroupe les situations pour lesquelles le comportement du
systeme devient anormal car les contraintes d'opération ne sont pas
garanties;
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« la deuxiéme regroupe les situations dans lesquelles le comportement est
anormal par rapport a la loi de commande appliquée. Cette classe recouvre
les anomalies de fabrication mise en évidence par des controles de qualité.

Le suivi fait partie aussi des fonctions de la surveillance. Cette fonction
maintient en permanence un historique des traitements effectués, et une trace des
événements que percoit le systeme. La fonction diagnostic établi un lien de cause a
effet entre un symptéme observé et la défaillance qui est survenue, ses causes et ses
conséquences. La communauté des SED distingue trois sous-fonctions [COMO0O0]:

« la localisation, qui détermine le sous-systéme responsable de la défaillance,
« ['identification, qui détermine les causes qui ont engendré la défaillance,
» Il'explication, qui justifie les conclusions du diagnostic.

La fonction pronostic est également une fonction de surveillance qui a pour but
de déterminer les conséquences d'une défaillance sur le fonctionnement futur du
systeme. Il existe aussi des fonctions propres a la supervision :

« la reconfiguration qui agit sur le procédé en adaptant la configuration
matérielle a la situation, ainsi que sur le systéme de commande en changeant
la loi de commande,

« la décision, qui détermine |'état a atteindre pour le retour en opération
normale et la séquence d'actions correctives a réaliser pour arriver a cet état.

Dans ces conditions, la supervision n'est plus un simple enchainement des
fonctions de surveillance (détection - diagnostic) et reconfiguration. Des "modeles de
surveillance" beaucoup plus complexes peuvent étre mis en place en fonction du
procédé considéré, du type de défaillances et également de la politique de production
de I'entreprise [ZAM98].

(Origin ou causes)
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Figure 1.1. Schéma général de supervision
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Nous allons focaliser notre travail sur la supervision des systémes industriels et,
plus particulierement, sur les fonctions de surveillance telles que définies par le point
de vue de la communauté du continu, (voir pointillé Figure 1.1) c'est-a-dire la détection
et le diagnostic.

Différentes méthodes peuvent étre utilisées pour la mise en ceuvre des étapes de
la supervision. Ainsi, nous pouvons classer les diverses méthodes utilisées pour
détecter les anomalies et les diagnostiquer d'aprés la nature de la connaissance
disponible sur le processus.

1.3 Différentes méthodes pour I'élaboration d'un
systéeme de supervision et diagnostic industriel

A I'heure actuelle, il existe plusieurs communautés de recherche, telles que la
communauté de l|'automatique, de la productique, de l'intelligence artificielle, qui
s'intéressent au domaine de la supervision, et plus particulierement, au diagnostic,
dans le but principal d'assister les opérateurs dans la gestion des événements
anormaux. La littérature sur le diagnostic de défaillances dans les processus industriels
est vaste, s'étendant dés méthodes analytiques a l'intelligence artificielle et aux
méthodes statistiques. D'un point de vue de la modélisation, des méthodes de
diagnostic ont besoin de modéles précis du processus, de modéles semi-quantitatifs ou
bien de modeéles qualitatifs. Par ailleurs, d’autres méthodes n'utilisent aucune forme de
modele, et s'appuient seulement sur des données historiques du processus. Pour la
description de ces différentes méthodes de diagnostic, nous avons adopté Ila
classification proposée par Vankatasubramanian et al. [VENO3a]. Cette classification a
été faite selon la connaissance du processus disponible. Nous précisons que cet état de
I'art n’est pas exhaustif car notre objectif est uniquement de situer ces méthodes par
rapport a leurs applications potentielles. D'autres facons de classer les diverses
méthodes et techniques de diagnostic ont été proposées [ZWI95].

1.3.1 Méthodes a base de modéles

Les méthodes de diagnostic a base de modéles (connues aussi comme diagnostic
a partir de principes premiers) [REI92] sont appropriées quand l'information disponible
sur le processus permet d'utiliser les principes physiques du processus et leur
compréhension. Selon la connaissance du processus, il est possible de définir deux
formulations différentes de cette approche a base de modéles : I'approche FDI (Fault
Detection and Isolation) issue de la communauté Automatique, s'appuyant sur des
modeles quantitatifs, et I'approche DX (du nom du International workshop on principles
of diagnosis) de la communauté de I'Intelligence Artificielle utilisant des modeles
qualitatifs.
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1.3.1.1 Modeéles Quantitatifs

Ces modéles sont construits a partir des lois fondamentales (physique, chimie,...)
et décrits par des relations mathématiques sur les entrées-sorties du systeme. Diverses
approches pour la détection de défaillances a partir des modéles mathématiques ont
été développées depuis les années 70 [ISE97].

Ces méthodes dites "méthodes des résidus" comportent deux étapes : d'une
part, la génération des résidus et, d'autre part, le choix d'une régle de décision pour le
diagnostic. Les résidus représentent des changements ou divergences entre le
comportement réel du processus et celui prévu par le modéle. La Figure 1.2 illustre le
principe le plus général pour la génération des résidus.

Entrées Systéme Sorties
- o
U e Y
I n L] ..
I . . Lo Résidus
Modeéle estimé Y (jengrgélon
I e résidus

Figure 1.2. Principe de génération des résidus

L'objectif du résidu est d'étre sensible aux défauts. Ainsi, normalement, en
I'absence de défaillances, c'est-a-dire en fonctionnement normal, le résidu doit avoir
une valeur nulle. Au contraire, en présence d'un défaut, le résidu aura une valeur non
nulle.

Les techniques les plus utilisées pour la génération des résidus, a partir de
modeles analytiques, sont listées ci-dessous :

- Equations de parité [GER98]

- Estimation d'état a partir d'observateurs ou filtres de Kalman [FRA89]
- Estimation paramétrique [ISE93]

- Analyse structurelle [CASS97]

Une fois les résidus générés, ils doivent étre évalués pour déterminer la présence ou
non d'une défaillance. Cette évaluation des résidus est établie principalement par
['utilisation de seuils fixes ou adaptatifs pour éviter les fausses alarmes. Néanmoins, la
plupart du temps, les résidus sont corrélés entre eux. Pour gérer cette corrélation, la
maximum de vraisemblance généralisée peut étre utilisée. Il s'agit d'une technique qui,
sous I|'hypothése que les variables ont une distribution connue, usuellement la
distribution normale, permet d'estimer les parameétres d'un modele (d'une équation ou
d'un systéme, linéaire ou non linéaire) avec des restrictions sur les parameétres
(coefficients, matrice de variances et covariances) ou non. Plus spécifiqguement, la
technique consiste a construire une fonction appelée fonction de vraisemblance
(construite a partir de la fonction de densité) et a maximiser son logarithme par
rapport aux parametres inconnus.
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Pour isoler la faute, l'approche FDI utilise une matrice de signatures de
fautes () qui est obtenue a partir de I'ensemble des résidus. Cette matrice décrit les
relations entre les résidus (lignes de =) et les fautes (colonnes de 5). Un élément de 5j;
aura une valeur de 1 si la faute de la colonne j a une influence sur le résidu de la ligne
i, dans le contraire, la valeur sera 0. La comparaison d'une signature observée avec les
différentes colonnes de la matrice permet de localiser la faute.

Le principal inconvénient des méthodes analytiques de détection de défaillances
et diagnostic est la nécessité d'avoir des modéles mathématiques assez précis et
complets, ce qui n'est pas toujours facile, voire impossible, pour des processus
complexes tels que les processus chimiques. Ces modéles sont limités aux
représentations linéaires ou a des modeéles non-linéaires trés spécifiques. Un autre
inconvénient est la modélisation des perturbations qui peuvent engendrer des erreurs
dans le modeéle. En plus, si un type de faute n'a pas été modélisé de maniére
spécifique, il n'y a pas de garanties que les résidus soient capables de le détecter.
Finalement, I'adaptabilité de ces approches aux changements du processus n'est pas
considérée.

1.3.1.2 Modeéles qualitatifs ou semi-qualitatifs

Dans certains cas, il devient trés difficile de disposer des connaissances
complétes pour faire un modeéle analytique du processus a cause de sa complexité
structurelle ou de son comportement. Une alternative pour traiter les connaissances
incomplétes est de faire des abstractions selon le principe du raisonnement qualitatif
[TRA97a]. Les modeles décrivent alors la structure du processus a diagnostiquer.
Généralement, il s'agit des connexions entre les composants. L'approche DX exprime
explicitement le lien entre un composant et les formules décrivant son comportement.
Ces derniéres années, l'utilisation de modéles qualitatifs pour la surveillance et le
diagnostic de défaillances a pris une grande ampleur [TRA97b] [ESCO01].

Parmi les méthodes qui utilisent les modéles physiques de type qualitatif pour la
détection et le diagnostic de fautes, se trouve la prédiction du comportement a partir
des équations différentielles qualitatives (QDEs). Ces QDEs sont des abstractions des
équations différentielles ordinaires qui utilisent des intervalles de variables et des
parameétres. L'algorithme QSIM [KUI86] représente un systéme comme un ensemble
d'équations différentielles qualitatives (QDEs) couplées. Le comportement du systéme
est alors représenté par une séquence d'états.

Selon I'approche DX, le diagnostic est basé sur la théorie du raisonnement
logigue [DAGO1]. Pour le diagnostic, les termes suspect et candidat sont utilisés. Le
premier fait référence a tout composant que le systéme de diagnostic a identifié comme
responsable possible de l'apparition d'une divergence. Tandis que le deuxieéme fait
référence au composant, ou ensemble de composants, dont le fonctionnement incorrect
expliquerait toutes les divergences observées. Une caractéristique de cette technique
est que le diagnostic se fait de fagon itérative en trois phases :

- La Détection de conflits : recherche de I'ensemble de composants suspects en
fonction des divergences observées.
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- Le Diagnostic : recherche des candidats parmi les suspects.
- La Discrimination des hypothéses : raffinement de I'ensemble de candidats dans
le cas ou il y en aurait plusieurs.

1.3.1.3 Systémes flous

Une autre alternative pour la modélisation des systémes complexes est
['utilisation des concepts de la théorie des ensembles flous et de la logique floue
[YAG94]. Un modele flou est une représentation des caractéristiques d'un systéme a
|'aide de régles floues qui décrivent sont comportement. Ceci permet une généralisation
de l'information qui essaie d'imiter le raisonnement approximatif exécuté par I'homme
en introduisant l'imprécision [ZAD73]. Les systémes a base de regles floues sont des
systémes ou les relations entre variables sont représentées au moyen de regles floues
de la forme : SI prémisse ALORS conclusion. Fondamentalement deux types de
modéles sont distingués :

« Modéles linguistiques (ML) flous [MAM77] qui décrivent le systeme a partir des
regles SI-ALORS ou, les prémisses et les conclusions utilisent des variables
linguistiques qui ont des ensembles flous comme valeurs. L'ensemble de régles
prend la place de l'ensemble d'équations classique utilisé pour caractériser un
systeme. Ce type de modeles est essentiellement une expression qualitative du
comportement du systéme, ol les régles sont obtenues la plupart du temps a partir
de la connaissance des experts et des différents mécanismes de raisonnement. De
fagcon générale une regle SI-ALORS linguistique s'écrit :

R: S xetA ALORSyestB, i=12..K (1)

Ou A et C; sont des ensembles flous qui définissent le partitionnement des

espaces d'entrée et de sortie.

« Modéles flous type Takagi-Sugeno-Kang (TSK) [TAK85] pour lesquels les prémisses
des regles sont de variables linguistiques mais les conclusions sont de type
numérique, généralement sous forme de constantes, de polynémes ou de fonctions
(linéaires ou non-linéaires) qui dépendent des entrées :

R: 9 xest A ALORSy; = fi(x), i=12..K (2)

Les modéles flous TSK permettent une application relativement facile des
techniques puissantes d'apprentissage pour leur identification a partir des données.
Ce type de modéle est utilisé pour approximer des systémes complexes non
linéaires. En effet, le grand avantage du modéle TSK se situe dans sa puissance de
représentation, particulierement pour décrire des processus complexes. Il permet
de décomposer un systéme complexe en sous-systémes plus simples (parfois
méme linéaires). La construction d'un tel systéme flou est une chose délicate.
Quand la connaissance d'un expert est disponible les régles doivent étre exprimées
de maniere linguistique, ce qui ameéne ensuite a déterminer des fonctions
d'appartenance pour les prémisses. En ce qui concerne les conclusions, les
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fonctions f; sont typiquement des instances d'une fonction paramétrique, dont la

structure demeure la méme dans toutes les régles, seuls les paramétres changent.

1.3.2 Méthodes a base de connaissances

Nous venons de voir que, dans le domaine de I'automatique et de la supervision
des processus, la conception et I'utilisation des modéles mathématiques précis pour la
détection et le diagnostic est bien connue. Mais, dans beaucoup de cas, la construction
d'un tel modéle est trés difficile, de par la nature complexe ou non-linéaire du
processus lui-méme, des parameétres variables dans le temps ou du manque de
mesures disponibles. Dans la pratique, il est démontré que, dans ce cas, |'opérateur
humain peut fournir une meilleure supervision en utilisant sa propre connaissance et
son expérience pour assurer le bon fonctionnement du processus. De ce fait, les
connaissances de l'expert sur la structure et le comportement du processus sont
exploitées par diverses techniques.

1.3.2.1 AMDEC et Arbres de défaillances

Nous présentons ces méthodes, issues des études de risques et de slreté de
fonctionnement, qui peuvent étre utilisées pour identifier les causes des défaillances de
processus industriels. Il s'agit, en fait, de l'analyse fonctionnelle et matérielle du
systeme.

- AMDE (Analyse des Modes de Défaillance, de leurs Effets)

La méthode de I'Analyse des Modes de Défaillance et de leurs Effets f(t
employée pour la premiere fois, a partir des années 1960, dans le domaine de
I'aéronautique pour l'analyse de la sécurité des avions [REC66]. Cette méthode permet
une analyse systématique et trés compléte, composant par composant, de tous les
modes de défaillance possibles et précise leurs effets sur le systéeme global [VIL88].

La démarche consiste d'abord a définir le systéme, ses fonctions et ses
composants. Ensuite, I'ensemble des modes de défaillances des composants doit étre
établi. Pour chague mode de défaillance, sont recherchées ensuite les causes possibles
de son apparition. Finalement, une étude des effets sur le systeme et sur |'opérateur
est faite pour chaque combinaison (cause, mode de défaillance). Les résultats sont
présentés sous forme de tableau.

L'AMDE est parfois complétée par une analyse de criticité ; elle devient AMDEC
(Analyse des Modes de Défaillance, de leurs Effets et de leur Criticité). La criticité
permet d'extraire les modes de défaillance les plus critiques. L'analyse de criticité est
évaluée a partir du couple probabilité-gravité.

L'Analyse de fonctionnement (HAZOP, Hazard and operability study) est une
autre extension de l'analyse des modes de défaillance (AMDE). La méthode HAZOP
explore systématiquement I'aspect fonctionnel d'un systéme en identifiant, a la fois, les
dangers et les dysfonctionnements d'une installation. Elle est mise en oeuvre a la fin de
la phase de conception puisqu'elle s'appuie sur les schémas détaillés du systeme.




14 Chapitre 1 : Supervision et aide a la décision des systémes complexes

L'utilisation des tableaux d'AMDE(C) a des fins de diagnostic industriel conduit a
utiliser une procédure déductive, c'est-a-dire a utiliser ces tableaux comme un outil
d'identification des causes de défaillances a partir des effets observés [ZWI95]. La
modélisation des relations cause a effet réalisée par I'AMDEC rend cette démarche trés
puissante pour la résolution des problémes de diagnostic de défaillances de procédés
industriels.

L'AMDE est donc trés répandue dans des nombreux domaines industriels,
I'aéronautique en particulier ; pourtant elle est lourde et insuffisante. En effet, il est
nécessaire d'identifier a priori les défauts et/ou les dysfonctionnements pouvant
apparaitre, a un certain moment, dans le systéme supervisé; le recensement préalable
des défaillances et leurs relations éventuelles ne peut jamais étre exhaustif et requiert
en général une longue expérience. En plus, toute modification ou évolution du systeme
nécessite une réécriture du tableau. Enfin, cette méthode ne peut traiter les cas de
défaillances multiples et intégrer |I'aspect fonctionnel.

+ Arbres de Défaillances (ou Arbres de Causes)

L'arbre de défaillance est I'un des outils majeurs d'analyse du risque
technologique, développé au début des années 1960 aux Etats-Unis [VIL88]. C'est la
méthode la plus couramment utilisée dans les analyses de fiabilité, de disponibilité ou
de sécurité des systemes.

Il s'agit d'une méthode optimisée qui permet la détermination des chemins
critiques dans un systéme. Cette méthode a pour objet de déterminer les diverses
combinaisons possibles d'événements qui entrainent la réalisation d'un événement
indésirable unique. Elle permet donc d'identifier les points faibles de la conception.

C'est une méthode déductive dont la représentation graphique des combinaisons
est réalisée par une structure arborescente (arbre), permettant un traitement a la fois
qualitatif et quantitatif.

Cet arbre est établi sous forme d'un diagramme logique et comporte au sommet
I'événement indésirable. Les causes immédiates qui produisent cet événement sont
ensuite hiérarchisées a I'aide de symboles logiques "ET" et "OU". De cette facon, |'arbre
est créé pas a pas pour atteindre, a la base, un ensemble d'événements considérés
comme élémentaires.

Une extension des arbres de défaillances est la méthode du diagramme de
causes-conséquences [VIL88]. Cette méthode combine les principes utilisés par
I'analyse déductive de l'arbre des défaillances et I'analyse inductive de I'arbre des
conséquences.

Le principal inconvénient des arbres de défaillances est que le développement
est sensible aux erreurs a différentes étapes. En effet, I'arbre construit est seulement
aussi bon que le modéle mental de son créateur. Pour exécuter un diagnostic correct a
partir des arbres de défaillances, ceux-ci doivent largement représenter toutes les
relations causales du processus, c'est-a-dire qu'ils doivent étre capables d'expliquer
tous les scénarios de défauts possibles. De plus, I'emploi de cette méthode se révele
difficile pour les systémes fortement dépendants du temps. Enfin, il n'y a pas de
méthode formelle pour vérifier |'exactitude de I'arbre développé.
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1.3.2.2 Systémes experts

Pour les systémes experts, ou systémes a base de connaissances, le diagnostic
industriel est devenu un des domaines privilégiés d'application. Les systémes experts
sont des outils de l'intelligence artificielle, utilisés lorsque aucune méthode
algorithmique exacte n'est disponible ou praticable. De fagon générale, nous pouvons
dire qu'un systéme expert sert a codifier la connaissance humaine en termes
d'expérience, raisonnement approximatif, analogie, raisonnement par défaut,
apprentissage, etc. De ce fait, la propriété principale de ces systémes est de pouvoir
représenter et restituer les connaissances acquises par les spécialistes d'un domaine
technique précis. Les connaissances utilisées, dans la plupart des cas, pour le
développement d'un systéme expert d'aide au diagnostic, reposent sur |'apprentissage
des relations entre les causes et les effets observés pour chaque défaillance [AGUI99].
Néanmoins, il est possible aussi d'utiliser les modeles fonctionnels décrivant les
comportements des composantes de systemes complexes [CHA93]. La définition que
nous retenons pour les systémes experts est celle donnée par [ZWI95]:

« Un systéme expert est un systeme informatique destiné a résoudre un
probléme précis a partir d'une analyse et d'une représentation des
connaissances et du raisonnement d'un (ou plusieurs) spécialiste(s) de ce
probléme »

Un systeme expert est composé de deux parties indépendantes (voir Figure 1.3) :

« une base de connaissances elle-méme composée d'une base de regles qui
modélise la connaissance du domaine considéré et d'une base de faits qui contient
les informations concernant le cas traité,

« un moteur d'inférences capable de raisonner a partir des informations contenues
dans la base de connaissances, de faire des déductions, etc. Au fur et a mesure que
les regles sont appliquées des nouveaux faits se déduisent et se rajoutent a la base
de faits.

EXPERT

v

Base de

Regles \
&

d’Inférence

> Moteur €| UTILISATEUR

Base de
Faits

Base de Connaissances

Figure 1.3. Architecture d'un systéme expert

Les principaux avantages des systémes experts pour le diagnostic sont leur
capacité a raisonner sous incertitude et leur capacité a apporter des explications des
solutions fournies. La difficulté spécifique de leur mise en ceuvre est la formalisation de
la démarche cognitive qui a pour objectif, a partir d'une situation donnée, de définir et
de décrire le raisonnement associé.
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1.3.3 Méthodes a partir des données historiques

Ces méthodes ont I'avantage de ne pas nécessiter la connaissance d'un modéle
mathématique ou structurel du procédé, contrairement aux méthodes a base de
modeles. Seulement, la disponibilité de grandes quantités de données historiques du
processus est nécessaire. Il y a diverses facons de traiter ces données et de les
présenter en tant que connaissance a priori pour le diagnostic. Ceci est connu comme
I'extraction des caractéristiques. Parmi les méthodes d'extraction des
caractéristiques, se trouvent les méthodes de représentation et analyse qualitative des
tendances, I'Analyse en Composantes Principales (ACP)/Moindres Carrés Partiels (MCP)
et les méthodes de classification et de reconnaissance de formes (RdF), parmi
lesquelles nous pouvons citer, d'une part, les classificateurs statistiques, d'autre part,
les réseaux de neurones artificiels [VENO3b].

1.3.3.1 Analyse et représentation qualitative des tendances

Un traitement général des signaux a pour but l'analyse et la représentation
qualitative des tendances du processus, proposée par Cheung et Stephanopoulos
[CHE90] avec le concept de tendance, série d'épisodes avec une représentation
triangulaire. Dans ce formalisme, chaque épisode est représenté par sa pente initiale,
sa pente finale (a chaque point critique) et un segment de droite reliant les deux points
critiques. Janusz et Venkatasubramanian [JAN91] ont proposé une description
qualitative des signaux (TDL - Trend Description Language) utilisant primitives,
épisodes, tendances et profils. Les primitives sont basées sur le signe des premiére et
deuxieme dérivées (positif, zéro et négatif). Ceci donne un ensemble de 9 primitives.
Un épisode est un ensemble de primitives du méme type. Le nombre de fois
consécutives qu'une primitive est présente définie la durée de |'épisode. La tendance
d'un signal consiste en une série d'épisodes, et un profil s'obtient en ajoutant des
informations quantitatives aux tendances. Par la suite, plusieurs travaux ont amélioré
le langage de description des tendances (TDL) au niveau du bruit [VED97], de sa
représentation et de son interprétation [AYR95][MELO1] pour l'utiliser, ensuite, en
combinaison avec d'autres techniques, surtout des techniques de reconnaissance de
formes [BAK92].

Afin d'étre plus générale, I'approche décrite par Meléndez et Colomer [MELO1] a
élargit les formalismes précédents vers des contextes qualitatifs et quantitatifs. Cette
approche permet, en effet, de construire des épisodes a partir de toute caractéristique
extraite des variables du processus. Selon ce formalisme, une nouvelle représentation
permet de décrire les tendances d’un signal selon sa deuxiéme dérivée, laquelle peut
étre calculée par le biais d'un différentiateur (« band-limited » : FIR) [COLO1] afin
d'éviter I'amplification de bruit. La premiere dérivée qualifiée au début et a la fin de
chaque épisode est employée pour obtenir une représentation plus significative de la
tendance du signal. Ainsi, un ensemble de 13 types d'épisodes est obtenu (voir Figure
1.4). Un avantage important de cet ensemble d'épisodes pour la surveillance est que
les discontinuités et les périodes de stabilité (habituelles dans des situations de
défaillance et dans des situations normales respectivement) sont explicitement
représentées en utilisant 5 types d'épisodes (a, B, vy, A, u). Cette approche a été utilisée,
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en combinaison avec d'autres méthodes, pour le diagnostic d'unités industrielles
[COL02].

AB XIAE|@o|ly | n|t|d|K|A|M
A|B|C|D|E|[F|G|H|I|J|K]|L|M

Figure 1.4. Types d'épisodes a partir de la deuxiéme dérivée

L'abstraction qualitative permet une représentation compacte de la tendance en
ne prenant en compte que les événements significatifs. Pour des téches telles que le
diagnostic, la représentation qualitative des tendances fournit souvent des informations
valables qui facilitent le raisonnement sur le comportement du processus. Dans la
plupart des cas, les dysfonctionnements du procédé produisent une tendance distinctive
dans les signaux issus des capteurs. Ces tendances peuvent étre employées pour
l'identification des situations anormales dans le processus. Ainsi, une analyse
appropriée des tendances du processus peut permettre de détecter plus tot une
défaillance.

1.3.3.2 Analyse en Composantes Principales (ACP)

L'analyse en composantes principales (ACP) est une technique statistique multi-
variable. Les techniques statistiques multi-variables sont des outils puissants, capables
de comprimer des données et de réduire leur dimensionnalité de sorte que l'information
essentielle soit maintenue et plus facile a analyser que dans I'ensemble original des
données. Ces techniques peuvent également manipuler le bruit et la corrélation pour
extraire l'information efficacement. La fonction principale de ce type de techniques est,
par le biais d'une procédure mathématique, de transformer un certain nombre de
variables corrélées en un ensemble plus petit de variables non corrélées.

L'ACP est essentiellement basée sur une décomposition orthogonale de la
matrice de covariance des variables du processus le long des directions qui expliquent
la variation maximale des données, c'est-a-dire que cette méthode recherche une
projection des observations sur des axes orthogonaux. De ce fait, le premier axe
contient la plus grande variation. Le deuxieme axe contiendra la seconde plus grande
variation orthogonale au premier.

Le but principal de I'ACP est donc de trouver un ensemble de facteurs
(composantes) qui ait une dimension inférieure a celle de l'ensemble original de
données et qui puisse décrire correctement les tendances principales. L'ACP est une
procédure qui ne prend en compte que les variables du processus. Parfois, un ensemble
additionnel de données est disponible, e.g. variables de qualité du produit. Il est
souhaitable d'inclure toutes les données disponibles pour la surveillance du procédé et
d'utiliser de cette facon les variables du processus pour prédire et détecter des
changements dans les variables de qualité du produit. Pour cela, la méthode des
Moindres Carrés Partiels (MCP) peut étre utilisée [VENO3b]. Cette méthode modélise le
rapport entre deux blocs de données tout en les comprimant simultanément. Elle est
employée pour extraire les variables latentes qui expliquent la variation des données du
processus.
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Divers travaux menés par MacGregor et al. [MCG95][NOM94] ont montré
I'application des méthodes statistiques multi-variables telles que les ACP et MCP, dans
I'analyse et la commande de processus, la détection et le diagnostic de défaillances,
aussi bien dans le cas de procédés continus que dans les cas des procédés "batch"
(continus par lots).

Une limitation importante de la surveillance basée sur I'ACP est que la
représentation obtenue est invariante dans le temps, tandis que la plupart des
processus réels évoluent au cours du temps. Par conséquent, la représentation issue de
I'ACP nécessite également d'étre mise a jour périodiguement. Un autre inconvénient est
gu'elle ne posséde pas des propriétés de signature pour le diagnostic, ce qui rend
I'isolation des défaillances difficile.

1.3.3.3 Classification et méthodes de reconnaissance de formes

Ici, le diagnostic de défaillances est essentiellement vu comme un probléme de
classification. Le but principal est de construire un bloc de correspondance tel qu'a
partir d'un ensemble d'informations décrivant la situation courante du processus, il est
possible d'obtenir les causes probables des situations anormales. Or, quand le
diagnostic est basé sur des observations multiples, ces observations sont regroupées
pour former des classes qui définissent une situation ou un mode de fonctionnement du
processus, auxquelles une nouvelle observation sera comparée pour étre identifiée. En
d'autres termes, le diagnostic a pour mission d'identifier le mode de fonctionnement
d'un systéme a partir d'observations sur celui-ci.

La classification peut étre définie comme le groupement des observations (ou
objets ou individus) qui ont des caractéristiques similaires. Chaque observation est

T 7 i T kN . . \
définie par un vecteur noté X' =[x1,x2,...,xD] dans un espace a D dimensions, ou D

correspond au nombre d'attributs ou caractéristiques. Cet espace est connu sous le
nom d'espace de représentation ou de description. Le regroupement des
observations selon leurs caractéristiques permet la définition des classes décrivant des
régions particulieres de I'espace de représentation. L'ensemble des classes

C :{Ck,k =1.. K} définit I'espace de décision. Le regroupement des observations pour

construire |I'espace de décision est fait a partir d'une phase d'apprentissage en utilisant
une mesure de similitude par le biais des méthodes de classification.

L'objectif de la reconnaissance de formes, illustré sur la Figure 1.5, est alors de
savoir associer toute nouvelle observation X' a une classe de l'espace de décision.
L'affectation d'une observation X' & I'une des K classes notées C*,...,C* indique une

opération de classement ou de discrimination.
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Figure 1.5. Objectif en Reconnaissance des Formes : associer une nouvelle observation X' a une
des classes.

Si nous nous plagons dans le contexte du diagnostic, les parameétres
caractérisant le vecteur d'observation, et par conséquent |'espace de représentation,
seront les mesures disponibles issues des capteurs et actionneurs du processus ou bien
des informations extraites de ceux-ci. Seule la connaissance a priori sur le systéme
permet de choisir quelles seront les caractéristiques a retenir pour le diagnostic. Les
classes peuvent étre assimilées aux différents modes de fonctionnement du processus,
définissant alors |'espace de décision. Donc, |'objectif en termes de diagnostic est de
définir a quel mode de fonctionnement correspond une nouvelle observation.

Dans la plupart des cas, la conception d'un systéeme de diagnostic a partir de la
reconnaissance de formes se déroule en trois étapes [DUB90] :

« Une phase d'analyse ou il s'agit d'étudier les informations fournies par les
différents capteurs, les historiques ainsi que |'expérience des opérateurs, afin de
définir Il'espace de représentation du systéme ainsi que les classes qui

représenteront les différents états de fonctionnement. Il s'agit donc de la phase de

N

classification : un ensemble de N observations X!, X?2,...X" qui seront regroupées

en K classes. Bien que cela dépende de la méthode de classification utilisée pour
I'apprentissage, cette phase est généralement lourde en terme de calcul.

« Une phase de choix du systéme de détection qui consiste a construire une regle de
décision qui établira des frontiéres entre les différentes classes. La régle de décision
permettra d'affecter ou non une nouvelle observation a I'une des classes connues.

« Une phase d'exploitation qui consiste a implémenter le systéme afin de proposer
une décision pour toute nouvelle observation effectuée. La bonne exploitation du
systeme dépend de la pertinence de I'espace de représentation et des performances
de la régle de décision.

Un des points les plus importants dans les méthodes de reconnaissance de formes,
est le bon choix de I'espace de représentation, car de celui-ci dépend la qualité du
résultat. Malheureusement, il n'existe pas de regle générale pour choisir |'espace de
représentation, ce choix s'appuie sur les connaissances a priori existantes sur le
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probléme a résoudre; il n'y a pas de démarche algorithmique qui permette de le
formaliser.

Un des inconvénients d'utiliser les méthodes de reconnaissance des formes pour le
diagnostic est que, en général, le nombre de classes est supposé connu au départ, i.e.
la connaissance est supposée exhaustive. Toute observation doit appartenir a une des
classes définies. Ceci est loin d'étre le cas dans le contexte du diagnostic. Par ailleurs, il
reste souvent des modes de fonctionnement dont nous ignorons les caractéristiques.
Dans ce cas, il est nécessaire d'utiliser des techniques qui permettent de prendre en
compte la détection de nouvelles classes, d'apprendre leurs caractéristiques et de les
inclure dans le systeme de détection; ce qui implique qu'un systéme de diagnostic basé
sur des méthodes de reconnaissance de formes doit étre un systéme évolutif, capable
de prendre en compte tout nouveau phénoméne normal ou anormal présent dans le
processus surveillé.

De nombreux travaux ont déja permis de montrer l'intérét des méthodes de
classification pour le diagnostic, notamment, dans le cadre de systemes complexes
[RIBO2]. Les méthodes choisies vont des méthodes les plus classiques, comme les
classificateurs statistiques (le classificateur Bayesien, les K plus proches voisins)
[MARO3][CAS03], jusqu'aux réseaux de neurones artificiels [VEN9O][LURO1]. Nous
reviendrons plus en détails sur ces différentes méthodes. (§ 2.3)

1.4 Tentative d'intégration des méthodes et outils

Il devient évident que toutes ces différentes méthodes de détection et diagnostic,
évoquées précédemment, ont leurs points forts et leurs faiblesses. Ainsi, il est possible
que certaines méthodes puissent se complémenter laissant espérer de meilleurs
systemes de diagnostic. L'intégration de diverses méthodes complémentaires est une
facon de développer des systémes "hybrides" permettant de surmonter les limitations
des stratégies individuelles. Par exemple, les tendances qualitatives (épisodes) peuvent
étre utilisées en complément d'une base de connaissance a base de regles floues (SI-
ALORS) pour réaliser l'affectation des tendances a différentes situations ou états et
I'identification d'une défaillance dans le processus [DAS03]. Isermann [ISE97] a
proposé, dans sens, |'utilisation de modeéles analytiques et heuristiques pour la création
de symptomes et, a partir de ces symptomes, de faire du diagnostic, c'est-a-dire
d'affecter les symptémes aux défaillances, en utilisant des techniques de classification
ainsi que des méthodes d'inférence.

En ce qui concerne le cas des procédés chimiques complexes, Ruiz et al. [RUIO1]
ont développé un systeme d'aide pour le diagnostic de défaillances en combinant une
méthode de reconnaissance de formes (les réseaux de neurones (RN)), avec un
systéme a base de connaissances (SBC) construit a partir de regles floues. Le RN utilise
les données historiques ainsi que les données issues d'un simulateur construit avec un
modele du procédé, pour apprendre les situations normales et anormales. Le SBC, lui,
est construit avec un modéle HAZOP du processus et les connaissances de I'expert. Les
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sorties du RN qui donnent des informations sur les fautes possibles, sont utilisées
comme des entrées pour le SBC.

Aujourd'hui, les statistiques industrielles estiment que le colt économique des
situations anormales est autour des 20 milliards d'euros et ce, seulement, dans
I'industrie pétrochimique [NIM95]. De ce fait, plusieurs initiatives de collaboration entre
les industriels et les communautés de recherche scientifique visent aux développements
d'outils pour améliorer la supervision des unités complexes. Une de ces initiatives est le
Projet CHEM (Advance Decision Support System for chemical/petrochemical
manufacturing processes) [CHEM]. Le but principal de ce projet est de regrouper, a
partir d'une intégration modulaire d'outils logiciels, des techniques de supervision et
d'aide a la décision, notamment de détection, de diagnostic et de reconfiguration,
développées par différentes équipes de recherche européennes. Cette intégration
modulaire permet le choix et la combinaison des techniques les plus appropriées, selon
les connaissances disponibles du processus a superviser, afin de donner a |'opérateur
des informations représentatives pour la prise de décisions. L'annexe A de cette thése
est dédiée a la présentation plus détaillée du projet CHEM.

Analyse du Détection de Composant || Explication & Actions
Modéle défaillances défectueux l'opérateur | [suggérées

Ne=

( Mesures

UI"I

Symbole Descriptif

TB3.1 Représentation qualitative des tendances du processus (épisodes)

TB3.2a,b | Génération de séquences temporelles

TB3.4 Génération d'alarmes

TB3.7 Gestion de qualité et performance basée sur la commande
statistique multi-variable (Analyse des Composantes Principales).

TB5.1 Construction de modele fonctionnel pour I'analyse qualitative et
structurale

TB5.2 Diagnostic de défaillances a partir des données imprécises (bandes
temporelles)

TB5.4 Diagnostic de défaillances et gestion d'alarmes par graphes
causaux

TB7.1 Outil pour le support des transitions d'états

TB7.3 Analyse de sécurité et de fiabilité

TB7.4 Aide a I'opérateur pour les situations anormales

Figure 1.6. Structure d'intégration pour le projet CHEM
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La Figure 1.6 présente la structure générale d'intégration et de complémentarité
des différentes techniques telle que réalisée dans le projet CHEM. Dans ce schéma
type, les résultats des outils de détection sont utilisés comme des entrées pour les
outils de diagnostic dont les sorties sont ensuite transmises aux outils de support a
I'opérateur.

( TB3.1 Episod a N
— Génération - EpISodes TB3.7
d'épisodes Commande statistique =
a multi-variable ACP
= fenétre TB3.2a
S Bandes
o <tempore e enveloppes temporelles ) ¢ TB7.134
E - T_B3'6 o Etat du
Classification qualitative m
fenétre ) TB3-3” Tendances des états
temporeN®| Décomposition > )
\ des tendances

Figure 1.7. Interactions des outils a base de données historiques

Une autre approche d'intégration des méthodes a base de données historiques
est présentée dans la Figure 1.7

1.5 Conclusion

L'objectif de ce premier chapitre était, d'une part, d'identifier une problématique
générale au niveau du fonctionnement des applications industrielles, d'autre part, de
faire ressortir la nécessité de mettre en place des systemes de supervision pour réduire
les co(ts économiques et répondre aux contraintes environnementales et de sécurité.
Nous avons proposé un rapide état de l'art des différentes méthodes de diagnostic de
défaillances pour des applications industrielles. Trois catégories de méthodes ont été
présentées : les méthodes a base de modéles, les méthodes a base de connaissances
et les méthodes a partir des données historiques. Le choix d'une de ces méthodes
dépend essentiellement des connaissances disponibles sur le procédé, sans oublier les
considérations techniques et économiques. Néanmoins, nous avons constaté que ces
méthodes ont des limitations et qu'un cadre de travail pour la résolution des problemes
de facon collective, utilisant des raisonnements différents et paralléles, s'avére étre une
alternative attractive pour relever les défis du diagnostic d'unités industrielles
complexes.

Dans le cadre de cette problématique, notre travail porte sur le développement
d'un outil d'aide pour la caractérisation et l'identification du comportement du procédé.
Ceci est réalisé au moyen des méthodes de classification, de fagon a exploiter les
vastes quantités de données issues des capteurs et a prendre en compte les
connaissances de |'opérateur "expert". Nous nous sommes intéressée aux méthodes de
classification et reconnaissance de formes en considérant le fait que, méme s'il n'y a
pas une connaissance exhaustive de tous les modes de fonctionnement normaux ou
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anormaux du processus, l'outil de supervision doit étre en mesure de détecter des
nouveaux phénomeénes et les prendre en compte de facon a les caractériser et a les
intégrer. Autrement dit, I'outil recherché doit étre adaptatif.

Il apparait donc, clairement, que le fait d'étre capable d'identifier la situation
dans laquelle se trouve le procédé a chaque instant est indispensable pour apporter des
informations supplémentaires sur les causes d'une défaillance et pour aider dans la
prise de décision des actions a mener pour la reconfiguration du systeme. Mais il est
également prépondérant que I'opérateur puisse suivre I'enchainement des situations et
les changements d'état a la suite d'un événement

Les outils de supervision doivent donc, non seulement aider a la reconnaissance
des comportements ("situation assessment"), mais aussi fournir a l|'opérateur les
moyens d'avoir un suivi de ces comportements, une sorte de "modele de
comportement".

Ainsi, dans le chapitre suivant, nous présentons une stratégie pour la
construction d'un modéle de comportement d'un processus. Ce modele est obtenu a
partir des données, en utilisant des méthodes de classification. Dans un premier temps,
les différentes étapes a prendre compte pour la caractérisation et l'identification des
situations du processus sont présentées. Par la suite, différentes techniques de
classification sont exposées afin de choisir celle qui semble la plus appropriée pour la
mise en place de la stratégie.
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Chapitre 2

2. UNE STRATEGIE POUR LA SURVEILLANCE A BASE DE
METHODES DE CLASSIFICATION

2.1 Introduction

Comme nous l'avons dit précédemment, un systéme de surveillance doit étre
capable de rendre compte de I'état d'un procédé a tout moment. Un systeme de
surveillance est une source de gains potentiels pour une entreprise : des gains
financiers, en diminuant les pertes de production, les rebus et le co(t d'entretien des
équipements, entre autres; des gains matériels en minimisant les détériorations
prématurées des machines, en évitant |'apparition de fautes plus graves; et surtout des
gains "humains", en réduisant les risques auxquels sont exposés les opérateurs.

Notre objectif est de développer une stratégie permettant, a partir de données
historiques et de données récupérées en ligne lors de l'exploitation du procédé, de
construire un modéle du comportement du processus et d'identifier des situations
anormales issues des dysfonctionnements, pour aider |'opérateur humain dans sa prise
de décisions. Plus précisément, le but est d'identifier, au plus tét, les défaillances du
processus surveillé, en diminuant le nombre de fausses alarmes.
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2.2 Une stratégie pour la détection et le diagnostic

L'objectif de cette démarche est double :

Il s'agit de suivre I'évolution temporelle des modes de fonctionnement identifiés
du processus, c'est-a-dire de fournir a I'opérateur des informations appropriées
chaque fois qu'une nouvelle situation se présente ainsi que des caractéristiques
sur cette situation. Une situation peut se définir comme le résultat d'une
évolution du processus et correspond a un état ou mode de fonctionnement du
processus étudié. En prenant en compte le fait qu'une défaillance peut se
produire a tout moment sur le processus, ces états peuvent étre soit des états
de fonctionnement normaux soit des états anormaux. Parce que dans la plupart
des processus complexes il n'existe pas une connaissance exhaustive des
situations de dysfonctionnement, nous considérons que toute situation
inattendue est une situation anormale.

Le suivi des évolutions permet, alors, de réaliser la détection des
dysfonctionnements en s'appuyant sur le principe de déviation du
comportement observé par rapport au comportement prévu et non sur
I'énumération a priori des situations de défaillances. La détection de ces états
anormaux n'est pas suffisante et il est nécessaire de les caractériser de facon a
identifier les causes, ce qui correspond a faire du diagnostic de défaillances.

— Procédé Réel

Données (prétraitement)
Historiqued
\ 4
.| Caractérisation Donhées
du Procédé En Ligne

Modéle de
Comportement
v v
¢ EXP@ SUIVI du Procédé
fm——m—— | ——— —
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1
1
1
1
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Figure 2.1. Stratégie pour l'identification des situations et la détection
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La Figure 2.1 illustre un schéma général de la stratégie que nous proposons. Elle
est basée sur I'analyse d'informations disponibles issues des capteurs du processus, ce
qui nous a amené a nous pencher sur les méthodes a base de données historiques. La
stratégie consiste en deux étapes différentes mais non-indépendantes. Une étape hors
ligne dans laquelle des données historiques sont analysées et traitées pour caractériser
le comportement connu du systéeme, une deuxiéme étape dans laquelle le
comportement du processus obtenu précédemment et les données en ligne sont
utilisées pour déterminer I'état courant attendu du processus.

Dans la suite, nous donnons une description détaillée de chaque étape.

2.2.1 Caractérisation du procédé : Construction d'un modele de
référence (comportement)

Dans le cadre des processus complexes, nous avons déja mentionné que la
génération d'un modele analytique approprié est un véritable défi. Une solution est
d'employer les données historiques du procédé, souvent disponibles. Néanmoins, cette
solution implique d'autres difficultés a gérer. En effet, la plupart du temps, les données
sont hétérogénes et en grand nombre car elles résultent d'enregistrements réguliers.
L'analyse de ces données devient une lourde tadche pour |'opérateur expert. En plus,
comme toutes les décisions a prendre sur le processus dépendent de cette analyse, il
est alors nécessaire d'aider l'expert pendant cette étape d'analyse. Comme nous
I'avons précisé précédemment, au moyen des techniques d'apprentissage (Machine
Learning) et de reconnaissance de formes, il est possible d'extraire des informations
significatives sur le processus a partir des données historiques.

L'exploration des données (Data Mining), ou extraction des connaissances a
partir des données, est une fagon d'aider I'expert. A partir des informations pertinentes
issues de l'exploration des données historiques, un modeéle de référence du
comportement du procédé peut étre obtenu. Ce modele de comportement est élaboré
hors ligne. Bien slr, si les données historiques sont fiables, le modéle obtenu ne
comportera pas d'erreurs de modélisation. Cependant, il ne sera pas exhaustif car les
données historiques ne peuvent pas couvrir "la vie" entiére du processus. Ce manque
de complétude impliqgue, comment nous l'avons déja évoqué, qu'une situation anormale
(non attendue) peut correspondre soit a une réelle situation de défaillance au niveau du
systéme physique surveillé, soit a une situation de fonctionnement normal non
présente dans le modéle de référence.

Dans certains cas, le modele de référence peut inclure des situations identifiées
avec assez de précision qui correspondent a des états critiques du processus, en terme
de s(ireté des équipements et/ou des opérateurs.

Pour I'élaboration du modéle de référence (comportement) a partir des données,
une des étapes les plus importantes est la détermination de |'espace de représentation
car du bon choix des données a utiliser, dépend la définition d'un ensemble de
caractéristiques représentatives des états de fonctionnement du procédé. En outre, il
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faut sélectionner une technique d'apprentissage assez flexible et adaptée aux données,
capable de caractériser les différentes situations et d'en permettre une interprétation
par l'expert. Nous reviendrons plus en détail sur les différents éléments de
paramétrage a prendre en compte (voir §3.2) pour identifier les états fonctionnels en
vue de la surveillance du procédé.

2.2.2 Surveillance et suivi du procédé

Une fois que la caractérisation du comportement du processus a été réalisée,
une identification ou reconnaissance en ligne des états prévus (ou attendus) peut étre
faite. Ceci correspond a une étape de suivi du procédé. Pendant la reconnaissance, les
données qui arrivent sont analysées pour décider si la situation correspond a un état de
fonctionnement normal. L'identification de situations est alors basée sur la comparaison
entre les différents états possibles du processus enregistrés dans le modéle de
référence et les situations observées, décrites par les données en ligne.

Toute déviation du comportement prévu méne a la génération d'un symptéme.
Comme nous l'avons déja évoqué, cette procédure de détection basée sur un tel
principe de divergence (écart) laisse prendre en compte des situations anormales dues
a de vraies défaillances sur les capteurs et/ou actionneurs du processus mais,
également, des situations inattendues qui correspondent a un fonctionnement normal
du processus et qui n'ont pas été considérées lors de lI'élaboration du modéle de
comportement.

A ce stade, la connaissance du symptéme n'est pas suffisante pour décrire la
nature de la déviation observée. Une caractérisation du symptome est alors nécessaire.

2.2.3 Détection des déviations : caractérisation des symptomes

La caractérisation des symptomes détectés issus des déviations du
comportement attendu est effectuée hors ligne. Le but est de raffiner la détection de la
situation anormale faisant une distinction entre une situation de défaillance et une
situation normale mais non prévue. Pour ceci, il est d'abord nécessaire d'isoler les
données associées a la déviation observée. Puis, plusieurs analyses sur ces données
doivent étre fournies a I'expert de telle maniére qu'il puisse interpréter la signification
du symptome. Cette étape de caractérisation, cruciale dans la prise de décision des
actions futures, demande un aménagement du dialogue avec I'expert.

Selon notre schéma de supervision de la Figure 1.1, un symptéme
correspondant a une défaillance du processus doit activer une procédure de diagnostic.
Le but du diagnostic, comme nous l'avons mentionné précédemment (voir § 1.2), est
de trouver l'origine de la défaillance, c'est-a-dire trouver les causes de la situation de
défaillance. Pour effectuer ce diagnostic d'autres informations ou connaissances du
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processus peuvent étre utilisées, tels que les HAZOP [VIL88], les graphes fonctionnels
et/ou de composantes [TOGO0O].

Quel que soit le type de déviation observée, une défaillance ou une situation
normale non prévue, elle doit étre ajoutée dans le modéle de référence de maniére a
effectuer une mise a jour de celui-ci. De cette fagon, un modéle de comportement du
processus est construit itérativement.

2.3 Choix d'une méthode de classification pour
I'implémentation de la stratégie

Si nous considérons les recherches menées par la communauté du Data Mining
ainsi que la terminologie associée [FAY96], |'étape de caractérisation des modes de
fonctionnement du processus, dont l'idée est déterminer les différentes régions de
I'espace de représentation de facon a établir un modeéle, correspond a la phase dite
d'apprentissage. La facon de réaliser la partition de I'espace, pour le regroupement
des données, dépend du type de méthode utilisé pour I'apprentissage. Ainsi, la partition
peut se faire de deux facons, en utilisant soit un apprentissage supervisé (dirigé), soit
un apprentissage non-supervisé. Nous détaillerons ces aspects ultérieurement (§
3.2.3). D'une maniére analogue, I'étape du suivi et d'identification des situations
attendues est équivalente a une phase de reconnaissance. Finalement, Ila
caractérisation des symptomes peut étre associée a une nouvelle procédure de
regroupement des données avec des caractéristiques similaires ("clustering”) que nous
avons appelée apprentissage supervisé actif car il s'agit de réaliser une nouvelle
partition a partir des observations associées a la déviation, prenant en compte les
classes établies auparavant, de facon a compléter et a faire évoluer le modéle de
référence obtenu.

Il existe plusieurs techniques issues du Data Mining qui permettent la construction
d'un modeéle de comportement du processus par le biais d'une étape d'apprentissage.

En général, les méthodes de classification sont basées sur |'optimisation d'une
fonction objectif, laquelle dépend du type de similitude défini dans Il'ensemble des
données (ou éléments) a classer. De ce fait, il existe des techniques qui minimisent les
distances entre objets du méme groupe et d'autres qui maximisent |'appartenance des
objets a une classe.

Nous donnons, maintenant, une bréve présentation des principales approches que
nous considérons appropriées pour la mise en place de la stratégie proposée.

2.3.1 Méthodes de coalescence ("clustering")

Les techniques de coalescence (regroupement ou en anglais "clustering™)
essayent de trouver une partition de |'espace en regroupant les éléments, de nature

quantitative xO0OP, d'un ensemble X ={X1,...,XN} en un nombre K de groupes (ou

classes), selon leurs ressemblances ou bien leur proximité [KAU90] [JAI99].
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Typiquement, le concept de similitude est défini a partir de la distance entre un
vecteur de données et le prototype (centre) du groupe (classe). Ces groupes doivent
satisfaire deux critéres :

« Chaque groupe ou classe est homogéne : les objets appartenant au méme
groupe ou classe doivent étre similaires entre eux (le plus proche possible).

« Chaque groupe ou classe doit étre distinct des autres : les objets qui
appartiennent au méme groupe doivent étre différents des objets appartenant
a d'autres groupes (le plus éloigné possible des autres groupes).

Les caractéristiques des prototypes, qui ne sont pas habituellement connues a
I'avance, doivent étre choisies aléatoirement et sont mises a jour en méme temps
qu'est faite la partition de I'espace.

Les méthodes de regroupement sont basées sur |'optimisation itérative d'une
fonction objectif (e.g. variabilité dans les classes), permettant d'obtenir des classes
homogeénes et les plus distinctes possibles.

2.3.1.1 K-Moyennes

L'algorithme populaire et le plus connu des méthodes de regroupement est celui
des K-moyennes (K-means) [MCQ67]. Cet algorithme réalise une partition stricte
("dure"), c'est-a-dire que chaque objet n'est assigné qu'a une seule classe. Il s'agit
d'une procédure simple et itérative dont l'idée générale est de classer un ensemble

X ={X1,..., XN} d'éléments dans un nombre K de groupes ("clusters") fixés a I'avance.

Chaque élément est un vecteur x[O0O P La partition est faite de telle fagcon que
les éléments a l'intérieur d'un groupe sont les plus semblables possible, et les plus
distincts des éléments appartenant a d'autres groupes. Le regroupement est réalisé en
deux étapes : d'abord, il faut définir les K centres ou prototypes de chaque groupe;
ensuite, chaque élément est associé au groupe dont il est le plus proche du centre.
Ainsi, chaque groupe est caractérisé par son centre Vv, et par les éléments qui lui ont

été associés. Le centre du groupe est le point dans l|'espace D-dimensionnel qui
minimise la somme de la distance de tous les éléments qui font partie du groupe. Ici, D
correspond au nombre de caractéristiques de I'espace de représentation.

L'algorithme a comme but la minimisation de la fonction objectif :

N

K
J=%Y Din (3)

k=1n=1

Oou lenA définit la mesure de distance entre I'objet X, et le prototype v, au

sens d'une métrique définie par la matrice A :
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Dk2nA :Hxn _VkHZA :(Xn _Vk)T DA‘[(]Xn _Vk) (4)

La forme des groupes est déterminée par le choix de la matrice A dans
I'équation (4). Un choix trés commun est A=Il, ce qui donne la distance
euclidienne [BAB98]:

lenA (Xn — Vi )T |:(:Ixn _Vk) (5)

Cette distance est la plus utilisée dans l'algorithme des K-moyennes et elle induit
une partition en hyper-spheres de dimension D. Un autre choix, pour A est une
matrice diagonale qui utilise les variances dans les directions des coordonnées de
I'espace de représentation. Ceci produit la norme diagonale et génére des classes
hyper-ellipsoidales, paralléles aux axes de |'espace de représentation.

Finalement, A peut étre définie comme l'inverse de la matrice de covariance de

I'ensemble X : A=M ™

M =37 (x, = %){x, - %) )

n=1

Dans I'équation (6), X correspond a la valeur moyenne de l|'ensemble des
éléments X. Dans ce cas, la matrice A induit la norme de Mahalanobis dans |'espace D.
Avec cette norme, les classes sont représentées par des hyper-ellipses dont
I'orientation est arbitraire, définie par les vecteurs propres de M, comme le montre la
Figure 2.2.
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Figure 2.2. Mesures de distance pour le regroupement [BAB98].
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L'algorithme simplifié est donné ci-dessous :

Algorithme K-Moyennes :
Entrée : K groupes (1<K<N)
1. Choisir le centre initial des K groupes (aléatoirement)

Affecter chaque élément X,, au groupe dont il est le plus proche

2
3. Recalculer le centre Vv, de chaque groupe
4

répéter 2 et 3 jusqu'a ce que : stabilisation des centres ou nombre
d'iterations t (fixé) atteint.

Méme s'il peut étre démontré que l'algorithme converge toujours, il ne trouve
pas forcement la configuration optimale, correspondant au minimum global de la
fonction objectif donnée par |'équation (3). Ceci correspond a un probléeme
d'optimisation multimodal.

2.3.1.2 C-Moyennes Floues (FCM)

Une extension directe de l'algorithme K-moyennes est l'algorithme des C-
moyennes floues (FCM)[BEZ81], ou la notion d'ensemble flou est introduite dans la
définition des classes. Chaque objet a un degré d'appartenance (ou de validité)
associé a chaque classe. De ce fait et comme pour les K-moyennes, |'algorithme FCM
utilise, de maniere itérative, un critere J.,, de minimisation des distances intra-

classes et de maximisation des distances inter-classes, mais en tenant compte des
degrés d'appartenance des éléments :

K N
_ m e 2
Jeem (X1U ’V)— ZZ(ukn) Dina (7)
k=1n=1
ou :
« X estla matrice des N éléments :
X]J: “es X](_j see )(]I-3
X; X Xy
_X]N “es Xﬂl see XB_

« U est la matrice de partition floue (dimension KxN) avec M, D[O,l] qui définit le
coefficient d'appartenance de chaque élément X, a la classe C¥,
« V est la matrice des prototypes V, ou centres des classes,

. mD(:Loo) conditionne le degré flou de la partition (sa valeur est généralement fixée a

2 dans les applications). Le poids de cet exposant s'interpréte comme un parameétre
de distorsion. Le "flou" de la partition augmente avec ce coefficient. Par conséquent,
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les faibles niveaux d'appartenance s'accentuent, car il y a un recouvrement entre les
classes.
L'algorithme simplifié est donné ci-dessous :

Algorithme FCM :
Entrée: K groupes (classes) ou 1<k <N, degré de flou m métrique A.

Initialiser aléatoirement la matrice d'appartenance U ),
Répéter pour chaque itération 1=12,... :
1. modifier les prototypes (centres) de classes vk(')
N
(-n M
Z kn Xn
v{) = =l , 1sksK

5 (gD )"

n=1

2. calculer les nouvelles distances DZ,
DkznA = (Xn _VI(<I))T A(Xn ‘VS)), l<sk<K, 1snsN

3. mettre a jour la matrice u®
S Dya >0 pour 1<ks<K, 1sn<N,

o) — 1
Han = K
Y (D / Do ™
k=1

Sinon 4 =1 (distance est 0, appartenance est 1)

Jusqu'a obtenir la stabilité¢ de U(): “U 1) —U("l)“<s, ol € correspond au

critere de convergence.

Il existe d'autres extensions de l'algorithme de FCM, tel que l'algorithme GK-
Moyennes de Gustafson et Kessel [GUS79], qui propose une mesure de distance
adaptative basée sur la norme de Mahalanobis (équation (6)), pour détecter des classes
avec des formes géométriques différentes.

Un désavantage des algorithmes de regroupement ("clustering"”) est qu'ils sont
sensibles a la sélection de la partition initiale. Souvent, l'initialisation se fait
aléatoirement, plusieurs fois, dans I'espoir qu'une des partitions meéne a un
regroupement acceptable. Cette sensibilité a l'initialisation devient aigué quand la
distribution des données montre une grande variance.

Les techniques de regroupement sont considérées parmi les méthodes de
classification non-supervisées, car elles n'utilisent aucune connaissance a priori des
classes qui doivent étre créées. Néanmoins, un nombre spécifique de classes doit étre
choisi a I'avance, peu importe si les classes créées sont significatives ou non, ce qui
donne, tout de méme, a ces méthodes un caractére supervisé. Ceci peut étre un
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inconvénient car il n'est pas toujours possible de connaitre le nombre de groupes
(classes) contenues dans I'ensemble de données.

2.3.2 Méthodes statistiques

Selon Michie et al. [MIC94], deux types différents de méthodes sont identifiés
comme des procédures statistiques pour la classification. Le premier type correspond
aux algorithmes dits "classiques" car ils sont dérivés des Discriminants Linéaires de
Fisher (DL) [FIS36]. Le deuxiéme type englobe des techniques de classification
"modernes” et fournit une estimation de la distribution conjointe des caractéristiques
dans chaque classe.

Pour l'approche des DL de Fischer, l'ensemble d'apprentissage comprend N
éléments représentant  classes prédéfinies (connues). L'espace de représentation est

défini par D attributs de type quantitatif et chaque objet de I'ensemble d'apprentissage
est décrit par un vecteur d'attributs X :(xl, x2,...,xD). Cet espace de représentation est

divisé par un ensemble d'hyperplans, chacun défini par une combinaison linéaire des
attributs. L'hyperplan divisant deux classes est tracé de facon a bissecter la ligne
joignant les centres de ces classes. La direction de I'hyperplan est déterminée par la
forme des groupes des éléments. Cette approche ne requiert pas de suppositions
probabilistes. Il y a deux facons de réaliser la classification en utilisant les DL :

+ Une facon est de maximiser la séparation entre les classes par le critéere des
moindres carrés. Un hyperplan dans l'espace de représentation D-dimensionnel est
choisi pour séparer du mieux possible les classes prédéfinies. Les éléments sont
classés selon le coté de I'hyperplan ou ils se situent.

« Une autre possibilité est de faire la classification a I'aide de /'estimateur maximum de
vraisemblance. Ici, on suppose que les attributs des éléments d'une classe sont
indépendants et suivent une certaine distribution de probabilité, avec une fonction

de probabilité (fdp) f;, [MIC94].Un nouvel objet, de vecteur d'attributs X —est alors

affecté a la classe pour laquelle la fdp f;(X) est maximale.

Ces techniques de classification font [I'hypothése que le vecteur des
caractéristiques des objets obéit a une loi de distribution connue. De ce fait, ces
méthodes sont appelées aussi paramétrigues [MARO3][CAS03]. Une supposition trés
fréquente est que les distributions sont de type Gaussien (ou normal), avec des
moyennes différentes mais avec la méme matrice de covariance.

La Figure 2.3 illustre les LD de Fisher appliqués a la base de données des iris
disponibles dans [UCI98]. Il y a trois variétés d'iris : Setosa, Versicolor et Virginica. Il y
a 50 mesures pour chaque variété. Nous avons pris deux des quatre attributs pour faire
la partition des trois variétés : la longueur et la largeur de pétale de chaque fleur. Ainsi,
pour faire la différence entre les Versicolor et les Virginica, les hyperplans ont été
construits en utilisant la régle suivante [MIC94]:
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Figure 2.3. Classification par Discriminants Linéaires : Données Iris [MIC94]

Les techniques statistiques "modernes" sont considérées comme des procédures
de classification non paramétriques qui peuvent étre utilisées sans hypothéses sur
I'existence d'une loi de probabilité. La méthode des K plus proches voisins [DUDO0O1a]
est une de ces techniques. L'idée générale est : pour un nouvel objet X', il s'agit de
déterminer la classe de chacun des k plus proches individus de X' parmi tous les objets
de l'ensemble d'apprentissage. Nous pouvons alors classer le nouvel objet dans la
classe la plus fréquente parmi celles de ses voisins.

Une difficulté de cette technique est de trouver une normalisation appropriée des
observations. Pour des données multi-variables, dont les variables sont mesurées selon
différentes échelles, une normalisation s'avére nécessaire afin de comparer les
individus. Pour des ensembles de données trop importants en nombre, cette technique
peut devenir coliteuse en temps (pour k>1) puisque toutes les observations de
I'ensemble des données d'apprentissage doivent étre enregistrées et examinées a
chaque nouvelle classification d'un objet.

2.3.3 Arbres de décision et induction

Les arbres de décision sont des outils puissants et trés répandus pour la
classification et la prédiction [MIC94]. Ce qui les rend attractif est le fait qu'ils peuvent
étre représentés comme des regles. Les regles peuvent, aisément, étre exprimées de
facon interpretable. Dans des applications ou I'explication des causes ou des raisons
d'une décision est cruciale, les experts ont besoin d'outils qui permettent de reconnaitre
et de valider les connaissances découvertes issues des données, dans le contexte du




36 Chapitre 2 : Une stratégie pour la surveillance a base de méthodes de classification

diagnostic. Il existe une variété d'algorithmes pour la construction des arbres de
décision qui offrent la qualité d'interprétation souhaitée.

Les arbres de décision sont des classificateurs avec une structure arborescente
(voir Figure 2.4). Ils réalisent une recherche "top-down" (de haut en bas). Chaque
nceud représente une décision, ou un test, a effectuer sur un attribut donné des
individus. Le noeud initial s'appelle racine. Deux (ou plus) branches peuvent étre issues
d'un noeud selon si la décision a prendre est de type binaire ou non. Les nceuds
intermédiaires sont des naeuds de décision. Les noeuds terminaux se nomment feuilles,
et c’est la que la décision est prise pour affecter un individu a une classe existante. Les
conditions principales, pour I'extraction des connaissances a partir de la construction
d'arbres de décision, sont les suivantes :

» les classes auxquelles les individus sont assignés doivent étre établies a I'avance,

« une quantité suffisante d'exemples (individus) représentatifs des classes est
nécessaire,

« pour chaque noeud de décision, I'attribut approprié doit étre choisi.

nceud racine

A =rouge A =bleu

e nceud décision e

B<45 B=245 B=>8.1
\ /

K=y K=x K =X

B<81

C =vrai C = faux

/ \

nceud feuille |K =X K=y

Figure 2.4. Exemple d'un arbre de décision

L'algorithme ID3 (et son successeur C4.5) de J.R Quinlan [QUI86] et
I'algorithme CART (Classification And Regression Tree) [DUDO01] sont les algorithmes
les plus connus d'arbres de décision. Le critére d'évaluation dans |'algorithme ID3 est le
choix d'un attribut a examiner a chaque noeud de décision. Le but est de choisir, dans
tout l'espace de représentation, l'attribut qui sépare le mieux les individus de
I'ensemble d'apprentissage. Pour choisir quel attribut est le plus approprié, c'est-a-dire
celui avec la distribution de classe la plus non-homogéne [MIT97], l'algorithme emploie
le concept d'entropie, issu de la théorie de l'information. L'entropie caractérise la
pureté, ou I'nomogénéité, d'une collection d'individus :
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Entropie(A)=z—[r;ﬂjlogz[ni] (8)

k b Ny

Entropie Moyennezzb:[:—b]x Entropie (9)

N

ou :
* n, est le nombre d'individus dans la branche b d'un attribut A de I'espace de
représentation,
* n, estle nombre d'individus dans la branche b d'un attribut pour la classe k,

* ny estle nombre total d'individus dans toutes les branches.

La procédure a suivre est la suivante : d'abord, il faut trouver la fagon dont
I'attribut distribue les individus dans les classes selon chaque branche (équation (8))
Ensuite, il faut calculer I'entropie moyenne (équation (9)) de chaque attribut et choisir
celui pour lequel I'entropie est moindre; il sera le premier attribut a étre testé. La
procédure de sélection d'un nouvel attribut et la partition des individus est répétée pour
chaque noeud, en n'utilisant que les individus associés au noeud. Ainsi, les attributs qui
ont déja été testés ne sont pas inclus, de fagcon a ce que chaque attribut soit testé au
moins une fois dans un des chemins possibles. Ceci est fait jusqu'a ce que :

« chaque attribut ait été déja inclus, ou que
« les individus liés a ce nceud feuille aient tous la méme classe assignée (i.e. leur
entropie est zéro).

Il n'y a aucune restriction pour la nature des données a classifier : les arbres de
décision peuvent manipuler des variables continues (discrétisées) et symboliques. Un
autre avantage des arbres de décision est leur capacité a générer des regles
compréhensibles, tout en réalisant la classification sans exiger beaucoup de calcul. IlIs
fournissent une indication claire sur les attributs les plus représentatifs pour la
classification ou la prévision. Un inconvénient des arbres de décision est que la plupart
d'entre eux examinent seulement un champ (attribut) a la fois. D'ailleurs, ils peuvent
étre informatiquement coliteux dans leur construction, de par leur croissance
combinatoire.

2.3.4 Réseaux neuronaux artificiels

Les réseaux de neurones artificiels (RNA) constituent une technique non-
linéaire complexe basée sur le modéle d’un neurone humain. Il s’agit d’un ensemble
d’entités simples, appelées « neurones », fortement interconnectées entre elles. En
fait, les RNA visent a modéliser les capacités d’apprentissage du cerveau humain.

Les premiers travaux sur les RNA ont été développés par McCulloch et Pitts en
1943, qui, en se basant sur des fondements biologiques, ont proposé un modéle binaire
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ou chaque neurone a une fonction seuil. En 1949, Hebb propose une formulation du
mécanisme d’apprentissage, sous la forme d‘une régle de modifications des connexions
synaptiques. Ce mécanisme est devenu la base des algorithmes courants.

La premiére architecture neuronale, le perceptron, apparait en 1958, grace aux
travaux de Rosenblatt [PER98].

Un RNA se compose typiquement d’'une couche d’entrée, d'une ou de plusieurs
couches intermédiaires ou cachées et d'une couche de sortie. Dans le fonctionnement
du RNA, chaque nceud ou neurone est connecté a d’autres neurones d'une couche
suivante par des poids synaptiques adaptables.

La Figure 2.5 montre le schéma général d'un neurone. Chaque nceud i calcule la
somme de ses entrées (Xi,..,Xn), pondérées par les poids synaptiques (Wii,...,Win)
correspondants; cette valeur représente |'état interne du neurone (u; ). Ce résultat est

alors transmis a une fonction d'activation f (voir Figure 2.6 pour la représentation des
fonctions d'activation les plus utilisées). La sortie y; est |'activation du neurone.

Le modele général du neurone est représenté par :

N

THED 'S (10)
=1

Yi = 1E(Ui) (11)

X1 @
X —>(%) —
Xy = (W)

Figure 2.5. Schéma général d'un neurone

(a) (b)
(c) (d)

Figure 2.6. Fonctions d'activation les plus utilisées : (a) fonction a seuil, (b) fonction linéaire,
(c) fonction sigmoide, (d) fonction gaussienne
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La propriété principale des RNA est leur capacité d'apprentissage. En fait, cet
apprentissage peut étre considéré comme la mise a jour des poids des connexions au
sein du réseau. Il existe différentes techniques d'apprentissage, dont la plupart ont
besoin d'une quantité considérable d'exemples et de beaucoup de temps de calcul. Une
de ces techniques est |'apprentissage supervisé; ici le réseau s'adapte par
comparaison entre le résultat qu'il a calculé, en fonction des entrées fournies, et la
réponse attendue en sortie. De cette fagon, le réseau va modifier ses poids jusqu'a ce
gue le résultat soit le plus proche possible de la sortie attendue, correspondant a une
entrée donnée. L'algorithme de rétro-propagation (Figure 2.7) est le plus populaire
parmi les techniques d'apprentissage supervisé [BIS95]. L'algorithme essaye

d'améliorer la performance du RNA en réduisant la différence entre le résultat (Yy;)

obtenu par le noeud et la sortie attendue (d; ), en ajustant les poids par une téchnique

de gradient. Cette différence est mesurée par I'erreur quadratique :

1
E=22 v —d) (12)

réglage poids
erreur (attendue-réelle)

— sortie ¢ sortie
" réelle ™ attendue

entrée
—

Figure 2.7. Réseaux avec apprentissage par retro-propagation

L'apprentissage par rétro-propagation travaille de la fagon suivante : les poids
w;,son initialisés aléatoirement. Chaque fois qu'un exemple est présenté au RNA,

I'activation de chaque noeud est calculée. Aprés que le résultat de la sortie soit calculé,
I'erreur 9, de chaque nceud est calculée en remontant le réseau, c'est-a-dire de la

couche de sortie vers la couche d'entrée. Cette erreur est le produit de la fonction
d'erreur E (équation (12)) et de la dérivée de la fonction d'activation f . Par

conséquent, I'erreur est une mesure du changement de la sortie du RNA provoqué par
un changement des valeurs des poids du réseau. Les RNA avec apprentissage supervisé
les plus utilisés sont le perceptron, le perceptron multi-couche (PMC) [HER94] et les
réseaux a base radiale (RBF) [ORR96]. Les RBF permettent de réaliser un
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apprentissage sans déterminer a priori la structure du réseau. La partition de I'espace
de description selon les RBF est décrite par des formes géométriques diverses. Les RBF
sont des réseaux a deux couches. Dans la premiére couche, des fonctions a Base
Radiale sont implémentées au sein des neurones. Normalement la fonction utilisée est
de type gaussien. Les poids de cette couche, sont calculés en utilisant la fonction de
distance euclidienne. La deuxiéme couche (couche de sortie) correspond aux neurones
contenant une fonction d'activation de type linéaire.

Dans la plupart des algorithmes utilisés pour la conception des RNA, il faut
choisir a l'avance le nombre de couches cachées du réseau ainsi que le nombre de
neurones par couche.

Dans le cas des RNA avec apprentissage non-supervisé, ou les exemples
n'ont pas des classes attribuées a priori, le réseau s'adapte en réponse a ses entrées. Il
y a des réseaux capables de modéliser la structure de l|'espace de représentation,
généralement en termes d'une fonction de densité de probabilité, ou en représentant
les données en termes de prototypes (centres) et leur similarité a chaque prototype.
Cette similarité est calculée avec une métrique de distance. Quand la mesure de
similarité d'un exemple est considérée insuffisante pour que celui-ci soit classé dans un
des différents groupes existants, un nouveau groupe est créé. Parmi ce type de réseau,
nous trouvons les réseaux auto-organisationnels (ou de Kohonen) [KOH95] et plus
récemment, les réseaux "Cluster Détection and Labeling (CDL)" [ELT98].

Aprés la phase d'apprentissage a partir d'un ensemble des données, le RNA est
prét et peut étre utilisé pour la prédiction ou pour la classification de nouveaux
exemples dans les classes existantes.

Dans la littérature, de nombreux travaux démontrent |'utilité des RNA, de par
leurs caractéristiques d'apprentissage et capacité de généralisation, pour la détection et
le diagnostic de défaillances [VEN90], ainsi que pour la surveillance de processus
complexes [LURO3].

Les RNA sont trés intéressants pour des problémes non-linéaires ou il devient de
plus en plus difficile d'employer des techniques telles que les arbres de décision, car ces
derniers coupent |'espace de représentation de facon paralléle aux axes (attributs). Les
RNA sont appropriés aussi dans le cas de mesures bruitées. Néanmoins, le temps de
calcul pendant la phase d'apprentissage peut devenir trés important et la définition des
parameétres du réseau délicate. Un autre inconvénient est que les RNA ne donnent pas
une représentation explicite des connaissances, ni a partir des regles, ni avec un autre
moyen facilement interprétable. Le modeéle est implicite et caché dans la structure du
réseau et les poids des connexions entre nceuds. C'est pour cette raison que les RNA
sont parfois considérés comme "un systéme boite grise". En outre, les RNA ne
permettent pas de travailler directement avec des informations de type symbolique
(qualitatif). Donc, dans un probleme de classification ou certains attributs sont de type
qualitatif il est nécessaire de réaliser une représentation quantitative. Néanmoins,
Nauck et Kruse ont proposé une approche neuro-floue pour la classification de données
[NAU95]. Il s'agit, de réaliser une classification a partir des données dont leurs
attributs sont représentés par des sous-ensembles flous.
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2.3.5 LAMDA

LAMDA (Learning Algorithm for Multivariable Data Analysis) est une méthode de
classification avec apprentissage, proposée par Joseph Aguilar-Martin, en collaboration
avec plusieurs chercheurs (Lopez de Mantaras, Piera, ..)[AGUI82][DES87][PIE89].
Depuis les années 1980, de nombreuses améliorations ont été apportées a la méthode.
Plus récemment, une description détaillée de cette méthode a été présentée dans les
travaux de thése de doctorat de Aguado [AGUA98] et Waissaman-Vilanova [WAIOO].
LAMDA a été utilisée dans des domaines trés divers tels que la psychologie [GAL02], les
procédés biotechnologiques [WAI99] ainsi que les procédés industriels [KEMO03].

Une des motivations, a l'origine du développement de cette méthode, est la
volonté d'appréhender les difficultés inhérentes au diagnostic a base de données
historiques. En effet :

» Plus on considere d'attributs pour la description d'un élément, plus il est probable
de trouver cet élément différent des autres. Ceci peut amener a une classification
avec un nombre excessif de classes, dont la plupart avec un seul individu.

« Certains attributs caractérisant les individus sont représentés par des valeurs
imprécises ou approximatives, ou bien correspondent a des situations
qualitatives pas forcement binaires, c'est-a-dire que leur présence ou leur
absence pour un élément donné est connue avec un certain degré d'incertitude.

Pour ces raisons, l'organisation d'un ensemble d'individus en groupes ou classes
doit aller au dela de l'idée de faire une partition logique stricte, comme il est déja fait
dans la méthode des C-moyennes floues (voir § 2.3.1.2).

LAMDA est une méthode de classification et de regroupement basée sur la logique
floue. L'idée générale est de trouver le degré d'adéquation (appartenance) d'un
élément (ou individu) a des classes existantes. Cette adéquation est obtenue a partir
de I'analyse des contributions de chacun des attributs de I'individu aux caractéristiques
des classes. Cette contribution est appelée le degré d'adéquation marginal (DAM).
Une fois que tous les DAMs sont calculés le degré d’adéquation globale (DAG) d'un
individu a une classe donnée est déterminé au moyen des opérateurs logiques
d’agrégation appelés connectifs mixtes de compensation linéaire, introduits et étudiés
en [PIE91].

LAMDA offre la possibilité d’effectuer un apprentissage supervisé (avec professeur)
et/ou non-supervisé (auto-apprentissage). Cet apprentissage est fait de facon
incrémentale et séquentielle; les données sont traitées une fois, ce qui permet de
réduire la phase d'apprentissage a une ou trés peu d'itérations. Quoi qu'il en soit,
|'attribution d'un individu a une classe suit la méme procédure, qu'il soit le premier a
initialiser une classe ou qu'il contribue a la modification d'une classe existante. La
Figure 2.8 illustre la procédure d'attribution d'un individu a une classe.
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Figure 2.8. Affectation d'un individu a une classe

A. Degré d'Adéquation Marginale (DAM)

De facon générale, chaque individu est représenté par un vecteur X avec D
descripteurs ou attributs {Xl,...,XD}. Ces descripteurs e.g. poids, température, etc.,

peuvent avoir des valeurs quantitatives, mais il existe aussi des descripteurs tels que la
couleur, forme, etc. dont les valeurs sont de type qualitatif (symbolique) et appelées
modalités. Pour le cas des descripteurs quantitatifs, les valeurs observées suivent une

normalisation par rapport a la valeur maximale Xjyax et la valeur minimale X;y\ que

le descripteur j peut avoir, de maniére a ce que ces valeurs se trouvent toujours dans
I'intervalle [0,1]. Cette normalisation est donnée par :

_ X 7 XimiN
X; = (13)
Ximax ~ XjmiIN

Ou, pour le descripteur j d'un élément, )?j est la valeur brute et x; est la valeur

normalisée.

L'individu doit étre attribué a une des K classes existantes. Pour effectuer ceci,
pour chaque classe, D adéquations marginales doivent étre calculées (DAM;(x;, Cy),...,
DAM;(x;, Ci),... DAMp(xp, Ci)). 1l est bien entendu que les parametres des classes ont
les mémes caractéristiques que les individus pour pouvoir calculer les DAMs, Puisque
LAMDA permet de classer des individus représentés par des descripteurs quantitatifs
ainsi que qualitatifs, le calcul des DAMs est réalisé différemment selon le cas:
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- DAM Quantitatif : Dans le cas ou le descripteur est de type quantitatif, il existe
plusieurs fonctions qui ont été proposées pour le calcul des DAMs. Nous citerons ici
trois fonctions qui ont été utilisées dans notre travail.

1. Fonction Binomiale Floue

Il s'agit d'une extension floue de la fonction binomiale [AGUI80]. Cette fonction est
une estimation Bayesienne, non-parametrique, c'est-a-dire, il n'y a pas de
distribution probabiliste imposée. Etant basée sur une loi de probabilité bindmiale,
elle exprime intrinséquement le degré entre I'adéquation et I'inadéquation :

DAM(X;,04) = P (1_:0kj)1_Xj (14)

Dans I'équation (14), pour un descripteur quantitatif j : Py est la valeur du

paramétre de la classe C, qui décrit le descripteur et X; correspond a la valeur

normalisée observée dans l'individu. Cette fonction fait une partition de I'espace de
représentation par rapport aux valeurs extrémes, c'est-a-dire qu'il y a une tendance
vers la bipolarisation "réussite-échec", identifiées a 1 et 0. (voir Figure 2.9).

2. Fonction Binomiale Centrée
Waissman [WAI98] a proposé une fonction qui permet une partition autour des

centres des classes. Le DAM est calculé alors par la proximité entre la valeur X;

observée pour le descripteur j et le centre Cy; du méme paramétre pour la classe k :

d. d.
DAM (X, ) = Py ™ (1= oy )™ (15)

ol la distance est : Oy = ‘Xj _ij‘ (16)

3. Fonction Gaussienne

Finalement, dans les cas ou la distribution du descripteur peut étre considérée
comme une distribution de type normal, il est possible d'utiliser une fonction de
type gaussienne :

1 2
20_3]( ] ﬂkj) (17)

DAM (Xj’ij) =e

ou Hy et ij correspondent, respectivement, a la valeur moyenne et a la variance

du descripteur j pour la classe k. Avec cette fonction, les classes ont une forme
hyper-ellipsoidale orientée, paralléle aux axes de l'espace de représentation (voir
Figure 2.9). Il s'agit d'une distance de type diagonale.

La Figure 2.9 montre l'influence du type de fonction pour le calcul du DAM. Ceci
permet I'adaptation de la méthode a la distribution attendue des données utilisées pour
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la classification. Ainsi, dans le cas de la Figure 2.9 ou les individus sont caractérisés par
deux descripteurs, avec la fonction binomiale floue, les classes sont séparées par des
droites et le groupement se fait vers les extrémités; dans le cas de la fonction
binomiale centrée, les classes sont également séparées par des morceaux de droites
mais cette fois autour d'un centre; finalement, pour la fonction du type gaussien, le
regroupement donne des ellipses orientées parallelement aux axes des descripteurs.
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Figure 2.9. Partition de I'espace de description selon les fonctions DAM pour le cas quantitatif.
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«  DAM Qualitatif: pour un individu X, la valeur d'un attribut qualitatif peut étre une
de ses m modalités. Chaque modalité est associée a une valeur 7z qui indique la

fréquence de celle-ci dans les objets appartenant a la classe Ci. L'ensemble des m
fréquences observées dans la classe C,, pour chaque modalité, est le vecteur
i =(m,.... 71 ,..., ). Pour le calcul du DAM, la présence de la modalité i désigne un

masque qui recouvre toutes les autres modalités et seulement la fréguence de la
modalité correspondante sera prise en compte :

DAM (x;,%)=7, (18)

B. Degré d'Adéquation Globale (DAG)

Une fois que les DAMs pour une classe ont été obtenus, le degré d'adéquation
global (DAG) doit étre calculé. Comme nous l'avons mentionné précédemment, le DAG
est obtenu par l'agrégation des DAMs en utilisant des connectifs mixtes [PIE91]. Ces
connectifs sont issus de la théorie des ensembles flous. Ils effectuent une interpolation
entre l'opérateur logique d’intersection (T-norme) et celui de I'union (T-conorme), par
le biais du paramétre a, par la formule :

DAG, (DAM;,..., DAM 4 )=aT(DAMy,.., DAM 4 )+ (1- a)S(DAM ..., DAM 4 ) (19)

Le parameétre @ est appelé indice d’exigence et a’[][O,l], T correspond a la T-

norme (intersection) et S correspond a la T-conorme (union). Ainsi, si la valeur zéro est
choisie pour a, la classification est peu exigeante dans l'attribution d'un individu a une

classe. L'exigence la plus forte est obtenue pour a=1. Différentes familles de
connectifs flous peuvent étre choisies pour le calcul des DAG. En procédant de cette
fagon, pour un individu, le DAG pour toutes les classes est calculé. L'individu est affecté
a la classe dont le degré d’appartenance globale correspondant est maximum. S’il y en
a plusieurs, c'est la premiére classe trouvée qui est choisie.

Pour éviter I'attribution d'un individu peu représentatif a une classe, c'est-a-dire
un individu avec une faible appartenance a toutes les classes, un seuil minimum pour le
DAG est employé. Ce seuil correspond au DAG obtenu pour la Classe Non-Informative
(NIC). Cette classe a la particularité d'accepter tous les individus de l'espace de
description avec le méme DAG. Elle représente I'homogénéité totale de |'espace de
description. Par conséquent, si la valeur maximale des DAGs pour un individu est
inférieure au seuil NIC, cet individu ne sera attribué a aucune classe existante. La

classe NIC est obtenue en considérant PNiIC,j =% pour tous les descripteurs quantitatifs

(dans le cas des fonctions DAM des équations (14) et (15), et pour le cas de I'équation

(17) un seuil doit étre défini) et le vecteur ¢y ; =(%%%) pour les descripteurs

qualitatifs. La classe NIC reste toujours vide en auto-apprentissage puisqu'une nouvelle
classe dont les paramétres sont fonction des valeurs de |'élément est créée. Piera et
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Aguilar [PIE91] ont montré que, dans le cas de reconnaissance sans apprentissage, le
nombre d'éléments attribués a la classe NIC croit avec I'exigence.

Nous avons mentionné, précédemment, qu'avec LAMDA un auto-apprentissage
(apprentissage non supervisé) ainsi qu'un apprentissage dirigé (supervisé) étaient
possibles. Pour le premier, aucune connaissance a priori sur les classes ou sur leur
nombre n'est nécessaire. En ce qui concerne l'apprentissage dirigé, les parametres
nécessaires pour la caractérisation des classes sont les vecteurs des valeurs moyennes
pour les descripteurs quantitatifs et/ou les fréquences des modalités pour les
descripteurs qualitatifs. L'apprentissage dirigé consiste a calculer la valeur moyenne
(équation (20)) pour chaque descripteur ainsi que les fréquences observées a partir de
I'ensemble d'individus pré-affectés a la classe C.

1
Pui = 2K 20
ki Nk xI]Ckl (20)

‘ A

INDIVIDUS
XM= (Xgs Xgr-eey Xg) I—l
SR

———1
ENSEMBLE C,: Classe
de CLASSES Non-Informative,

v 4

Degré d'’Adéquation Marginal ?
DAM (x,/ C,) [ j=0,....d |

A 4

Degré d'Adéquation Global
DAG (X/C,)

t

A 4

Mise a jour Création classe
C Ci= Cysy

Affectation a la classe |
C,/ DAG (X /C) 2DAG (X/Cy)

AUTO-APPRENTISSAGE I I RECONNAISSANCE

k=0,..K

Figure 2.10. Algorithme général de LAMDA

Le schéma de la Figure 2.10 illustre I'algorithme LAMDA dans le cas de |'auto-
apprentissage ou bien dans le cas de la reconnaissance. Dans le cas de |'apprentissage,
sachant qu'il s'effectue de fagon séquentielle, la représentation d'une classe varie aprés
qu'un élément ait été attribué. La mise a jour de la classe s'effectue en prenant en
compte les caractéristiques du nouvel élément ainsi que la description de la classe a
I'instant précédent.
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C. Mise a jour des classes pendant I'apprentissage

En ce qui concerne les descripteurs quantitatifs, les parameétres a mettre a jour
dépendent de la fonction choisie pour le calcul des DAMs :

1. Ainsi, pour la fonction binomiale floue, nous avons /'algorithme itératif de la
moyenne :

R Xj = P

Py =P+ N +1 (21)

2. Dans le cas de la fonction binomiale centrée, deux parametres doivent étre

estimés de fagon récursive : le nouveau centre ékj et la nouvelle probabilité ,bkj par

le biais de la nouvelle distance dkj. Ici aussi pour calculer ces deux parameétres,

I'algorithme précédent peut étre utilisé :

& =g, + 0K 22
Cyj =Cy N +1 (22)
a|<j =‘Xj _C;(j‘ (23)

A 1-dy - py
Py = Py +—NJ+1 ! (24)

3. Dans le cas d'une fonction de distribution normale, nous devons calculer la nouvelle

moyenne [, et la variance Jy;:

N X = Hy
Hy = Hy +—:\I +1J (25)
2 2
- (X' _:Uk') ~ 0y
67y = o+ (26)

Dans tous les cas, N représente le nombre d'éléments attribués précédemment a
la classe.

4. En ce qui concerne la mise a jour des descripteurs qualitatifs, la fréquence observée
71, de la modalité i est la moyenne de la fonction d'occurrence 9, :

1 s modalité présente
= (27)
0 autrement
T=m +——— (28)
N +1

De cette fagon, la somme de toutes les fréquences d'un descripteur est égale a 1.
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Dans le cas de l'auto-apprentissage, quand la valeur maximale obtenue des
DAGs d'un individu ne dépasse pas le seuil minimum de la NIC, la création d'une
nouvelle classe est possible. Cette nouvelle classe est construite par la modification des
caractéristiques de la NIC a partir de celles de I'élément non reconnu. Pour permettre
une évolution de la nouvelle classe, la procédure considére que la NIC contient un
nombre N, fictif d'éléments. Si N, =0, la nouvelle classe serait trop figée sur son

premier élément et |'affectation, par la suite, d'autres éléments serait peu probable.
Une fois la nouvelle classe créée, elle est ajoutée a I'ensemble des classes existantes
et, pour les éléments suivants, le DAG a cette classe sera intégré dans la recherche du
maximum.

2.3.6 Récapitulatif pour le choix d'une méthode de classification

Afin de montrer une vision générale des méthodes que nous avons citées
précédemment, nous présentons dans le Tableau 2.1 les caractéristiques qui sont
présentes ou absentes dans chaque méthode.

A partir des caractéristiques du tableau ainsi que des descriptions des méthodes
énoncées précédemment, nous avons choisi la méthode LAMDA pour la mise en place
de la stratégie de détection et de diagnostic proposée (§2.2).

Ce choix a été fait en vue de la possibilité d'utiliser des attributs de natures
différentes (quantitatifs et qualitatifs simultanément) sans avoir besoin de faire une
transformation des caractéristiques symboliques (pas forcement binaires). Ceci s'avere
avantageux en offrant la possibilité d'utiliser des informations imprécises ainsi que des
représentations linguistiques faites par les experts.

Par ailleurs, en comparant LAMDA avec les RNA, il est possible de remarquer une
ressemblance au niveau de la structure, qui s'apparente a celle d'un neurone.
Néanmoins, LAMDA ne cherche pas a minimiser des fonctions, |'algorithme n'est pas
non plus le résultat des combinaisons de poids "inconnus", mais une modification
cohérente des caractéristiques des classes.

En plus, le fait d'utiliser les concepts de la logique floue permet une
approximation du raisonnement humain qui conduit a des résultats facilement
interprétables.

En outre, I'algorithme ne demande pas de faire des initialisations aléatoires et,
pour certains choix des fonctions DAM, |'utilisateur ne doit pas faire le choix du seuil
minimum qu'un individu doit franchir pour étre attribué a une classe. Ce seuil est donné
automatiquement par la classe NIC en fonction de I'espace de description.

La possibilité d'ajuster I'exigence peut étre vue comme une facon de généraliser
ou de donner un degré de "flou" a la classification, permettant d'obtenir différentes
partitions pour chaque valeur d'exigence du méme ensemble de données [PIE91].
Aussi, méme si le résultat final de la classification est présenté comme une partition
classique (concréte), le fait d'obtenir les différentes appartenances d'un individu a
toutes les classes permet de faire une analyse postérieure sur le voisinage des classes
ainsi que sur les individus.
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Une autre raison pour laquelle nous avons choisi LAMDA parmi d'autres
méthodes est le traitement séquentiel des données. Contrairement aux méthodes
statistiques ou de "clustering”, l'algorithme n'a pas besoin de garder I'ensemble des
données, mais uniquement les paramétres des classes. LAMDA traite chaque élément
de facon indépendante. Ceci veut dire que, au moins dans la phase d'apprentissage,
LAMDA est plus rapide et sa complexité de calcul est moindre. Par contre, un
inconvénient possible de ceci est la dépendance a I'ordre dans lequel les données sont
fournies en mode d'auto-apprentissage. Cependant, pour le type de procédés
industriels auxquels nous nous intéressons, ce dernier point n'est pas un obstacle dans
la mesure ou les données que nous considérons sont des mesures réalisées en ligne et,
donc, selon un ordre chronologique.

Finalement, LAMDA permet de combiner, ['auto-apprentissage avec
I'apprentissage dirigé, c'est-a-dire qu'il est possible de reajuster les parametres des
classes et, donc, de les faire évoluer au fur et a mesure que des nouveaux éléments
sont présentés. Ceci admet |'utilisation de plusieurs jeux de données pour la
caractérisation des états fonctionnels du processus, permettant, ainsi, d'avoir un
modele de référence plus complet.




50

Chapitre 2 : Une stratégie pour la surveillance a base de méthodes de classification

Tableau 2.1.
Récapitulatif des principales caractéristiques des méthodes de classification
Discriminant - Clustering | Arbres de Décision RNA
Linéaire K-Voisins GK-moyennes CART RBF LAMDA
Paramétrique oui non non non non non
numérique numerique
Nature de données numérique numérique numérique & numérique &
symbolique symbolique
Besoin d'un ensemble connu . . . . . .
. ) oui oui oui oui oui oui/non
d'apprentissage
Classes attribuées a priori oui oui non oui oui oui/non
Nombre fixe de classes . . ) )
o oui oui oui oui non non
initiales
valeur d'arrét Fonction DAM
Parameétres a régler --- K K, m, & --- fonction d'activation connectifs
de la couche cachée a
Type de classification strict strict flou strict strict strict & flou
Mise a jour des classes non non non non non oui
*oui/non : 2 options sont possibles
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2.4 Conclusion

Dans ce chapitre, nous avons présenté une stratégie de détection et diagnostic
au moyen des méthodes de classification. Dans un premier temps, nous avons décrit
les étapes a suivre pour construire un modele de référence sur le comportement du
processus. Ce modele est élaboré a partir de I'analyse des informations provenant des
mesures de capteurs, historiques et en lighe, ainsi que des connaissances expertes. Un
premier modéle est obtenu a partir des résultats issus d'une phase d'apprentissage.
Puis, une étape de suivi du procédé peut étre réalisée. Ce suivi consiste a
I'identification en ligne des états attendus. La détection d'une déviation, a travers la
non-reconnaissance de certaines observations, met en évidence un symptome d'une
situation non prévue. Alors, la caractérisation du symptome a |'aide des connaissances
de I'expert permet de savoir s'il s'agit d'une défaillance ou non. Cette démarche offre la
possibilité de compléter ainsi le modéle de référence.

Deuxiémement, nous avons présenté les caractéristiques générales des
différentes méthodes de classification qui peuvent étre utilisées pour la détection de
défaillances. Parmi ces méthodes, nous avons évoqué les méthodes de regroupement
("clustering") strict (K-moyennes) et flou (C-moyennes floues), lesquelles utilisent un
apprentissage de type non supervisé. Parmi les méthodes qui emploient un
apprentissage supervisé (ou dirigé), nous avons cité : les arbres de décision, qui
peuvent étre représentés comme des regles interprétables par I'homme et qui
admettent des attributs de nature qualitative ainsi que numérique; les méthodes
statistiques et les réseaux des neurones artificiels (RNA). Enfin, nous avons décrit la
méthode LAMDA qui repose sur le concept d'adéquation d'un objet aux classes
existantes. Les bases théoriques de la méthode se trouvent dans le domaine de la
logique floue, méme si pour certains cas concrets, elle est équivalente a une méthode
statistique. LAMDA réalise la classification d'éléments ayant des caractéristiques
quantitatives, qualitatives ou mixtes. Avec LAMDA, un auto-apprentissage ainsi qu'un
apprentissage dirigé sont possibles.

Nous avons fait une comparaison des avantages et faiblesses de ces méthodes
de maniére a sélectionner celle sur laquelle va s'appuyer la stratégie de surveillance
gue nous proposons.

Dans le chapitre 3, nous allons approfondir le probléeme du paramétrage
nécessaire pour mettre en place un systéme de surveillance basé sur la classification.
Nous détaillerons les éléments a prendre en compte mais, aussi, nous évoquerons les
prestations que doivent apporter les outils de supervision pour aider I'opérateur humain
dans la prise de décision.
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Chapitre 3

3. IDENTIFICATION DES ETATS FONCTIONNELS POUR LA
SURVEILLANCE DES PROCEDES A PARTIR DE DONNEES

3.1 Introduction

Aprés avoir détaillé les différentes étapes a suivre pour I'élaboration d'un
systéme de surveillance a partir de méthodes de classification, il est nécessaire de
décrire la phase essentielle: ['apprentissage. Cette phase correspond a la
caractérisation du comportement du processus. En effet, il s'agit de la construction, a
partir des observations issues du processus, d'un classificateur caractérisé par la
structure des classes qui permettent d'identifier un ensemble de situations. Ceci
correspond, alors, a l'obtention d'un modéle de comportement. Le paramétrage du
classificateur est obtenu en considérant des aspects tels que : le type et la quantité
d'attributs dans I'espace de description, le réglage des paramétres de la méthode de
classification sélectionnée, le type d'apprentissage (dirigé ou non) selon les
connaissances a priori sur les situations caractérisées par les observations ou méme
leurs appartenances a ces situations. Une fois le classificateur construit, le suivi des
situations attendues, identifié comme étant la phase de reconnaissance, vise a associer
toute nouvelle observation a I'une des classes déterminées.

Il est évident que I'étape du suivi repose essentiellement sur le résultat de la
phase d'apprentissage, ce qui pose le probleme de I'exhaustivité et de la validité du
modeéle de comportement. En effet :

» il est fort probable que toutes les classes ne soient pas connues a priori; |l'expert
peut avoir une certaine connaissance sur quelques situations représentées par
certaines observations de I'ensemble d'apprentissage, mais il peut s'avérer difficile
d'en identifier d'autres,
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« il est possible que les classes ne soient pas correctement représentées par les
observations disponibles initialement,

- il se peut que, pour certaines situations possibles, I'acquisition des données soit
difficile ; il s'agit, souvent, de situations critiques qui ne se produisent pas
fréquemment.

Dans ces conditions, rien ne permet d'assurer I'exhaustivité de la connaissance
du comportement du processus car les données "historiques" ne peuvent pas couvrir la
vie entiére du processus. En plus, au fur et a mesure de la présentation de nouvelles
observations, des nouvelles situations peuvent apparaitre dans la structure initiale. De
méme, les classes existantes peuvent aussi évoluer au cours du temps. Pour ces
raisons, il est nécessaire que le systeme de surveillance présente un caractére
adaptatif, non seulement au moment de la construction du modéle de comportement
(phase d'apprentissage) mais, aussi, au moment de l'identification des nouvelles
situations. Pour ceci, deux principes d'apprentissage sont prévus : un apprentissage
hors ligne et un apprentissage en ligne. L'apprentissage hors ligne est utilisé, bien sir,
dans |'étape de caractérisation des situations, mais aussi pour essayer de caractériser
des nouvelles situations qui peuvent se présenter lorsqu’un nombre suffisant
d'observations n'est plus reconnu, compte tenu des classes existantes. L'apprentissage
en ligne permet de modifier en continu les classes existantes et, méme, d'en créer des
nouvelles, tout au long de I'étape du suivi.

Ainsi, la premiére partie de ce chapitre est consacrée a la présentation des
parameétres a régler pendant I'élaboration du modele de comportement du processus.
Nous insisterons, plus particulierement, sur les parameétres relatifs a la méthode
LAMDA. La deuxiéme partie est dédiée a l'aide pour l'analyse et l'interprétation des
résultats, de fagon a obtenir un classificateur convenable pour identifier par la suite les
situations attendues. Finalement, nous présenterons |'étape de reconnaissance des
situations en ligne et les démarches a suivre dans le cas de la détection des déviations
de comportement.

3.2 Eléments de paramétrage du systéme de
surveillance

Le premier aspect a considérer dans I'élaboration du systéme de surveillance est
le paramétrage du classificateur, c'est-a-dire les réglages nécessaires pour I'obtention
du modeéle de référence (comportement) a partir d’informations issues directement
des mesures du processus ou bien par le biais d'outils de filtrage ou d'extraction
d'information, et de la méthode de classification sélectionnée.

Ce paramétrage est fait hors ligne et nécessite une intervention active de
I'expert, de facon a intégrer ses connaissances dans toutes les étapes. Pour cela, nous
devons fournir a I'opérateur expert des outils lui permettant de faire ce réglage en lui
donnant des critéres de choix objectifs.
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3.2.1 Choix de lI'espace de représentation (contexte)

Pour surveiller un systeme, il est nécessaire de disposer d'informations
provenant de celui-ci, informations généralement délivrées par des capteurs.
Néanmoins, les mesures des capteurs ne permettent pas toujours de définir les
caractéristiques représentatives des différents états de fonctionnement et un
prétraitement est souvent nécessaire. Il faut étre attentif a la technique employée pour
ce traitement des données, surtout au niveau du temps de calcul, car il doit permettre
le fonctionnement en ligne, et le retard di au temps de calcul ne doit pas étre trop
pénalisant par rapport au temps de réponse nécessaire pour connaitre I'état courant du
processus surveillé. Dans tous les cas, le choix d'un prétraitement des données est lié
au domaine d'application.

Si un prétraitement des données s'avere nécessaire pour extraire les
informations, quelle que soit la technique utilisée, il est nécessaire de conserver
I'interprétabilité des caractéristiques, trés importantes tant pour la détection que pour
le diagnostic. Une simplification trop importante de I'espace de représentation, lors de
la phase de caractérisation du modele de comportement du processus, peut étre
néfaste au moment de la reconnaissance. En effet, une simplification trop hative génére
le risque de non-détection de modes de fonctionnement non présents dans |'étape
d'apprentissage.

Il s'agit donc de définir a partir des données, prétraitées ou non, un nombre D
de caractéristiques ou descripteurs pertinents vis-a-vis des différentes situations ou
modes de fonctionnement connus. Il n'existe pas de régle; il faut trouver un compromis
entre la dimension D du vecteur et la pertinence des caractéristiques. Trés souvent, ce
choix est guidé par |'expertise sur le procédé.

Une fois l'espace de description choisi, il faut mettre en place lI'ensemble de
données pour l'apprentissage. Cet ensemble est constitué a partir des observations
historiques du procédé. Il se peut que les différents modes de fonctionnement ne se
trouvent pas dans un seul ensemble de données et la nécessité d'établir un espace de
description généra,l indépendant de la base d'apprentissage, s'impose. Dans le cas de
la méthode LAMDA, l'opérateur expert doit définir :

« l'intervalle d'opération, c'est-a-dire les valeurs minimale et maximale pour la
normalisation des descripteurs quantitatifs et,
« toutes les modalités pouvant apparaitre dans chacun des descripteurs qualitatifs.

De cette fagon, I'opérateur pourra établir plusieurs combinaisons de
configuration pour chaque descripteur dans |'espace de représentation.

A titre d'exemple, la Figure 3.1 illustre trois intervalles différents pour
représenter un descripteur quantitatif. Le graphe b) montre la normalisation utilisant
directement la valeur maximale et la valeur minimale présente dans la base
d'apprentissage. Le graphe a) montre la normalisation obtenue en ne considérant que
le rang dans lequel le descripteur doit se maintenir pendant le mode de fonctionnement
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normal. Dans ce cas, les oscillations sont agrandies et les perturbations amplifiées. Au
contraire, le graphe c) représente le descripteur normalisé a partir de toute la plage
des valeurs théoriquement possibles et les petites perturbations ne sont pas
observables.
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Figure 3.1. Choix de l'intervalle pour la normalisation d'un descripteur quantitatif

Le fait de pouvoir ajuster l'intervalle des descripteurs quantitatifs permet de
définir jusqu'a quel point leurs variations peuvent étre considérées. De méme, le
réglage de l'intervalle peut déterminer l'influence des descripteurs sur la caractérisation
des classes.

3.2.2 Modes d'Apprentissage

Afin de déterminer la partition de I'espace de description la plus convenable pour
caractériser les différents modes de fonctionnement, |'opérateur peut faire appel aux
différents modes d'apprentissage en fonction de ses connaissances. En effet, quand
seule la connaissance des experts est utilisée pour l'identification des différents états
fonctionnels du processus, plusieurs situations peuvent surgir :
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+ |'expert n'est capable d'exprimer qu'une connaissance partielle du processus,

« il est conscient de I'existence de plusieurs états mais il ignore comment les identifier
en utilisant les données historiques et celles disponibles en ligne,

« il n'a pas une idée claire des états a reconnaitre.

Pour ces raisons la méthode de classification a utiliser doit fournir a I'expert
plusieurs alternatives d'apprentissage pour identifier et caractériser les états
fonctionnels.

Ainsi, la séparation en régions de l'ensemble des observations a utiliser pour
I'apprentissage peut se réaliser selon un étiquetage des observations imposé par
I'expert (apprentissage supervisé), ou de facon automatique (apprentissage non-
supervisé). Une combinaison des deux types d’apprentissage peut étre également
envisagée.

3.2.2.1 Apprentissage supervisé - Imposé par I'expert

Lorsque |'opérateur connait a priori les modes réels de fonctionnement contenus
dans I'ensemble d'apprentissage, nous parlons d'un apprentissage dirigé ou imposé par
I'expert. En effet, I'expert étiquette les observations qui d'aprés lui, représentent le
mieux les différentes situations. De cette facon, les paramétres de chaque classe seront
une combinaison des caractéristiques des observations imposées par |'expert.

3.2.2.2 Apprentissage non supervisé (auto-apprentissage)

Il n'est pas toujours possible de disposer des connaissances a priori sur les
caractéristiques des modes de fonctionnement et |I'expert ne peut pas affecter chaque
observation a une situation. L'objectif est de proposer une structure de classes, dans
un ensemble d'observations, en trouvant des ressemblances entre ces observations.
Autrement dit, ['auto-apprentissage consiste en la découverte, a partir des
informations contenues dans un ensemble de données, de classes ou groupes de
classes caractérisant les différents modes de fonctionnement.

De cette facon, la méthode de classification propose une premiére partition a
I'expert qui, ensuite, doit valider ces résultats en prenant en compte sa connaissance
ainsi que les lois physiques régissant le comportement du processus.

3.2.2.3 Apprentissage supervisé - Actif

Nous pouvons constater qu'entre |'apprentissage dirigé (imposé) et I'auto-
apprentissage il existe une troisieme situation d'apprentissage pour laquelle une
information partielle sur les données d'apprentissage est disponible. En fait, I'expert n'a
pas besoin d'étiqueter toutes les observations de I'ensemble d'apprentissage, il peut
laisser des éléments sans classe, soit parce qu'il considére que certains ne sont pas
assez représentatifs, soit parce qu'il ne posséde pas les connaissances pour déterminer
si ces éléments correspondent a un type de comportement.

A ce moment la, l'algorithme d'apprentissage peut effectuer une premiéere
classification pour obtenir les parametres de classes. Ensuite, les observations qui n'ont
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pas été attribuées a une classe seront utilisées, soit pour faire évoluer les classes
existantes, soit pour en créer de nouvelles.

Cette méme procédure peut étre réalisée d'une autre fagon : dans un premier
temps, un auto-apprentissage donnant lieu a une classification est réalisé. Dans un
deuxieme temps, a l'aide d'un nouveau jeu de données, un autre apprentissage est
effectué, celui-ci autorisant la modification et/ou la création des classes obtenues
précédemment.

Avec LAMDA, il est possible de mettre en place aussi bien I'auto-apprentissage
que l'apprentissage dirigé (supervisé) ou la combinaison des deux (Apprentissage
supervisé actif).

3.2.3 Réglage des parameétres du classificateur

Comme nous |'avons déja indiqué, quand nous faisons appel aux algorithmes de
classification pour déterminer les différents modes de fonctionnement a partir de
données, en plus du choix du type d'apprentissage, il faut aussi choisir et ajuster
certains parameétres de facon a obtenir une partition satisfaisante. Le réglage de ces
paramétres est fait en fonction des caractéristiques de I'ensemble de données mais,
aussi, en fonction des performances pendant la reconnaissance des nouvelles données.

En ce qui concerne la méthode LAMDA, il y a essentiellement trois paramétres a
régler : la fonction d'adéquation marginale pour les descripteurs quantitatifs, les
connectifs mixtes d'association pour l'agrégation des contributions de chaque
descripteur et l'indice d'exigence, pour rendre plus ou moins stricte |'attribution d'un
individu a une classe.

3.2.3.1 Fonctions d'adéquation marginale

Le choix de la fonction d'adéquation marginale est propre a la topologie ou
nature de chaque descripteur ou de I|'ensemble des descripteurs de l'espace de
représentation.

Selon la topologie des descripteurs de type quantitatif, nous pouvons différencier
trois cas :

» les valeurs des données pour un ou plusieurs descripteurs suivent une distribution de
type normale autour d'un centre (ou prototype); la fonction de type gaussien (voir
I’équation (17)) peut étre sélectionnée,

« les valeurs des descripteurs se trouvent dans l'intervalle [Xum, Xmax] €t distribuées
vers une des extrémités de cet intervalle, alors la fonction Binomiale floue
(équation(14)) est la plus adéquate,

« si les valeurs des descripteurs ne suivent pas une distribution de type normal mais
se trouvent autour d'un centre la fonction Binomiale centrée (équation (15)) est une
alternative.

De cette facon, si I'opérateur posséde des connaissances sur la distribution de
chaque descripteur, il peut choisir la fonction du DAM (Degré d’Adéquation Marginal) la
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plus appropriée; si ce n'est pas le cas ou s'il n'est pas satisfait de la classification
obtenue, il peut choisir une autre fonction.

3.2.3.2 Opérateurs d'agrégation (connectifs) et indice d'exigence

Comme nous l'avons mentionné précédemment, il existe différentes possibilités
pour agréger les contributions marginales (DAMs) d'un individu a une classe. L'expert a
le choix parmi les familles de connectifs les plus connues : le minimum (T-norme) et le
maximum (T-conorme) de la théorie de la Logique Floue de Zadeh [ZAD78] et celles du
produit et somme probabiliste qui présuppose un raisonnement de type statistique avec
une indépendance entre descripteurs. D'autres familles de connectifs pourraient étre
expérimentées; cependant dans ce travail nous nous limiterons a ces deux t-normes et
t-conormes.

Tableau 3.1. Familles d'opérateurs d'agrégation

. c T - Norme (Intersection) | T — Conorme (union)
NNECTIF
T(xY) S(x, )
Produit / x[y x+y—x[y
Somme probabiliste
Minimum / Maximum min (X, y) max (X, y)

L'algorithme d'auto-apprentissage de LAMDA étant séquentiel, avec des
connectifs différents, différentes partitions seront générées.

De plus, comme nous |'avons déja mentionné dans le chapitre 2 (§2.3.5), il est
possible de régler I'exigence du classificateur a I'aide de l'indice d’exigence @ . Ainsi, le
classificateur le plus exigeant accepte un individu dans une classe uniquement si tous
ses attributs présentent un DAM élevé a cette classe; ce qui correspond a avoir @ =1
(T-Norme (intersection)). De la méme maniéere, le classificateur le moins exigeant
accepte un individu dans une classe si au moins l'un de ses attributs possede une
appartenance marginale élevée a cette classe; dans ce cas il s'agit de la T-Conorme
(a =0). Donc, a partir du connectif mixte, 'expert peut avoir une série de partitions
plus ou moins strictes de I'espace de description.

La Figure 3.2 montre un exemple des résultats avec un espace de représentation
a 4 descripteurs. Les données représentent un mode de fonctionnement normal et une
situation de défaillance avec retour en fonctionnement normal (Figure 3.2a); la
défaillance est présente deux fois. Les différentes partitions illustrées ont été obtenues
en faisant de l'auto-apprentissage utilisant la fonction binomiale floue et, comme
opérateurs d'agrégation, le Minimum (T-Norme). Dans la Figure 3.2b), une exigence
trés faible (a =0.3) est choisie et le classificateur n'a identifié que 2 classes. Au fur et
a mesure que l'exigence est incrémentée, le nombre de classes augmente (Figure 3.2c,
d) jusgu'a obtenir une partition satisfaisante. Dans notre exemple, la classification qui a
donné la partition, considérée la plus significative par I'expert, a été obtenue avec une
exigence de 0.8, pour laquelle 5 classes ont été identifiées.




60 Chapitre 3 : Identification des états fonctionnels pour la surveillance

Le fait de pouvoir controler I'exigence de l'algorithme de classification permet a
I'expert de trouver un compromis entre une partition suffisamment représentative des
modes de fonctionnement et une partition capable de faire de la généralisation selon
les besoins.
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Figure 3.2. Exemples de classification pour différentes valeurs d'exigence a.
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3.3 Analyse et interprétation des résultats

Il s'agit de fournir a I'expert des outils visuels avec des informations utiles
relatives a la classification réalisée. L'objectif est de donner a I'expert des moyens pour
mieux exploiter les résultats de la classification lors de l'interprétation et la validation
des classes.

3.3.1 Reconnaissance de |I'ensemble d'apprentissage

Nous considérons que pendant la phase d'apprentissage il existe une interaction
constante entre la création et la reconnaissance des classes. Aprés qu’une classification
ait été définie, il s’agit de traiter I'ensemble d’apprentissage et d'assigner aux classes
existantes les individus de l'ensemble d'apprentissage ou d'un ensemble dans lequel
I'expert connait en partie les attributions correctes. La reconnaissance doit disposer du
choix de "rejet", c'est-a-dire qu'il faut pouvoir distinguer les observations qui ne
correspondent a aucune des classes existantes, soit parce qu'elles se trouvent dans une
zone de l'espace de représentation "trop éloigné" des classes, soit parce qu'elles se
trouvent "prés" d'une frontiere entre deux ou plusieurs classes, ce qui correspond a une
situation d'ambiguité. En effet, des nouvelles situations de défaillances ou des
dégradations peuvent se présenter au cours de la vie d'un procédé et il serait
dangereux d'affecter systématiquement une nouvelle observation a une situation
existante (connue). Dans la littérature, une premiére réponse au probléme d'ambiguité
a été introduite par Chow [CHO70]. Plus récemment Dubuisson et Masson [DUB93] ont
établi une distinction entre le rejet de distance et le rejet d'ambiguité. La Figure 3.3
illustre, pour deux classes de type gaussien, les zones de rejet d'ambiguité et de rejet
de distance.

classe | classe &

rejei

rejet de distance rejet de distance

Figure 3.3. Zones de rejet d'ambiguité et de distance.

En ce qui concerne la méthode LAMDA, la notion de rejet est considérée en
prenant en compte le seuil de minimum d'appartenance (DAGy;c) de la classe Non-
Informative (NIC) de telle facon a ne pas attribuer des observations avec une trop
faible appartenance. Le cas de I'ambiguité ne donne pas lieu a une zone de non
classement, nous avons préféré adopter le critere de décision du "premier trouvé",
certes arbitraire, mais la fréquence de cet événement s'avére faible.
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Dans le cas ou un apprentissage dirigé (imposé) a été effectué, il faut d'une part
que l'expert valide les caractéristiques des classes pour la représentation des modes de
fonctionnement, d'autre part, qu'il connaisse les performances du classificateur, c'est-
a-dire savoir combien d'individus n'ont pas été reconnus, combien ont été correctement
classés et lesquels ont été mal classés (voir Figure 3.4). Ces informations permettent a
I'expert de :

« modifier les parametres du classificateur, pour obtenir une meilleure généralisation
ou plus de sélectivité,

« vérifier si les individus mal reconnus ont, peut étre, été mal étiquetés car leurs
caractéristiques sont effectivement plus proches de la classe a laquelle ils ont été
attribués lors de la reconnaissance,

« vérifier également les caractéristiques des individus non reconnus par rapport aux
caractéristiques des classes.
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Figure 3.4. Reconnaissance apres une classification avec apprentissage dirigé.
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Dans le cas d’'un auto-apprentissage, la reconnaissance de I|'ensemble
d'observations utilisées pour la création des classes permet a |'expert de valider si les
observations ont été affectées dans la méme classe que celle de la phase
d'apprentissage. L'affectation d'une observation a une classe différente peut se
produire a cause de la mise a jour et de la création de classes réalisées de maniére
séquentielle. En effet, une observation peut avoir une appartenance plus grande a une
classe créée que celle a laquelle elle a été associée. Il est donc souhaitable de procéder
hors ligne a un auto-apprentissage qui traite plusieurs fois I'ensemble de données,
jusqu'a ce qu'une proportion, définie comme acceptable, d'éléments ait changé de
classe entre deux itérations.

3.3.2 Analyse du pouvoir d'extrapolation

Pour tester les performances du classificateur et valider ses capacités de
généralisation, |'utilisation d'autres ensembles de données dans le méme espace de
description est souhaitable. De la méme facon que pour la reconnaissance de
I'ensemble d'apprentissage, la reconnaissance des individus de test doit permettre a
I'expert d'accepter des individus non reconnus.

Il est souhaitable que parmi les observations de test ne se trouvent pas des
situations non apprises pendant la phase d'apprentissage, cependant dans |'éventualité
d'une telle présence, il vaut mieux permettre le "rejet" des observations qui n'ont pas
une appartenance aux classes supérieure au DAG (Degré d’Adéquation Global) de la
NIC (Non_Informative Class). Les observations qui ont été assignées a la NIC peuvent
étre utilisées par la suite pour la création des nouvelles classes ou, pour faire évoluer
les classes déja existantes en mode apprentissage supervisé actif.

3.3.3 Interprétation du profil des classes

Le profil de chaque classe est représenté par la moyenne calculée des valeurs
normalisées des descripteurs quantitatifs et pour les qualitatifs, par la fréquence
d'apparition de chaque modalité. Ceci montre les caractéristiques de chaque classe
selon |'espace de description, calculées d'aprés le type d'algorithme employé pour
I'apprentissage. La Figure 3.5 illustre les caractéristiques des classes obtenues aprés un
apprentissage dirigé. Il y a trois classes, chaque classe est caractérisée par 8
descripteurs, 4 quantitatifs et 4 qualitatifs. Les descripteurs quantitatifs correspondent
au parameétre Py et les descripteurs qualitatifs représentent les épisodes de chaque

variable, ou chaque modalité correspond a un type d'épisode (§1.3.3.1). Dans la Figure
3.5 les descripteurs du profil des classes apparaissent dans l'ordre suivant : Up_Ep
(qualitatif), Up_Val (quantitatif), h2_Ep (qualitatif), h2_Val (quantitatif), h1l_Ep
(qualitatif), hl_Val (quantitatif), Qp_Ep (qualitatif) et Qp_Val (quantitatif).
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Figure 3.5. Profil des classes obtenues a partir d'un apprentissage dirigé

A partir du profil de classes I'expert peut déterminer quels sont les descripteurs
les plus discriminants dans |'espace de représentation, c'est-a-dire ceux qui ont le plus
d'influence dans la caractérisation des classes. Pour ce faire, il est possible de calculer
I'entropie de chaque descripteur par rapport a chaque classe. Ainsi le descripteur avec
la plus petite entropie sera le plus discriminant, et celui avec la plus grande entropie
est celui qui apporte le moins dans la caractérisation des classes.
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Figure 3.6. Profil des classes avec descripteurs quantitatifs

Pour I'exemple de la Figure 3.5, le descripteur "Qp" est le plus discriminant et le
moins discriminant est "h2" puisque ses valeurs pour chaque classe sont peu
différentes.

Ces informations permettent a I'expert d’identifier et de caractériser les classes
significatives et celles qui pourraient représenter un méme état fonctionnel.

3.3.4 Visualisation et interprétation des appartenances

Une des informations utiles relative a la classification réalisée, est la matrice
d'appartenances des individus a chaque classe. Dans cette matrice, (29) les lignes
correspondent aux individus et les colonnes aux classes existantes. DAG,, est alors le
degré d’adéquation global de l'individu n a la classe k.
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DAG].]. M DAGlK
DAG, (29)
DAG N1 M DAG NK

3.3.4.1 Evolution des degrés d'adéquation globale (DAG)

Etant donné que I'ordre d'apparition des éléments correspond aux instants de
mesure des variables du processus, la représentation graphique de la Matrice
d'Appartenance (MA), en prenant l'ordre des lignes comme axe temporel, illustrée
par la Figure 3.7, permet de visualiser deux aspects importants de la classification par
rapport au degré d'adéquation global (DAG) de chaque individu aux classes :

« la distinction entre classes : lorsque le DAG des individus appartenant a
une classe est suffisamment éloigné du DAG de la NIC ainsi que de ceux des
autres classes, I'opérateur peut constater que la classe a été bien distinguée.
Cette information est pertinente au moment d'identifier une situation
significative sur le comportement du procédé (voir DAG pour la classe C/ 2 de
la Figure 3.7),

« la proximité entre classes : en revanche, quand les DAGs d'une ou
plusieurs classes ont des évolutions similaires I'expert peut considérer la
possibilité de regrouper plusieurs classes pour caractériser un méme mode de
fonctionnement. Ceci est illustré dans la Figure 3.7 par la proximité des DAGs
pour la classe C; et la classe C,. Un indicateur de la proximité entre classes
est donné par le calcul de la connectivité entre classes (§3.3.4.2). Une
analyse des corrélations entre les courbes représentatives de I'évolution des
DAGs pourrait apporter une aide dans ce sens.
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Figure 3.7. Visualisation des DAGs pour chaque classe

3.3.4.2 Matrice de connectivité

La "connexion" entre classes est définie par le nombre d’individus qui sont
partagés par deux classes et qui ont un DAG supérieur a la valeur d'un seuil fixé par
I'expert que nous appeélerons a-cut [AGUA98] selon l'usage en théorie des ensembles
flous.
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Figure 3.8. Connectivité entre classes pour I'exemple de la Figure 3.7

L'opérateur peut alors regrouper plusieurs classes car il considére que les
caractéristiques des individus partagés conviennent aussi bien a une classe qu’a une
autre, c'est-a-dire que leurs DAGs sont trés proches et supérieur a I'a-cut. Une analyse
pour plusieurs valeurs de a est réalisée pour déterminer la meilleure union entre
classes. A noter que, pour a-cut=1, toutes les classes sont disjointes (Figure 3.8a)) et,
pour a-cut=0 (Figure 3.8c)), elles sont toutes connectées.

3.3.5 Affectation des classes en états fonctionnels

Lors d'un auto-apprentissage, l'interprétation des classes en terme de modes de
fonctionnement ou états fonctionnels est indispensable. En effet, certaines classes
obtenues présentent parfois des caractéristiques trés proches et |'expert peut décider
d'affecter ces classes a un seul état. Pour réaliser I'agrégation des classes dans un seul
état significatif, |'opérateur peut alors s'appuyer sur la représentation graphique du
profil de classes et de la similitude des valeurs des profils (§ 3.3.3), ainsi que sur la
matrice de connectivité (§ 3.3.4). Dans le cas de l'exemple de la Figure 3.2a) et a
partir des interprétations issues de la Figure 3.6 et de la Figure 3.7, |'opérateur peut
éventuellement regrouper les classes C; et Cs dans un méme état fonctionnel.
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3.4 Reconnaissance des classes en ligne

Une fois que le modéle de référence du comportement connu a été élaboré,
|'étape suivante consiste a déterminer, a chaque instant, dans quel état fonctionnel se
trouve le procédé lorsqu'une nouvelle observation est présentée. Il faut rappeler que
tous les modes de fonctionnement ne sont pas forcement identifiés lors de |'étape
d'apprentissage et, donc, le modeéle de référence (comportement) n'est pas exhaustif.
Ceci est d, par exemple, au fait que pour certaines situations le recueil des données
n'a pas été possible ou qu'il existe des situations dont I'occurrence est peu fréquente.

3.4.1 Suivi des états attendus

La reconnaissance des situations attendues établies lors de I|'apprentissage a
partir des nouvelles observations est normalement passive, c'est-a-dire que les classes
ne sont pas modifiées lorsqu'un nouvel élément est pris en compte. Cependant, il est
aussi possible de prévoir I'éventualité de faire évoluer les classes mais, a ce moment |3,
pour réaliser la modification d'une classe I'algorithme LAMDA, a besoin d'avoir défini a
I'avance le nombre N d'éléments contenus dans la classe au moment de sa mise a jour.
Ce parameétre peut rester fixe ou étre incrémenté chaque fois qu'un nouvel élément est
affecté. Dans le cas ol la valeur de N est fixée, ceci correspond a un oubli exponentiel,
ol, en pratique, seulement les N derniers éléments vont contribuer a définir les
caractéristiques de la classe et la classe va suivre la trajectoire de ces éléments. Le
choix de cette valeur est trés important car si une valeur trop petite est choisie, les
caractéristiques de la classe seront trop similaires aux attributs des derniers éléments
classés. Dans le cas ou N est incrémenté a chaque fois qu'un individu est affecté, il faut
déterminer la valeur initiale de N.

Dans le cadre de notre travail, nous avons préféré ne pas modifier les classes
lors de la reconnaissance en ligne car, en absence d'information sur I'éventuelle
évolution des classes, nous considérons trés risqué le fait de les modifier au fur et a
mesure de l'affectation des individus. En effet, dans ce cas, il sera possible qu'une
situation définie dans le cadre du fonctionnement normal évolue vers une situation
anormale (de défaillance) sans que |'opérateur soit capable de reconnaitre en ligne le
fait qu'il y a eu un probléme. Lorsqu'une observation commence a "s'éloigner" de tous
les modes de fonctionnement connus, son DAG maximal se rapproche de plus en plus
du seuil minimal (DAGu;c) jusqu'a ne plus étre affecté a une classe existante, ce qui
conduit a la détection d'une déviation de comportement du processus surveillé.

Pour savoir quel est I'état courant du procédé surveillé, les différentes

appartenances (DAG) de I'élément correspondant a l'instant d'observation sont
calculées et I'élément est affecté a la classe pour laquelle son DAG est maximum.
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3.4.2 Détection de déviations- éléments non reconnus ou mal
reconnus

Du fait qu'une reconnaissance passive en ligne est réalisée, le suivi ne peut que
confirmer une situation existante (attendue) dans le modéle de référence ou bien
rejeter un nouvel élément car il est trop différent et ne peut étre affecté a aucune
classe. Il y a deux situations défavorables qui peuvent se produire :

« les nouveaux éléments sont reconnus dans une classe existante qui n'est pas
celle qui leur correspondait : nous considérons qu'ils sont mal reconnus,
« les nouveaux éléments ne sont reconnus dans aucune classe.

Il se peut en effet qu'un élément soit mal reconnu a cause du bruit présent dans
les mesures constituant les attributs. Donc, I'élément peut avoir des appartenances
similaires entre deux ou plusieurs modes de fonctionnement et son affectation a I'un
d'eux induit un risque de mauvais classement. Ce mauvais classement peut induire des
fausses alarmes dans le systéme et, s'il y a un nombre significatif d'éléments mal
classés, il peut étre nécessaire de remettre en question la facon selon laquelle le
modele de référence a été concu pendant la phase d'apprentissage.

Un symptome est identifié par la déviation du comportement attendu pendant
la phase de reconnaissance en ligne. Ces déviations sont détectées lorsqu'un nombre
suffisant d'éléments sont affectés a la NIC, c'est-a-dire que leur appartenance aux
classes existantes ne dépassent pas le seuil minimum d'adéquation et donc qu'ils ne
correspondent a aucun comportement prévu.

Dans la Figure 3.9, un exemple de la phase de reconnaissance en ligne est
illustré pour une période de 600 secondes (un individu par seconde). Pendant les 500
premiers éléments, les différentes classes (comportements) connues ont été
correctement identifiées. A partir de I'élément 520, une déviation a été détectée par
I'affectation des éléments a la NIC. Comme le montre la Figure 3.9c), les
appartenances des éléments pour toutes les classes existantes ont des valeurs
inférieures au seuil de minimum d’adéquation (dans cet exemple DAGy;c = 0.5). Méme
si I'opérateur est alerté par le rejet de certains éléments, aucune information sur les
causes ou la nature du symptdme n'est disponible. Il faut alors lancer une procédure
d'apprentissage pour caractériser le symptome qui vient d'étre mis en évidence.
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Figure 3.9. Reconnaissance en ligne - suivi et détection des déviations

3.4.3 Caractérisation des déviations détectées

Dés qu'un nombre significatif d'éléments consécutifs sont affectés a la classe
non-informative (NIC), c'est-a-dire que leur appartenance aux classes C, ne dépassent
pas le seuil minimum d'adéquation, la caractérisation de ces éléments peut étre
réalisée en lancant une nouvelle étape d'apprentissage. Différents types
d'apprentissage sont envisageables : l'apprentissage hors ligne réalisé de maniére
périodique et I'apprentissage en ligne réalisé en continu.

Au cours de l'apprentissage en ligne, toutes les observations présentées sont
utilisées pour I'adaptation des classes ou la création de nouvelles. En effet,
I'apprentissage en ligne consiste en un auto-apprentissage ou, a partir d'un nombre
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d'éléments non reconnus, l'algorithme de classification procéde a la création d'une
nouvelle classe, laquelle doit étre interprétée ensuite par I'expert comme représentative
ou non 