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Spécialité : Mathématiques Appliquées

présentée et soutenue par

Charles DOSSAL

Estimation de fonctions
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I.2.2 Décomposition en Wavelet Vaguelette . . . . . . . . . . . . . . 20
I.2.3 Inversion tomographique en curvelets . . . . . . . . . . . . . . 21
I.2.4 Inversion en bandelettes de seconde génération . . . . . . . . . 22
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Chapitre I

Introduction

I.1 Débruitage d’images géométriques

La régularité géométrique des images naturelles est un élément important qui per-
met à notre cerveau de se faire une représentation de ce que nous voyons. Dans
la plupart des images naturelles on retrouve des objets dont les contours ont des
formes régulières. Les espaces de régularité classiques tels que les espaces de Hölder,
de Sobolev ou de Besov ne prennent pas en compte cette régularité. Elle est pour-
tant fondamentale pour la reconnaissance, l’analyse et l’estimation. Nous proposons
dans la première partie de cette thèse d’exploiter cette régularité géométrique pour
estimer au mieux les images en présence de bruit.
On souhaite estimer f à partir des observations bruitées Y

Y = f +W, (I.1)

où W est un bruit blanc gaussien de variance ε2.
Nous choisissons pour cela un modèle de fonctions géométriquement régulières et
nous déterminons un estimateur efficace sur les fonctions du modèle.

I.1.1 Un modèle pour les fonctions géométriquement régulières.

Les espaces de régularités classiques tels que les espaces de Hölder, de Sobolev ou de
Besov ne sont pas des modèles adaptés aux images géométriques car ils ne prennent
pas en compte la géométrie des contours, des singularités. Korostelev et Tsybakov
dans [KT93] introduisent le concept de Boundary Fragment qui modélise un morceau
d’image géométrique. Ce concept sera repris par Donoho dans [Don97] qui lui donne
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le nom de Modèle d’horizon. L’auteur considère une fonction g, Cα qu’il appelle
horizon. Un modèle d’horizon Cα est une fonction f telle que

f(x1, x2) = 1{x2>g(x1)} 0 6 x1, x2 6 1. (I.2)

Donoho note Horizonα(C1, Cα) l’ensemble des fonctions f telles que l’horizon g
vérifie

|g(x)− g(x′)| 6 C1|x− x′| et |g′(x)− g′(x′)| 6 Cα|x− x′|α−1, avec α > 1.

C1 et Cα contrôlent la régularité de l’horizon.
Ces fonctions correspondent à une image noir et blanc, noir au dessous de la courbe
d’horizon, blanc au dessus. On peut enrichir ce modèle en considérant deux poly-
nômes au dessus et au dessous de la courbe, voir [Shu04]. Nous considérons dans
cette thèse une classe Θα encore plus générale, formée de l’ensemble des fonctions
f Cα en dehors d’un nombre fini de courbes Cα lissées par noyau h Cα de taille s,
où s est petit et α est un réel supérieur à 1.
Cette classe des fonctions géométriquement régulières généralise les modèles d’ho-
rizon et permet de modéliser des images complexes. Cette classe n’intègre en par-
ticulier pas les textures, elle est cependant la classe de référence pour les images
géométriques.
Le lissage est un élément important du modèle. Il existe en effet toujours un phéno-
mène de diffraction lors de l’acquisition des images dû le plus souvent aux appareils
optiques. Ce lissage qui correspond à la réalité d’un grand nombre d’images posent
le problème de l’emplacement exact des contours. Nous verrons que certaines mé-
thodes d’estimation ne sont pas adaptées à un modèle de fonctions lissées.
Notre but est de proposer un estimateur pour des fonctions f de Θα qui ne nécessite
pas la connaissance a priori de α mais qui exploite la régularité Cα.

I.1.2 Le débruitage dans un cadre minimax

Soit f une fonction et f̂ un estimateur, on définit l’erreur quadratique moyenne,
Mean Square Error, de f̂ par

MSE(f̂ , f, ε) = E(‖f − f̂‖2).

Si Ω est un ensemble de fonctions, on définit le risque d’un estimateur f̂ sur l’en-
semble Ω par

r(f̂ ,Ω, ε) = sup
f∈Ω

E(‖f − f̂‖2).
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On définit ainsi le risque minimax de Ω comme le risque du meilleur estimateur sur
Ω

r(Ω, ε) = inf
f̂
r(f̂ ,Ω, ε) = inf

f̂
sup
f∈Ω

E(‖f − f̂‖2).

Quand Ω est fixé, ce risque est une fonction croissante de ε.
Nous proposons de construire un estimateur dont le risque a la même décroissance
asymptotique ou une décroissance asymptotique proche de celle du risque minimax
pour les fonctions de Θα.

I.1.2.1 Le risque optimal

Korostelev et Tsybakov [KT93] et Donoho et Johnstone [DJ94a] ont montré que le
risque minimax sur l’ensemble F = Horizonα(C1, Cα) des modèles d’horizon vérifie

r(F , ε) = O(ε
2α

α+1 ). (I.3)

C’est à dire que l’erreur minimax décrôıt en ε
2α

α+1 où ε2 est la variance du bruit.
Comme les modèles d’horizon appartiennent à notre modèle, on a déjà une borne
inférieure du risque minimax de notre modèle.
Nous proposons dans cette thèse un estimateur F pour les fonctions f de Θα dont
l’erreur quadratique moyenne vérifie

MSE(F, f, ε) = O(| log ε|2ε 2α
α+1 )

Une telle décroissance asymptotique est ainsi proche de la décroissance optimale.
Par rapport aux résultats de Korostelev et Tsybakov nous devons donc intégrer un
modèle plus complexe, avec un nombre fini de courbes qui peuvent éventuellement
s’intersecter, un lissage et des fonctions qui ne sont pas nécessairement constantes
en dehors des courbes.

I.1.2.2 Débruitage par seuillage dans une base orthogonale

Pour certaines classes de fonctions comme les espaces Cα, on sait que la décroissance
asymptotique du risque de l’estimation par seuillage dans une base orthogonale
adaptée B = (bk)k est la même que celle du risque minimax. Si on estime f par

F =
∑

i∈I
〈Y, bi〉bi (I.4)
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on a

E(‖F − f‖2) =
∑

i/∈I
|〈f, bi〉|2 +

∑

i∈I
E(|〈W, bi〉|2) =

∑

i/∈I
|〈f, bi〉|2 + |I|ε2. (I.5)

Le risque de l’estimateur s’exprime ici comme la somme d’un terme de biais et de
variance. Le terme de biais

∑
i/∈I |〈f, bi〉|2 est contrôlé par les capacités d’approxima-

tion de la base B. En effet le terme
∑

i/∈I |〈f, bi〉|2 est égal à l’erreur d’approximation
de f par la projection de f sur l’espace engendré par les (bi)i∈I .

∑

i/∈I
|〈f, bi〉|2 = ‖f − fI‖2

Or cette erreur est au mieux égale à l’erreur d’approximation par la meilleure pro-
jection de f sur un espace de dimension M = |I|. Si on note fM cette approximation
de f obtenue en conservant les M plus grands coefficients de f dans la base B, on a

‖f − fM‖2 6 ‖f − fI‖2

Si on arrive à choisir I correctement on pourra avoir

‖f − fI‖2 6 C‖f − fM‖2

et ainsi une borne de l’erreur d’approximation ‖f − fM‖2 de la forme

‖f − fM‖2 6 C1M
−α (I.6)

permet de borner le risque par

E(‖F − f‖2) 6 C2ε
2α

α+1 . (I.7)

Birgé et Massart ou Willet et Novak ont montré qu’en estimant f par seuillage avec
un seuil T = λ

√
log κε

F =
∑

|〈Y,bi〉|>T
〈Y, bi〉, avec T = λ

√
log κε, (I.8)

on a un estimateur qui atteint le risque minimax à un facteur log κ près, où κ désigne
le cardinal de la base B.
Ces résultats, qui lient la théorie de l’estimation à celle de l’approximation, nous
invitent à rechercher des familles de fonctions qui représentent efficacement notre
classe de fonctions Θα.
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Fig. I.1 – A gauche une fonction d’échelle et à droite l’ondelette associée.

I.1.2.3 Débruitage en ondelettes

Les ondelettes sont aujourd’hui un outil incontournable en traitement du signal,
aussi bien en compression qu’en estimation. Soit Ψ(t) une fonction de R dans R, on
note

ψj,m(t) =
1√
2j
ψ

(
t− 2jm

2j

)
. (I.9)

Une ondelette est une fonction Ψ oscillante de moyenne nulle. Il existe des onde-
lettes telles que la famille (ψj,m)j,m forme une base orthogonale de L2(R2), voir par
exemple [Mal98, Dau93, Dau92, Mey91, Mey90, CMW92]. Nous utiliserons de telles
ondelettes par la suite pour nos schémas d’approximation. A une échelle j fixée les
ondelettes forment une base d’un espace de détails noté Wj. Plus précisément pour
tout j0 on a L2(R) = Vj0 + ⊕

j6j0
Wj, où l’espace Vj0 est un espace d’approximation

engendré par des fonctions φj,m appelées fonctions d’échelle définies par

φj,m(t) =
1√
2j
φ

(
t− 2jm

2j

)
. (I.10)

Les espaces Wj sont les compléntaires orthogonaux des Vj à l’intérieur des espaces
Vj−1

Vj = Vj+1 ⊕Wj+1. (I.11)

Il existe ainsi un lien fort entre l’ondelette et la fonction d’échelle associée. En
particulier les ondelettes et les fonctions d’échelle à l’échelle j + 1 s’écrivent comme
des combinaisons linéaires finies des fonctions d’échelle φj,m

ψj+1,n =
∑

k

akφj,n.
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On utilise le terme espace d’approximation parce que la projection de f sur un espace
Vj est une approximation de f à l’échelle j. De même on utilise le terme espace de
détails parce que la projection sur Wj est ce qu’il faut ajouter à l’approximation à
l’échelle j pour obtenir l’approximation à l’échelle j − 1.
Les capacités d’approximation d’une base d’ondelettes dépendent de son nombre de
moments nuls. Si ∀k 6 n ∫

t

ψ(t)tkdt = 0, (I.12)

on dit que ψ a n moments nuls.
Si f est une fonction Cα par morceaux, l’erreur de la meilleure approximation à
M termes dans une base d’ondelettes admettant au moins α moments nuls décrôıt
comme

‖f − fM‖ 6 CM−α (I.13)

Ce qui est la vitesse de décroissance de l’erreur optimale.

On étend les ondelettes aux dimensions supérieures par produit tensoriel. Une base
d’ondelettes en dimension 2 est ainsi engendrée par trois familles de fonctions :





φj,m1
(x1)ψj,m2

(x2) , ψj,m1
(x1)φj,m2

(x2)

, ψj,m1
(x1)ψj,m2

(x2)




j,m1,m2

(I.14)

Les fonctions φ(x1)ψ(x2) oscillent dans la direction de x2, les fonctions ψ(x1)φ(x2)
oscillent dans la direction de x1 et les fonctions ψ(x1)ψ(x2) oscillent dans les deux
directions.
Les capacités d’approximation des ondelettes sur les espaces de Hölder, Sobolev

et Besov induisent des performances quasi optimales des estimateurs par seuillage
associés, voir [Don93]. Malheureusement, les ondelettes ne sont pas adaptées aux
espaces à régularité géométrique et le meilleur estimateur par seuillage en ondelettes
ne parvient pas à tirer profit de la géométrie des images. En effet pour l’ensemble
F = Horizonα(C1, Cα) le meilleur estimateur f̂w par seuillage en ondelette vérifie
[Don97]

r(f̂w,F , ε) > Cε2 (I.15)

Cette sous optimalité des ondelettes est due à la sous optimalité de l’approximation
en ondelettes des fonctions de Θα.
Pour pallier ce défaut d’efficacité des ondelettes sur les images géométriques, de
nouvelles familles de fonctions ont été proposées.
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Fig. I.2 – En haut à gauche une fonction d’échelle φ(x1)φ(x2), en haut à droite une
fonction ψ(x1)φ(x2), en bas à gauche φ(x1)ψ(x2), en bas à droite ψ(x1)ψ(x2).

I.1.2.4 Estimation en curvelets

Les curvelets proposées par Candès et Donoho dans [CD99, CD00a] sont des frames
de fonctions, c’est à dire des familles (γi)i vérifiant une propriété de conservation
d’énergie

A
∑

i

|〈f, γi〉|2 6 ‖f‖22 6 B
∑

i

|〈f, γi〉|2 (I.16)

qui représentent efficacement les fonctions C2 en dehors de courbes C2. La meilleure
approximation de f appartenant à cette classe Θ2 avec M termes vérifie

‖f − fM‖2 6 CM−2(logM)3. (I.17)

Ce qui la vitesse de décroissance asymptotique optimale au facteur logarithmique
près.
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Il existe plusieurs constructions de ces familles dont certaines sont des tight frames
c’est à dire des fonctions vérifiant la relation (I.16) avec A = B. On a alors une
parfaite conservation d’énergie entre l’espace et les coefficients. Ces fonctions sont
construites en filtrant des fonctions “ridges” paramétrées par trois réels : un pa-
ramètre de position b, un paramètre d’échelle a et un paramètre d’orientation θ :

ψa,b,θ(x1, x2) = a−1/2ψ((x1 cos θ + x2 sin θ − b)/a). (I.18)

Où ψ est une ondelette.
La conservation d’énergie des curvelets ainsi que leur capacité d’approximation per-
mettent de construire un estimateur f̂c par seuillage en curvelets dont le risque est
presque optimal [CDS00, CD00b]. Pour toute fonction f ∈ Θ2 on a

MSE(f̂c, f, ε) = O(| log ε|2ε4/3). (I.19)

Les curvelets proposent ainsi une solution optimale pour la classe de fonctions C2

géométriquement régulières. Cependant elles ne sont optimales que pour α = 2. Si
α > 2, elles n’arrivent pas à tirer avantage de la régularité supérieure à C2. Si α < 1,
les curvelets sont moins performantes que les ondelettes. Candès, Donoho et Starck
ont ainsi proposé une représentation mixte qui allie les ondelettes aux curvelets
[CDS01]. Nous souhaitons étendre les résultats obtenus par Candès et Donoho pour
s’adapter à la régularité géométrique de l’image et exploiter cette régularité quand
elle est supérieure.

I.1.2.5 Les familles adaptées

David Donoho [Don97] propose en 1997 une famille de fonctions, les wedgelets, qui
permet une approximation optimale des modèles d’horizon. Pour définir les wedgelets
Donoho divise le modèle d’Horizon en carrés dyadiques. Pour chaque carré S il
considère des petits segments reliant Mδ points vi,S régulièrement espacés d’une
distance δ sur les bords de S. Il construit ainsi une famille de edgelets, pour edge
elements

Eδ(S) = {e = vi,Svi′,S, 0 6 i, i′ 6 Mδ}. (I.20)

A partir de ces edgelets il construit les wedgelets qui sont les fonctions indicatrices
des portions de carrés S délimités par les edges :

Wδ(S) = {1S} ∪ {we,S : e ∈ Eδ(S) non dégénérés}. (I.21)

Donoho approche les modèles d’horizon qui peuvent être vus comme des images noir
et blanc par des wedgelets. Il montre qu’une approximation fM construite avec M
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wedgelets vérifie

‖f − fM‖22 6 CM−α + δ (I.22)

où α est la régularité Hölderienne de l’horizon.
L’auteur approche l’horizon par des petits segments de droite. Les wedgelets ne
forment pas des bases de l’espace, elles engendrent des espaces d’approximation
adaptés aux modèles d’horizon. Donoho déduit de ce résultat d’approximation qu’un
estimateur en wedgelets atteint le risque minimax à un facteur logarithmique près
sur la classe F = Horizonα(C1, Cα) des modèles d’horizon [Don97].

r(f̂wedgelets,F , ε) = O(| log ε|)r(F , ε) = O(| log ε|ε 2α
α+1 ). (I.23)

Ces résultats d’approximation et d’estimation s’étendent naturellement aux modèles
d’horizon avec des fonctions polynomiales de part et d’autre de l’horizon, voir par
exemple [Shu04]. De tels estimateurs sont donc presque optimaux dans le cadre d’un
modèle qui n’inclut pas le lissage. Mais cette approche par estimateur adaptatif
génère une erreur d’estimation grande, non optimale pour un modèle lissé. Comme
on construit une approximation par morceaux discontinue le long d’une courbe, on
aura toujours une erreur élevée sur le tube constitué par la discontinuité lissée.

Nous proposons d’utiliser une approche mixte entre les curvelets et les familles adap-
tées. Des curvelets, nous conservons l’esprit des bases d’ondelettes géométriques qui
engendrent toutes les fonctions du modèles et permettent de gérer le lissage. Des
familles adaptées telles que les wedgelets, nous conservons l’adaptabilité à une régu-
larité quelconque et l’idée de découpage en modèles d’horizon et plus généralement
en petits zones élémentaires.

I.1.3 Les bandelettes de première génération

Les bandelettes introduites par Le Pennec et Mallat [Pen02, PM05] sont des frames
qui assurent une représentation optimale des fonctions de Θα. Les bandelettes forment
un dictionnaire de frames adaptées aux images de Θα. Pour tout f ∈ Θα il existe un
frame de bandelettes B dans lequel l’erreur d’approximation non linéaire est bornée
par

‖f − fM‖22 6 CM−α. (I.24)

Les bandelettes sont initialement construites localement au voisinage d’une singu-
larité sur des domaines en forme de tubes ou de bandes. Une bande est définie par

B = {(x1, x2) : x1 ∈ [a1, b1], x2 ∈ [g(x1) + a2, g(x1) + b2]} (I.25)
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où g est une géométrie locale. On définit une déformation locale de l’image

Wf(x1, x2) = f(x1, x2 + g(x1)). (I.26)

Par construction de la bande, WB est un rectangle. Si la géométrie g est exactement
celle de l’image, la fonction Wf est régulière selon la première variable sur WB.
On va construire une base orthogonale sur WB adaptée à la régularité de Wf et
on va ensuite en déduire une base orthogonale adaptée à f sur B.
On construit une base d’ondelettes 2D sur le rectangle WB par tensorisation de
bases d’ondelettes sur l’intervalle





φj,m1
(x1)ψj,m2

(x2) , ψj,m1
(x1)φj,m2

(x2)

, ψj,m1
(x1)ψj,m2

(x2)





(j,m1,m2)∈IWB

(I.27)

On modifie ensuite cette base en retransformant en ondelettes les fonctions φj,m1
(x1).

Le but est d’obtenir des fonctions de bases anisotropes, allongées dans le sens de la
singularité horizontale. On obtient alors la base orthogonale suivante





ψl,m1
(x1)ψj,m2

(x2) , ψj,m1
(x1)φj,m2

(x2)

, ψj,m1
(x1)ψj,m2

(x2)





(j,,l>j,m1,m2)∈IWB

(I.28)

On applique W∗ = W−1 à toutes les fonctions de la base pour obtenir une base B :





ψl,m1
(x1)ψj,m2

(x2 − g(x1)) , ψj,m1
(x1)φj,m2

(x2 − g(x1))

, ψj,m1
(x1)ψj,m2

(x2 − g(x1))





(j,,l>j,m1,m2)∈IB
(I.29)

Le Pennec et Mallat [Pen02, PM05] ont montré que ces bases locales assuraient
une erreur d’approximation optimale si la direction de la géométrie induite par g
était proche de la direction géométrique réelle. Autrement dit, g n’a pas besoin d’être
exactement la géométrie réelle, ce qui compte c’est que la direction g ′ soit localement
proche du flot géométrique local.
Les auteurs utilisent ensuite un découpage en carrés dyadiques pour obtenir un frame
globale qui assure une décroissance de l’erreur d’approximation optimale.

Les bandelettes permettent d’inclure un modèle de lissage et s’adaptent au degré de
régularité des images. Nous proposons de les utiliser pour construire un estimateur
quasi optimal. Ces bandelettes posent cependant deux problèmes importants. Elles
ne sont pas orthogonales et de plus elles ne sont pas fixes, elles s’adaptent à chaque
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fonction. Comme on ne dispose pas de f mais seulement des observations bruitées Y
comment assurer que la famille de bandelettes utilisée pour l’estimation sera adaptée
à f ? Nous apportons des réponses à ces deux questions dans la première partie de
cette thèse

I.1.4 Sélection de modèles, estimateur par projection en bande-

lettes

L’estimateur F par seuillage dans une base orthogonale B peut également être vu
comme le minimiseur d’une fonctionnelle pénalisée

F =
∑

i∈I
〈Y, bi〉bi. (I.30)

où l’ensemble I minimise ∑

i∈I
|〈T, bi〉|2 + |I|T 2. (I.31)

Cet estimateur de seuillage obtenu par minimisation d’une fonctionnelle pénalisée
entre dans le cadre de la sélection de modèles de Birgé et Massart. Ce cadre théorique
inclut la recherche de meilleure base orthogonale et va même au delà. On va chercher
un estimateur comme la projection des observations sur un espace vectoriel Mγ

bien choisi. La théorie de la sélection de modèles [BBM99, BM95, ?] nous explique
comment choisir ce sous-espace Mγ parmi une collection {Mγ}Γ pour minimiser le
risque. La théorie de la sélection de modèles nous assure que l’erreur quadratique de
l’estimateur défini par

F = argmin
Fγ=PMγY

γ∈Γ

‖Y − Fγ‖2 + λ2 log κǫ2Mγ . (I.32)

vérifie avec une probabilité qui tend vers 1 quand ε tend vers 0.

‖f − F‖2 + λ2 log κε2MF 6 C inf
γ∈Γ
‖f −PMγf‖2 + λ2 log κε2Mγ (I.33)

Mγ est la dimension de l’espaceMγ sur lequel Y est projeté pour obtenir F et κ le
nombre total de générateurs dans l’ensemble des modèles. La théorie de la sélection
de modèle assure également un résultat en espérance et permet ainsi de contrôler le
risque de F . Ces résultats obtenus dans le cadre général de la sélection de modèles
[BBM99] de Birgé Massart, ont été appliqués à l’estimation dans un dictionnaire de
bases orthogonales par Donoho et Johnstone [DJ94b]. Ces idées ont également été
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reprises par Donoho, Mallat, Von Sachs et Samuelides [DMvSS03] pour la construc-
tion de macrotiles. Les macrotiles sont également des estimateurs par projection
construits pour le débruitage audio et l’estimation de covariance.
Le second membre est une expression déterministe dépendant directement des capa-
cités d’approximation du meilleur modèle, c’est à dire de la meilleure base orthogo-
nale si on étudie un dictionnaire de bases orthogonales. Après avoir orthogonalisé les
frames de bandelettes on peut appliquer les résultats statistiques et d’approximation
pour obtenir le résultat souhaité :

Théorème I.1
Pour toute fonction f Cα géométriquement régulière, avec α > 1, il existe une
constante C et une constante c tel que pour tout ε > 0 l’estimateur F de f à partir
de dY = f(t)dt+ εdW vérifie avec une probabilité plus grande que 1− cε

‖F − f‖2 6 C| log ε|2ε2α/(α+1) . (I.34)

I.1.5 Orthogonalisation

Le théorème d’estimation que nous avons obtenu ne nécessite pas de bases orthogo-
nales. Cependant si on souhaite déterminer effectivement

F = argmin
Fγ=PMγY

γ∈Γ

‖Y − Fγ‖2 + λ2 log κǫ2Mγ . (I.35)

il est indispensable d’avoir une conservation exacte entre l’énergie en espace dans le
domaine des coefficients et donc d’avoir des bases orthogonales ou des tight frames.
Dans ces deux cas on peut déterminer l’optimal par seuillage. Sinon on est obligé
de tester tous les jeux de vecteurs pour savoir lequel assure l’erreur de projection la
plus faible.
Nous expliquons en détail comment nous effectuons cette orthogonalisation dans la
première partie. L’idée principale est de faire rentrer les bandes à l’intérieur de rec-
tangles qui forment une partition de [0, 1]2 pour éviter la redondance. Cette nouvelle
condition impose un découpage du carré unité plus complexe. En effet le découpage
doit permettre la construction d’un tube incluant la discontinuité à l’intérieur de
chaque rectangle. On doit donc assurer que les courbes de singularité ne soient pas
tangentes aux bords des rectangles ce qui est impossible avec un découpage dyadique.
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I.2 Inversion tomographique

Nous proposons ensuite d’estimer un signal appartenant à la même classe Θα des
fonctions géométriquement régulières à partir de la transformée de Radon en pré-
sence de bruit.

Y = Rf +W (I.36)

Où W est un bruit blanc gaussien et R est la transformée de Radon

Rf(θ, t) =

∫

x1,x2

f(x1, x2)δ(x1 cos θ + x2 sin θ − t)dx1 dx2 (I.37)

La transformée de Radon est assez proche d’un filtrage. L’opérateur R∗R est un
filtrage dont la transformée de Fourier vérifie

|R̂∗R(ω)| = C/|ω| (I.38)

Nous proposons d’utiliser les résultats d’estimation dans du bruit obtenus dans la
première partie pour estimer f à partir de sa transformée de Radon.

I.2.1 Approches linéaires

Pour résoudre le problème général de l’inversion d’opérateur linéaire dans du bruit

Y = Kf +W, (I.39)

on inverse rarement K directement. D’une part parce que le noyau peut être non
nul et d’autre part parce qu’on risque d’amplifier fortement le bruit sur les espaces
propres associés aux petites valeurs propres. On peut utiliser une régularisation
quadratique,

f̂λ = (K∗K − λI)−1K∗Y. (I.40)

On peut également utiliser la représentation de f dans une base orthogonale adaptée
à l’opérateurK. C’est l’approche de la méthode SVD, Singular Value Decomposition.
Soit (eν)ν une famille des vecteurs propres deK∗K associés aux valeurs propres (kν)ν .
Les vecteurs eν forment une base orthogonale. On note hν = Keν/‖Keν‖2.
On a ainsi

f =
∑

ν

k−1
ν [Kf, hν ]eν (I.41)

On estime ensuite f par un opérateur diagonal dans cette base,

f̂ =
∑

ν

ωνk
−1
ν [Y, hν ]eν . (I.42)
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ων étant un paramètre entre 0 et 1.
Pour le meilleur jeu de paramètre (ων)ν on a

E(‖f̂ − f‖22) =
∑

ν

(
ω2
νk

−2
ν ε2 + (1− ων)2k−2

ν [Kf, hν ]
)

> 1/2
∑

ν

min(k−2
ν ε2, |〈f, eν〉|2).

Le risque d’un tel estimateur est ainsi petit, si on a peu d’éléments |〈f, eν〉| qui sont
grands. Quand K∗K est un opérateur de filtrage les vecteurs eν sont les vecteurs
de Fourier. On déduit ainsi que le risque d’un tel estimateur sera bon quand la
transformée de Fourier de f décrôıt rapidement. Comme ce n’est pas le cas pour les
signaux admettant des discontinuités comme les fonctions de l’ensemble Θα de notre
modèle, on doit procéder autrement.

I.2.2 Décomposition en Wavelet Vaguelette

David Donoho propose dans [Don95] une méthode d’estimation qui s’inspire de la
SVD mais qui permet d’estimer de manière optimale les fonctions dans des espaces
de Besov.
L’idée de la décomposition en wavelet vaguelette (WVD) est d’utiliser des fonctions
proches des fonctions eν , qui presque diagonalisent l’opérateur K∗K qui assurent
également une représentation creuse du signal. Les bases d’ondelettes sont ainsi
parfaites pour la transformée de Radon R et toute une classe de filtres.
Considérons une base d’ondelettes Ψλ où λ est un indice triple, deux indices spatiaux
et un d’échelle. On pose

K∗uλ = kjψλ (I.43)

où kj ne dépend que de l’indice d’échelle j mais pas des indices spatiaux. On a la
formule de reconstruction suivante

f =
∑

λ

[Kf, uλ]k
−1
j ψλ. (I.44)

Si K = R on peut prendre kj = 2j/2 et assurer que ‖uλ‖ est borné.
On estime alors f en seuillant les coefficients [Y, uλ], ce qui revient à seuiller les
coefficients de [Y, k−1

j uλ] avec un seuil proportionnel à kj .
Donoho montre dans [Don95] que le risque minimax pour l’inversion tomographique
dans les espaces de Besov Θs

p,q décrôıt comme

r(Θs
p,q, ε) ∼ ε2σ/(σ+3/2) (I.45)
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avec σ = s− 1 + 2/p.
Il montre également que le risque du meilleur estimateur en Wavelet-Vaguelette est
optimal :

r(fWVD,Θ
s
p,q) 6 C r(Θs

p,q). (I.46)

Pour les fonctions géométriquement régulières de Θα, les ondelettes presque diagona-
lisent toujours l’opérateur mais n’assurent pas une représentation creuse qui permet
d’assurer l’optimalité de l’estimateur dans ce cas.

I.2.3 Inversion tomographique en curvelets

Comme R∗R est un opérateur diagonal en Fourier de nombreuses familles de fonc-
tions dont les éléments sont localisés en fréquence permettent de presque diagonaliser
R∗R. Candès et Donoho proposent ainsi d’utiliser les curvelets pour l’inversion to-
mographique [CD00b]. Les auteurs construisent de la même manière une famille
(Uλ)λ telle que

R∗Uλ = ksγλ (I.47)

qui induit une formule de reconstruction similaire à celle de la WVD

f =
∑

λ

[Rf, Uλ]k
−1
s γλ. (I.48)

On construit ainsi un estimateur grâce à un opérateur de seuillage S

f̂ =
∑

λ

Sts([Y, Uλ])γλ (I.49)

avec un seuil dépendant de l’échelle

ts =
√

2 logNsk
−1
s ε (I.50)

où Ns est le nombre de curvelets à l’échelle s.
On obtient alors un estimateur dont le risque est quasi optimal sur l’ensemble Θ2

des fonctions C2 géométriquement régulières. Pour tout d > 0

r(f̂Curvelets,Θ2, ε) = O(ε4/5+d) (I.51)

Que les auteurs utilisent les ondelettes ou les curvelets, la philosophie est la même.
On inverse l’opérateur par bande de fréquences, par échelle d’ondelettes ou de cur-
velets, on a alors un problème de débruitage par échelle avec un bruit presque blanc.
On effectue ensuite un seuillage avec un seuil proportionnel à la variance du bruit
amplifié par l’inversion.
Nous proposons une approche similaire en bandelettes.
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I.2.4 Inversion en bandelettes de seconde génération

Pour utiliser une méthode comparable à la WVD on a besoin de fonctions dont le
support fréquentiel est localisé comme les ondelettes ou les curvelets. La construction
des bandelettes que nous présentons dans la première partie n’assure pas cette pro-
priété. C’est pourquoi nous utiliserons une autre construction des bandelettes, dites
bandelettes de seconde génération qui sont des combinaisons linéaires d’ondelettes
de même échelle

bk,j =
∑

l

al,jψl,j. (I.52)

Cette relation permet de contrôler le support fréquentiel des nouvelles bandelettes.
Nous présentons cette nouvelle construction qui nous permet d’obtenir un estimateur
presque optimal :

Théorème I.2
Soit f une fonction ayant une régularité géométrique Cα, et W un bruit additionnel
de variance ε suffisamment petit. Alors, avec une probabilité plus grande que 1 −
c| log(ε)| ε, l’erreur de l’estimateur en bandelettes vérifie

‖f − f̂‖22 6 C| log(ε)| 1

2α+1 ε
2α

2α+1 , (I.53)

où C est une constante qui ne dépend que de f .

I.3 Déconvolution de train de Diracs, inversion sis-

mique.

Dans la dernière partie de cette thèse nous étudierons le problème de l’inversion
sismique. Ce problème peut se modéliser par une convolution monodimensionnelle :

Y = h ⋆ f +W (I.54)

Y sont les observations bruitées, W un bruit borné, h un filtre appelé ondelettes en
inversion sismique et f représente la réflectivité du sol à déterminer. Cette réflectivité
est la dérivée de l’impédance acoustique.

f =
∂I(z)

∂z
(I.55)
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L’impédance acoustique caractérise un matériau et peut raisonnablement être consi-
dérée comme constante sur des couches homogènes. C’est pourquoi f est souvent
modélisée par un train de Diracs

f =
∑

i∈I
aiδi (I.56)

I.3.1 Minimisation l1

Depuis la fin des années 70 les ingénieurs qui ont travaillé sur le problème de la
reconstruction de train de Diracs à partir de données convoluées [CM73] utilisent
des minimisations l1.

min ‖F‖1 avec Y = h ⋆ F (I.57)

ou sous forme relaxée
min ‖h ⋆ F − Y ‖22 + γ‖F‖1. (I.58)

Dès 1986 Symes et Santosa proposent des résultats de convergence de la minimisa-
tion de la fonctionnelle relaxée dans [SS86] sous contrainte de concision, c’est à dire
si f est composée d’un nombre limité de Diracs. Donoho et Stark traitent également
le sujet en 1989 dans [DS89] et donnent aussi des résultats sous contraintes de conci-
sion.
Ces résultats repris et développés dans le cadre de l’étude de représentations parci-
monieuses dans un dictionnaire redondant par Donoho et Huo [DH99], Donoho et
Elad [DE02], Elad et Bruckstein [EB02], Donoho, Elad et Temlyakov [DET04] et
d’autres, donnent tous des critères de reconstruction contraints sur le nombre de
Diracs. La borne sur ce nombre dépend de la cohérence du dictionnaire, c’est à dire
dans le cas qui nous intéresse

M(h) = max
i6=j

|〈h ⋆ δi, h ⋆ δj〉|
‖h ⋆ δi‖ · ‖h ⋆ δj‖

(I.59)

Le résultat optimal pour un dictionnaire quelconque est

‖f‖0 6 1/2(1 + 1/M)⇒ f est solution de (I.57) si Y = h ⋆ f (I.60)

La cohérence M(h0) du filtre discret h0

ĥ0(ω) = 1{−π/2,π/2}(ω) (I.61)

qui conserve uniquement la moitié basse des fréquence est M(h0) = 2/π.
Une telle cohérence ne permet pas d’assurer la reconstruction de signaux composés
de deux Diracs. Pour la plupart des filtres passe bas, on a le même problème de
cohérence élevée. Les ondelettes sismiques réelles qui sont essentiellement passe bas
engendrent des cohérences relativement élevées.
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I.3.2 Un autre critère, l’espacement

On pourrait penser que la borne fournie par la cohérence est grossière et qu’on ne
peut pas trouver de vecteurs composés d’un petit nombre de Diracs qui ne soient
pas reconstructibles par (I.57) ou (I.58). Il n’en est rien. Il existe en effet des petites
combinaisons de Diracs non reconstructibles par minimisation l1. Pourtant la mini-
misation l1 et particulièrement sous la forme relaxée (I.58) est utilisée avec succès
en inversion sismique.
Pour expliquer ces bons résultats nous proposons une contrainte sur l’espacement
du support d’un vecteur et non plus sur le cardinal. On dira qu’un vecteur f est
espacé de ∆ si

f =
∑

i∈S
aiδi avec ∀ (i, j) ∈ S2 |i− j| > ∆. (I.62)

Ce critère correspond géologiquement à une épaisseur de couche de matériaux. Nous
proposons de montrer que pour tout filtre h il existe un espacement ∆(h) qui assure la
reconstruction par (I.58) des vecteurs espacés de ∆. Cette condition d’espacement
est assez naturelle. Il semble en effet clair que si les Diracs sont très éloignés, la
méthode de déconvolution les traitera chacun séparément.
Pour montrer cela nous allons reprendre les travaux effectués dans le cadre des
hypothèses de concision classiques en nous attachant à déterminer des conditions
non directement liées au cardinal du support qui assurent la reconstruction d’un
vecteur dans un dictionnaire quelconque. Nous détaillerons le critère proposé par
Gribonval et Nielsen [GN02] qui lie le support S d’un vecteur reconstructible aux
éléments du noyau du dictionnaire :

P1(S, h) = sup
x∈ker(h),x 6=0

∑
k∈S |xk|∑
k |xk|

(I.63)

P1(S, h) < 1/2 assure que tout vecteur à support dans S est reconstructible par
(I.57) dans le cas non bruité.
Nous montrons que les signaux suffisamment espacés vérifient cette condition en
introduisant un nouveau critère.
Nous détaillons ensuite deux critères introduits par Tropp [Tro05] et Fuchs [Fuc02]
qui assurent la reconstruction de vecteurs par la minimisation relaxée (I.58). Nous
montrons que les signaux suffisamment espacés vérifient ces critères et nous en dé-
duisons un théorème de reconstruction dans un cas bruité. Si un vecteur x0 est
suffisamment espacé et que le bruit est suffisamment petit par rapport aux compo-
santes de x0, la minimisation l1 relaxée permet de retrouver exactement le support
de x0. Nous proposons des méthodes numériques pour estimer ces distances ∆ qui
peuvent être de l’ordre de 5 zéros entre chaque composante non nulle pour un filtre
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ne conservant que la moitié basse des fréquences. Les distances que nous calculons
sont proches des distances réellement observées en sismique. Ainsi notre étude théo-
rique permet de comprendre en partie les bons résultats obtenus par cette méthode
depuis de nombreuses années.
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Chapitre II

Estimation d’images par

bandelettes et

estimateurs par projection

Introduction

Retrouver une image à partir d’observations dégradées par un bruit blanc gaussien
additif est un problème qui relève autant du traitement du signal que de l’estimation
statistique. De nombreuses approches ont permis d’intégrer la géométrie régulière
des images dans des modèles. Il semble donc naturel de prendre en compte cette ré-
gularité également dans l’estimation statistique de ces images. Dans cette première
partie nous proposons de déterminer un estimateur quasi-optimal du point de vue
minimax sur une classe de fonctions géométriques utilisées comme modèles d’images
réelles.
Ce travail prend sa source dans le développement des bases de bandelettes dans
le cadre de l’approximation des images géométriques. Les bandelettes sont des fa-
milles de fonctions qui s’adaptent aux images géométriques et qui en fournissent des
représentations optimales au sens de l’approximation non linéaire. A partir des ban-
delettes nous construisons un estimateur par projection dont le risque est liée aux
capacités d’approximation non linéaires des bandelettes par un principe de sélection
de modèle gaussien. L’objet de ce premier chapitre est de montrer que l’estimateur
construit à l’aide des bandelettes est presque optimal au sens minimax :

Théorème II.1
Pour toute fonction f Cα géométriquement régulière, avec α > 1, il existe une
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constante C et une constante c tel que pour tout ǫ > 0 l’estimateur F de f à partir
de dY = f(t)dt+ ǫdW vérifie avec une probabilité plus grande que 1− cε

‖F − f‖2 6 C| log ε|2ε2α/(α+1) . (II.1)

En effet nous verrons que pour la classe des fonctions de notre modèle, les fonctions
Cα géométriquement régulières, la vitesse de décroissance asymptotique du risque

minimax est de l’ordre de ε
2α

α+1 . Le risque de notre estimateur est ainsi optimal à un
facteur logarithmique près.
Pour construire ce nouvel estimateur de seuillage en bandelettes, nous avons été
obligé de modifier la construction proposée par Le Pennec et Mallat. Cette nouvelle
construction qui remplace les frames de bandelettes par des bases orthogonales est
décrite entièrement dans ce chapitre.
La première partie de ce chapitre définit le problème précis que nous proposons de
résoudre, le modèle de bruit et la classe des fonctions régulières que nous utilisons.
La seconde partie présente le cadre général des estimateurs par projection. Nous y
rappelons les inégalités oracles qui permettent de borner le risque par une entropie
dépendant de la base choisie. Cette entropie dont la décroissance est liée aux capa-
cités d’approximation non linéaires des bases considérées est au cœur des démons-
trations de ce chapitre. La troisième partie introduit la notion de modèle d’horizon
discret et décrit la construction des bases orthogonales de bandelettes. La quatrième
et dernière partie est consacrée à la démonstration des capacités d’approximation
non linéaire des bandelettes.

II.1 Estimation des images

II.1.1 Modèle de bruit blanc

Le but de l’estimation est de retrouver un signal à partir d’observations dégradées.
Nous nous intéressons dans ce chapitre uniquement à une dégradation obtenue par
l’ajout d’un bruit blanc. Nous supposerons que le signal f à estimer appartient à
une classe Θ de L2(D) où D est un domaine fixé et f est altérée par un bruit
blanc additionnel de variance ε. Plus précisément, l’observation Y est définie par la
formulation différentielle

dY = f(t) dt+ ǫ dW (t)

où W est un processus de Wiener standard et ε est le niveau du bruit. Si on décom-
pose ce modèle sur une base orthogonale on obtient un modèle de bruit blanc. Soit
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{bk} une telle base de L2(D), le modèle de bruit blanc continue devient sur chaque
composante

〈Y, bk〉 = 〈f, bk〉+ ǫWk

où Wk =
∫
bk(t)dW (t) est un bruit gaussien iid. Retrouver f est alors équivalent à

retrouver 〈f, bk〉 pour tout k. Ce modèle est différent du modèle d’échantillonnage
dans lequel l’observation Y est un nombre n d’échantillons altérés par un bruit
gaussien iid

Y (xk) = f(xk) + σWk .

Cependant, sous des conditions de régularité qui sont satisfaites dans tout ce cha-
pitre, il existe une relation étroite entre le modèle d’échantillonnage avec un para-
mètre σ et le modèle de bruit blanc avec le paramètre ε = σ√

n
: tous les résultats qui

sont obtenus dans le cadre du modèle de bruit blanc peuvent être énoncés dans le
cadre du modèle d’échantillonnage avec ce changement de variables. Une fois qu’on
a choisi une classe Θ, les questions qui se posent sont : Comment construire un
estimateur efficace F de f à partir de l’observation Y ? Quels sont les performances
de cet estimateur ? Est il optimal ou proche de l’optimalité ? Comment le choix de
l’estimateur dépend-t-il de la classe Θ qui peut ne pas être connue. Nous étudierons
l’efficacité d’un estimateur dans le cadre minimax quadratique. Pour toutes classe
Θ, le risque minimax quadratique est défini par

inf
F

sup
f∈θ

E(‖f − F (Y )‖2)

où F est un estimateur. On parlera également de la vitesse de décroissance minimax
d’une classe de fonction. Cette vitesse désigne la vitesse de décroissance minimax
du meilleur estimateur sur cette classe. Cette vitesse est liée à la complexité de la
classe considérée.
Dans toute la suite, F désigne l’estimateur ou l’estimé selon le contexte. La vitesse
de décroissance du risque quand ε tend vers 0 est appelée vitesse de décroissance
minimax. Notre but est de construire explicitement un estimateur qui atteint la vi-
tesse de décroissance minimax. Nous allons maintenant présenter le modèle d’images
géométriques que nous utiliserons dans toute la suite.

II.1.2 Un modèle pour les images

Les images ne sont pas très bien modélisées par les espaces de régularité isotropique
classique (Cα, Besov, . . . ) si bien que les résultats d’approximation classiques va-
lables en une dimension ne peuvent être étendus à deux. De fait il est souvent plus
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naturel et réaliste de décrire les images comme des fonctions régulières par mor-
ceaux. Les limites de ces régions régulières sont les contours qui sont les éléments les
plus visibles et les plus significatifs des images. Korostelev, Tsybakov puis Donoho
après eux proposèrent un modèle pour les images géométriques en reprenant ces
propriétés de régularité anisotrope qui semblent correspondre à un grand nombre
d’images : les images géométriquement régulières sont définies comme les images
régulières en dehors d’un ensemble de contours qui sont eux mêmes réguliers. Dans
[PM05] Le Pennec et Mallat ont proposé une extension de ce modèle en ajoutant
un lissage dû aux effets de diffraction lors de l’acquisition de l’image. La définition
qu’ils proposent est basée sur les fonctions höldériennes. Si Ω ⊂ R

2 est un ouvert,
on note Cα(Ω) l’espace des fonctions α-hölderniennes d’ordre α sur Ω. Ce sont les
fonctions f : Ω ⊂ R

2 ayant des dérivées partielles jusqu’à l’ordre [α] vérifiant

||f ||Cα(Ω)
def.

= max




max
a1+a2=[α]

sup
(x,y)∈Ω2

∣∣∣∂a1+a2f(x)

∂x
a1
1
∂x

a2
2

− ∂a1+a2f(y)

∂x
a1
1
∂x

a2
2

∣∣∣ ||x− y||[α]−α

max
a1+a26α

sup
x∈Ω

∣∣∣∂a1+a2f(x)

∂x
a1
1
∂x

a2
2

∣∣∣




avec

[α]
def.

=




⌊α⌋ si α /∈ N,

α− 1 si α ∈ N.

A partir des fonctions Höldériennes, on définit les fonctions Cα géométriquement
régulières.

Définition II.1
Une fonction f est Cα géométriquement régulière sur [0, 1]2 si

– f = f̃ où f = f̃ ⋆ h avec f̄ ∈ Cα(Λ) pour Λ = [0, 1]2 − {Cγ}16γ6G,
– le noyau de lissage h est Cα, à support compact dans [−s, s]2 et ‖h‖Cα 6 s−(2+α),
– les courbes de discontinuité Cγ sont Höldériennes d’ordre α et ne s’intersectent

pas tangentiellement si α > 1.

Korostelev et Tsybakov ont étudié la vitesse de décroissance minimax optimale que
l’on peut espérer pour un estimateur sur la classe des fonctions Cα régulières. Ils ont
prouvé que la complexité de cette classe était la même que celles des fonctions unifor-
mément Cα et que la vitesse de décroissance optimale était ε2α/(α+1). Notre objectif
est de construire un estimateur qui atteint cette vitesse optimale sans connaissance
précise et préalable de α.
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Fig. II.1 – Exemples d’images géométriquement régulières, non lissées à gauche et
lissée à droite.

II.2 Estimateur par projection et sélection de modèles

II.2.1 Estimateur par projection

Un estimateur par projection se construit en deux étapes. On projette d’abord linéai-
rement l’observation Y sur un espace vectoriel L de dimension finie. Cette première
étape permet d’avoir une observation Ȳ = PL(Y ) que l’on projette ensuite sur un
sous-espace M choisi de façon adaptative parmi une collection {Mγ}γ∈Γ de sous-
espaces. Ces sous-espaces sont engendrés par des sous-ensembles d’un dictionnaire
fini de vecteurs D = {bk}k∈K . Ces κ = |K| vecteurs sont appelés générateurs. Chaque
sous-espace Mγ est défini par Mγ générateurs de D par

Mγ = vect{bk, k ∈ Iγ ⊂ K, |Iγ| = Mγ}

et l’estimateur Fγ correspondant est défini par

Fγ = PMγ Ȳ .

Le seuillage dans une base orthogonale de L est un exemple d’estimateur par pro-
jection.
Les sous-espaces Mγ sont alors l’ensemble des sous-espaces engendrés par les κ
vecteurs de bases de L. Notons au passage que le nombre total d’espaces Mγ et
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donc de projections possibles 2κ est bien plus grand que κ le nombre de vecteurs
de base. Ce modèle d’estimateur par projection comprend également les estimateurs
par seuillage dans des frames, les estimateurs par projection dans une meilleure
base et les approximations polynomiales par morceaux qui sont présentées dans la
partie II.2.4.

Après la première projection fixe sur L, le problème qui se pose est de choisir Mγ

de telle sorte que l’estimateur Fγ ait de bonnes propriétés. Ce choix est réalisé de
manière adaptative grâce à une approche de sélection de modèles par pénalisation.
Ces estimateurs par projection entrent dans la classe des modèles non-embôıtés in-
troduite par Birgé et Massart dans leur théorie générale de la sélection de modèles.
La restriction sur la structure des modèles a deux fonctions. La première est d’avoir
un terme de pénalisation simple et la seconde est d’atteindre des résultats asympto-
tiques presque optimaux.

II.2.2 Sélection de modèle par estimation pénalisée

Comme il l’a été souligné par un grand nombre d’auteurs, l’estimateur par seuillage
peut être vu comme un estimateur par pénalisation. En effet, conserver les coeffi-
cients 〈Y, bk〉 qui sont au dessus du seuil T (dont la valeur absolue est au dessus du
seuil T ) revient à minimiser sur les sous-ensembles γ de K

∑

k/∈γ
|〈Y, bk〉|2 +

∑

k∈γ
T 2 .

En utilisant l’orthogonalité de la base {bk}k∈K , cette relation devient

‖Ȳ − Fγ‖2 + T 2Mγ

où Fγ = PMγ Ȳ et Mγ = vect{bk, k ∈ γ}. Donc l’estimé par seuillage F est égale-
ment solution de

F = argmin
Fγ

‖Ȳ − Fγ‖2 + T 2Mγ

F est ainsi la solution de la minimisation d’une fonctionnelle pénalisée avec la pé-
nalisation T 2Mγ associée au sous-espaceMγ. Ce terme de pénalisation est similaire
à celui proposé par Birgé et Massart ou Willet et Nowak pour T = λ

√
log κǫ.

Ce résultat peut être étendu à la plupart des estimateurs par projection. Soit L un
espace vectoriel de dimension finie et soit {Mγ}γ∈Γ une collection de sous-espaces
engendrés par des générateurs choisis parmi un ensemble fini D de cardinal κ.
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L’estimateur pénalisé que nous considérons est défini comme étant la solution du
problème de minimisation suivant :

F = argmin
Fγ=PMγ Ȳ

γ∈Γ

‖Ȳ − Fγ‖2 + λ2 log κǫ2Mγ .

Nous rappelons que Ȳ est la projection de Y sur L.
L’intérêt principal de la première projection sur L est d’assurer que la quantité à
minimiser est toujours finie et peut donc être minimisée. En effet, un processus de
Wiener projeté sur un espace vectoriel de dimension infinie a une énergie infinie.
Ainsi, si on ne projette pas Y sur un espace de dimension finie, la fonctionnelle
ci-dessus est toujours infinie.

En reprenant les arguments de Donoho et Johnstone, voir [DJ94a] on montre dans le
théorème II.2 que F minimise presque une erreur quadratique d’estimation pénalisée.

Théorème II.2
Soit L un espace vectoriel de dimension finie et soit {Mγ}γ∈Γ une collection de sous-
espaces engendrés par des générateurs choisis parmi un ensemble fini D de cardinal
κ, et λ > 4

√
2. Avec une probabilité plus grande que 1 − 1/κ, pour tout f et tout

niveau de bruit ǫ l’estimé F défini à partir de dY = f(t)dt+ ǫdW par

F = argmin
Fγ=PMγ Ȳ

γ∈Γ

‖Ȳ − Fγ‖2 + λ2 log κǫ2Mγ .

vérifie

‖f̄ − F‖2 + λ2 log κǫ2MF 6 C inf
γ∈Γ
‖f̄ −PMγ f̄‖2 + λ2 log κǫ2Mγ

où MF est la dimension du sous espace vectoriel engendré par les générateurs de F .

Birgé et Massart ont également montré un résultat équivalent en espérance. Nous
avons choisi de présenter d’abord la version en probabilité car la preuve en est plus
simple techniquement et que les différentes idées de la preuve apparaissent claire-
ment. Nous présentons ensuite le résultat en espérance.
Les inégalités de concentration sont au cœur de toutes les preuves concernant les es-
timateurs par sélection de modèles. Le terme de pénalité sert à borner les variations
aléatoires du terme à minimiser. Le lemme II.3 utilise une inégalité de concentration
sur les variables gaussiennes pour garantir qu’avec une forte probabilité l’énergie du
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bruit n’est pas grande simultanément sur tous les sous-espaces Mγ.
La démonstration que nous proposons reprend les arguments utilisés par Donoho,
Mallat, von Sachs et Samuelides dans [DMvSS03] et par Samuelides dans sa thèse
[Sam01] où les auteurs construisent des modèles appelés macrotiles qui sont éga-
lement des combinaisons linéaires de générateurs monodimensionnels. Notre cadre
étant un peu plus simple que le leur, nous proposons une preuve plus rapide tout en
conservant les idées principales.

Lemme II.3
Avec une probabilité plus supérieure à 1− 1/κ,

∀Mγ, ‖PMγ(ǫW̄ )‖ 6 2
√

log κǫ2Mγ

où W̄ est la projection de ǫdW sur l’espace vectoriel L.

Preuve - Théorème II.2 -
Soit f0 = argminf̃=PMγ f̄

γ∈Γ

‖f̄ − f̃‖2 + λ2 log κǫ2 dim(M) et M0 la dimension du sous-

espace vectoriel correspondant. Par définition de F on a,

‖Ȳ − F‖2 + λ2 log κǫ2MF 6 ‖Ȳ − f0‖2 + λ2 log κǫ2M0

en utilisant ‖Ȳ − F‖2 = ‖Ȳ − f̄‖2 + ‖f̄ − F‖2 + 2〈Ȳ − f̄ , f̄ − F 〉 et une égalité
similaire pour Y − f0, on ontient

‖f̄ − F‖2 + λ2 log κǫ2MF 6 ‖f̄ − f0‖2 + λ2 log κǫ2M0

+ 2〈Ȳ − f̄ , F − f0〉

Il reste maintenant à borner le terme 2〈Ȳ − f̄ , F − f0〉. Nous allons montrer qu’avec
une forte probabilité, il est inférieur à ‖f̄ − F‖2 + λ2 log κMF . On observe d’abord
que 2〈Ȳ − f̄ , F − f0〉 = 2〈PM∪M0

(Ȳ − f̄), F − f0〉 puis on utilise l’inégalité de
Cauchy-Schwarz.

|2〈Ȳ − f̄ , F − f0〉| 6 2‖PM∪M0
(Ȳ − f̄)‖‖F − f0‖ .

‖F − f0‖ peut être borné par 2(‖f̄ − F‖2 + λ2 log κǫ2MF )1/2, en effet

‖F − f0‖ 6 ‖F − f̄‖+ ‖f̄ − f0‖
6 (‖f̄ − F‖2 + λ2 log κǫ2MF )1/2 + (‖f̄ − f0‖2 + λ2 log κǫ2M0)

1/2

‖F − f0‖ 6 2(‖f̄ − F‖2 + λ2 log κǫ2MF )1/2 .
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En utilisant le lemme II.3 on obtient

‖PM∪M′
(Ȳ − f̄)‖ 6 2(log κǫ2(MF +M0))

1/2

6 2/λ(‖f̄ − F‖2 + λ2 log κǫ2MF + ‖f̄ − f0‖2 + λ2 log κǫ2M0)
1/2

6 2
√

2/λ(‖f̄ − F‖2 + λ2 log κǫ2MF )1/2

Ce qui donne

|2〈Ȳ − f̄ , F − f0〉| 6 4
√

2/λ(‖f̄ − F‖2 + λ2 log κǫ2MF )

ce qui assure le résultat si λ > 4
√

2. Pour terminer la preuve du théorème nous
prouvons maintenant le lemme II.3.

Preuve - du lemme II.3 -
L’argument principal de cette preuve réside dans une inégalité de concentration. Le
lemme de Borell montre que pour toute fonction 1-Lipschitz φ : R

n → R (|φ(x) −
φ(y)| 6 ‖x− y‖) si W est un bruit blanc gaussien de variance ε2 dans R

n alors

P (φ(W ) > E (φ(W )) + σt) 6 e−t
2/2 .

Soit L un espace vectoriel de dimension finie etM un sous-espace de dimension M ,
φM est définie comme une fonction de L dans R par

φM(f) = ‖PM(f)‖

φM est 1-Lipschitz car toute projection orthogonale est 1-Lipschitz. On applique le
lemme de Borell pour t =

√
4 log κM en utilisant le fait que W est un bruit blanc

sur L
P
(
‖PMW‖ > E(‖PMW‖) + 2

√
log κMǫ

)
6 κ−2M .

Maintenant comme E(‖PMW‖) 6 (E(‖PMW‖2))1/2
√
Mǫ2, on déduit que

P
(
‖PMW‖ > 3

√
log κMǫ

)
6 κ−2M .
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On conclut en remarquant que

P
(
∃M, ‖PMW‖ > 3

√
log κMǫ

)
6
∑

M
P
(
‖PMW‖ > 3

√
log κMǫ

)

6
∑

M
κ−2M

6

κ∑

n=1

(
n

κ

)
κ−2n

6

κ∑

n=1

κ−n

6
κ−1

1− κ−1

P
(
∃M, ‖PMW‖ > 3

√
log κMǫ

)
6

1

2κ

�

�

Nous proposons maintenant le même résultat en espérance. Nous reprenons la preuve
proposée par Barron, Birgé et Massart dans [BBM99].

Théorème II.4
Il existe C1 et C2 tels que l’estimateur F défini par

F = argmin
Fγ=PMγ Ȳ

γ∈Γ

‖Ȳ − Fγ‖2 + 48 log κε2Mγ .

vérifie

E(‖f̄ − F‖2) 6 C1 inf
γ∈Γ

(
‖f̄ −PMγ f̄‖2 + 48 logκǫ2Mγ

)
+ C2ε

2.

La preuve de ce résultat en espérance est proche de celle en probabilité. Nous allons
travailler en probabilité et passer en espérance à la fin. Nous allons utiliser également
une inégalité de concentration et introduire un terme xγ2(x) qui permet de contrôler
le bruit sur un ensemble de probabilité supérieure à 1 − ex. C’est cette borne qui
nous permettra de passer en espérance.
On utilisera plusieurs fois dans ce lemme que la pénalisation 48 log κ > 1. Nous ne
le repréciserons pas à chaque fois.
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Preuve - II.4 -
On note γ0 le modèle associé à F et γ1 le modèle associé à f1 défini par

f1 = argmin
Fγ=PMγ f̄

γ∈Γ

‖f̄ − Fγ‖2 + 48 log κε2Mγ .

Comme précédemment on a

‖f̄ − F‖2 6 ‖f̄ − f1‖2 + 48 logκMγ1ε
2 − 48 log κMγ0ε

2 + 2〈W,F − f1〉 (II.2)

On va maintenant borner le produit scalaire 〈W,F − f1〉.
Soit γ2 un modèle quelconque et x > 0 un réel positif. A tout h ∈Mγ2 on associe le
processus gaussien suivant

Z(h) =
〈W,h− f1〉
ω(γ2, h)

avec ω(γ2, h) = ‖f − h‖2 + ‖f − f1‖2 +
xγ2ε

2
(II.3)

où xγ2 = 32(Mγ1 + 2x+ 6 log κMγ2). Ainsi xγ2 dépend de x.
On va borner ce processus en utilisant le lemme de concentration suivant

Lemme II.5

P

(
sup

h∈Mγ2

Z(h) > E + λ

)
6 e−λ

2/σ2 ∀λ > 0 (II.4)

Si E > E( sup
h∈Mγ2

Z(h)) et si Var(Z(h)) 6 σ2

Ce lemme est une conséquence de l’inégalité de Cirel’son, Ibragimov et Sudakov,
voir par exemple [Led96].
On cherche d’abord une valeur de σ2 vérifiant l’hypothèse du lemme. Comme

Var(〈W,u〉) = ε2‖u‖2 (II.5)

et

ω(γ2, h) >
1

2
(‖h− f1‖2 + xγ2ε

2) > ‖h− f1‖x1/2
γ2
ε−1 (II.6)

on a
Var(Z(h)) = ε2‖h− f1‖2ω−2(γ2, h) 6 x−1

γ2 . (II.7)

On peut ainsi prendre dans le lemme II.5 σ2 = x−1
γ2

.
On détermine ensuite une valeur de E vérifiant les hypothèses du lemme.
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Soit (e1, . . . , eN) une base orthogonale de Mγ1 +Mγ2 , on a N 6 Mγ1 + Mγ2 . Par
Cauchy Schwarz on a

Z2(h) 6 ‖h− f1‖2ω−2(γ2, h)

N∑

j=1

|〈W, ej〉|2 6 x−1
γ2
ε2

N∑

j=1

|〈W, ej〉|2. (II.8)

Comme cette dernière majoration ne dépend plus de h ∈ Mγ2 on peut écrire

sup
h∈Mγ2

Z2(h) 6 x−1
γ2 ε

2

N∑

j=1

|〈W, ej〉|2 (II.9)

et donc
E( sup

h∈Mγ2

Z2(h)) 6 x−1
γ2 (Mγ1 +Mγ2). (II.10)

En utilisant l’inégalité de Jensen on a

E( sup
h∈Mγ2

Z(h)) 6 x−1/2
γ2

(Mγ1 +Mγ2)
1/2. (II.11)

On peut ainsi prendre E = x
−1/2
γ2 (Mγ1+Mγ2

)1/2 dans le lemme II.5.
Pour λ2 = 2(x+ 2 log κMγ2)/xγ2 , par définition de xγ2 on a

λ+ E 6
√

2
(Mγ1 +Mγ2 + 2x+ 4 log κMγ1)

xγ2
6

1

4
. (II.12)

En appliquant le lemme II.5 on obtient

P (Z(PMγ2
(Ȳ )) >

1

4
) 6 P ( sup

h∈Mγ2

Z(h) >
1

4
) 6 e−2 log κMγ2e−x. (II.13)

Si on somme toute ces inégalités associées à l’ensemble des modèles γ2 ∈ Γ

P

(
sup
γ2∈Γ

〈W,PMγ2
(Ȳ )− f1〉

ω(γ2,PMγ2
(Ȳ ))

>
1

4

)
6 e−x

∑

γ2∈Γ

e−2 log κMγ2 . (II.14)

Nous avons vu dans la preuve du lemme II.3 que
∑

γ2∈Γ e
−2 log κMγ2 < 1/κ < 1.

On applique l’inégalité II.14 au modèle γ0 et à F pour obtenir, en dehors d’un
ensemble de probabilité inférieure à e−x,

4〈W,F−f1〉 6 ω(γ0, F ) 6 ‖f−f1‖2+‖f−F‖2+16ε2(Mγ1+2x+6 log κMγ0). (II.15)
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On en déduit en reprenant (II.2), qu’en dehors d’un ensemble de probabilité infé-
rieure à e−x, on a

‖f̄ − F‖2 6 3‖f̄ − f1‖2 + 96 log κMγ1ε
2 − 96 log κMγ0ε

2

+ 16ε2(Mγ1 + 2x+ 6 log κMγ0) (II.16)

6 3‖f̄ − f1‖2 + 8/3× 48 log κMγ1 + 32ε2x (II.17)

On pose
V = max(‖f̄ − F‖2 − 3‖f̄ − f1‖2 − 8/3× 48 log κMγ1 , 0) (II.18)

Par définition de V on a

E(‖f̄ − F‖2) 6 3‖f̄ − f1‖2 + 8/3× 48 log κMγ1 + E(V ) (II.19)

avec P (V > 32xε2) 6 e−x. En intégrant par rapport à x on a E(V ) 6 32ǫ d’où le
résultat. �

II.2.3 Calcul du risque de l’estimateur.

Dans le paragraphe précédent nous avons montré que l’estimé F minimise presque
‖f̄ − g‖2 + λ2 log κǫ2 dim(M) dans le sens où pour g = F on sait que la valeur de la
fonctionnelle pénalisée ci-dessus est au plus C fois supérieur au minimum où C est
un réel que l’on sait borner.
On va maintenant utiliser la borne obtenue sur la fonctionnelle pénalisée pour estimer
‖f − F‖. Dans un premier temps on borne simplement ‖f − F‖ par

‖f − F‖2 6 2(‖f − f̄‖2 + ‖f̄ − F‖2)

Ainsi un contrôle sur les deux termes de droite permet-il un contrôle sur le risque
de l’estimateur. Le premier terme ‖f − f̄‖2 est l’erreur d’approximation linéaire due
à la projection de f sur l’espace vectoriel L de dimension finie. On peut borner ce
terme en utilisant une borne uniforme sur l’erreur d’approximation linéaire sur la
classe Θ qui nous intéresse. Ce terme est déterministe et relève donc uniquement de
la théorie de l’approximation.

Le théorème II.2 donne une borne sur le second terme sur un ensemble de probabilité
tendant vers 1 quand ε tend vers 0. Cette borne est égale à

C inf
γ∈Γ
‖f̄ −PMγ f̄‖2 + λ2 log κǫ2Mγ
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A la constante C près, cet infimum correspond à la formulation lagrangienne de la
minimisation de l’erreur d’approximation ‖f̄ − PMγ f̄‖2 avec une contrainte sur la
dimension deMγ :

inf
γ∈Γ,Mγ=M

‖f̄ −PMγ f̄‖2

C’est l’erreur d’approximation non linéaire. Si on oublie la projection sur L, le pro-
blème qui consiste à estimer

inf
γ∈Γ,Mγ=M

‖f −PMγf‖2

a été étudié pour un grand nombre de classes de fonctions pour lesquelles il existe
un exposant α (et potentiellement un exposant α′) tel que

inf
γ∈Γ,Mγ=M

‖f −PMγf‖2 6 C | logM |α′

M−α .

Ceci implique que pour tout T

inf
γ∈Γ
‖f −PMγf‖2 + T 2Mγ 6 C ′ | logT |α′/(α+1) T 2α/(α+1) .

Si l’espace L est un espace suffisamment fin, le terme dominant dans la borne sur
‖f−F‖ est ‖f̄−F‖. Dans ce cas si T est proportionnel à ε, on peut relier l’exposant
β de la vitesse de décroissance de l’erreur d’estimation et l’exposant α de la vitesse
d’approximation non linéaire par la relation β = 2α/(α+ 1).
L’estimateur par projection que nous proposons est une composition de deux pro-
jections. Pour que l’erreur d’estimation soit faible il est nécessaire que les erreurs
dues à ces deux projections soient faibles. Il est d’autre part inutile que l’une soit
bien plus petite que l’autre car l’erreur totale est de l’ordre de celle des deux qui
domine. Nous proposons dans le lemme suivant des conditions sur l’espace vectoriel
L et sur les sous-espaces Mγ pour contrôler au mieux la vitesse de décroissance de
l’erreur d’estimation en fonction du niveau de bruit ε.

Lemme II.6
Soit ε un niveau de bruit, s’il existe trois constantes C1, C2 et C3 et trois exposants
β, β ′ et d tels que les espaces L et Mγ vérifient les propriétés d’approximation
suivantes.

1. ∀f ∈ Θ, ‖f − f̄‖2 6 C1ε
2,

2. ∀f ∈ Θ, ∀T > 0, infMγ ‖f −PMγf‖2 + T 2Mγ 6 C2(| logT |β′

T β + ε2)

3. κ 6 C3ε
−d.
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alors il existe une constante C tel que l’estimateur F défini par

F = argmin
Fγ=PMγ Ȳ

γ∈Γ

‖Ȳ − Fγ‖2 + λ2 log κǫ2Mγ

vérifie avec une probabilité supérieure à 1− 1/κ

‖f − F‖2 6 C(| log | log ǫ||+ | log ǫ|)β′ | log ǫ|β/2 ǫβ .

et on a également pour un bon choix de λ

E(‖f − F‖2) 6 C ′(| log | log ǫ||+ | log ǫ|)β′ | log ǫ|β/2 ǫβ .

Le but de ce lemme est de borner le risque de notre estimateur. Ceci n’est possible
que si les espaces utilisés pour construire l’estimateur F vérifient quelques proprié-
tés. La première condition impose que L soit suffisamment fin pour que l’erreur
d’approximation linéaire sur L soit de l’ordre de ε2. La seconde condition mesure la
capacité d’approximation non linéaire de la famille des sous-espaces Mγ. La troi-
sième condition sert à borner le cardinal des générateurs des espacesMγ pour borner
l’amplitude du bruit comme nous l’avons vu dans le lemme II.3.

Preuve - II.6 -
Nous proposons la preuve en probabilité, la preuve en espérance est identique et
s’appuie sur le théorème II.4.
Nous avons vu que

‖f − F‖2 6 2(‖f − f̄‖2 + ‖f̄ − F‖2)

En utilisant le théorème II.2 cette inégalité devient avec grande probabilité

6 2(‖f − f̄‖2 + C inf
γ∈Γ
‖f̄ −PMγ f̄‖2 + λ2 log κǫ2Mγ)

En insérant f et PMγf

6 2(‖f − f̄‖2 + C inf
γ∈Γ
‖(f̄ − f) + (f −PMγf) + (PMγf −PMγ f̄)‖2

+ λ2 log κǫ2Mγ)

6 2(C ′‖f − f̄‖2 + C inf
γ∈Γ
‖f −PMγf‖2 + λ2 log κǫ2Mγ)

En utilisant les hypothèses du théorème avec T = λ
√

log κǫ, et la borne sur κ,

‖f − F‖2 6 2C ′ǫ20 + C ′′(log log κ + | log ǫ|)β′

(log κ)β/2 ǫβ
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ce qui conclut la preuve. �

Maintenant que nous avons une idée des conditions suffisantes sur les espaces L et
Mγ pour borner l’erreur d’estimation, nous devons déterminer de tels espaces. Ces
espaces dépendent de la classe Θ que nous avons choisie d’estimer. Comment choisir
ces espaces à partir de Θ pour qu’ils vérifient les conditions d’approximation et de
cardinal du lemme ? Existe-t-il un moyen d’effectuer pratiquement la minimisation
sur tous les sous-espacesMγ ? En effet, le nombre de sous-espacesMγ à tester crôıt
exponentiellement avec κ le nombre de vecteurs générateurs. Il est donc impossible
pratiquement de tous les tester. Si on veut pouvoir effectuer la minimisation il est
donc indispensable que l’ensemble des modèles, c’est à dire l’ensemble des espaces
Mγ ait une structure particulière permettant une minimisation effective et pas seule-
ment théorique. C’est sur ces questions que nous nous penchons maintenant. Nous
présentons dans le paragraphe quelques exemples d’estimateurs par projection avant
de construire le dictionnaire de bases de bandelettes qui vérifiera les hypothèses du
lemme pour la classe des fonctions à régularité géométrique.

II.2.4 Exemple d’estimateurs par projection pour les images

Dans cette partie nous proposons différents espaces L etMγ qui réalisent les condi-
tions du lemme II.6 pour différents modèles d’images.

II.2.4.1 Les ondelettes

Un estimateur par seuillage dans une base d’ondelettes est un estimateur par pro-
jection pénalisé comme il l’a été démontré dans la partie II.2.2.

L’espace d’approximation linéaire L choisi dans ce cas est vect{ψj,k, 2j > 2j0} et
l’ensemble {M} des modèles est composé de tous les sous-espaces vect{ψj,k, (j, k) ∈
I ⊂ {(j, k), 2j > 2j0}}. On a ainsi κ = 2−2j0 . La minimisation

F = argmin
Fγ

‖Ȳ − Fγ‖2 + T 2Mγ

est obtenue directement en effectuant un seuillage dans l’espace des coefficients.

F =
∑

(j,k),
2j>2j0

|〈Y,ψj,k〉|>T

〈Y, ψj,k〉ψj,k .
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La complexité de cet opérateur de seuillage est linéaire en le nombre de pixels, ce
qui est bien plus faible que la complexité d’un algorithme d’exploration de tous les
sous-espaces Mγ possibles. La complexité d’une telle exploration est linéaire en le
nombre de modèles et donc exponentielle en le nombre de pixels. Le théorème II.2
correspond dans ce cas à l’inégalité oracle de Donoho et Jonhstone.
Les propriétés d’approximation des ondelettes sont connues pour une grande classe
d’images. Si la classe d’image est celle des fonctions uniformément régulières, f ∈ Cα,
alors ‖f − f̄‖ 6 22αj0 et infM ‖PMf − f‖2 + T 2M 6 CT 2α/(α+1) + 22αj0 . Donc si on
connâıt le niveau de bruit ε et qu’on choisit 2j0 = ε2, les conditions du lemme II.6 sont
vérifiées et on retrouve les résultats de Donoho et Johnstone avec β = 2α/(α+ 1).

Si f n’est pas uniformément régulière mais seulement Cα géométriquement régulière,
les capacités d’approximation des ondelettes sont moins bonnes, ‖f − f̄‖ 6 2j0 et
infM ‖PMf−f‖2+T 2M 6 CT+2j0. Si on prend 2j0 = ε2 on obtient une décroissance
similaire mais avec β = 1 qui ne dépend plus de α.

II.2.4.2 CART et recherche de meilleure base

Comme nous l’avons déjà précisé le théorème II.2 est inspiré d’une série d’articles
de Donoho et Johnstone [DJ94a],[DJ94c] et [DJ94b] sur les dictionnaires structurés.
Dans le premier article, les auteurs considèrent le cas d’un dictionnaire de bases
{Bi} de l2(N2) engendrées par un nombre total de κ vecteurs de base. Ils définissent
la meilleure base associée à l’observation Y et au seuil T comme la base Bi = {bn}
minimisant l’entropie

E(Y,Bi, T ) =
∑

bn∈Bi

min(|〈Y, bn〉|2, T 2).

L’estimé F est alors obtenu par seuillage des coefficients de Y dans cette base.

F =
∑

bn∈Bi
|〈Y,bn〉|>T

〈Y, bn〉bn .

Cet estimé peut aussi être vu comme la solution d’une minimisation par double
projection, comme nous l’avons décrit précédemment. En effet l’espace l2(N2) est
déjà de dimension finie et on peut donc prendre L = l2(N2). La première projection
est ici sans perte. On considère maintenant l’ensemble M = {Mγ} de tous les
sous-espaces engendrés par un sous-ensemble d’une des bases Bi du dictionnaire. Le
nombre κ de générateurs est inférieur à N 2 multiplié par le nombre de bases du
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dictionnaire.
F peut ainsi être également défini comme la solution de

F = argmin
Fγ

‖Y − Fγ‖2 + T 2Mγ .

La quasi optimalité de cet estimateur est ainsi garantie par le théorème II.2.

II.2.4.3 Les curvelets

Les curvelets introduites par Candès et Donoho dans le cadre de l’approximation
non linéaire définissent un frame de L2(R2).
Nous rappelons qu’un frame de L2(R2) est une famille {bγ} de vecteurs engendrant
un espace, potentiellement redondante, telle qu’il existe deux réels A et B tels que
pour tout f dans L2(R2) on ait

A
∑

γ

|〈bγ , f〉|2 6 ‖f‖22 6 B
∑

γ

|〈bγ, f〉|2

Elles fournissent une représentation fixe, indépendante de la fonction f telle que pour
toute fonction f C2 géométriquement régulière, l’approximation fM à M termes
vérifie

‖f − fM‖2 6 | logM |3M−2

ou plus précisément

‖f − fM‖2 + T 2M 6 | logT |T 2×2/(2+1) .

De plus, par construction, les propriétés d’approximation linéaires des curvelets res-
tent similaires à celles des ondelettes. Pour tout ε, on peut définir de la même
manière un espace L de curvelets dont l’échelle est plus grande qu’un certain j0.
On peut construire également une famille d’espaces Mγ dont les générateurs sont
la famille de bandelettes qui définit L. On peut ainsi appliquer le théorème II.2 et
le lemme II.6.

Cependant, la minimisation effective nécessite le calcul de projections qui sont un
peu complexes car les curvelets ne sont pas des bases orthogonales. Les projections
sont calculées par un algorithme itératif et doivent être effectuées pour chaque espace
Mγ. L’algorithme pratique est ainsi trop coûteux en calcul.
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Fig. II.2 – Exemple de curvelets à différentes échelles et différentes orientations.

Les curvelets peuvent également être des “tight frames” c’est à dire que la suite des
coefficients de curvelets a une énergie proportionnelle à l’énergie de la fonction. Au-
trement dit on a une égalité de type Parseval entre la norme L2 de la fonction et la
norme l2 des coefficients de curvelets. Dans la définition que nous avons donnée ceci
correspond à A = B.
Dans ce cas on peut travailler directement dans le domaine des coefficients. Les hy-
pothèses du théorème II.2 et du lemme II.6 peuvent être transférées dans le domaine
des coefficients de curvelets. L’estimateur pénalisé est ainsi obtenu par seuillage dans
le domaine des coefficients de curvelets puis par un retour dans le domaine spatial.
Cet estimateur est différent de celui défini entièrement dans le domaine spatiale mais
les deux estimateurs partagent la même décroissance asymptotique. Les frames de
curvelets fournissent ainsi des représentations optimales pour les fonctions C2 géo-
métriquement régulières.

II.2.4.4 Approximation polynomiale par morceaux

Différentes extensions de l’algorithme CART permettent d’obtenir d’autres familles
d’estimation par projection. Ces estimateurs partagent la même structure de parti-
tion avec des modèles simples sur chacun des rectangles de la partition. L’algorithme
CART original correspond à une approximation constante par morceaux. Les Wed-
gelettes sont des fonctions qui sont constantes par morceaux avec des singularités
le long d’un segment à l’intérieur de chaque rectangle. Minh Do et Vetterli en ont
proposé une extension polynomiale : ils considèrent une approximation polynomiale
par morceaux et ils autorisent une singularité polynomiale sur chaque rectangle.

Pour chaque rectangle la géométrie est spécifiée par un petit nombre de paramètres
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géométriques. Une fois qu’une géométrie est choisie, les approximations polynomiales
sont des projections linéaires. On peut montrer que si le nombre de géométries pos-
sibles pour chaque rectangle ne crôıt pas trop vite avec la taille du rectangle, comme
c’est le cas pour les wedgelettes et les approximations polynomiales par morceaux ,
l’hypothèse sur le cardinal du nombre de générateurs dans le lemme II.6 est vérifiée.
Les espacesMγ correspondent dans ce cas à toutes les partitions possibles et toutes
les géométries possibles. On n’a pas ici de première projection sur un espace L mais
on peut l’ajouter artificiellement en considérant une première projection sur l’espace
des polynômes par morceaux à une échelle fine.

Le modèle sousjacent est optimal pour une classe de fonctions dont la définition est
similaire à celle des fonctions Cα géométriquement régulières mais où on ne consi-
dérait pas de lissage. Le lemme II.6 assure l’optimalité de l’estimateur polynomial
par morceaux sur cette classe. Il est cependant impossible d’ajouter un lissage à ce
modèle si on veut conserver les capacités de l’estimateur.

II.3 Estimation dans une base orthogonale de bande-

lettes

Nous présentons maintenant les bases orthogonales de bandelettes qui vérifient les
conditions du lemme II.6 et qui permettent de construire un estimateur dont le
risque est quasi optimal pour la classe des fonctions Cα géométriquement régulières.
A la différence des curvelets, les bases de bandelettes sont adaptatives. Il existe
un très grand nombre de bases et pour une fonction f donnée il n’en existe que
quelques unes qui assurent une bonne représentation de f . La représentation en
bandelettes suit le même principe que la représentation polynomiale par morceaux.
On découpe l’image en petites sous-images et traite chaque petite zone séparément.
Là où l’approximation polynomiale propose d’approcher la fonction par un polynôme
par morceaux nous proposons de construire une base orthogonale adaptée à l’image
qui s’appuie sur un polynôme.
Une base de bandelettes est ainsi une union de bases orthogonales locales. Ces bases
sont construites pour représenter efficacement des rectangles que nous appellerons
modèles d’horizon car ils sont construits sur le modèle proposé par Donoho [Don97].
Les modèles d’horizon sont des rectangles sur lesquels la fonction f est Cα en dehors
d’une courbe Cα qui peut être paramétrisée horizontalement ou verticalement et
éventuellement lissée par un noyau h de taille s.
Nous proposons de construire des bases de bandelettes sur de tels modèles d’horizon,
puis de montrer les capacités d’approximations de ces bases pour en déduire le
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risque d’un estimateur par projection en bases de bandelettes. Nous montrerons
dans un second temps comment ces résultats s’étendent naturellement à des images
Cα géométriquement régulières en découpant l’image de la même manière que pour
l’approximation polynomiale.
Les bandelettes ont été introduites par Mallat et Le Pennec [Pen02, PM05] pour
l’approximation linéaire des images Cα géométriquement régulières. Ces bandelettes
ne forment pas des bases orthogonales mais de frames, ce qui pose problème pour
déterminer effectivement l’estimateur. Ce point a été soulevé dans la description des
curvelets qui forment également des frames. Nous proposons dans cette thèse une
version orthogonalisée des bandelettes de Le Pennec et Mallat. Nous décrivons dans
le paragraphe suivant leur construction et nous détaillons dans le paragraphe d’après
les bases orthogonales modifiées.

II.3.1 Bases orthogonales de bandelettes sur une bande

Les ondelettes bidimensionnelles obtenues par produit tensoriel de bases d’ondelettes
monodimensionnelles ne permettent pas de représenter efficacement les fonctions f
régulières admettant une discontinuité le long d’une courbe. Cependant si la discon-
tinuité de f suit une ligne horizontale on peut montrer que des bases d’ondelettes
anisotropes dont les fonctions sont allongées le long de la discontinuité permettent
de bien représenter f . C’est en utilisant cette propriété que Mallat et Lepennec ont
construit les bandelettes . Les bandelettes sont des bases qui suivent localement une
courbe géométrique, qui sont allongées le long de cette courbe et qui utilisent la ré-
gularité de la fonction f le long de cette courbe. Le domaine naturel pour construire
des bandelettes est donc un domaine qui suit une courbe géométrique, on appelle
ces domaines des bandes.
Les bandes horizontales sont des domaines de [0, 1]2 délimités par quatre bords, dont
deux sont verticaux et deux autres sont des courbes polynomiales parallèles. On dé-
finit de manière analogue des bandes verticales. Dans la suite nous considérons des
bandes horizontales, toutes les constructions et les résultats étant similaires pour les
bandes verticales.
Une bande B est ainsi définie par une géométrie g et des bornes (a1, b1, a2, b2) :

B = {(x1, x2)| x1 ∈ [a1, b1] x2 ∈ [a2 + g(x1), b2 + g(x1)]}.
Le warping W associé à B est l’application de R

2 dans R
2 définie par

W(x1, x2) = (x1, x2 − g(x1))

L’image de B par W est par construction un rectangle R.
Si f est une fonction définie sur B, Cα en dehors d’une courbe parallèle aux bords
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B

W

WB

Fig. II.3 – Exemple de bande

de la bande, l’image Wf de f par W est une fonction Cα en dehors d’une courbe
horizontale. Sur R on construit la base d’ondelettes anisotropes suivante :





ψl,m1
(x1)ψj,m2

(x2) , ψj,m1
(x1)φj,m2

(x2)

, ψj,m1
(x1)ψj,m2

(x2)





(l>j,m1,m2)∈IR

(II.20)

Pour chacune des fonctions bi de cette base on a

〈bi,Wf〉 = 〈W∗bi, f〉.

A cette base d’ondelettes anisotropes sur R on associe une base orthogonale de
bandelettes sur B, image par W∗ = W−1 de la base précédente :





ψl,m1
(x1)ψj,m2

(x2 − g(x1)) , ψj,m1
(x1)φj,m2

(x2 − g(x1))

, ψj,m1
(x1)ψj,m2

(x2 − g(x1))





(l>j,m1,m2)∈IB
(II.21)

Ces bases de bandelettes tirent leurs capacités d’approximations sur la bande B de
celles des ondelettes anisotropes sur R.
Dans la réalité la géométrie de la bande est polynomiale par morceaux alors que
la géométrie réelle de l’image est régulière ce qui fait que la discontinuité warpée
n’est pas strictement horizontale. Le Pennec et Mallat ont cependant montré [PM05,
Pen02] que si la géométrie de la bande est suffisamment proche de la géométrie réelle
alors l’erreur d’approximation décrôıt de manière optimale en M−α,

‖f − fM‖ 6 CM−α.

Pour approximer une fonction Cα géométriquement régulière, les auteurs recouvrent
le carré unité de bandes bien adaptées localement à l’image. Ces bandes se super-
posent et ainsi l’union des bases orthogonales locales n’est pas une base orthogo-
nale globale mais un frame. Nous proposons dans le paragraphe suivant une autre
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construction qui permet d’élaborer des bases orthogonales sur des rectangles en
utilisant la construction précédente. L’avantage des rectangles est qu’ils peuvent fa-
cilement constituer une partition du carré [0, 1]2. On peut ainsi construire des bases
orthogonales qui s’unissent en une base orthogonale globale.

II.3.2 Des bandelettes sur un rectangle discret

L’idée que nous proposons est simple. Comme on sait construire une base de bande-
lettes orthogonale sur une bande, on divise le rectangle en deux parties : une bande
et le complémentaire de la bande. Il reste ensuite à trouver une base orthogonale
du complémentaire qui assure une bonne décroissance de l’erreur d’approximation
en utilisant la régularité de la fonction en dehors de la bande. Les contours d’une
telle bande sont polynomiaux et donc les contours du complémentaire le sont aussi.
Déterminer une base orthogonale qui a de bonnes propriétés d’approximation sur un
tel domaine n’est pas simple, c’est pourquoi nous proposons de raisonner en discret
et de construire des bases orthogonales discrètes.
Comme dans le problème d’estimation nous commençons par projeter la fonction f
sur un espace vectoriel de dimension finie L. La construction d’une base orthogonale
sur L peut être vue comme un changement de base orthogonale par rapport à une
base orthogonale naturelle de L. Nous proposons pour construire nos bases de ban-
delettes de projeter nos données sur un espace de fonctions d’échelle Vj0 engendré
par des fonctions Φj0,k1,k2 et de construire une autre base orthogonale de Vj0 adap-
tée aux fonctions Cα géométriquement régulières. Dans le paragraphe suivant nous
détaillons la construction des bases de bandelettes sur l’équivalent de la bande, c’est
à dire un rectangle discret dans notre cas. Nous appelons rectangle discret l’espace
vectoriel engendré par des fonctions d’échelles formant un rectangle :

R = vect{φj0,k1,k2, k1 ∈ [a1, b1], k2 ∈ [a2, b2]}

Nous verrons plus tard comment on construit une base orthogonale de bandelettes
globale sur le carré [0, 1]2 à partir de bases sur des rectangles discrets.
Les bases que nous construisons sur un rectangle discret doivent permettre de bien
représenter des petites sous-images d’une fonction f Cα géométriquement régulière.
La brique élémentaire des fonctions de cette classe est le modèle d’horizon. Si une
base locale parvient à représenter de façon quasi optimale une fonction f de la
classe Θ sur les modèles d’horizon alors elle sera à même de le faire pour la fonction
f globalement. Nous définissons ainsi un équivalent discret du modèle d’horizon avec
des contraintes qui permettent la construction d’une base ayant de bonnes propriétés
d’approximation non linéaire
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Définition II.2
Soit R un rectangle discret, on dira que R est un modèle d’horizon horizontal si

1. La fonction f à support dans R est Cα géométriquement régulière.

2. Si une seule courbe C de singularité de f intersecte le support des fonctions
qui engendrent R.

3. Si cette courbe C fait un angle toujours inférieur à π/3 avec l’horizontal.

4. Si la courbe C est éloignée de plus de 4s des bords horizontaux de R.

Les bases de bandelettes que nous construisons sont ainsi adaptées à une certaine
configuration géométrique bien particulière.

II.3.2.1 Construction des bases sur un rectangle discret

Comme nous l’avons expliqué, nous séparerons le rectangle discret R en deux es-
paces vectoriels. L’un est la bande discrète, notée BR, l’autre est l’extérieur de la
bande notée B⊥

R. On construit alors deux bases orthogonales associées à chacun de
ces espaces.
Dans un rectangle discret une bande est définie par une géométrie. Soit g la para-
métrisation d’une courbe continue, la bande associée à cette géométrie est définie
par

BR = vect{φj0,k1,k2, k1 ∈ [a1, b1[, k2 ∈ ḡ(k1) + [a2 − min
k∈[a1,b1)

ḡ(k), b2 − max
k∈[a1,b1)

ḡ(k)[} .

où on note ḡ(k) = E(2−j0g(k · 2j0)) le déplacement vertical de la bande au niveau
de l’indice k. Si ḡ(k) est constant alors la bande représente tout le rectangle.
B⊥

R est l’espace vectoriel des fonctions d’échelle φj0,k1,k2 qui sont dans R mais qui
ne sont pas dans B. Comme les fonctions φj0,k1,k2 sont orthogonales entre elles on a
bien

R = BR ⊕⊥ B⊥
R

On définit comme dans le cas continue un warping discret W

Wφj0,k1,k2 = φj0,k1,k2−g(k1).

Il envoie la bande BR vers un rectangle discret WBR :

WBRr = vect{φj0,k1,k2, k1 ∈ [a1, b1[, k2 ∈ [a2 − min
k∈[a1,b1)

ḡ(k), b2 − max
k∈[a1,b1)

ḡ(k)[} .
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Dans ce rectangle on définit également une base d’ondelettes anisotropes





ψl,m1
(x1)ψj,m2

(x2) , ψj,m1
(x1)φj,m2

(x2)

, ψj,m1
(x1)ψj,m2

(x2)





(l>j>j0,m1,m2)∈IBR

. (II.22)

par orthogonalisation des fonctions φj0,k1,k2. Toutes les fonctions de cette base sont
donc des combinaisons linéaires de Φj0,k1,k2.
La base B1 de la bande B que nous utilisons est l’image par W−1 de la base précé-
dente. Soit Ψi un élément de cette base d’ondelettes anisotropes telle que

Ψi =
∑

(k1,k2)∈Ii

ak1,k2Φj0,k1,k2

La fonction bi = W−1Ψi définie par

bi =
∑

(k1,k2)∈Ii

ak1,k2φj0,k1,k2−ḡ(k1)

est une bandelette de la base B1. Les bandelettes de la base B1 suivent la géométrie g
et nous verrons qu’elles assurent une bonne approximation non linéaire des fonctions
f dont la singularité est comprise dans la bande.

Nous avons étendu la notion de bandelettes continues à celle de bandelettes discrètes
en ce qui concerne la bande. Pour l’extérieur de la bande nous proposons une ap-
proche totalement différente. Quand on construira une base de bandelettes associée
localement à une fonction f , les supports des fonctions Φj0,k1,k2 de B⊥

R n’intersecte-
ront pas la singularité de f . La base que nous devons construire doit donc permettre
d’approcher les fonctions uniformément régulières. La difficulté réside ici dans la
“forme” de l’espace B⊥

R qu’on ne peut pas transformer en rectangle. Cet espace a
très souvent au moins deux “composantes connexes”.
Afin de bien représenter les fonctions régulières nous proposons de construire des
bases d’espaces embôıtés Ṽj . Ces espaces à l’image des espaces Vj serviront d’es-
paces d’approximation. Nous allons construire ces espaces de manière à assurer que
la projection d’une fonction régulière f sur un de ces espaces approche au mieux la
projection de f sur B⊥

R.
Soit φj,l1,l2 une fonction d’échelle d’un espace Vj de R avec j > j0. On peut décom-
poser cette fonction dans la base des Φj0,k1,k2 :

φj,l1,l2 =
∑

k1,k2

〈φj,l1,l2,Φj0,k1,k2〉Φj0,k1,k2.
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On note φ̃j,l1,l2 la restriction de φj,l1,l2 à B⊥
R, c’est-à-dire

φ̃j,l1,l2 =
∑

(k1,k2), Φj0,k1,k2
∈B⊥

R

〈φj,l1,l2 ,Φj0,k1,k2〉Φj0,k1,k2.

On définit l’espace Ṽj = vect{(φ̃j,ll,l2)l1,l2}. Ainsi on a Ṽj0 = B⊥
R. On vérifie que ces

espaces sont embôıtés. En effet comme Ṽj0 et BR sont orthogonaux, la restriction à
Ṽj0 est en fait une projection orthogonale sur Ṽj0. Comme la projection orthogonale
conserve l’inclusion des espaces on a bien une famille d’espaces (Ṽj)j>j0 embôıtés.
Les fonctions φ̃j,l1,l2 ne forment pas une base orthogonale de Ṽj en général. Il se peut
même que certaines de ces fonctions soient nulles. Nous proposons donc de construire
une base orthogonale de Vj0 dont on peut extraire des bases orthogonales des espaces
intermédiaires Ṽj. On note W̃j le complémentaire orthogonal de Ṽj dans Ṽj−1. On
construit d’abord une base orthogonale de Ṽ0 en orthogonalisant par exemple par le
procédé de Gram-Schmidt la famille de fonctions (φ0,l1,l2)l1,l2. Ensuite pour j allant
de −1 à j0 + 1 on construit en utilisant le même procédé des bases orthogonales
des espace W̃j. Cette méthode permet d’obtenir des bases orthogonales de tous
les espaces Ṽj. L’ensemble des fonctions de bases de Ṽj0 ainsi obtenues forment la
base orthogonale B2. Nous montrons plus loin que cette base a de bonnes propriétés
d’approximation linéaire pour les fonctions qui sont régulières sur le complémentaire
de la bande.

Il est possible de construire des bases de bandelettes avec n’importe quelle géométrie
continue mais en pratique nous n’utiliserons qu’un nombre limité de géométries. En
effet, pour contrôler le nombre total de vecteurs de base dans l’ensemble des bases
de bandelettes, il est nécessaire de ne considérer qu’un nombre limité de géométries
par rectangle discret. Nous ne considérons donc que les géométries polynomiales
de degré α quantifiées. Le pas de quantification des coefficients des polynômes est
lié à l’erreur tolérée sur l’approximation. Si on veut s’assurer d’être proche de la
géométrie réelle sur chaque rectangle discret en utilisant une géométrie quantifiée, il
est nécessaire de ne construire des bases de bandelettes que sur des rectangles dont
la longueur est contrôlée. Nous verrons dans les résultats d’approximation comment
on gère cette contrainte de taille sur les modèles d’horizon.

II.3.2.2 Approximation sur un rectangle discret

Nous montrons ici que les bases de bandelettes permettent de représenter de manière
optimale une fonction sur un modèle d’horizon discret.Nous expliquerons ensuite
comment étendre ce résultat au carré [0, 1]2 et aux images Cα géométriquement
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régulières.
Nous avons le résultat d’approximation non linéaire suivant :

Lemme II.7
Soit R rectangle modèle d’horizon de largeur l et de hauteur h. Il existe un réel
CH dépendant de f , δ dépendant de la position de courbe C dans R et une base de
bandelettes B tels que pour tout T vérifiant 2j0/2 6 T 6 s

α+1

2α

E(f, T,B) = ‖PVj0
(f)− fT‖2 +MT 2

6
CH
δ2

T
2α

α+1 | log2 T | max(l, s
1

α ). (II.23)

où fT est une approximation de f avec les coefficients de f dans la base B dont les
valeurs absolues sont supérieures à T et où M est le nombre de ces coefficients.

La condition T 6 s
α+1

2α n’est pas contraignante. En effet si le seuil T est trop grand

on peut toujours relisser f par un noyau de taille s′ = T
2α

α+1 . Le Pennec et Mallat
ont montré dans [PM05] Appendice A.5, qu’un tel lissage introduisait une erreur sur
f inférieure à celle de l’approximation en bandelettes. On peut ainsi travailler sur
f1 = hs′ ⋆ f et conclure sur la fonction f en ajoutant à la fin l’erreur commise en
remplaçant f par f1.
L’entropie E(f, T,B) qui correspond à la quantité à minimiser dans le cadre des
estimateurs à pénalité que nous étudions, permet de mesurer la capacité d’approxi-
mation non linéaire d’une base. Elle est directement liée à la vitesse de décroissance
de l’erreur d’approximation non linéaire. On a en effet au passage le corollaire suivant

Corollaire II.8
Il existe C ′ tel que

‖PVj0
(f)− fT‖2 6 C ′M−α| logM |α+1. (II.24)

L’entropie a également l’avantage d’être additive. En effet si une base orthogonale
est formée de l’union de plusieurs bases orthogonales, l’entropie de la base est égale
à la somme des entropies. Cette propriété est au cœur des démonstrations qui vont
suivre. L’entropie peut également être vue comme le minimum d’une fonctionnelle
pénalisée associée à f, B et T

E(f, T,B) = min
g∈E

(∑

bi∈B
|〈f − g, bi〉|2 +M(g)T 2

)
. (II.25)

Où M(g) désigne le nombre de coefficients non nuls de g dans la base orthogonale
B de l’espace vectoriel E. Cette propriété est très utile pour borner l’entropie.
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Preuve - du lemme II.7 -
Pour construire la base B du lemme nous allons découper le rectangle R modèle
d’horizon en tranches, puis en morceaux. Nous construirons ensuite des bases de
bandelettes ou d’ondelettes sur les morceaux dont nous bornerons les entropies.

Comme nous n’autorisons que les géométries polynomiales quantif́ıees, il est impos-
sible de garantir qu’il existe une telle géométrie qui reste proche de la géométrie
réelle. Or les bases de bandelettes ont été créées pour bien représenter les fonctions
dont la discontinuité reste dans la bande sur toute la longueur du rectangle discret.
L’idée qui permet de se ramener à des rectangles de bonne taille est de découper
R en tranche de longueur s1/α. En effet Le Pennec et Mallat ont montré que si
la géométrie c réelle de la courbe C et la géométrie g pratiquement utilisée pour
construire la base de bandelettes ne divergeaient pas de plus de C1s en norme in-
finie : ‖c − g‖∞ 6 C1s alors la base de bandelettes sur la bande avait de bonnes
propriétés d’approximation. Où C1 est un réel contrôlé, voir [PM05] partie 3.2, théo-
rème 1. Plus précisément c’est la direction de g qui compte si on a une géométrie
g1 = g + z où g est proche de c et où z est un réel quelconque g1 conviendra égale-
ment. On veut que les lignes de flot induite par g restent proches de celle induites
par c.

Le polynôme de degré α qui approche le mieux la géométrie réelle diverge d’au plus lα

de celle ci. Comme les coefficients sont quantifiés au pas 2j0 6 s(α+1)/α, la différence
entre le meilleur polynôme quantifié et le meilleur polynôme est bien contrôlée. On
en déduit que si l 6 s1/α alors l’approximation sur la bande sera bonne.

On ne découpe cependant pas directement R en tranches de longueur s1/α car pour
appliquer les résultats d’approximation sur une bande il est nécessaire de pouvoir
borner la hauteur de la bande en fonction de sa longueur. Cette condition permet en
fait de ne pas surdécouper inutilement des parties régulières loin de la singularité.
Nous proposons donc un découpage en trois temps. D’abord on découpe verticale-
ment R en tranches larges de longueur s1/(2α). On redécoupe ensuite chacune des
tranches autour de la discontinuité pour construire de petits modèles d’horizon dont
les deux dimensions sont de l’ordre de s1/(2α). On peut même s’arranger pour que
la courbe soit bien centrée dans ces rectangles. Maintenant que la hauteur de ces
rectangles est bornée par s1/(2α) on peut diviser en tranche de longueur s1/α. Ainsi
on ne surdécoupe pas les zones régulières et on a bien des petits modèles d’horizon
de longueur souhaitée.

On démontre d’abord le lemme suivant sur chacun des petits modèles d’horizon :
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Lemme II.9
Soit R un modèle d’horizon, dont la longueur l est bornée par s

1

α et dont la largeur

h est bornée par s
1

2α et telle que l 6 C1 h. On note d la distance minimale entre la
courbe C et les bords horizontaux de R et on définit δ = d

h
. Il existe C et une base

de bandelettes B tels que pour tout 2j0/2 6 T 6 s
α+1

2α

E(f, T,B) 6
C

δ2
T

2α
α+1 s

1

α | log2 T |. (II.26)

Preuve - II.9 -
Nous avons vu que les bases de bandelettes sur les modèles d’horizon sont constituées
de deux bases, B1 sur une bande discrète et B2 sur le complémentaire orthogonal.
Nous proposons une preuve complète des capacités d’approximation d’une base de
bandelettes sur le complémentaire de la bande, puis un résumé de la preuve pour la
base B1 sur la bande avec les arguments principaux. En effet, la preuve des capacités
d’approximation non linéaire de la base B1 est faite intégralement dans [PM05],dans
la partie 6 et particulièrement le lemme 6.1. De plus cette preuve est très technique
et une partie de celle ci se retrouve dans la démonstration des capacités d’approxima-
tion de B2. Nous bornons donc deux entropies associées à B1 et B2 et nous sommons
ensuite les bornes pour obtenir une borne sur l’entropie associée à B = B1 ∪ B2.

Soit c une paramétrisation de la courbe C qui traverse le modèle d’horizon R. On
considère la géométrie g polynomiale de degré α dont les coefficients sont quantifiés
avec un pas de 2j0 qui approche le mieux c en norme L∞. Comme l 6 s1/α, on a
‖g − c‖∞ 6 s.
On construit la base de bandelettes discrète associée à la géométrie g. Soit B2 la
base de bandelettes associée à l’extérieur de la bande. On a le lemme suivant

Lemme II.10

E(f, T,B2) 6
C

δ2
T 2
(
max(l T− 1

α+1 , 1)×max(hT− 1

α+1 , 1)
)
. (II.27)

Preuve - II.10 -
Pour montrer ce lemme nous allons construire une fonction g1 telle que

∑

(k1,k2)∈Ω̃0

〈φj0,k1,k2, f−g1〉2+M(g1)T
2
6
C

δ2
T 2
(
max(l T− 1

α+1 , 1)×max(hT− 1

α+1 , 1)
)
.

(II.28)
et conclure par la définition de l’entropie.
Comme le rectangle que nous utilisons est un modèle d’horizon, la singularité de f est
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éloignée de plus de 4s des bords supérieur et inférieur de R, la bande contient donc
entièrement la singularité lissée qui est d’épaisseur 2s. Sur le support des fonctions
Φj0,k1,k2 qui engendrent Ṽj0 la fonction f est donc régulière. Dans ce cas classique
de régularité uniforme on sait que l’échelle de coupure en dessous de laquelle tous
les coefficients sont inférieurs à T est l’échelle T 1/(α+1). Nous ajoutons une condition
technique sur cette échelle afin de pouvoir exploiter la régularité de f sur un espace
un peu plus grand que Vj0.

On note 2jc = min(T
1

α+1 , d
2K

) et g1 = PṼjc
(f). On veut borner M(g1)

M(g1) 6 K2 max(l 2−jc, 1) max(h 2−jc, 1) (II.29)

Si 2jc = T
1

α+1 nous avons

M(g1) 6 K2 max(l T− 1

α+1 , 1) max(hT− 1

α+1 , 1) (II.30)

Si 2jc = d
2K

nous avons

M(g1) 6 K2 max(
2KC1

δ
, 1) max(

2K

δ
, 1) 6

4K4

δ2
max(l T− 1

α+1 , 1) max(hT− 1

α+1 , 1)

(II.31)
Ainsi dans les deux cas nous obtenons la borne

M(g1)T
2
6

4K4C1

δ2
max(l T− 1

α+1 , 1) max(hT− 1

α+1 , 1)T 2 (II.32)

Nous introduisons maintenant une nouvelle famille d’espaces pour borner les coeffi-
cients d’ondelettes

Ej = Ṽj0 + Vec(ψj′,l1,l2, j0 < j′ 6 j such that : Support(ψj′,l1,l2) ∩ Cl = ∅)

où Cl est la singularité lissée.

∑

(k1,k2)∈Ω̃0

〈φj0,k1,k2, f − g〉2 = ||PṼj0
(f)− PṼjc

(f)||2 (II.33)

Comme Ṽjc ⊂ Ṽj0 nous avons

= ||PṼj0
(f)− PṼjc

(PṼj0
(f))||2 (II.34)

= min
F∈Ṽj

||PṼj0
(f)− F ||2 (II.35)
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D’après la définition de Ṽj , PṼj0
(PVj

(f)) ∈ Ṽj

6 ||PṼj0
(f)− PṼj0

(PVjc
(f))||2 (II.36)

6 ||PṼj0
(f − PVjc

(f))||2 (II.37)

Comme Ṽj0 ⊂ Ejc

6 ||PEjc
(f − PVjc

(f))||2 (II.38)

6 ||
∑

−∞<j′6jc

∑

l1,l2

〈f, ψj′,l1,l2〉PEjc
(ψj′,l1,l2)||2 (II.39)

6 ||
∑

j0<j′6jc

∑

(l1,l2)∈γj′

〈f, ψj′,l1,l2〉ψj′,l1,l2||2 (II.40)

Où γj′ est l’ensemble des indices (l1, l2) tels que les ondelettes ψj′,l1,l2 n’intersectent
pas Cl. Comme K 2jc 6

d
2
, si ψjc,k1,k2 intersecte Cl on a PṼj0

(ψj′,k1,k2) = 0 et par

orthogonalité des ondelettes on obtient PEjc
(ψj′,l1,l2) = 0 ou PEjc

(ψj′,l1,l2) = ψj′,k1,k2

6
∑

j0<j′<jc

∑

(l1,l2)∈γj′

〈f, ψj′,l1,l2〉2 (II.41)

Comme ces ondelettes sont toutes orthogonales entre elles

6
∑

j0<j′<jc

∑

(l1,l2)∈γj′

C2(2α+2)j′ (II.42)

en utilisant la régularité de f sur le support de chaque ondelette.

6 C
∑

j0<j′<jc

2(2α+2)j′K2 × 2−j
′

l 2−j
′

h (II.43)

parce qu’il y a au plus K2l2−j
′

h2−j
′

ondelettes à l’échelle j ′

6 CK222αjcl h (II.44)

d’après la définition de jc on déduit que

6 C K2 T 2 l T− 1

α+1 hT− 1

α+1 (II.45)

6 C T 2K2 max(l T− 1

α+1 , 1) max(hT− 1

α+1 , 1) (II.46)
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De (II.32) et de (II.46) on déduit (II.27).
�

Nous bornons maintenant l’entropie associée à la base B1.

Lemme II.11

E(f, T,B1) 6 CT 2
(
max(l T− 2

α+1 , | log2(T )|) + max(1, l T− 1

α+1 )×max(1, h T− 1

α+1 )
)
.

(II.47)

Nous ne donnons ici que les éléments de la preuve de Le Pennec et Mallat dans
[PM05] dans le cas discret. Les auteurs réalisent une preuve dans le cas continu et
montre dans la partie 6 comment on peut se ramener au cas discret si les valeurs dis-
crétisées sont obtenues par moyennage local. Ce qui est notre cas car la discrétisation
que nous utilisons est une projection sur un espace de fonctions locales d’intégrale
égale à 1.
Nous montrons d’abord que l’entropie d’une base B′ d’une bande continue Ω associée
à la bande discrète B est bornée par le membre de droite de l’équation (II.47). On
utilise ensuite le fait que les entropies locales de B′ et B1 sont proches pour conclure.

1. Comme la géométrie g choisie est suffisamment proche de la géométrie réelle, on
est assuré que les α premières dérivées selon la seconde variable de la fonction
Wf(x1, x2) = f(x1, x2 + g(x1)) est bornée en tout point de la bande Ω définie
par

Ω = {(x1, x2)\x1 ∈ [a1, b1], x2 ∈ [a2 − g(x1), b2 − g(x1)]}

comprenant tous les points dans le support de la bande discrète.

2. Nous montrons ensuite que la base B′ définie par





ψl,m1
(x1)ψj,m2

(x2 − g(x1)) , ψj,m1
(x1)φj,m2

(x2 − g(x1))

, ψj,m1
(x1)ψj,m2

(x2 − g(x1))





(l>j,m1,m2)∈IΩ
(II.48)

est une base orthogonale de Ω

3. Nous séparons les fonctions de base de B′ en deux bases, celles qui intersectent
la singularité lissée et les autres : B′ = B′

1 ∪ B′
2.
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4. En utilisant la régularité de f loin de la courbe et les propriétés des ondelettes
nous montrons que

E(f,B′
2, T ) =

∑

b′j,k1,k2
∈B′

2
,j>j0

min(|〈f, b′j,k1,k2〉|2, T 2)

6 CK2T 2(max(1, lT− 1

α+1 )×max(1, hT− 1

α+1 )) (II.49)

En utilisant le fait que la fonction f est régulière le long de la courbe et que le
nombre de bandelettes qui intersectent la courbe lissée est faible on obtient :

E(f,B′
1, T ) =

∑

b′j,k1,k2
∈B′

1
,j>j0

min(|〈f, b′j,k1,k2〉|2, T 2)

6 CK2T 2 max(lT− 2

α+1 , | log2 T |). (II.50)

L’intérêt d’utiliser des fonctions allongées le long de la discontinuité est d’as-
surer qu’un petit nombre de fonctions de base intersectent la discontinuité.
On déduit ensuite que

E(f, T,B′) 6 C K2 T 2
(

max(l T− 2

α+1 , | log2(T )|)

+ max(1, l T− 1

α+1 )×max(1, h T− 1

α+1 )
)
. (II.51)

5. On conclut alors

E(f,B1, T ) 6 2(E(f,B′, T ) +
∑

j>j0

∑

k1,k2

|〈f, b′j,k1,k2〉 − 〈f, bj,k1,k2〉|2)

6 2(E(f,B′, T ) + C2j0)

6 2(E(f,B′, T ) + CT 2).

En sommant (II.47) et (II.27) on obtient que la base de bandelettes B = B1 ∪ B2

vérifie sur un modèle d’horizon

E(f, T,B) 6
C

δ2
T 2
(

max(l T− 2

α+1 , | log2(T )|)

+ max(1, l T− 1

α+1 )×max(1, h T− 1

α+1 )
)
.

Nous montrons maintenant que la base B vérifie l’inégalité (II.26).

Comme on a supposé que l 6 s
1

α et h 6 s
1

2α , on a

E(f, T,B) 6
C

δ2
T 2
(
max(s

1

α T− 2

α+1 , | log2(T )|) + max(1, s
1

α T− 1

α+1 )×max(1, s
1

2α T− 1

α+1 )
)
.

(II.52)

Comme T
2α

α+1 6 s, il existe trois possibilités
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1. s
1

α ∈ [T
2

α+1 , T
2

α+1 | log2 T |]

E(f, T,B) 6
C

δ2
T 2
(
s

1

2α T− 1

α+1 + | log2 T |
)

(II.53)

6
C

δ2
T

2α
α+1

(
s

1

2α T
1

α+1 + T
2

α+1 | log2 T |
)

(II.54)

6
C

δ2
T

2α
α+1 (s

1

α + s
1

α | log2 T |) (II.55)

6
2C

δ2
T

2α
α+1 s

1

α | log2 T |. (II.56)

2. s
1

α ∈]T
2

α+1 | log2 T |, T
1

α+1 ]

E(f, T,B) 6
C

δ2
T 2
(
s

1

2α T− 1

α+1 + s
1

α T− 2

α+1

)
(II.57)

6
C

δ2
T

2α
α+1

(
s

1

2αT
1

α+1 + s
1

α

)
(II.58)

6
2C

δ2
T

2α
α+1 s

1

α (II.59)

(II.60)

3. s
1

α > T
1

α+1

E(f, T,B) 6
C

δ2
T 2
(
s

3

2α T− 2

α+1 + s
1

α T− 2

α+1

)
(II.61)

6
2C

δ2
T

2α
α+1s

1

α (II.62)

(II.63)

Ce qui conclut la preuve du lemme II.9. �

Nous utilisons maintenant cette borne obtenue sur l’entropie d’une base de bande-
lettes d’un petit modèle d’horizon pour borner l’entropie sur un modèle d’horizon
R quelconque.
On va supposer, sans perte de généralité, que l > s

1

2α et h > s
1

2α pour que le dé-
coupage en tranches en deux étapes soit justifié. Si s

1

α 6 l < s
1

2α on ne fait pas le
premier découpage en tranches et si l < s

1

α on utilise le lemme précédent. Comme la
borne finale ne dépend pas de h, le cas h < s

1

2α se traite en bornant h par h′ > s
1

2α

Comme la courbe C est plutôt horizontale, une division de R en tranches verticales
de longueur s

1

2α produit moins de 2l s−
1

2α rectangles Ri qui sont également des mo-
dèles d’horizon. Le rapport δi = di

hi
qui mesure la position de la courbe dans chacun
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Fig. II.4 – Premier découpage d’un modèle d’horizon en tranches verticales de lon-
gueur s1/(2α).

des rectangles est égale au rapport δ = d
h

du modèle d’horizonR pour chacun desRi.
Notons R1 un de ces rectangles. Comme la courbe C est plutôt horizontale (l’angle
entre C et la direction horizontale est inférieur à π

3
), on peut diviser horizontalement

R1 en au plus trois rectangles de telle sorte que

– un d’entre eux soit un modèle d’horizon (noté R2) et que les autres soient des
rectangles réguliers (où la fonction f est uniformément régulière).

– la hauteur du modèle d’horizon soit inférieure à 5s
1

2α .
– le rapport δ associé au modèle d’horizon soit supérieur à celui de R.

En effet si la distance d1 entre C le bord inférieur (par exemple) de R1 est infé-

rieure à s
1

2α on divise R horizontalement en deux rectangles à d1 au dessus de Cl.
Par construction on a d2 = d1 et h2 6 h1 et donc δ2 > δ1 = δ. De plus on a bien
h 6 2l + 2d2 + 2s 6 4s

1

2α + 2s 6 5s
1

2α si s est suffisamment petit. Si d1 > s
1

2α alors
on divise R en trois rectangles à une distance s

1

2α au dessus et au dessous de Cl.
Dans ce cas on a h 6 2d2 + 2l + 2s 6 5s

1

2α et donc on a δ2 6 1/5.
Dans les deux cas les trois conditions précédentes sont remplies. Après avoir divisé
tous les rectangles modèles d’horizon type R1 en deux ou trois, on divise les rec-
tangles modèles d’horizon R2 en tranches de longueur s

1

α . Pour chaque rectangle
R2 on forme ainsi moins de 2s−

1

2α petits modèles d’horizon. Ces rectangles vérifient
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Fig. II.5 – Découpage obtenu après que chaque rectangle R1 ait été divisé en 3 pour
obtenir des modèles d’horizons dont la hauteur est comparable à la longueur.

toutes les hypothèses du lemme II.9 et peut donc leur appliquer le lemme pour borner
l’entropie des bases de bandelettes sur chacun d’eux. Pour borner l’entropie globale
de la base B sur R il reste à borner l’entropie sur les rectangles réguliers. Nous
montrons dans la suite en utilisant les outils que nous avons utilisés à chaque fois
pour les zones régulières, qu’une base B′ d’ondelettes simple vérifie sur un rectangle
régulier de taille l × h

E(f,B′, T ) 6 C T 2 max(lT− 1

α+1 , 1)×max(hT− 1

α+1 , 1). (II.64)
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Fig. II.6 – Dernier découpage des modèles d’horizon en tranches verticales de lon-
gueur s1/(α).

On conclut alors en sommant les entropies des différentes bases sur les différents
rectangles obtenus par la partition de R décrite ci dessus :

E(f,B, T ) 6
∑

Ri modèle d’horizon

E(f,Bi, T ) +
∑

Rj rectangles réguliers

E(f,Bj , T )

6 2 s−
1

2α 2l s−
1

2α ×max
i

(E(f,Bi, T )) + 4 l s−
1

2α ×max
j

(E(f,Bj, T ))

6 2 s−
1

2α 2l s−
1

2α × C K4

δ2
T

2α
α+1 s

1

α | log2 T |

+ 4 l s−
1

2αC T 2 max(1, ljT
− 1

α+1 ) max(1, hjT
− 1

α+1 )

6 2 s−
1

2α 2l s−
1

2α × C K4

δ2
T

2α
α+1 s

1

α | log2 T |

+ 4 l s−
1

2α × C T 2 s
1

2αT− 1

α+1 T− 1

α+1

6 4 l C
K4

δ2
T

2α
α+1 | log2 T |+ 4 l C T

2α
α+1 .

�

Ce lemme d’approximation non linéaire permet d’obtenir des résultats d’estimation
directement sur un modèle d’horizon discret.
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II.3.2.3 Estimation sur un modèle d’horizon discret

Le problème de l’estimation sur un modèle d’horizon peut parâıtre plus simple que
le problème d’estimation d’une fonction Cα géométriquement régulière. En effet le
problème est déjà discrétisé et il est plus facile de construire un dictionnaire de bases
orthogonales qui assure une bonne décroissance de l’erreur d’approximation sur un
modèle d’horizon que sur une image complète. Cependant toute la difficulté réelle
du problème réside dans le modèle d’horizon discret.
La première projection sur l’espace L = Vj0 est fixe et ne dépend théoriquement
que du niveau de bruit. Plus le bruit est faible, plus on peut espérer retrouver des
informations à échelle fine et plus il est important d’avoir des données à ces échelles.
Cette première projection est une étape obligée et très classique en théorie de l’ap-
proximation. On définit très souvent une première échelle de coupure en dessous de
laquelle on sait qu’il n’y a plus d’informations à aller chercher.
Le second point est technique mais pas fondamental. En effet il n’est pas si facile
de réaliser une partition du carré unité en modèles d’horizon et rectangles réguliers,
mais ce qui permet d’assurer une bonne décroissance de l’erreur d’approximation
c’est la borne obtenue plus haut sur l’entropie des bases de bandelettes adaptées sur
les modèles d’horizon.
Nous aurions pu choisir de ne donner uniquement que le résultat d’estimation sur
les images Cα géométriques mais nous pensons qu’il n’est qu’une conséquence lo-
gique du résultat d’approximation et d’estimation sur un modèle d’horizon. Nous
proposons donc un théorème d’estimation sur un modèle d’horizon discret.

Soit f̄ la projection d’une fonction Cα géométriquement régulière sur un rectangle
modèle d’horizon R. R est engendré par des fonctions d’échelle (Φj0,k1,k2)k1,k2.
On a ainsi

f̄ =
∑

k1,k2

〈f,Φj0,k1,k2〉Φj0,k1,k2. (II.65)

Soit dW un processus de Wiener. On cherche à estimer f̄ à partir de

Ȳ =
∑

k1,k2

〈f + εdW,Φj0,k1,k2〉Φj0,k1,k2 = f̄ +W (II.66)

où W est un bruit blanc gaussien de variance ε2 dont la dimension est celle de R.
Comme on a le résultat d’approximation non linéaire du paragraphe précédent sur
les modèles d’horizon discret, il suffit de montrer que le nombre total de bandelettes
dans l’ensemble des bases de bandelettes possibles sur R est bien contrôlé, pour
pouvoir appliquer le lemme II.6 et donc avoir un borne du risque de l’estimateur en
bandelettes.
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Lemme II.12
Le nombre κR de bandelettes dans toutes les bases d’un modèle d’horizon R de
dimension 2−j0 × 2−j0 est borné par

κR 6 C2−(α+2)j0 . (II.67)

On a considéré ici que les géométries étaient uniquement polynomiales d’ordre α et
quantifiées.
On considère qu’à chaque polynôme quantifié correspond une géométrie différente.
Pour être précis le terme constant ne compte pas car c’est uniquement la dérivée
de la courbe qui indique la géométrie. Ainsi on peut estimer qu’il y a au plus 2−αj0

bases de bandelettes différentes par modèle d’horizon. Le lemme se déduit alors du
fait que toutes les bases contiennent moins de C2−2j0 vecteurs.
On peut maintenant appliquer le lemme II.6 pour obtenir le théorème d’estimation
suivant.

Théorème II.13
Soit Ȳ = f̄ + W où W est un bruit blanc gaussien de variance ε2 et où f̄ est la
projection d’une fonction Cα géométriquement régulière sur un espace de fonctions
d’échelle Vj0. Si 2j0 = ε2 alors il existe 3 réels c, C et C ′ tels que l’estimateur en
bandelette défini au lemme II.6 vérifie avec une probabilité supérieure à 1− cε

‖F − f̄‖2 6 C| log ε|2ε 2α
α+1 (II.68)

et
E(‖F − f̄‖)2

6 C ′| log ε|2ε 2α
α+1 (II.69)

On remarque simplement que les 3 hypothèses du lemme II.6 sont remplies avec
β = 2α/(α+ 1) et β ′ = 1, comme β/2 + β ′ 6 2 on a le résultat.
La condition ε2 = 2j0 est une condition double, en effet si 2j0 est vraiment trop petit
par rapport à ε2, le nombre de vecteurs dans l’ensemble des bases de bandelettes
deviendra trop grand, on considérera donc un ensemble de modèles trop riche et les
bornes obtenues sur le risque seront moins bonnes. En pratique elles le resteront si
2j0 reste de l’ordre d’une puissance de ε. Si 2j0 est trop grand, le modèle n’est pas
assez riche et on a toutes les chances de perdre des détails qui sont pourtant au
dessus du niveau du bruit.
Nous allons maintenant montrer que pour chaque fonction f Cα géométriquement
régulière, il existe une base de bandelettes globale qui assure une bonne représen-
tation de f . Nous verrons ensuite un analogue du résultat d’estimation précédent
pour ces fonctions.
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II.3.3 Base de bandelettes sur [0, 1]2

II.3.3.1 Construction d’une base de bandelettes sur [0, 1]2

Nous considérons maintenant une fonction f appartenant à la classe Θ des fonctions
Cα géométriquement régulières dans son entier. Nous avons vu comment on pouvait
construire des bases de bandelettes sur des rectangles discrets, comment passer à des
bases globales qui conservent les mêmes capacités d’approximation non linéaire ?
Nous souhaitons construire des bases de L2([0, 1]2) et pas seulement d’un espace de
dimension finie. Toute fonction doit pouvoir s’écrire dans une base de bandelettes.
Certaines fonctions seront bien approchées avec peu de coefficients, d’autres pas
mais toutes auront une représentation en bandelettes. Pour construire ces bases
nous considérons une décomposition multiéchelle de L2([0, 1]2) associée à une base
d’ondelettes orthogonale :

L2([0, 1]2) = Vj0 ⊕
j6j0

Wj . (II.70)

Une base de bandelettes est l’union de deux bases orthogonales, l’une sur l’espace
vectoriel de dimension finie Vj0 et l’autre sur l’espace ⊕

j6j0
Wj de dimension infinie.

Ainsi, à tout j0 on associe un dictionnaire de bases de bandelettes Dj0. La base
naturelle de l’espace de détails ⊕

j6j0
Wj est la base d’ondelette tensorielle bidimen-

sionnelle. Comme nous ne nous intéressons à la géométrie des images qu’au dessus
d’une certaine échelle pour l’estimation, nous utiliserons cette base naturelle qui sé-
pare les échelles grossières des échelles fines.
La géométrie intervient dans la construction de la base de bandelettes sur Vj0. En
effet, une base de bandelettes de Vj0 est une union de bases sur des rectangles dis-
crets et nous avons vu que ces bases étaient définies par des géométries locales.
Ainsi une base de bandelettes est définie par trois éléments :

– une échelle j0,
– une segmentation de l’espace Vj0 en rectangles discrets,
– une géométrie sur chacun des rectangles.

Nous avons vu dans l’étude des bases sur les rectangles discrets, qu’on pouvait se
restreindre aux géométries polynomiales quantifiées et assurer une bonne approxi-
mation de f .
Le but de la segmentation est de se ramener à des situations que l’on sait traiter
localement, comme pour l’approximation polynomiale par morceaux. L’idéal pour
assurer une bonne représentation des fonctions de Θ serait de pouvoir segmenter
l’espace Vj0 en modèles d’horizon et les traiter séparément. Malheureusement c’est
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rarement possible, ne serait-ce qu’aux endroits où les courbes se coupent. Les mo-
dèles d’horizon discrets sont des briques élémentaires mais ils ne peuvent à eux seuls
servir à partitionner l’image. Si on veut obtenir une base globale qui assure une
bonne représentation, c’est à dire dont l’entropie est aussi faible que possible on ne
peut pas partitionner l’image n’importe comment.
Nous proposons comme Le Pennec et Mallat [PM05] de diviser l’espace qui est ici
discret en trois classes de rectangles :

– les rectangles modèles d’horizon,
– les rectangles réguliers,
– les rectangles de jonction ou singuliers.

Les rectangles réguliers désignent les rectangles discrets sur lesquels la fonction f est
uniformément Cα. Les rectangles singuliers sont des rectangles qui n’appartiennent
pas aux deux autres catégories, souvent ils contiennent des intersections de courbes
ou une seule courbe mais ne remplissent pas toutes les conditions pour être un
modèle d’horizon. Trouver des bases qui assurent des entropies faibles sur des rec-
tangles réguliers n’est pas un problème. En effet des bases d’ondelettes classiques
représentent de manière optimale les fonctions uniformément régulières. Sur ces rec-
tangles les bandelettes seront ainsi des ondelettes classiques.
Comme on contrôle assez peu ce qui se passe dans les rectangles singuliers, il est
difficile de construire une base adaptée. Afin d’assurer une entropie faible sur ces
rectangles, nous bornerons leurs deux dimensions par un multiple de s et nous limi-
terons leur nombre. Nous utiliserons des bases d’ondelettes sur ces rectangles.
Une base de bandelettes au dessus de l’échelle j0 est donc une union de bases décrites
précédemment, forgées sur mesure pour les modèles d’horizon et de bases d’onde-
lettes locales. Pour montrer que parmi ces bases globales il en existe une pour chaque
fonction qui assure une bonne représentation il suffit de montrer qu’il existe bien
pour chaque fonction f un bon découpage permettant de construire une base B dont
l’entropie vérifie une inégalité similaire à celle obtenue pour un modèle d’horizon,

E(f, T,B) 6 CT
2α

α+1 | log2 T |. (II.71)

Comment effectuer un découpage adéquat c’est à dire qui assure que les rectangles
singuliers soient petits et peu nombreux et que les autres ne soient pas trop nom-
breux ? Si l’image est surdécoupée on tire moins bien partie de sa régularité et on
perd en approximation. Dans le prochain paragraphe nous décrivons le problème de
la détermination d’un bon découpage, nous expliquons ensuite quelle famille de dé-
coupages nous avons choisi et nous montrerons dans les paragraphes suivants que ce
découpage assure l’existence d’une base de bandelettes ayant de bonnes propriétés
d’approximation.
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II.3.3.2 Quel découpage ?

La méthode la plus couramment utilisée pour réaliser ce genre de partition est une
division diadique de l’espace. Ainsi Le Pennec et Mallat [PM05] proposent l’utilisa-
tion d’un arbre quaternaire pour diviser l’image et les petits carrés qui serviront à
construire les bandes sur lesquelles sont construites les bases de bandelettes. L’idée
de ce découpage est simple, tant qu’on n’a pas atteint une taille minimale fixée
par l’erreur qu’on s’autorise, on redécoupe tous les carrés qui ne sont ni réguliers
ni modèles d’horizon. Cette approche a beaucoup d’avantages. Elle est simple, le
nombre de rectangles à explorer est limité et la structure arborescente permet une
optimisation effective et rapide.
Malheureusement nous ne pouvons l’utiliser directement. En effet la définition que
nous avons choisi pour les modèles d’horizon ne s’accorde pas avec un tel décou-
page. Pour qu’un rectangle soit un modèle d’horizon il est nécessaire que la courbe
qui le traverse soit éloignée de plus de 4s de ses bords . Si la fonction f admet
une discontinuité horizontale exactement au milieu de l’image tous les découpages
qui engendreront un bord de rectangle tangent à cette courbe poseront problème.
Comme f n’est pas régulière au niveau de la courbe on ne pourra avoir ici de rec-
tangles réguliers. Comme le bord du rectangle est trop proche de la courbe, on ne
peut avoir de modèles d’horizon. Si on utilise ici des rectangles singuliers on en aura
besoin sur toute une portion de courbe ce qui est trop si on veut assurer une bonne
approximation. D’une manière générale, tout découpage qui impose une césure à un
endroit précis donné posera le même problème.
Ajoutons que nous imposons une autre contrainte au découpage que nous voulons
construire : il doit permettre une minimisation effective. Le nombre de partitions de
Vj0 en rectangles discrets est colossal et crôıt au moins exponentiellement avec 2−j0.
Il n’est pas envisageable de toutes les comparer pour déterminer la base de bande-
lettes optimale. La structure d’arbre quaternaire permet de déterminer la meilleure
base globale à partir d’un petit nombre de comparaisons locales. C’est la structure
hiérarchique du découpage qui permet cela et qui assure de pouvoir effectuer en un
temps raisonnable la minimisation.
Nous utiliserons une méthode de découpage hiérarchique proposé par Huang, Pol-
lak, Do et Bouman [HPDB]. Cette méthode a été introduite pour la recherche de
meilleure base et conçue pour permettre une minimisation effective. On considère
l’ensemble des découpages qui peuvent être obtenus par une succession de divisions
verticales et horizontales de rectangles de la partition, sur une grille fixe. A chaque
étape, on choisit un rectangle obtenu par les découpages précédents et on le divise
en deux rectangles. Chaque division devant être effectuée verticalement ou horizon-
talement selon une grille fixée.
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Ces contraintes limitent le nombre total de découpages et assurent de pouvoir ef-
fectuer la minimisation. En effet si on associe une fonction de coût sous-additive
quelconque à chaque rectangle, dans notre cas cette fonction de coût est l’entropie
de la meilleure base de bandelettes, il existe une méthode qui permet de déterminer
la partition qui optimise la fonction de coût globale. On entend par fonction de coût
sous-additive, une fonction telle que pour tout rectangle R,

c(R) 6 c(R1) + c(R2), ∀(R1,R2) tels que R1 ⊕R2 = R.

Pour effectuer la minimisation, T étant fixé, on calcule d’abord l’entropie de la
meilleure base de bandelettes construite sans diviser en sous-rectangles, sur tous les
rectangles. Le temps que prend cette opération dépend du nombre de rectangles
donc de la finesse de la grille de division et du nombre de bases par rectangle. Dans
notre cas on s’autorise des divisions sur une grille proportionnelle à celle de Vj0 .
Ainsi le nombre total de rectangles est borné par 2−4j0.
Ensuite pour chaque rectangle, en commençant par les plus petits on compare l’en-
tropie de la meilleure base avec la somme des entropies des meilleures bases de R1 et
R2 pour toutes les partitions R en deux. Le nombre de comparaisons par rectangles
est proportionnel au périmètre du rectangle. Comme on commence par les plus pe-
tits, on est assuré que la partition choisie sera optimale parmi toutes les partitions
car tous les couples (R1,R2) de partitions possibles auront également été optimisés
préalablement. Si le découpage s’effectue sur une grille de taille N × N , le nombre
de comparaisons par rectangle est borné par 2N , le nombre de rectangles est borné
par N4/2 et l’optimisation nécessite donc moins de N 5 opérations.
On ainsi a le résultat suivant :

Lemme II.14
L’ensemble des bases de bandelettes construites sur un espace Vj0 de dimension 2−2j0

contient moins de C2−(α+6)j0 bandelettes et l’optimisation nécessite de l’ordre de
2−(10+α)j0 opérations.

En effet, nous avons vu que l’ensemble des bases de bandelettes sur un modèle d’ho-
rizon contenait moins de C2−(α+2)j0 bandelettes de bases et le nombre de rectangles
discrets est borné par 2−4j0. Pour l’optimisation on doit calculer les coefficients dans
chaque base locale. Chaque coefficient nécessite au plus C12

−2j0 opérations. Chaque
base locale nécessite donc au plus C12

−4j0 opérations pour décomposer f . Comme
on a 2−(α+2)j0 bases par rectangles et 2−4j0 rectangles, on en déduit que le calcul de
l’ensemble des bases locales s’effectue en moins de 2−(10+α)j0 opérations. Le temps
d’optimisation est ainsi négligeable par rapport au temps de calcul des décomposi-
tions locales de f .
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Cette famille de découpages, outre qu’elle permet une optimisation effective, a l’avan-
tage d’être plus souple que la division dyadique. Pour toute courbe horizontale il
existe un découpage qui laisse la courbe loin des bords des rectangles de la partition.
C’est cette propriété qui va nous permettre de construire un découpage adapté à
chaque fonction f .
Dans le paragraphe suivant nous donnons des bornes sur les entropies des bases
d’ondelettes sur les rectangles réguliers et singuliers puis nous expliquons comment
on construit un découpage adapté à la fonction f en utilisant la méthode décrite
ci-dessus. Pour s’assurer que le découpage final peut être obtenu par une succession
de divisions en deux rectangles, il est décrit par une succession d’étapes qui peuvent
elles-mêmes être décomposées en une succession de division en deux.

II.3.3.3 Approximation globale en bases de bandelettes

Nous avons déjà vu qu’il existait une base de bandelettes sur un modèle d’horizon
qui assurait

E(f, T,B) 6
C

δ2
T

2α
α+1 | log2 T |max(l, s1/α)

où l est la longueur du modèle d’horizon.
On montre maintenant que l’on peut obtenir des bornes similaires pour les rectangles
réguliers et singuliers avec des bases d’ondelettes. Pour les rectangles réguliers on a
la borne suivante avec des bases d’ondelettes :

Lemme II.15
Soit R un rectangle régulier dont la longueur est l et la hauteur h. Il existe CR tel

que pour tout 2j0/2 6 T 6 s
α+1

2α

E(f, T,B) 6 CR T
2 max(1, l T− 1

α+1 ) max(1, h T− 1

α+1 ). (II.72)

Ce lemme exprime simplement les capacités d’approximation des ondelettes sur les

fonctions régulières. Les termes max(lT− 1

α+1 , 1) et max(hT− 1

α+1 , 1) rappellent qu’il
faut une taille minimale au rectangle pour exploiter la régularité. En dessous de cette
taille, on prend uniquement les fonctions d’échelles, l’approximation sera bonne mais
elle nous aura coûté un nombre constant de coefficients pour un tout petit rectangle.

Preuve - II.15 -
Nous allons prouver qu’il existe un réel C dépendant uniquement des bornes sur les
dérivées de f , une échelle jc telle que la projection g1 de f sur Vjc vérifie

∑

j0<j<jc

∑

k1,k2

〈f, ψj,k1,k2〉+M(g1)T
2
6 C max(1, l T− 1

α+1 ) max(1, h T− 1

α+1 )T 2 (II.73)
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où M(g1) désigne le nombre de coefficients nécessaires à définir g1 dans l’espace Vjc .
La propriété de minimalité vérifiée par l’entropie permet d’assurer

E(f, T,B) 6
∑

j0<j<jc

∑

k1,k2

〈f, ψj,k1,k2〉+M(g1)T
2

6 C max(1, l T− 1

α+1 ) max(1, h T− 1

α+1 )T 2

où B est la base d’ondelettes associée à Vjc .

On choisit 2jc = T
1

α+1 , on a ainsi

M(g) 6 K2 max(1, lT− 1

α+1 ) max(1, hT− 1

α+1 )

où K est une borne sur la longueur du filtre associé à la base d’ondelettes. De plus,
de la régularité de f , on déduit qu’il existe C1 dépendant des bornes sur les dérivées
de f tel que

∑

j0<j<jc

∑

k1,k2

〈f, ψj,k1,k2〉 6
∑

j0<j<jc

∑

k1,k2

C1 22(α+1)j (II.74)

6
∑

j0<j<jc

K2C1 max(1, l 2−j) max(1, h 2−j) 22(α+1)j (II.75)

La série étant géométrique

6 C K2 max(1, l 2−jc) max(1, h 2−jc) 22(α+1)jc (II.76)

On conclut en utilisant la définition de 2jc

6 C K2 max(1, l T− 1

α+1 ) max(1, h T− 1

α+1 )T 2 (II.77)

Ce qui termine la preuve du lemme II.15. �

Pour les rectangles singuliers on ajoute une condition de dimension pour assurer
que l’entropie associée à une base d’ondelettes est suffisamment faible.

Lemme II.16
Soit R un rectangle singulier dont la longueur l est inférieure à C1 s et dont la

longueur h est inférieure à C1 s. Il existe CS tel que pour tout T 6 s
α+1

2α

E(f, T,B)CS max(T
2α

α+1 s
2

α+1 , T 2). (II.78)
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Preuve - II.16 -
Nous allons utiliser la régularité du noyau h de taille s pour borner l’entropie sur R
Soit 2jc = (T sα)

1

α+1 . On note comme dans le cas régulier g1 la projection de f sur
le sous-espace Vjc. On va montrer que

∑

j0<j<jc

∑

k1,k2

〈f, ψj,k1,k2〉+M(g)T 2
6 C2

1 C max(T
2α

α+1s
2

α+1 , T 2). (II.79)

et conclure comme nous l’avons déjà fait en utilisant la propriété de minimiseur de
l’entropie.
M(g1) désigne le nombre de coefficients qui définissent g1 dans l’espace Vjc . D’abord
on borne M(g1)

M(g1) 6 K2 max(l 2−jC , 1) max(h 2−jc, 1) (II.80)

6 K2 max(C1 s (Tsα)−
1

α+1 , 1)2 (II.81)

6 K2 C2
1 max((s T−1)

1

α+1 , 1)2 (II.82)

On borne ensuite les coefficients d’ondelettes en utilisant la régularité du noyau de
lissage,

∑

j0<j<jc

∑

k1,k2

〈f, ψj,k1,k2〉 6
∑

j0<j<jc

∑

k1,k2

2(2α+2)j s−2α (II.83)

6
∑

j0<j<jc

K2 max(C1 s 2−j, 1)2 2(2α+2)j s−2α (II.84)

On utilise le fait que la série soit géométrique,

6 C C2
1 max((s T−1)

1

α+1 , 1)2 2(2α+2)j s−2α (II.85)

et donc, d’après la définition de jc

6 C C2
1 max((s T−1)

1

α+1 , 1)2 T 2 (II.86)

On déduit le lemme II.16 de (II.82) et de (II.86) �

On sait donc borner l’entropie de la meilleure base de bandelettes sur chacune des
trois classes de rectangles par des termes qui sont au moins aussi bons que la borne
obtenue sur le modèle d’horizon.
La borne obtenue sur les modèles d’horizon est proportionnelle à la longueur du
rectangle si celui ci est assez grand. Si nous arrivons à découper l’espace Vj0 de telle
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sorte que les modèles d’horizon ne soient pas trop petits, on peut obtenir une borne
sur l’entropie de l’union des bases sur ces rectangles qui est majorée par un terme de

la forme C T
2α

α+1 | log2 T |L où L est la longueur totale des courbes de singularité de f .
De même la majoration de l’entropie sur les rectangles réguliers est proportionnelle
à leur surface s’ils sont assez grands. Si on ne surdécoupe pas trop on va pouvoir

borner la somme de ces entropie par un terme de la forme CT
2α

α+1 car la somme des
surfaces est bornée par 1. Enfin la borne obtenue sur les rectangles singuliers est en

fait proportionnelle à T 2 ou s2/(α+1)T
2α

α+1 selon la valeur de T . Si le nombre de ces
rectangles reste raisonnable et en particulier crôıt moins vite que s−2/(α+1) alors on
aura la borne souhaitée sur la somme des entropies sur ces rectangles.
Le lemme suivant affirme qu’il existe un découpage obtenu par la procédure décrite
dans le paragraphe précédent qui divise l’espace Vj0 en un petit nombre de rectangles
discrets des trois classes.

Lemme II.17
Pour toute fonction f de la classe θ, si j0 est suffisamment petit, il existe une
partition du rectangle discret associé à [0, 1]2, en sous-rectangles discrets à l’échelle
j0 et un réel CD tel qu’il y ait au plus
– CD| log2 s|2 rectangles réguliers
– CD| log2 s|2 modèles d’horizon où δ est minoré uniformément.
– CD | log2 s| rectangles singuliers dont la taille est bornée par C s× C s.

Ce lemme permet de conclure à l’existence d’une base globale dont l’entropie est
bien contrôlée. En effet la somme des entropies des bases associées aux rectangles
réguliers est bornée par

∑

Ri rectangles réguliers

E(f,Bi, T ) 6
∑

li>T
1

α+1 et hi>T
1

α+1

E(f,Bi, T ) +
∑

lj<T
1

α+1 ou hj<T
1

α+1

E(f,Bj , T )

6
∑

i

CR li hi T
2α

α+1 +
∑

j

CR max(lj , hi)T
2α

α+1 T
1

α+1 (II.87)

6 CR T
2α

α+1 + CRCD T
2α

α+1T
1

α+1 | log2 s|2 (II.88)

Comme T
2α

α+1 6 s on en déduit une majoration de | log2 S|

6 CR T
2α

α+1 + CRCD T
2α

α+1 (C ′T
1

α+1 | log2 T |2) (II.89)

d’où si T est suffisamment petit

6 2CR T
2α

α+1 . (II.90)
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Un raisonnement similaire permet de borner la somme des entropies des bases de
bandelettes sur les modèles d’horizon.

∑

Rimodèles d’horizon

E(f,Bi, T ) 6
∑

li6s1/α

E(f,Bi, T ) +
∑

lj>s1/α

E(f,Bj, T ) (II.91)

6
∑

i

CH
δ2
liT

2α
α+1 | log2 T |+

∑

j

CH
δ2
s1/αT

2α
α+1 | log2 T |

(II.92)

6
CH
δ2
LT

2α
α+1 | log2 T |+

CH
δ2
s1/αT

2α
α+1 | log2 T |CD| log2 s|2

(II.93)

et donc dès que s est suffisamment petit par rapport à L

6
2CH
δ2

LT
2α

α+1 | log2 T | (II.94)

On fait de même sur les rectangles singuliers

∑

Ri rectangles singuliers

E(f,Bi, T ) 6 CD| log2 s|CST
2α

α+1 max(s2/(α+1), T 2/(α+1)) (II.95)

Suivant la valeur du maximum, on a

∑

Ri rectangles singuliers

E(f,Bi, T ) 6 CD CST
2α

α+1s2/(α+1))| log2 s| 6 CD CST
2α

α+1 . (II.96)

dès que s est suffisamment petit, ou

∑

Ri rectangles singuliers

E(f,Bi, T ) 6 CD CST
2α

α+1 (C ′| log2 T |T 2/(α+1)) 6 CD CST
2α

α+1

(II.97)
dès que T est suffisamment petit. Dans tous les cas si T et s sont suffisamment petits
on a ∑

Ri rectangles singuliers

E(f,Bi, T ) 6 CD CST
2α

α+1 (II.98)

Donc de (II.90),(II.94) et (II.98) on déduit que pour tout f dans Θ il existe une base
globale BG de bandelettes tel qu’il existe CG dépendant de f tel que

E(f, T,B) 6 CGT
2α

α+1 | log2 T |. (II.99)
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Cette borne va nous permettre d’appliquer les résultats d’estimation sur la fonction
f globalement et non plus que sur un modèle d’horizon.
Pour que ce résultat soit tout à fait complet il faut démontrer le lemme concernant
l’existence du découpage. Nous proposons de donner ici une description d’un décou-
page correspondant au lemme II.17. Les détails de la démonstration sont proposés
en annexe. Nous proposons un découpage en plusieurs étapes.

Le premier découpage découpe Vj0 en un nombre fini de rectangles qui dépend de f .
Il a pour but de séparer les différentes courbes. Comme ces courbes sont en nombre
fini et que leurs dérivées sont bornées, il existe un découpage qui sépare l’espace
en rectangles réguliers, en rectangles singuliers qui contiennent des intersections
de courbes et en rectangles orientés. Les rectangles orientés sont définis comme
les modèles d’horizon sauf qu’on n’impose pas de condition de distance entre la
courbe et les bords. En revanche on impose qu’aux alentours des bords horizontaux
(resp verticaux) de ces rectangles les courbes fassent un angle minimal θ0 avec l’axe
horizontal (resp vertical). Cette condition est indispensable pour pouvoir construire
des modèles d’horizon par la suite.
Comment réaliser un tel découpage ? Si on n’a pas de condition sur les angles des
courbes, il suffit juste de prendre un découpage suffisamment fin. On considère un
tel découpage en petits carrés de dimensions d×d. On montre en annexe qu’il existe
une petite perturbation de ce découpage, en modifiant légèrement les césures qui
posent problème, qui permet de conserver l’isolement des courbes tout en assurant
l’existence d’un θ0 et d’une distance d0 autour des bords tels que les portions de
courbes à moins de d0 des bords fassent un angle supérieur à θ0 avec les bords. C’est
le nombre fini de courbe et une borne sur les dérivées qui permet cela.

Pour arriver au découpage final, il reste à redécouper les rectangles qui contiennent
des intersections de courbes pour n’avoir qu’un petit rectangle singulier au niveau
de l’intersection et à redécouper les rectangles orientés en modèles d’horizon.

Le second découpage traite les intersections de courbes. On va diviser récursivement
ces rectangles toujours transversalement aux courbes pour ne pas avoir de problèmes
de tangence et isoler l’intersection des courbes dans un rectangle de taille inférieure
à C1s×C1s. On montre en annexe qu’on peut le faire pour chaque intersection avec
un découpage en C2| log2 s| rectangles, dont un seul est singulier. Les autres sont
soit réguliers soit orientés.

Le dernier découpage traite les rectangles orientés, il permet de diviser chaque rec-
tangle orienté en au plus C2| log2 s| rectangles dont deux au plus sont singuliers
et les autres sont soit réguliers soit des modèles d’horizon. On ne découpe pas si
le rectangle est déjà un modèle d’horizon. Sinon il existe un point proche d’un
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bord horizontal (avec une courbe horizontale), on l’isole dans un rectangle de taille
4/ tan θ0 × 4/ tan θ0 afin d’assurer qu’en dehors de ce rectangle, la courbe soit suf-
fisamment éloignée du bord et on fait ensuite un découpage logarithmique pour
assurer que 1/δ n’explose pas dans les autres rectangles.

Au final, si on fait les comptes, on obtient bien le nombre de rectangles décrit dans
le lemme II.17.

II.3.4 Estimation des fonctions C
α géométriquement régulières

Les résultats d’estimation sur les fonctions Cα géométriquement régulières s’ob-
tiennent de la même manière que dans le cas du modèle d’horizon. La principale
différence est la première projection sur un espace vectoriel de dimension finie qui
était invisible dans le cas du modèle d’horizon. On a donc le théorème annoncé.

Théorème II.18
Pour toute fonction f Cα géométriquement régulière, avec α > 1, il existe deux
constantes C et C ′ et une constante c telles que pour tout ǫ > 0 l’estimateur F de
f à partir de dY = f(t)dt+ ǫdW vérifie avec une probabilité plus grande que 1− cε

‖F − f‖2 6 C| log ε|2ε2α/(α+1) . (II.100)

et
E(‖F − f‖2) 6 C ′| log ε|2ε2α/(α+1) . (II.101)

Ce résultat est une conséquence directe du lemme II.6. Pour démontrer le résultat
nous allons vérifier qu’il existe une bonne base de bandelettes vérifiant les hypothèses
du lemme. On choisit pour cela l’espace L = Vj0 avec 2j0 = ε2. Dans le lemme II.14
nous avons vu que le nombre de vecteurs de base était polynomial en 2j0 et nous avons
montré qu’il existait une de ces bases de bandelettes qui assurait une approximation

en T
2α

α+1 | log2 T |. Toutes les conditions du lemme II.6 sont remplies avec les mêmes
β = 2α/(α+ 1) et β ′ = 1 que pour le cas d’un modèle d’horizon. D’où le résultat.

II.4 Annexe Découpage

Nous présentons ici la construction détaillée du découpage qui a été présenté dans
le premier chap̂ıtre.
Toutes les constructions qui sont proposées ici sont toujours faites sous réserve que
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2j0 soit suffisamment petit. Nous voulons dire ici que pour tout f ∈ Θ et pour tout
lissage s il existe une échelle j(f, s) en dessous de laquelle la construction suivante est
possible. j(f, s) dépend d’un grand nombre de choses, dont la géométrie des courbes,
de s mais pas de la précision d’approximation souhaitée. Si j0 > j(f, s), alors on peut
considérer que la fonction est régulière à l’échelle s. Dans toute la suite on considèrera
donc que j0 6 j(f, s) et qu’il est possible d’effectuer les découpages. Pour conserver
un minimum de clarté on assimilera le rectangle discret à un rectangle physique.
Cette confusion permettra de désigner une division en deux rectangles discrets par
une division spatiale. Si j0 est suffisamment petit il existera toujours une division
discrète très proche de la division spatiale qui assurera les mêmes propriétés. Cela
nous permettra de ne pas faire des aller-retours entre les deux domaines et de ne pas
calculer sans arrêt les indices discrets de l’espace Vj0 associés aux positions réelles des
points et des courbes. Comme précédemment on parlera de distance entre des points
et des courbes dans l’espace discret. Cette distance n’a pas de sens à l’échelle j0 car
le support des fonctions d’échelle j0 n’est pas ponctuel mais si j0 est suffisamment
petit, on peut considérer que ce support de dimension K2j0 ×K2j0 est négligeable.
C’est à dire que si l’échelle de discrétisation est suffisamment fine on peut parler
de la distance entre deux fonctions d’échelle. La lourdeur des notations qu’il aurait
fallu pour décrire précisément le découpage discret aurait totalement noyé l’esprit
de la méthode de découpage que nous employons. C’est pourquoi nous avons préféré
cette approximation.

Nous définissons d’abord une nouvelle classe de rectangles discrets qui vont nous
servir d’intermédiaires de calcul.
On dira qu’un rectangle est orienté horizontalement s’il n’est traversé que par une
seule courbe horizontale (qui conserve un angle inférieur à π/3 avec l’horizontal) et
tel qu’il existe une distance d0 et un angle θ0 tel que tout point de la courbe où l’angle
avec l’horizontal est inférieur à θ0 est distant de plus de d0 des bords horizontaux
du rectangle.
La définition d’un modèle d’horizon est similaire.
On garantit que si la courbe s’approche d’un bord horizontal alors l’angle entre la
courbe et l’horizontal est supérieur à une certaine valeur. En particulier, dans un
tel rectangle, la courbe ne peut être tangente aux bords. Le découpage que nous
proposons peut être décomposé en plusieurs étapes.
Le premier découpage ne dépend que de la position et de la géométrie des courbes
et pas de s ni de T . Il a pour but de les isoler

Lemme II.19
Pour toute fonction f il existe K tel que si 2j0 est suffisamment petit, on peut diviser
Vj0 en
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Fig. II.7 – Premier découpage

1. moins de K rectangles réguliers.

2. moins de K rectangles orientés.

3. moins de K rectangles singuliers contenant une intersection de courbe.

De plus on assure que les angles des courbes ne varient pas plus de π/6 dans chaque
rectangle.

Preuve - II.19 -
Pour démontrer ce lemme, nous utiliserons le lemme suivant :

Lemme II.20
Soit η > 0 et (Cj)j6K1

courbes horizontales paramétrées par des fonctions fj :
[0, 1] −→ [0, 1] telles que ‖f ′′

j ‖+∞ < K2 ∀j 6 K1. Il existe θ0 > 0 et i ∈ Z dépendant
de K1, K2 et η tels qu’il existe une droite ∆ : y = k2i avec k ∈ N telle que la
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distance entre ∆ et les points de Cj où la tangente fait un angle avec l’axe horizontal
inférieur à θ0 est supérieure à 2i.

Preuve - II.20 -
Soit n ∈ N, supposons que pour tout k ∈ [1, n] il existe xk tel qu’il existe j tel que

fj(xk) ∈ [
η(k − 1)

n
,
ηk

n
], |f ′

j(xk)| <
η

2(2K1 + 1)

Si on considère n valeurs (xi)i6n sur [0, 1] il existe un intervalle fermé de taille 2K1+1
n

qui contient au moins 2K1 + 1 valeurs. Parmi ces valeurs, il y en a moins trois qui
correspondent au même indice j, si j est choisi parmi un ensemble de taille K1.
Parmi ces trois points, il en existe au moins deux dont la différence des indices est
supérieure ou égale à deux. Donc il existe xi < xl associés à la même courbe Cj0 tels
que xl − xi 6

2K1+1
n

et |fj0(xl)− fj0(xi)| > η
n
.

On supposera maintenant que fj0(xi) < fj0(xl) sans perdre en généralité.

∫ xl

xi

f ′
j0(x)dx = fj0(xl)− fj0(xi) >

η

n
(II.102)

∫ xl

xi

(f ′
j0

(x)− η

2(2K1 + 1)
)dx >

η

n
− η

2(2K1 + 1)
(xl − xi) (II.103)

∫ xl

xi

(f ′
j0

(x)− η

2(2K1 + 1)
)dx >

η

2n
(II.104)

Comme |f ′
j0

(xi)| < η
2(2K1+1)

et ‖f ′′
j0
‖+∞ 6 K2

∫ xl

xi

(f ′
j0

(x)− η

2(2K1 + 1)
)dx <

(2K1 + 1)2K2

2n2
(II.105)

On déduit donc

n <
(2K1 + 1)2K2

η
(II.106)

Donc si on suppose n >
(2K1+1)2K2

η
, il existe k0 tel que

– soit il n’existe pas de x tel que ∀j fj(x) ∈ [η(k0−1)
n

, ηk0
n

],

– soit pour tout x tel que pour tout j tel que fj(x) ∈ [η(k0−1)
n

, ηk0
n

] , alors |f ′
j(x)| >

η
2(2K1+1)

.
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Dans les deux cas si on choisit i = E[log2(
η

3(2K1+1)2K2
)] et θ0 = arctan( η

2(2K1+1)
) on

peut construire ∆ vérifiant la condition du lemme. �

On propose maintenant de déterminer un découpage qui sépare les courbes puis
nous modifierons ce découpage en utilisant le lemme précédent pour pouvoir assurer
que les conditions du lemme II.19 sont vérifiées.
Comme les courbes sont en nombre fini, que leurs dérivées sont bornées et qu’elles ne
sont pas tangentes, il existe une distance d et un angle θ1 tel que sur tout rectangle
dont les dimensions sont inférieures à d × d, l’angle des courbes ne varie pas de
plus de θ1 et que les courbes s’intersectent avec des angles supérieurs à 3θ1. Soit
un découpage du carré unité en rectangles généré par des divisions séquentielles de
rectangles par des droites, tel que chaque intersection de courbes soit contenu dans le
tiers central d’un carré de dimension d×d. Par définition de d, en dehors de ces carrés,
les courbes sont distantes d’au moins 2d tan(θ1/2)/3. Si on réalise un découpage
en dehors de ceux qui isolent les intersections de courbes en rectangles dont les
dimensions sont inférieures à d tan(θ1/2)/3 alors on est assuré qu’en dehors des
rectangles qui contiennent les intersections de courbes, chaque rectangle contient au
plus une courbe dont l’angle varie très peu. Ajoutons que si on modifie les positions
des droites qui engendrent ces découpages d’une distance inférieure à d tan(θ1/2)/6
le résultat est toujours valable.
Nous utilisons maintenant le lemme II.20 pour modifier légèrement ce découpage.
D’après le lemme II.20, on déduit que pour tout intervalle I de taille η1 il existe
un η2 et un θ0 tel qu’il existe une droite horizontale ∆ qui passe par I tel que les
courbes Cj font un angle supérieur à θ0 avec l’axe horizontal aux points qui sont à
une distance inférieure à η2 de la droite ∆. En prenant des intervalles de longueur
d tan(θ1/2)/6, on peut remplacer les droites qui engendrent le découpage précédent
par de nouvelles droites qui assurent la même séparation des courbes et qui assurent
également les conditions de distance entre les courbes et les bords des rectangles du
lemme II.19.

�

Le second découpage isole les intersections de courbes dans les rectangles singuliers
obtenus par le découpage précédent. Les dimensions des rectangles ne dépendent
pas de la géométrie des courbes ici. Il dépend du lissage s. En effet, nous souhaitons
isoler les intersections de courbes dans des rectangles singuliers dont les dimensions
sont de l’ordre de s× s.

Lemme II.21
Soit R un rectangle singulier contenant K1 courbes. Par hypothèse sur f on sait
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Fig. II.8 – Découpage d’un rectangle contenant une intersection de courbes.

qu’il existe θ1 > 0 tel que les courbes s’intersectent avec un angle plus grand que
2θ1. De plus comme la direction des courbes change peu sur chacun des rectangles
on peut supposer que l’angle entre chaque courbe sur R est toujours supérieur à θ1.
Il existe C > 0 dépendant de θ1 tel que si 2j0 est suffisamment petit, il existe un
découpage de R qui engendre au plus

1. 1 rectangle singulier dont la taille est inférieure à C s× C s.
2. C| log2 s| rectangles réguliers.

3. C| log2 s| rectangles orientés dont les angles associés sont tous supérieurs au
θ0 du premier découpage.

4. C| log2 s| modèles d’horizon où δ est minoré uniformément..

Preuve - II.21 -
Pour démontrer ce lemme on utilise un lemme qui va permettre de construire récur-
sivement le découpage souhaité.

Lemme II.22
On note l la longueur de R et h sa hauteur. Sans perte de généralité on peut supposer
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l > h. Il existe un découpage de R en au moins 2K1+1 rectangles tels que l’un d’eux
noté R0 soit un rectangle singulier dont la longueur est inférieure à l(1 − 1

8
sin θ1

2
)

et au plus K1 rectangles orientés et K1 rectangles réguliers.

Preuve - II.22 -
On suppose sans perte de généralité que θ1 6

π
8
.

Notons X l’intersection des courbes Ci. On peut supposer que X se trouve dans
la partie droite de R. On note ∆ la droite d’équation x = 1

8
sin θ

2
l. On note R0 le

rectangle formé à la droite de ∆ et R1 l’autre.
Par construction R0 vérifie bien les hypothèses du lemme.
On note Zi = (Xi, Yi) les intersections de ∆ et des courbes Ci. Il y a au plus K1

points Zi et K1 courbes dans R1.
Par construction de ∆ on a

∀(i, j) ||Zi − Zj|| = |Yi − Yj| > 2l(1− 1

8
sin

θ1
2

) sin
θ1
2

> l sin
θ1
2
. (II.107)

Soient (xi, yj) et (xj , yj) deux points dansR1 sur deux courbes Ci et Cj , par construc-
tion de ∆ on a

|yi−yj | > |Yi−Yj |−|Yi−yi|−|Yj−yj |) > l(sin
θ1
2
−2×tan

π

3
× 1

8
×sin

θ1
2

) =
l

2
sin

θ1
2
.

(II.108)
Comme X est dans la partie droite de R, les angles entre les courbes Ci qui sont dans
R1 et l’axe horizontal sont toujours inférieurs à π

3
. Ensuite on peut diviser R1 avec

des droites horizontales ∆i qui séparent les courbes Ci en s’assurant que les droites
∆i sont distantes de plus de l

8
sin θ

2
des courbes Ci. On déduit qu’à l’exception des

courbes inférieures et supérieures dans R1, chaque courbe peut être mise dans un
modèle d’horizon R′

i tel que
– la longueur l′i = l

8
sin θ1

2
,

– la distance d′i entre la courbe et les bords horizontaux deR′
i vérifie d′i = l

8
sin θ1

2
,

– la hauteur h′i vérifie h′i 6 2d′i + tan π
3
l′i

On en déduit h′i 6 2d′i+2l′i 6 4d′i et donc δi est minoré par 1/4 sur tous les rectangles.
On note Ru le modèle d’horizon supérieur. Si la courbe dans Ru est plus proche que
d0 du bord du rectangle alors l’angle de la courbe avec l’horizontal est supérieur à
θ0 au bord du rectangle. On peut alors le diviser en deux verticalement comme dans
le lemme II.23 et obtenir un modèle d’horizon et un rectangle orienté avec un angle
associé supérieur à θ0. Le même raisonnement est valable pour le rectangle inférieur.

�

Nous poursuivons maintenant la preuve du lemme II.21.
On applique récursivement le lemme II.22 au rectangle singulier R0 jusqu’à obtenir
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un rectangle de taille proportionnelle à s×s. On s’arrête avant la taille s de manière
à ce que les minorations des distances entre les courbes et les bords des modèles
d’horizon soient toujours supérieures à 4s. Le nombre n d’étapes nécessaires est
borné par

n 6
2 log2 s

log2(1− 1
8
sin θ1

2
)
. (II.109)

Ainsi le nombre total de rectangles orientés, de modèles d’horizon et de rectangles
réguliers produits par ce découpage est proportionnel à | log2 s|. �

Après ce second découpage, il reste un certain nombre de rectangles orientés à
redécouper. On propose de les découper en deux temps. Soit d0 et θ0 les distances
et angles associés à l’ensemble des rectangles orientés. Par construction, ces deux
valeurs existent et sont strictement positives.

Lemme II.23
On peut diviser chaque rectangle orienté en au plus 3 rectangles tels que

1. un est un modèle d’horizon.

2. deux au plus soient des rectangles orientés tels que l’angle entre la courbe et
la direction associée est toujours supérieur à θ0

Preuve - II.23 -
Comme l’angle entre la courbe qui traverse R et l’horizontale est supérieur à θ0 à
proximité des bords, on ne peut avoir que deux portions de courbes à moins de d0 des
bords. On peut donc découper verticalement R de manière à séparer les rectangles
où la courbe est à moins de d0/2 du bord et donc que l’angle est supérieur à θ0, du
rectangle où la courbe est distante de plus de d0/2 des bords. �

Le dernier découpage permet d’isoler la singularité éventuelle dans le rectangle
orienté et de construire des modèles d’horizon loin de cette singularité.

Lemme II.24
Soit R un rectangle orienté horizontal tel que l’angle entre la courbe C et la direction
horizontale est supérieur à θ0, on peut diviser R, en plusieurs sous-rectangles tels
qu’il y en ait au plus :

1. 1 rectangle singulier dont les dimensions sont inférieures à C s× C s.
2. C| log2 s| rectangles réguliers.

3. C| log2 s| modèles d’horizon où δ est minoré uniformément.
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Fig. II.9 – Découpage d’un rectangle orienté en un modèle d’horizon au centre et
deux rectangles orientés avec un angle minimal.

Preuve - II.24 -
On suppose sans perte de généralité que la courbe C est éloignée du bord supérieur
de R et que θ0 est proche de 0 et positif. On note Z = (X, Y ), le point de C tel que
Y est minimal.
On définit (∆i)i>1 les droites verticales qui intersectentR, d’équation x = X+ 2i+1

tan θ0
s.

On définit ainsi au plus C| log2 s| sous-rectangles Ri tels que l’un d’entre eux noté
R0, contient le point Z et que les autres sont des modèles d’horizon tel que la distance
entre la courbe C et le bord inférieur de R est supérieur à 2i+1 s. La longueur li de
chaque rectangle Ri est 2i+1

tan θ0
s

On divise ensuite R0 en au plus 4 parties :

1. Un rectangle dont les dimensions sont inférieures à 8s
tan θ0

× 16s
tan θ0

.

2. Trois rectangles réguliers, un au dessus, un éventuellement à gauche et un
éventuellement au dessous de R0.

On divise ensuite chaque rectangle Ri horizontalement en 3 rectangles tels que :

1. un d’entre eux soit un modèle d’horizon de longueur li = 2i+1

tan θ0
s et de hauteur

hi 6 2i+2 s + 2 li pour assurer que la distance entre la courbe C et le bord
horizontal inférieur soit supérieure à 2i+1 s et donc que δi >

1
tan θ0

.

2. les deux autres soient réguliers.
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Fig. II.10 – Découpage d’un rectangle orienté avec un angle toujours supérieur à θ0.

Finalement on obtient 1 petit rectangle singulier, C| log2 s| modèles d’horizon où δ
est uniformément minoré et C| log2 s| rectangles réguliers.

�

Vérifions maintenant que la suite de ces découpages amène au lemme II.17.
A l’issue du second découpage, il existe K2, C1 et C2

1. C2| log2 s| rectangles réguliers,

2. C2| log2 s| rectangles orientés,

3. un nombre fini K1 de rectangles singuliers dont les dimensions sont inférieures
à C1s× C1s.

Après le découpage en 2 ou 3 des rectangles orientés, on récupère C2| log2 s| modèles
d’horizon et au plus 2C2| log2 s| rectangles orientés avec un angle minimum. La
dernière étape permet d’obtenir de l’ordre de

1. C | log2 s|2 rectangles réguliers,

2. C | log2 s|2 modèles d’horizon,

3. C| log2 s| rectangles singuliers dont les dimensions sont inférieures à C s×C s.
d’où le résultat.
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Chapitre III

Application à l’inversion

de la tomographie

Ce chapitre utilise les bases orthogonales de bandelettes pour inverser l’opérateur
de tomographie en présence de bruit. Un estimateur est construit par seuillage dans
une meilleure base de bandelettes.

Cette construction exploite à la fois la capacité des bandelettes orthogonales à bien
représenter les fonctions géométriques, et la localisation en échelle des fonctions
de base. Nous montrons comment étendre les résultats classiques de débruitage et
d’inversion dans une base fixe au cadre d’un dictionnaire de bases. Ceci nous permet
de démontrer l’optimalité de l’estimateur en bandelettes pour les fonctions ayant
une régularité géométrique.

Des exemples numériques sur des données synthétiques montrent que notre nouvelle
méthode apporte une amélioration par rapport aux ondelettes.

III.1 Introduction

Nous proposons maintenant d’utiliser les bases de bandelettes pour estimer un signal
f appartenant à la classe Θα des fonctions Cα géométriquement régulières à partir
de la transformée de Radon de f en présence de bruit.

Y = Rf +W

Où W est un bruit blanc gaussien de variance ε2 et où R désigne la transformée de
Radon.
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L’opérateur de tomographie R, autre dénomination de la transformée de Radon, est
défini pour f ∈ L2([0, 1]2) par :

(Rf)(t, θ) =

∫
f(x) δ(x1 cos θ + x2 sin θ − t) dx.

La valeur (Rf)(t, θ) somme les contributions de la fonction originale f le long d’une
droite paramétrée par sa pente θ et son abscisse t. Cette opérateur est associé au
procédé de tomographie [Her80], où des données sont acquises par lancé de rayons.
Les applications dans le domaine médical sont innombrables, principalement en ra-
diologie [Ne81].

Image d’origine
Transformee de

Radon  

Transformee de

Radon bruitee  

Donnee bruitee

inversee          
f

Rf Y R Y-1

Fig. III.1 – Exemple de transformée de Radon bruitée.

Estimation par seuillage La transformée de Radon s’apparente à un filtre, en effet
l’opérateur R∗R est un filtrage et

|R̂∗R(ω)| = C/|ω|.

Cette propriété induit en particulier que R−1 n’est pas borné et qu’on ne peut es-
pérer avoir un estimateur de f correct en calculant R−1Y . Il est ainsi nécessaire de
construire un estimateur plus robuste qui ne risque pas de faire exploser le bruit aux
hautes fréquences.
De nombreuses opérations en traitements d’images correspondent à l’inversion d’un
opérateur linéaire comme par exemple la déconvolution ou l’inversion de la tomo-
graphie.

Y = Kf +W.

L’inversion de ces opérateurs est mal posée, et le cadre probabiliste est adapté à la
description de ces problèmes, voir à ce sujet la présentation de O’Sullivan [O’S86].
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La théorie de la régularisation a été développée par Tikhonov [Tik63] pour résoudre
ces problèmes dans le cadre de l’analyse fonctionnelle. Ces méthodes par régularisa-
tion se focalisent sur une classe de fonctions qui forment un a priori pour l’inversion.

Des modèles bayesiens permettent de généraliser ces approches, voir par exemple
l’approche d’Archer et Titterington [AT95]. La régularisation des problèmes mal po-
sés est aussi un cadre unificateur pour décrire les modèles physiologiques, comme par
exemple l’ont montré Bertero et al.pour la vision humaine et Poggio et al.[PTK85]
pour la vision par ordinateur.

Des méthodes pénalisant la variation totale de l’image ont été proposées par Rudin
et al.[ROF92] ainsi que par Jonsson et al.[JHC98].

Des méthodes récentes exploitent comme a priori un critère de bonne représentation
dans une base fixée, comme par exemple la base d’ondelettes qui est utilisée par
Daubechies et al.[DDM03]. Ces approches sont équivalentes à une régularisation par
pénalisation, mais avec des normes fonctionnelles plus variées.

Il est également possible d’utiliser la représentation de f dans une base orthogonale
adaptée à l’opérateur K. L’approche SVD, Singular Value Decomposition, consiste
à utiliser une base de vecteurs propres de l’opérateur K∗K et de construire un
estimateur diagonal dans cette base. Soit (eν)ν une base de vecteurs propres de
l’opérateur K∗K associée aux valeurs propres (kν)ν . Les vecteurs eν forment une
base orthogonale. On note hν = Kenu/‖Keν‖2 et on a la formule de reconstruction
suivante

f =
∑

ν

k−1
ν [Kf, hν ]eν .

où [·, ·] désigne le produit scalaire sur l’espace de Radon.
On estime ensuite f par un estimateur diagonal dans cette base,

f̂ =
∑

ν

ωνk
−1
ν [Y, hν ]eν .

(ων) étant une suite d’éléments de [0, 1], choisie a priori pour assurer la convergence
de la série.
Comme la base (eν)ν est orthogonale, on peut minorer le risque pour le jeu de
paramètres (ων)ν optimal

E(‖f̂ − f‖22) =
∑

ν

(
ω2
νk

−2
ν ε2 + (1− ων)2k−2

ν [Kf, hν ]
2
)

> 1/2
∑

ν

min(k−2
ν ε2, |〈f, eν〉|2).
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Le risque d’un tel estimateur est ainsi lié à la décroissance des coefficients |〈f, eν〉|.
Pour la transformée de Radon, comme pour tous les filtres, la base (eν)ν est la base
de Fourier. L’estimateur par SVD sépare ainsi les fréquences et les traite séparé-
ment en atténuant plus celles qui sont amplifiées par l’opérateur inverse K−1. Si
les coefficients de Fourier du signal f à estimer décroissent rapidement, la SVD est
parfaitement adaptée à l’estimation. Si f contient des singularités, la transformée
de Fourier ne décrôıt pas rapidement et la forte atténuation des hautes fréquences
provoque un lissage visible au niveau des singularités.
Si on considère l’opérateur de radon R cette approche n’est pas satisfaisante pour
les fonctions de notre modèle Θα.
Ce défaut d’estimation est lié au fait que la base (eν)ν utilisée est entièrement
construite à partir des propriétés de l’opérateur. Donoho dans [Don95] propose une
construction similaire à l’aide des ondelettes qui permet d’estimer des fonctions dans
des Besov. Candès et Donoho dans [CD00b] poursuivent cette voie en proposant un
estimateur diagonal en Curvelets presque optimal pour les fonctions C2 géométri-
quement régulières.
L’idée sous-jacente à ces trois méthodes est d’utiliser une représentation adaptée
à l’opérateur et aux fonctions à estimer. A chaque fois on sépare les bandes de
fréquences et on les traite séparément. On effectue sur chacune de ces bandes l’équi-
valent d’un débruitage.
Nous proposons de reprendre cette méthode et de l’appliquer à l’espace Θα des
fonctions Cα géométriquement régulières en utilisant les bandelettes de seconde gé-
nération. Nous montrons pourquoi cette famille est particulièrement bien adaptée à
ce problème et comment on peut appliquer les résultats obtenus en débruitage.

Nous reprenons maintenant plus en détail la Wavelet Vaguelette Decomposition de
Donoho et l’inversion en curvelets de Donoho et Candès. Nous mettrons en évidence
le fait que ces inversions peuvent être vues comme des débruitages par bandes de
fréquences. Nous en déduirons une méthode d’inversion en bandelettes de seconde
génération. Nous présenterons cette méthode sous la forme d’une suite de débruitage
afin d’utiliser le cadre de la sélection de modèle et les résultats existants sur le
débruitage en bandelettes.
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III.2 Inversion et seuillage dans une base.

III.2.1 Wavelet-Vaguelette Decomposition

Donoho prend acte des limites de la SVD pour les fonctions dans des espaces de
Besov et propose pour l’inversion de certains filtres et de la transformée de Radon une
décomposition similaire avec une base d’ondelettes (ψλ)λ. L’objectif de cette nouvelle
décomposition est d’exploiter la localisation fréquentielle des ondelettes qui presque
diagonalisent ainsi R et la capacité de ces dernières à bien représenter les fonctions
des espaces de Besov. On définit ainsi une famille R∗uλ = kjψλ. λ = (j, l1, l2) est un
indice triple, représentant un indice d’échelle j et deux indices d’espaces l1, l2. kj est
un réel ne dépendant que de l’échelle j qui permet de normaliser uλ, de l’ordre de
2j/2. Les ψλ jouent le rôle des vecteurs propres et les kj des valeurs propres associées.
On a par définition de uλ la formule de reconstruction suivante :

f =
∑

λ

[Rf, uλ]k
−1
j ψλ.

On estime ensuite f en seuillant les coefficients de [Y, uλ] avec un seuil tj adapté à
chaque échelle j

f̂ =
∑

λ

Stj ([Y, uλ])k
−1
j ψλ

Les termes [Y, uλ] cachent en quelque sorte une inversion. En effet

[Y, uλ] = [Rf+W,uλ] = [R(f+R−1W ), uλ] = 〈f+R−1W,R∗uλ〉 = kj〈f+R−1W,ψλ〉

Au facteur kj près [Y, uλ] correspond au coefficient d’ondelettes des données Y bruta-
lement inversées. Le facteur kj est présent pour contrôler l’explosion du bruit R−1W
sur les échelles fines.
On peut ainsi voir l’estimateur f̂ en wavelet-vaguelette comme une somme d’esti-
mateurs f̂j

f̂ =
∑

j

f̂j avec f̂j = k−1
j

∑

l1,l2

Stj (〈f +R−1W,ψj,l1,l2〉)ψj,l1,l2.

Ces estimateurs f̂j sont obtenus par seuillage des données R−1Y dans la base d’onde-
lettes. On effectue ainsi un débruitage bande de fréquences par bande de fréquences
de R−1Y avec un bruit contrôlé par bande de fréquences. Le niveau du seuil tj est
choisi en fonction de la variance ε2

j du bruit 〈R−1W,ψj,l1,l2 qui crôıt comme ε22−j .
Du fait que les ondelettes presque diagonalisent R, le bruit 〈R−1W,ψj,l1,l2 est proche
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d’un bruit blanc et on peut transposer des méthodes développées dans le cadre de
bruit blanc pour déterminer des seuils tj qui assurent l’optimalité de l’estimateur
sur les espaces de Besov.
Donoho a ainsi montré que la décroissance asymptotique du risque du meilleur esti-
mateur par seuillage en wavelet-vaguelettes était optimale sur des boules d’espaces
de Besov Θs

p,q. Voir [Don95] pour plus de détails.
Les deux points qui assurent que l’estimateur va être performant sont :

– Les ondelettes presque diagonalisent l’opérateur. Cela permet de contrôler au
mieux la variance du bruit [W,uλ] en fonction de λ.

– Le fait que les espaces de Besov soient orthosymétriques dans une base d’onde-
lettes. Cela permet de concentrer l’énergie des fonctions f sur peu de coefficients
et ainsi de garantir à chaque échelle un minimum de coefficients au dessus du seuil.

Kalifa et Mallat dans [KM03] utilisent un seuillage adapté dans des bases d’on-
delettes miroirs pour inverser un filtrage hyperbolique. Les auteurs montrent que
leur estimateur est optimal pour l’estimation des fonctions à variation bornée en
encadrant l’espace BV par deux espaces de Besov orthosymétriques dans la base
d’ondelettes miroirs.
Ces résultats encourageants ne permettent cependant pas d’estimer de manière op-
timale les fonctions géométriquement régulières. Donoho et Candès dans [CD00a,
CD00c] proposent d’appliquer la même méthode avec les curvelets.

III.2.2 Inversion en curvelets

Les curvelets (γλ)λ forment un tight frame qui assure une représentation presque
optimale des fonctions C2 régulières. De plus elles sont localisées fréquentiellement
comme les ondelettes et presque diagonalisent donc R. On établit une formule de
reconstruction à partir de la famille Uµ définie par R∗Uλ = ksγλ où ks ne dépend
que de l’échelle s.

f =
∑

λ

[Rf, Uλ]k
−1
s γλ.

On détermine de la même manière un estimateur par seuillage

f̂Curvelets =
∑

λ

Sts([Y, Uλ])γλ (III.1)

avec un seuil dépendant de l’échelle

ts =
√

2 logNsk
−1
s ε (III.2)
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où Ns est le nombre de curvelets à l’échelle s.
On obtient alors un estimateur dont le risque est quasi optimal sur l’ensemble Θ2

des fonctions C2 géométriquement régulières. Pour tout d > 0 et pour tout f ∈ Θ2

MSE(f̂Curvelets, f, ε) = O(ε4/5+d) (III.3)

Ce risque est presque optimal sur cette classe. En effet, Candès et Donoho ont mon-
tré [CD00c] que le risque optimal est borné inférieurement par Cε4/5| log ε|−2/5.

On peut faire la même observation que pour la WVD et voir cet estimateur comme
une somme d’estimateurs de débruitage.

Nous proposons d’utiliser les bandelettes de seconde génération et les résultats ob-
tenus en débruitage avec les bandelettes de première génération pour étendre les
résultats de Donoho et Candès à la classe Θα des fonctions Cα géométriquement
régulières.

III.2.3 Inversion en bandelettes

De par leur construction, les bandelettes proposées dans la première partie ne per-
mettent pas d’établir un estimateur optimal. En effet, même si elles assurent une
bonne représentation des fonctions de Θα, elles ne sont pas localisées en fréquence.
Les orthogonalisations des fonctions d’échelles φj0,k1,k2 ne permettent pas de contrô-
ler le spectre des bandelettes. La construction des bandelettes de seconde génération
proposée par Gabriel Peyré dans sa thèse [Pey05] orthogonalise des fonctions ψj,k1,k2
de mêmes échelles.

Ψj,l1,l2 =
∑

k1,k2

ak1,k2ψj,k1,k2

On est ainsi assuré de la localisation spectrale des bandelettes. Ces bandelettes,
comme les précédentes, assurent une représentation optimale des fonctions de Θα.
Nous expliquons rapidement dans un paragraphe suivant la construction de ces ban-
delettes.
Sur le modèle de la WVD nous proposons un estimateur construit échelle par échelle
dans une base de bandelettes adaptée. Nous allons utiliser les résultats précédents
sur le débruitage issus de la théorie de la sélection de modèles de Birgé et Massart
pour garantir le risque des estimateurs f̂j sur chaque bande. Nous allons considérer
le même découpage en espaces d’ondelettes que Donoho dans [Don95]. Nous utilise-
rons un autre estimateur par seuillage à chaque échelle qui va exploiter la régularité
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de la fonction f à chaque échelle. Ainsi le bruit Nj, projection de R−1W sur les
espaces d’ondelettes,

Nj =
∑

n

〈R−1W, ψjn〉ψjn2−j/2
∑

n

[W,ujn]ψjn.

que nous essaierons de supprimer à chaque échelle est identique à celui traité par le
WVD. Ce bruit est proche d’un bruit blanc, nous utiliserons comme pour la WVD
le fait que les bases ujn sont des bases de Riesz pour traiter la coloration de ce bruit.

Nous agrègerons ensuite les estimateurs f̂j pour définir un estimateur global f̂ dont
les performances seront liées aux capacités d’approximation non linéaire des ban-
delettes. Nous énoncerons des résultats en probabilité pour conserver une preuve
simple mais il également possible d’obtenir les mêmes résultats en espérance. Nous
avons vu dans la première partie comment passer à un résultat en espérance avec
des arguments plus techniques. La preuve est identique au débruitage échelle par
échelle. La seule différence est le défaut d’orthogonalité de la base ujn qui ne pose
pas de problème du fait qu’elle est une base de Riesz comme nous le montrons dans
la preuve en probabilité que nous présentons.
Après avoir introduit les notations associées aux bandelettes de deuxième génération
et décrit la construction et les propriétés de ces bandelettes, nous construisons notre
nouvel estimateur.

III.2.4 Notations

Dans une base orthogonale B = {gµ}µ d’un espace L2 où ℓ2j , la meilleure approxi-

mation avec M termes d’une fonction f ∈ L2 ou d’un vecteur f ∈ ℓ2 dans B peut
se calculer à l’aide d’un opérateur de seuillage

ST (f, B)
def.

=
∑

|〈f, gµ〉|>T
〈f, gµ〉 gµ avec M

def.

= Card {µ \ |〈f, gµ〉| > T } ,

où 〈·, ·〉 est le produit scalaire canonique sur L2 ou ℓ2.

Dans la suite, on note ψkjn une fonction d’ondelettes à l’échelle 2j et orientation

k ∈ {V,H,D}, avec n ∈ {0, . . . , 2−j − 1}2. Pour f ∈ L2 on note

∀n ∈ {0, . . . , 2−j − 1}2, fkj [n]
def.

= 〈f, ψkjn〉

les coefficients d’ondelettes de f à l’échelle 2j et orientation k. De la même façon,
si X est un processus aléatoire dont les réalisations sont de carrés intégrables, on
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note Xk
j le vecteur aléatoire obtenu par projection sur les fonctions d’ondelettes à

l’échelle 2j et orientation k.

On va utiliser à la fois des normes fonctionnelles

||f ||2L2(A)

def.

=

∫

A

|f(x)|2 dx pour A ⊂ [0, 1]2,

et des normes discrètes

||fkj ||2ℓ2j (A)

def.

=
∑

(2jn)∈A
|fkj [n]|2 pour A ⊂ [0, 1]2,

où ℓ2j (A) est l’espace des vecteurs {g[n]}(2jn)∈A. Par exemple, les coefficients de la
transformée en ondelettes f kj à une échelle donnée 2j et orientation k d’une fonction
f appartiennent à ℓ2j([0, 1]2). Dans la suite, on notera fj ∈ ℓ2 lorsqu’il n’y aura pas
de confusion possible sur l’échelle 2j ou l’orientation k.

III.3 Bandelettes orthogonales de deuxième généra-

tion

Comme nous l’avons déjà remarqué, le schéma d’approximation en bandelettes or-
thogonales dans la première partie, bien qu’adapté à l’approximation de fonctions
géométriques, ne convient pas à l’inversion de l’opérateur de tomographie. En ef-
fet, les fonctions bandelettes que nous avons construites, ne sont pas localisées en
fréquence, ce qui est nécessaire pour bien représenter l’opérateur de tomographie.
En effet l’orthogonalisation de Gram Schmidt mélange des fonctions de toutes les
échelles. De plus le fait de travailler en espace, sur des rectangles crée des ondelettes
de bord dont on ne contrôle pas le spectre.

Pour palier ce problème, un nouveau schéma d’approximation en bandelettes or-
thogonales de seconde génération est introduit dans [PM05]. Cette nouvelle classe
de bases orthogonales est construite directement sur les coefficients discrets d’une
transformée en ondelettes. Les fonctions de base sont ainsi des combinaisons linéaires
d’ondelettes à une échelle fixée.

Dans cette section nous expliquons la construction de ces bandelettes de seconde
génération, et énonçons le résultat d’approximation dans une base adaptée de ban-
delettes qui sera utile pour démontrer l’optimalité de notre estimateur.
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III.3.1 Transformée en bandelettes sur un petit carré

Soit f une fonction avec une régularité géométrique Cα, 2j une échelle fixée de
transformée en ondelettes, et k une orientation.

Une transformée en bandelettes est implémentée à l’aide d’un ensemble d’opérateurs
orthogonaux locaux opérant sur les coefficients en ondelettes de f . Plus précisément,
chaque opérateur agit sur un sous ensemble de coefficients fS

def.

= {f kj [n]}(2jn)∈S où
S = S1 × S2 ∈ [0, 1]2 est un carré.

(a) Fonction originale (b) Transformee en ondelettes

〈f,ψH

jn〉

〈f,ψD

jn〉〈f,ψV

jn〉

j
=

-8
j
=

-7
j
=

-6

(c) Zoom

Fig. III.2 – Une image avec de la régularité géométrique et ses coefficients en
ondelettes.

La figure III.2 montre un zoom sur les coefficients en ondelettes d’une fonction
géométrique, près d’une courbe de singularité. Les opérateurs orthogonaux qui im-
plémentent la nouvelle technique de bandeletisation sont capables d’exploiter la re-
dondance directionnelle qui existe dans cet ensemble de coefficients.

Paramétrisation de la géométrie On construit une base de bandelettes orthogo-
nales discrètes B(S, g̃S) de ℓ2j(S), qui est paramétrée par une géométrie approchée
g̃S. Pour décrire cette géométrie, il faut tout d’abord un paramètre Ω qui code le
type de la géométrie, qui peut être

• une géométrie horizontale si Ω = H . Dans ce cas, nous utilisons une courbe
paramétrée par (x, g̃Ω(x)) ∈ S. Ce type de géométrie est utile si un contour unique
gi traverse S tout en restant relativement horizontal.

• une géométrie verticale si Ω = V . Dans ce cas, nous utilisons une courbe para-
métrée par (g̃Ω(y), y) ∈ S.

• aucune géométrie n’est utilisée si Ω = Ξ. Ceci est utile si le carré S ne contient
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aucune courbe de singularité, ou bien s’il contient un coin où deux contours concou-
rant.

Il est important de noter que chaque valeur de g̃Ω donne naissance à une base de
bandelettes, et que le calcul d’un jeu de paramètres adaptés à une fonction donnée
fait partie d’une stratégie globale de meilleure base décrite à la section III.3.3.

Lorsque Ω = Ξ, nous gardons les coefficients en ondelette fS de la fonction d’origine,
ce qui revient à définir B(S, g̃) comme étant la base de Diracs discrets de ℓ2j(S).

Lorsque Ω 6= Ξ, nous utilisons une géométrie polynômiale quantifiée g̃Ω pour définir
notre base. Nous ne considérons qu’un nombre fini de géométries potentielles. La
paramétrisation exacte de la géométrie est expliquée à la sous-section III.4.4.

Bandeletisation par transformée de Alpert On se place toujours à une échelle 2j

fixée, et on s’intéresse à un carré S ⊂ [0, 1]2 de largeur b. Dans la suite, on considère
seulement le cas d’une géométrie horizontale, paramétrée par (x, g̃(x)), qui intersecte
S.

On définit une base de bandelettes de ℓ2j(S) à l’aide de vecteurs discrets qui oscillent
dans de petites bandes suivant la géométrie approchée g̃.

Pour ce faire, on utilise la déformation qui amène cette géométrie approchée sur la
direction horizontale

∀x ∈ S, w(x1, x2)
def.

= (x1, x2 − g̃(x1)).

Cette déformation w correspond au warping W décrit dans la première partie.
On subdivise le domaine déformé S̃ = w(S) en petite bandes de largeurs b 2ℓ pour
ℓ 6 0.

Pour chacune de ces largeurs dyadiques, on obtient une segmentation de S̃ en un
ensemble de Nℓ ≃ 2−ℓ bandes parallèles S̃ =

⋃Nℓ−1
i=0 b̃ℓi comme montré à la figure

III.3, et on définit par bℓi
def.

= w−1(̃bℓi) les bandes dans le domaine d’origine.

On peut ensuite introduire les sous-espace vectoriels de ℓ2(S)

Gℓ
def.

=



g ∈ ℓ

2(S)

∖
∀xn ∈ bℓi, g[n] = Pi(x̃n)

et Pi est polynômial de degrés p.



 .

Ces espaces satisfont Gℓ ⊂ Gℓ−1, ce qui permet de définir une base orthogonale
{Ψℓi}mℓ−1

i=0 de l’espace des détails Hℓ

Vecti(Ψℓi) = Hℓ où Hℓ ⊕⊥ Gℓ = Gℓ−1. (III.4)





Chapitre III Application à l’inversion de la tomographie

2
ℓ0+1

2
ℓ0

bℓ0+1,k bℓ0,k

b̃ℓ0+1,k b̃ℓ0,k

bandes a l’echelle bandes a l’echelle

Deformation Deformation

Fig. III.3 – Exemple de dispositions de bandes pour plusieurs tailles b 2ℓ.

On peut remarquer que la dimension mℓ de l’espace Hℓ est (p + 1)(Nℓ−1 − Nℓ),
excepté pour les échelles grossières 2ℓ, où il peut exister des bandes bℓi contenant
moins que p+ 1 points xn.

On définit ensuite une base de bandelettes discrètes B(S, g̃) de ℓ2(S) par

B(S, g̃)
def.

= {Ψℓi \ −2 j log2(b) 6 ℓ 6 0 et 0 6 i 6 mℓ − 1} .

Cette base est une extension bidimensionnelle des bases de multi-ondelettes de Al-
pert [Alp93] utilisant des polynômes déformés. La décomposition d’un vecteur de
ℓ2j(S) dans cette base est calculée à l’aide d’un algorithme multirésolution rapide.
Cet algorithme suit l’implémentation décrite dans [Alp92], et utilise une procédure
d’orthogonalisation de Gram-Schmidt pour calculer, à chaque échelle ℓ, une base de
l’espace Gℓ−1 commençant par les vecteurs de Gℓ et terminant par les vecteurs de
Hℓ.

III.3.2 Bases et dictionnaire de bandelettes

Paramétrisation d’une base de bandelettes Pour chaque échelle 2j et orientation
k, on construit une base discrète de bandelettes orthogonales B(Γkj ) de ℓ2j ([0, 1]2).

Les paramètres géométriques Γkj
def.

= (Qk
j , {g̃S}S) sont composés de :

• Une segmentation en quadtree Qk
j of [0, 1]2. Un quadtree est obtenu en subdivisant

de façon récursive le carré [0, 1]2 en quatre sous-carrés de taille égale. La figure
III.4 montre un exemple de quadtree adapté à une image donnée.

• Pour chaque carré S ∈ Qk
j , une géométrie approchée g̃S. Comme décrit dans la

section précédente, g̃S est défini par un type Ω ∈ {H, V,Ξ}, et si Ω 6= Ξ, par un
polynôme quantifié. La précision de quantification dépend directement du niveau
ε2 du bruit additionnel. La procédure exacte de quantification est détaillée à la
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sous-section III.4.4, et donne naissance à un ensemble Gε2(S) d’environ ε−2(α−1)

géométries potentielles g̃S.

QuadtreeTransformee en ondelettes

Carre regulier

Carre contenant

un contour

Petit carre contenant

un contour

Carre contenant

un coin

b

Fig. III.4 – Un exemple de quadtree.

Une base de bandelettes B(Γkj ) de tout l’espace discret ℓ2j([0, 1]2) est alors définie par

B(Γkj )
def.

=
⋃

S∈Qk
j

B(S, g̃S)

où nous avons implicitement étendu les vecteurs des bases B(S, g̃S) à l’extérieur de
S en leur assignant la valeur zéro.

Un vecteur de bandelettes Ψµ ∈ B(Γkj ) est ainsi spécifié par µ = (j, k, S, g̃S, ℓ, i) où

• 2j est l’échelle d’une transformée en ondelettes 2D, et k ∈ {V,H,D} est une
orientation,

• S ∈ Qk
j est un carré dyadique de largeur b = L 2j,

• g̃S est une géométrie approchée quantifiée,

• ℓ ∈ {−2 log2(L), . . . , 0} et i ∈ {1, . . . , 2−ℓ} sont l’échelle et l’index d’une fonction
Ψℓi dans la base de bandelettes orthogonales B(S, g̃S).

Nous avons ainsi défini

∀xn ∈ S ∈ Qk
j , Ψµ[n] = Ψℓi[n] where B(S, g̃S) = {Ψℓi}ℓ,i.

A quoi ressemblent des bandelettes orthogonales ? Ces vecteurs discrets Ψµ ∈
ℓ2([0, 1]2) peuvent être transformés en fonctions Ψ̃µ ∈ L2([0, 1]2) en définissant

Ψ̃µ =
∑

n

Ψµ[n]ψkjn.
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La figure III.5 montre plusieurs fonctions bandelettes. Ces fonctions sont aussi régu-
lières que les fonctions d’ondelettes 2D utilisées. Bien que chaque quadtree segmente
l’espace des coefficients en carrés disjoints, la reconstruction après une décomposi-
tion en bandelettes seuillée ne souffre pas d’effets de blocs. Ceci est dû au fait que
la reconstruction par blocs des coefficients d’ondelettes est filtrée par la transformée
en ondelettes inverse.

Localisation en ondelettes
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Fig. III.5 – Graphical display of bandelet functions for various scales 2j.

Structure d’un dictionnaire de bandelettes Soit 2j une échelle fixée, et k une
orientation. Le dictionnaire Dkj de base de bandelettes discrètes est composé des
bases B(Γkj ), obtenues en faisant varier les segmentations en quadtree Qk

j ainsi que
les géométries approchées {g̃S} à l’intérieur des carrés de la segmentation.

En restreignant les géométries g̃S à un ensemble fini Gε2(S), on obtient ainsi un
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dictionnaire fini Dkj,ε2 de bases de bandelettes

Dkj,ε2
def.

=
{
B(Γkj ) ∈ Dkj

∖
Γkj = (Qk

j , {g̃S}) et ∀S ∈ Qk
j , g̃S ∈ Gε2(S)

}
.

III.3.3 Approximation dans une meilleure base de bandelettes

Pour comparer les différentes bases de bandelettes pour l’approximation d’une fonc-
tion f donnée, nous utilisons comme précédemment, une entropie qui est aussi une
fonctionnelle pénalisée. Soit B(Γkj )

def.

= {Ψµ}µ une base de bandelettes pour une échelle

2j et orientation k. On définit, pour une fonction f ∈ L2,

E(f kj ,B(Γkj ), T )
def.

=
∑

|〈Ψµ, Xk
j 〉|<T

|〈Ψµ, f
k
j 〉|2 + T 2M (III.5)

où
M

def.

= Card
{
µ
∖
|〈Ψ̃µ, f〉| > T

}
+MG +MS , (III.6)

et où MS+MG est le nombre de paramètres nécessaires pour décrire la segmentation
en quadtree et les géométries approchées qui composent les paramètres Γkj .

La meilleure base de bandelettes minimisant cette entropie sous forme lagrangienne
est alors capable de représenter de façon efficace les coefficients de f à l’échelle 2j

et orientation k. L’algorithme effectif calculant cette meilleure base est décrit à la
sous-section III.4.4.

Théorème III.1
Soit T > 0 et f une fonction avec une régularité géométrique Cα. Soit 2j > T

2α
α+1

une échelle et k une orientation. On a

E(f kj ,B⋆, T ) 6 C T
2α

α+1 , où B⋆ def.

= argmin
B∈Dk

jT2

(
E(f kj ,B, T )

)
, (III.7)

et C est une constante qui dépend uniquement de f .

III.4 Estimateur en bandelettes

III.4.1 Définition de l’estimateur

On souhaite estimer une fonction f géométriquement régulière à partir de

Y = Rf +W.
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Comme nous l’avons expliqué nous allons estimer f échelle par échelle à partir des
projections sur un espace d’ondelettes de R−1Y .

Dans la suite, on note Xk
j ∈ ℓ2j les coefficients de la décomposition en ondelettes de

X à l’échelle 2j et orientation k, où X est le signal inversé X
def.

= R−1Y = f +R−1W .

Pour chaque échelle 2j, on définit le seuil suivant

(tj)
2 def.

= λ | log(ε)| ε22−j,

où λ est une constante qui sera définie plus tard lors de l’analyse de notre estimateur.
À une échelle 2j vérifiant

2j > 2j0
def.

= ε
2α

2α+1 = ε
2α

2α+1

et une orientation k, l’estimation f̂kj des coefficients en ondelettes f kj de f est défini
par la minimisation de la fonctionnelle pénalisée :

f̂kj = argmin
Fγ=PMγX

k
j

γ∈Γ

‖Xk
j − Fγ‖2 + t2jMγ .

où Fγ = PMγX
k
j désigne les coefficients d’ondelettes de la projection sur l’espace de

bandelettes Mγ du signal associé aux coefficients Xk
j .

Dans le cadre déterministe de l’approximation de fonctions, on utilisera le terme
entropie, comme dans la partie consacrée au débruitage. L’entropie que nous avons
définie sous la forme d’un Lagrangien est égale à la fonctionnelle pénalisée. Nous
utilisons le terme fonctionnelle pénalisée dans le cadre statistique car nous utili-
sons la sélection de modèles. Nous utilisons le terme entropie que nous reprenons à
Donoho et Johnstone [DJ94b] qui l’ont eux même repris à Coifman et Wikerhause-
rauser [CW73] pour la sélection de meilleure base. L’entropie permet dans un cadre
d’approximation de sélectionner une meilleure base.
On peut ainsi également définir f̂kj en définissant une base optimale

B∗(Γkj )
def.

= argmin
B(Γk

j )∈Dk
jε2

E(Xk
j ,B(Γkj ), tj).

et
f̂kj

def.

= Stj (X
k
j ,B∗(Γkj )).

Comme nous ne considérons que les modèles construits à partir de vecteurs ap-
partenant à une même base orthogonale, ces deux définitions sont rigoureusement
équivalentes.
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On noteMγ0 le modèle associé à f̂ et Mγ0 la dimension de ce modèle. Pour les fines

échelles restantes 2j < 2j0, on définit f̂kj
def.

= 0.

On peut alors agréger les estimateurs à travers toutes les échelles en ondelettes pour
obtenir un estimateur f̂ de f

f̂
def.

=
∑

k,j60

∑

n

f̂kj [n]ψkjn.

III.4.2 Estimateur oracle

Comme pour le problème de débruitage, nous allons borner le risque en deux temps.
D’abord, nous allons montrer grâce à des arguments statistiques que l’estimateur
choisi avec la pénalisation adéquate est presque aussi bon qu’un estimateur oracle.
Puis nous allons utiliser les capacités d’approximation des bandelettes pour montrer
que cet estimateur oracle et donc que l’estimateur sélectionné est bon.

Soit f une fonction ayant une régularité géométrique, Cα, 2j > 2j0 une échelle en
ondelettes, et k une orientation. Dans la suite, on va noter fj

def.

= fkj et on ne fera
plus référence à l’orientation courante k.

f 1
j est l’estimateur oracle défini à partir de f par

f 1
j = argmin

Fγ=PMγ f
γ∈Γ

‖f − Fγ‖2 + t2jMγ . (III.8)

Cet estimateur par projection peut également être vu comme un estimateur par
seuillage dans une meilleure base de bandelettes On note Mγ1 le modèle associé
à f 1

j et Mγ1 la dimension de ce modèle. On peut maintenant montrer comment
l’efficacité de notre estimateur peut être bornée à l’aide de l’estimateur oracle.

Proposition III.1
Soit f̂j l’estimateur en bandelettes défini à la sous-section III.4.1, et f 1

j l’estimateur
oracle défini à l’équation (III.8). Si λ > 32C, où C est un constante dépendant
seulement de l’opérateur R et de la base d’ondelettes, alors avec une probabilité
supérieure à 1− 4ε4, on a

||fj − f̂j ||2ℓ2j + (tj)
2Mγ0 6 Cλ

(
||fj − f 1

j ||2ℓ2j + (tj)
2Mγ1

)
. (III.9)

où Cλ
def.

=
(
1−

√
32C/λ

)−1

.
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Preuve - III.1 -
En utilisant la définition de f̂j comme minimiseur de la fonctionnelle pénalisée, on a

||Xj − f̂j||2ℓ2j + (tj)
2Mγ0 6 ||Xj − f 1

j ||2ℓ2j + (tj)
2Mγ1 .

On utilise ensuite la décomposition suivante



||Xj − f̂j ||2ℓ2j = ||Xj − fj + fj − f̂j ||2ℓ2j 6 ||Xj − fj||2ℓ2j + ||fj − f̂j ||2ℓ2j + 〈Xj − fj , fj − f̂j〉,

||Xj − f 1
j ||2ℓ2j = ||Xj − fj + fj − f 1

j ||2ℓ2j 6 ||Xj − fj||2ℓ2j + ||fj − f 1
j ||2ℓ2j + 〈Xj − fj, fj − f 1

j 〉,

ce qui mène à



||Xj − f̂j||2ℓ2j − ||Xj − f 1

j ||2ℓ2j + (tj)
2 6 (tj)

2Mγ1

||fj − f̂j||2ℓ2j − ||fj − f
1
j ||2ℓ2j + 〈Xj − f, f 1 − f̂j〉+ (tj)

1Mγ0 6 (tj)
2Mγ1 .

On a ainsi

||fj − f̂j||2ℓ2j + (tj)
2Mγ0 6 ||fj − f 1

j ||2ℓ2j + (tj)
2Mγ1 + 2〈Xj − fj , f̂j − f 1

j 〉. (III.10)

On définit M comme étant le modèle de ℓ2j engendré par les bandelettes discrètes

générant f̂j et f 1
j . Dans la suite, on note Nj les coefficients en ondelettes du bruit

additionnel R−1W . En utilisant l’inégalité de Cauchy-Schwartz, on a

〈Xj − fj , f̂j − f 1
j 〉〈PM(Nj), f̂j − f 1

j 〉 6 ||f̂j − f 1
j ||ℓ2j ||PM(Nj)||ℓ2j . (III.11)

En utilisant la définition de f 1
j , on a

||f̂j − f 1
j ||ℓ2j 6 ||f̂j − fj ||ℓ2j + ||fj − f 1

j ||ℓ2j 6 2
(
||fj − f̂j||2ℓ2j + (tj)

2M(f̂j)
) 1

2

. (III.12)

Pour borner la norme de la projection du bruit Nj surM, nous utilisons un lemme
statistique dont la démonstration se trouve à la section III.6.1 et qui s’appuie sur le
lemme de Borel et sur les propriétés de la WVD pour gérer un bruit qui n’est pas
tout à fait blanc.

Lemma III.2
Soit Nj les coefficients en ondelettes de R−1W où W est un bruit blanc gaussien
de variance ε2. Il existe une constante C telle que, avec une probabilité plus grande
que 1 − 4ε4, pour n’importe quel sous-espace E1, de dimension K, généré par des
bandelettes, on ait

||PE1
(Nj)||2 6 C | log(ε)| ε2

j K. (III.13)
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En utilisant le fait que la dimension deM est plus petite que Mγ0 +Mγ1 , en utilisant
le lemme III.2, on a avec une probabilité plus grande que 1− 4ε4,

||PM(Nj)||2 6 C | log(ε)| ε2
j (Mγ0 +Mγ1) .

Ainsi, pour n’importe quel λ > 0, on a, avec une probabilité plus grande que 1−4ε4

||PM(Nj)||2 6
C

λ

(
λ | log(ε)| ε2

j (Mγ0 +Mγ1)
)

6
C

λ

(
||fj − f̂j ||2ℓ2j + (tj)

2Mγ0) + ||fj − f 1
j ||2ℓ2j + (tj)

2Mγ1

)

De part la définition de f 1
j , on déduit que

||PM(Nj)||2 6
C

λ
2
(
||fj − f̂j ||2 + (tj)

2M(f̂j)
)
. (III.14)

En exploitant les bornes fournies par les équations (III.10), (III.11), (III.12) et
(III.14) on obtient

||fj − f̂j ||2 + λ ε2
j | log(ε)|M(f̂j) 6 ||fj − f 1

j ||2 + λ ε2
j | log(ε)|M(f 1

j )

+ 4

√
2C

λ

(
||fj − f̂j ||2 + (tj)

2M(f̂j)
)
,

ce qui conclut la preuve de la proposition. �

III.4.3 Résultats d’estimation

Après avoir montré que le risque de notre estimateur f̂j était de l’ordre du risque
de l’estimateur oracle f 1

j pour un bon choix du seuil tj , on utilise maintenant les
propriétés des bandelettes de deuxième génération pour déterminer ce risque. Nous
allons pour cela, utiliser les capacités d’approximation des bandelettes.

Proposition III.2
Soit f une fonction ayant une régularité géométrique Cα, et ε2 > 0 la variance du
bruit additionnel. Soit 2j > 2j0 une échelle et k une orientation. Alors, avec une
probabilité plus grande que 1− 4ε4, on a

||fkj − f̂kj ||2ℓ2j 6 C | log(ε)| 2−j α
α+1 ε

2α
α+1 , (III.15)

où C est une constante qui dépend seulement de f .
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Preuve - III.2 -
On définit f 0

j comme suit

f 0
j = Setj

(fj ,B1) où B0 def.

= argmin
B∈Dk

jε2

E(fj,B, t̃j). (III.16)

où l’on a utilisé un niveau de seuillage (t̃j)
2 def.

= λ (εj)
2. De par la définition de f 1

j , on
a

E(fj,B1, tj) 6 | log(ε)| E(fj,B0, t̃j). (III.17)

Où B1 est la base associée au modèleMγ1 et à f 1
j .

On peut maintenant utiliser la capacité des bandelettes à bien représenter une fonc-
tion géométrique. En appliquant le théorème III.1, il existe une constante C qui ne
dépend que de f telle que

E(fj,B0, t̃j) 6 C (t̃j)
2α

α+1 = C (λ ε2
j)

α
α+1 . (III.18)

En insérant les inégalités (III.17) et (III.18) dans l’inégalité donnée par le lemme
III.1, on conclut la démonstration de la proposition III.2. �

On peut maintenant agréger les résultats d’estimation à travers toutes les échelles
en ondelettes.

Théorème III.3
Soit f une fonction ayant une régularité géométrique Cα, et ε > 0 un bruit addition-
nel suffisamment petit. Alors, avec une probabilité plus grande que 1−C| log(ε)| ε4,
on a

||f − f̂ ||2L2 6 C| log(ε)| 1

2α+1 ε
2α

2α+1 , (III.19)

où C est une constante qui ne dépend que de f .

Preuve - III.3 -
L’erreur globale commise lors de l’estimation de f se calcule en sommant les erreurs
commises lors des estimations de chaque f̂kj .

Pour les fines échelles 2j < 2j0, on utilise le fait que f ∈ L2([0, 1]2) et que ||f ||Cα est
borné, ce qui implique

||fkj ||2ℓ2j 6 C1 2j =⇒
∑

k,j<j0

||fkj − f̂kj ||2ℓ2j 6 2C1 2j0 6 | log(ε)| 1

2α+1 ε
2α

2α+1 , (III.20)
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Pour les échelles restantes 2j > 2j0, f̂kj est défini comme un seuillage dans une
meilleure base de bandelettes discrètes. On peut donc appliquer les résultats de
III.2, et sommer les erreurs pour obtenir, avec une probabilité plus grande que 1−
C| log(ε)|ε4,

||f − f̂ ||2L2 6
∑

k,j>j0

C ε
2α

α+1 | log(ε)| 2− αj
α+1 +

∑

k,j<j0

C2 2j (III.21)

6 C ′′ | log(ε)| 1

2α+1 ε
2α

2α+1 , (III.22)

ce qui termine la preuve du théorème III.3. �

Ces résultats sont à comparer à ceux de Candès et Donoho dans [CD00b]. Pour des
fonctions à régularité géométrique C2, les auteurs montrent que l’erreur d’estimation
décrôıt en

MSE(f̂curvelets, f) = O(ε4/5+d) ∀ d > 0

En prenant α = 2 on trouve un risque

MSE(f̂bandelettes, f) = O(| log ε|ε4/5)

Le risque en bandelettes est ainsi comparable à celui obtenu en curvelets pour α = 2
et généralise le résultat pour un α quelconque.

Remarque 1
Tous ces résultats sont encore valides lorsque l’on mesure le risque E(||fj − f̂j ||2),
c’est-à-dire lorsque l’on remplace les bornes valides avec grande probabilité par des
bornes en espérance. La preuve est identique à celle du débruitage et reprend ainsi
la preuve initiale de Barron, Birgé et Massart [BBM99]

III.4.4 Estimation rapide en bandelettes

Dans cette section, nous décrivons chaque étape du calcul de l’estimateur en bande-
lettes.

Image discrétisée Les calculs qui suivent sont effectués non pas sur des fonctions
f ∈ L2 mais sur des images discrétisées f ∈ ℓ2, ce qui correspond à la pratique
numérique.

Une image discrétisée f de N×N pixels est obtenue par la projection d’une fonction
f ∈ L2([0, 1]2) sur un ensemble de fonctions d’échelle {ΦJn}n à une résolution 2J =
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N−1

∀n ∈ {0, . . . , N − 1}2, f [n]
def.

= 〈f, ΦJn〉
où

ΦJn(x)
def.

= 2−JΦ(2−Jx− n).

L’algorithme Le calcul de l’estimateur en bandelettes inclut la transformée en ban-
delettes, un seuillage adapté suivant l’échelle et enfin la transformée en bandelettes
inverse. La transformée en bandelettes est calculée avec un algorithme rapide qui
comprend à la fois le calcul de la meilleure base de bandelettes, B⋆(Γkj ) pour chaque
échelle et le calcul de la décomposition de l’image inversée sur cette base.

(1) Données de l’algorithme. L’utilisateur dispose de données bruitées et discré-
tisées y = Rf + w, où w est une réalisation d’un bruit blanc gaussien de variance
ǫ. On commence par calculer le signal discrétisé inversé g

def.

= R−1y = f + R−1w de
taille N ×N pixels. On souhaite donc estimer le signal discrétisé d’origine f à partir
de l’image bruitée g. La variance du bruit ǫ peut être estimée directement à partir
du signal corrompu y à l’aide de techniques standards [DJ94a].

(2) Transformée en ondelettes 2D. On calcule la transformée en ondelettes dis-
crètes 2D des données d’origine g. Ceci donne une série de coefficients {gkj}j>J,k. Ces
nouvelles images gkj , pour chaque échelle 2j et orientation k ∈ {V,H,D}, peuvent
être stockées dans une unique image de la même taille que l’image l’originale g.
Les étapes suivantes (3)-(7) implémentent la bandelétisation et sont répétées pour
chaque échelle et orientation.

(3) Sélection des carrés dyadiques. Un carré dyadique S est, par définition,
obtenu en subdivisant de façon récursive le carré [0, 1]2 en quatre sous-carrés de
même taille. Ceci permet de regrouper les coefficients {gkj [n]}n par carrés dyadiques
formés par les n vérifiant 2jn ∈ S. Les étapes suivantes (4)-(7) sont répétées pour
chaque carré dyadique S à une échelle fixée 2j et orientation k de la transformée
en ondelettes. On note gS

def.

= {gkj [n]}(2jn)∈S ∈ ℓ2j(S) l’ensemble des coefficients en
ondelettes à l’intérieur de S.

(4) Quantification de la géométrie. On doit maintenant trouver la meilleure géo-
métrie quantifiée possible g̃S à l’intérieur du carré S. On va donc tester, pour chaque
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type de géométrie Ω ∈ {H, V,Ξ} un ensemble suffisant de courbes géométriques (sauf
bien sûr pour le cas Ω = Ξ où l’on ne re-transforme pas gS).

Dans la suite, on note {θi}α−1
i=0 la base orthogonale des polynômes de Lagrange sur

l’intervalle couvert par S (d’abord horizontalement, puis verticalement suivant la
valeur de Ω). On teste l’efficacité de la base de bandelettes B(S, g̃Ω

m) de ℓ2j (S) pour
les géométries

g̃Ω
m

def.

=

p−1∑

i=0

(miǫ
2) θi où |mi| 6 Aθ ǫ

−2 et Ω ∈ {V,H},

pour chaque catégorie Ω ∈ {H, V } et pour chaque ensemble de coefficients m
def.

=
{mi}i vérifiant |mi| 6 Aθ ǫ

−2.

L’étape suivante (5) est répétée pour chaque géométrie potentielle g̃Ω
m, ainsi que pour

le cas particulier ΩΞ.

(5) Calcul de la transformée de Alpert. Pour une géométrie donnée g̃ = g̃Ω
m, on

calcule l’ensemble des produits scalaires

Ag(gS)[ℓ, i] def.

= 〈gS, Ψℓi〉 où B(S, g̃)
def.

= {Ψℓi}ℓ,i.

Cette transformée Ag peut être calculée avec l’algorithme de transformée de Alpert
discrète, comme expliqué dans [Alp92]. Pour le cas particulier g̃ = Ξ, la transforma-
tion AΞ est l’identité.

(6) Sélection de la meilleure géométrie. Il faut maintenant sélectionner la géo-
métrie g̃S g̃

Ω
m qui minimise le Lagrangien

E(gS,B(S, g̃S), tj)
def.

=
∑

(ℓ,i)∈Jε

|Ag(gS)[ℓ, i]|2 +
(
Card(Jε) +MG

)
ǫ2

où tj est le seuil qui dépend de l’échelle 2j défini à l’équation III.4.1 et où

Jε
def.

= {(ℓ, i) \ |Ag(gS)[ℓ, i]| > ǫ}

et MG = 1 si Ω = Ξ et MG = α sinon. On est ainsi capable de définir la géométrie
optimale à l’intérieur de S par

gS = argmin
egΩm

(
E(gS,B(S, g̃Ω

m), ǫ)
)
.
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(7) Construction du quadtree. Une fois que l’on a calculé les coefficients trans-
formés AgS

(gS) pour chaque carré dyadique, on choisit la meilleure segmentation en
carrés. Grâce à l’additivité du Lagrangien et à la structure hiérarchique des quadtree,
la minimisation de E peut être effectuée avec une procédure rapide comme introduit
dans [Don99] et déjà employé dans [LM05].

Lors de l’étape précédente (6), nous avons enregistré, pour chaque carré dyadique

S, la valeur E(S)
def.

= E(gS,B(S, gS), tj) du Lagrangien restreint à S, en même temps
que la meilleure géométrie quantifiée g̃S. Alors, pour chaque échelle 2j et orientation
k, on calcule la structure de quadtree optimale :

• Initialisation du quadtree : chaque petit carré S de largeur b = 2j est une feuille
de l’arbre. On enregistre dans les feuilles de l’arbre la géométrie optimale g̃S et on
initialise E0, le Lagrangien cumulatif sur le sous-arbre, à E0(S) = E(S).

• On démarre avec des carrés S de taille b = 2× 2j.

• Pour chaque carré S, on note (S1, S2, S3, S4) ses 4 sous-carrés et

E ′(S)
def.

= E0(S1) + E0(S2) + E0(S3) + E0(S4) + t2j

est le Lagrangien du sous-arbre (le facteur additionnel t2j est dû au coût du codage
de la subdivision, évalué à un coefficient). Les sous-carrés sont regroupés si E(S) <
E ′(S). Si c’est le cas, on déclare S comme une feuille et on enregistre la meilleure
géométrie g̃S dans l’arbre. On met à jour E0(S) = min(E(S), E ′(S)).

• Tant que b < 1, faire b← 2× b et répéter l’étape précédente.

(9) Seuillage des coefficients. Pour chaque carré S du quadtree, on enregistre
les coefficients de la transformée de Alpert AegS

(gS). Ces coefficients peuvent être
stockés à la place des coefficients de la transformée en ondelettes. On met ensuite à
zéro les coefficients dont la valeur absolue est en dessous du seuil tj .

(10) Calcul de la transformée en bandelettes inverse. Le calcul de la trans-
formée inverse est implémenté en inversant d’abord la transformée de Alpert sur
chaque carré dyadique S faisant parti du quadtree à chaque échelle et chaque orien-
tation, puis en inversant la transformée en ondelettes. Ces calculs ne demandent
aucune recherche de meilleure base, puisque l’on utilise les paramètres géométriques
(quadtrees et géométries quantifiées) trouvés lors de la transformée directe.

Complexité numérique Pour une image de N×N pixels, la complexité numérique
de la transformée en ondelettes rapide est de l’ordre de O(N 2). Pour chaque échelle
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2j , chaque orientation k et chaque taille dyadique de carrés b, la complexité de
calculer les coefficients de Alpert est

C(j, b) = (1/b)2

︸ ︷︷ ︸
nbr.carrés

× CA (2j b)2

︸ ︷︷ ︸
complexité Alpert tr.

× CG ǫ
−η

︸ ︷︷ ︸
nbr.géometries

= C 2−2j ǫ−η.

puisque le nombre de tels carrés est proportionnel à | log(ǫ)| et que η < α−1. La com-
plexité totale du calcul de l’estimateur est donc asymptotiquement de O(N 2 ǫ−(α−1)).

Bien que polynomiale en N et en ǫ−1, la complexité de la recherche de la géomé-
trie par exploration exhaustive est trop grande pour de grandes images. Les implé-
mentations rapides utilisent des heuristiques pour réduire le nombre de géométries
potentielles et se restreignent à des carrés de taille 4× 2j et 8× 2j.

III.5 Résultats numériques

Nous avons testé les algorithmes d’estimation par seuillage en ondelettes et en ban-
delettes sur des données synthétiques. On utilise une image discrétisée f connue à
l’avance (voir figure ?? (a)). On perturbe artificiellement cette image dans le domaine
de Radon en posant y = Rf +w, où w est une réalisation d’un bruit blanc gaussien
de variance ǫ2. La figure ?? (b) montre l’image bruitée et inversée R−1y = f+R−1w.
Dans la suite, on quantifie la variance du bruit w en % relativement à la variance
de la transformée de Radon de f notée ε(Rf).

La transformée de Radon est implémentée numériquement avec l’algorithme de Aver-
buch, Coifman, Donoho, Israeli et Walden[ACD+02]. Ce dernier utilise une paramé-
trisation des droites d’intégration qui n’est pas exactement polaire, mais ceci n’a pas
d’influence sur l’analyse mathématique.

Nous avons testé l’estimateur en bandelettes f̂b calculé par l’algorithme présenté à la
section précédente, ainsi que l’estimateur par seuillage dans une base d’ondelettes.
Ces deux estimateurs ont été rendus invariants par translation en réalisant une esti-
mation des différentes versions translatées de l’image et en moyennant les résultats
recalés. L’utilisation d’estimateurs invariants par translation améliore grandement
les résultats numériques, comme expliqué par Donoho et Coifman [DR95]

On mesure la qualité de l’estimateur à l’aide du PSNR

PSNR(f, f̂b) = −10 log2(||f − f̂b||L2/||f ||∞).

Sur la figure ??, en haut, on peut voir la comparaison des deux estimateurs pour une
large gamme de variances ǫ2. On peut observer un gain constant d’environ 0.9dB en
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Fig. III.6 – Comparaison de l’inversion de la tomographie par seuillage en ondelettes
et en bandelettes. Les images montrées ont été estimées pour un bruit ǫ = 1%ε(Rf).

faveur de l’estimateur en bandelettes. En (c) et (d) on peut voir une comparaison
visuelle entre les deux estimateurs. L’estimateur en bandelettes respecte mieux les
contours très marqués de cette image synthétique. Il reste cependant un travail
numérique important pour tester et améliorer cet estimateur en bandelettes dans
des cas réels possédant des géométries complexes.
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III.6 Appendices

III.6.1 Preuve du lemme III.2

Soit E1 un sous-espace vectoriel engendré par K bandelettes. Comme pour le débrui-
tage nous allons utiliser l’inégalité de Borell, démontrée par exemple dans [Adl03]
que nous rappelons ici sous forme de lemme

Lemma III.3
Si Φ : R → R est une fonction 1-lipschitz et W est un bruit blanc gaussien de
variance ε2, alors on a

P (Φ(W ) > E(Φ(W )) + εt) 6 e−t
2/2.

Pour appliquer ce lemme, nous devons écrire ||PE1
(Nj)|| comme l’image d’un bruit

blanc de dimension finie Wj par une fonction Lipschitz f . Avec les notations de la
WVD , nous avons

Nj =
2−2j∑

n=0

〈K−1W, ψjn〉ψjn2−j/2
2−2j∑

n=0

[W,ujn]ψjn.

On définit alors

Uj
def.

= Vect
{
ujn

∖
n 6 2−2j

}
,

et Wj est la projection orthogonale du bruit W sur Uj, divisée par ε. Comme εWj

est une projection orthogonale d’un bruit blanc gaussien W sur un espace Uj dont la
dimension est 2−2j, Wj est un bruit blanc gaussien de dimension 2−2j . On en déduit
donc que

Nj = εj

2−2j∑

n=0

[Wj, ujn]ψjn.

On a ensuite ||PE(Nj)|| = f(Wj), où Wj est un vecteur de dimension finie composé
de variables aléatoires gaussiennes, centrées, de variance unité, et indépendantes. De
plus, 




f

Uj → R

X 7→ ||PE1
(εj
∑

n[X, ujn]ψjn)||
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où f est (C3 εj)-lipschitz, puisque la norme L2 est 1-lipschitz, la projection sur E1 est
1-lipschitz et la fonction g telle que g(X) =

∑
n[X, ujn]ψjn est C3 lipschitz. Cette

propriété qui est au cœur de la WVD est entièrement détaillée dans [Don95] et vient
du fait que la base vjn = 2j/2Rψjn vérifie

[uλ, vµ] = δλ,µ

et est une base de Riesz

C2||
∑

λ

aλvλ||L2 6 ||(aλ)||ℓ2 6 C3||
∑

λ

aλvλ||L2

On peut maintenant appliquer, pour tout λ > 0, le lemme de Borell III.3 à ||PE1
(Nj)||,

P{|||PE1
(Nj)|| −E(||PE(Nj)||)| > λ} 6 2e−

1

2
λ2/(C3εj)2 .

En appliquant l’inégalité de Jensen, on déduit, pour tout λ > 0

P{||PE1
(Nj)|| > λ+

√
C2

3Kε
2
j} 6 2e−

1

2
λ2/(C3εj)2 .

Si on choisit λ >

√
C2

3Kε
2
j , on obtient

P{||PE1
(Nj)|| > 2λ} 6 2e−

1

2
λ2/(C3εj)2 .

On choisit λ = 2
√
C2

3 Kε
2
j log(κ) pour obtenir :

P{||PE1
(Nj)|| > 4

√
C2

3Kε
2
j log(κ)} 6 2κ−2K .

La dimension de E1 est bornée par 2N et le nombre de sous-espaces E1 dont la
dimension est K est borné par

(
κ
K

)
, ainsi

2N∑

K=1

(
κ

K

)
κ−2K

6

2N∑

K=1

κK

K!
κ−2K

6

2N∑

K=1

κ−K 6 2κ−1.

On a finalement

P
{
∀ E1 tel que K 6 2N, ||PE1

(Nj)|| 6 4
√
C2

2Kε
2
j log(κ)

}
> 1− 4κ−1,

ce qui permet de conclure en bornant κ−1

κ−1
6 22j0 = ε4.





Références bibliographiques

Chapitre III

[ACD+02] A. Averbuch, R. Coifman, D. Donoho, M. Israeli and J. Walden, “Fast
slant stack : A notion of radon transform for data on a cartesian grid
which is rapidly computable,algebraically exact, geometrically faithful,
and invertible”, SIAM Journal of Scientific Computing, to appear (2002).

[Adl03] R. J. Adler, The geometry of random fields, Birkhäuser, 2003.
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Chapitre IV

Inversion sismique sous

contrainte d’échelle

IV.1 Introduction

Nous abordons maintenant le problème de l’inversion sismique. Le but de l’inversion
sismique est de déterminer la structure du sous-sol en analysant la réponse de ce
dernier à une onde artificielle. Le problème peut être modélisé par une convolution
monodimensionnelle

y = h ⋆ x+W. (IV.1)

y sont les données observées, h un filtre appelé ondelette sismique, W un bruit borné
et x la réflectivité du sous-sol. Le terme ondelette introduit par Morlet est à l’origine
du nom des bases d’ondelettes. Les ondelettes sismiques sont en effet des fonctions
passebandes oscillantes. La réflectivité x est la dérivée par rapport à la profondeur
de l’impédance acoustique

x =
∂I(z)

∂z
. (IV.2)

L’impédance acoustique mesure la capacité d’un matériau à laisser passer une onde
de pression et caractérise les matériaux. La connaissance de la réflectivité et donc
de l’impédance permet de reconstituer la nature du sous-sol. Le modèle train de
Diracs est un modèle de réflectivité utilisé depuis de nombreuses années par les
géophysiciens. Ce modèle revient à approcher l’impédance réelle par une impédance
constante par morceaux et donc à considérer des couches géologiques homogènes.

x =
∑

i∈S
aiδi. (IV.3)
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Fig. IV.1 – Données sismiques réelles

Nous souhaitons utiliser cet a priori de concision pour estimer au mieux x à partir
de y. Nous montrons dans cette partie comment une minimisation l1 directe

min
g
‖g‖1 avec y = h ⋆ g (IV.4)

permet de résoudre le problème non bruité

y = h ⋆ x (IV.5)

et comment une forme relaxée

min
g

1

2
‖y − h ⋆ g‖22 + γ‖g‖1 (IV.6)

permet d’estimer x en présence de bruit (IV.1) ou en l’absence de bruit (IV.5).
Nous détaillons différents critères qui assurent une bonne estimation de x par mini-
misation l1 obtenus dans le cadre de la reconstruction de représentations concises de





Sismique et minimisation l1 Section IV.2

vecteurs dans des dictionnaires redondants. Nous utiliserons alors un autre forma-
lisme. Nous considérerons le dictionnaire D formé des images de Diracs par le filtre
h

D = [gi = h ⋆ δi, i 6 N ]. (IV.7)

Les résultats obtenus dans ce cadre permettent d’estimer une borne sur le cardinal
du support d’un vecteur x pour assurer qu’il est l’unique solution de (IV.4) ou proche
de la solution de (IV.6) avec y = h ⋆ x. Nous verrons que cette borne s’appuie sur
un contrôle des produits scalaires 〈gi, gj〉.
Nous verrons également que Gribonval et Nielsen [GN02], Fuchs [Fuc02] et Tropp
[Tro05a] proposent des conditions plus générales qui assurent la reconstruction par
minimisation l1 d’un vecteur x. Ces conditions dépendent également des produits
scalaires 〈gi, gj〉. Nous allons utiliser le fait que pour la convolution ces produits
scalaires dépendent uniquement de la distance |i− j| pour montrer qu’il est possible
d’estimer les signaux à une certaine échelle par minimisation l1 en l’absence ou en
présence de bruit. Si x =

∑
i∈S aiδi, l’échelle ∆ de x est définie par

∆ = min
(i,j)∈S,i6=j

|i− j|.

Cette notion d’échelle peut être vue comme une contrainte de concision, en effet un
signal d’échelle ∆ comprend une proportion supérieure à (∆− 1)/∆ de 0. On borne
ainsi le nombre de composantes non nulles par une proportion de la taille du vecteur.

IV.2 Sismique et minimisation l1

Nous souhaitons estimer x à partir de

y = h ⋆ x+W (IV.8)

où x est signal à une certaine échelle ∆ et où h est une ondelette sismique. A chaque
problème d’inversion correspond une ondelette particulière estimée par des mesures
le long de puits. Les transformées de Fourier de ces ondelettes sont souvent nulles
au delà d’une certaine fréquence et faibles ou nulles aux fréquences proches de 0. Si
on note les fréquences dans l’intervalle [−π, π] on peut considérer que

ĥ(ω) = 0 pour |ω| > ωc avec ωc proche de π/2. (IV.9)

Cette caractéristique de l’ondelette sismique va limiter les possibilités de recons-
truction en utilisant les méthodes précédentes. En effet si on sépare l’information
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Fig. IV.2 – Ondelette sismique réelle, à gauche en espace, à droite en fréquence

par bande de fréquences comme le fait la Wavelet-Vaguelette decomposition [Don95]
on ne pourra rien retrouver aux hautes fréquences, à l’échelle la plus fine. Il existe
des méthodes d’inversion sismique par ondelettes mais les meilleurs résultats sont
obtenus par minimisation l1.
Les ingénieurs qui se sont confrontés à ce problème dès les années 1970 ont pro-
posé de résoudre ce problème par minimisation l1, voir Clearbout et Muir [CM73].
Il existe plusieurs versions de cette minimisation. Sans bruit, ie y = h ⋆ x

min
g
‖g‖1 avec Y = h ⋆ g, (IV.10)

ou avec bruit, ie y = h ⋆ x+W , directement

min
g
‖g‖1 avec ‖Y − h ⋆ g‖22 6 ε, (IV.11)

ou sous forme relaxée

min
g

1

2
‖Y − h ⋆ g‖22 + γ‖g‖1. (IV.12)

Les premiers résultats obtenus dans les années 80 utilisent des contraintes sur le
cardinal du support du vecteur, voir Santosa et Symes [SS86].
Ces dernières années de nombreux résultats ont été obtenus sur l’inversion d’opéra-
teurs linéaires sous contrainte de parcimonie. Le cadre mathématique utilisé par les
auteurs, Donoho et Stark [DS89], Donoho et Huo [DH99], Donoho et Elad [DE02],
Donoho, Elad et Telmyakov [DET04], Bruckstein et Elad [EB02], Gribonval et Niel-
sen [GN02] est celui de la recherche de représentation concise dans un dictionnaire
redondant. Dans ces différents articles les auteurs proposent des bornes sur le car-
dinal d’un support d’un vecteur x0 pour qu’il soit solution de

min
x
‖x‖1 avec Dx = Dx0. (IV.13)
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Ces critères sur le cardinal sont intéressants pour des dictionnaires quelconques mais
souffrent d’un vrai problème pour la déconvolution sismique. Les bornes obtenues
sont de l’ordre de 2 ou 3. Ceci est dû aux propriétés spectrales des ondelettes. Comme
le spectre des ondelettes est compris dans une bande de basses fréquences, les images
de deux diracs proches sont proches. Nous verrons que ces bornes estimées sur un
dictionnaire quelconque dépendent de cette proximité.
Le problème est qu’un signal sismique contient souvent plus de 2 ou 3 coefficients non
nuls. Les bornes obtenues avec des hypothèses de concision classiques ne permettent
donc pas d’assurer une bonne estimation par minimisation l1. Pourtant l’expérience
montre que cette méthode donne des résultats relativement corrects. Nous proposons
d’utiliser les méthodes développées pour la recherche de représentations concises à
la reconstruction des signaux ayant une échelle suffisamment grande pour montrer
que ces derniers sont estimables par minimisation l1.
Le paragraphe suivant décrit des résultats obtenus sur la recherche dans un diction-
naire redondant D de signaux concis dans un cadre non bruité, qui nous seront utiles
pour la déconvolution de signaux d’échelle suffisamment grande. Le dictionnaire D

dans lequel nous ferons nos recherches sera formé par les vecteurs images des diracs
par le filtre h

D = [gi = h ⋆ δi, i 6 N ]. (IV.14)

Nous pouvons noter dès à présent que les produits scalaires 〈gi, gj〉 sont une fonction
de |i− j|.

IV.3 Représentation concise de vecteurs dans un dic-

tionnaire

Dans cette partie nous proposons de trouver une représentation concise d’un vec-
teur y ∈ R

K dans un dictionnaire. Nous empruntons la définition du dictionnaire à
Gribonval et Nielsen [GN02]

Définition IV.1
Un dictionnaire de R

K est une famille de N > K vecteurs normés {gi} qui en-
gendrent R

k. On utilisera la notation matricielle D = [g1, . . . , gN ] pour le diction-
naire.

Supposons que nous savons que y peut être représenté par une combinaison linéaire
d’un petit nombre de vecteurs de D, c’est-à-dire qu’il existe un vecteur x ∈ R

N

ayant un petit nombre de composantes non nulles tel que y = Dx. x est ici une
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représentation de y dans le dictionnaire D.
Comme le dictionnaire D est redondant il existe souvent une infinité de combinai-
sons linéaires d’éléments de D qui correspondent à y. Ce qui nous intéresse c’est
de retrouver parmi toutes les combinaisons linéaires possibles une qui soit concise,
faisant intervenir un minimum de vecteurs de D. Une telle représentation corres-
pond à un vecteur x ∈ R

N qui a un petit nombre de composantes non nulles. Deux
questions importantes se posent naturellement :
– Étant donné un vecteur y comment retrouver le vecteur x qui exprime y avec le

moins possible de vecteurs de D ?
Exprimé autrement, comment peut on retrouver la combinaison linéaire x qui
produit le vecteur y en utilisant le fait que le cardinal du support de x est petit ?

– Étant donnée une méthode qui, à un vecteur y associe sa représentation la plus
concise x dans D, quels sont les vecteurs x qui vont être retrouvés par cette
méthode. Quels critères doit on imposer sur x pour qu’il soit reconstructible à
partir de y = Dx ?

La méthode la plus simple qui répond à la première question est d’essayer de mini-
miser directement la norme l0 du vecteur x sous la contrainte y = Dx.

min ‖x‖0, avec Dx = y. (IV.15)

Malheureusement dans la plupart des cas, ce problème relève de la combinatoire car
la seule solution est de tester tous les supports possibles pour x et d’inverser un
système au sens des moindres carrés.
Une idée simple pour régler ce problème est de chercher une fonctionnelle proche de
(IV.15) qui soit calculable numériquement et qui donne des solutions identiques ou
proches de celles obtenues par la minimisation l0. La minimisation l1 sous contrainte
d’attache aux données vérifie ces propriétés. On considère donc la seconde fonction-
nelle

min ‖x‖1, avec Dx = y. (IV.16)

Pour désigner à fois les deux fonctionnelles nous nous utiliserons la fonctionnelle
générique

min ‖x‖τ , avec Dx = y. (IV.17)

Contrairement à la minimisation l0 il est possible de réaliser pratiquement une mi-
nimisation l1, par programmation linéaire ou par l’intermédiaire d’une fonctionnelle
relaxée. Un algorithme itératif par projections alternés proposé par Daubechies, De-
frise et De Mol [DDM04], et aussi par Chambolle [Cha04] et par Figueiredo et Nowak
[FN03], permet de minimiser la fonctionnelle relaxée rapidement en une dimension.
La troisième partie est entièrement consacrée à cette méthode de relaxation et aux
propriétés de sa solution.
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La question qui se pose maintenant est de savoir quels sont les vecteurs x que l’on
retrouve par ces deux minimisations. Un vecteur x est dit reconstructible s’il est
solution de (IV.17) avec y = Dx. S’il minimise uniquement (IV.15) la possibilité
de reconstruction est théorique, s’il minimise (IV.16) la reconstruction peut être
effective.

IV.3.1 Un critère de reconstruction sur le support du vecteur

Gribonval et Nielsen explicitent un lemme générique dans [GN02] que l’on retrouve
sous différentes formes dans un grand nombre de preuves de reconstruction sous
contrainte de parcimonie. Nous reprenons leur formulation générale.
On définit d’abord le support d’un vecteur

Définition IV.2
Le support d’un vecteur α = (α)n ∈ R

N est

S(α) = {n, αn 6= 0}. (IV.18)

On définit ensuite comme pour les applications linéaires, le noyau du dictionnaire,

Définition IV.3

ker(D) = {x, Dx = 0}. (IV.19)

Gribonval et Nielsen exposent un critère sur le support d’un vecteur pour déterminer
s’il peut être solution de (IV.17).

Lemme IV.1
Soit S ⊂ {1, . . . , N} un ensemble d’indices. Pour τ ∈ {0, 1} on définit

Pτ (S,D) = sup
x∈ker(D),x 6=0

∑
k∈S |xk|τ∑
k |xk|τ

(IV.20)

1. Si Pτ (S(α),D) < 1
2

alors α est l’unique solution de (IV.17) avec y = Dα.

2. Si Pτ (S,D) = 1
2

alors pour tout α tel que S(α) ⊂ S, α est une solution de
(IV.17) avec y = Dα. D’autre part il existe au moins un élément α0 dont
le support est inclus dans S et un élément β0 6= α0 tels que Dβ0 = Dα0 et
‖α0‖τ = ‖β0‖τ .

3. Si Pτ (S,D) > 1
2

il existe α tel que S(α) ⊂ S and β tel que ||β||τ < ||α||τ et
Dα = Dβ.
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Remarquons que la borne supérieure pour définir Pτ (S,D) est en fait un maximum.
Pour τ = 1 la borne supérieure sur tous les éléments du noyau est égale à celle sur
les éléments du noyau de norme 1 et comme l’ensemble des éléments du noyau de
norme 1 est un compact, la borne est atteinte. Pour τ = 0 la borne supérieure est
prise sur un ensemble fini.
La dernière partie du lemme permet d’affirmer qu’il existe des vecteurs à support
dans S qui ne sont pas solution de (IV.17). Il peut cependant exister des vecteurs
α à support dans S qui sont solutions uniques de (IV.17). La démonstration de ce
lemme permet de comprendre que le signe de x sur son support est un élément qui
peut jouer sur son caractère reconstructible si Pτ (S,D) > 1

2
.

Ce lemme nous indique également que la possibilité de reconstruire un vecteur dé-
pend du lien qui existe entre son support et les éléments du noyau du dictionnaire.

Preuve - IV.1 -
Supposons Pτ (S,D) < 1

2
et α un vecteur tel que S(α) ⊂ S. Soit β un autre vecteur

tel que Dα = Dβ. Comme x = β − α appartient au noyau de D on a

∑

k/∈S
|xk|τ −

∑

k∈S
|xk|τ > 0. (IV.21)

Par inégalité triangulaire on déduit que

∑

k/∈S
|xk|τ +

∑

k∈S
(|βk| − |αk|) > 0 (IV.22)

Et donc ∑

k/∈S
|βk|τ +

∑

k∈S
|β|τ −

∑

k∈S
|αk|τ > 0 (IV.23)

D’où le résultat.
Les cas Pτ (S,D) = 1

2
se traitent de la même façon en remplaçant les inégalités par

des égalités.
Soit S tel que Pτ (S,D) = 1

2
. Montrons l’existence de α0 et β0.

Comme la borne supérieure est atteinte, il existe un élément x du noyau tel que

Pτ (S,D) =

∑
k∈S |xk|τ∑
k |xk|τ

. (IV.24)

On construit α0 le vecteur tel que pour tout k ∈ S, αk = −xk et pour tout k /∈
S, αk = 0 et le vecteur β0 tel que pour tout k ∈ S, βk = 0 et pour tout k /∈ S, βk =
xk. On a ainsi Dβ0 −Dα0 = Dx = 0 et ‖α0‖τ = ‖β0‖τ .
Si Pτ (S,D) > 1

2
, on construit un vecteur α à support dans S et un vecteur β ayant
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la même image et de norme lτ plus faible.
Pour cela on considère un vecteur x du noyau tel que

∑
k∈S |xk|τ >

∑
k |xk|τ/2. Pour

tout k ∈ S on prend αk = −xk et βk = 0 et pour tout k /∈ S on prend αk = 0 et
βk = xk. On a bien Dβ −Dα = Dx = 0 et ||α||τ > ||β||τ . �

Ce lemme permet de donner une caractéristique précise des supports des vecteurs
que l’on peut retrouver par minimisation l0 et l1 sous contrainte, même si en pratique
il est difficile d’estimer précisément la quantité Pτ (S,D).
L’idée la plus naturelle pour déterminer si S vérifie Pτ (S,D) < 1

2
est de borner son

cardinal ie trouver une valeur f(D) telle que

Si card(S) < f(D), alors Pτ (S,D) <
1

2
. (IV.25)

qui correspond à un résultat d’unicité de la forme

Si ||α||0 < f(D) , alors α est l’unique solution de (IV.17) (IV.26)

Nous montrons par la suite que la condition Pτ (S,D) < 1
2

est également vérifiée
pour des signaux d’échelle suffisamment grande.
Une telle borne fait intervenir ce que Donoho et Elad appelle le Spark de D dans
[DE02] :

Définition IV.4
On définit la quantité σ = Spark(D) comme le plus petit nombre possible tel qu’il
existe un ensemble de σ vecteurs de D qui soient linéairement dépendants.

On a en effet le résultat suivant explicité sous cette forme par Gribonval et Nielsen
mais qu’on retrouve dans [DE02] ou dans [DET04].

Lemme IV.2
Notons

f0(D)





Spark(D)/2 si Spark(D) est pair

(Spark(D) + 1)/2 si Spark(D) est impair
(IV.27)

– Pour τ = 0, (IV.25) est vrai si et seulement si f(D) 6 f0(D).

– Si (IV.25) est vérifiée pour τ = 1 avec f(D) alors (IV.25) est également vrai pour
τ = 0 avec f(D) et donc f(D) 6 f0(D).

Preuve - IV.2 -
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– Pour tout S on a

P0(S,D) 6 max
x∈ker(D),x 6=0

card(S)

‖x‖0
6

card(S)

Spark(D)
(IV.28)

Donc si f 6
Spark(D)

2
alors (IV.25) est vraie. Si Spark(D) est impair et f 6

(Spark(D) + 1)/2, pour tout S, card(S) < f implique card(S) 6 (Spark(D) −
1)/2 < Spark(D)/2 et donc (IV.25) est vrai.
Pour la réciproque on traite les cas pair et impair séparément.
Supposons Spark(D) pair. On prend x ∈ ker(D) tel que ‖x‖0 = Spark(D). Si
f > Spark(D)/2 il existe S ⊂ S(x) tel que card(S) = Spark(D)/2 < f . Par
définition de P0(S,D) on a

P0(S,D) >

∑
k∈S |xk|0∑
k |xk|0

=
card(S)

Spark(D)
=

1

2
(IV.29)

Supposons que Spark(D) est impair. On prend toujours x ∈ ker(D) tel que ‖x‖0 =
Spark(D) et f > (Spark(D) + 1)/2.
Soit S un sous ensemble du support de x de cardinal (Spark(D) + 1)/2.

P0(S,D) >

∑
k∈S |xk|0∑
k |xk|0

=
Spark(D) + 1

2 Spark(D)
>

1

2
. (IV.30)

Ce qui conclut la preuve du premier point.
– Soit f tel que card(S) < f implique P1(S,D) < 1

2
. Nous allons montrer que

card(S) < f implique P0(S,D) < 1
2
.

Soit α tel que ‖α‖0 < f , par hypothèse α est l’unique minimiseur de (IV.16) avec
y = Dα. Soit β tel que Dβ = Dα et tel que ‖β‖0 6 |α‖0, on a ‖β|0 < f et donc
β est l’unique minimiseur de (IV.16) avec y = Dβ = Dα, donc β = α.
On en déduit que si β 6= α et Dβ = Dα alors ‖β|0 > ‖α‖0 et donc que α est
l’unique minimiseur de (IV.15).
Pour tout S tel que card(S) < f on a montré que tous les éléments α à support
dans S sont les uniques minimiseurs de (IV.15) alors d’après le lemme IV.1 on en
déduit que P0(S,D) < 1

2
.

D’après le premier point du théorème on déduit enfin que f 6 f0(D).

�

La quantité Spark(D) permet donc de contrôler le cardinal maximal d’un support
qui induit une reconstruction parfaite, cependant il peut exister des ensembles dont
les cardinaux sont plus grands que Spark(D) qui vérifient Pτ (S,D) < 1

2
.
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Nous avons ainsi à notre disposition une valeur qui permet d’assurer qu’un en-
semble dont le support est restreint est reconstructible. En pratique cette valeur
n’est pas toujours accessible et il peut être nécessaire de l’estimer ou de la borner.
Dans [DE02], les auteurs proposent différents critères et méthodes qui permettent
d’estimer Spark(D).

Nous proposons ici un autre critère général qui permet d’assurer qu’un vecteur est
reconstructible par minimisation l1. Ce critère que nous appellerons WERC comme
Weak Exact Recovery Coefficient est une version affaiblie du critère introduit par
Tropp , voir [Tro04], [Tro05a] et [Tro05b]. Ce critère a été également proposé par Gri-
bonval et Nielsen dans [GN05]. Ses propriétés découlent directement du lemme IV.1.
C’est grâce à ce nouveau critère que nous allons montrer que les signaux d’échelle
suffisamment grande sont reconstructibles par minimisation l1 directe et relaxée.
Il donne une condition facilement estimable à partir des produits scalaires des vec-
teurs du dictionnaire pour savoir si un support S vérifie P1(S,D) < 1

2
. Ce critère

donne une condition suffisante mais pas nécessaire. Nous expliquons plus tard ce
qu’est l’ERC, nous verrons comment il est relié à WERC.
Le WERC apparâıt naturellement à la suite du lemme IV.1 et permet de se faire
une idée plus précise des supports S qui sont reconstructibles par minimisation l1.

Lemme IV.3
Soit S ⊂ {1, . . . , N} on définit

WERC(S) =
β(S)

1− α(S)
(IV.31)

avec
α(S) = sup

i∈S

∑

k∈S,k 6=i
|〈gk, gi〉| (IV.32)

β(S) = sup
j /∈S

∑

k∈S
|〈gk, gj〉| (IV.33)

WERC(S) < 1⇒ P1(S,D) <
1

2
(IV.34)

et donc si x0 est à support dans S avec WERC(S) < 1 alors x0 est l’unique mini-
miseur de (IV.16).

Preuve - IV.3 -
Soit Z = (zi)i un élément du noyau de D. Par définition de Z on a

∑

i

zigi = 0 (IV.35)
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Ainsi pour chaque indice k ∈ S comme les vecteurs de D sont normés on a

zk +
∑

i∈S,i6=k
zi〈gk, gi〉 =

∑

i∈S
zi〈gk, gi〉 = −

∑

j /∈S
zj〈gk, gj〉. (IV.36)

d’où pour tout indice k ∈ S

|zk| −
∑

i∈S,i6=k
|zi||〈gk, gi〉| 6

∑

j /∈S
|zj||〈gk, gj〉|. (IV.37)

Si on somme toutes les inégalités associées aux indices de S on obtient :
∑

k∈S
|zk| −

∑

k∈S

∑

i∈S,i6=k
|zi||〈gk, gi〉| 6

∑

k∈S

∑

j /∈S
|zj ||〈gk, gj〉|. (IV.38)

∑

k∈S
|zk| −

∑

i∈S
|zi|

∑

k∈S,k 6=i
|〈gk, gi〉| 6

∑

j /∈S
|zj|
∑

k∈S
|〈gk, gj〉|. (IV.39)

D’où par définition de α(S) et β(S)

(1− α(S))
∑

k∈S
|zk| 6 β(S)

∑

j /∈S
|zj |. (IV.40)

Et donc ∑

k∈S
|zk| 6 WERC(S)

∑

j /∈S
|zj |. (IV.41)

Donc si WERC(S) < 1 la moitié de la norme l1 d’un vecteur du noyau ne peut être
contenue sur S d’où le lemme.
Notons enfin que la condition WERC(S) < 1 est équivalente à β(S) + α(S) < 1. �

Si on borne chacun des produits scalaires des couples de vecteurs par M on peut
montrer grâce à le WERC que les supports de petits cardinaux assurent une recons-
truction. C’est l’objet du paragraphe suivant, mais ce peut également être vu comme
une conséquence de ce lemme. Ce lemme pointe également une idée importante qui
sera utile pour la déconvolution : si on veut assurer une reconstructibilité on peut
essayer de borner une somme de produits scalaires. C’est en quelque sorte la norme
l1 des produits scalaires qui importe. On peut borner le maximum de ces produits
scalaires pour obtenir des résultats sur des vecteurs concis mais ce n’est pas la seule
manière. Dans le cadre du filtrage nous verrons que la décroissance des produits
scalaires permet également de contrôler le WERC des signaux de grande échelle.
Mais dans un cadre général si le dictionnaire n’a pas de structure particulière la
seule quantité que l’on puisse borner est le maximum de ces produits scalaires. Nous
introduisons dans le paragraphe suivant la notion de cohérence d’un dictionnaire qui
est un outil pratique, facilement calculable et qui permet de borner Spark(D).
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IV.3.2 Utilisation de la cohérence du dictionnaire

Comme la quantité Spark(D) est difficilement calculable en général on la borne en
utilisant la cohérence M(D) du dictionnaire définie par

Définition IV.5

M(D) = max
i6=j
|〈gi, gj〉|. (IV.42)

Le théorème suivant donne un critère facilement vérifiable sur le support d’un vecteur
pour démontrer qu’il est reconstructible.

Théorème IV.4
Pour tout dictionnaire D, si

‖α‖0 <
1

2
(1 + 1/M(D)). (IV.43)

alors α est l’unique solution des problèmes de minimisation (IV.15) et (IV.16).

Preuve - IV.4 -
On note M(D) = M .
On va montrer que (IV.25) est vrai pour τ = 1 avec f = (1 + 1

M
)/2.

Considérons x ∈ ker(D). Pour tout k on a xkgk = −∑k′ 6=k xk′gk′, ainsi en prenant
le produit scalaire avec gk on a |xk| 6 M

∑
k′ 6=k |xk′|, d’où l’on déduit que

(1 +M)|xk| 6 M‖x‖1. (IV.44)

On somme sur tous les indices k ∈ S et on obtient

P1(S,D)‖x‖1 6
card(S)M

1 +M
‖x‖1, et donc (IV.45)

P1(S,D) 6
card(S)M

1 +M
< 1/2 (IV.46)

dès que card(S) < (1 + 1/M)/2. On conclut une nouvelle fois en utilisant le lemme
IV.1. �

Une conséquence de ce théorème et du lemme IV.2 est la minoration de Spark(D)
suivante

Spark(D) > 1 + 1/M. (IV.47)





Chapitre IV Inversion sismique sous contrainte d’échelle

Ce résultat a été proposé la première fois par Donoho et Huo [DH99] dans le cas
particulier où le dictionnaire est composé de deux bases orthogonales.
La cohérence d’un dictionnaire ne peut pas être aussi petite que l’on veut. Si le
nombre de vecteurs N de D est strictement supérieur à la dimension K de l’espace
vectoriel engendré par ces vecteurs on a

max
j 6=k
|〈gj, gk〉| >

√
N −K
K(N − 1)

(IV.48)

Voir [SJDH04] pour plus de détails. D’un manière générale on a souvent une borne
inférieure de la cohérence qui est au moins de l’ordre de 1√

K
. En effet si le dictionnaire

D contient une base orthogonale et un autre vecteur cette borne est déjà atteinte :
Si les K premiers vecteurs forment une base orthogonale on a

∑K
k=1 |〈gK+1, gk〉|2 =

‖gK+1‖22 = 1 et donc maxKk=1 |〈gK+1, gk〉|2 > 1/K d’où

M(D) > 1/
√
K. (IV.49)

En pratique dans les cas étudiés comme K est souvent plus petit qu’une fraction
de N , (IV.48) assure que M(D) est minorée par une quantité qui est de l’ordre de
1/
√
N . Nous verrons en particulier que la cohérence du dictionnaire associé à un

filtrage passe bas n’est pas proche de 0 et que ce n’est pas un bon moyen d’estimer
Spark(D).
Cependant, la plupart des résultats d’inversion sous contrainte de concision utilise
des bornes issues de la cohérence. Dans la suite nous tâcherons de comprendre quelle
est son utilité et comment nous en passer dans des cas où elle est trop grande.
C’est pourquoi nous développons dans les paragraphes suivants des critères plus
généraux tel celui de Gribonval et Nielsen, qui permettent d’assurer que x0 est
l’unique minimiseur d’une fonctionnelle. Ces critères peuvent être utilisés avec la
cohérence et le sont généralement car c’est souvent le seul élément que l’on contrôle
dans le dictionnaire, mais sont plus généraux et permettent dans certains cas de
s’affranchir de la cohérence.

IV.4 Minimisation d’une fonctionnelle relaxée

On peut résoudre le problème de minimisation l1 (IV.16) directement par program-
mation linéaire, voir [CDS99] pour les détails, en utilisant des slack-variables. En
pratique on utilisera la fonctionnelle relaxée suivante :

min
x

1

2
||Dx− y||22 + γ||x||1, γ > 0. (IV.50)
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Le paramètre γ doit être bien choisi, nous expliquerons comment. Un avantage de
cette approche est qu’il existe plusieurs algorithmes efficaces qui minimisent (IV.50).
Nous avons utilisé l’algorithme itératif par projections alternées proposé par Daube-
chies, Defrise et De Mol dans [DDM04] d’une part, par Figeiredo et Nowak [FN03]
et Chambolle [Cha04] d’autre part. Un autre algorithme proposé par Maria et Fuchs
dans [SF05] permet de résoudre (IV.50) également. La méthode LARS proposée
par Efron, Hastie, Johnstone et Tibshirani [EHJT04] et une méthode utilisant des
polytopes proposé par Plumbley [Plu05a, Plu05b] permet également de résoudre le
même problème.

Un autre avantage important de cette approche est qu’elle permet d’envisager le cas
bruité. En effet nous verrons que que le vecteur x(γ) qui minimise cette fonctionnelle
ne vérifie jamais Dx(γ) = y.
γ est un paramètre qui pondère l’importance de la norme l1 dans la fonctionnelle
(IV.50), plus γ est petit et plus Dx(γ) se rapproche de y, plus γ est grand plus la
norme l1 de x(γ) est petite.
Dans l’hypothèse où les données y sont bruitées on ne recherche pas nécessairement
un antécédent exact de y mais un vecteur x avec une norme l1 faible qui donne un
résultat proche.
Nous montrerons que sous certaines conditions l’optimum de (IV.50) converge vers
le minimum de (IV.16). Cependant il n’est pas nécessaire de construire une suite
de γn qui tend vers 0 pour retrouver la solution de (IV.16). En effet un des lemmes
présentés dans cette partie assure que dès que γ est suffisamment petit, le support
de x(γ) est le même que celui du vecteur x0 recherché, si x0 vérifie certaines hypo-
thèses. Cette propriété est importante car la connaissance du support S du vecteur
recherché permet de retrouver ce vecteur simplement par projection sur S.
Dans la suite on considérera autant D comme un dictionnaire que comme la ma-
trice d’une application linéaire. Ainsi on effectuera des produits matriciels et des
inversions, on considérera également la transposée de D ou d’un sous-dictionnaire
ou sous-matrice de D.
Nous dirons qu’un vecteur x0 est reconstructible s’il existe γ tel que le minimiseur
x(γ) de (IV.50) avec y = Dx0 ait le même support que x0 et que les composantes
les composantes non nulles de x(γ) et x0 aient mêmes signes.
Nous proposons dans cette partie une étude de la solution de (IV.50), nous montrons
comment l’optimum de cette fonctionnelle permet de reconstruire certains vecteurs,
dont les vecteurs concis que nous avons décrits dans la partie précédente.
Nous analyserons en particulier deux critères de reconstruction l’un proposé par
Tropp l’autre par Fuchs qui nous serviront de base pour la déconvolution de signaux
d’échelle suffisamment grande. Nous présentons d’abord les deux critères en faisant
le lien avec le WERC précédemment introduit puis nous donnons les résultats de
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convergence dans les cas bruité et non bruité obtenus par Fuchs.

IV.4.1 Exact Recovery Coefficient

La plupart des théorèmes utilisables qui assurent la reconstruction d’un vecteur x0

à partir de y = Dx0 +W imposent des conditions sur le cardinal du support de x0.
Ces conditions de concision sont en fait des corollaires de conditions sur le support
qui sont vérifiées par les vecteurs concis.
Fuchs et Tropp proposent deux critères très proches qui sont plus généraux que la
concision et qui permettent d’assurer la reconstruction d’un vecteur x0.
Le critère proposé par Fuchs [Fuc02, Fuc05] est un critère sur le support de x0 et sur
les signes des composantes de x0. Celui proposé par Tropp [Tro05a] ne fait intervenir
que le support.
Nous faisons une description assez détaillée de ces deux critères dans l’optique de
la déconvolution. En effet même s’ils ont étés développés dans un cadre de diction-
naire quelconque et jusqu’à présent utilisés essentiellement avec la cohérence ils sont
remarquablement adaptés à la déconvolution avec une échelle minimale.

Soit S un ensemble d’indices, on définit les matrices D̄S et D̃S comme les matrices
extraites de D composées respectivement des colonnes indicées par S et des autres
colonnes. De même on peut décomposer tout vecteur x en deux sous vecteurs x̄S et
x̃S composés des coordonnées d’indices i ∈ S et j /∈ S.
On note enfin B+ = (BtB)−1Bt le pseudo-inverse de B pour toute matrice B extraite
de D.
Le critère utilisé par Fuchs que nous noterons F (x0) est défini par

F (x0) = max
j /∈S
|gtjD̄+t

S sign(x̄0)| (IV.51)

où S est le support de x0.
Fuchs montre que si F (x0) < 1 alors si γ est bien choisi on peut reconstruire x0 en
minimisant (IV.50), les détails précis sont donnés dans le paragraphe suivant.
Si on sait calculer la matrice D̄+t

S , il est facile de savoir si x0 est reconstructible.
Le critère utilisé par Tropp est appelé ERC pour Exact Recovery Coefficient et ne
fait intervenir que le support S, en cela il est moins précis mais tout aussi intéressant
quand on a seulement des hypothèses sur le support d’un vecteur. L’ERC est défini
comme suit

ERC(S) = 1−max
j /∈S
||D̄+

S gj||1. (IV.52)

Comme pour tout j /∈ S on a

|gtjD̄+
S sign(x0)| = |〈D̄+

S gj, sign(x0)〉| 6 ‖D̄+
S gj‖1×‖sign(x0)‖∞ = ‖D̄+

S gj‖1. (IV.53)
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avec une égalité si on choisit sign(x0) = sign(D̄+
S gj), d’où

ERC(S) = 1− sup
x0, support(x0)=S

F (x0). (IV.54)

Tropp dans [Tro05a] montre que tout vecteur x0 à support dans un ensemble S tel
que ERC(S) > 0 est reconstructible en minimisant (IV.50).
Fuchs dans [Fuc02] montre que tout vecteur x0 tel que F (x0) < 1 est reconstructible.
Il est clair donc d’après (IV.54) que si ERC(S) > 0 on a nécessairement F (x0) < 1.
ERC est donc sensiblement plus faible que F , c’est pourquoi nous réaliserons les
preuves uniquement sur F .
l’ERC est cependant un critère fin car Tropp montre également dans [Tro05a] que
si ERC(S) < 0 alors il existe un vecteur x0 dont le support est S qui ne soit pas
reconstructible.
L’ERC mesure la proximité des vecteurs (gi)i∈S avec les autres vecteurs, ceux de S
et ceux en dehors de S. En effet

||(D̄t
SD̄S)

−1D̄t
Sgj||1 6 ||D̄t

Sgj||1 × ||(D̄t
SD̄S)

−1||∞,1. (IV.55)

où

||A||∞,1 = max
j

∑

i

|bij |.

en effet si Y = AX on

‖Y ‖1 =
∑

i

|yi| (IV.56)

=
∑

i

|
∑

j

aijxj | (IV.57)

6
∑

i

∑

j

|aij||xj | (IV.58)

6
∑

j

|xj |
∑

i

|aij| (IV.59)

6 ‖x‖1 ×max
j

∑

i

|aij| (IV.60)

6 ‖X‖1 × ‖A‖∞,1. (IV.61)

Remarquons qu’on a également l’inégalité suivante, si Y ′ = AtX

‖Y ′‖∞ 6 ‖A‖∞,1‖X‖∞,
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en effet

‖Y ′‖∞ = max
i
|yi|

= max
i
|
∑

j

ajixj |

6 max
i

∑

j

|aji||xj|

6 max
i

∑

j

|aji|‖X‖∞

6 ‖A‖∞,1‖X‖∞.
Ainsi si A est symétrique et Y = AX on a

‖Y ‖1 6 ‖A‖∞,1‖X‖1 et ‖Y ‖∞ 6 ‖A‖∞,1‖X‖∞ (IV.62)

La matrice (D̄t
SD̄S)

−1 étant symétrique, on utilisera l’une des deux inégalités de
(IV.62) selon le besoin.
Le vecteur D̄t

Sgj est formé des produits scalaires entre le vecteur gj et les vecteurs
(gi)i∈S . ‖D̄t

Sgj‖1 mesure ainsi la cohérence entre un vecteur qui n’est pas dans S et
l’ensemble des vecteurs de S. Notons que max

j /∈S
‖D̄t

Sgj‖1 = β(S).

La matrice D̄t
SD̄S est la matrice de Gram des vecteurs de S, plus les vecteurs de S

sont proches de l’orthogonalité plus la matrice de Gram est proche de l’identité et
plus l’inverse est proche de l’identité. Notons que la norme ‖D̄t

SD̄S‖∞,1 correspond
par définition à la quantité 1 + α(S) précédemment définie qui mesure la cohérence
interne du jeu de vecteurs de S.

Maintenant que nous avons montré le lien entre les deux critères nous expliquons
pourquoi nous avons évoqué un ERC affaibli dans la première partie.

Lemme IV.5
Pour tout vecteur x0 à support dans S, si WERC(S) < 1 alors

ERC(S) > 1−WERC(S) (IV.63)

et
F (x0) 6 WERC(S). (IV.64)

Preuve - IV.5 -
Soit j /∈ S, comme nous l’avons déjà écrit plus haut

||(D̄t
SD̄S)

−1D̄t
Sgj||1 6 ||D̄t

Sgj||1 × ||(D̄t
SD̄S)

−1||∞,1. (IV.65)
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Par définition de β(S) on a

||D̄t
Sgj||1 =

∑

i∈S
|〈gj, gi〉| 6 β(S). (IV.66)

La norme ||.||∞,1 est une norme d’algèbre sur les matrices en effet si A et B sont
deux matrices

‖AB‖∞,1 = max
j

∑

i

|
∑

k

aikbkj| (IV.67)

6 max
j

∑

i

∑

k

|aik||bkj| (IV.68)

6 max
j

∑

k

|bkj|
∑

i

|aik| (IV.69)

6 max
j

∑

k

|bkj| ×max
k

∑

i

|aik| (IV.70)

6 ‖A‖∞,1 × ‖B‖∞,1. (IV.71)

La matrice (D̄t
SD̄S) est la matrice de Gram des vecteurs (gi)i∈S donc par définition

de α(S) on a
‖(D̄t

SD̄S)− I‖∞,1 = α(S). (IV.72)

On écrit D̄t
SD̄S sous la forme I −H , avec ||H||∞,1 = α(S) < 1. D’où

||(D̄t
SD̄S)

−1||∞,1 = ||(I −H)−1||∞,1 (IV.73)

= ||
∑

k>0

Hk||∞,1 (IV.74)

6
∑

k>0

||Hk||∞,1 (IV.75)

6
∑

k>0

||H||k∞,1 (IV.76)

6
∑

k>0

α(S)k (IV.77)

6
1

1− α(S)
. (IV.78)

On déduit alors que pour tout j /∈ S on a ‖(D̄t
SD̄S)

−1D̄t
Sgj‖1 6 WERC(S). D’où le

premier résultat, l’autre se déduit immédiatement avec (IV.54).
�

Ce lemme montre donc que le critère WERC < 1 est plus faible que les deux autres
et par conséquent que si WERC(S) < 1 alors tout vecteur x0 à support dans S est
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reconstructible par la minimisation de (IV.50). Le critère WERC permet d’assurer
la reconstruction par les deux minimisations l1, une relaxée l’autre non.
On peut énoncer un corollaire à ce lemme pour les vecteurs concis.

Corollaire IV.6

‖x0‖0 <
1

2
(1 + 1/M)⇒ F (x0) < 1. (IV.79)

où M est la cohérence du dictionnaire D.

On en déduira du théorème IV.11 qui est démontré dans le paragraphe suivant qu’un
tel vecteur x0 est reconstructible.

Preuve - IV.6 -
Nous allons montrer que pour un tel vecteur x0 dont le support est noté S on a
WERC(S) < 1 et il suffit alors d’appliquer le lemme précédent.
Pour un tel x0 on a

β(S) = max
j /∈S

∑

i∈S
|〈gj, gi〉| < M × 1

2
(1 + 2/M) =

M + 1

2
. (IV.80)

D’autre part on peut borner α(S) :

α(S) = max
k∈S

∑

i∈S, i6=k
|〈gk, gi〉| < M ×

(
1

2
(1 + 1/M)− 1

)
=

1−M
2

, (IV.81)

d’où on déduit

WERC(S) =
β(S)

1− α(S)
< (

M + 1

2
)× 1

M+1
2

< 1. (IV.82)

Ce qui conclut la preuve. �

Fuchs dans [Fuc02] et [Fuc05] et Tropp dans [Tro04] et[Tro05a] démontrent des
résultats intéressants sur leurs critères respectifs. Nous ne présentons dans le para-
graphe suivant que les preuves sur F car elles permettent également de déduire les
propriétés de reconstruction de l’ERC. Cependant il est important de noter que la
condition ERC > 0 permet d’assurer une reconstruction par d’autres méthodes, par
exemple à l’aide d’un algorithme glouton [Tro04] et n’est pas un outil exclusivement
réservé à la minimisation de (IV.50).
Nous proposons ici deux résultats de Tropp démontrés dans [Tro05a] qui montrent
l’intérêt de l’ERC.
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Lemme IV.7
On note aS = D̄SD̄

+
S (y) = PS(y) la projection de y sur l’espace engendré par les

vecteurs indicés par S. Si

‖D(y − aS)‖∞ 6 γERC(S). (IV.83)

Alors le minimiseur x(γ) de (IV.50) est à support dans S.

Ce lemme permet d’estimer la qualité d’un support potentiel de la solution.
La positivité de ERC(S) assure la reconstruction pour un γ bien choisi si les données
y ne sont pas bruitées, Tropp montre une réciproque partielle à ce résultat,

Théorème IV.8
Soit S un ensemble d’indices tel que ERC(S) > 0, il existe un vecteur x0 tel que le
minimiseur de (IV.50) avec y = Dx0 n’est pas à support dans S quand γ est petit.

Ce résultat rappelle le troisième point du lemme IV.1. En effet on est assuré qu’il
existe un vecteur à support dans S qui ne soit pas reconstructible, en revanche il
n’exclut pas qu’un vecteur ayant S pour support soit reconstructible.

IV.4.2 Reconstruction sous la condition F (x0) < 1

Notons x(γ) le minimum global de (IV.50), on utilise les mêmes notations que pré-
cédemment où T̄ désigne le sous vecteur ou la sous matrice extrait de T selon le
support de x(γ), T̃ désigne la sous matrice ou le sous vecteur formé des éléments de
T qui ne sont pas dans T̄ . On notera de même T̄0 le vecteur extrait de T en fonction
du support de x0 et T̃0 le vecteur complémentaire.
On utilise la notion de sous-gradient, noté ∂||x||1, qui désigne un ensemble de vec-
teurs

∂||x||1 = {u|utx = ||x|| = 1, ||u||∞ 6 1} (IV.84)

= {u|ui = sign(xi) si xi 6= 0 et |ui| 6 1 sinon}. (IV.85)

En effet on peut caractériser le minimiseur x(γ) de (IV.50) à l’aide du sous-gradient,
voir [Fle87] :

Théorème IV.9
Le point x(γ) est un minimum global de (IV.50) si et seulement si

∃u ∈ ∂||x||1tel que Dt(Dx(γ)− y) + γu = 0. (NSC)
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Les résultats suivants s’appuient sur un corollaire à ce théorème qui donne une
condition suffisante sur x(γ) pour assurer qu’il est le minimiseur de x(γ).

Corollaire IV.10
Les trois conditions suivantes assurent que x(γ) est un minimum strict de (IV.50) :

1.

D̄t(y − D̄x̄(γ)) = γsign(x̄(γ)), (IV.86)

2.

|gtj(y − D̄x̄(γ))| < γ for gj /∈ D̄, (IV.87)

3. D̄ est de rang maximum.

où x̄(γ) est le vecteur associé aux composantes non nulles de x(γ) et D̄ la matrice
extraite de D telle que Dx(γ) = D̄x̄(γ).

Remarquons que si les conditions du corollaire précédent sont vérifiées la relation
(IV.86) amène à une définition implicite de x̄(γ) :

x̄(γ) = D̄+y − γ(D̄tD̄)−1sign(x̄(γ)). (IV.88)

On déduit ensuite un critère qui permet de savoir si un vecteur x0 est reconstructible,
c’est à dire si le minimiseur x(γ) de (IV.50) a le même support que x0 et que leur
composantes sont de mêmes signes.

Théorème IV.11
La solution x0 de Dx = y avec D̄0 et x̄0 définis comme précédemment, si D̄0 est de
rang maximum, peut être reconstruite à partir de l’optimum de (IV.50) si

1.

|gtjd0| < 1, ∀gj /∈ D̄0 avec d0 = D̄+t
0 sign(x̄0), ie F (x0) < 1. (IV.89)

2.

γ ∈]0, γm[ le domaine dans lequel sign{x̄0− γ(D̄t
0D̄0)

−1sign(x̄0)} = sign(x̄0).
(IV.90)

De plus si γ tend vers 0 le minimiseur x(γ) tend vers x0.

Preuve - IV.11 -
Comme x̄0 = D̄+

0 y, le paramètre γ vérifie

sign{D̄+
0 y − γ(D̄t

0D̄0)
−1sign(D̄+

0 y)} = sign(D̄+
0 y). (IV.91)
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On définit le vecteur x̄∗ de la manière suivante.

x̄∗ = D̄+
0 y − γ(D̄t

0D̄0)
−1sign(x̄0). (IV.92)

On a ainsi sign(x̄∗) =sign(x̄0) et donc x̄∗ = D̄+
0 y − γ(D̄t

0D̄0)
−1sign(x̄∗).

Le couple (x̄∗, D̄0) vérifie donc (IV.86). De plus par définition de x̄∗ on a

|gtj(y − D̄0x̄
∗)| = γ|gtjD̄+t

0 sign(x̄0)| = γ|gtjd0|. (IV.93)

D’où on conclut que (IV.89) implique (IV.87) pour le couple (x̄∗, D̄0).
Comme (x̄∗, D̄0) vérifie les trois conditions du corollaire précédent, on en déduit que
le vecteur x∗ complété de x̄∗ par des zéros est l’unique solution de (IV.50). Comme x0

et x∗ ont même support et mêmes signes on en déduit que x0 est bien reconstructible.
�

On déduit donc de ce théorème que si la condition (IV.89) est vérifiée, il suffit que
γ soit suffisamment petit pour retrouver x0.

Cette approche permet également de traiter le cas bruité si le bruit est borné et
suffisamment faible. Fuchs énonce un résultat dans le cas concis qui permet d’assurer
que le support de la solution de (IV.50) est contenu ou identique à celui de x0. Un
tel résultat permet ensuite par minimisation au sens des moindres carrés d’estimer
x0 de manière optimale.

Théorème IV.12
Soit y = Dx0 + W avec ‖W‖2 6 ε, tel que le support S de x0 vérifie ERC(S) >

1− Λ > 0.
On suppose également que ||(D̄t

0D̄0)
−1||∞,1 6 B. On note xmin la valeur absolue de

la plus petite composante de x0.
Si γ 6

xmin

2B
et si ε < (1−Λ)γ alors x(γ) l’optimum de (IV.50) dans le cas bruité et

x0 ont des supports identiques et leurs composantes ont même signe.
Si on suppose simplement ε < (1−Λ)γ alors le support de l’optimum x(γ) est inclus
dans celui de x0.

Une conséquence immédiate de ce lemme est que le support de x(γ) solution de
(IV.50) est inclus dans celui de x0 pour tout γ si les données y ne sont pas bruitées,
ie y = Dx0.

Preuve - IV.12 -
On montre d’abord le premier point, le second se traite de manière similaire.
Pour une meilleure clarté on notera D̄0 = D̄.
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Par hypothèse, x0 vérifie la condition (IV.89) dans le théorème IV.11, en effet
F (x0) 6 1− ERC(S) 6 Λ < 1.

Si γ 6
xmin

2B
, en utilisant (IV.62) on a

‖γ(D̄tD̄)−1sign(x̄0)‖∞ 6 γB 6 xmin/2

et donc

sign(x̄0) = sign(x̄0 − γ(D̄tD̄)−1sign(x̄0)) (IV.94)

Donc si on pose pour un tel γ

x̄1(γ) = x̄0 − γ(D̄tD̄)−1sign(x̄0). (IV.95)

On sait d’après la preuve du théorème IV.11 que x1(γ) est solution du problème
(IV.50) avec y = y1 = Dx0, on sait que x0 est reconstructible à partir de x1(γ) et
on sait de plus que la plus petite valeur absolue des composante non nulles de x1(γ)
est supérieure à xm

2
.

On en déduit qu’il existe un vecteur u du sous-gradient en x1(γ) tel que

Dt(Dx1(γ)− y1) + γu = 0. (IV.96)

On a ainsi en particulier

D̄t(y1 − D̄x̄1(γ)) = γsign(x̄1(γ)) (IV.97)

et que pour tout j /∈ S on a

|gtj(y1 − D̄x̄1(γ))| 6 Λγ. (IV.98)

Voir preuve du théorème IV.11, l’inégalité (IV.93).
Nous allons montrer maintenant que x∗(γ) = x1(γ) + δ est le minimiseur de (IV.50)
avec y = Dx0 +W où δ est le vecteur à support dans S tel que δ̄ = D̄+W .
Par définition le support de x∗(γ) est inclus dans S.

D̄t(y −Dx∗(γ)) = D̄t(y1 +W − D̄(x̄1(γ) + δ̄)) (IV.99)

= D̄t(y1 − D̄x̄1(γ)) + D̄t(W − D̄D̄+W ) (IV.100)

= γ sign(x̄1(γ)) + D̄tW − D̄tD̄(D̄tD̄)−1D̄tW (IV.101)

= γ sign(x̄0) (IV.102)
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De plus,

‖x1(γ)− x∗(γ)‖∞ = ‖x̄1(γ)− x̄∗(γ)‖∞ (IV.103)

= ‖D̄+W‖∞ (IV.104)

= ‖(D̄tD̄)−1D̄tW‖∞ (IV.105)

En utilisant (IV.62)

6 ‖(D̄tD̄)−1‖∞,1 × ‖D̄tW‖∞ (IV.106)

6 B × ε (IV.107)

et comme ε < γ 6
xmin

2B
on déduit

<
xmin

2
(IV.108)

Comme la plus petite valeur absolue des composantes non nulles de x1(γ) est supé-
rieure à xmin

2
on est assuré que x̄∗(γ) et x̄0 aient les mêmes signes, d’où

D̄t(y −Dx∗(γ)) = γ sign(x̄∗(γ)). (IV.109)

D’autre part pour tout j /∈ S on a

|gtj(y − D̄x̄∗(γ))| = |gtj(y1 +W − D̄x̄1(γ)− D̄δ̄)|
6 |gtj(y1 − D̄x̄1(γ))|+ |gtj(W − D̄D̄+W )|
6 γΛ + ||W ||2
6 γΛ + ε

< γ.

Ce qui permet de montrer que x∗(γ) est bien le minimiseur recherché. Il a bien le
même support que x0 et est de même signe que x0.

Supposons maintenant ε < (1− Λ)γ sans borner inférieurement γ.
Soit x2 le minimiseur de la fonctionnelle suivante

1

2
‖y − D̄x‖22 + γ‖x‖1

où on a remplacé D par D̄ par rapport à (IV.50). Nous allons montrer que le vecteur
x∗ tel que x̄∗ = x2 et x̃∗ = 0 est solution de (IV.50) avec y = Dx0 +W .
Par définition de x2 il existe ū dans le sous-gradient en x2 = x̄∗ tel que

D̄t(y − D̄x̄∗) = D̄t(y −Dx∗) = γū





Chapitre IV Inversion sismique sous contrainte d’échelle

Soit j /∈ S.
|gtj(y −Dx∗)| = |gtj(y − D̄x̄∗)|

En insérant x̄∗ = D̄+y − γ(D̄tD̄)−1ū dans l’égalité précédente on a

|gtj(y −Dx∗)| = |gtj(y − D̄D̄+y + γD̄(D̄tD̄)−1ū)|
6 |gtj(y − D̄D̄+y)|+ γ|gtjD̄+tū)|
6 |gtj(y1 +W − D̄D̄+(y1 +W ))|+ γ‖gtjD̄+t‖1‖ū‖∞
6 |gtj(W − D̄D̄+W )|+ γ(1− ERC(S))

6 ε+ Λγ < γ.

Ce qui conclut la preuve du lemme. �

Nous avons vu précédemment que ‖(D̄tD̄)‖∞,1 6
1

1−α(S)
. Nous avons montré dans

un lemme précédent que dans le cas concis on pouvait borner cette quantité à l’aide
de la cohérence. D’autre part si WERC(S) < 1 on a toujours 1

1−α(S)
< 1

β(S)
< 1

M
.

Nous proposons de montrer que ces résultats peuvent s’appliquer aux signaux de
grande échelle pour un opérateur de filtrage. Utiliser directement le critère ERC
sans passer par la cohérence permet de traiter des situations plus variées.

On peut même être un peu plus précis quand on dit que le support de x(γ) est
inclus dans celui de x0 pour tout γ si les données ne sont pas bruitées. Si x0 respecte
certaines conditions, on peut montrer que le support de x(γ2) est inclus dans celui
de γ1 si γ1 < γ2. Nous proposons de montrer ce résultat en deux temps. D’abord
nous montrons que pour un γ0 fixé le support de x(γ) est identique à celui de x(γ0)
si γ > γ0 et γ est proche de γ0. Nous montrons ensuite comment le support de x(γ)
décrôıt quand γ crôıt.

Lemme IV.13
Soit γ0 > 0 et x(γ0) une solution de (IV.50) avec y = Dx0. On divise D en deux

sous matrices D̄ et D̃ selon les composantes non nulles de x(γ0). On suppose que
‖D̃tD̄+tsign(x(γ0))‖∞ < 1 et que D̄ est de rang maximal.
Il existe γ1 tel que pour tout γ ∈]γ0, γ1[ la solution de (IV.50) a le même support
que x(γ0) et le support de x(γ1) est strictement inclus dans celui de x(γ0).
De plus on a ‖x(γ)‖1 < ‖x(γ0)‖1 pour tout γ > γ0.

Preuve - IV.13 -
Comme x(γ0) est solution de (IV.50) on déduit de (NSC) qu’il existe u dans le
sous-gradient en x tel que

Dt(y −Dx(γ0)) = γ0u(γ0). (IV.110)
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En reprenant (IV.88) on déduit de l’égalité précédente une définition implicite de
x(γ0).

x̄(γ0) = D̄+y − γ0(D̄
tD̄)−1sign(x(γ0)) (IV.111)

En introduisant cette égalité dans la précédente on déduit également

ũ(γ0) =
1

γ0
D̃t(y⊥ − γ0D̄

+tsign(x(γ0))), (IV.112)

où y⊥ = y − D̄tD̄y. On note γ1 le plus petit réel tel que

x̄(γ1) = D̄+y − γ1(D̄
tD̄)−1sign(x(γ0))

ait une composante nulle. Pour tout γ ∈]γ0, γ1[ on définit x(γ) par

x̄(γ) = D̄+y − γ(D̄tD̄)−1sign(x(γ0)) et x̃(γ) = 0.

En prenant u(γ) défini par

ū(γ) = sign(x(γ0)) et ũ(γ) =
1

γ
D̃t(y⊥ − γD̄+tsign(x(γ0)))

On vérifie que
D̄t(y − D̄x̄(γ)) = γū(γ) = γsign(x(γ))

et

‖D̃t(y − D̄x̄(γ))‖∞ = ‖γũ(γ)‖∞ = γ‖1
γ
D̃t(y⊥ − γD̄+tsign(x(γ0)))‖∞.

Comme par définition de ũ(γ0) on a

‖ 1

γ0
D̃t(y⊥ − γ0D̄

+tsign(x(γ0)))‖∞ 6 1

comme par hypothèse on a

‖D̃tD̄+tsign(x(γ0))‖∞ < 1

et comme ‖ 1
γ
D̃t(y⊥− γD̄+tsign(x(γ0)))‖∞ est une combinaison convexe de ces deux

termes on en déduit
‖D̃t(y − D̄x̄(γ))‖∞ < 1

et ainsi que x(γ) est l’unique minimiseur de (IV.50) en utilisant le corollaire IV.10.
Comme γ > γ0 en écrivant les deux propriétés de minimalité de x(γ) et x(γ0) on
obtient

‖x(γ)‖1 6 ‖x(γ0)‖1.
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On définit x1 par

x̄1 = D̄+y − γ1(D̄
tD̄)−1sign(x(γ0)) et x̃1 = 0.

En posant

ū1 = sign(x(γ0)) et ũ1 =
1

γ1
D̃t(y⊥ − γD̄+tsign(x(γ0)))

on a
D̄(y −Dx1) = γ1u1.

On vérifie comme pour u(γ) que u1 ∈ ∂‖x‖1 au point x1 et on en déduit que x(γ1)
est un minimiseur de (IV.50) pour γ = γ1. �

On peut maintenant montrer que sous certaines conditions sur x0 vérifiées pour les
vecteurs concis et d’échelle suffisamment grande, le support du minimiseur x(γ) de
(IV.50) est inclus dans celui de x0.

Lemme IV.14
Soit x0 un vecteur tel que D̄0 est de rang maximal et que pour tout Sk ⊂ S on ait
ERC(Sk) > 1− Λ > 0.
Pour tout γ > 0 il existe un unique minimiseur x(γ) de (IV.50) à support dans celui
de x0 et pour tout (γ1, γ2) tels que γ1 < γ2, S(x(γ2)) ⊂ S(x(γ1)).

Preuve - IV.14 -
On va utiliser k fois le lemme précédent pour montrer que le support de x(γ) décrôıt,
où k est le cardinal du support de x0.
On décompose D en deux sous-matrices D̄0 et D̃0 selon le support de x0. Soit γ1 le
plus petit réel tel que

x̄0(γ1) = D̄+
0 b− γ1(D̄

t
0D̄0)

−1sign(x(γ0))

ait une composante nulle. Par hypothèse ERC(S) > 0 et D0 est de rang maximal. On
peut donc appliquer le lemme précédent en prenant γ0, très proche de zéro d’après
le théorème IV.11.
Pour tout γ ∈]0, γ1[, x(γ) a le même support que x0. On sait aussi que x(γ1) défini
comme dans le lemme précédent est solution de (IV.50) pour γ = γ1 et de support
strictement inclus dans S.
On prend maintenant γ0 = γ1 dans le lemme précédent. On redécompose D selon le
support de x(γ1) inclus dans celui de x0. Par hypothèse, la nouvelle matrice D̄1 est
de rang maximum et on a également par hypothèse ERC(S(x(γ1))) > 0 On montre
alors qu’il existe γ2 > γ1 tel que pour tout γ ∈]γ1, γ2[, x(γ) est solution de (IV.50),
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que x(γ2) est solution de (IV.50) avec γ = γ2 et le support de x(γ2) inclus dans celui
de x(γ) et donc de x(γ1). On itère le procédé, les hypothèses assurant qu’à chaque
étape la matrice extraite est bien de rang plein et que ERC(S(γi)) > 0. �

IV.5 F, ERC et WERC pour la déconvolution

Dans cette partie nous montrons en quoi les précédents résultats assurent la recons-
truction des signaux de grande échelle en montrant que pour ces signaux WERC(S) <
1. On considère un signal discret x0 d’échelle ∆. On considère toujours

y = h ⋆ x0 + w. (IV.113)

En utilisant F (x0) 6 WERC(S) et les propriétés de F (x0) on en déduira que les
signaux dont les échelles Delta sont suffisamment grande sont reconstructibles.
L’idée qui se cache derrière la déconvolution de tels signaux est relativement simple.
Si on sait que l’image gi d’un Dirac est supportée sur un ensemble de diamètre ∆,
alors la déconvolution d’un signal d’échelle ∆ est en quelque sorte une union de
déconvolution d’un seul Dirac. Les Diracs sont alors suffisamment séparés pour être
considérés chacun comme unique.
Pour un tel signal de support S, on a α(S) = 0 et β(S) = M , où M est la cohérence
du dictionnaire D associé à h. On a ainsi WERC(S) = β(S)/(1− α(S))) = M < 1.
Notre objectif est d’utiliser F, ERC et WERC pour étendre ce résultat à des filtres
h dont la réponse impulsionnelle est à décroissance rapide. On va montrer qu’alors
si ∆ est suffisamment grand α(S) est proche de 0 et β(S) proche de M et ainsi
WERC(S) < 1.

Notons au passage que Fuchs a étudié un cas particulier de déconvolution dans
[Fuc04]. L’auteur propose un résultat de reconstruction par programmation linéaire
des signaux dont toutes les composantes sont positives. Cet exemple illustre la pos-
sibilité de reconstruire des signaux qui sont non concis, si on connâıt un autre a
priori fort sur le signal.

IV.5.1 WERC des signaux de grande échelle

Nous considérons maintenant le dictionnaire

D = [gi = h ⋆ δi, i 6 N ] (IV.114)
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Fig. IV.3 – Signal ayant 5 coefficients non nuls, filtre h à support compact et image
du signal par le filtrage

Les produits scalaires 〈gi, gj〉 dépendent ainsi uniquement de la distance |i− j|, plus
précisément on a

〈gi, gj〉 = 〈h ⋆ δi, h ⋆ δj〉 = 〈δi, h̄ ⋆ h(δj)〉 = h̄ ⋆ h(|i− j|). (IV.115)

où h̄(i) = h(−i).
Cette remarque permet d’estimer rapidement la cohérence du dictionnaire comme
la seconde plus grande valeur de H = |h̄ ⋆ h|, la première étant 1 au point 0.
On pourrait espérer utiliser tous les résultats précédents sur les signaux concis mal-
heureusement en pratique les filtres qu’on utilise produisent une cohérence élevée,
souvent supérieure à 1

2
et parfois proche de 1. Le filtre h0 passe bas défini par

ĥ0(ω)





1 si |ω| 6 π/2

0 si |ω| > π/2
(IV.116)
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Fig. IV.4 – Transformée de Fourier du filtre h0, réponse impulsionnelle de h0 et
zoom sur la réponse impulsionnelle

qui conserve totalement la moitié basse des fréquences et qui annule les autres fré-
quences, induit une cohérence proche de 2

π
. En effet h̄0 ⋆ h0 est un sinus cardinal :

H0(k) = |h̄0 ⋆ h0(k)| = |
sin(kπ/2)

kπ/2
|. (IV.117)

On observe que la seconde plus grande valeur de ce vecteur est 2
π

quand k = 1. Ceci
signifie que deux Diracs voisins ont des images proches, ce qui n’est pas surprenant
pour un filtre passe bas. Plus généralement la cohérence du dictionnaire associé à un
filtre passe bas h dont la transformée de Fourier est l’indicatrice de [−ωc, ωc] avec
ωc < π/2 est

M(h) =
sin(ωc)

ωc
(IV.118)

Les filtres qui sont utilisés pour modéliser les ondes sismiques induisent des cohé-
rences élevées. Rappelons qu’une cohérence de 1

10
permet d’assurer la reconstruction
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Fig. IV.5 – Signal ayant 4 coefficients non nuls et non reconstructible, le minimiseur
de la fonction (IV.50) et l’image commune de ces deux vecteurs par le filtre h0. La
norme l1 de la reconstruction est plus petite que celle de l’originale

d’un signal comportant moins de 1
2
(1 + 10) = 5.5 composantes non nulles.

Dans la figure IV.5 on montre l’exemple d’un signal supporté sur 4 Diracs qui n’est
pas reconstructible pour le filtre h0. La fréquence de coupure du filtre h0 est pourtant
π/2. Le support spectral des ondelettes sismiques est souvent plus étroit et on peut
construire des vecteurs non reconstructibles avec 2 ou 3 Diracs.
Ainsi les résultats d’inversion sous hypothèse de concision ne peuvent donc s’appli-
quer ici. Cette remarque est confirmée numériquement, il existe des vecteurs ayant
un petit nombres de composantes non nulles qui ne sont pas reconstructibles. Le
plus simple pour le montrer est de calculer numériquement l’ERC d’un ensemble
d’indices pour un filtre h donné. En effet d’après le théorème IV.8 si ERC(S) < 0
il existe un signal à support sur S non reconstructible.
Si h est un filtre dont la transformée de Fourier est régulière. On montre que les
signaux dont l’échelle est suffisamment grande sont reconstructibles en minimisant





F, ERC et WERC pour la déconvolution Section IV.5

(IV.16) ou (IV.50). Pour cela on montre que le Weak Exact Recovery Coefficient de
ces supports est plus petit que 1.

Lemme IV.15
Soit h un filtre tel qu’il existe C tel que H(n) = |h̄ ⋆ h(n)| 6

C
(1+n)3/2 . Il existe

∆ > 0 et Λ(∆) tels que tout ensemble d’indices S d’échelle supérieure à ∆ vérifie
WERC(S) 6 Λ(∆) < 1 et D̄t

SD̄S est inversible.

Preuve - IV.15 -
Soit S un ensemble d’indices d’échelle supérieure à ∆.

α(S) = max
k∈S

∑

i∈S,i6=k
H(i− k) 6 2

∑

i

H(∆ + i). (IV.119)

En effet pour tout k il existe au plus 2 indices qui sont à une même distance de k,
d’autre part aucun n’est à une distance inférieure à ∆
Comme la série des (H(i))i est convergente, pour tout ε > 0 il existe un ∆1 tel que
2
∑

iH(∆1 + i) < ε et donc tel que α(S) < ε. D’autre part

β(S) = max
j /∈S

∑

i∈S,i6=k
H(i− j). (IV.120)

Comme la série (H(i))i est convergente on a aussi

∀ε, ∃∆2tel que ∀k, H(∆2 + k) < ε. (IV.121)

Soit S un ensemble d’indices d’échelle supérieure à ∆3 = max(∆1, 2∆2).
On note jS l’indice n’appartenant pas à S réalisant le maximum dans la définition
de β(S), on a

β(S) =
∑

i∈S
H(jS − i) (IV.122)

Il existe au plus 2 indices i1 et i2 dans S dont la distance à jS est inférieure à ∆1.
On a ainsi

β(S) 6 H(jS−i1)+H(jS−i2)+2
∑

i

H(∆1+i) 6 H(j−i1)+H(j−i2)+ε. (IV.123)

Soit i1 l’indice le plus proche de jS. Par définition de ∆2 on a |jS − i2| > ∆2 et donc
H(jS − i2) < ε.
On borne H(jS − i1) par la cohérence M . On déduit donc que pour tout ε il existe
une échelle ∆ telle que tout signal d’échelle supérieure à ∆ vérifie

α(S) + β(S) 6 M + 2ε. (IV.124)
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Fig. IV.6 – Transformées de Fourier de deux filtres h0 et h1 l’une est discontinue,
l’autre régulière.

Comme M < 1 on peut choisir ε < 1−M
4

.
On déduit qu’il existe ∆ et Λ(∆) tels que si S est d’échelle supérieure à ∆ alors
α(S) + β(S) 6 Λ1(∆) < 1 et donc que

WERC(S) =
β(S)

1− α(S)
6 Λ(∆) < 1. (IV.125)

Comme ‖D̄t
SD̄S‖∞,1 = α(S) on sait que α(S) < 1 assure l’inversibilité de D̄t

SD̄S, ce
qui conclut la preuve du lemme. �

La décroissance spatiale de la réponse impulsionnelle d’un filtre est liée à la régula-
rité de sa transformée de Fourier. Du fait que F (x0) 6 WERC(S) et que F (x0) < 1
implique une reconstruction par minimisation de (IV.50) on déduit que pour tout
filtre dont la transformée de Fourier est suffisamment régulière il existe une échelle
∆ qui assure que tout vecteur d’échelle ∆ est reconstructible par (IV.50). Si le filtre
n’est pas régulier on a davantage de problèmes. En effet une décroissance du type de
celle du sinus cardinal gêne un algorithme de reconstruction à cause des nombreux
rebonds. La figure IV.7 représente un vecteur x0 non reconstructible pour un filtre
dont la transformée de Fourier est discontinue, figure IV.6 à gauche et reconstruc-
tible pour un filtre ayant la même fréquence de coupure et dont la transformée de
Fourier est régulière, figure IV.6 à droite. La figure IV.6 représente les images par
ces deux filtres du vecteurs. Les deux reconstructions sont présentées dans la figure
IV.14. Dans le premier cas, le support n’est pas inclus dans celui de x0, dans le
second le support est bien inclus dans celui de x0.
Cependant il est toujours possible de régulariser le filtre en refiltrant les données par
un second filtre. Ce second filtre hr de régularisation doit être construit de manière
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Fig. IV.7 – Signal x0. Pour h0 on a ERC=-0.22 et F=1.14 le signal n’est pas recons-
tructible. Pour h1 ERC=0.05 et F=0.95 le signal est reconstructible.

à ce que la transformée de Fourier ĥ1 = ĥr ⋆ ĥ de h1 = hr ⋆ h soit régulière.
On effectue ensuite la minimisation à partir des données hr ⋆ y images de y par le
filtre hr. Les résultats précédents s’appliquent sur h1 et on en déduit que pour tout
filtre h il existe une échelle ∆ tel que tout vecteur x0 d’échelle ∆ est reconstructible
par une minimisation (IV.16) ou (IV.50).
On a également un résultat de reconstruction dans le cas de données bruitées di-
rectement en appliquant le théorème IV.12 de reconstruction dans le cas bruité.

Théorème IV.16
Soit h un filtre C1 et W un bruit tel que ‖W‖2 6 ε.
Il existe ∆ > 0 et Λ tel que pour tout vecteur x0 dont le support S est d’échelle
supérieure à ∆ vérifie ERC(S) > 1− Λ > 0 et ‖(D̄t

0D̄0)
−1‖∞,1 6 2.

Tout x0 d’échelle supérieure à ∆ et tel que xmin >
5ε

1−Λ
est reconstructible à partir

de b = Dx0 +W .
De plus si γ >

ε
1−Λ

alors le support de x(γ) est contenu dans celui de x0.

Preuve - IV.16 -
Le premier point est une conséquence directe du théorème précédent et de sa preuve.
En effet dans la preuve nous avons vu qu’il existe ∆ tel que α(S) < 1/2 et donc
1/(1−α(S)) < 2. On déduit le résultat de l’inégalité démontrée dans le lemme IV.5
‖(D̄t

0D̄0)
−1‖∞,1 6 1/(1− α).

Le deuxième point est une conséquence du théorème IV.12. En effet comme 1 −
ERC 6 WERC(S) < 1, en prenant γ = 5ε

4(1−Λ)
on vérifie bien toutes les conditions

du théorème IV.12
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– ‖(D̄t
0D̄0)

−1‖∞,1 6 2
– γ = 5ε

4(1−Λ)
< xmin

4

– ε = 4
5
(1− Λ)γ < (1− Λ(∆))γ

et on applique le théorème IV.12 pour déduire le résultat.
Le troisième point vient du théorème IV.12. En effet, si x0 est d’échelle ∆, alors
tout vecteur xk inclus dans le support de x0 est d’échelle ∆ et ainsi ERC(S(xk)) >
1− λ > 0. On applique alors le second point du théorème IV.12.

�

Pour illustrer ce résultat par un exemple pratique, nous proposons dans la figure
IV.10, trois inversions sismiques d’un même jeu de données. Il apparâıt que le support
de γ crôıt globalement quand γ décrôıt.

IV.5.2 Résultats numériques

Nous avons testé le pertinence de nos résultats théoriques sur des données artificielles
afin de tester différentes valeurs de F , ERC et WERC. Nous proposons également des
résultats obtenus sur des données réelles. La figure IV.8 présente une inversion réelle.
La figure IV.9 donne deux exemples de traces issues des données bidimensionnelles
présentées dans la figure IV.8.

IV.5.2.1 Estimation de ∆

les résultats que nous avons proposés sur ∆ ne sont pas constructifs. Il existe un
moyen algorithmique de déterminer une échelle ∆ entre les indices du support d’un
élément qui assure sa reconstruction.
A partir de H on construit φ qui est l’infimum des vecteurs décroissants qui majore
H :

∀k ∈ N, φ(k) = max
j>k

H(j). (IV.126)

Cette fonction permet de borner le produit scalaire de deux vecteurs si on a une
borne inférieure sur la distance qui les sépare, |〈h ⋆ ei, h ⋆ ej〉| 6 φ(k) si |i− j| > k.
Si on se fixe un ∆ on peut ainsi borner l’ensemble des β(S) et α(S) pour S d’échelle
∆. Par exemple si l’échelle de S est supérieure à ∆ on a

α(S) 6 2
∑

k

φ(k∆) et (IV.127)





F, ERC et WERC pour la déconvolution Section IV.5

β(S) 6 max
j6∆

(φ(j) + φ(∆− j)) + α(S). (IV.128)

Ces bornes permettent de déterminer un ∆ qui assure la reconstructibilité.
En revanche, pour savoir si un support assure la reconstructibilité, le mieux est de
calculer son ERC. Si on veut estimer le plus petit ∆ pour un filtre donné, on le
majore en utilisant la fonction φ et on essaie de trouver des supports S tels que
ERC(S) < 0 avec une échelle la plus grande possible. En effet Tropp a montré dans
le théorème IV.8 qu’un ERC négatif assure l’existence d’un vecteur non reconstruc-
tible.
Cette méthode consistant à borner inférieurement et supérieurement ∆ a permis d’es-
timer ∆ à 1 près pour les filtres réguliers que nous avons testés. Quelques exemples
de filtres passe bas sont présentés dans la figure IV.12
Les expériences numériques ont montré qu’il était parfois plus intéressant de refiltrer
les données pour diminuer le WERC et l’ERC, si on souhaite avoir le support exact.
En effet, même si effectuer un filtrage passe bas supplémentaire renforce souvent
la cohérence, il est parfois meilleur d’avoir une décroissance rapide de la réponse
impulsionnelle du filtre. Cette remarque prend tout son sens quand on essaie de
retrouver un signal à partir de la moitié basse des fréquences. Un bon filtrage régu-
larisant permet de diminuer les valeurs de WERC(S) et ERC(S) et ainsi de diminuer
sensiblement la distance minimale ∆ associée au filtre.

IV.5.2.2 Algorithme itératif par projections alternées

Pour effectuer nos expérimentations numériques, nous avons utilisé l’algorithme dé-
veloppé simultanément par trois équipes, Daubechies, Defrise et De Mol [DDM04],
par Chambolle [Cha04] et Figueiredo et Nowak [FN03]. Nous utilisons les notations
de [DDM04] pour décrire notre algorithme.
Les auteurs montrent que la suite définie par

fn = Sλ(fn−1 +K∗(Y −Kfn−1)) (IV.129)

converge pour tout f0 vers le minimum de la fonctionnelle

J(f) = ‖Kf − Y ‖2 + λ‖f‖1 (IV.130)

Si K est un opérateur strictement contractant et où Sλ(g) désigne l’opérateur de
seuillage doux avec un seuil λ/2.

Sλ(f) =
∑

i

sign(〈f, δi〉) max(|〈f, δi〉| − λ/2, 0)δi (IV.131)
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Comme nous avons considéré des filtres h normalisés, il est nécessaire d’effectuer la
minimisation en utilisant K = µh où µ ∈]0, 1[. On en déduit que pour tout f0 la
suite (fn)n∈N définie par

gn = fn + µ2h̄ ⋆ (Y − h ⋆ fn) = fn + µ2h̄ ⋆ Y + µ2(h̄ ⋆ h) ⋆ fn (IV.132)

fn+1 = S2µ2γ(gn). (IV.133)

tend vers le minimiseur de (IV.50)

1

2
‖Y − h ⋆ f‖22 + γ‖f‖1.

A chaque étape on a ainsi un calcul de H(fn) et un seuillage doux. Le choix de
µ ∈]0, 1[ est libre. Il est conseillé de choisir µ proche de 1 car l’algorithme converge
plus vite.

IV.6 Perspectives

Nous avons justifié l’utilisation de la fonctionnelle relaxée (IV.50) pour la décon-
volution de traces sismiques. Cette minimisation tire avantage d’une concision en
bases de Diracs de la réflectivité monodimensionnelle. Elle néglige en revanche toute
redondance spatiale. En effet les données sismiques réelles sont tridimensionnelles et
on retrouve dans ces données des structures régulières, des surfaces ou des courbes.
Le sous-sol a ainsi une forte régularité géométrique.
Cette double propriété a été exploitée par Hennenfent, Herrmann et Neelamani dans
un travail [HHN05] qui date de juin 2005. Les auteurs proposent de minimiser la fonc-
tionnelle (IV.50) où la norme l1 est celle des coefficients en curvelets. Les auteurs
espèrent ainsi profiter des deux a priori de la réflectivité, la concision verticale et
la redondance horizontale. Il est probable qu’une approche similaire en bandelettes
donne des résultats équivalents.
Nous pensons toutefois qu’il serait meilleur d’utiliser des bases plus adaptées à l’in-
version sismique. En effet même si les réflectivités ont une régularité géométrique, un
modèle Cα en dehors de courbes Cα ne correspond pas à la régularité verticale d’une
réflectivité. Des bases de fonctions , qui ont une régularité géométrique horizontale
et un support géométrique proche du Dirac verticalement, semblent plus adaptées
au problème.
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Fig. IV.8 – En haut données sismiques réelles. Au milieu ondelette, en espace et en
fréquence. En bas, reconstruction totale par minimisation l1
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Fig. IV.9 – En haut deux traces sismiques et en bas les deux reconstructions asso-
ciées.
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Fig. IV.10 – Différentes reconstructions avec des γ différents. Plus γ est petit plus
on récupère de Diracs. En haut à gauche, les données originales, en haut à droite,
une reconstruction avec un γ grand, en bas à gauche une reconstruction avec un γ
un peu plus petit, en bas à droite une reconstruction avec un γ encore plus faible.
On observe que les supports des solutions sont presque intégralement inclus les unes
dans les autres.
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Fig. IV.11 – A gauche sont représentées le vecteur h̄0 ⋆h0 et le vecteur φ associé qui
forme une enveloppe de la courbe oscillante. A droite la même chose pour le filtre h1.
Dans le second cas l’approximation de H1 = |h̄1 ⋆ h1| par φ est une approximation
fine. On décèle à peine que H n’est pas rigoureusement décroissante.
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Fig. IV.12 – Différents filtres passe bas pour des fréquences de coupures différentes.
Pour une fréquence ωc = π/2 (en haut à gauche) l’utilisation de la fonction φ et
de l’ERC permet d’obtenir ∆ = 5. Pour ωc = 5π/12 (en haut à droite) on obtient
∆ = 6. Pour ωc = π/3 (en bas à gauche) on obtient ∆ = 8. Pour ωc = π/4 (en bas
à droite) on obtient ∆ ∈ [11, 12].
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Fig. IV.13 – Images de x0 par les filtres h0 et h1.
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Fig. IV.14 – A gauche la reconstruction par inversion de h0. En zoomant on voit
que le support diffère en 3 points. A droite la reconstruction par inversion de h1, le
support est identique à celui de x0.
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