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1. Ensemble dans lequel un même élément peut apparaître plusieurs fois. Autrement dit, la multipliitéd'un élément d'un multi-ensemble peut être supérieure à 1.2. On notera la distintion entre un ensemble de pereptions et l'ensemble des pereptions.



Chapitre 1IntrodutionImaginez que vous vous installez dans une grande ville dont vous ne onnaissez rien.Si vous devez vous rendre en voiture à la mairie, que vous n'avez ni plan, ni panarte, nipersonne pour vous renseigner, vous êtes ontraint de la trouver par hasard. La premièrefois, si vous avez un peu de hane, vous trouverez la mairie au bout d'un moment. Ladeuxième fois, vous n'irez plus omplètement au hasard et votre parours sera proba-blement moins long mais il a de bonnes hanes de ne pas être le plus ourt. Au boutde plusieurs essais, vous trouverez le hemin le plus rapide et vous serez même apabled'en trouver un autre s'il y a des travaux sur votre route qui vous empêhent de passerpar votre hemin habituel. Vous aurez don appris à aller rapidement et sûrement à lamairie.Prenons un autre exemple. Dans un jeu vidéo, vous dirigez un personnage devant ena�ronter d'autres gérés par l'ordinateur. A la première partie, vous allez être sans auundoute rapidement battu. Pourtant, au �l des parties, vous vous améliorerez, appren-drez à maîtriser votre personnage et surtout vous trouverez les failles des personnagesinformatiques, en un mot, vous aurez appris à vainre l'ordinateur.Dans es deux exemples, la faulté prinipale qui vous a permis de parvenir à votrebut est l'apprentissage. Cette faulté est un élément essentiel pour trouver une stratégied'ation quand le système est omplètement ou partiellement inonnu (la ville dans lepremier as, le omportement de l'ordinateur dans le seond).Développée depuis les années 1980, la théorie de l'apprentissage par renforementa pour objetif de reproduire ette faulté qui nous est naturelle. L'apprentissage parrenforement est une méthode de ontr�le automatique qui ne néessite pas de onnaîtrele système mais simplement un ritère de satisfation, omme par exemple la satisfationde trouver la mairie ou de gagner la partie ontre l'ordinateur.Les appliations de ette approhe sont nombreuses notamment en robotique mobile,domotique, robotique ludique et plus généralement dans les appliations où le ompor-tement du système est inonnu. Voii quelques exemples :� un robot se déplae dans des ateliers pour aller herher des pièes, il apprend àtrouver son hemin même si la on�guration spatiale de l'atelier hange (nouvellesmahines, ouvriers et mahines en mouvement, et.),1



2 Chapitre 1� un robot aspirateur apprend à parourir entièrement le sol d'une habitation qu'ilne onnaît pas au départ et qui peut hanger (par exemple des meubles qui ne sontpas à la même plae),� dans un jeu vidéo, les personnages gérés par l'ordinateur progressent en mêmetemps que le joueur,� dans un jeu de ré�exion (le bakgammon par exemple), l'ordinateur apprend àjouer de mieux en mieux à haque partie,Parmi les autres appliations possibles, la mirorobotique et plus partiulièrementla miromanipulation posent des problèmes liés à la modélisation des interations dyna-miques à l'éhelle mirosopique qui s'insrivent dans le adre de l'apprentissage. C'esten réalité par et pour ette appliation de miromanipulation que nous nous sommesintéressés en premier lieu à l'apprentissage.1.1 Cadre appliatif1.1.1 Mirorobotique et miromanipulationLa mirorobotique est une disipline relativement nouvelle dont l'objetif est deonevoir, réaliser et ommander des systèmes de tailles millimétriques ou miromé-triques apables d'e�etuer ave une grande préision des fontions données dans unmilieu donné.En terme d'appliations, la mirorobotique vise la manipulation d'éléments biolo-giques (ellules, miro-organismes, et.) ou l'assemblage de miro-pièes (miro-engre-nages, miro-miroirs, et.). Elle onerne aussi l'exploration et l'inspetion en milieufortement on�né omme la visite et la réparation de analisations de très faibles dia-mètres. Dans le domaine médial, la mirorobotique est utilisée dans le diagnosti, lathérapie (administration des médiaments) ou les opérations de hirurgie miro-invasive(biopsie, traitement des anévrismes, et.).Parmi es appliations, l'aide à la manipulation de ellules in vitro fait partie desenjeux d'aujourd'hui. Plus partiulièrement dans le domaine de la féondation in vitro,les spéialistes aimeraient pouvoir estimer la qualité des ovoytes par quelques tests dé-terminants a�n de hoisir les meilleurs andidats à la féondation. Ce type d'appliationnéessite notamment la apture, le onvoyage et le maintien d'un ovoyte sur un site detest.A e titre, le Laboratoire d'Automatique de Besançon développe atuellement denouveaux outils destinés à manipuler les ellules biologiques. Il a notamment démarréun programme de reherhe visant à onevoir un miromanipulateur de ellule sans �l,baptisé WIMS (WIreless Miromanipulation System). Cette thèse s'insrit dans e adreet traite de la ommande de e miromanipulateur.
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Fig. 1.1 � Fontionnement du miromanipulateur de ellule sans �l WIMS.1.1.2 Miromanipulateur de ellule sans �l WIMS (WIreless Miro-manipulation System)Le fontionnement du miromanipulateur WIMS repose sur l'utilisation d'un hampmagnétique pour déplaer à distane un miro-outil (f. �gures 1.1 et 1.2). La faible tailledu miro-outil permet de l'insérer diretement dans le milieu biologique ave les objetsà manipuler. Ainsi, il est possible de manipuler les objets biologiques diretement sousmirosope entre lame et lamelle.Le hamp magnétique est généré par un aimant permanent que l'on peut déplaerà l'aide d'une table de miro-positionnement deux axes. Le manipulateur intègre dondeux degrés de liberté (les deux diretions du plan des lames de verre). Un système deontr�le ommande la table de miro-positionnement et reçoit les informations sur l'étatdu système par les images vidéo issues du mirosope.1.1.3 Objetifs expérimentaux et ontraintes minimales à respeterObjetifs expérimentauxL'un des objetifs de e projet est de réaliser ave et outil des opérations automa-tiques de apture et de onvoyage d'un ovoyte vers un site de test. On désire dononevoir un ontr�leur apable de déplaer l'outil entre les ellules vers une positionible (f. �gure 1.3a) ou apable de pousser une ellule vers un ban de test en évitantles autres ellules (f. �gure 1.3b).Outre la génération de trajetoires évitant les ellules, il faut surmonter trois di�-ultés majeures pour établir une loi de ommande.Tout d'abord, le manipulateur WIMS présente un inonvénient inhérent à son moded'ationnement : il existe une hystérésis dans la transmission du mouvement de l'aimantà l'outil. Quand l'aimant se déplae, l'outil le suit à une ertaine distane. D'une ertaine



4 Chapitre 1

 4 mm

Fig. 1.2 � Di�érentes vues du miromanipulateur WIMS atuellement en développementau Laboratoire d'Automatique de Besançon (en haut à gauhe : vue d'ensemble, en hautà droite : le miromanipulateur, en bas à gauhe : la table de miro-positionnement, enbas à droite : détail de l'aire de manipulation et de l'outil ferromagnétique).

(a) Atteindre une ellule ible en évitant detouher et de déplaer les autres (b) Amener la ellule ible vers le ban detest en la poussant et en évitant les autresFig. 1.3 � Objetifs du ontr�leur.
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Table de micrFig. 1.4 � Illustration du phénomène d'hystérésis.manière, l'aimant � traîne � l'outil. Lorsqu'il faut hanger de diretion, l'outil ne bougepas tant que l'aimant n'est pas passé sous lui (f. �gure 1.4). Cette hystérésis induiten outre un ouplage entre les deux axes de déplaement de l'outil qui rend déliat sonpositionnement dans le plan.Ensuite, ertains phénomènes physiques dus aux frottements ne sont pas aisés à mo-déliser. Notamment, quand l'aimant se déplae, l'outil le suit en e�etuant de petitsbonds. Son mouvement est saadé ar il se bloque puis avane d'un oup se. Ce phé-nomène est appelé stik-slip. Il est dû à l'état de la surfae de l'outil en ontat ave lalame de verre. Ce phénomène est imprévisible et rend don la ommande très di�ile.En�n, lors d'une tâhe de poussée d'un ovoyte par l'outil, l'interation méaniqueentre l'outil et l'ovoyte et notamment les onditions d'adhésion sont di�iles à mo-déliser. En e�et, les aratéristiques des ovoytes (forme, taille, souplesse, état de sasurfae, et.) sont variables. Il est di�ile dans es onditions de prévoir une ommandequi fontionne ave tous les ovoytes.Pour es raisons, nous avons hoisi de ne pas herher un modèle préis de la dyna-mique du miromanipulateur et des interations ave les ellules. Nous nous sommes auontraire orientés vers une approhe par apprentissage par renforement qui ne néessitepas de modélisation a priori.Cette approhe par apprentissage par renforement est fondée sur la théorie de laommande optimale et onsiste à reherher par essais et erreurs une stratégie de om-mande qui maximise un ritère de satisfation assoié à des transitions ou à des étatsdonnés. En d'autre termes, le ontr�leur va apprendre à e�etuer sa tâhe sans onnais-sanes initiales sur le système, mais en reevant un signal aratérisant une satisfationvis-à-vis de la tâhe à e�etuer. Il devra aussi être apable de s'adapter à n'importe quelshangements des aratéristiques du système.L'objet de ette thèse est don de onevoir un ontr�leur par apprentissage parrenforement du manipulateur WIMS. Dans ette thèse, nous nous limiterons à l'étudedu premier objetif de manipulation : atteindre une ellule ible en évitant les autresellules quelle que soit leur on�guration spatiale.Le miromanipulateur WIMS est atuellement en ours de développement (MihaëlGauthier et Emmanuel Piat 2002). Pour pouvoir tester nos algorithmes, nous utilisons unmanipulateur aux dimensions marosopiques dont la réalisation tehnique ne pose auunproblème. Ce maro-manipulateur est identique sur le prinipe au miromanipulateur,mais ses dimensions ont été multipliées par 20 par rapport au miromanipulateur. Aette éhelle, les ovoytes sont évidemment �tifs et sont représentés par des billes de



6 Chapitre 1plastique d'environ 3 mm de diamètre (un ovoyte humain mesure environ 150 �m).L'annexe B fournit une desription détaillée de e maro-manipulateur WIMS.Il est bien entendu que le maro-manipulateur ave des ovoytes �tifs a un om-portement di�érent de la future appliation, mais notre but n'est pas de développer unontr�leur dédié à e maro-manipulateur, mais bien un ontr�leur apable de s'adapterà n'importe quel manipulateur permettant de déplaer un miro-outil au milieu d'objetsdisposés sur un plan.Espae d'états du systèmeLes informations disponibles sur l'état du système sont les images vidéo. Grâe à desopérations de traitement d'images, il est admis que l'on peut aluler la position desdi�érents objets et de l'outil.Pour pouvoir adapter la trajetoire de l'outil à la on�guration spatiale des objets,il faut tenir ompte de leur position respetive. Si n objets sont disposés sur l'aire demanipulation et que haque objet peut être dans m positions possibles, l'espae d'étatsd'un tel système est de ardinal mn.Même ave peu d'objets, et espae d'états demeure très grand. Il faudra don trouverou onevoir un algorithme apable de fontionner ave des espaes d'états de grandesdimensions.Espae de ommandesPour l'espae de ommande, nous nous sommes limités dans ette thèse au stritminimum. Les ommandes sont disrètes et réduites à l'essentiel. Elles permettent dedéplaer l'outil dans les quatre diretions du plan de la lame de verre (haut, bas, gauhe,droite) selon deux avanes di�érentes (déplaements �ns ou déplaements grossiers).Puissane de alulLe ontr�leur est implanté sur un miro-ordinateur de type PC (f. annexe B). Laseule exigene en terme de temps de alul est que le ontr�leur soit assez rapide pourommander le système en temps réel. La possibilité de réaliser des aluls en tempsmasqué par rapport à l'exéution des ommandes sur le manipulateur n'est pas exlue.Par ailleurs, l'algorithme utilisé doit permettre un apprentissage rapide pour obtenirune stratégie de ommande du système en un temps raisonnable (quelques dizaines deminutes au maximum).



1.2 Problématiques sienti�ques abordées 71.2 Problématiques sienti�ques abordées1.2.1 Cadre théoriqueBoule sensori-motrieNotre approhe se situe dans le adre lassique d'une boule sensori-motrie. A haquepériode d'éhantillonnage, le ontr�leur reçoit des informations sur l'état du système puisdéide d'une ommande qui agit sur le système.Nous nous attahons à la ommande de systèmes dont le ontr�leur perçoit des infor-mations sous la forme d'un ensemble de variables indépendantes et markoviennes appeléespereptions. Cet ensemble de pereptions, appelé situation du système, n'est pas ordonnéet peut être de ardinal variable au ours du temps. Toutes les pereptions sont issuesd'un même espae (ou d'un même ensemble si e n'est pas un espae vetoriel).En résumé, l'état des systèmes étudiés est déomposable en une situation Xt dé�niepar le produit artésien de plusieurs pereptions xit appartenant à un unique ensembleX , soit : Xt = fxit j 1 � i � nt; xit 2 Xg (1.1)ave :� Xt la situation du système à l'instant t,� nt le ardinal de la situation Xt,� xit une pereption,� X l'espae des pereptions.Les espaes d'états des systèmes onsidérés sont don de la forme X nt . Beauoupde systèmes peuvent être appréhendés sous ette forme. C'est le as de l'appliationde manipulation WIMS : haque objet onstitue une pereption élémentaire, l'état dusystème est dé�ni par l'ensemble des objets visibles par la améra.Apprentissage par renforementLe formalisme utilisé est elui des proessus déisionnels de Markov et plus parti-ulièrement de la ommande optimale de Rihard Bellman. L'objetif de es approhesonsiste à reherher une ommande qui onduise le système dans un état �nal donnétout en maximisant (ou minimisant) un gain (ou un oût) assoié à la trajetoire suiviepar le système.Au sein de e formalisme, la lasse des méthodes dites d'apprentissage par renfor-ement permet d'établir une stratégie de ommande donnant une trajetoire de gainmaximal (ou de oût minimal) sans onnaître de modèle du système. Dans e but, leontr�leur reçoit à haune de ses interations ave le système, un signal de réompensequi quali�e le nouvel état du système ou son hangement d'état. Ainsi, l'objetif duontr�leur est de trouver les ommandes qui permettent de maximiser le gain dé�ni parla somme de réompenses futures (la somme est pondérée si l'horizon est in�ni).



8 Chapitre 1Dans le adre lassique, le signal de réompense est un salaire. Par rapport à la om-plexité des systèmes onsidérés, nous pensons que ette dé�nition est rédutrie ar ellene permet pas de quali�er des situations où une ommande aurait provoqué à la fois uneonséquene positive et une onséquene négative. Pour ette raison, nous avons hoisiune dé�nition plus large du signal de réompense : à haque période d'éhantillonnage, leontr�leur reçoit un multi-ensemble 1 Rt de salaires supposés non ordonnés. Le ardinalde Rt est égal à elui de la situation Xt.Le as non ordonné est un as d'étude général qui suppose que le ontr�leur ne onnaîtpas d'emblée les pereptions auxquelles les réompenses sont assoiées. On peut alorsparler de réompenses non étiquetées a priori. Ce as de �gure orrespond par exemple àun enfant qui serait puni sans la moindre expliation par rapport à sa situation ourante.C'est alors à l'enfant de omprendre à quel élément de la situation se rapporte la punitionpour éviter à l'avenir qu'elle ne se reproduise. Le as ordonné où les réompenses sontlassées dans le même ordre que leur pereption orrespondante dans la situation est donun as partiulier du as envisagé et serait beauoup plus informatif pour le ontr�leur.1.2.2 Objetifs théoriquesNotre objetif premier onsiste à réaliser la synthèse d'un ontr�leur par le biais del'apprentissage. Dans ette optique, on suppose que le modèle du système est omplè-tement inonnu. L'objetif du ontr�leur étant d'apprendre à ommander le systèmepour obtenir un gain maximum, les objetifs onrets de ontr�le (omme par exempleatteindre une onsigne) seront traduits par une politique de réompense adéquate quel'on suppose onnue. Notons que nous nous imposons des durées d'apprentissage trèsourtes, de l'ordre de quelques dizaines de minutes si on vise une appliation réelle demanipulation de ellules.Par rapport à la omplexité des systèmes étudiés, les algorithmes lassiques d'ap-prentissage par renforement ne sont pas utilisables ar ils sont limités par leur vitessed'apprentissage à des systèmes dont l'espae d'états est de faible dimension. Nous pen-sons qu'il est néessaire de diviser le problème de ommande globale en de multiplessous-problèmes simples dont l'apprentissage par une méthode lassique ne pose pas deproblème.Notre approhe s'inspire don à la fois des arhitetures multi-omportements (ouomportementales) et de l'apprentissage par renforement. Shématiquement, l'avantagedes arhitetures omportementales est de permettre de réaliser la ommande de systèmesomplexes à l'aide de modules élémentaires plus simples à onevoir. L'inonvénient estque les omportements sont généralement spéi�és de manière ad ho et leur oordination(ou fusion) onduit souvent à des yles osillants dus à la présene de maxima loaux. Lesproblématiques théoriques que nous abordons dans ette thèse sont don les suivantes :� réer une arhiteture de ommande onstituée de multiples omportements simplesà apprendre dans le but de réduire la omplexité du système et ainsi d'aélérerl'apprentissage,1. Ensemble dans lequel un même élément peut apparaître plusieurs fois. Autrement dit, la multipliitéd'un élément d'un multi-ensemble peut être supérieure à 1.



1.3 Plan 9� réer une arhiteture auto-onstrutive qui évite de devoir spéi�er préisémentles omportements au sein de l'arhiteture,� réer une arhiteture dont la fontion de oordination (ou fusion) ne génère pasde maximum loal ni de yle osillant.1.3 PlanCe mémoire se ompose de huit hapitres. La premier et le dernier sont destinésrespetivement à introduire et à onlure notre ré�exion, tandis que les hapitres 2 à 7dérivent le ontenu sienti�que de la thèse.Le hapitre 2 traite des di�érentes méthodes d'apprentissage par renforement. Ilommene par en dérire la théorie, puis énumère les algorithmes qui nous semblent lesplus représentatifs et les plus justes par rapport à nos problématiques.Dans le troisième hapitre, nous nous intéressons aux arhitetures dites ompor-tementales qui proposent des solutions pour les systèmes de très grandes dimensionsomme notre appliation. Nous présentons notamment les approhes qui allient arhi-tetures omportementales et apprentissage par renforement. A l'issue de e hapitre,nous dé�nissons l'orientation de notre axe de reherhe.Le hapitre 4 expose l'approhe que nous avons développée pour l'appliation WIMS.Cette approhe, appelée Q-Learning parallèle, onsiste en une parallélisation de l'algo-rithme lassique du Q-Learning. Son objetif est de réduire la omplexité de l'état dusystème et d'augmenter la vitesse d'apprentissage. Son fontionnement est dérit en dé-tail en s'appuyant sur un exemple simple de labyrinthe.Le inquième hapitre est onsaré à l'étude de l'algorithme parallèle sur l'exempledu labyrinthe. Il a pour but de valider le prinipe parallèle et de déterminer les araté-ristiques, l'in�uene des paramètres et les performanes de l'algorithme.Le hapitre 6 présente une évolution de notre algorithme a�n de l'adapter à la om-mande de systèmes réels. Ce nouvel algorithme est une version à apprentissage plusrapide que le préédent. Il est fondé sur l'utilisation d'un algorithme de type Dyna-Q.Après avoir dérit son fontionnement, nous étudions son appliation à la ommande dusystème réel de manipulation WIMS.Le septième hapitre propose une évolution de l'arhiteture pour répondre aux pro-blèmes de maxima loaux qui surviennent lorsqu'on fusionne des omportements. Laméthode est dérite puis testée sur des labyrinthes omplexes.La hapitre 8 présente nos onlusions sur les travaux réalisés puis développe nosperspetives de reherhes sur les évolutions et les appliations possibles de l'arhitetureparallèle.
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Chapitre 2Apprentissage par renforementCe hapitre présente les origines historiques et théoriques de l'apprentissagepar renforement. Il dérit dans le détail les algorithmes élémentaires (Q-Learning, Q(�), Sarsa(�) et Dyna-Q) lassés en deux groupes : les méthodesdiretes, qui n'utilisent auun modèle du système à ontr�ler, et les méthodesindiretes, qui auto-onstruisent un modèle. Ce hapitre aborde ensuite lesapprohes qui utilisent des fontions d'approximation pour ommander dessystèmes à plus grands espaes d'états. Pour terminer, nous onluons vis-à-vis des di�érents algorithmes et préisons le hoix de notre axe de reherhe.2.1 IntrodutionL'apprentissage par renforement reouvre une lasse de méthodes d'apprentissageautomatique à mi-hemin entre l'apprentissage supervisé et l'apprentissage non super-visé. Dans l'apprentissage supervisé, le système apprenant propose une réponse à haquesituation qu'on lui présente. Un superviseur lui montre alors la bonne réponse et le sys-tème peut ainsi orriger sa réponse. Ce prinipe néessite de onnaître au moins une partiedes réponses à apporter aux di�érentes situations. A l'inverse, dans l'apprentissage nonsupervisé, le système ne perçoit que les situations et doit apprendre des � régularités �dans es situations a�n d'en e�etuer une lassi�ation.L'apprentissage par renforement se situe entre es deux méthodes. A haque hange-ment de situation, le système reçoit une note ou renforement qui quali�e e hangement.Par exemple, si vous herhez la mairie dans une ville inonnue, vous serez satisfait dela trouver et insatisfait tant que vous ne l'aurez pas trouvée. Le renforement n'indiquepas la manière de trouver la mairie, mais simplement si vous l'avez trouvée ou non.Ce hapitre se ompose de quatre parties. La première introduit l'apprentissage parrenforement à partir de ses origines historiques et théoriques. La deuxième est onsaréeà l'étude des algorithmes par renforement dits direts ar ils apprennent diretementà partir de leurs expérienes. Vient ensuite l'étude des méthodes dites indiretes quionstruisent un modèle partiel du système à ontr�ler. La quatrième partie présente des11



12 Chapitre 2approhes utilisant des fontions d'approximation pour permettre l'apprentissage avedes systèmes plus omplexes ou ontinus.2.2 ConventionsPar soui de lisibilité des notations et des équations mathématiques, nous dé�nissonsles onventions suivantes :� les aratères italiques minusules désignent des variables élémentaires salaires ouveteurs (par exemple x, r, u),� les aratères italiques majusules désignent des multi-ensembles 1 de variables élé-mentaires (par exemple X, R introduits au hapitre 4). Pour simpli�er, nous uti-lisons le terme ensemble pour désigner un multi-ensemble,� les aratères italiques ursifs désignent soit les ensembles des valeurs que peuventprendre les variables élémentaires, soit des espaes vetoriels (par exemple X , U),� les aratères sans sérif minusules et majusules désignent des fontions (parexemple q, Q, p, a, , f),� les lettres greques désignent des paramètres réels (par exemple �, , �),� l'opérateur jX j renvoie le ardinal de l'ensemble X .Un glossaire des notations page ix rappelle l'ensemble des variables utilisées dans lemémoire.2.3 Histoire et fondements théoriques 22.3.1 HistoriqueLe onept moderne d'apprentissage par renforement est né à la �n des années1980 de la renontre entre deux domaines de reherhe. L'un s'oupait de l'étude de lapsyhologie animale, l'autre des problèmes de ommande optimale.Le terme � ommande optimale � apparaît à la �n des années 1950 pour dérire leproblème de la oneption de ontr�leurs apables de minimiser un ritère donné. Uneapprohe de e problème a été développée par Rihard Bellman et ses ollègues en pro-longeant la théorie d'Hamilton et Jaobi datant du 19ème sièle. Cette approhe utilisele onept d'état du système dynamique et de fontion de valeur pour dé�nir une équa-tion fontionnelle à résoudre, appelée équation de Bellman. En 1957, Rihard Bellman(1957b) introduit la version stohastique disrète du problème appelée Proessus de Dé-ision Markovien 3 (PDM) qui est le adre habituel des algorithmes d'apprentissage parrenforement. Il propose une méthode de résolution par itérations sur les valeurs 4 (Ri-1. Ensemble dans lequel un même élément peut apparaître plusieurs fois. Autrement dit, la multipliitéd'un élément d'un multi-ensemble peut être supérieure à 1.2. Cette setion s'inspire largement des ouvrages de référene de Rihard Sutton et Andrew Barto(1998) et de L. Kaelbling, M. Littman et A. Moore (1996) ainsi que du ours de Patrik Fabiani, Jean-Loup Farges et Frédérik Garia (2001).3. Termes anglais : Markovian Deision Proess (MDP).4. Termes anglais : value iteration method.



2.3 Histoire et fondements théoriques 13hard Bellman 1957a). La lasse des méthodes de résolution des problèmes de ontr�lesoptimaux est alors nommée par Rihard Bellman programmation dynamique 5. En 1960,Ronald Howard publie une méthode de résolution par itérations de stratégies 6. Ces mé-thodes sont à la base des algorithmes d'apprentissage par renforement.Les autres soures d'inspiration furent les théories empiriques sur l'apprentissage ani-mal. Le premier à exprimer l'idée d'une séletion du omportement d'un animal en leréompensant ou non fut sans doute Edward Thorndike (1911). Il appelait ette méthodela loi de l'e�et 7 qui peut être résumée ainsi : � tout omportement renforé positivementa tendane à se reproduire dans la même situation �. Bien que parfois ontroversée,ette méthode est largement onsidérée omme une idée fondatrie de l'apprentissagepar essais et erreurs. La loi de l'e�et sous-entend deux prinipes de l'apprentissage paressais et erreurs : la séletivité et l'assoiativité. La séletivité permet la reherhe d'al-ternatives et de solutions nouvelles, tandis que l'assoiativité permet d'assoier haquesolution trouvée à une situation partiulière. En d'autres termes, la loi de l'e�et, ommel'apprentissage par essais et erreurs implique reherhe et mémorisation.L'idée de programmer un ordinateur pour apprendre une tâhe par essais et erreursdate des premières spéulations sur l'intelligene arti�ielle (Allan Turing 1950). Dansles années 60, de nombreux herheurs travaillent sur l'apprentissage par essais et erreursappliqué à des problèmes de ontr�le. Les travaux les plus in�uents sont eux de DonaldMihie (1961) qui dérit un système apable d'apprendre à jouer au morpion. Puis aveR. Chambers, ils proposent un autre système apable d'apprendre à maintenir un penduleinversé (D. Mihie et R. Chambers 1968), exemple désormais lassique de l'apprentissagepar renforement. Durant es années, le terme d'apprentissage par renforement apparaîtdans le domaine des sienes de l'ingénieur.Parallèlement à es reherhes, Arthur Samuel (1959) propose et implémente uneméthode d'apprentissage appliquée à un jeu de dames utilisant une notion de di�érenetemporelle. Cette notion, utilisée par les algorithmes modernes, introduit l'idée d'ap-prendre progressivement en utilisant la di�érene entre les estimations suessives d'unemême quantité (omme par exemple la probabilité d'obtenir une réompense).Dans les années 70, Harry Klopf (1972, 1975) rapprohe les idées d'apprentissage paressais et erreurs et de di�érene temporelle. Sur es bases, Andrew Barto, Rihard Suttonet Charles Anderson (1983) poursuivent les travaux de Harry Klops et développent la pre-mière méthode d'apprentissage par renforement onnue sous le nom d'AHC-learning 8qu'ils appliquent au problème du pendule inversé de Mihie et Chambers. Cette méthodequi utilise la di�érene temporelle et l'apprentissage par essais et erreurs est en fait uneversion sans modèle de l'algorithme par itérations de stratégies. Elle a été largementétudiée par Rihard Sutton (1984) durant son dotorat.En�n, une étape importante est franhie quand Rihard Sutton (1988) et ChristopherWatkins (1989) publient à un an d'intervalle les algorithmes du TD(�) et du Q-Learning.Ces algorithmes rassemblent la di�érene temporelle et l'apprentissage par essais et er-5. Termes anglais : dynami programming.6. Termes anglais : poliy iteration method.7. Termes anglais : law of e�et.8. Termes anglais : Adaptive Heuristi Criti learning ou ator-riti.
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Fig. 2.1 � Boule sensori-motrie.reurs et utilisent la théorie de la ommande optimale par itérations sur les valeurs. Leuronvergene vers la stratégie de ommande optimale est établie (Rihard Sutton 1988, Pe-ter Dayan 1992, Christopher Watkins et Peter Dayan 1992, Tommi Jaakkola, MihaelJordan et Satinder Singh 1994).2.3.2 Boule sensori-motrieLes algorithmes d'apprentissage par renforement se situent dans le adre lassiqued'une boule sensori-motrie éhantillonnée (f. �gure 2.1).Deux entités interagissent entre elles. Le ontr�leur 9 perçoit des informations sur lesystème 10 ainsi qu'un signal de réompense.L'état résume la situation du système à haque instant. Le signal de réompense estun nombre réel.A haque instant, le ontr�leur génère une ommande 11 qui agit sur le système.2.3.3 Proessus de déision markovienComme nous l'avons vu dans l'historique, la plupart des algorithmes d'apprentissagepar renforement se plaent dans le adre des proessus de déision markoviens disrets.Un proessus de déision markovien disret est dé�ni par :� un axe temporel disret �ni ou in�ni (on parle alors d'horizon �ni ou in�ni),� un ensemble �ni d'états X ,� un ensemble �ni de ommandes U ,� les probabilités p de transition entre états,� une fontion r assoiant une réompense immédiate à haque transition.9. Le terme agent est aussi employé.10. Ou environnement.11. Le terme ation est souvent utilisé pour les algorithmes d'apprentissage par renforement.



2.3 Histoire et fondements théoriques 15Dans le as général, l'ensemble des états peut dépendre de l'instant t. De même,l'ensemble des ommandes peut dépendre du temps et de l'état ourant. Nous nouslimiterons dans ette étude au as lassique où X et U sont onstants.Les probabilités p de transition dérivent la dynamique du système. pt(x0 jx; u) estla probabilité de passer dans l'état x0 après avoir e�etué la ommande u dans l'état xà l'instant t. On impose ouramment :8t8x8u; X8x02X pt(x0 jx; u) = 1 (2.1)Les probabilités pt de transition véri�ent la propriété fondamentale de Markov. Laprobabilité d'atteindre un nouvel état xt+1 après avoir e�etué une ommande ut nedépend que de l'état préédent xt et de la ommande ut, et ne dépend pas des états etommandes préédents. En d'autres termes, si on note ht l'historique à l'instant t duproessus, soit ht = (x0; u0; : : : ; xt�1; ut�1; xt;ut), pt véri�e la propriété suivante :8t8ht 8xt+1; pt(xt+1 jht) = pt(xt+1 jxt; ut) (2.2)Le ontr�leur reçoit à haque instant t un signal rt(x;u;x0) 2 R de réompense immé-diate qui quali�e la dernière transition dé�nie par l'état préédent, la ommande e�etuéeet le nouvel état x0. La fontion de réompense utilise parfois uniquement l'état préédentet la ommande. Si e signal est positif, on parle de gain ou simplement de réompense,s'il est négatif on parle de oût ou de punition.En�n, un proessus de déision markovien est dit stationnaire si les probabilités detransition et la fontion de réompense ne dépendent pas du temps. Dans le as ontraire,on suppose généralement que la dérive de stationnarité est très lente (beauoup plus lenteque la vitesse d'apprentissage).Disussion : Ces ritères peuvent être failement réunis dans le as d'une appliationpar simulation. En revanhe, dans le as réel, il est di�ile d'obtenir une pereptionomplète de l'état, ainsi, la propriété de Markov n'est plus forément véri�ée.En�n, limiter le signal de réompense à un simple réel est réduteur. Dans un systèmeomplexe, il peut être di�ile d'attribuer une valeur à une transition provoquant simul-tanément un suès et un éhe. Ce point sera disuté plus largement dans la setion4.3.3.2.3.4 ObjetifsLe but de la ommande optimale et des algorithmes d'apprentissage par renfore-ment est de trouver une stratégie de ommande 12 qui maximise le gain ou somme desréompenses futures. Une stratégie de ommande est une fontion notée � qui assoieune ommande à haque état x, telle que :� : x 2 X �! �(x) 2 U (2.3)12. Une stratégie de ommande est aussi appelée ontr�leur, mais ette terminologie reste peu employéeen apprentissage par renforement.



16 Chapitre 2La somme des réompenses futures peut être pondérée ou non. Le as lassique uti-lise une pondération par un oe�ient d'atténuation 13  qui réduit l'in�uene du futurlointain par rapport au futur prohe. Dans e as, on parle de ritère -pondéré et legain s'érit : G(t) = 1Xk=0 krt+k(xt+k;ut+k;xt+k+1) (2.4)ave 0 �  < 1.Notons qu'il existe d'autres ritères que nous n'utilisons pas dans ette thèse, notam-ment le ritère �ni, le ritère total et le ritère moyen.Pour trouver une stratégie de ommande qui maximise le gain, on utilise une fontionde valeur de l'ation 14 ou fontion d'utilité 15 notée Q�(x;u) qui orrespond à l'espéranede gain d'e�etuer la ommande u dans l'état x en suivant la stratégie �, soit :Q�(x;u) = E�fG(t) jxt = x; ut = ug (2.5)où G(t) est dé�ni par (2.4).Les fontions d'utilité dé�nissent un ordre partiel sur les stratégies. Une stratégie deommande � est supérieure à une autre stratégie �0 si Q�(x;u) � Q�0(x;u) pour tous lesouples état�ommande de X �U . La stratégie de ommande optimale �� véri�e don :8� 8(x;u) 2 X � U Q��(x;u) � Q�(x;u) (2.6)On dé�nit alors la fontion d'utilité optimale Q� telle que :8(x;u) 2 X � U Q�(x;u) = max� Q�(x;u) (2.7)Si X et U sont �nis et  < 1, Rihard Bellman a montré que la fontion d'utilitéoptimale Q� est l'unique solution de l'équation suivante :Q�(x;u) = X8x02X p(x0 jx; u)�r(x;u;x0) + maxv2U Q�(x0;v)� (2.8)Cette équation est onnue sous le nom d'équation d'optimalité de Bellman. Elle traduitl'idée que quel que soit l'état initial x, la première ommande d'une stratégie optimalemène à un nouvel état x0 à partir duquel l'évolution ultérieure est optimale.Quand on onnaît la fontion d'utilité optimale Q�, une stratégie optimale qui fournitla ommande optimale ��(x) pour tout état x est alors dé�nie par :��(x) = argmaxv2U Q�(x;v) (2.9)Trouver une stratégie de ommande optimale �� revient don à déterminer la fontiond'utilité optimale Q�.13. Termes anglais : disount-rate parameter.14. Nous avons délibérément hoisi d'utiliser une fontion de valeur par rapport à un ouple état�ommande plut�t que la fontion de valeur traditionnelle par rapport à un état seul (souvent notéeV (x)). Ce hoix est motivé par un soui de larté et de ohérene ave la présentation du Q-Learningqui suit et qui utilise ette même fontion.15. Ou enore fontion de qualité, termes anglais : ation-value funtion.



2.3 Histoire et fondements théoriques 17DébutInitialiser Q(x;u) arbitrairement pour tout (x;u) de X � URépéterÆ  0Pour tout (x;u) de X � U faire�  Q(x;u)Q(x;u) P8x02X p(x0 jx; u)�r(x;u;x0) + maxv2U Q(x0;v)�Æ  maxfÆ;j� �Q(x;u)jgFin pourJusqu'à Æ < �Fin Fig. 2.2 � Algorithme d'itérations sur les valeurs.2.3.5 Programmation dynamiqueDans le adre de la programmation dynamique, on suppose onnu le modèle dusystème dérit par les probabilités p de transition et par la fontion de réompense r.Ces hypothèses ne sont pas véri�ées dans le as de l'apprentissage par renforement, maisl'étude de l'algorithme par itérations sur les valeurs aide à omprendre les algorithmesd'apprentissage par renforement.Si on onnaît le modèle, l'algorithme par itérations sur les valeurs dérit par la �gure2.2 permet de aluler Q�. Il est fondé sur le théorème du point �xe de Banah qui assurela onvergene d'une suite vers l'unique fontion solution de l'équation de Bellman. L'al-gorithme réalise don des approximations suessives jusqu'à obtenir une bonne stratégiede ommande à l'aide de l'équation de Bellman, soit :Qt(x;u) = X8x02X p(x0 jx; u)�r(x;u;x0) + maxv2U Qt�1(x0;v)� (2.10)Plusieurs ritères d'arrêt peuvent être envisagés. Le ritère d'arrêt le plus lassique estdé�ni par un seuil positif � : les itérations sont stoppées si la plus grande di�érene entredeux approximations suessives est inférieure à e seuil. La onvergene de l'algorithmevers la fontion d'utilité optimale est garantie en un nombre polyn�mial d'itérationsfontion de jX j, jUj, 1=(1 � )log(1=(1 � )) et du nombre de bits qui ode les valeursp et r, haque itération étant de omplexité O(jUj jX j2) (M. Littman, T. Dean et L.Kaebling 1995).Il existe de nombreux autres algorithmes de programmation dynamique qui amé-liorent notamment la vitesse de onvergene. Nous ne développerons pas ii es algo-rithmes.
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Fig. 2.3 � Shéma fontionnel des méthodes diretes.2.3.6 Apprentissage par renforementLa di�érene fondamentale entre la programmation dynamique et l'apprentissage parrenforement est la onnaissane ou non du modèle du système. Dans le adre de l'ap-prentissage par renforement, on suppose les probabilités p de transitions et la fontionr de réompense inonnues.L'idée de base des algorithmes d'apprentissage est d'utiliser l'expériene ou, autre-ment dit, les parours e�etués dans l'espae d'états pour améliorer la stratégie de om-mande.Rihard Sutton et Andrew Barto (1998, p. 254) distinguent deux lasses de méthodesd'apprentissage. Les méthodes diretes 16 optimisent diretement la fontion d'utilité enexpérimentant les états du système. Les méthodes diretes les plus utilisées sont le Q-Learning et le TD(�). Les méthodes indiretes 17 onstruisent et mémorisent un modèleau fur et à mesure des états visités puis optimisent à l'aide de e modèle partiel la fontiond'utilité. Les méthodes indiretes les plus onnues sont le Dyna-Q et le priority-sweeping.2.4 Méthodes diretesContrairement à la programmation dynamique, les algorithmes d'apprentissage parrenforement sont exéutés en temps réel au sein de la boule sensori-motrie.Le fontionnement des algorithmes direts peut être synthétisé par le shéma fon-tionnel présenté en �gure 2.3. Le ontr�leur est onstitué de quatre fontions prinipales.Une mémoire stoke les informations néessaires, omme par exemple la fontion d'uti-lité dans le as du Q-Learning. La fontion de renforement met à jour le ontenu de la16. Ou méthodes sans modèle (termes anglais : model-free).17. Ou méthodes utilisant un modèle (termes anglais : model-based).



2.4 Méthodes diretes 19mémoire ave les informations disponibles à l'instant t . La fontion d'évaluation extraitde la mémoire une estimation de l'utilité de haque ommande dans l'état atuel. En�n,la fontion de déision hoisit la ommande à e�etuer en fontion de es estimations.A haque instant t, le ontr�leur dispose de l'état préédent xt�1, de la ommandepréédente ut�1, du nouvel état xt et de la réompense rt. Le prinipe des méthodesdiretes est d'utiliser es informations pour mettre à jour la fontion d'utilité ourante.Progressivement, si le système est onduit à visiter tous ses états, alors la fontion d'uti-lité sera optimisée dans tout l'espae d'états.Il existe plusieurs méthodes diretes. Nous allons étudier en détail la plus onnue, leQ-Learning, puis deux autres algorithmes appartenant à la lasse des méthodes appeléeTD(�).2.4.1 Q-LearningL'algorithme du Q-Learning a été introduit par Christopher Watkins (1989). Il estsans doute l'algorithme d'apprentissage le plus utilisé. Ce suès s'explique par plusieursatouts. D'une part, et algorithme est très simple et très ouvert. D'autre part, sa onver-gene a été prouvée dans le as des proessus de déision markoviens.Fontion mémoireLe Q-Learning ne stoke que la fontion d'utilité ourante Q. A l'origine, la mémoireutilisait impliitement un tableau (statique ou dynamique) de dimension jX j � jUj pourstoker la fontion d'utilité.L'emploi de ette struture est requis pour prouver la onvergene du Q-Learning.Malgré tout, il est possible d'utiliser à la plae d'un tableau une fontion d'approximation.Ce point sera exposé dans la setion 2.6.Fontion de renforementLa fontion de renforement du Q-Learning est fondée sur l'algorithme d'itérationssur les valeurs. Comme nous l'avons vu préédemment, l'objetif de et algorithme estd'optimiser la fontion d'utilité pour haque ouple état�ommande (x;u) a�n d'endéduire une stratégie de ommande optimale.Dans e but, le Q-Learning utilise le prinipe de la di�érene temporelle pour remettrela fontion d'utilité à jour. La di�érene temporelle orrespond à la di�érene entre deuxestimations suessives de l'espérane de gain d'un ouple état�ommande.A haque période d'éhantillonnage, on dispose des informations ourantes xt�1, ut�1,xt et rt = r(xt�1;ut�1;xt). Le Q-Learning met à jour la fontion d'utilité en utilisant esinformations selon l'équation suivante :Qt(xt�1;ut�1) = Qt�1(xt�1;ut�1) + � �rt + maxv2U Qt�1(xt;v)�Qt�1(xt�1;ut�1)�(2.11)



20 Chapitre 2ave 0 < � � 1. � est appelé le taux d'apprentissage 18. En théorie, � doit déroître àhaque nouveau passage par l'état x = xt�1 et la ommande u = ut�1. En pratique,pour éviter de stoker des informations supplémentaires ou pour que l'apprentissage soitpermanent (par exemple pour s'adapter à un hangement de dynamique du système),on utilise un oe�ient �xe. La valeur la plus ourante est 0;1.Dans ette équation, le terme rt + maxv2U Qt�1(xt;v)�Qt�1(xt�1;ut�1) orrespond àla di�érene entre la nouvelle et l'anienne estimation de Q(xt�1;ut�1). Cette di�éreneest appelée di�érene temporelle.Fontion d'évaluationLe but de la fontion d'évaluation est de faire le lien entre la mémoire et la fontionde déision. Dans le as du Q-Learning, il s'agit simplement de fournir à la fontion dedéision l'estimation ourante de l'espérane de gain de haque ommande v de U pourl'état atuel du système xt, soit Q(xt;v).Nous avons introduit ette fontion uniquement pour faire le lien entre le Q-Learninglassique et notre approhe parallèle présentée au hapitre 4 et dont l'étape d'évaluationn'est plus du tout triviale.Fontion de déision : dilemme exploration�exploitationA haque instant t, le ontr�leur doit hoisir la ommande à e�etuer. Si ette om-mande est hoisie au hasard uniformément dans U , le ontr�leur va faire visiter tous lesétats au système et on parle alors d'exploration. Cette exploration de l'espae d'étatssatisfait le ritère de onvergene de Q-Learning (voir paragraphe suivant), l'apprentis-sage se fait sûrement mais très lentement. La fontion d'utilité va être remise à jouraussi souvent qu'il s'agisse ou non d'états intéressants au point de vue des réompenses.En�n, la somme des réompenses aumulées au ours de l'apprentissage est faible arla stratégie suivie est stohastique.Inversement, le hoix à haque itération de la ommande ut orrespondant à la stra-tégie optimale ourante dé�nie par �t(xt) = argmaxv2U Q(xt;v) est appelé exploitationar ette déision herhe à obtenir le maximum de réompenses ave les onnaissanesatuelles. Cette ommande est appelée ommande gourmande 19, 20. L'exploitation n'estpas non plus satisfaisante ar elle onduit généralement soit à une stratégie sous-optimale(maximum loal), soit à la divergene de l'algorithme.Il est don néessaire de réaliser un ompromis entre exploitation et exploration.Généralement, les implémentations du Q-Learning retiennent le prinipe qui onsiste àhoisir la ommande gourmande la plupart du temps, tout en hoisissant plus ou moinsrégulièrement une ommande aléatoire. De nombreux heuristiques existent. On les lasseen deux atégories : les méthodes dirigées et les méthodes non dirigées. Les méthodes18. Termes anglais : Learning rate parameter.19. Le terme glouton est aussi employé, terme anglais : greedy-ation.20. En as d'égalité de la valeur d'utilité Q(xt;v) des ommandes v qui maximisent Q(xt;v), la om-mande gourmande est hoisie au hasard parmi les ex æquo.



2.4 Méthodes diretes 21DébutInitialiser Q(x;u) arbitrairement pour tout (x;u) de X � UInitialiser l'état initial xTant que x n'est pas un état absorbant faireu Déision(Q;x)Exéuter u et observer le nouvel état x0 et la réompense rQ(x;u) Q(x;u) + �[r + maxv2U Q(x0;v)�Q(x;u)℄x x0Fin tant queFin Fig. 2.4 � Algorithme du Q-Learning.non dirigées utilisent uniquement les valeurs de la fontion d'utilité Q pour hoisir laommande (Sebastian Thrun 1992, L. Kaelbling, M. Littman et A. Moore 1996). Lesméthodes dirigées utilisent des informations supplémentaires omme le nombre de foisoù telle ommande a déjà été e�etuée pour donner un bonus d'exploration à ertainesommandes (Niolas Meuleau 1996, Leslie Kaelbling 1993b).Deux méthodes non dirigées sont ouramment employées :� l'�-gourmand 21 hoisit la ommande gourmande ave une probabilité 1 � � et tireune ommande au hasard ave une probabilité �,� le tirage selon une distribution de Boltzmann assoie une probabilité de séletionà haque ommande, telle que :P (ujx) = eQ(x;u)=�Pv eQ(x;v)=� (2.12)Dans es méthodes, les paramètres � et � permettent de déterminer le niveau del'exploration.Bien que e sujet soit intéressant, nous ne le développons pas plus ar et aspet del'apprentissage n'est pas l'objet de ette thèse. Dans la suite, nous utilisons toujours lafontion de déision par �-gourmand.ConvergeneLa �gure 2.4 présente l'algorithme résumant le fontionnement du Q-Learning. Laonvergene de et algorithme a été bien étudiée et est maintenant établie (ChristopherWatkins et Peter Dayan 1992, Tommi Jaakkola, Mihael Jordan et Satinder Singh 1994).La suite Qn onverge vers Q� ave une probabilité égale à 1 si :� X et U sont �nis,� la fontion Q est un tableau,21. Ou �-glouton, terme anglais �-greedy.
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Fig. 2.5 � Le labyrinthe 10�10 en on�guration initiale.� haque ouple (x;u) 2 X � U est visité un nombre in�ni de fois,� Pn �n(x;u) =1 et Pn �2n(x;u) <1,�  < 1 (ou  = 1 et s'il existe un état absorbant à réompense nulle).Disussion : Ces hypothèses sont assez fortes. Dans le as réel, il est souvent trop longde parourir l'espae d'états de nombreuses fois. Mais même si ertaines hypothèses nesont pas omplètement véri�ées, on observe que l'algorithme se omporte de manière trèsrobuste et onverge vers des stratégies quasi-optimales.2.4.2 Étude omportementale du Q-LearningA�n de mieux erner le fontionnement de l'algorithme du Q-Learning, nous l'avonstesté sur l'exemple simple du labyrinthe. Ce système est représenté par une souris évo-luant sur un damier de 10 � 10 ases (f. �gure 2.5). A haque position de la sourisorrespond un état. Le ontr�leur peut déplaer la souris d'une ase dans les quatrediretions ave quatre ommandes : haut, bas, droite et gauhe. Le système est détermi-niste.La position initiale de la souris est la ase (3,3). La ase (8,8) est un état absorbantnoté xa. Si la souris atteint ette ase, l'épisode est terminé et la souris est replaée sursa ase initiale. Le hemin le plus ourt entre l'état initial et l'état absorbant mesure 10ases.La stratégie d'exploration�exploitation est l'�-gourmand ave � = 0;1. La fontionQ est initialisée à une valeur réelle Qi.
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(a) ra > 0 et 0 <  < 1 (b) ra > 0 et  = 0 () ra < 0 et 0 �  < 1Fig. 2.6 � Stratégies optimales pour di�érentes valeurs de ra et  (les �èhes représententles ommandes optimales).Cas des réompenses loalesDans e paragraphe, seules les transitions qui mènent à l'état absorbant donnent uneréompense non nulle. On pose pour tous x de X et u de U :r(x;u;x0) = � ra si x0 = xa0 sinon (2.13)Comportement ave ra > 0 et 0 <  < 1 : la stratégie optimale tend à rapproherla souris de l'état absorbant (f. �gure 2.6a). L'apprentissage onverge rapidement versle trajet le plus ourt entre l'état initial et l'état absorbant : les ommandes fourniespar l'algorithme onduisent à des trajetoires prohes de 10 pas. La �gure 2.7 montrel'évolution du nombre de pas par épisode en fontion du nombre d'épisodes. Un épisodeorrespond à une simulation entre l'instant où le système se trouve dans l'état initialet l'instant où le système se trouve dans l'état absorbant. Le nombre de pas est lenombre de périodes d'éhantillonnage entre es deux instants ou enore le nombre deyles qu'a e�etué l'algorithme. La ourbe montre qu'après 30 épisodes, la trajetoireest quasi optimale (à � près). Il faut environ 2 500 pas umulés pour apprendre la stratégieoptimale.Comportement ave ra > 0 et  = 0 : l'e�et de la réompense est loal. En e�et,l'utilité optimale Q(x;u) d'un ouple état�ommande (x;u) solution de l'équation (2.10)de Bellman s'érit alors : Q�(x;u) = X8x02X p(x0 jx; u)r(x;u;x0) (2.14)et ne dépend don que de la première réompense et pas des réompenses futures.Cette stratégie optimale ontraint uniquement les ommandes des états voisins del'état absorbant (f. �gure 2.6b). Ce omportement permet d'imposer une ontrainteloale. Si le système passe par un état voisin de l'état absorbant, il est attiré. Dans lesautres états, il est libre de toute in�uene, la ommande est aléatoire.
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Fig. 2.7 � Courbe d'apprentissage du Q-Learning sur l'exemple du labyrinthe 10�10(moyenne sur 20 simulations de l'évolution du nombre de pas par épisode en fontion dunombre d'épisodes pour ra = 0;1,  = 0;9, � = 0;1, � = 0;1 et Qi = 0).Comportement ave ra < 0 : dans e as, quelle que soit la valeur de , la stratégieoptimale est la même. Le système évite les transitions assoiées à la réompense négative(f. �gure 2.6). Ce omportement est antagoniste au as ra > 0 et  = 0, il imposed'éviter loalement ertaines transitions.Comportement en début d'apprentissage : au début de l'apprentissage, le signe dela valeur initiale Qi de la fontion d'utilité in�uene le début de l'apprentissage. En e�et,si on alule la première mise à jour d'un ouple état�ommande (x;u) ave l'équation(2.11) tel que l'état suivant x0 ne soit pas l'état absorbant et n'ait pas été mis à jour, onobtient : Q(x;u) Q(x;u) + �[maxv2U Q(x0;v)�Q(x;u)℄ Qi + �(maxv2U Qi �Qi) Qi � �(1� )Qi (2.15)Ainsi, tant que le système n'a pas atteint beauoup de fois l'état absorbant, les valeursde la fontion d'utilité vont tendre vers zéro.Si Qi > 0, les états déjà visités auront une valeur d'utilité inférieure à elles des étatsnon visités (Q(x;u) < Qi). Les états non visités seront don plus attirants, e qui induitune exploration au début de l'apprentissage. Cette exploration induite est plus systéma-tique que l'exploration aléatoire. Elle est très utilisée pour aélérer l'apprentissage audépart.Si Qi < 0, les états déjà visités auront une valeur d'utilité supérieure à elles desétats non visités (Q(x;u) > Qi). Les états visités seront don plus attirants, e qui induit



2.4 Méthodes diretes 25une moins grande exploration au début de l'apprentissage. Ce omportement, que nousnommons piétinement, ralentit onsidérablement l'apprentissage, il est don préférablede l'éviter.En�n, si Qi = 0, les états déjà visités auront une valeur d'utilité identique à elles desétats non visités (Q(x;u) = Qi). Le omportement sera pleinement aléatoire au début del'apprentissage.Par ailleurs, si on alule la première mise à jour dans le as où l'état suivant estl'état absorbant, on obtient :Q(x;u) Qi � �[(1� )Qi � ra℄ (2.16)Si (1 � )Qi > ra, la transition menant à l'état absorbant aura une valeur d'utilitéinférieure à elles des états non visités avoisinants (Q(x;u) < Qi) et, pendant une ertainedurée, le ontr�leur évitera ette transition.Si (1 � )Qi < ra, la transition menant à l'état absorbant aura une valeur d'utilitésupérieure à elles des états non visités avoisinants (Q(x;u) > Qi) et le ontr�leur seraattiré par ette transition.En�n, le as (1� )Qi = ra n'induit auune ontrainte temporaire.Dans tous les as, mises à part es onditions, la valeur de Qi n'a pas d'importanear seuls omptent les éarts relatifs des valeurs d'utilité.Cas des systèmes à deux réompensesDans e paragraphe, nous étudions le as plus général où les transitions qui mènentà l'état absorbant ont une réompense ra et les autres transitions ri. On pose pour tousx de X et u de U : r(x;u;x0) = � ra si x0 = xari sinon (2.17)Dans e as, on observe les mêmes omportements que préédemment, mais la valeurdisriminante de ra n'est plus 0, mais Q1 dé�nie par :Q1 = ri1�  (2.18)Q1 est la solution de l'équation (2.10) de Bellman dans le as où toutes les réompensesseraient identiques (ra = ri). Néanmoins, si ra 6= ri, les valeurs d'utilité des états éloignésde l'état absorbant vont onverger vers Q1. Ces états seront don plus ou moins attirantspar rapport aux états prohes de l'état absorbant en fontion des valeurs relatives de raet de Q1.Comportement ave ra > Q1 et 0 <  < 1 : dans e as, l'utilité des ouplesétat�ommande menant à l'état absorbant est attirante par rapport à Q1. La stratégieoptimale obtenue est don le plus ourt hemin vers l'état absorbant omme préédem-ment.
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ra > ri1�  Attration loalede xa Attration totalede xara < ri1�  Répulsion loale de xaTab. 2.1 � Stratégie optimale obtenue en fontion des valeurs relatives de ra, ri et .Comportement ave ra > Q1 et  = 0 : la stratégie optimale ontraint uniquementles ommandes des états voisins de l'état absorbant.Comportement ave ra < Q1 : dans e as, l'utilité des ouples état�ommandemenant à l'état absorbant est moins attirante et la stratégie optimale obtenue est unerépulsion loale.Le tableau 2.1 résume es résultats. Il permet d'aider le hoix des réompenses enfontion de l'objetif désiré.Comportement en début d'apprentissage : omme dans le as des réompensesloales, on peut in�uener le omportement en début d'apprentissage.Le alul de la première mise à jour telle que l'état suivant ne soit pas l'état absorbantdonne : Q(x;u) Qi � �[(1� )Qi � ri℄ Qi � �(1� )(Qi �Q1) (2.19)Ainsi, Qi > Q1 induit une exploration systématique, Qi < Q1 un piétinement etQi = Q1 une ommande aléatoire.De même, (1 � )Qi > ra induit l'évitement de l'état absorbant, (1 � )Qi < ra uneattration et (1� )Qi = ra auune ontrainte.Le tableau 2.2 synthétise es résultats pour permettre de hoisir le omportement del'algorithme en début d'apprentissage.Tous es résultats sur les stratégies et omportements obtenus ave le Q-Learningsont généralisables à la plupart des algorithmes d'apprentissage par renforement. Nousles utilisons dans notre approhe pour le hoix de tous nos paramètres et réompenses.



2.4 Méthodes diretes 27Qi < ra1�  Qi = ra1�  Qi > ra1� Qi < r01�  piétinement etattration loalede xa aléatoire piétinement etévitement loalde xaQi = r01�  aléatoire aléatoire aléatoireQi > r01�  explorationsystématique etattration loalede xa aléatoire explorationsystématique etévitement loalde xaTab. 2.2 � Comportements en début d'apprentissage en fontion des valeurs relatives deQi, ra, r0 et .Cas des réompenses alulées par une fontion objetifPour aélérer l'apprentissage, ertains auteurs dé�nissent les réompenses ommeun ritère lié à une fontion objetif (Maja Matari 1994, Yassine Faihe 1999). Cettefontion dé�nit une mesure de haque ouple état�ommande par rapport à un objetif.Soit f une fontion dé�nie de l'espae état-ommande sur R. Le but de l'apprentissagerevient à maximiser la fontion f(s;u).Par exemple, dans le as du labyrinthe, la fontion objetif peut être la distane del'état atuel à l'état absorbant xa : f(x;u) = d(x;xa) (2.20)On herhe à minimiser ette fontion et on pose :r(x;u;x0) = ��f = f(x;u)� f(x0;u) (2.21)Ainsi, la fontion réompense vaut 1 si la ommande u rapprohe la souris de l'étatterminal, 0 si la souris ne bouge pas et �1 si la souris s'éloigne de l'état absorbant. Lafontion de réompense est realulée à haque ommande de la souris.Ave es réompenses, les résultats de l'apprentissage sont évidemment meilleurs. Lepremier épisode dure seulement 65 pas et l'algorithme onverge en 5 épisodes. Il faut entout 123 pas pour que l'algorithme onverge.
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Fig. 2.8 � Stratégie optimale pour atteindre l'état terminal dans le as d'un labyrintheave des murs.Cet exemple est extrêmement simple. Prenons maintenant un labyrinthe légèrementplus omplexe ave quelques murs au milieu. La stratégie optimale pour atteindre l'étatterminal est dérite par la �gure 2.8.Dans e as, la fontion objetif n'est plus adaptée et induit le ontr�leur en erreur.L'algorithme met plus de temps à onverger, mais surtout il se bloque pendant plusieursentaines de milliers de pas dans le oin formé par les nouveaux murs et n'en sort quepar exploration. Il faut 2 358 000 pas umulés pour obtenir une stratégie quasi-optimale.Sur et exemple ave des murs, l'algorithme ave une réompense loale égale à 1pour l'état absorbant se omporte mieux. Il su�t de 6 400 pas en tout pour obtenir lemême résultat !Ainsi, l'introdution d'une fontion objetif peut être néfaste à l'apprentissage. Deplus, si on peut aratériser orretement la fontion objetif, on onnaît déjà une grandepartie du modèle de la dynamique du système.In�uene de la valeur des paramètres � et Sur et exemple, le paramètre � in�uene légèrement la vitesse de onvergene.Comme le système est déterministe, on peut même �xer � à 1 pour aller le plus vitepossible. Si le système était non déterministe, � permettrait de réaliser une approxima-tion des probabilités de transition. Il peut don s'avérer utile de réaliser des tests pourhoisir la meilleure valeur de �.Le paramètre  permet normalement de donner plus ou moins d'importane auxréompenses éloignées dans le futur. En fait, e paramètre n'a d'in�uene que si plu-sieurs transitions provoquent des réompenses, permettant alors de hoisir le niveaud'opportunisme du ontr�leur. Prenons l'exemple du labyrinthe partiulier de la �gure2.9 où haque fromage provoque une réompense de +1 et disparaît ensuite.Fig. 2.9 � Exemple de on�guration où la valeur de  intervient sur le omportement del'algorithme.



2.4 Méthodes diretes 29Le ontr�leur a le hoix entre deux trajetoires, la première en ommençant par lefromage le plus prohe (à gauhe), la seonde en ommençant par la zone la plus dense enfromages (à droite). Dans et exemple, l'espérane de gain de la ommande � à gauhe �s'érit Q(G) = 2 + 7 + 9 + 11 et l'espérane de gain de la ommande � à droite �vaut Q(D) = 3+ 5 + 7 + 16. Si  = 0;1, alors Q(G) > Q(D) et le ontr�leur prendrala première trajetoire (à gauhe) délaissant les réompenses éloignées dans le futur. Enrevanhe, si  = 0;8, alors Q(G) < Q(D) et le ontr�leur prendra la seonde trajetoire(à droite) délaissant la réompense prohe. On ne peut pas généraliser ar haque aspeut réer un résultat di�érent (dans l'exemple  = 0;9 donne Q(G) > Q(D)). Si onhoisit  faible, alors le ontr�leur sera plut�t opportuniste et atteindra les réompensesprohes, si on hoisit  prohe de 1, alors le ontr�leur préférera atteindre des zones plusdenses même éloignées.DisussionLe Q-Learning o�re de nombreux avantages qui font de lui l'algorithme d'apprentis-sage par renforement le plus utilisé, notamment :� le Q-Learning onverge dans le adre des proessus de déision markoviens déter-ministes et non déterministes et sous ertaines onditions,� l'algorithme requière très peu de puissane de alul (une mise à jour par périoded'éhantillonnage).Malgré son suès, le Q-Learning est loin d'être la méthode parfaite, en e�et :� pour obtenir une bonne stratégie, il faut visiter plusieurs fois quasiment tous lesétats,� le Q-Learning onverge lentement, e qui le limite à de petits espaes d'états,� l'algorithme mémorise la fontion d'utilité Q dans un tableau, e qui le restreintaussi à de petits espaes d'états si la mémoire est limitée.2.4.3 TD(�)PrinipeIntroduit par Rihard Sutton (1988), le TD(�) reouvre une lasse d'algorithmes quimettent à jour tous les états dernièrement visités à l'aide de la di�érene temporelle del'état ourant. Une pondération de ette mise à jour est déterminée par l'anienneté de ladernière visite. Dans e sens, es algorithmes utilisent la notion de trae ou d'éligibilité.Une fontion d'éligibilité quali�e à l'aide d'un nombre réel l'anienneté de la der-nière visite de haque ouple état�ommande. L'éligibilité d'un ouple (x;u) est notéee(x;u). A haque période d'éhantillonnage, les valeurs d'éligibilité diminuent de façonexponentielle. A haque passage par un ouple état�ommande (x;u), la trae est re-mise à jour soit par e(x;u)  1, on parle alors de d'éligibilité remplaçante 22, soit pare(x;u)  e(x;u) + 1 dans le as de l'éligibilité aumulatrie 23. D'après Satinder Singh22. Termes anglais : replaing trae.23. Termes anglais : aumulating trae.



30 Chapitre 2DébutInitialiser Q(x;u) arbitrairement et e(x;u) à zéro pour tout (x;u) de X � UInitialiser l'état initial x et hoisir une ommande u au hasardTant que x n'est pas un état absorbant faireExéuter u et observer le nouvel état x0 et la réompense ru0  Déision(Q;x0)Æ  r + Q(x0;u0)�Q(x;u)e(x;u) e(x;u)+1 ou e(x;u) 1 (éligibilité aumulatrie ou remplaçante)Pour tout (y;v) 2 X � U faireQ(y;v) Q(y;v) + �Æe(y;v)e(y;v) �e(y;v)Fin pourx x0, u u0Fin tant queFin Fig. 2.10 � Algorithme du Sarsa(�).et Rihard Sutton (1996), l'éligibilité remplaçante peut parfois améliorer la vitesse deonvergene.AlgorithmeIl existe deux types d'algorithmes de TD(�). Le premier est dit on-line ar il utilise lesommandes e�etuées pour mettre à jour Q, le seond est dit o�-line ar il reherhe laommande qui maximise Q pour la même mise à jour sans forément e�etuer réellementette ommande.L'algorithme on-line le plus onnu est le Sarsa(�) de G. Rummery et M. Niranjan(1994, 1995) (f. �gure 2.10). Christopher Watkins (1989) et Jing Peng (1993, 1994) onttous deux présenté une version o�-line de l'algorithme du TD(�). Baptisés Q(�), esalgorithmes généralisent l'algorithme du Q-Learning à toute valeur de � (f. �gure 2.11).Contrairement à elui de Jing Peng, le Q(�) de Christopher Watkins remet les traes àzéro quand le ontr�leur e�etue une ommande d'exploration.La onvergene des algorithmes de TD(�) en versions on-line et o�-line a été prouvéequelle que soit la valeur de � sous les hypothèses lassiques (f. �2.4.1, page 21) (PeterDayan 1992, Jing Peng 1993, P. Dayan et T. Sejnowski 1994, John Tsitsiklis 1994, TommiJaakkola, Mihael Jordan et Satinder Singh 1994).IllustrationLe test de es algorithmes sur l'exemple préédent donne les résultats présentés en�gure 2.12.



2.4 Méthodes diretes 31
DébutInitialiser Q(x;u) arbitrairement et e(x;u) à zéro pour tout (x;u) de X � UInitialiser l'état initial x et hoisir une ommande u au hasardTant que x n'est pas un état absorbant faireExéuter u et observer le nouvel état x0 et la réompense ru Déision(Q;x0)u�  argmaxv2U Q(x0;v)Æ  r + Q(x0;u�)�Q(X;u)e(x;u) e(x;u)+1 ou e(x;u) 1 (éligibilité aumulatrie ou remplaçante)Pour tout (y;v) 2 X � U faireQ(y;v) Q(y;v) + �Æe(y;v)e(y;v) � �e(y;v) si u0 = u�0 sinonFin pourx x0, u u0Fin tant queFin Fig. 2.11 � Algorithme du Q(�) de Christopher Watkins.
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(a) Sarsa(�) (b) Q(�)Fig. 2.12 � Courbes d'apprentissage du Sarsa(�) et du Q(�) (traits ontinus) ave destraes remplaçantes par rapport au Q-Learning (traits pointillés) (moyenne sur 20 simu-lations ave ra = 1, ri = 0, � = 0;7,  = 0;9, � = 0;1, � = 0;1 et Qi = 0).
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(a) Sarsa(�) (b) Q(�)Fig. 2.13 � Courbes du nombre de pas umulés du Sarsa(�) et du Q(�) (traits ontinus)ave des traes remplaçantes par rapport au Q-Learning (traits pointillés) (moyenne sur20 simulations ave ra = 1, ri = 0, � = 0;7,  = 0;9, � = 0;1, � = 0;1 et Qi = 0).Les deux algorithmes donnent des résultats similaires. En un oup d'horloge, ilstrouvent un hemin pour aller à l'état réompensé (environ deux fois plus long quel'optimal). Malheureusement, il faut par la suite plus de temps pour trouver le plusourt hemin.Si on ompare les ourbes de la �gure 2.13, on remarque que le nombre de pasumulés des algorithmes TD(�) dépasse au bout d'un ertain nombre d'épisodes elui duQ-Learning. L'aélération des algorithmes TD(�) est don toute relative.Au delà de es résultats, nous pensons que es algorithmes sont très sensibles auhoix de la déision entre exploration et exploitation. Quand l'algorithme a trouvé unhemin, l'amélioration ne peut se faire que par exploration et l'�-gourmand n'est sansdoute pas le meilleur ompromis.DisussionIl existe peu d'études omparatives entre les performanes du Q-Learning, du Sarsa(�)et du Q(�). On peut néanmoins faire quelques observations.D'une part, les avantages de es algorithmes reoupent eux du Q-Learning :� le TD(�) onverge dans les mêmes as que le Q-Learning,� le TD(�) trouve très rapidement une stratégie relativement bonne.D'autre part, les inonvénients sont assez importants :� une fois que l'algorithme a trouvé une stratégie aeptable, il met plus de tempsque le Q-Learning pour trouver la stratégie optimale,� le TD(�) mémorise l'éligibilité en plus de la fontion d'utilité, e qui néessite deuxtableaux de dimension jX j � jUj et le limite à de petits espaes d'états,� le TD(�) néessite une importante puissane de alul puisqu'il réalise jX j � jUjmises à jour à haque période d'éhantillonnage.



2.5 Méthodes indiretes 332.4.4 Autres méthodes diretesIl existe beauoup d'autres méthodes diretes d'apprentissage par renforement. Sansprétendre à l'exhaustivité, nous présentons ii suintement d'autres algorithmes quinous semblent intéressants.Le AHC-Learning ité plus haut est historiquement le premier algorithme d'appren-tissage par renforement, mais il est en pratique peu utilisé.Le R-Learning de A. Shwartz (1993) est une version stohastique de la méthode paritérations sur les valeurs pour le ritère moyen. Bien qu'il n'existe pas de preuve formellede onvergene du R-Learning vers une stratégie optimale, il semble en pratique qu'ilprésente des propriétés de vitesse de onvergene plus intéressantes que le Q-Learning(Sridhar Mahadevan 1994, Sridhar Mahadevan 1996).En�n, il existe une version partielle du TD(�) appelée trunated temporal di�erenesou TTD(�) (Pawel Cihosz 1995). Cet algorithme allège les aluls en tronquant l'histo-rique des états visités. Il ne met à jour que lesm derniers états visités qui sont mémorisésdans une �le d'attente. Ce prinipe permet de réaliser des apprentissages ave des espaesd'états plus grands que eux permis ave le TD(�) traditionnel.2.4.5 SynthèseDe manière générale, les méthodes diretes d'apprentissage par renforement per-mettent d'obtenir une stratégie de ommande prohe de l'optimale. En e�et, leur onver-gene a été prouvée dans le adre des proessus de déision markoviens déterministes ounon.Deux inonvénients majeurs limitent leur utilisation. Tout d'abord, l'utilisation detableaux pour stoker les valeurs est adaptée à des espaes d'états de petites tailles. Nousverrons dans la setion 2.6 des approhes qui évitent l'utilisation de tableaux. Deuxièmeinonvénient, leur vitesse de onvergene relativement lente rend di�ile leur utilisationave des appliations réelles ar alors le temps d'expérimentation risque d'être extrême-ment long. Ce seond point est en partie résolu par les algorithmes par renforementindirets.2.5 Méthodes indiretes2.5.1 Prinipe généralLes méthodes indiretes sont plus prohes de la programmation dynamique dans lesens où il s'agit d'optimiser la fontion d'utilité à l'aide d'un modèle partiel du sys-tème. La �gure 2.14 montre le shéma fontionnel des méthodes indiretes. Dans esapprohes, la fontion d'optimisation est indépendante de la boule sensori-motrie etutilise indiretement les informations stokées par la fontion de modélisation qui enrihitle modèle au fur et à mesure des états renontrés. L'avantage de ette désynhronisationest de permettre une optimisation permanente même quand la boule sensori-motrie estmomentanément stoppée.



34 Chapitre 2

Contrôleur

RETARD

RETARD

CAPTEURS EFFECTEURS

RENFORCEMENT
&

MODÉLISATION
ÉVALUATION DÉCISION

MÉMOIRE
(fonction d’utilité)

ut

ut-1

xt-1

Q ut

xt

Système

xt rt

r txt

ut

OPTIMISATION

Fig. 2.14 � Shéma fontionnel des méthodes indiretes.2.5.2 Dyna-QAlgorithmeL'algorithme Dyna-Q et ses variantes ont été développés en grande partie par RihardSutton dans les années 90 (Rihard Sutton 1990, Rihard Sutton 1991a, Rihard Sutton1991b, Rihard Sutton 1992) .Le Dyna-Q utilise un modèle partiel et déterministe du système. Ce modèle est enrihipar les nouvelles expérienes à haque période d'éhantillonnage. Noté m(x;u), le modèlerevoit pour haque ouple état�ommande déjà visité l'état suivant observé x0 ainsi quela réompense observée r. A l'aide de e modèle, l'algorithme peut optimiser la fontiond'utilité à haque période d'éhantillonnage ou même indépendamment lors d'une pausedans la boule sensori-motrie. Le nombre de mises à jour par période d'éhantillonnageest noté N . L'algorithme du Dyna-Q est présenté en �gure 2.15.L'utilisation du Dyna-Q est restreinte au proessus de déision markovien détermi-niste et ave des réompenses immédiates. Cette limitation rend souvent son emploiimpossible dans des appliations non simulées.On peut néanmoins envisager une version non déterministe qui onstruirait un modèleplus omplet du système à l'aide d'une matrie de taille jX j�jUj�jX j. Même si la matrien'était que peu remplie, l'utilisation d'un tel algorithme se limiterait à de petits espaesd'états.IllustrationLa �gure 2.16 montre les résultats du Dyna-Q sur l'exemple du labyrinthe. L'algo-rithme onverge très rapidement vers la stratégie de ommande optimale. La solution
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DébutInitialiser Q(x;u) arbitrairement et m(x;u) à ; pour tout (x;u) de X � UInitialiser l'état initial xTant que x n'est pas un état absorbant faireu Déision(Q;x)Exéuter u et observer le nouvel état x0 et la réompense rQ(x;u) Q(x;u) + �[r + maxv2U Q(x0;v)�Q(x;u)℄m(x;u) (x0;r)x x0Répéter N foisChoisir (y;v) au hasard tel que m(y;v) 6= ;(y0;r) m(y;v)Q(y;v) Q(y;v) + �[r + maxw2U Q(y0;w)�Q(y;v)℄Fin RépéterFin tant queFin Fig. 2.15 � Algorithme du Dyna-Q.
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Fig. 2.16 � Courbe d'apprentissage du Dyna-Q (trait ontinu) par rapport au Q-Learning(trait pointillé) (moyenne sur 20 simulations ave N = 100, ra = 1, ri = 0,  = 0;9,� = 0;1, � = 0;1 et Qi = 0).



36 Chapitre 2obtenue est légèrement moins bonne que l'optimale mais bien meilleure que elle trouvéepar un algorithme type TD(�).DisussionSi la supériorité du Dyna-Q en matière de vitesse de onvergene est évidente, etalgorithme présente ependant des inonvénients, notamment :� le Dyna-Q est limité au ontr�le de systèmes déterministes à réompenses immé-diates,� le Dyna-Q utilise trois tableaux de dimension jX j � jUj,� le Dyna-Q demande une puissane de alul importante mais néanmoins paramé-trable et désynhronisable. En e�et, on peut hoisir le nombre de mises à jour parpériode d'éhantillonnage et, lorsque la boule de ontr�le est momentanément in-terrompue, le ontr�leur peut ontinuer à faire des mises à jour (une sorte de phasede sommeil ou de ré�exion).2.5.3 Autres méthodes indiretesLa plupart des autres algorithmes indirets sont inspirés du Dyna-Q. Fondés sur lamême struture, ils optimisent la fontion d'utilité selon une heuristique a�n de réduirele nombre de mises à jour à e�etuer. Comme pour les algorithmes direts, nous limitonsla présentation des algorithmes indirets à quelques algorithmes représentatifs.Le Priority Sweeping ou Queue-Dyna a été développé simultanément et indépen-damment par Andrew Moore et Christopher Atkeson (1993) et par Jing Peng et RonaldWilliams (1993). Cet algorithme utilise une heuristique pour optimiser la fontion d'uti-lité de manière plus rapide. Cette heuristique utilise une liste triée d'états qui permetde ommener par les mises à jour dont les di�érenes temporelles sont les plus grandes.Pour ajouter de nouveaux états à ette liste, l'algorithme utilise une matrie de transi-tion de taille jX j � jX j � jUj. Cette matrie permet de plus d'utiliser l'algorithme avedes systèmes non déterministes. Pour défendre l'emploi d'une telle matrie, les auteursexpliquent que haque état n'a que quelques ouples état�ommande préédents et quedans une appliation en temps réel, le ontr�leur n'a jamais le temps de visiter tous lesétats. Ainsi, la quantité d'informations à mémoriser est très inférieure à jX j � jX j � jUj.L'algorithme RTDP (real-time dynami programming) (Andrew Barto, Steven Bradtkeet Satinder Singh 1995) est quant à lui dédié aux systèmes omportant un état objetifdont la réompense assoiée est positive (les autres réompenses sont nulles). Cet algo-rithme herhe uniquement le hemin le plus ourt entre l'état initial et l'état objetifsans forément optimiser tout l'espae d'états visité.2.5.4 SynthèseLes algorithmes indirets apportent des améliorations importantes quant à la vitessede onvergene et à la possibilité de désynhroniser l'optimisation. Ces avanées sontontrebalanées par une extrême lourdeur de la struture et des aluls. Néanmoins,
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Fig. 2.17 � Comparaison de la solution trouvée des algorithmes Q-Learning, Q(�),Sarsa(�) et Dyna-Q en fontion de la taille du labyrinthe (moyennes sur 20 simulationsave ra = 1, ri = 0, � = 0;7,  = 0;9, � = 0;1, � = 0;1 et Qi = 0).
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Fig. 2.18 � Comparaison du temps d'apprentissage des algorithmes Q-Learning, Q(�),Sarsa(�) et Dyna-Q en fontion de la taille du labyrinthe (moyennes sur 20 simulationsave ra = 1, ri = 0, � = 0;7,  = 0;9, � = 0;1, � = 0;1 et Qi = 0).



38 Chapitre 2es méthodes sont intéressantes pour apprendre à ontr�ler des systèmes dont l'espaed'états est de faible dimension.Nous avons omparé les quatre algorithmes présentés (Q-Learning, Q(�), Sarsa(�)et Dyna-Q) sur des labyrinthes de di�érentes tailles. Les stratégies trouvées sont plusou moins prohes de la stratégie optimale (f. �gure 2.17). Le Q-Learning donne lesmeilleures stratégies. On observe que les temps de onvergene augmentent rapidement(f. �gure 2.18). L'algorithme qui onverge le plus rapidement est sans onteste le Dyna-Q, mais au prix d'un nombre importants de aluls.En onlusion, le défaut majeur des méthodes diretes et indiretes est de ne pouvoirfontionner qu'ave de petits espaes d'états. Au travers de ette onstatation pere unautre problème : elui de la généralisation. En e�et, même si un ontr�leur a appris unebonne stratégie de ommande, s'il renontre un état enore inonnu, ses ommandesseront purement aléatoires alors qu'il a peut-être trouvé la ommande optimale dans desétats voisins. Pour ette raison, beauoup de reherhes ont été e�etuées sur l'utilisationde fontions d'approximation.2.6 Méthodes diretes et fontions d'approximationL'idée de base de es méthodes est de remplaer le tableau stokant les valeurs de Qpar une fontion dé�nie par un nombre de paramètres inférieur au nombre d'états. Dansette optique, il existe deux approhes di�érentes. La première approhe, la plus em-ployée, onsiste à utiliser une fontion paramétrée di�érentiable. L'apprentissage s'opèrealors sur les paramètres. Une seonde approhe, plus omplexe, s'autorise l'apprentissagede la struture même de la fontion d'approximation.Nous proposons dans ette setion une synthèse suinte de es approhes ar ellesne seront pas utilisées par la suite.2.6.1 Fontions d'approximation di�érentiablesSoit f la fontion d'approximation et � le veteur de ses paramètres. On pose :Qt(x;u) = f(�t) (2.22)Pour mettre à jour Q dans es onditions, il est naturel d'utiliser des méthodesomme la desente de gradient pour minimiser l'erreur quadratique. A haque itération,on orrige alors les paramètres par :�t+1 = �t + 12�r�t hQd(xt;ut)�Qt(xt;ut)i2 = �t + � hQd(xt;ut)�Qt(xt;ut)ir�tQt(xt;ut)(2.23)ave Qd(xt;ut) la nouvelle estimation et :r�f(�) = ��f(�)��(1) ;�f(�)��(2) ;:::�T (2.24)



2.6 Méthodes diretes et fontions d'approximation 39On adapte ensuite ette équation au type d'apprentissage séletionné.Pour le TD(0), on orrige les paramètres par :�t+1 = �t + � [rt+1 + Qt(xt+1;ut+1)�Qt(xt;ut)℄r�tQt(xt;ut) (2.25)Pour le TD(�), on orrige les paramètres par :�t+1 = �t + � [rt+1 + Qt(xt+1;ut+1)�Qt(xt;ut)℄~et (2.26)ave : ~et = �~et�1 +r�tQt(xt;ut) (2.27)Les prinipales méthodes d'approximation par une fontion di�érentiable se déom-posent en méthodes linéaires et non linéaires2.6.2 Fontions d'approximation linéairesDans e as Qt(xt;ut) est une fontion linéaire des paramètres �t, soit :Qt(xt;ut) = �Tt ~�x;u = nXi=1 �t(i)�x;u(i) (2.28)On a alors : r�tQt(x;u) = (�u;x(1);�x;u(2);�x;u(3);:::)T (2.29)L'intérêt des fontions linéaires est l'existene d'un optimum unique �� pour l'erreurquadratique. De plus, on montre que la méthode du gradient assoié au TD(�) onvergenéessairement, mais pas forément vers �� (D. Bertsekas et J. Tsitsiklis 1996, �6.3.3).Il existe plusieurs types de odages pour la fontion ~�x lassés en deux familles lesfontions de voisinages et les fontions à base d'états représentatifs.Fontions de voisinageCes fontions assoient à haque paramètre �(i) une région i de l'espae et un para-mètre binaire �(i). On pose :�x;u(i) = � 1 si (x;u) est dans la zone assoiée à �(i)0 sinon (2.30)L'idée la plus simple onsiste à regrouper plusieurs états dans une région, diminuantainsi la omplexité (John Tsitsiklis et Ben Roy 1996). Mais ette approhe pose le pro-blème du hoix des régions.L'approhe par voisinage la plus lassique a été introduite par J. Albus (1975) sousle nom de erebellar model artiulator ontroller ou CMAC. Son prinipe est de dé�nirplusieurs partitions de l'espae (irulaires ou arrées), déalées géométriquement les
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Fig. 2.19 � Exemple de partition d'un CMAC.unes par rapport aux autres (f. �gure 2.19). Le CMAC a été très largement utilisé enapprentissage par renforement partiulièrement pour des espaes ontinus ou de grandetaille (Christopher Watkins 1989, Doina Preup et Rihard Sutton 1997). Rihard Sutton(1995) a démontré son e�aité sur trois exemples de ontr�les en grands espaes ontinus(puddle world, mountain ar, arobot) par rapport à une approhe par réseau de neuronesarti�iels proposée par J. Boyan et A. Moore (1995).Fontions à base d'états représentatifsCes méthodes onsistent à plaer un petit nombre d'états représentatifs i dans l'es-pae. La fontion d'utilité est alors réalisée par interpolation.L'interpolation peut être fontion de la distane de l'état ourant à es états repré-sentatifs. Ainsi les fontions nommées radial basis funtion ou RBF (Rihard Sutton etAndrew Barto 1998, �8.3) dé�nissent � telle que :�x;u(i) = exp��k(x;u)� ik22�2i � (2.31)où �i est un paramètre assoié à i déterminant la taille de la zone d'in�uene de i.Une autre méthode à base d'états représentatifs onsiste à utiliser une triangularisa-tion de l'espae d'états (X � Rn) par un ensemble de points i assoiés aux paramètres�(i) (D. Bertsekas et J. Tsitsiklis 1996, Rémi Munos 1997). �x(i) est alors dé�nie parles oordonnées baryentriques de l'état x par rapport aux n+1 points du simplexe quiontient x.Il existe aussi des méthodes utilisant d'autres fontions omme par exemple unein�uene inversement proportionnelle à la distane (J.H. Kim et al. 1997) ou une in�uenealulée par la distane de Hamming (nombre de bits qui di�èrent) (Sridhar Mahadevanet Jonathan Connell 1991).On peut iter aussi la méthode non linéaire d'approximation par artes auto-organisa-tries de Kohononen (Samira Sehad 1996, Claude Touzet 1999). Les états représentatifssont des neurones qui peuvent être déplaés dans l'espae selon des règles de voisinage
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Q(x,u2)Fig. 2.20 � Exemple de pereptron multiouhe à une ouhe ahée.entre neurones. Un état intermédiaire ative le neurone le plus prohe qui renvoie lavaleur d'utilité ou la ommande à exéuter.DisussionLes méthodes d'approximation linéaires permettent de réduire sensiblement le nombrede valeurs à optimiser lors d'un apprentissage. Néanmoins, ette rédution est relativeà la préision que demande la ommande du système. Typiquement, les espaes d'étatsdes systèmes ommandés sont de dimension deux ou trois.Par ailleurs, les di�érentes fontions et notamment le CMAC sont des outils simpleset failement adaptables à n'importe quel système. De plus, la onvergene de l'apprentis-sage est assurée, mais rien n'indique que la stratégie obtenue est optimale. Ces méthodespermettent en�n une généralisation loale fondée sur le voisinage qui peut dans ertainsas aélérer l'apprentissage.En onlusion, es méthodes d'approximation linéaires sont partiulièrement bienadaptées au ontr�le de proessus ontinus dont l'espae d'états est de dimension faible(deux ou trois).2.6.3 Fontions d'approximation non linéairesLe pereptron multiouhe ou PMC est sans doute l'arhiteture non linéaire la plusemployée en apprentissage par renforement (f. �gure 2.20). Les PMC ont plusieursavantages qui justi�ent leur emploi. Tout d'abord, les PMC sont des approximateursuniversels : ils sont apables d'approher ave une préision arbitraire n'importe quellefontion régulière sur un intervalle borné. Ensuite, ils ont de grandes apaités de géné-ralisation pouvant aélérer l'apprentissage. En�n, leur struture est extrêmement om-pate, e qui leur permet d'approher des fontions sur des espaes à très grandes di-mensions ave peu de paramètres.Lin Long-Ji (1992) propose une version onnexionniste de l'algorithme du Q-Learningbaptisée Q-Con. Cette arhiteture utilise un PMC à une ouhe ahée et un seul neu-rone de sortie par ommande. Un seul réseau est don remis à jour à l'issue d'une om-mande en utilisant omme erreur la di�érene temporelle. G. Rummery et M. Niranjan(1994, 1995) ont ensuite proposé une extension du Q-Con à l'algorithme du Q(�) et l'ont



42 Chapitre 2appliquée au ontr�le d'un robot mobile. Lin Long-Ji (1993b) a aussi proposé une autreimplémentation utilisant un réseau réurrent de type Elmann.Au-delà de es quelques implémentations initiales, il ne se dégage pas vraiment d'im-plémentation méthodique de l'apprentissage par renforement onnexionniste. Tous lesexemples de as de réussite sont issus d'une adaptation assez empirique des PMC et duTD(�) à l'appliation. On peut iter notamment :� le élèbre TD-Gammon de Gerald Tesauro (1992, 1994,1995),� la gestion d'une �otte d'asenseurs par Robert Crites et Andrew Barto (1996),� l'ordonnanement de tâhes de Wei Zhang et Thomas Dietterih (1995).Les points ommuns de es trois exemples sont le grand nombre d'états des systèmesà ontr�ler (> 1020 pour le TD-Gammon, > 1022 pour la gestion d'asenseurs) et legrand nombre d'essais avant d'obtenir une bonne stratégie (1 500 000 parties pour leTD-Gammon, simulation équivalente à 60 000 heures de fontionnement des asenseurs).Des implémentations onnexionnistes ont aussi été testées sans suès sur le jeu de Gopar Niol Shraudolph, Peter Dayan et Terrene Sejnowski (1994) et sur le jeu d'éhespar Sebastian Thrun (1995).Ces résultats mitigés peuvent s'expliquer par l'absene de garantie de onvergene desalgorithmes de renforement utilisant des réseaux de neurones. Sebastian Thrun et AntonShwartz (1993) ainsi que J. Boyan et A. Moore (1995) ont montré que es algorithmessont peu robustes ar ils sont très sensibles aux erreurs d'approximation. D'autres raisonspeuvent être avanées, omme la gestion des onnaissanes aquises et désapprises ou ladi�ile interprétation du fontionnement de es réseaux qui rend déliate leur mise aupoint.DisussionLes réseaux de neurones ont prouvé que, dans ertaines appliations, ils permettentd'obtenir un exellent apprentissage alors que l'espae d'états est de grande dimension.Néanmoins, il n'existe pas de preuve de onvergene des algorithmes, ni de méthode biendé�nie pour onstruire un réseau adapté à un système donné. Ces deux inonvénientsmajeurs, s'il ne sont pas dé�nitifs, ont poussé les herheurs vers d'autres voies.2.6.4 Apprentissage de fontions d'approximationA�n de ne pas avoir à dé�nir a priori une struture d'approximation, plusieurs ap-prohes onstruisent ette struture en fontion de l'expériene aquise.On peut par exemple envisager une disrétisation dynamique de l'espae ave unpas plus �n là où une plus grande préision est néessaire. Ces approhes utilisent unarbre de déision pour diviser réursivement l'espae d'états en régions. Dans e sens,le parti-game d'Andrew Moore et Christopher Atkeson (1993) génère une disrétisationà résolution variable d'un espae ontinu à dynamique déterministe à partir de donnéesobservées. Sur e sujet, on peut iter aussi les travaux de David Chapman et LeslieKaelbling (1991), d'Andrew MCallum (1995) ainsi que eux Rémi Munos (1997).



2.7 Conlusion 43Une autre approhe onsiste à représenter une stratégie par une base de règles enrihieau fur et à mesure de l'apprentissage (Seydina Ndiaye 1999). Une règle a un poids w etassoie une région (généralement un pavé) de l'espae d'états à une région (ou pavé) del'espae de ommandes. La ommande est hoisie au hasard dans la région de l'espaede ommandes assoiée à la région de l'espae d'états ontenant l'état atuel et de plusfort poids.En�n, la fontion d'utilité peut être approximée par des règles à inférene �oue(Pierre-Yves Glorenne 1994, Min-Soeng Kim, Sun-Gi Hong et Ju-Jang Lee 1999).2.6.5 SynthèseLes algorithmes d'apprentissage par renforement utilisant des fontions d'approxi-mation linéaires sont adaptés à la ommande de systèmes ontinus dont la dimensionreste modeste. Ils permettent de réduire le nombre de paramètres à optimiser et leuronvergene est garantie (mais pas forément vers la fontion d'utilité optimale).Pour les espaes de très grande dimension, il est possible d'utiliser des strutures typeréseaux de neurones arti�iels, mais la onvergene n'est plus garantie et les méthodessont relativement empiriques.2.7 ConlusionDans e hapitre, nous avons présenté les prinipaux algorithmes d'apprentissage parrenforement. Nous avons étudié leurs avantages et leurs inonvénients à la lumière denotre problématique. Ces algorithmes élémentaires sont lairement limités à des systèmesdont l'espae d'états est de faible dimension. Or, l'appliation que nous voulons omman-der a un espae d'états disret de grande dimension. Il est don néessaire de trouverune alternative adaptée à notre système, parmi les méthodes utilisant d'autres struturesomme les fontions d'approximation, les réseaux de neurones arti�iels ou toute autrestruture permettant l'apprentissage du ontr�le de systèmes omplexes.A�n de préiser le hoix de notre axe de reherhe, nous avons synthétisé l'adéquationentre la struture (tableaux, fontions d'approximation, et.) à employer et les araté-ristiques de l'espae d'états sous forme d'un arbre. La �gure 2.21 présente l'algorithmede hoix de la struture à utiliser en fontion de deux ritères : la dimension et la naturede l'espae d'états.Nous avons ajouté aux strutures présentées dans e hapitre les strutures hiérar-hiques. Ces arhitetures o�rent une alternative aux réseaux de neurones. Leur prinipeest de déouper le problème de ommande globale en sous-problèmes plus rapides àapprendre. Parmi es strutures hiérarhiques, on trouve les arhitetures utilisant desomportements multiples présentées dans le hapitre suivant.
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linéairesFig. 2.21 � Algorithme de hoix de la struture en fontion de la dimension et de lanature de l'espae d'états du système.



Chapitre 3Arhitetures omportementales etapprentissage par renforementCe hapitre présente une manière de réduire la omplexité d'un espae d'étatsà l'aide des arhitetures omportementales. Les prinipales arhitetures sansapprentissage puis les algorithmes d'apprentissage par renforement qui uti-lisent e déoupage omportemental sont suessivement exposés. Après uneonlusion sur les méthodes omportementales, e hapitre se termine par ladé�nition de nos objetifs de reherhe.3.1 IntrodutionLes arhitetures omportementales 1 exploitent l'idée que le omportement globald'un robot ou autre système peut être réalisé par la oordination de plusieurs ompor-tements élémentaires plus simples. Prenons l'exemple lassique d'un robot mobile dontle omportement est d'atteindre un but ou de se déplaer au hasard si le but n'est pasvisible, tout en évitant les obstales qu'il renontre. Ce omportement global peut êtrevu omme la oordination de trois omportements : atteindre un but, se déplaer au ha-sard et éviter les obstales (f. �gure 3.1). Dans la suite, un omportement désigne unmodule fontionnel autonome pouvant reevoir des informations en entrée, prendre desdéisions et produire des ommandes ou autres ations en sortie.Cette méthode permet de réduire la omplexité du problème global en le divisant ensous-problèmes plus simples à résoudre. Cette simpli�ation n'est qu'apparente ar ladi�ulté majeure est alors de dé�nir une fontion de oordination.Il existe deux grandes familles de tehniques de oordination : les arhitetures om-pétitives et les arhitetures oopératives. Dans les premières, la ommande e�etuée estelle voulue par un unique omportement qui a été désigné par un proessus de séle-tion 2. Dans les seondes, la ommande �nale est le résultat d'un ompromis ou d'une1. Termes anglais : behaviour-based arhitetures.2. C'est le prinipe du � gagnant ra�e la mise � (the winner takes all).45
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coordination
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Fig. 3.1 � Exemple d'arhiteture omportementale.fusion entre les ommandes proposées par les di�érents omportements qui peuvent donêtre tous atifs en même temps.Beauoup d'arhitetures omportementales ont été développées notamment dans ledomaine de la robotique mobile. Nous nous limiterons à l'étude de quatre arhiteturesaratéristiques. Ces desriptions sont fondées sur les artiles de référene ainsi que sur lesétudes omparatives de Toby Tyrrell (1993), Lennart Pettersson (1997), Paolo Pirjanian(1998), Ronald Arkin (1998), Pierre Arnaud (2000) et Nadine Rihard (2001).Ce hapitre présente deux arhitetures ompétitives, puis dérit deux arhiteturesoopératives. Il aborde en�n les arhitetures omportementales utilisant l'apprentissagepar renforement.3.2 Arhitetures ompétitives3.2.1 IntrodutionLe prinipe des arhitetures ompétitives est fondé sur la séletion temporaire d'ununique omportement qui va ommander le système pendant une durée déterminée.Le système de ompétition peut être dé�ni par un jeu de priorités �xes omme dansl'arhiteture à subsomption. Le système de ompétition peut aussi être dynamique. Parexemple, l'arhiteture à séletion d'ations de Pattie Maes séletionne le omportementqui a le plus grand niveau d'ativité, e niveau étant realulé en permanene.
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s

sFig. 3.2 � Exemple d'arhiteture à subsomption.3.2.2 Arhiteture à subsomptionPrinipeA la �n des années 1980, Rodney Brooks (1986) a introduit l'une des premièresarhitetures omportementales : l'arhiteture à subsomption 3 .Cette arhiteture est onstituée de omportements indépendants et asynhronesorganisés en ouhes appelées niveaux de ompétene. Les ouhes supérieures regroupentles ompétenes de haut niveau (par exemple la plani�ation) tandis que les ouhesinférieures regroupent les omportements simples de bas niveau (évitement d'obstales).Les omportements d'une ouhe peuvent subsumer les omportements d'une ouheinférieure à l'aide de deux méanismes : l'inhibition et la suppression, représentés par desn÷uds à deux entrées sur la �gure 3.2. L'inhibition onsiste à empêher la di�usion de lasortie d'un omportement inférieur. La suppression permet de remplaer la sortie d'unomportement inférieur par elle du omportement supérieur.Les expérienes menées par Rodney Brooks et ses ollaborateurs ont montré queette arhiteture permet e�etivement de onstruire des robots apables d'évoluer dansle monde réel (Rodney Brooks 1990, Pattie Maes et Rodney Brooks 1990).DisussionLa prinipale ritique de ette arhiteture onerne la di�ulté à onevoir, à main-tenir et à faire évoluer un système ohérent. En e�et, les modules de omportementsne peuvent pas être onçus de manière omplètement indépendante. Les omportementssupérieurs doivent espionner les ouhes inférieures pour permettre une bonne oordina-tion. Par exemple, le omportement � atteindre un but � doit savoir si un obstale estprésent ou non pour pouvoir supprimer ou non le omportement � éviter un obstale �.L'implémentation de omportements tenant ompte de l'état des autres omportementsest presque aussi omplexe que l'implémentation d'un ontr�leur unique résolvant lemême problème.La volonté originale de Rodney Brooks d'assoier priorité et niveaux de omplexitéest très ritiquée notamment par Pierre Arnaud (2000, p. 86). Rodney Brooks (1989)lui-même a d'ailleurs disrètement introduit un nouveau n÷ud nommé disquali�ation 4permettant à un omportement inférieur de supprimer un omportement supérieur.3. Terme anglais : subsumption.4. Terme de Rodney Brooks : defaulting.
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Atteindre un but

Se déplacer au hasard
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maxFig. 3.3 � Exemple simpli�é de l'arhiteture à séletion d'ations.3.2.3 Arhiteture à séletion d'ations de Pattie MaesPrinipeL'arhiteture à séletion d'ations de Pattie Maes (1989) est aussi onstituée demodules omportementaux distribués. Contrairement à la subsomption, il n'y a pas depriorité pré-établie, la séletion du omportement à suivre est réalisé dynamiquement.Chaque module possède un niveau dynamique d'ativation et une liste de pré-ondi-tions néessaire à son exéution. Il fournit en sortie une liste de onséquenes positiveset une liste de onséquenes négatives. Les modules alulent leur niveau d'ativationen fontion des onnexions inter-modules reliant les sorties aux entrées et des règles depropagation de l'ativation. Ce proessus a pour but de favoriser une augmentation del'ativation des modules les plus adéquats à la situation.La séletion du omportement dont la ommande sera exéutée est déterminée parle niveau d'ativation. Le module exéutable dont le niveau d'ativation est le plus élevéest ativé. En simpli�ant et en omettant les onnexions inter-modules, l'arhiteture àséletion d'ations peut être résumée par le shéma de la �gure 3.3 pour l'exemple durobot mobile.DisussionPour Toby Tyrrell (1993, p. 176), ette arhiteture est e�ae pour gérer les situa-tions d'urgene (omme l'évitement d'obstales) ou obtenir un omportement opportu-niste (omme atteindre un objetif prohe). En revanhe, le système a tendane à rentrerdans des yles osillants. Par exemple, dans une impasse près d'un objetif attratif, unrobot mobile peut osiller indé�niment entre le omportement � éviter un obstale � et leomportement � atteindre un but �. Le robot peut aussi hésiter indé�niment entre deuxbuts di�érents à atteindre. Par ailleurs, une arhiteture omportant un grand nombre demodules est di�ile à réaliser sans provoquer des on�its internes entre omportements.3.2.4 SynthèseLes arhitetures ompétitives montrent une bonne e�aité notamment pour gérerles situations d'urgene, mais dans des situations omplexes es arhitetures peuvententrer dans des yles osillants.
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Fig. 3.4 � Exemple de trajetoire lassique produite par une arhiteture ompétitive.Les trajetoires obtenues peuvent être saadées si deux omportements produisantdes ommandes très di�érentes entrent en ompétition et se trouvent ativés l'un à lasuite de l'autre (f. �gure 3.4).En théorie, les arhitetures ompétitives sont très souples puisque les modules sontindépendants les uns des autres, mais dans la pratique il est di�ile de respeter om-plètement ette indépendane.3.3 Arhitetures oopératives3.3.1 IntrodutionLe prinipe des arhitetures oopératives est de faire partiiper tous les ompor-tements à l'élaboration de la ommande. Cette oopération se fait généralement selonl'un des deux prinipes suivants. La première idée est d'utiliser un opérateur de fusionomme la somme pour agréger les ommandes proposées par haun des omportements.La nouvelle ommande produite peut alors être omplètement inédite. Les arhiteturesorientées shémas utilisent e prinipe. La seonde idée est de proposer à haque om-portement un hoix (disret) de ommandes possibles, de reueillir les préférenes dehaque omportement puis de hoisir la ommande réalisant le meilleur ompromis.L'arhiteture DAMN exploite ette idée.3.3.2 Arhiteture orientée shémasPrinipeL'arhiteture orientée shémas a été développée à partir de la théorie des shémas.Cette théorie a été introduite au début du sièle pour représenter le fontionnementdu erveau. Les shémas sont des entités autonomes et représentent l'unité de base duomportement.
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Fig. 3.6 � Exemple de trajetoire lassique produite par une arhiteture orientée shéma.Mihael Arbib (1981) puis Ronald Arkin (1989) ont appliqué ette théorie à la na-vigation de robots autonomes. Leurs arhitetures sont onstituées de shémas moteursindépendants et fontionnant en parallèle. Les shémas moteurs sont des shémas par-tiuliers qui génèrent un veteur de ommande omplet pour le robot. Ce veteur estalulé à l'aide de méthodes à base des hamps de potentiels (Oussama Khatib 1986).Généralement, les obstales produisent des hamps répulsifs tandis que les ibles génèrentdes hamps attratifs. Contrairement à la plani�ation qui néessite le alul ompletdu hamp vetoriel, haque shéma ne alule que la valeur instantanée du hamp à laposition ourante du robot.La oordination des shémas moteurs est simple : il su�t d'additionner l'ensemble desveteurs pondérés par une valeur dynamique assoiée à haque shéma (f. �gure 3.5).Le veteur obtenu orrespond à la ommande envoyée aux ationneurs. Cette ommandeest don le résultat de la fusion de l'ensemble des ommandes proposées.DisussionCette arhiteture est modulaire, simple à mettre en ÷uvre et omplètement dis-tribuée. Les stratégies de ommande obtenues sont très lisses grâe à l'utilisation deshamps de potentiels (f. �gure 3.6).En revanhe, le résultat de la fusion des veteurs de ommande peut engendrer desommandes absurdes. Par exemple, si l'attration d'un but ontrebalane exatement larépulsion d'un obstale, le veteur de ommande est nul et le robot ne bouge plus.



3.3 Arhitetures oopératives 51
Atteindre un but

Éviter un obstacle

à droite

tout droit

à gauche

Arbitre
de

rotation
Se déplacer au hasard

Fig. 3.7 � Exemple d'arbitre DAMN.Cette méthode est partiulièrement sensible aux problèmes de maxima loaux et deformation de yles osillants. Néanmoins, l'ajout de bruit dans le hamp (Ronald Arkin1998) ou d'une mémoire à ourt terme des endroits dernièrement visités (Tuker Balhet Ronald Arkin 1993) permet de limiter es risques.En�n, dans des systèmes plus omplexes, il peut se révéler di�ile de aluler leshamps de potentiels et de régler le poids de haque shéma.3.3.3 Arhiteture DAMNDAMN (Distributed Arhiteture for Mobile Navigation) est une arhiteture distri-buée oopérative développée par Julio Rosenblatt pour la navigation de robots mobiles(Julio Rosenblatt et David Payton 1989, Julio Rosenblatt 1997a, Julio Rosenblatt 1997b).Cette arhiteture est onstituée de modules omportementaux indépendants et d'ar-bitres. Chaque arbitre est responsable de la séletion d'une valeur pour une variable a-ratéristique de la ommande omme par exemple la diretion ou la vitesse du robot. Lesarbitres proposent un nombre �ni de valeurs pour la variable dont ils sont responsables.Un arbitre peut aussi enapsuler des ations abstraites.Contrairement aux omportements des arhitetures préédentes, haque omporte-ment ne propose pas une unique variable en sortie, mais vote en fontion de son propreintérêt pour haque ommande proposée par les arbitres à l'aide d'une note (par exempleomprise entre �1 et 1). Chaque arbitre alule alors une moyenne des notes pour haunedes ommandes proposées, haque note étant pondérée par le poids du omportementémetteur. La ommande omptabilisant le plus grand sore est séletionnée pour la va-riable orrespondante : ette ommande orrespond à un ompromis entre les di�érentsomportements. La pondération des votes orrespond à la priorité du omportement etpeut être dynamique. Contrairement à Rodney Brooks, Julio Rosenblatt donne la prioritémaximale aux omportements de bas niveau omme l'évitement d'obstales.Julio Rosenblatt a expérimenté ette arhiteture sur le pilotage d'un véhiule enenvironnement extérieur et en temps réel. Il a montré que son arhiteture produit desstratégies de ommande permettant d'atteindre un objetif tout en évitant les obstalesave de bonnes trajetoires.Toby Tyrrell (1993) a omparé plusieurs arhitetures omportementales dont la sé-letion d'ations et l'arhiteture DAMN sur une simulation. Les résultats expérimentauxmontrent que l'arhiteture DAMN est supérieure selon tous les ritères de performanetestés.



52 Chapitre 3Réemment, Julio Rosenblatt (2000) a proposé une version de DAMN fondée surl'espérane de gain de haque valeur des ommandes. Chaque omportement alule parprogrammation dynamique à l'aide d'un modèle la valeur d'utilité de haque possibilitéproposée par les arbitres par rapport à son état atuel. Ces valeurs remplaent direte-ment les notes. Ce prinipe permet de hoisir les ommandes qui maximisent leur utilité.Les trajetoires obtenues sont enore plus ourtes et plus diretes.DisussionL'arhiteture DAMN allie la robustesse des approhes ompétitives et l'optimisationdes trajetoires des approhes orientées shémas. En e�et, l'utilisation d'un arbitre neproduit jamais de ommande absurde non désirée et permet au ontraire de hoisir lemeilleur ompromis. De plus, ette arhiteture est très modulaire et permet un mélangefaile entre omportements de haut et de bas niveaux.En revanhe, elle ne résout pas le problème de maxima loaux et de formation deyles. Les exemples donnés par Julio Rosenblatt ou Toby Tyrrell ne présentent jamais deas limites omme par exemple une impasse près d'un objetif. En�n, ette arhitetureest limitée à des systèmes dont la ommande est disrète.3.3.4 SynthèseLes arhitetures oopératives génèrent des trajetoires plus lisses et souvent plusdiretes que les arhitetures ompétitives. Elles sont omplètement modulables ar lesomportements sont réellement indépendants. En�n, les arhitetures orientées shémassont moins robustes ar elles peuvent produire des maxima loaux et entrer plus faile-ment dans des yles in�nis.3.4 Appliation à l'apprentissage par renforement3.4.1 Subsomption et apprentissage par renforementSridhar Mahadevan et Jonathan Connell (1991) ont implémenté une arhiteture àsubsomption ave des modules omportementaux utilisant le Q-Learning. L'appliationvisée est de déplaer une boîte en la poussant ave un robot mobile.Pour réaliser ette tâhe, le robot apprend en parallèle trois omportements : éviterde se oiner, pousser la boîte et herher la boîte. Ces omportements se subsumentà l'aide de n÷uds suppresseurs. Sridhar Mahadevan et Jonathan Connell donnent lapriorité à l'ation d'éviter de se oiner puis de pousser la boîte et en�n de herher laboîte. Chaque omportement utilise l'algorithme du Q-Learning onjugué à une fontiond'approximation (distane de Hamming ou lustering dynamique).Les résultats de la simulation et des tests expérimentaux montrent lairement queette arhiteture est plus performante que l'arhiteture monolithique équivalente. L'ar-hiteture développée et notamment la version utilisant la distane de Hamming onver-gent beauoup plus vite et atteignent des résultats supérieurs en terme de taux de pousséepar période d'éhantillonnage.
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Comportement 1

Comportement 2

Comportement 3 Sélecteur de
comportementFig. 3.8 � Exemple d'arhiteture à séleteur.3.4.2 Séletion d'ations et apprentissage par renforementBeauoup de herheurs se sont inspirés de l'arhiteture à séletion d'ations pourréaliser des ommandes distribuées par apprentissage par renforement. Le prinipe debase de es arhitetures est de disposer de plusieurs modules distribués dont le ompor-tement est déterminé par apprentissage. La oordination est ensuite réalisée par un sé-leteur 5 qui hoisit un unique omportement à haque instant selon des ritères variablesave les algorithmes. Cette séletion peut aussi être issue d'un proessus d'apprentissage.Hierarhial LearningL'arhiteture de Lin Long-Ji (1993a) utilise des omportements obtenus par appren-tissage ainsi qu'un séleteur réalisé lui aussi par apprentissage. Cette arhiteture a étéappliquée à la ommande d'un robot devant retrouver son hargeur de batterie dans desbureaux. Dans e but, Lin Long-Ji a utilisé trois omportements : suivre un mur, passerune porte et atteindre le hargeur.Ces omportements sont appris séparément en utilisant l'algorithme du Q-Learning.Chaque omportement perçoit une partie ou la totalité de l'état du système, peut ef-fetuer les ommandes de déplaement du robot et reçoit des réompenses propres àson objetif. Ces omportements sont ensuite �gés et le séleteur apprend à hoisir undes omportements par rapport à l'état global du système pour obtenir les meilleuresréompenses globales possibles.Yassine Faihe (1999) a appliqué ette approhe à la simulation d'un robot devantolleter des lettres dans 3 bureaux di�érents, aller les poster régulièrement et aller sereharger si néessaire.Le problème majeur de ette arhiteture est qu'elle ne simpli�e pas forément l'ap-prentissage puisque les séleteurs apprennent à assoier un omportement à haque étatglobal du système. Il n'y a don pas de simpli�ation au niveau de la omplexité, mise àpart une légère rédution du nombre de ommandes (égal au nombre de omportements).L'autre ritique onerne l'apprentissage des omportements. En e�et, une fois appris,les omportements sont �gés et le robot ne s'adapte pas si le système évolue.5. L. Kaelbling, M. Littman et A. Moore (1996) utilisent les termes � Gated behaviour � pour désignerles arhitetures utilisant un séleteur de omportement.



54 Chapitre 3Compositional Q-Learning (C-QL)L'approhe de Satinder Singh (1992) onsiste à oordonner plusieurs omportementsélémentaires orrespondant à une déomposition temporelle d'une tâhe omplexe à l'aidede sous-buts. Les omportements élémentaires sont d'abord entraînés à réussir le sous-but qui leur est attribué, puis le séleteur apprend à hoisir le bon omportement au bonmoment pour réussir l'objetif global. Cette méthode a été utilisée ave suès par ChenTham et Rihard Prager (1994) pour apprendre à piloter la simulation d'un bras robotmultiaxial. Cette approhe e�etue une déomposition temporelle qui permet d'enhaînerdes stratégies de ommande di�érentes, mais ne réduit pas la omplexité de l'espaed'états. En e�et, les omportements élémentaires et le séleteur réalisent un apprentissagepar rapport à l'espae d'états global du système.3.4.3 Autres approhesCoordination hybrideLe but de ette arhiteture développée par M. Carreras, J. Battle et P. Ridao (2001)est d'utiliser les avantages des arhitetures ompétitives et des arhitetures oopéra-tives. Le séleteur de omportements n'est pas réalisé par apprentissage mais utilise selonle as un méanisme type séletion d'ations ou un méanisme de fusion type shémasmoteurs.L'appliation visée est le ontr�le d'un sous-marin dont le but est de trouver etd'atteindre une ible tout en évitant les obstales. Chaque omportement réalise un ap-prentissage de sa tâhe à l'aide de réompenses personnalisées mais l'apprentissage estréalisé en permanene. A haque période d'éhantillonnage, les omportements alulentleur niveau d'ativation en fontion de lois �xes et sans apprentissage. Si auun ompor-tement n'atteint le niveau d'ativation 1, la ommande e�etuée est une ombinaison desveteurs proposés par haque omportement. En revanhe, si un omportement atteinte niveau d'ativation alors il est seul maître à bord !Des tests ont été réalisés sur une simulation. Ils montrent que la stratégie obtenueest robuste et bien optimisée. Le prinipal inonvénient de ette approhe est de devoirdéterminer les lois d'ativation de haque omportement.Hierarhial Distane to Goal (HDG)Introduite par Leslie Kaelbling (1993a), ette arhiteture est dédiée à l'apprentissaged'un robot mobile qui doit atteindre un état objetif dans un espae d'états de grandedimension. Pour e faire, Leslie Kaelbling propose de partitionner l'espae d'états enplusieurs régions. Au sein d'une région, un module bas niveau utilise un algorithmeinspiré du Q-Learning 6 pour apprendre à atteindre n'importe quel état de la région.Si le robot se trouve dans la même région que l'état objetif, alors le module basniveau est ativé ave pour but d'atteindre diretement l'état objetif. Si le robot nese trouve pas dans la même région, alors l'algorithme herhe parmi les régions voisines6. Nommé DG-Learning par Leslie Kaelbling.
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Fig. 3.9 � Exemple d'arhiteture W-Learning dans le as d'un robot dont le but est deramasser de la nourriture en évitant un prédateur mobile.elle qui est la plus prohe de la région objetif, puis ative le module de bas niveau enlui donnant omme but un état à la frontière entre la région du robot et la région voisineséletionnée.L'avantage de ette arhiteture est de pouvoir réutiliser le omportement apprissur une région dans une autre région. Il su�t alors d'apprendre à atteindre n'importequel état dans une petite région pour être apable d'atteindre n'importe quel objetifdans l'espae d'états entier. Cette arhiteture permet don de réduire la omplexité dusystème. Mais ette solution est très limitée. Par exemple, il faut bien onnaître le systèmepour dé�nir sa partition et si le omportement du système n'est pas homogène sur l'espaed'états (un mur inattendu par exemple), alors ette arhiteture ne fontionne plus.3.4.4 Une arhiteture originale : le W-LearningPrinipeEn 1995, Mark Humphrys a introduit une arhiteture omportementale partiu-lièrement intéressante appelée W-Learning 7 (Mark Humphrys 1995, Mark Humphrys1996a, Mark Humphrys 1996b).Cette arhiteture est onstituée de plusieurs modules d'indie i perevant haunune partie du veteur d'état x. Chaque module utilise l'algorithme du Q-Learning pouraluler en sortie son espérane de gain Qi(x;u) pour haque ommande possible u. Unmodule de oordination détermine la ommande à e�etuer en fontion des valeurs deQi. Chaque module de omportement perçoit alors une réompense liée à sa pereptionpour remettre à jour sa fontion d'utilité.La �gure 3.9 propose un exemple d'arhiteture W-Learning pour une version simpli-�ée d'un des systèmes testés par Mark Humphrys : un robot doit olleter de la nourritureen évitant un prédateur mobile 8. Supposons que le robot puisse e�etuer quatre om-7. En rapport ave W qui représente les poids des omportements (Weight en anglais).8. La version originale baptisée Ant-World simule la ollete de nourriture par une fourmi puis letransport vers son nid tout en évitant un prédateur mobile.



56 Chapitre 3Haut Bas Droite GauheRamasser nourriture (Q1) 0;1 0;6 0;7 0;3Éviter prédateur (Q2) 0 0 �1 �1Maximiser la meilleure espérane 0;1 0;6 0;7 0;3 ) u=droiteMinimiser le pire regret 0;6 0;1 1 1 ) u=basMaximiser l'espérane olletive 0;1 0;6 �0;3 �0;7 ) u=basMinimiser le regret olletif 0;6 0;1 1 1;4 ) u=basTab. 3.1 � Exemple de oordination pour l'exemple de la �gure 3.9.mandes (haut, bas, droite, gauhe), le but du module de oordination est de hoisir lameilleure ommande en fontion des informations fournies par les omportements (lesespéranes de gain que haque omportement a d'e�etuer telle ou telle ommande).Mark Humphrys propose quatre méthodes pour oordonner les omportements. Touteses méthodes utilisent les valeurs des fontions d'utilité Qi de haque omportement. Laommande est hoisie selon un des quatre prinipes suivants :� maximiser la meilleure espérane 9 :u = maxv2U maxi Qi(x;v) (3.1)� minimiser le pire regret 10 (ave vi = argmaxv2U Qi(x;v)) :u = minv2U maxi (Qi(x;vi)�Qi(x;v)) (3.2)� maximiser l'espérane olletive 11 :u = maxv2U Xi Qi(x;v) (3.3)� minimiser le regret olletif 12 :u = minv2U Xi (Qi(x;vi)�Qi(x;v)) (3.4)Sur notre exemple, on peut imaginer le as des valeurs de fontions d'utilité dutableau 3.1. Le alul de la ommande selon les quatre méthodes donne des résultatsdi�érents.Les deux premières méthodes font une oordination du type séletion d'ations. Laommande hoisie est issue d'un seul omportement. Les deux autres méthodes e�etuentun ompromis à la manière d'un arbitre DAMN utilisant les fontions d'utilité.9. Termes anglais : Maximize the best happiness.10. Termes anglais : Minimize the worst unhappiness.11. Termes anglais : Maximize olletive happiness.12. Termes anglais : Minimize olletive unhappiness.



3.4 Appliation à l'apprentissage par renforement 57DisussionMalgré l'originalité de la méthode, Mark Humphrys a très peu expérimenté ettearhiteture. Il l'a testée sur deux simulations seulement et donne peu de détails quandaux résultats expérimentaux.On peut néanmoins dégager quelques onlusions générales. Tout d'abord, le prin-ipe général fontionne et permet de réduire la omplexité du système puisque haqueomportement e�etue son apprentissage par rapport à une partie des variables d'états,don dans un sous-espae de l'espae d'états.Au niveau du hoix des méthodes de oordination, la première ne permet pas au robotd'éviter un prédateur si e omportement est en on�it ave la reherhe de nourriture.En revanhe, la seonde permet de gérer des omportements antagonistes ar elle tientompte de toutes les espéranes de gain positives omme négatives. Les deux autresméthodes permettent en plus de hoisir le meilleur ompromis entre les omportementsà la manière d'un arbitre DAMN.Quelques herheurs ont testé ette arhiteture sur d'autres appliations. JaksonPauls (2001) a omparé les performanes du W-Learning (ave la méthode � minimi-ser le pire regret �) et d'une arhiteture à séletion d'ations sans apprentissage surune simulation baptisée Pigs and People. Cette simulation met en jeux plusieurs agentsautonomes qui doivent survivre dans un environnement hostile (ressoures limitées, pré-dateurs). Martin Hallerdal a expérimenté le W-Learning pour piloter un robot Khépéra 13devant rapporter des objets à un point donné en évitant les obstales (Martin Haller-dal 2001, Martin Hallerdal et John Hallam 2002). Jakson Pauls et Martin Hallerdalarrivent à la même onlusion : l'arhiteture est très di�ile à spéi�er notamment auniveau du nombre des omportements et des réompenses à leur attribuer. Dans les deuxexpérienes, les résultats sont déevants et le W-Learning se révèle moins performantque la séletion d'ations pour l'appliation Pigs and People. A e propos, on peut re-gretter que les opérateurs de fusion olletifs généralement plus performants n'aient pasété testés. Malgré es résultats, Jakson Pauls et Martin Hallerdal ne remettent pas enause leur intérêt pour le W-Learning, et Jakson Pauls suggère de rendre automatiquela déomposition en omportements pour simpli�er la phase de spéi�ation.3.4.5 SynthèseLes arhitetures omportementales utilisant l'apprentissage par renforement sonttributaires des avantages et inonvénients des arhitetures traditionnelles (robustesse,qualité de la trajetoire, modularité, et.). Certaines strutures permettent d'apprendreplus vite mais les approhes omme le Hierarhial Learning et le C-QL ne réduisentpas la omplexité du problème, ar les omportements ou les séleteurs utilisent l'espaed'états global du système.Dans tous les as, les réompenses sont assoiées à haque omportement, e quilimite l'arhiteture à des systèmes très bien ernés par l'utilisateur.13. Mini-robot autonome développé par la soiété suisse K-TEAM.



58 Chapitre 3En�n, la division en omportements n'est pas automatique, e qui est ontraire àl'objetif même de l'apprentissage.3.5 ConlusionLes arhitetures omportementales permettent de réaliser la ommande de systèmesomplexes à l'aide de modules élémentaires plus simples à onevoir.Les arhitetures ompétitives sont souvent plus robustes mais produisent des traje-toires saadées. A l'inverse, les arhitetures oopératives génèrent de belles trajetoiresmais ertaines arhitetures oopératives omme elles orientées shémas sont moins ro-bustes. Parmi toutes es arhitetures, l'arbitre DAMN semble être la meilleure solutionde oordination. De manière générale, toutes es arhitetures sou�rent de la formationplus ou moins fréquente de yles osillants qui piègent le robot.Beauoup d'arhitetures utilisant l'apprentissage par renforement ont été dévelop-pées. Malgré son faible suès, le W-Learning est pour nous une des arhitetures lesplus intéressantes. Elle permet de réduire onsidérablement la omplexité de l'espaed'états et utilise une oordination prohe de elle d'un arbitre DAMN. Pour la rendreplus souple, il serait néessaire de rendre la déomposition automatique et de résoudrel'épineux problème de la dé�nition des réompenses par rapport aux omportements.Notre projet de reherhe déoule de es onlusions. L'approhe que nous avonsdéveloppée a pour objetif de répondre à trois enjeux prinipaux :� réer une arhiteture onstituée de multiples omportements simples à apprendredans le but de réduire la omplexité du système,� réer une arhiteture auto-onstrutive qui évite de devoir spéi�er préisémentles omportements et les réompenses assoiées à es omportements,� réer une arhiteture dont la fontion de oordination ne génère pas de maximumloal ni de yle osillant.Le hapitre suivant introduit la struture et le prinipe de fontionnement de l'ar-hiteture développée. Cette arhiteture est validée au hapitre 5 sur l'exemple du la-byrinthe. Le hapitre 6 présente une amélioration de la vitesse d'apprentissage de l'ar-hiteture obtenue en remplaçant l'algorithme d'apprentissage initial par un algorithmeindiret. En�n, le hapitre 7 propose une modi�ation de la fontion de prise de déisionde l'arhiteture qui permet d'éviter la réation de maximum loal.



Chapitre 4Q-Learning parallèleCe hapitre présente l'approhe parallèle du Q-Learning en s'appuyant surl'exemple du labyrinthe. Il introduit le prinipe général de ette approhe,puis dé�nit des notations et une arhiteture qui se veulent très ouvertes.Il explique en détail le fontionnement du ontr�leur parallèle et ouvre lesproblématiques générées par ette approhe.4.1 IntrodutionLe but de l'approhe parallèle est de répondre aux trois objetifs énonés préé-demment : réduire la omplexité du système, réer une arhiteture auto-onstrutive etoordonner les omportements sans générer de minimum loal.De plus, nous reherhions une approhe rigoureuse, ohérente et e�ae pour notreappliation tout en gardant une grande ouverture à l'évolution et à la réutilisation pourla ommande d'autres systèmes. L'idée nous est venue de onsidérer l'état du systèmeomme une juxtaposition de plusieurs états markoviens et indépendants dérivant le om-portement d'un élément du système. Pris séparément, es omportements élémentairesseraient partiulièrement simples à apprendre. Il faut don trouver le moyen d'apprendreen parallèle haque omportement puis de regrouper es informations pour déider desommandes à e�etuer.Ce hapitre se ompose de trois parties. La première introduit le prinipe de base del'arhiteture parallèle. La deuxième dé�nit préisément le adre de travail en proposantun voabulaire spéi�que. En�n, la troisième partie expliite dans les grandes lignes lefontionnement d'un ontr�leur parallèle.4.2 Idée fondatrieA�n d'illustrer notre propos, nous utiliserons l'exemple simple du labyrinthe (f.�2.4.2, page 22). Imaginons que la souris ait à retrouver des fromages dans un labyrinthedisret enombré de murs et dont la on�guration puisse hanger (f. �gure 4.1a). Comme59
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(a) Situation globale dans lerepère lié à la souris (b) Une pereption élémentairedans le repère lié à la sourisFig. 4.1 � Exemple de labyrinthe.nous l'avons vu préédemment (f. �1.1.3, page 3), l'espae d'états d'un tel système est deardinalmn avem le nombre de positions possibles pour un objet par rapport à la souriset n le nombre d'objets. Il n'est pas envisageable d'utiliser un algorithme onventionneltype Q-Learning dans es onditions.En revanhe, s'il n'y avait qu'un seul objet (fromage ou mur) dans la grille (f.�gure 4.1b), la souris pourrait rapidement apprendre la stratégie optimale vis-à-vis deet objet (atteindre le fromage ou éviter le mur). Par exemple, un ontr�leur élémentaireutilisant l'algorithme du Q-Learning pourrait apprendre ette tâhe. Dans e as, iloptimiserait une fontion d'utilité élémentaire q. Cette fontion fournirait l'espéranede gain d'e�etuer une ommande par rapport à l'état élémentaire englobant le type etla position d'un seul objet dans un repère lié à la souris (e que nous appellerons lapereption de l'objet).Dans le as d'un labyrinthe ave plusieurs objets, notre idée est de réaliser des ap-prentissages élémentaires en parallèle pour haque objet, omme si l'objet était seul (f.�gure 4.2). Pour haque objet, l'apprentissage élémentaire optimise la même fontiond'utilité élémentaire q en un point di�érent et génère une estimation de l'espérane degain vis-à-vis de et objet pour haque ommande. Ave es estimations élémentaires, leontr�leur reonstruit une estimation de l'espérane de gain globale Q des ommandespar rapport à l'ensemble des objets.En résumé, le prinipe de l'approhe parallèle est d'apprendre omment se omporteun objet (dans un repère lié à la souris) et de réutiliser ette expériene pour des situa-tions mettant en jeu plusieurs objets. Cette méthode permet de réduire la omplexité dusystème. Elle soulève trois problèmes prinipaux :� suivre le déplaement de haque objet par rapport à la souris pour pouvoir remettreà jour la fontion d'utilité q puisque e alul néessite la onnaissane de la positionpréédente et de la position atuelle d'un objet (f. �gure 4.2b),
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Fig. 4.3 � Boule sensori-motrie.� trouver un moyen d'attribuer automatiquement les réompenses qui sont détermi-nées au niveau global pour ne pas avoir à spéi�er des omportements dédiés ausein du ontr�leur (f. �gure 4.2).� reonstituer par une étape de fusion l'espérane de gain globale Q des ommandesvis-à-vis de la situation globale du système (f. �gure 4.2d).Nous allons maintenant dérire notre approhe plus formellement et expliquer lessolutions que nous proposons pour répondre à es problèmes.4.3 Dé�nitions et hypothèses fondamentalesNotre approhe se situe dans le adre lassique d'une boule sensori-motrie (f.�2.3.2, page 14). A haque période d'éhantillonnage, le ontr�leur reçoit des informationsXt sur l'état du système ainsi qu'un signal de réompense Rt puis déide d'une ommandeut qui agit sur le système (f. �gure 4.3).En revanhe, l'approhe parallèle est dédiée au ontr�le de systèmes partiuliers dontles états sont appelés situations.4.3.1 Situations et pereptionsReprenons l'exemple du labyrinthe présenté par la �gure 4.2. La situation globale dusystème omporte quatre objets. On la déompose en quatre pereptions élémentaires.Chaque pereption aratérise le type (fromage ou mur) et la position dans un repère liéà la souris de haque objet (la souris est don immobile dans le repère onsidéré). Cesdeux informations sont regroupées au sein d'une variable notée xit et appelée pereptionde l'objet i à l'instant t. L'ensemble des valeurs (positions et types) que peut prendreune pereption est noté X et appelé espae des pereptions (ou ensemble des pereptionssi e n'est pas un espae vetoriel). Dans notre exemple, la pereption x2t du fromage senote x2t = (0;2;fromage).La situation globale du système regroupe l'ensemble des pereptions élémentaires xità l'instant t dans un ensemble noté Xt. Dans notre exemple, la situation est l'ensemble



4.3 Dé�nitions et hypothèses fondamentales 63des quatre pereptions, soit :Xt = f(1;1;mur);(0;2;fromage);(0;1;mur);(2;� 1;mur)g (4.1)Dans le as général, on note :Xt = fxit j 1 � i � nt; xit 2 Xg (4.2)ave nt le ardinal de la situation Xt. Les pereptions d'une situation ne sont pas or-données et le ardinal nt de la situation peut varier dans le temps. L'espae d'états dusystème est don de la forme X nt .Beauoup de systèmes peuvent être appréhendés sous ette forme. De manière gé-nérale, e adre s'adapte partiulièrement bien aux systèmes dont les variables d'étatappartiennent à un même espae vetoriel. Néanmoins, si les apteurs sont hétérogènes,il su�t de regrouper dans une seule variable toutes les informations dérivant la perep-tion quel que soit le apteur. On peut aussi utiliser plusieurs Xi au lieu d'un unique X .Néanmoins, pour des souis de simpli�ation des notations, nous utilisons un unique Xdans ette thèse.4.3.2 CommandesA haque période d'éhantillonnage, le ontr�leur envoie une ommande ut aux a-tionneurs. L'ensemble des ommandes est noté U .4.3.3 RéompensesDans le adre lassique de l'apprentissage par renforement, le signal de réompenseest un salaire. Dans notre as, e hoix peut provoquer des situations ambiguës. Parexemple, si la souris atteint un fromage, ation réompensée par +1, mais qu'à ausede ette ation, la souris passe aussi sur un piège, ation punie par �1, le ontr�leur vapar exemple reevoir la somme des réompenses (et des punitions), 'est-à-dire 0. Il noussemble que ette situation n'est pas équivalente aux situations où le ontr�leur reçoit 0pare que la souris ne touhe auun des pièges et des fromages.Pour ette raison, nous avons hoisi une dé�nition plus large du signal de réom-pense : à haque période d'éhantillonnage, le ontr�leur reçoit un multi-ensemble 1 Rtde salaires supposés non ordonnés. Le as non ordonné est un as d'étude général quisuppose que le ontr�leur ne onnaît pas d'emblée à quelles pereptions sont assoiéesles réompenses. On peut alors parler de réompenses non étiquetées a priori. Ce as de�gure orrespond par exemple à un enfant qui serait puni sans la moindre expliationpar rapport à sa situation ourante. C'est alors à l'enfant de omprendre à quel élémentde la situation se rapporte la punition pour éviter à l'avenir qu'elle ne se reproduise. Leas ordonné où les réompenses sont lassées dans le même ordre que leur pereption1. Ensemble dans lequel un même élément peut apparaître plusieurs fois. Autrement dit, la multipliitéd'un élément d'un multi-ensemble peut être supérieure à 1.



64 Chapitre 4orrespondante dans la situation est don un as partiulier du as envisagé et seraitbeauoup plus informatif pour le ontr�leur.Le signal de réompense est un multi-ensemble de la forme :Rt = frit j 1 � i � min(nt�1;nt); rit 2 Rg (4.3)Par exemple, si la souris dérite i-dessus passe sur un piège au moment où elle atteint unfromage, Rt ontiendra deux réompenses non nulles, l'une positive et l'autre négative,et nt � 2 réompenses nulles (Rt = f�1;1;0; ::: ;0g) orrespondant aux autres élémentsperçus.Cette dé�nition traduit l'idée qu'il ne peut y avoir qu'une réompense salaire parpereption. Dans le as où nt�1 6= nt, les pereptions qui apparaissent ou disparaissentsont ignorées ar il n'y a pas de transition assoiée.4.3.4 Hypothèses fondamentalesOn suppose que haque pereption xit d'une situation Xt est une variable indépen-dante qui satisfait les hypothèses de Markov. En d'autres termes, si la pereption xit étaitl'unique élément de l'état du système Xt, e système serait markovien.Par exemple, dans un labyrinthe sans mur et parsemé de fromages, le déplaementrelatif d'un fromage par rapport à la souris ne dépend que de son anienne position et dela dernière ommande e�etuée, quelles que soient les positions des autres fromages. Lespereptions élémentaires de e système peuvent être onsidérées omme markoviennes.On suppose don qu'il existe une fontion p dérivant les probabilités de transitionentre pereptions, telle que p(x0ju;x) donne la probabilité d'obtenir la pereption x0 aprèsavoir e�etué la ommande u à partir de la pereption x. De même, il existe une fontionde réompense immédiate rt(x;u;x0) 2 R qui quali�e la dernière transition de pereptiondé�nie par une pereption x, la ommande e�etuée u et la nouvelle pereption x0.Comme dans le adre de l'apprentissage par renforement, dans notre approhe, esdeux fontions sont inonnues. De plus, omme les pereptions d'une situation et lesréompenses ne sont pas ordonnées, il faut reonstituer les déplaements des pereptionsdans le repère lié à la souris et retrouver les réompenses orrespondant à es transi-tions. En d'autres termes, à l'instant t, le ontr�leur reçoit deux situations Xt�1 et Xtdésordonnées ainsi qu'un signal de réompense Rt désordonné. Il s'agit de retrouver lespereptions et réompenses qui quali�ent la transition d'un même objet. Par exemple,il faut retrouver le déplaement relatif de haque mur après la ommande ut�1 et laréompense assoiée à haque déplaement élémentaire.L'étape qui onsiste à retrouver les deux pereptions d'une transition est appeléemise en orrespondane temporelle. L'étape qui assoie une réompense salaire à ettetransition est nommée attribution des réompenses.DisussionL'hypothèse que les pereptions sont des variables markoviennes est di�ile à satis-faire omplètement. En e�et, des interations entre les pereptions peuvent survenir, e
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�!� vers le haut �(a) Dans ette situation, la ommande � vers le haut � provoqueun mouvement des pereptions vers le bas�!� vers le haut �(b) Dans ette situation, la ommande � vers le haut � neprovoque pas de mouvement des pereptions bien que trois dees pereptions soient dans la même position que dans le aspréédent.Fig. 4.4 � Les interations entre la souris et les murs nuisent à l'indépendane despereptions.
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Fig. 4.5 � Shéma fontionnel de l'approhe parallèle.Entrée : Xt�1, ut�1, Xt, RtSortie : utDébutCt  MiseEnCorrespondane(Xt�1;Xt)At  Attribution(Ct;Rt;ut�1;q)RenforementParallèle(At;ut�1;q)Qt  Fusion(Xt;q)ut  Déision(Qt)Fin Fig. 4.6 � Algorithme du Q-Learning parallèle.qui nuit à leur indépendane. Par exemple, la présene de murs peut modi�er le dépla-ement relatif entre la souris et les fromages, ar les fromages ne se déplaent plus si lasouris est bloquée par un mur (f. �gure 4.4). Toute la question est de savoir si es raresinterations nuiront à la stabilité de l'algorithme, e que nous étudierons dans le hapitresuivant.4.4 Fontionnement d'un ontr�leur parallèleLe prinipe de fontionnement du ontr�leur parallèle est fondé sur le shéma las-sique de l'apprentissage par renforement (f. �gure 4.5). Le ontr�leur parallèle estonstitué des quatre fontions prinipales : la fontion de renforement, la fontion demémorisation, la fontion d'évaluation ii appelée fontion de fusion et la fontion dedéision.



4.4 Fontionnement d'un ontr�leur parallèle 67Dans un ontr�leur parallèle, la mémoire assoie une estimation de l'espérane degain à haque pereption x et non pas à une situation X. Elle mémorise don la valeurd'utilité q(x;u) pour toutes les pereptions possibles de X et ommandes de U . La fon-tion de renforement proède alors à un apprentissage de type Q-Learning pour haquepereption en utilisant toujours la même fontion d'utilité q. Rappelons qu'une perep-tion x aratérise omplètement un objet et notamment son type (mur, fromage, piège,et.)Cette méthode permet e�etivement de réduire la omplexité du système puisquel'apprentissage s'e�etue sur l'ensemble des pereptions X et non sur l'ensemble desétats du système X nt (f. �4.3.1, page 62).La fontion de fusion alule une estimation de l'espérane de gain globale Q(Xt;u)pour la situation Xt et les ommandes u 2 U à l'aide des valeurs d'utilité q(xit;u). En�n,la fontion de déision détermine la ommande en fontion de ritères d'exploitation etd'exploration exatement omme dans le Q-Learning lassique.Le fontionnement général de e ontr�leur est synthétisé par l'algorithme de la �gure4.6 dont nous allons maintenant étudier les fontions en détail.4.4.1 Fontion de mémorisationLa mémoire stoke la valeur d'utilité de haque pereption. Elle utilise pour ela unefontion q qui à haque ouple pereption�ommande assoie une valeur réelle, soit :q : X � U ! R (4.4)A priori, la fontion q peut être réalisée par n'importe quel type de mémorisation.Si les dimensions de X et de U ne sont pas trop importantes, il est possible d'utili-ser un tableau statique ou dynamique. Sinon, on peut envisager d'utiliser une fontiond'approximation linéaire (CMAC, RBF, et.).Nous utilisons dans notre as un tableau statique. Avant de ommener l'apprentis-sage, la fontion q est initialisée à 0 pour tout (x;u) de X � U .4.4.2 Fontion de renforementLe r�le de la fontion de renforement est d'optimiser l'estimation de l'espérane degain q(x;u) d'une pereption x. Pour e faire, nous utilisons l'équation de mise à jour duQ-Learning. Cette équation met à jour la fontion q pour haque pereption xt�1 de lasituation Xt�1, soit :q(xt�1;ut�1) q(xt�1;ut�1) + ��rt + maxv2U q(xt;v)� q(xt�1;ut�1)� (4.5)Le problème est que l'on ne onnaît pas a priori le suesseur xt de la pereption xt�1.En e�et, les pereptions ne sont pas ordonnées à l'intérieur des situations. Par exemple, lapremière pereption x1t de Xt n'est pas forément le suesseur de la première pereptionx1t�1 de Xt�1. Il est don néessaire de réer un outil pour apparier les pereptions de lasituation Xt�1 ave elles de la situation Xt.
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Fig. 4.7 � Nouvelles fontionnalités de la fontion de renforement présentée par la �gure4.5.D'autre part, omme l'ensemble Rt des réompenses n'est pas ordonné, le salaire rtne orrespond pas forément à la transition (xt�1;xt). Il faut retrouver la transition quiorrespond à e salaire.Pour pallier es problèmes, le blo de renforement est enrihi par de nouvelles fon-tions (f. �gure 4.7). Une fontion de mise en orrespondane temporelle relie les per-eptions de Xt�1 ave leur suesseur de Xt. Une fontion d'attribution des réompensesdétermine les pereptions responsables des réompenses obtenues. En�n, une fontion derenforement parallèle met à jour la mémoire.Fontion de mise en orrespondane temporelleLe r�le de la mise en orrespondane est d'apparier les pereptions de la situationXt�1 ave elles de la situation Xt. Pratiquement, la mise en orrespondane doit re-onstituer l'évolution de haque pereption. Par exemple dans le labyrinthe, elle doitreonstituer le déplaement relatif de haque objet par rapport à la souris entre deuxinstants t (f. �gure 4.8). La mise en orrespondane est dite exate si elle orrespondà la réalité de l'évolution des pereptions, e qui est généralement invéri�able si on neonnaît pas le omportement du système.On note  la fontion de mise en orrespondane et on pose :Ct = (Xt�1;Xt) (4.6)La sortie de ette fontion est un ensemble Ct de ouples it. Chaque ouple it estonstitué d'une pereption xjt�1 de Xt�1 et de son suesseur supposé xkt appartenant àXt, don it est de la forme (xjt�1;xkt ).A�n d'obtenir une bonne solution en un faible temps de alul, nous avons opté pourune méthode heuristique très simple. Il s'agit de prendre au hasard une pereption dela situation Xt et de l'assoier à la pereption la plus prohe (en terme de distane)appartenant à Xt�1, puis de reommener jusqu'à avoir apparié toutes les pereptions.Si un nouvel objet entre ou sort du hamp de vision, Xt�1 et Xt n'auront pas le mêmeardinal (nt�1 6= nt). Dans e as, les pereptions qui n'ont pas été assoiées sont ignoréespar la mise en orrespondane pendant une période d'éhantillonnage, le temps que



4.4 Fontionnement d'un ontr�leur parallèle 69

1tX − tX(a) Mise en orrespondane exate
1tX − tX(b) Mise en orrespondane erronée
1tX − tX() Mise en orrespondane erronéeFig. 4.8 � Exemples de mises en orrespondane.
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Entrée : Xt�1, XtSortie : CtDébutCt  ;Si jXt�1j < jXtj alorsTant que Xt�1 6= ; faireRetirer au hasard une pereption x de Xt�1x0  argminy2Xt kx� yk (les ex æquo sont départagés par tirage au sort)Xt  Xt n fx0gCt  Ct + f(x;x0)g (onaténation)Fin tant queSinonTant que Xt 6= ; faireRetirer au hasard une pereption x0 de Xtx argminy2Xt�1 kx0 � yk (les ex æquo sont départagés par tirage au sort)Xt�1  Xt�1 n fxgCt  Ct + f(x;x0)g (onaténation)Fin tant queFin siFinFig. 4.9 � Algorithme de la fontion de mise en orrespondane temporelle.



4.4 Fontionnement d'un ontr�leur parallèle 71Xt�1 et Xt retrouvent le même ardinal. L'algorithme de ette heuristique est dériten détail par la �gure 4.9. Il distingue deux as de �gure : si jXt�1j < jXtj il prend lespereptions de Xt�1 et les assoie à elles de Xt, sinon il prend les pereptions de Xt et lesassoie à elles de Xt�1. Cette méthode permet impliitement d'ignorer les pereptionsqui viennent d'apparaître ou de disparaître.Cette méthode implique la dé�nition d'une métrique sur X . Cette dé�nition doitêtre ohérente ave le fontionnement du système. Par exemple, la distane entre unepereption fromage et une pereption mur doit être beauoup plus grande que la distaneentre deux pereptions de même type dans la même on�guration spatiale. En e�et, dansle as ontraire, le hangement de type serait aussi faile que le déplaement d'un objet, equi n'est pas réaliste. Par exemple, pour le labyrinthe, si i1, j1 et k1 sont les oordonnéeset le type de la pereption x (ave par exemple, k1 = 1 pour un mur et k1 = 2 pour unfromage), et i2, j2 et k2 eux de la pereption y, on utilisera une distane 2 de la forme :kx� yk = ji1 � i2j+ jj1 � j2j+Kjk1 � k2j (4.7)ave K un réel positif su�samment grand pour rendre plus di�ile le hangement detype.Cette méthode heuristique n'est évidemment pas exate et ommet parfois des er-reurs d'appariement, notamment quand les pereptions sont regroupées. Nous verronspar la suite si l'algorithme global est a�eté ou non par es erreurs de mise en orres-pondane. On pourra améliorer ette fontion en trouvant un ritère plus pertinent oumême imaginer une mise en orrespondane par apprentissage.Fontion d'attribution des réompensesLe r�le de ette fontion est de déterminer les pereptions en rapport ave l'obtentiondes réompenses Rt. Par exemple, la souris trouve un fromage et reçoit alors l'ensemblede réompenses f1;0;0;0g. La pereption du fromage qui a provoqué ette réompensepositive est elle qui est atuellement à la même position que la souris. Mais ette in-formation est issue de notre onnaissane globale du système. A son niveau, la sourisdoit apprendre la raison de ette réompense (f. �gure 4.10). Autre exemple, si la sourisest sur une ase enadrée de deux murs et qu'elle en perute un, dans notre labyrinthedisret es deux murs sont l'un et l'autre à la même distane de la souris (qui n'a pasbougé), la proximité n'est don pas disriminante pour l'attribution de la réompensenégative obtenue.Le ontr�leur doit don apprendre l'assoiation des réompenses et des pereptionsà l'aide des seules informations dont il dispose. C'est le r�le de la fontion d'attributiondes réompenses.Soit a la fontion d'attribution, on pose :At = a(Ct;Rt) (4.8)2. Cette dé�nition de la distane suppose que le type soit numérique ou étiquetable. Si e n'est pasle as, il faut envisager une autre dé�nition de la distane.
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Fig. 4.10 � Illustration du problème de l'attribution des réompenses : à quelle pereptionla réompense obtenue orrespond-elle?Le résultat de ette fontion est un ensemble At de triplets ait. Ces triplets ait assoientles deux membres d'un ouple de pereptions à la réompense attribuée à e ouple. Ilssont don de la forme (xjt�1;xkt ;rlt).L'idée que nous avons développée utilise la seule information disponible : la fontiond'utilité q. La valeur d'utilité q(xt;ut), qui représente l'espérane de gain du ouplepereption�ommande (xt;ut), est onstituée pour une grande part de l'espérane de laréompense immédiate. Cette a�rmation est d'autant plus vraie quand les réompensesnon nulles sont rares ou quand  n'est pas trop prohe de 1. En quelque sorte, on peutdire que l'espérane de gain q(xt;ut) est une estimation très grossière de la réompenseimmédiate rt+1 qui va être obtenue si on e�etue la ommande ut lorsqu'on observe lapereption xt. Ainsi, si la fontion d'utilité est prohe de l'optimale, les valeurs qu'elledonne des pereptions de Xt assoiées à la ommande ut orrespondent à peu près auxréompenses que l'on obtiendra à l'instant t+ 1.A partir de ette onstatation, nous avons développé un algorithme d'attribution desréompenses fondé sur la fontion d'utilité. Il onsiste à trouver une mise en orrespon-dane entre réompenses et pereptions qui minimise la somme des éarts entre les valeursdes réompenses et les valeurs d'utilité des pereptions. On herhe don une fontiona d'attribution des réompenses telle que, pour toute autre fontion d'attribution h, onait : X8(x;x0;r)2a(Ct;Rt) jq(x;ut�1)� rj � X8(x;x0;r)2h(Ct;Rt) jq(x;ut�1)� rj (4.9)



4.4 Fontionnement d'un ontr�leur parallèle 73Entrée : Ct, Rt, ut�1Entrée-sortie : qSortie : AtDébutAt  ;Tant que Rt 6= ; fairer  minRtRt  Rt n frg(x;x0) argmin(y;y0)2Ct q(y;ut�1) (les ex æquo sont départagés par tirage au sort)Ct  Ct n f(x;x0)gAt  At + f(x;x0;r)g (onaténation)Fin tant queFinFig. 4.11 � Algorithme de la fontion d'attribution des réompenses.Par exemple, si le ontr�leur, dans la situation de la �gure 4.2, déide de faire monterla souris, elle ne va pas bouger et le système va rester dans la même situation. L'ensembledes réompenses obtenues est alors f�1;0;0;0g. Le ontr�leur alule les espéranes degain des pereptions et herhe l'attribution des réompenses qui minimise la somme deséarts. Ainsi, la pereption dont la valeur d'utilité est la plus faible reçoit la réompense�1, les autres pereptions reevant 0. De même, si la souris atteint le fromage et obtientR = f0;0;1;0g, la réompense 1 est attribuée à la pereption dont la valeur d'utilité estla plus grande, les autres pereptions reevant 0.Par dé�nition, les réompenses obtenues Rt sont aussi nombreuses que les ouplesde pereptions Ct. Pour trouver une fontion d'attribution optimale, il su�t d'assoierla plus petite des réompenses ave le ouple de pereptions dont la valeur d'utilité estla plus faible, d'enlever haun de es deux éléments des ensembles Rt et Ct orrespon-dants, puis de reommener e proédé tant que les ensembles ne sont pas vides. Il esttrivial de démontrer que ette attribution minimise bien la somme des éarts (si on ef-fetue une permutation, la nouvelle somme des éarts est forément supérieure ou égaleà l'anienne). L'algorithme de ette fontion est donné par la �gure 4.11.Il n'est pas établi que ette méthode adjointe à l'apprentissage de la fontion d'utilitéonverge vers une attribution sans erreur et permette aussi à la fontion d'utilité deonverger. Ce prinipe de mise en orrespondane des réompenses sera testé dans lehapitre suivant.Fontion de renforement parallèleUne fois la mise en orrespondane et l'attribution des réompenses e�etuées, lafontion de renforement parallèle met à jour la mémoire ave les informations ontenues



74 Chapitre 4Entrée : At, ut�1Entrée-sortie : qDébutPour tout (x;x0;r) de At faireq(x;ut�1) q(x;ut�1) + �[r + maxv2U q(x0;v)� q(x;ut�1)℄Fin pourFin Fig. 4.12 � Algorithme de la fontion de renforement parallèle.dans l'ensemble de triplets At. Pour ela, elle utilise l'équation de mise à jour du Q-Learning ave haque triplet (x;x0;r) de At, soit :8(x;x0;r) 2 At; q(x;ut�1) q(x;ut�1) + �[r + maxv2U q(x0;v)� q(x;ut�1)℄ (4.10)La �gure 4.12 présente l'algorithme de ette fontion.Convergene de la fontion d'utilité qL'exploration de l'espae des pereptions est garantie par la stratégie de déision del'�-gourmand (f. �2.4.1, page 20). Si les pereptions sont réellement des variables marko-viennes et si les étapes de mise en orrespondane et d'attribution ne font pas d'erreur,alors la fontion d'utilité q onvergera vers la fontion d'utilité optimale. Malheureu-sement, les fontions de mise en orrespondane et d'attribution ne sont pas parfaiteset don les trois hypothèses ne sont pas toujours véri�ées. Cela ne signi�e pas que lafontion ne onvergera pas, mais qu'il n'existe auune assurane de ette onvergene.4.4.3 Fontion de fusionDé�nition du gain dans le adre parallèleLa nouvelle dé�nition du signal de réompense impose de redé�nir le ritère globalà maximiser, à savoir le gain (f. �2.3.4, page 15). La dé�nition suivante du gain sembleohérente ave la dé�nition lassique :G(t) = 1Xk=0 k X8r2Rt+k r (4.11)La fontion d'utilité globale notée Q�(X;u) qui orrespond à l'espérane de gaind'e�etuer la ommande u dans la situation X en suivant la stratégie � est alors toujoursdé�nie par : Q�(X;u) = E�fG(t) jXt = X;ut = ug (4.12)
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Xt

u1 u2 u3 u4Q�(Xt;u) 0;6561 0;4783 0;6561 �0;4095q�(x1t ;u) 0 0 0 0q�(x2t ;u) 0;6561 0;6561 0;81 0;81q�(x3t ;u) 0 0 0 �1q�(x4t ;u) 0 0 0 0P 0,6561 0,6561 0,81 -0,19Fig. 4.13 � Comment estimer Qt en fontion des valeurs d'utilité de haque pereptionde Xt ? (ave u1 = droite, u2 = bas, u3 = gauhe, u4 = haut et  = 0;9).Entrée : Xt, qSortie : QtDébutPour tout v de U faireQt(v) P8x2Xt q(x;v)Fin pourFinFig. 4.14 � Algorithme de la fontion de fusion (opérateur somme).Il reste à dé�nir un opérateur de fusion apable d'estimer Qt(Xt;u), e qui, ommenous allons le voir, est très déliat.Fontion de fusionLe r�le de la fontion de fusion est de aluler une estimation de l'espérane de gainglobale Qt(Xt;u) de haque ommande u pour la situation globale Xt du système. Commela mémoire stoke l'espérane de gain des ommandes par rapport à une pereption, leontr�leur dispose des estimations de l'espérane de gain q(xit;u) de haque pereption xit.A partir de es valeurs, il faut trouver un moyen de aluler une estimation de l'espéranede gain globale Qt(Xt;u).Par exemple, dans la situation de la �gure 4.13, la fontion d'utilité q� donne lesestimations reportées dans le tableau. Dans e as, omment estimer l'espérane de gainglobale de haque ommande? Il faut trouver un opérateur de fusion pour aluler aumieux Q(Xt;u) à partir des valeurs q(xit;u). Cet opérateur sera noté f et on pose :Qt(Xt;u) = f(fq(x;u) j 8x 2 Xtg) (4.13)La disussion est ouverte et de nombreux opérateurs sont envisageables. Dans unpremier temps, nous avons hoisi d'étudier l'opérateur somme. Par la suite, au vu desrésultats obtenus, nous reviendrons sur la dé�nition même de la fontion de fusion.



76 Chapitre 4Entrée : QtSortie : utDébut�  nombre réel aléatoire de [0; 1[Si � < � alorsut  ommande aléatoire de USinonut  argmaxv Qt(v) (les ex æquo sont départagés par tirage au sort)Fin siFin Fig. 4.15 � Algorithme de la fontion de déision (�-gourmand).L'opérateur somme onsiste à aluler la somme des espéranes de gain de haquepereption, soit : Qt(Xt;u) = X8x2Xt q(x;u) (4.14)L'algorithme synthétique de la fontion de fusion est donné par la �gure 4.14.Cet opérateur s'inspire du mode de fontionnement d'un arbitre DAMN (f. �3.3.3,page 51) où haque omportement note haune des ommandes. Il orrespond au prin-ipe de maximisation de l'espérane olletive du W-Learning (f. �3.4.4, page 55). En�n,nous avons hoisi l'opérateur somme ar il nous semble être l'opérateur le plus ohérentave la dé�nition du gain (f. équation (4.11)). Cependant, il ne permet pas d'obtenirl'espérane de gain globale exate (il su�t pour s'en rendre ompte de faire le alul avel'exemple donné par le tableau 4.13).4.4.4 Fontion de déisionLa fontion de déision se base sur les valeurs d'utilité globales Qt(Xt;u) de haqueommande u de U a�n de déterminer la ommande à e�etuer. Le hoix est in�uenépar des ritères d'exploration et d'exploitation (f. �2.4.1, page 20).Les stratégies de déision lassiques s'adaptent parfaitement à l'approhe parallèle.Nous utilisons l'�-gourmand dont l'algorithme est dérit en �gure 4.15 ar il permetde maîtriser préisément le taux d'exploration, e qui est fort utile lors de l'étude desomportements de l'algorithme.4.5 ConlusionCe hapitre nous a permis de dé�nir notre adre de travail et d'établir les prinipesde base sous-jaents à notre idée initiale de parallélisation.



4.5 Conlusion 77Ainsi, les états des systèmes ommandés sont partiuliers et struturés en ensemblesde pereptions appelés situations. D'autres part, nous avons élargi la dé�nition du signalde réompense pour supprimer les ambiguïtés que peut aher un signal salaire.Nous avons ensuite présenté l'arhiteture parallèle. Cette arhiteture utilise unefontion d'utilité qui stoke des estimations de l'espérane de gain vis-à-vis des per-eptions élémentaires et non pas par rapport à une situation globale, e qui permet deréaliser l'apprentissage sur l'ensemble X des pereptions et non sur l'espae d'états globaldu système X n (n désigne le nombre de pereptions élémentaires d'une situation). Unefontion de fusion est hargée de reonstituer à l'aide de la fontion d'utilité élémentairel'espérane de gain globale de haque ommande. Cette arhiteture néessite l'ajoutde nouvelles fontionnalités pour permettre la mise en orrespondane temporelle despereptions et l'attribution des réompenses.La mise en orrespondane utilise une heuristique qui n'est pas exate et peut donommettre des erreurs d'appariement. L'attribution des réompenses est réalisée à l'aided'estimations des réompenses fondées sur la fontion d'utilité, prinipe dont la onver-gene n'est pas établie. En onséquene, rien ne prouve que la fontion d'utilité onvergebien vers l'optimale et que le ontr�leur produise une bonne stratégie de ommande.Dans le hapitre suivant, nous expérimenterons don ette arhiteture pour valider sonfontionnement et déterminer ses avantages et ses inonvénients.
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Chapitre 5Appliation du Q-Learning parallèleà l'exemple du labyrintheCe hapitre présente les résultats expérimentaux obtenus sur l'exemple du la-byrinthe. Les tests montrent que le Q-Learning parallèle est stable et permetd'apprendre plus vite quand le nombre de pereptions est plus important. Enrevanhe, dans ertains as partiuliers, la fontion de fusion peut générermomentanément des maxima loaux, ependant, grâe à l'apprentissage, leontr�leur est plus robuste sur e point que les arhitetures omportemen-tales.5.1 IntrodutionL'objetif de e hapitre est de valider le prinipe parallèle sur l'exemple du laby-rinthe. La simpliité du labyrinthe, sans être trop rédutrie, permet de bien omprendrele fontionnement de l'algorithme.Ce hapitre dé�nit tout d'abord les outils de mesure qui permettront d'observer etde omparer la performane de l'algorithme en fontion des paramètres et des situations.Ensuite, nous étudierons suessivement les résultats obtenus ave un labyrinthe sansmur et les résultats obtenus ave un labyrinthe enombré de murs.5.2 Dé�nition du adre expérimental5.2.1 Labyrinthe de testNous avons hoisi un labyrinthe de 400 ases (20�20) sur lequel sont disposés au ha-sard des fromages et des murs. La souris peut se déplaer de ase en ase à l'aide de quatreommandes disrètes (U ={haut, bas, droite, gauhe}). Le système est déterministe. Ahaque instant t, la souris reçoit la situation Xt du système qui ontient les pereptionsxit des objets. Chaque pereption aratérise le type k et les oordonnées (i;j) d'un objetdans un repère lié à la souris (X = f(i;j;k) j � 19 � i � 19; � 19 � j � 19; 1 � k � 2;g).79
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Fig. 5.1 � Évolution du gain moyen en fontion du nombre de périodes d'éhantillonnage(moyenne sur 100 simulations ave 5 fromages, � = 1,  = 0;5 et � = 0;1).La souris a don toujours la position (0;0) dans le repère utilisé. A�n de limiter les e�etsde bord, les objets sont disposés à plus de 5 ases du bord du labyrinthe.Si à l'instant t, la souris atteint une ase pourvue d'un fromage, une réompense égaleà 1 est ajoutée à l'ensemble Rt de réompenses. A l'instant t+ 1, le fromage a disparuet est replaé à l'instant t+ 2 au hasard sur une ase libre du labyrinthe.Si à l'instant t, la souris tente de passer sur un mur, elle reste sur sa ase et uneréompense égale à �1 est ajoutée à l'ensemble Rt de réompenses. Les murs sont �xes.Au début de haque test, la fontion q est initialisée à q0 = 0 pour obtenir une explo-ration parfaitement aléatoire au début de l'apprentissage (f. �2.4.2, page 22). L'annexeA dérit le fontionnement du logiiel de simulation développé.5.2.2 Dé�nition des outils de mesureLa ourbe de la �gure 5.1 est la moyenne sur un grand nombre de simulations desévolutions du gain moyen en fontion du nombre de périodes d'éhantillonnage. Le gainmoyen Gm(t) est dé�ni par : Gm(t) = 1T T�1Xk=0 G(t+ k) (5.1)ave T , un petit nombre de périodes d'éhantillonnage (typiquement T = 200) et G legain dé�ni au hapitre 4 par l'équation (4.11). L'utilisation du gain moyen permet delisser le traé de la ourbe.Pour étudier et omparer les résultats de l'algorithme, nous avons dé�ni deux me-sures de performane : le gain limite et le temps de onvergene (f. �gure 5.1). Le gainlimite orrespond à la valeur moyenne du gain moyen après onvergene. Le temps de
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(a) Sans mur (b) Ave des murs dispersésFig. 5.2 � Labyrinthes de test.onvergene orrespond au nombre de périodes d'éhantillonnage e�etuées avant d'at-teindre (ou de dépasser) pour la première fois le gain limite. Comme l'évolution du gainmoyen est irrégulière, la mesure du temps de onvergene est peu préise (par exemple,un pi du gain moyen dépassant le gain limite avant la onvergene peut engendrer unemesure du temps de onvergene en deçà de la réalité).5.3 Labyrinthe ave un seul type d'objetCette partie présente les résultats de simulations dans le as où le labyrinthe omporteplusieurs fromages mais pas de mur (f. �gure 5.2a).5.3.1 StabilitéMalgré les erreurs de mise en orrespondane et d'attribution qui peuvent survenir,le ontr�leur est stable et le Q-Learning parallèle fontionne bien. Sans vouloir prouverla stabilité de notre algorithme, nous en donnons deux expliations vis-à-vis de la miseen orrespondane et de l'attribution des réompenses.Mise en orrespondaneLes erreurs de mise en orrespondane ne posent pas de problème ar elles n'appa-raissent pas toujours aux mêmes endroits. Tout se passe alors pour le ontr�leur, ommesi les transitions entre pereptions étaient légèrement non déterministes, e qui ne nuitpas à la stabilité du Q-Learning utilisé par la fontion de renforement.Attribution des réompensesLe prinipe de l'attribution des réompenses fontionne bien. Le suès de etteméthode s'explique par un proessus d'auto-véri�ation lié au prinipe même de l'algo-rithme.
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(a) Premier sénario : à l'instant t, la souris trouve un fromage et attribue la réompensepositive à la pereption située aux oordonnées (�1;2) (dans le repère lié à la souris). Al'instant t0 > t, la souris se retrouve dans la même situation vis-à-vis d'une pereption quidoit donner une réompense positive, mais les réompenses obtenues sont nulles.L'attribution préédente était don erronée et la nouvelle attribution orrige ette erreur.
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(b) Seond sénario : à l'instant t, la souris trouve un fromage et attribue la réompensepositive à la pereption située aux oordonnées (�1;0). A l'instant t0 > t, la souris seretrouve dans la même situation vis-à-vis d'une pereption qui doit donner une réompensepositive. Le ontr�leur obtient alors une réompense positive. L'attribution préédente étaitdon orrete et le ontr�leur attribue de nouveau la réompense positive à la pereptionsituée aux oordonnées (�1;0).Fig. 5.3 � Illustration du proessus d'auto-véri�ation de l'attribution des réompenses.
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Coefficient d’apprentissage αFig. 5.4 � In�uene du oe�ient d'apprentissage � sur le gain limite et sur le temps deonvergene (moyenne sur 100 simulations ave 5 fromages,  = 0;5 et � = 0;1).Au début de l'apprentissage, la fontion d'utilité ontient des valeurs identiques pourtous les ouples pereption�ommande (x;u) (q0 = 0). Aussi, lors de l'attribution, lesréompenses sont distribuées au hasard aux ouples de pereptions. Si la souris ren-ontre par hasard un fromage, l'ensemble des réompenses ontiendra une réompensepositive qui sera attribuée au hasard à un ouple de pereptions. Cette attribution adon peu de hanes d'être orrete (f. �gure 5.3a). Comme la réompense est positive,le ontr�leur va essayer d'obtenir à nouveau la pereption qui, selon lui, a provoqué uneréompense positive (omportement d'attration globale, f. �2.4.2, page 22). Après unertain nombre de périodes d'éhantillonnage, le système va don se retrouver dans unesituation présentant la pereption qui, d'après le ontr�leur, fournira une réompensepositive en e�etuant la même ommande que préédemment. Si l'attribution était erro-née, alors les réompenses obtenues seront nulles, et la pereption en question se verraattribuer une réompense nulle. En revanhe, si l'attribution était orrete (f. �gure5.3b), le ontr�leur reçoit bien la réompense positive attendue et le proessus d'attri-bution donnera à nouveau la réompense positive à la même pereption. Ce proessusd'auto-véri�ation assure don une ertaine stabilité de la fontion d'attribution.5.3.2 In�uene des paramètresLa qualité de l'apprentissage dépend souvent des paramètres hoisis. Ainsi, dans ettesetion, nous étudions leur in�uene. Nous ne traiterons pas de l'in�uene du oe�ientd'exploration � ar notre arhiteture est similaire sur e point aux autres algorithmes.Le dilemme exploration�exploitation est une autre problématique qui n'est pas abordéedans ette thèse (f. �2.4.1, page 20).
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Coefficient de pondération γFig. 5.5 � In�uene du oe�ient de pondération  sur la limite de la réompensemoyenne et sur le temps de onvergene (moyenne sur 100 simulations ave 5 fromages,� = 1 et � = 0;1).In�uene du oe�ient d'apprentissage �La �gure 5.4 montre l'in�uene de � sur le temps d'apprentissage et le gain limite.Comme le système est déterministe, le oe�ient d'apprentissage � n'a pas beauoupd'in�uene sur le omportement de l'algorithme. A moins de hoisir � prohe de 0, letemps d'apprentissage et le gain limite sont quasiment onstants. Néanmoins, si � estgrand, alors le temps d'apprentissage est légèrement plus ourt et la stratégie obtenuemoins bonne. Cette observation rejoint le dilemme exploration�exploitation. En e�et,soit le ontr�leur prend plus de temps pour onverger et peut don visiter plus d'étatspermettant ainsi d'obtenir une meilleure stratégie (� petit), soit le ontr�leur onvergerapidement vers une stratégie de moins bonne qualité ar il aura visité moins d'états (�grand).In�uene du oe�ient de pondération Comme le gain dépend de , nous préférons étudier la réompense moyenne obtenueau ours de la simulation pour étudier l'in�uene de . Nous dé�nissons la réompensemoyenne par : Rm(t) = 1T T�1Xk=0 X8r2Rt+k r (5.2)Dans le as où il n'y a que des fromages, e ritère orrespond au nombre moyen defromages que la souris atteint par période d'éhantillonnage.La �gure 5.5 montre l'évolution du temps d'apprentissage et de la limite de la réom-pense moyenne en fontion de . Pour des valeurs inférieures à 0;7, le oe�ient  n'a
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(a) Trajetoire ave  = 0;1
(b) Trajetoire ave  = 0;5Fig. 5.6 � In�uene du oe�ient de pondération  sur le omportement du ontr�leur.pas d'in�uene sur les performanes de l'algorithme. En revanhe, les valeurs prohes de1 font augmenter le temps d'apprentissage et huter la limite de la réompense moyenne.Nous pensons que ette dégradation des performanes est due à la faible dimensiondu système étudié. En e�et, le nombre de ases à parourir entre haque fromage estrelativement faible (typiquement 5 à 6 ases ave 5 fromages dans le labyrinthe) etquand  est prohe de 1, la fontion d'utilité ne déroît plus assez vite et ses valeurs nesont plus assez disriminantes. Ainsi, au niveau de la fusion, le hoix de la ommande estalors di�ile puisque toutes les diretions ont une bonne espérane de gain. De même,au niveau de l'attribution, qui est aussi basée sur les valeurs de la fontion d'utilité, il estpar exemple di�ile de retrouver la pereption orrespondant à une réompense positivepuisque toutes les pereptions ont une espérane de gain prohe.Mis à part et e�et inhérent au système,  permet de déterminer le omportementdu ontr�leur omme dans le as des algorithmes lassiques (f. �2.4.2, page 22). La�gure 5.6 montre deux types de omportements. Si  est faible, le ontr�leur privilégieles réompenses prohes. Son omportement est opportuniste. Au ontraire, si  est plusgrand, le ontr�leur préférera atteindre des zones plus denses en réompenses.5.3.3 In�uene du nombre de fromagesLa �gure 5.7 montre le gain limite et le temps d'apprentissage en fontion du nombrede fromages disposés dans le labyrinthe. La première onstatation onerne le tempsd'apprentissage qui déroît de façon importante lorsque le nombre de fromages augmente.En fait, la présene de plusieurs fromages permet au ontr�leur d'expérimenter un plusgrand nombre de pereptions à haque période d'éhantillonnage, ainsi il met à jour lafontion d'utilité plusieurs fois et pour des pereptions di�érentes. Ce résultat est très
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Nombre de fromagesFig. 5.7 � In�uene du nombre de fromages sur le gain limite et sur le temps de onver-gene (moyenne sur 100 simulations ave � = 1,  = 0;5 et � = 0;1).important pour envisager un apprentissage sur un système réel : le grand nombre d'objetsdevient un avantage pour le ontr�leur.L'autre observation onerne le gain limite qui augmente ave le nombre de fromages.Cette observation n'est pas surprenante. En e�et, quand la quantité de fromages est im-portante, la souris a statistiquement moins de hemin à parourir entre haque fromage,e qui augmente le gain.5.3.4 SynthèseSur et exemple simple, le Q-Learning parallèle est stable et permet de réduire laomplexité du système. De plus, le nombre d'objets n'est plus un problème, mais partiipeà un gain important de vitesse de onvergene.Il est di�ile de dire si les stratégies obtenues sont prohes ou non de l'optimale.Néanmoins, les observations diretes du mouvement de la souris montrent que le ontr�-leur ne fait pas de détour entre les fromages, e qui nous laisse penser que les trajetoiresobtenues sont de bonne qualité. L'opérateur de fusion semble don onvenir dans e as.5.4 Labyrinthe ave deux types d'objetsDans ette partie, nous étudions les résultats de simulations dans le as où des mursdispersés sont introduits dans le labyrinthe en plus des fromages (f. �gure 5.2b).5.4.1 Comparaison ave le as préédentLa �gure 5.8 montre une omparaison entre les apprentissages sur le labyrinthe aveet sans mur. D'une part, la présene des murs augmente sensiblement le temps d'appren-tissage. Cette augmentation est due à l'attribution des réompenses qui est plus omplexe
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Fig. 5.8 � Comparaison de l'évolution du gain moyen ave un labyrinthe ontenant 10murs (trait ontinu) et ave un labyrinthe sans mur (trait pointillé) (moyenne sur 100simulations ave 5 fromages, � = 1,  = 0;5 et � = 0;1).ar le ontr�leur doit apprendre à di�érenier l'e�et des murs et des fromages. D'autrepart, le gain limite obtenu est inférieur aux résultats préédents. Cette diminution nes'explique pas seulement par le ontournement des murs qui rallonge les distanes entreles fromages. En e�et, nous verrons plus loin que l'on peut obtenir de meilleurs gains, equi montre que dans e as, la stratégie obtenue est sous-optimale.5.4.2 In�uene des paramètresIn�uene du oe�ient d'apprentissage �Le oe�ient � n'a pas la même in�uene que dans le as du labyrinthe sans mur(f. �gure 5.9). Le gain limite augmente régulièrement ave � tandis que le temps d'ap-prentissage diminue lentement.In�uene du oe�ient de pondération La ourbe de la �gure 5.10 montre un traé similaire au as du labyrinthe sans mur.Il faut éviter de hoisir  prohe de 1 ar le labyrinthe est petit. En outre, le oe�ientde pondération permet de modi�er le omportement d'opportunisme du ontr�leur.5.4.3 Apprentissage progressifDe manière générale, la présene de murs ralentit l'apprentissage. Ce résultat est dûà l'attribution plus omplexe des réompenses. En e�et, le ontr�leur doit apprendre àdistinguer deux lasses de pereptions qui produisent des réompenses di�érentes. Cet
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Coefficient d’apprentissage αFig. 5.9 � In�uene du oe�ient d'apprentissage � sur le gain limite et sur le temps deonvergene (moyenne sur 100 simulations ave 5 fromages, 10 murs,  = 0;5 et � = 0;1).
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Coefficient de pondération γFig. 5.10 � In�uene du oe�ient de pondération  sur la limite de la réompensemoyenne et sur le temps de onvergene (moyenne sur 100 simulations ave 5 fromages,10 murs, � = 0;1 et � = 0;1).
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Fig. 5.11 � Comparaison de l'apprentissage progressif (trait ontinu) et de l'apprentissagenormal (trait pointillé) (moyenne sur 100 simulations ave 5 fromages, 10 murs, � = 1, = 0;5 et � = 0;1).apprentissage est d'autant plus long que, si le ontr�leur attribue par erreur une ré-ompense négative à une pereption, il aura tendane, par la suite, à éviter d'obtenir ànouveau ette pereption. Il ne pourra don pas véri�er immédiatement l'attribution deette réompense négative omme ela se passe pour des réompenses positives.Pour pallier e problème, il su�t de proéder ave � pédagogie � : au lieu d'exiger duontr�leur qu'il apprenne tout en même temps, il est préférable de lui présenter d'abordun labyrinthe ontenant uniquement des fromages, puis un labyrinthe ontenant aussides murs. Ave ette méthode progressive, l'apprentissage est beauoup plus rapide (f.�gure 5.11) et la stratégie obtenue est de meilleure qualité.5.4.4 Problème de fusionLa présene des murs révèle un inonvénient de la fontion de fusion. Si les murssont agenés de manière à réer une impasse, la souris a tendane à y être piégée. Lafontion de fusion génère un maximum loal pour la fontion d'utilité globale, e quientraîne la formation d'un yle de quelques états (f. �gure 5.12, voir aussi le logiielde démonstration sur le CD-ROM dérite dans l'annexe A).Néanmoins, par rapport aux approhes sans apprentissage, le Q-Learning parallèleest plus robuste ar après un ertain nombre d'essais infrutueux, la souris �nit par sortirde l'impasse. Les ommandes menant aux états du yle deviennent en e�et de moinsen moins attratives puisque le ontr�leur ne reçoit plus de réompense. Le ontr�leur�nit don par hoisir d'autres ommandes plus prometteuses. La ourbe de la �gure5.13 illustre e phénomène. Elle montre lairement deux modes de fontionnement : lesinstants où la souris se bloque obtenant un gain négatif et les instants où la souris n'estpas bloquée et obtient un gain positif.
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Fig. 5.12 � Exemple de formation d'un yle entre trois états (estimations des valeursde q réalisées ave  = 0;5).
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Fig. 5.13 � Évolution du gain dans un labyrinthe ave 5 fromages et une impasse de 4murs au entre du labyrinthe (ave � = 1,  = 0;5 et � = 0;1).



5.5 Conlusion 915.4.5 SynthèseLe temps d'apprentissage est plus long ave la présene de murs ar le ontr�leurdoit apprendre à di�érenier les pereptions. Malgré tout, si on proède ave méthode,en ne présentant que des fromages puis des fromages et des murs, l'apprentissage est plusrapide et onverge vers de meilleures stratégies.Par ailleurs, les murs peuvent réer des situations omplexes (une impasse par exemple)où la souris va se bloquer momentanément. La fontion de fusion produit dans e asun maximum loal. Cependant, le proessus d'apprentissage permet au ontr�leur des'éhapper du maximum loal au bout d'un ertain temps, temps d'autant plus long quel'impasse est � profonde �.5.5 ConlusionLes résultats expérimentaux sur le labyrinthe montrent que le Q-Learning parallèleest stable et performant.D'une part, la fontion d'attribution des réompenses fontionne bien grâe à unproessus d'auto-véri�ation de l'attribution. D'autre part, un grand nombre d'objetsn'est plus un problème mais permet d'augmenter le nombre des expérienes du ontr�leurà haque période d'éhantillonnage, aélérant ainsi l'apprentissage.En revanhe, la fontion de fusion donne de bons résultats uniquement si les murssont éloignés les uns des autres. En e�et, elle peut réer momentanément des maximaloaux si les murs sont regroupés et forment une impasse. Ce problème sera résolu auhapitre 7 grâe à une nouvelle fontion de fusion fondée sur la modélisation introduiteau hapitre 6.En�n, si le parallélisme a permis de raourir sensiblement le temps d'apprentissage,les temps obtenus sont enore trop importants pour envisager diretement le ontr�led'une appliation réelle omme le WIMS. Nous avons don modi�é notre arhiteture demanière à la rendre enore plus dynamique en utilisant un algorithme de renforementfondé sur le Dyna-Q.
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Chapitre 6Dyna-Q parallèle et appliation à laommande du maro-manipulateurWIMSCe hapitre dérit le fontionnement de l'algorithme du Dyna-Q parallèleet présente les résultats expérimentaux obtenus sur l'exemple du labyrintheet sur le maro-manipulateur WIMS. Ces études montrent que le Dyna-Qparallèle aélère su�samment l'apprentissage pour permettre la ommandede systèmes réels omme le maro-manipulateur WIMS.6.1 IntrodutionL'objetif du Dyna-Q parallèle est d'augmenter la vitesse de onvergene de l'appren-tissage pour envisager la ommande d'appliations réelles telles que le maro-manipula-teur WIMS dérit dans le hapitre 1.A la di�érene du Q-Learning parallèle, le Dyna-Q parallèle utilise une méthoded'apprentissage par renforement indirete pour optimiser la fontion d'utilité q. Commeson nom l'indique, il est fondé sur l'algorithme de Rihard Sutton (f. �2.5.2, page 34).Ce hapitre présente l'algorithme du Dyna-Q parallèle ainsi que les tests expérimen-taux réalisés sur le labyrinthe et sur le maro-manipulateur WIMS.6.2 Dyna-Q parallèle6.2.1 IntrodutionComme le Dyna-Q original de Rihard Sutton ne permet pas la ommande de sys-tèmes non déterministes, nous l'avons modi�é pour le rendre apable de ontr�ler des sys-tèmes légèrement stohastiques. L'idée développée est de mémoriser pour haque ouplepereption�ommande visité non seulement le dernier ouple pereption�réompense93



94 Chapitre 6

Contrôleur

RETARD

RETARD

CAPTEURS EFFECTEURS

RENFORCEMENT
&

MODÉLISATION

ÉVALUATION
(FUSION)

DÉCISION

MÉMOIRE

ut

ut-1

Xt-1

Qt ut

Xt

Système

Xt Rt

RtXt

ut

OPTIMISATION

(a) Shéma général
MISE EN
CORRES-

PONDANCE

RENFORCEMENT
& MODÉLISATION

PARALLÈLES

ut-1

Xt-1 Ct

Xt Rt

ATTRIBUTION
DES

RÉCOMPENSES At

ut-1 ut-1

(b) Détail de la fontion de renforement et modélisationFig. 6.1 � Shéma fontionnel du Dyna-Q parallèle.observé, mais aussi les h derniers ouples. Cette solution est moins oûteuse en espaemémoire que le stokage de la matrie omplète de transition.6.2.2 FontionnementLe Dyna-Q parallèle utilise une méthode indirete : une fontion de modélisation en-rihit un modèle partiel du système au fur et à mesure des expérienes, puis une fontiond'optimisation met à jour la fontion d'utilité à l'aide de e modèle. La �gure 6.1 synthé-tise le fontionnement du Dyna-Q parallèle et la �gure 6.2 présente son algorithme global.Les fontions de mise en orrespondane, d'attribution des réompenses, de renforementparallèle, de fusion et de déision sont identiques à elles du Q-Learning parallèle. Seulesdi�èrent les fontions de mémorisation, d'optimisation asynhrone et de modélisationparallèle.



6.2 Dyna-Q parallèle 95Entrée : Xt�1, ut�1, Xt, RtSortie : utDébutCt  MiseEnCorrespondane(Xt�1;Xt)At  Attribution(Ct;Rt;ut�1;q)RenforementParallèle(At;ut�1;q)ModélisationParallèle(At;ut�1;m)Optimisation(m;q)Qt  Fusion(Xt;q)ut  Déision(Qt)Fin Fig. 6.2 � Algorithme du Dyna-Q parallèle.6.2.3 Fontion mémorisationOutre la fontion d'utilité q, la mémoire ontient un modèle noté m qui permet destoker un historique de h ouples pereption�réompense (x0;r) pour haque ouplepereption�ommande (x;u). Ces ouples pereption�réompense (x0;r) orrespondentaux pereptions et aux réompenses assoiées à une pereption x par la fontion de miseen orrespondane et par la fontion d'attribution des réompenses lors des dernierspassages où le ontr�leur observait la pereption x et où la ommande u a été e�etuée.Le nombre h de ouples (x0;r)mémorisés pour un ouple (x;u) donné est appelé dimensionde l'historique. h est identique pour tous les ouples (x;u) de X � U .Le modèle m(x;u) est don un multi-ensemble 1 de ouples dont le ardinal est auplus h. Si h = 5, on a par exemple :m(x;u) = �(x0t1 ;rt1);(x0t2 ;rt2);(x0t3 ;rt3);(x0t4 ;rt4);(x0t5 ;rt5)	 (6.1)ave t1 > t2 > t3 > t4 > t5. Chaque ouple (x0ti ;rti) orrespond à une observation passéede la pereption et de la réompense obtenues quand le ontr�leur a e�etué la ommandeu alors qu'il observait la pereption x. Les ouples peuvent être di�érents à ause de lanature non déterministe du système.La dimension h de l'historique est hoisie en rapport ave le degré de non détermi-nisme du système. Si les transitions des pereptions sont omplètement déterministes,on peut hoisir h = 1, sinon il faut trouver une valeur adaptée au système.Avant de ommener l'apprentissage, les fontions q et m sont respetivement initia-lisées à zéro et à vide pour tout (x;u) de X � U .6.2.4 Fontion de modélisation parallèle1. Ensemble dans lequel un même élément peut apparaître plusieurs fois. Autrement dit, la multipliitéd'un élément d'un multi-ensemble peut être supérieure à 1.



96 Chapitre 6Entrée : At, ut�1Entrée-sortie : mDébutPour tout (x;x0;r) de At faireSi jm(x;ut�1)j � h alorsRetirer le ouple le plus anien de m(x;ut�1)Fin sim(x;ut�1) m(x;ut�1) + f(x0;r)g (onaténation)Fin pourFin Fig. 6.3 � Algorithme de la fontion de modélisation parallèle.A haque instant t, la fontion de modélisation utilise les informations fournies par lafontion d'attribution pour enrihir le modèle. Pour haque triplet (x;x0;r) de l'ensembleAt, elle ajoute par onaténation à m(x;ut�1) le ouple (x0;r). Si le ardinal de m(x;ut�1)est supérieur à h, alors elle retire de m(x;ut�1) le ouple le plus anien. Cet algorithmeest dérit par la �gure 6.3.6.2.5 Fontion d'optimisation asynhroneLe stokage d'un historique pour haque ouple permet de aluler une approximationdes probabilités p de transition en utilisant la multipliité d'un ouple, soit :p(x0jx;u) � X8(y;r)2m(x;u)jy=x0 1jm(x;u)j (6.2)A l'aide de ette approximation, la fontion d'utilité peut être optimisée sans utiliserle oe�ient d'apprentissage �, même dans le as où le système n'est pas déterministe.L'équation de mise à jour pour un ouple (x;u) s'érit alors :q(x;u) X8(y;r)2m(x;u) 1jm(x;u)j �r + maxv2U q(y;v)� (6.3)Les fontions d'optimisation et de renforement vont don utiliser ette nouvelle équa-tion.La �gure 6.4 présente l'algorithme de ette fontion. Le nombre N règle le nombrede mises à jour par appel. A priori, plus N est grand, plus l'apprentissage est rapide,mais le temps de alul néessaire peut alors être trop long pour réaliser un ontr�le entemps réel. Dans e as, il faut hoisir une valeur qui réalise un bon ompromis entrevitesse de onvergene et temps de alul par période d'éhantillonnage. Si la fréquened'éhantillonnage est faible, une autre solution peut être envisagée : il s'agit de réaliser lesaluls d'optimisation en temps masqué pendant l'exéution de la dernière ommande.



6.3 Appliation du Dyna-Q parallèle à l'exemple du labyrinthe 97Entrée : mEntrée-sortie : qDébutRépéter N foisChoisir (x;u) au hasard tel que m(x;u) 6= ;q(x;u) P8(y;r)2m(x;u) 1jm(x;u)j �r + maxv2U q(y;v)�Fin RépéterFin Fig. 6.4 � Algorithme de la fontion d'optimisation asynhrone.
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Dimension de l’historiqueFig. 6.5 � In�uene de la dimension h de l'historique sur le gain limite et sur le temps deonvergene (moyenne sur 50 simulations ave 5 fromages, 10 murs, N = 3000,  = 0;5et � = 0;1).6.3 Appliation du Dyna-Q parallèle à l'exemple du laby-rinthe6.3.1 In�uene du oe�ient de pondération Le oe�ient de pondération  joue le même r�le ave le Q-Learning parallèle et avele Dyna-Q parallèle : il permet de régler le degré d'opportunisme du ontr�leur.6.3.2 In�uene de la dimension h de l'historiqueLa �gure 6.5 montre l'in�uene de la dimension h de l'historique sur le gain limite etsur le temps de onvergene. h n'a quasiment pas d'in�uene sauf lorsqu'il est égal à 1.Dans e as, le gain limite obtenu est inférieur.
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Nombre de mises à jour par période d’échantillonnageFig. 6.6 � In�uene du nombre de mises à jour par période d'éhantillonnage sur le gainlimite et sur le temps de onvergene (moyenne sur 40 simulations ave 5 fromages, 10murs, h = 5,  = 0;5 et � = 0;1).Cette observation s'explique par les interations qui peuvent se produire entre lasouris et les murs. Ces interations rendent les transitions des pereptions légèrementnon déterministes. Par exemple, si la souris est bloquée par un mur, les fromages nebougent plus par rapport à elle quand elle essaie d'avaner, e qui n'est pas habituel(f. �gure 4.4, page 65). Ainsi à ause des murs, les pereptions peuvent être �gées,e qui engendre des transitions non déterministes. A ause de es interations, il vautmieux hoisir, même pour un système a priori déterministe, une dimension d'historiquestritement supérieure à 1.6.3.3 In�uene du nombre N de mises à jourD'après la ourbe de la �gure 6.6, plus le nombre de mises à jour est grand, plus leontr�leur apprend vite. La déroissane du temps d'apprentissage est très rapide puiss'estompe vers 2000 mises à jour. Il est don inutile d'e�etuer un très grand nombre demises à jour. Il su�t de hoisir N aux alentours de 2000 pour obtenir une bonne vitessede onvergene sans perdre de temps en aluls super�us.6.3.4 Comparaison du Q-Learning parallèle et du Dyna-Q parallèleLa �gure 6.7 montre les résultats omparatifs entre le Q-Learning parallèle et leDyna-Q parallèle. Le Dyna-Q parallèle onverge plus rapidement et vers une meilleurestratégie. L'amélioration du temps de onvergene était attendue ar les méthodes indi-retes omme le Dyna-Q permettent de réaliser un plus grand nombre de mises à jourpar période d'éhantillonnage. Habituellement, ette augmentation de la vitesse se faitau détriment de la qualité de la stratégie de ommande obtenue ar le ontr�leur a moinsde temps pour visiter les états (f. �2.4.3, page 29). Dans notre approhe, la présene de
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(a) Ave 5 fromages et � = 1 (b) Ave 5 fromages, 10 murs et � = 0;1Fig. 6.7 � Comparaison de l'évolution des gains moyens obtenus ave le Dyna-Q parallèle(traits ontinus) et ave le Q-Learning parallèle (traits disontinus) (moyenne sur 40simulations ave N = 2000, h = 5,  = 0;5 et � = 0;1).plusieurs pereptions permet au ontr�leur de visiter ontinuellement d'autres perep-tions, tout en satisfaisant au ritère de la maximisation de la somme des réompenses.Le Dyna-Q parallèle permet don non seulement de réaliser une amélioration importantede la vitesse de onvergene, mais aussi de trouver de meilleures stratégies de ontr�le.6.3.5 SynthèseLe Dyna-Q parallèle néessite une puissane de alul plus importante que le Q-Learning parallèle mais apporte en ontrepartie un important gain en vitesse de onver-gene. De plus, les stratégies obtenues sont plus e�aes. Ces améliorations permettentd'envisager le ontr�le d'appliations réelles telles que le maro-manipulateur WIMS.En�n, l'emploi d'un modèle partiel sauvegardant un historique limité pour haqueouple pereption�ommande permet d'optimiser la fontion d'utilité sans utiliser deoe�ient d'apprentissage �. Le hoix du oe�ient � est alors remplaé par elui duparamètre h.6.4 Appliation à la ommande du maro-manipulateurWIMS6.4.1 Dé�nition du adre expérimentalBoule sensori-motrieLa �gure 6.8 résume les prinipales fontions du système WIMS dérit dans le premierhapitre et dans l'annexe B. La ommande reçue provoque le déplaement de l'aimantvia une table de miro-positionnement deux axes. Grâe au hamp magnétique générépar l'aimant, l'outil suit le déplaement de l'aimant. L'outil interagit alors ave les objets



100 Chapitre 6
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par l’utili sateurFig. 6.8 � Boule sensori-motrie de ommande du maro-manipulateur WIMS.présents dans la zone de manipulation. Une améra CCD transmet des images de la zonede manipulation à un module de traitement d'image. Le traitement de l'image permetd'extraire la position du baryentre de haque objet ainsi que elle du baryentre del'outil. En�n, le module de struturation transforme les informations issues du modulede traitement d'image et les ibles dé�nies par un utilisateur extérieur en une situationet un ensemble de réompenses.Dé�nition des ommandesNous avons retenu l'emploi de 8 ommandes disrètes permettant de déplaer l'outildans les quatre diretions et selon deux pas di�érents : un pas �n pour les positionnementspréis et un pas grossier pour e�etuer des grands déplaements. Les ommandes �nesdéplaent l'outil d'environ 1,9 mm (soit environ 11 pixels), e qui orrespond à peu prèsà la moitié du diamètre d'un objet. Les ommandes grossières déplaent l'outil d'environ5,7 mm (soit environ 33 pixels).Le hoix de es valeurs est motivé par un double objetif :� pouvoir e�etuer des déplaements onséquents à haque période d'éhantillonnagepour obtenir une vitesse d'évolution importante dans les zones vides,� garantir une préision de positionnement su�sante vis-à-vis des objets et des ibles.De plus, nous avons réduit l'ensemble des ommandes à 8 ommandes élémentairespour que le ontr�leur apprenne plus rapidement, mais on peut envisager l'ajout d'autresommandes omme par exemple des déplaements plus �ns, plus importants ou en dia-gonale. . .
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Fig. 6.9 � Exemple de situation de manipulation sur le WIMS.Dé�nition des pereptionsLa �gure 6.9 montre une image vidéo de la zone de manipulation sur laquelle sontajoutées les ibles virtuelles dé�nies par l'utilisateur.Une pereption xit d'une situation Xt dérit la position (ui;vi) dans le repère lié àl'outil et le type wi d'un objet sous la forme d'un triplet (ui;vi;wi) (objet réel : wi = 1, ouible virtuelle : wi = 2). L'ensemble X des pereptions orrespond à toutes les positionspossibles dans le repère lié à l'outil et aux di�érents types (objet ou ible).L'image est déoupée en ases selon un pas régulier. Ce pas aratérise la résolutionde positionnement des objets et des ibles. Le pas le plus �n peut valoir un seul pixel(soit environ 0,173 mm), mais il est inutile de hoisir une résolution supérieure au pluspetit déplaement de l'outil. Dans notre as, nous utilisons don un pas de 11 pixels (soitenviron 1,9 mm) qui orrespond aux ommandes de déplaements �ns.Ave e déoupage, la position d'une ible ou d'un objet (ui;vi) peut varier entre lespoints extrêmes (�68;�50) et (68;50) dans le repère lié à l'outil. Les oordonnées sont desnombres entiers relatifs qui orrespondent au nombre de ases qui séparent une ible ouun objet de l'outil. Le ardinal de X est égal à 26 730 pereptions (X = f(u;v;w) j �68 �u � 68; � 50 � j � 50; 1 � w � 2;g, don jX j = 2 (68+68� 1) (50 +50� 1) = 26 730).Sans la parallélisation, le ardinal de l'espae d'états serait de la forme [2(68 + 68 �1)(50 + 50� 1)℄n ave n objets.Dé�nition des réompensesNous avons hoisi les deux objetifs suivants :� l'outil doit atteindre les ibles dé�nies par l'utilisateur,� l'outil doit éviter les objets réels.Le premier objetif se traduit par un omportement d'attration globale (f. �2.4.2,page 22). Pour obtenir e omportement, on dé�nit les réompenses vis-à-vis d'une ible
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Nombre de mises à jour par période d’échantillonnageFig. 6.10 � In�uene du nombre de mises à jour par période d'éhantillonnage sur legain limite et sur le temps de onvergene (moyenne sur 10 simulations ave 10 ibles,h = 10,  = 0;5 et � = 0;1).telles que si à l'instant t, l'outil atteint la ible, une réompense positive égale à 1 estajoutée à l'ensemble Rt des réompenses, sinon une réompense nulle est ajoutée à l'en-semble des réompenses. Quand l'outil a atteint une ible, elle-i disparaît à la périoded'éhantillonnage suivante et est replaée à une position aléatoire au oup d'après.Le seond objetif orrespond à un omportement de répulsion loale (f. �2.4.2, page22). Pour obtenir e omportement, on dé�nit les réompenses vis-à-vis d'un objet tellesque si l'outil s'approhe à moins de 11 pixels d'un objet (soit environ une marge deséurité de 1;9 mm), une réompense négative égale à �1 est ajoutée à l'ensemble desréompenses, sinon une réompense nulle est ajoutée à l'ensemble des réompenses.SimulationNous avons eu reours à une simulation logiielle a�n de pouvoir tester les algorithmesavant de les utiliser ave le système réel. Cette simulation reproduit les déplaements del'outil, le phénomène d'hystérésis entre l'aimant et l'outil, et les interations entre l'outilet les objets. Les e�ets de stik-slip (f. �1.1.2, page 3) ne sont pas modélisés. Le logiieldéveloppé est dérit en annexe B.L'objetif de la simulation n'est pas de reproduire �dèlement le système, mais biend'avoir un outil pour pouvoir valider un algorithme avant de le tester sur le système réel.6.4.2 Apprentissage ave uniquement des iblesIn�uene des paramètres (tests ave le système simulé)A l'aide de la simulation du système, nous avons étudié les in�uenes du nombrede mises à jour et de la dimension de l'historique sur l'apprentissage. Les résultats sont
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Dimension de l’historiqueFig. 6.11 � In�uene de la dimension de l'historique sur le gain limite et sur le temps deonvergene (moyenne sur 10 simulations ave 10 ibles, N = 2000,  = 0;5 et � = 0;1).qualitativement similaires aux ourbes obtenues ave le labyrinthe (f. �gures 6.10 et6.11).Le temps d'apprentissage diminue rapidement ave l'augmentation du nombre demises à jour. A partir de 2000 mises à jour, ette diminution ralentit. Il est don souhai-table de limiter le nombre de mises à jour à quelques milliers (N = 2000 par exemple).Le gain limite obtenu augmente ave la dimension de l'historique. La variation dugain est importante ar le système est non déterministe (à ause de l'hystérésis entrel'aimant et l'outil). La ourbe se stabilise pour des dimensions supérieures à 10. Nousretenons don ette valeur pour les expérimentations suivantes (h = 10).Résultats ave le système simuléLa �gure 6.12 montre la ourbe d'apprentissage sur le système simulé. Environ 12 000périodes d'éhantillonnage sont néessaires pour d'obtenir une bonne stratégie de om-mande. Sur le système réel, une période d'éhantillonnage dure 500 ms. Ainsi, le ontr�-leur devrait apprendre à piloter le système réel en moins de deux heures (sous l'hypothèseque le temps de onvergene ave le système réel soit omparable à elui obtenu ave lesystème simulé).La �gure 6.13 présente un exemple lassique de trajetoire que l'on obtient aprèsl'apprentissage. L'outil atteint suessivement les ibles sans perdre de temps mis à partde légers piétinements dus à l'hystérésis inhérent au système.Résultats ave le système réelLa ourbe 6.14a montre l'évolution du gain limite moyen obtenu ave le systèmeréel. Le ontr�leur trouve une stratégie orrete en 7 000 périodes d'éhantillonnage,soit environ une heure d'essais. La ourbe est beauoup plus irrégulière que les ourbes
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Fig. 6.12 � Évolution du gain moyen ave le système simulé ave 10 ibles (moyenne sur10 simulations ave h = 10, N = 2000,  = 0;5 et � = 0;1).

Fig. 6.13 � Exemple de trajetoire de l'outil sur le système simulé après apprentissage(ave h = 10, N = 2000,  = 0;5 et � = 0;1).
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← Connexion au système réel

Système simulé Système réel

(a) Apprentissage sur le système réel (b) Apprentissage sur le système réel après unapprentissage sur la simulationFig. 6.14 � Évolution du gain moyen ave le système réel ave 10 ibles (ave h = 10,N = 2000,  = 0;5 et � = 0;1).

Fig. 6.15 � Exemple de trajetoire de l'outil sur le système réel après apprentissage (aveh = 10, N = 2000,  = 0;5 et � = 0;1).



106 Chapitre 6obtenues par simulation ar elle est le résultat d'un unique essai et non une moyennede nombreux essais omme 'est le as pour les simulations. Par exemple, une ourbeissue d'un unique essai peut montrer des hutes momentanées du gain moyen. En e�et,omme le proessus de positionnement des ibles est stohastique, il peut arriver quele ontr�leur ait atteint toutes les ibles d'une zone et que les nouvelles ibles soientregroupées à l'opposé de l'aire de manipulation. Ainsi, le ontr�leur n'obtient plus deréompense pendant qu'il dirige l'outil vers les ibles, e qui entraîne un gain moyenquasiment nul pendant e temps.Après l'apprentissage, les trajetoires obtenues (f. �gure 6.15) montrent que leontr�leur parvient à ontr�ler réellement et e�aement le système (voir aussi la vidéosur le CD-ROM dérite dans l'annexe C). Par ailleurs, on remarque que le ontr�leurutilise les grands déplaements lorsqu'il est loin d'une ible et les déplaement �ns lors-qu'il en est prohe.A�n d'aélérer le proessus d'apprentissage ave le système réel, la mémoire duontr�leur peut être initialisée ave la fontion d'utilité et le modèle obtenus après ap-prentissage sur le système simulé. Le ontr�leur adaptera ensuite es données au systèmeréel qui est sans doute di�érent du système simulé. La ourbe de la �gure 6.14b montrel'évolution du gain moyen obtenu par le ontr�leur sur le système réel après un ap-prentissage sur le système simulé. Pendant la phase d'adaptation qui dure environ unmillier de périodes d'éhantillonnage (environ 8 minutes), le ontr�leur obtient moinsde réompenses ar il apprend le omportement du système réel. Cette méthode permetdon d'aélérer l'apprentissage sur le système réel, mais suppose que l'on dispose d'unesimulation du système.6.4.3 Apprentissage ave des ibles et des objetsAprès que le ontr�leur a appris à atteindre orretement les ibles, on ajoute desobstales sur l'aire de manipulation. La �gure 6.16 montre la réation du gain moyen àl'ajout des obstales. A la �n de l'apprentissage, le ontr�leur sait éviter les obstalesomme le montre la �gure 6.17 (voir aussi la vidéo sur le CD-ROM dérite dans l'annexeC). Malgré tout, les gains obtenus sont inférieurs ar l'outil doit parourir plus de heminentre haque ible.6.4.4 Test de robustesseCe paragraphe a pour objetif de montrer la apaité du ontr�leur à s'adapter à unemodi�ation importante du omportement du système. Dans e but, nous avons tournéle manipulateur de 45Æ par rapport à l'axe de l'image vidéo après que le ontr�leur aappris à atteindre les ibles. Cette rotation dévie la trajetoire de l'outil. Comme lemontre la ourbe de la �gure 6.18, après un ertain temps le ontr�leur s'est adapté auhangement et obtient des résultats similaires à eux préédant la rotation.
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← Ajout des objets

Fig. 6.16 � Évolution du gain moyen ave le système réel après l'ajout d'obstales etaprès apprentissage ave 10 ibles (ave h = 10, N = 2000,  = 0;5 et � = 0;1).

Fig. 6.17 � Exemple de trajetoire de l'outil sur le système réel après apprentissage (aveh = 10, N = 2000,  = 0;5 et � = 0;1).
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← Rotation de 45° du manipulateur

Fig. 6.18 � Évolution du gain moyen ave le système réel après la rotation de 45Æ dumanipulateur (ave h = 10, N = 2000,  = 0;5 et � = 0;1).6.4.5 SynthèseA l'aide de la simulation, nous avons déterminé des valeurs pour la dimension h del'historique et le nombre N de mises à jour. Ces valeurs sont hoisies de manière à obtenirdes performanes su�santes de l'algorithme sans dépenser trop de temps de alul.Les expérienes menées ave le système WIMS réel montrent que le ontr�leur estapable d'apprendre à ommander le maro-manipulateur de manière satisfaisante pouratteindre des ibles en évitant des obstales. En outre, le ontr�leur s'adapte rapidementà un hangement sensible du omportement du système omme une rotation de 45Æ dumanipulateur.6.5 ConlusionLes tests e�etués sur le labyrinthe montrent que le Dyna-Q parallèle permet nonseulement d'apprendre plus vite mais aussi d'obtenir de meilleures stratégies de ontr�leque le Q-Learning parallèle.L'amélioration de la vitesse de onvergene permet d'apprendre diretement sur lesystème réel et le ontr�leur est apable de s'adapter rapidement à un hangement sen-sible du omportement du système.La qualité des stratégies obtenues est di�ile à juger : omme le modèle du système estinonnu, il est impossible de aluler une stratégie optimale de référene. Si l'on ompareune trajetoire réalisée par le ontr�leur après apprentissage et une trajetoire réaliséemanuellement par un opérateur humain (f. �gure 6.19), la trajetoire humaine est plusdirete mais la di�érene est peu importante. Par exemple, le nombre de ommandes estomparable (54 pour le Dyna-Q parallèle ontre 49, soit un éart de 10%). En fait, mêmepour un opérateur entraîné, la ommande est très di�ile à ause de l'hystérésis entre
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(a) Dyna-Q parallèle (b) Opérateur humainFig. 6.19 � Comparaison des trajetoires de l'outil générées par le ontr�leur Dyna-Qparallèle et un opérateur humain entraîné.l'aimant et l'outil. Nous estimons don que les stratégies obtenues par apprentissage sontsatisfaisantes.Néanmoins, omme pour le Q-Learning parallèle, la fontion de fusion peut réermomentanément des maxima loaux si les obstales forment une impasse. Nous allonsdon étudier dans le hapitre suivant une méthode de fusion plus élaborée.
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Chapitre 7Dyna-Q parallèle et fusion demodèlesCe hapitre présente un prinipe de fusion de modèles qui permet d'éviter lafusion des espéranes de gain des pereptions et les problèmes inhérents demaxima loaux. Cette méthode fusionne en amont les modèles de transitiondes pereptions pour permettre d'e�etuer une étape de plani�ation avanttout hoix d'une ommande. L'étape de plani�ation établit les séquenes deommandes futures qui maximisent les réompenses en fontion d'un modèleglobal de l'environnement obtenu par fusion de modèles élémentaires. Si emodèle global est su�samment enrihi par le biais des modèles élémentaires,l'étape de plani�ation permettra d'établir des séquenes de ommandes quine bloquent pas le système dans des maxima loaux. Les essais expérimentauxmontrent que e prinipe fontionne orretement à ondition que la mise enorrespondane soit robuste.7.1 IntrodutionIl nous faut désormais résoudre le problème de fusion des espéranes de gain despereptions qui survient lorsque le ontr�leur est onfronté à des situations de typeimpasse. Dans es on�gurations, la fontion de fusion par somme des espéranes degain peut réer des maxima loaux qui entraînent le ontr�leur dans un yle répétitif.La fontion de fusion que nous proposons dans e hapitre utilise le modèle de transi-tion m généré par la fontion de modélisation du Dyna-Q pour établir un modèle globaldu système qui permettra de aluler une meilleure estimation de l'espérane de gain dehaque ommande grâe à une étape de plani�ation.Ce hapitre se ompose de quatre parties : la première expose le prinipe de la fusionde modèles sur un exemple de situation, la deuxième dérit son fontionnement dansle as général, les deux dernières présentent respetivement les résultats expérimentauxobtenus sur l'exemple du labyrinthe et les omportements obtenus ave des impasses.111
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Fig. 7.1 � Exemple de situation.7.2 Idée fondatriePour illustrer notre propos, nous nous appuyons sur l'exemple du labyrinthe dansla situation de la �gure 7.1. Si le ontr�leur utilise le prinipe de fusion par somme desespéranes de gain dérit au hapitre 4, la souris est bloquée par les deux murs. En e�et,si la souris s'éarte de ette position, elle aura tendane à y revenir ar la fontion defusion par somme rée un maximum loal. La question est de savoir si le ontr�leur peuttrouver un moyen de aluler une stratégie de ommande sans maximum loal ave lesonnaissanes qu'il a sur le système.Pour un humain qui onnaît le omportement de la souris vis-à-vis des murs et desfromages, la solution est évidente : pour atteindre le fromage, il faut ontourner les murs.En fait, nous analysons rapidement la situation : la souris ne peut pas traverser un mur,par ontre elle peut se déplaer sur les ases vides. Nous en déduisons les déplaementspossibles de la souris dans les di�érentes ases du labyrinthe pour trouver le hemin leplus ourt parmi les di�érentes possibilités.Notre idée de fusion de modèles est fondée sur e prinipe : à haque fois que leontr�leur aura besoin d'e�etuer une ommande, il va réaliser auparavant une � ex-périene de pensée � en imaginant la souris en train d'évoluer dans l'environnement. Ilva alors déterminer la meilleure séquene de ommandes possible pour maximiser sesréompenses en fontion des informations qu'il possède. Il va ensuite hoisir la premièreommande de ette séquene. La onséquene de ette ommande va enrihir le modèleque possède le ontr�leur sur l'évolution de ses pereptions et le proessus dérit re-ommenera. Une étape de plani�ation des ommandes du ontr�leur a don lieu avanttoute nouvelle ommande. Cette étape de plani�ation pourra évidemment être plus oumoins approfondie en fontion d'un ertain nombre de ontraintes omme le traitementen temps réel. Ce point sera disuté plus loin dans le hapitre.Le modèle m dont dispose le ontr�leur est le modèle de transition des pereptionsonstruit au fur et à mesure de ses expérienes. Il dérit don l'évolution des pereptionsdu ontr�leur lorsqu'il e�etue une ommande. Dans e modèle, la souris est immobileet les pereptions évoluent par rapport à elle. Pour pouvoir imaginer la souris en traind'évoluer dans l'environnement, le ontr�leur a don besoin d'� inverser � e modèle ensupposant son environnement devenu statique. Notons au passage que l'approhe déve-
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Position imaginaire (0;2) dans lasituation de la �gure 7.1. # &

Le ontr�leur reevrait la pereptionx1 = (0;� 1;mur) Le ontr�leur reevrait la pereptionx2 = (1;� 2;mur) Le ontr�leur reevrait la pereptionx3 = (1;� 1;fromage)# # #
D'après m(x1;u), en e�etuant laommande u, le ontr�leurobtiendrait la pereptiony1 = (�1;� 1;mur) et laréompense 0 D'après m(x1;u), en e�etuant laommande u, le ontr�leurobtiendrait la pereptiony2 = (0;� 2;mur) et la réompense 0 D'après m(x1;u), en e�etuant laommande u, le ontr�leurobtiendrait la pereptiony3 = (0;� 1;fromage) et laréompense 0# # #La pereption x1 se déplaerait dansle labyrinthe selon le veteur��������!�(x1)�(y1) = (�1;� 1)� (0;� 1) =(�1;0) et obtiendrait laréompense 0 La pereption x2 se déplaerait dansle labyrinthe selon le veteur��������!�(x2)�(y2) = (0;� 2) � (1;� 2) =(�1;0) et obtiendrait laréompense 0 La pereption x3 se déplaerait dansle labyrinthe selon le veteur��������!�(x3)�(y3) = (0;� 1) � (1;� 1) =(�1;0) et obtiendrait laréompense 0# # #La souris se déplaerait dans lelabyrinthe selon le veteur��������!�(y1)�(x1) = (1;0) et obtiendrait laréompense 0 La souris se déplaerait dans lelabyrinthe selon le veteur��������!�(y2)�(x2) = (1;0) et obtiendrait laréompense 0 La souris se déplaerait dans lelabyrinthe selon le veteur��������!�(y3)�(x3) = (1;0) et obtiendrait laréompense 0& # .M((0;2);u) = f((1;2);0);((1;2);0);((1;2);0)gFig. 7.2 � Illustration du fontionnement de la fontion de fusion de modèles pour laposition (0,2) de la situation 7.1.
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Position imaginaire (�1;1) dans lasituation de la �gure 7.1. # &

Le ontr�leur reevrait la pereptionx1 = (1;0;mur) Le ontr�leur reevrait la pereptionx2 = (2;� 1;mur) Le ontr�leur reevrait la pereptionx3 = (2;0;fromage)# # #
D'après m(x1;u), en e�etuant laommande u, le ontr�leurobtiendrait la pereptiony1 = (1;0;mur) et la réompense �1 D'après m(x1;u), en e�etuant laommande u, le ontr�leurobtiendrait la pereptiony2 = (1;� 1;mur) et la réompense 0 D'après m(x1;u), en e�etuant laommande u, le ontr�leurobtiendrait la pereptiony3 = (1;0;fromage) et laréompense 0# # #La pereption x1 se déplaerait dansle labyrinthe selon le veteur��������!�(x1)�(y1) = (1;0) � (1;0) = (0;0)et obtiendrait la réompense �1 La pereption x2 se déplaerait dansle labyrinthe selon le veteur��������!�(x2)�(y2) = (1;� 1)� (2;� 1) =(�1;0) et obtiendrait laréompense 0 La pereption x3 se déplaerait dansle labyrinthe selon le veteur��������!�(x3)�(y3) = (1;0) � (2;0) = (�1;0)et obtiendrait la réompense 0# # #La souris se déplaerait dans lelabyrinthe selon le veteur��������!�(y1)�(x1) = (0;0) et obtiendrait laréompense �1 La souris se déplaerait dans lelabyrinthe selon le veteur��������!�(y2)�(x2) = (1;0) et obtiendrait laréompense 0 La souris se déplaerait dans lelabyrinthe selon le veteur��������!�(y3)�(x3) = (1;0) et obtiendrait laréompense 0& # .M((�1;1);u) = f((�1;1); � 1);((0;1);0);((0;1);0)gFig. 7.3 � Illustration du fontionnement de la fontion de fusion de modèles pour laposition (-1,1) de la situation 7.1.



7.2 Idée fondatrie 115loppée dans e hapitre ne peut s'appliquer à un environnement dynamique 1.Dans e qui suit, nous allons étudier une façon de reonstruire, à partir du modèlem, un modèle global d'évolution de la souris dans son environnement pereptuel.Imaginons que la souris soit dans la position (0;2) dans la situation de la �gure7.1. Le ontr�leur reevrait alors trois pereptions : (0; � 1;mur), (1; � 2;mur) et (1; �1;fromage) (f. �gure 7.2). On herhe à établir e que serait son déplaement si leontr�leur e�etuait la ommande u =� à droite �. D'après le modèle de transition m, leontr�leur peut prévoir les nouvelles pereptions 2 qu'il observerait après avoir e�etué laommande u, soit : (�1;�1;mur), (0;�2;mur) et (0;�1;fromage). Les réompenses qu'ilobtiendrait seraient f0;0;0g. Le ontr�leur peut alors aluler le veteur de déplaementque suivrait haque pereption dans le labyrinthe (e veteur s'érit �������!�(x)�(x0) pour lapereption x, �(x) étant une fontion qui renvoie les oordonnées de la pereption x).En�n, le ontr�leur peut en déduire le veteur de déplaement de la souris par rapportà haune des pereptions (e veteur est l'opposé du veteur de déplaement de lapereption soit �������!�(x0)�(x)).Dans et exemple, la souris se déplaerait d'une ase vers la droite en obtenant uneréompense nulle par rapport à haque pereption. Le ontr�leur a don onstruit lemodèle de déplaement de la souris pour la position (0;2) et la ommande � à droite �(voir en bas de la �gure 7.2).Maintenant, imaginons que la souris soit dans la position (�1;1) toujours dans lasituation de la �gure 7.1. Dans ette position, le ontr�leur reevrait trois pereptions :(1;0;mur), (2; � 1;mur) et (2;0;fromage) (f. �gure 7.3). D'après le modèle de transitionm, si le ontr�leur e�etuait la ommande u =� à droite �, la première pereption nebougerait pas et donnerait une réompense égale à �1. Comme l'évolution de haquepereption est traitée indépendamment, les deux autres pereptions se déplaeraientvers la gauhe en donnant haune une réompense nulle. Après inversion du modèlepereptuel et onaténation des ouples obtenus, le modèle de déplaement de la sourisest alors 33% de hane de rester sur plae et d'obtenir une réompense égale à �1 et66% de se déplaer vers la droite et d'obtenir une réompense nulle (voir en bas de la�gure 7.3).Grâe à ette méthode que nous appelons fusion de modèles, le ontr�leur peut dononstruire à haque instant un modèle global de déplaement M de la souris dans lelabyrinthe tel qu'il est perçu à et instant à l'aide des informations qu'il a olletéesdepuis le début de l'apprentissage. Le ontr�leur a alors la possibilité de plani�er parprogrammation dynamique une stratégie de ommande dans M qui pourra être optimalepar rapport aux onnaissanes aquises.1. Néanmoins, si le ontr�leur possède un modèle temporel de l'évolution dynamique des pereptions,une extension de l'approhe proposée est vraisemblablement possible. L'étape de plani�ation devraalors prendre en ompte l'évolution temporelle future de l'environnement.2. On suppose que la dimension h de l'historique est �xée à 1.



116 Chapitre 77.3 Fontionnement dans le adre général7.3.1 Dé�nitionsDans le adre général, le nouveau modèle M, que l'on quali�era de global, est dé�nisur un ensemble bien partiulier distint de l'ensemble des pereptions X et fortementlié au système. Par exemple, dans le labyrinthe, les déplaements de la souris sont planset disrets. Le modèle global sera don dé�ni sur un ensemble disret de points du planorrespondant aux ases du labyrinthe.Cet ensemble est appelé la arte et noté C. Pour des appliations de navigation ommela n�tre, la arte est un ensemble de points du plan orrespondant à la disrétisation dusystème. Pour d'autres systèmes, la arte n'est pas forément plane.L'espae vetoriel (plan ou hyperplan) des points de la arte est noté �. La �gure 7.4donne une représentation graphique de la arte par rapport à l'ensemble des pereptionsX . Pour faire le lien entre l'ensemble des pereptions X et la arte C, on dé�nit une fon-tion �(x) qui assoie à toute pereption x de X son projeté sur le plan (ou l'hyperplan)�. Le plan (ou l'hyperplan) � est orienté dans l'espae de façon ohérente ave les dire-tions des veteurs d'évolution des pereptions. Pour le labyrinthe, le plan � orrespondà elui du labyrinthe.Notons que la arte n'est pas forément égale à �(X ). L'étape de plani�ation pourradon se faire sur une arte volontairement restreinte a�n d'obtenir un temps de alulompatible ave une exéution en temps réel. Néanmoins, si le ontr�leur doit ontournerde grands obstales, la arte devra être su�samment étendue si on veut que l'étape deplani�ation trouve une suession de ommandes onduisant au ontournement 3 .On dé�nit en�n le point O de la arte qui orrespond au projeté de l'origine du repèredé�ni sur X . Dans le as du labyrinthe, le point O orrespond à la position de la souris.7.3.2 AlgorithmesDans un soui de larté des algorithmes, nous avons divisé la fontion de fusion endeux parties (f. �gure 7.5).La première étape onsiste à réer le modèle global M d'évolution dans la arte. Cettefontion est appelée fusion de modèles. Elle produit en sortie la fontion M qui assoie àhaque ouple position imaginaire�ommande (p;u) de la arte C, un multi-ensemble deouples position�réompense (p0;r). L'ensemble de es ouples f(p0;r)g = M(p;u) déritles positions et réompenses que l'on obtiendrait en imaginant d'e�etuer la ommandeu dans la position p. Notons que M est un modèle non déterministe puisqu'à partir d'unouple (p;u), on obtient un multi-ensemble de ouples f(p0;r)g qui dé�nit des probabilitésde transition en fontion de la multipliité de haque ouple.La seonde étape est l'étape de plani�ation proprement dite. Puisque le modèleM estparfaitement onnu, l'étape de plani�ation orrespond à une étape de programmation3. Se pose don ii le problème de la détermination de la topologie des frontières de la arte C, ettetopologie pouvant être de plus dynamique pour s'adapter à la � forme � du maximum loal. Ce problèmeomplexe est l'objet de perspetives de reherhes (f. hapitre 8).
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118 Chapitre 7dynamique lassique sur le modèle M. Cette étape établit don pour haque positionimaginaire p de la arte C, l'espérane de gain optimale Q(p;u) de haque ommandeu. Comme l'objetif du ontr�leur est de séletionner une ommande u adaptée à lasituation ourante du système, la fontion de plani�ation doit fournir en sortie lesespéranes de gain Qt(u) pertinentes pour le hoix de la ommande u. Cette sortieorrespond à l'ensemble des espéranes Q(O;u) puisque O orrespond dans la arte à laposition ourante du système (O est le projeté de l'origine du repère dé�ni sur l'ensembleX des pereptions).A l'aide de l'espérane de gain Qt(u) de haque ommande u possible, le ontr�leurva séletionner une ommande en utilisant l'algorithme habituel de l'�-gourmand. Cetteommande va induire une nouvelle transition du système qui va permettre à l'instantsuivant d'a�ner le modèle M. Par onséquent, plut�t que de suivre par la suite lesommandes optimales préalablement plani�ées, il est préférable de relaner une étape deplani�ation prenant en ompte les nouvelles informations obtenues. Autrement dit, uneétape de plani�ation va avoir lieu à haque période d'éhantillonnage avant le hoix dela ommande.Fontion de fusion de modèlesL'algorithme de fusion de modèles est fondé sur le prinipe énoné en début dehapitre. Pour haque point p de la arte C et pour haque ommande u de U , il estimeles évolutions dans la arte et les réompenses obtenues par rapport à haque pereptionx de Xt. L'algorithme omplet est donné par la �gure 7.6. La représentation graphiquede la �gure 7.4 permet d'en suivre le déroulement.L'algorithme fontionne selon le prinipe suivant répété pour haque pereption x deXt.Soit p un point de la arte et u une ommande. Tout d'abord, l'algorithme herheles pereptions que reevrait le ontr�leur dans la position p. Il faut pour ela se replaerdans le référentiel lié à p. L'algorithme e�etue ainsi la translation de la pereption xselon le veteur �!pO.Si la pereption x +�!pO appartient à X , l'algorithme reherhe dans la mémoire s'ilonnaît une transition de la pereption x0 = x+�!pO pour la ommande u (i.e. m(x0;u) 6=;). Dans e as, pour haque ouple pereption�réompense (y;r) de m(x0;u), 'est-à-direpour tout l'historique, il alule le veteur de déplaement de la pereption dans la arte,soit �������!�(x0)�(y). Il en déduit que le point p se déplaerait selon le veteur opposé. Si lepoint obtenu p0 = p � �������!�(x0)�(y) reste dans les limites de la arte, l'algorithme ajoutepar onaténation e nouveau point et la réompense r au modèle global M(p;u). Notonsque, omme dans l'exemple de la �gure 7.4, il se peut qu'un même ouple (p0;r) soitajouté plusieurs fois au multi-ensemble. La multipliité des éléments de M(p;u) dé�nitalors très simplement un modèle probabiliste via une approhe fréquentiste, en omptantles ourrenes.Lorsque l'algorithme a réalisé e proessus pour haque point p de C et ommande ude U , on obtient le modèle global ourant du système M.
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Entrée : Xt, mSortie : MDébutPour tout point p de C faireInitialiser M(p;u) à ; pour tout u de UPour tout x de Xt faireSi x+�!pO 2 X alorsx0  x+�!pOPour tout u de U faireSi m(x0;u) 6= ; alorsPour tout (y;r) de m(x0;u) (i.e. pour tout l'historique) faireSi p��������!�(x0)�(y) 2 C alorsM(p;u) M(p;u) + f(p��������!�(x0)�(y);r)g (onaténation)Fin siFin pourFin siFin pourFin siFin pourFin pourFin Fig. 7.6 � Algorithme de la fontion de fusion de modèles.



120 Chapitre 7Entrée : Xt, MEntrée-sortie : QSortie : QtDébut(Initialisation des valeurs d'utilité des positions limites)Pour tout (p;u) de C � U faireSi M(p;u) = ; alorsQ(p;u) P8x2Xt jx+�!pO2X q(x+�!pO;u)Fin siFin pour(Optimisation de la fontion d'utilité Q)Répéter N foisPour tout (p;u) de C � U faireSi M(p;u) 6= ; alorsQ(p;u) P8(p0;r)2M(p;u) 1jM(p;u)j �r + maxv2U Q(p0;v)�Fin siFin pourFin Répéter(Évaluation des valeurs d'utilité de haque ommande de U)Pour tout u de U faireQt(u) Q(O;u)Fin pourFin Fig. 7.7 � Algorithme de la fontion de plani�ation.Fontion de plani�ationLa fontion de plani�ation orrespond à une étape de programmation dynamique surM fondée sur l'algorithme d'itérations sur les valeurs (f. �2.3.5, page 17). En pratique,ette étape va onsister à optimiser une fontion d'utilité liée à la arte et notée Q àl'aide du modèle M. Cette fontion d'utilité globale Q(p;u) assoie à haque positionimaginaire p de la arte C l'espérane de gain imaginaire d'e�etuer la ommande u.Dans l'algorithme d'itérations sur les valeurs, l'équation de mise à jour (équation deBellman) s'érit :Qt(p;u) = X8p02C p(p0 j p; u)�r(p;u;p0) + maxv2U Q(p0;v)� (7.1)



7.3 Fontionnement dans le adre général 121Comme le modèle M est dé�ni par un multi-ensemble, les probabilités p de transitionsont alulées en utilisant la multipliité d'un ouple, soit :p(p0jp;u) = X8(g;r)2M(p;u)jg=p0 1jM(p;u)j (7.2)De même, la fontion de réompense r(p;u;p0) orrespond à la moyenne des réompensesque l'on obtiendrait en atteignant la position p0, soit :r(p;u;p0) = P8(g;r)2M(p;u)jg=p0 rP8(g;r)2M(p;u)jg=p0 1 (7.3)L'équation 4 de mise à jour s'érit alors :Qt(p;u) = X8(p0;r)2M(p;u) 1jM(p;u)j �r + maxv2U Qt�1(p0;v)� (7.4)Notons que r orrespond bien à la réompense assoiée à la position p0 et non à la fon-tion de réompense r(p;u;p0).Par exemple, si pour une position p et une ommande u, le modèleM donne l'ensemblef(p1;� 1);(p2;2);(p2;1)g, l'équation de mise à jour s'érit :Qt(p;u) =13(�1 +maxv2U Qt�1(p1;v)) + 13(2 + maxv2U Qt�1(p2;v)) (7.5)+ 13(1 +maxv2U Qt�1(p2;v)) (7.6)=13(�1 +maxv2U Qt�1(p1;v)) + 23(1;5 +maxv2U Qt�1(p2;v)) (7.7)Cette équation traduit bien le modèle dérit par le multi-ensemble : à partir de la po-sition p et en e�etuant la ommande u, la probabilité d'obtenir la position p1 et laréompense �1 est de 0:33, la probabilité d'obtenir la position p2 et la réompense 1;5(qui orrespond à la moyenne des deux réompenses assoiées à p2) est de 0:66.Ave ette dé�nition de la fontion de réompense r(p;u;p0) par l'équation (7.3), legain que l'algorithme herhe à maximiser est toujours dé�ni par :G(t) = 1Xk=0 krt+k(pt+k;ut+k;pt+k+1) (7.8)4. Cette équation a déjà été utilisée dans la fontion d'optimisation du Dyna-Q parallèle ave lemodèle m (f. équation (6.3)).



122 Chapitre 7et don l'espérane de gain imaginaire Q s'érit :Q�(p;u) = E�fG(t) j pt = p; ut = ug (7.9)L'algorithme de la fontion de plani�ation, donné par la �gure 7.7, se ompose detrois parties.Tout d'abord, le ontr�leur alule des valeurs d'utilité des positions limites qui or-respondent aux positions p dont on ne onnaît pas de transition sortante (M(p;u) = ;).Cette étape est néessaire dans le as où auune pereption n'a son projeté dans la arte.Elle permet alors au ontr�leur de prendre une déision en fontion des pereptions éloi-gnées en utilisant l'algorithme de fusion par somme. Ce alul n'intervient que si la arteest de petite dimension par rapport au projeté de X .L'algorithme optimise ensuite N fois l'ensemble des ouples position�ommande àl'aide de l'équation (7.4). Pour obtenir une bonne stratégie, il n'est pas néessaire deréaliser un grand nombre d'optimisations. En e�et, l'optimisation de la fontion d'utilitéglobale Q à l'instant t va démarrer à partir de la fontion Q préalablement optimisée àl'instant t� 1. De plus, et 'est là un avantage majeur de l'approhe, le modèle global Mà l'instant t est très prohe de elui alulé à l'instant t� 1 ar l'état du système évoluegénéralement peu entre deux instants t � 1 et t. La fontion d'utilité Q est don déjàprohe de l'optimale et quelques yles su�sent à sa onvergene. Ce nombre restreintN de yles néessaires à la onvergene permet en pratique d'envisager la plani�ationen temps réel à haque période d'éhantillonnage.En�n, une fois la fontion d'utilité Q optimisée, il reste à évaluer l'espérane de gainQt(u) de haque ommande u possible dans l'état atuel du système. Cet état ourantorrespond toujours à l'origine du repère dans lequel sont représentées les pereptions.Comme l'origine de e repère est assoiée au point O de la arte, l'espérane de gainQt(u) de haque ommande u orrespond à la valeur de la fontion d'utilité globale Qde la position dé�nie par O, soit : Qt(u) = Q(O;u) (7.10)7.4 Appliation à l'exemple du labyrinthe7.4.1 In�uene des paramètresIn�uene de la taille de la arteLa taille de la arte n'a d'importane que par rapport à la dimension des impasses.En e�et, le r�le de la arte est de pouvoir trouver un hemin qui ontourne un obstale.Si l'obstale est plus grand que la arte, la déouverte d'un hemin de ontournementn'est pas possible. La taille de la arte dé�nit don la taille maximum des obstales quele ontr�leur saura ontourner.
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Nombre d’optimisations de la carteFig. 7.8 � In�uene du nombre N d'optimisations de la arte sur le gain limite et sur letemps de onvergene (moyenne sur 10 simulations ave 5 fromages, C = 21�21, h = 5,N = 2000,  = 0;5 et � = 0;1).Dans la suite, nous avons hoisi une taille de arte de 21 par 21 ases, soit un quartde la surfae du projeté de X . Le ontr�leur peut ainsi � imaginer � des déplaementsde 10 ases dans haque diretion par rapport à la souris.In�uene du nombre N d'optimisations de la arteLes ourbes du gain limite et du temps d'apprentissage de la �gure 7.8 montrent quele nombre N d'optimisations de la arte n'a pas besoin d'être grand. Cinq optimisationsde la arte à haque fusion su�sent pour obtenir une bonne stratégie de ommande enpermanene. La raison de ette rapidité de l'optimisation est que la arte hange peuà haque période d'éhantillonnage. Les pereptions ne se sont pas beauoup déplaéespar rapport à la souris (d'une ase par exemple) et il su�t de quelques mises à jour pouroptimiser la fontion d'utilité.In�uene du oe�ient de pondération La ourbe de la �gure 7.9 montre que la valeur de  n'a pas d'in�uene sur la limitede la réompense moyenne et sur le temps d'apprentissage. Les valeurs prohes de 1 neposent plus de problème ar ette fois, le alul de l'espérane de gain des ommandesutilise un algorithme de programmation dynamique lassique.7.4.2 Comparaison des fontions de fusionLa �gure 7.10 montre une omparaison des ourbes d'apprentissage obtenues ave etsans fusion de modèles. Les résultats sont omparables. Ave 5 fromages, la fontion defusion par somme est légèrement supérieure, mais lorsqu'on ajoute des murs dispersés,la fusion de modèles permet une onvergene plus rapide et des gains équivalents.
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Coefficient de pondération γFig. 7.9 � In�uene du oe�ient de pondération  sur la limite de la réompensemoyenne et sur le temps de onvergene (moyenne sur 10 simulations ave 5 fromages,C = 21� 21, N = 10, h = 5, N = 2000 et � = 0;1).

0 5000 10000 15000
0

0.05

0.1

0.15

0.2

0.25

0.3

0.35

0.4

0.45

0.5

Nombre de périodes d’échantillonnage

G
ai

n 
m

oy
en

0 0.5 1 1.5 2 2.5 3 3.5 4

x 10
4

0

0.05

0.1

0.15

0.2

0.25

0.3

0.35

0.4

0.45

0.5

Nombre de périodes d’échantillonnage

G
ai

n 
m

oy
en

(a) Ave 5 fromages (b) Ave 5 fromages et 10 murs dispersésFig. 7.10 � Comparaison de l'évolution des gains moyens obtenus ave le Dyna-Q paral-lèle ave fusion de modèles (traits ontinus) et ave le Dyna-Q parallèle sans fusion demodèles (traits disontinus) (moyenne sur 40 simulations ave C = 21 � 21, N = 10,N = 2000, h = 5,  = 0;5 et � = 0;1).
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Fig. 7.11 � Comparaison des gains obtenus dans un labyrinthe ave 5 fromages et uneimpasse de quatre murs ave fusion de modèles (traits ontinus) et sans fusion de modèles(traits disontinus) (ave C = 21� 21, N = 10, N = 2000, h = 5,  = 0;5 et � = 0;1).La supériorité de la fusion de modèles se révèle surtout quand le labyrinthe omportedes impasses.7.5 Tests sur des labyrinthes ave impasses7.5.1 Impasse à quatre mursDans le as du labyrinthe ave une impasse à quatre murs (f. �5.4.4, page 89), lafusion de modèles permet au ontr�leur de sortir la souris de l'impasse. Si l'on omparel'évolution des gains moyens (f. �gure 7.11), on onstate que le gain est plus stable avela fusion de modèles, ar la souris n'est jamais bloquée dans l'impasse. Quelques valeursprohes de zéro témoignent d'un ourt passage de la souris dans l'impasse.7.5.2 Conséquenes des erreurs de la mise en orrespondane tempo-relleDans ertains as omme elui de la �gure 7.12, la souris peut enore se bloquer.Cette fois, e n'est plus la fontion de fusion qui est en ause mais la fontion de mise enorrespondane. En e�et, si la fontion de mise en orrespondane ommet une erreuren appariant temporellement des pereptions éloignées spatialement, ela se traduira parune erreur de modélisation dans m, et don aussi dans le modèle inverse M. La fontionde plani�ation � roira � alors qu'il existe un passage possible permettant de déplaerplus vite le système 5 et don d'atteindre plus rapidement un fromage. Elle pourra donamener le système à tenter de réaliser une ommande impossible telle que par exemple5. Comme un trou noir reliant deux positions de l'espae...
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Situation Xt�1 Situation Xt 2 erreurs de mise enorrespondane(�èhes en traitsforts) Erreur demodélisation quientraîne unemauvaise stratégiede ommandeFig. 7.12 � Illustration de l'in�uene d'une erreur de mise en orrespondane sur lafusion de modèles.passer instantanément de part et d'autre d'un mur. Cette ommande se traduira par uneréompense négative, le système restant bloqué dans la même on�guration. Néanmoins,omme le modèle M est évolutif, la probabilité de ette transition impossible diminuerapeu à peu si l'erreur d'appariement n'apparaît plus. La pertinene de l'étape de plani�-ation est don diretement liée à la robustesse de la fontion de mise en orrespondane.On retrouve don ii le problème lassique de la spéi�ation de l'étape de plani�ationsi le ontr�leur possède des apteurs de pereption impréis et/ou inertains.Pour véri�er que la mise en orrespondane est bien à l'origine de es nouveaux blo-ages, nous avons implanté une mise en orrespondane ad ho qui est toujours exatedans le as partiulier du labyrinthe. Ave ette mise en orrespondane, le ontr�leurfontionne parfaitement et la souris sort de n'importe quelle impasse dans la limite dela dimension de la arte omme l'illustre la �gure 7.13 (voir aussi le logiiel de dé-monstration sur le CD-ROM dérit dans l'annexe A). Cette �gure illustre bien toute lapuissane du Dyna-Q parallèle ave fusion de modèles. Le ontr�leur est préalablemententraîné sur un labyrinthe très simple omportant 5 fromages et 10 murs dispersés. Unefois l'apprentissage terminé, le ontr�leur sait omment se omporte n'importe quel muret n'importe quel fromage lorsqu'il e�etue une ommande donnée. Autrement dit, il aétabli son modèle m de transition des pereptions. On présente alors au ontr�leur denouveaux environnements. En utilisant uniquement son modèle m et don sans faire lemoindre réapprentissage, le ontr�leur est apable de reonstruire un modèle global Mgrâe à la fontion de fusion de modèles. Ce dernier devient alors apable de réoltertous les fromages sans hésitation 6 et ei quel que soit la omplexité de l'environnement.On onstate de plus qu'il évite parfaitement toutes les impasses dépourvues de fromage.Le ontr�leur est don apable de généraliser à n'importe quel environnement omplexee qu'il a appris sur un environnement donné très simple. A la limite, un seul mur et un6. Aux explorations près qui peuvent � ralentir � le ontr�leur. Si e dernier est orretement entraînéet que l'environnement n'évolue pas, il est possible de diminuer le taux des explorations.
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(a) Labyrinthe d'entraînement (b) Labyrinthes de test ave des obstales de taille maximale parrapport aux dimensions de la arteFig. 7.13 � Exemples de trajetoires obtenues sans réapprentissage ave un ontr�leur àfusion de modèles entraîné sur un labyrinthe ave 5 fromages et 10 murs dispersés.seul fromage su�sent pour l'entraînement du ontr�leur, mais on perd alors l'aéléra-tion de l'apprentissage obtenue par le biais des renforements parallèles induits par lespereptions multiples.7.6 ConlusionLa méthode de fusion de modèles assoiée au Dyna-Q parallèle permet de reonstruireun modèle global d'évolution du système à partir des observations des transitions asso-iées aux pereptions. Ce modèle global est alors utilisé dans une étape de plani�ationqui passe par l'optimisation d'une fontion d'utilité globale. Cette optimisation utilise laprogrammation dynamique et demande évidemment plus de aluls que l'opérateur defusion � somme � pour estimer l'espérane de gain de haque ommande possible à un ins-tant donné. Néanmoins, peu d'itérations de programmation dynamique sont néessaires àhaque période d'éhantillonnage ar le modèle global à l'instant t est prohe de elui del'instant t� 1. Les tests montrent que ette méthode permet e�etivement une meilleureévaluation de l'espérane de gain de haque ommande. Contrairement à la fusion parsommation, elle ne rée pas de maximum loal si le modèle global est su�samment enri-hi par le biais des modèles élémentaires. En revanhe elle est beauoup plus sensible auxerreurs de mise en orrespondane que la fusion par sommation ar le ontr�leur devienttrès opportuniste et utilise immédiatement dans l'étape de plani�ation toutes les infor-mations qu'il aquiert. Si es informations sont erronées, la plani�ation ne sera donpas pertinente. Une fontion de mise en orrespondane robuste est don indispensableave e type d'approhe.
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Chapitre 8Conlusion et perspetives8.1 Bilan des travauxL'objetif appliatif de la thèse était de onevoir une ommande par apprentissage dumanipulateur WIMS et plus partiulièrement de générer des trajetoires pour atteindreune ellule ible en évitant les autres ellules quelle que soit leur on�guration spatiale.Après avoir étudié les di�érents algorithmes d'apprentissage par renforement et lesarhitetures omportementales, nous nous sommes orientés vers une arhiteture fondéesur la parallélisation de l'algorithme du Q-Learning.Cette nouvelle arhiteture de ontr�le par apprentissage est adaptée à la ommandede systèmes dont l'état est de grande dimension et peut se déomposer en une situation.Une situation est dé�nie par le produit artésien de plusieurs variables markoviennesappelées pereptions appartenant à un unique ensemble X .Le fontionnement de l'arhiteture parallèle onsiste à réaliser un apprentissage typeQ-Learning pour haque pereption en utilisant toujours une même fontion d'utilitédé�nie sur l'ensemble X . Cette méthode permet de réduire la omplexité du système etd'e�etuer un plus grand nombre de mises à jour par période d'éhantillonnage, e quiaélère l'apprentissage. En revanhe, pour hoisir une ommande, il est néessaire deregrouper les espéranes de gain données par la fontion d'utilité pour haque pereption.Une première approhe possible onsiste à utiliser une fontion de fusion des espéranesde gain de haque pereption. Nous avons ainsi étudié l'opérateur de fusion � somme �.Cette arhiteture donne de bons résultats sur l'exemple du labyrinthe, mais le tempsd'apprentissage est trop long pour apprendre à ommander un système réel. Le Q-Learning peut ependant être remplaé par un algorithme dont la onvergene est plusrapide. Cet algorithme est fondé sur le Dyna-Q que nous avons adapté à la ommandede systèmes non déterministes. Cette nouvelle arhiteture, baptisée Dyna-Q parallèle,permet non seulement de réaliser une amélioration importante de la vitesse de onver-gene, mais aussi de trouver de meilleures stratégies de ontr�le. Les expérimentationsmontrent que l'apprentissage est alors possible diretement sur le système en temps réelet sans utiliser de simulation. 129



130 Chapitre 8Q-Learningparallèle avefusion par somme Dyna-Q parallèleave fusion parsomme Dyna-Q parallèleave fusion demodèlesMémoire néessaire(nombre devariables) jX j � jUj (1 + 2h)� jX j � jUj (1 + 2h)� jX j �jUj+ (1 + 2hjX j)�jCj � jUjNombre de mises àjour par périoded'éhantillonnage jX j jX j+N jX j+N+NjCj�jUjVitesse deonvergene lente rapide très rapideSensibilité auxsituationsomplexes(impasses) très sensible très sensible robusteSensibilité auxerreurs de mise enorrespondanetemporelle robuste robuste sensibleTab. 8.1 � Comparatif des aratéristiques générales des trois arhitetures développées(ave X l'ensemble des pereptions, U l'ensemble des ommandes, X une situation (étatglobal du système), h la dimension de l'historique mémorisé par le modèle m du Dyna-Q, C la arte (ensemble des positions utilisées par la méthode de fusion de modèles), Nle nombre de mises à jour par période d'éhantillonnage du modèle m et N le nombred'optimisations totales de la arte C par période d'éhantillonnage).La fontion de fusion par somme des espéranes de gain fontionne bien si les obstalessont relativement éloignés les uns des autres. Si e n'est pas le as, elle peut réer desmaxima loaux qui entraînent le système dans un yle répétitif. Pour pallier e problème,nous avons proposé une autre fontion de fusion qui, ette fois, synthétise un modèle plusglobal du système à partir du modèle de transition des pereptions. A haque périoded'éhantillonnage, la ommande hoisie est la première ommande optimale proposéepar l'étape de plani�ation e�etuée sur le modèle global. Cette nouvelle fontion defusion permet de sortir de es maxima loaux à ondition que la fontion de mise enorrespondane soit robuste. L'appliation en temps réel est possible ar la plani�ationnéessite peu de yles de programmation dynamique, le modèle global évoluant peuentre deux périodes d'éhantillonnage.Le tableau 8.1 synthétise les aratéristiques générales des trois arhitetures déve-loppées.



8.2 Perspetives 1318.2 PerspetivesNos perspetives de reherhes s'artiulent autour de deux thèmes : d'une part lesévolutions potentielles de l'arhiteture parallèle et d'autre part ses appliations pos-sibles, notamment l'étude de la possibilité d'e�etuer des tâhes de onvoyage de ellulespar poussée ave le manipulateur WIMS.8.2.1 Évolutions de l'arhiteture parallèleMise en orrespondaneNous avons montré au hapitre 7 que pour obtenir une bonne stratégie de ontr�le,il est néessaire que la mise en orrespondane soit de bonne qualité.La mise en orrespondane est un domaine de reherhe à part entière. Nous n'avonspas abordé e sujet au ours de la thèse, mais nous pensons que pour améliorer les perfor-manes de l'arhiteture parallèle, il serait intéressant d'étudier les di�érentes méthodesqui existent dans e domaine, notamment la possibilité de réaliser ette mise en orres-pondane par apprentissage. La fontion apprendrait alors à mettre en orrespondaneles pereptions sans onnaissane ni hypothèse initiale sur le système.Modélisation pour les systèmes ontinusPour la ommande de systèmes ontinus, la disrétisation linéaire n'est pas toujoursla meilleure solution. Il est parfois plus adapté d'avoir une préision de disrétisationvariable, plus �ne aux endroits où l'on a besoin de préision et plus grossière là où l'onn'en a pas besoin.Les travaux de Andrew Moore et Christopher Atkeson (1993) sur l'algorithme duparti-game poursuivis par David Chapman et Leslie Kaelbling (1991), Andrew MCal-lum (1995) et Rémi Munos (1997) apportent la possibilité d'augmenter ou de réduire lenombre d'états en fontion du besoin (f. �2.6.4, page 42). Ces travaux sont tout à faitompatibles ave notre approhe.FusionLa fontion de fusion présente de nombreuses possibilités d'évolution :� l'optimisation de la arte et de la fontion d'utilité serait e�etuée de manière pluse�ae en utilisant des algorithmes fondés sur des heuristiques de mise à jour. Desalgorithmes omme le priority sweeping de Andrew Moore et Christopher Atkeson(1993) permettent de réduire sensiblement le nombre des mises à jour (f. �2.5.3,page 36). Dans e domaine, l'idéal serait évidemment de disposer de proesseursdédiés à la programmation dynamique.� on pourrait envisager l'utilisation d'une arte à taille variable : la taille diminuequand les ibles sont failes à atteindre et grandit lorsque le système est bloqué,permettant ainsi de trouver une solution de sortie.



132 Chapitre 8� la arte pourrait permettre d'imaginer le déplaement des pereptions qui sortentdu � hamp de vision � du ontr�leur dans le as lassique où l'univers est plusgrand que l'espae perçu. L'évolution des pereptions qui sortent du hamp devision pourrait être estimée dans une arte plus grande à l'aide du modèle detransition des pereptions. Cela néessiterait une grande puissane de alul maispermettrait par exemple de ontourner de très gros obstales : le ontr�leur pour-rait prévoir de retrouver la pereption d'une ible de l'autre �té de l'obstalear il imaginerait la trajetoire de la ible en dehors de son hamp de vision. Lapereption de la ible pourrait alors sortir momentanément de son hamp de vision.8.2.2 Domaines d'appliationCette arhiteture est onçue pour apprendre à piloter des systèmes dont l'état estomposé de plusieurs variables markoviennes. Plusieurs domaines rentrent dans e adre,notamment les problématiques de séletion de l'ation, les problématiques de navigationet de vision.Séletion de l'ationLa problématique de la séletion de l'ation est de trouver la meilleure ommande àe�etuer en fontion de nombreuses informations sur le système et de plusieurs objetifssouvent onurrents. Dans le adre de l'apprentissage, le W-Learning proposait une pre-mière réponse à e genre de problème que l'arhiteture parallèle généralise en quelquesorte. La séletion de l'ation est don tout à fait le type d'appliation envisageable pourl'arhiteture parallèle.NavigationLa navigation est le domaine de prédiletion de l'arhiteture parallèle puisqu'elle aété développée pour ette appliation. Au-delà de la ommande du manipulateur WIMS,l'arhiteture parallèle pourrait être utilisée pour le ontr�leur d'autres appliations denavigation, omme par exemple :� apprendre à ommander un robot mobile dont les pereptions sont issues de ap-teurs hétérogènes renseignant sur l'environnement du robot (murs environnants,diretion et éloignement d'un objetif ou d'un hargeur de batterie, et.),� apprendre à ommander un robot jouant au football et perevant de nombreusesinformations omme la position des joueurs de son équipe, des joueurs de l'équipeadverse, des buts et du ballon,� en restant dans le domaine ludique, apprendre à ommander un personnage nonjoueur 1 d'un jeu vidéo qui reçoit de nombreuses informations sur l'environnementet les autres personnages.1. Un personnage non joueur (PNJ) est une réature arti�ielle du jeu vidéo qui est dirigée parl'ordinateur et qui est souvent en onurrene ave les personnages dirigés par les joueurs humains.



8.2 Perspetives 133VisionDans le domaine de la vision, on peut onsidérer haque pixel omme une pereption,'est-à-dire une information regroupant ouleur et position. La situation du système estalors onstituée par l'image vidéo entière.A ondition de disposer d'un alulateur su�samment puissant, on pourrait utiliserdiretement l'arhiteture parallèle ave des pereptions ainsi dé�nies et sans auuntraitement d'image. Les appliations visées pourraient être par exemple :� l'apprentissage de la reherhe et du suivi de pixels de ouleur dans une image(omme le fait le hien Aïbo de Sony ave sa balle de jeu rouge ou l'apprentissagedu suivi d'une ligne de ouleur par un robot),� l'apprentissage de la navigation d'un robot à partir d'images vidéo de son environ-nement à 360Æ (ave un objetif grand angle type �sh-eye).8.2.3 Étude du onvoyage de ellules par pousséeUn autre objetif du projet de miromanipulation WIMS est de pouvoir déplaerdes ellules en les poussant ave le miro-outil. Cet objetif peut impliquer deux problé-matiques di�érentes : pousser un objet dans une diretion et pousser un objet vers uneposition ible.Apprendre à pousser un objet dans une diretionNous avons testé le Dyna-Q parallèle sur ette première tâhe. En réompensant leontr�leur quand il pousse un objet vers la droite, on obtient la génération de trajetoirese�etuant le onvoyage des objets vers la droite. La stratégie de ommande est obtenueave un temps d'apprentissage similaire à elui de la reherhe de ible. Le ontr�leurarrive rapidement à déplaer les ellules ave l'outil. La �gure 8.1 montre un exemple detrajetoire de onvoyage (voir aussi la vidéo sur le CD-ROM dérite dans l'annexe C).Apprendre à pousser un objet vers une position ibleCet objetif est beauoup plus omplexe que le premier. En e�et, il s'agit de pousserune ellule tant�t vers la gauhe, la droite, le haut ou le bas en fontion de la positionrelative de la ible. Par exemple, si la ellule est à droite de la ible, il faut la pousservers la gauhe. Si elle est à gauhe, il faut la pousser vers la droite. De plus, s'il fautontourner un obstale, le ontr�leur peut être amené à pousser la ellule dans le sensontraire du sens habituel. Ce problème est don plus omplexe qu'il n'y paraît.Si l'on reste dans la logique parallèle, la ellule à déplaer va onstituer une perep-tion et la position ible une autre. Le omportement que le ontr�leur doit adopter parrapport à la pereption � ellule � dépend de la pereption � ible �. Dans l'état atuelde l'arhiteture, le ontr�leur ne peut pas modi�er son omportement vis-à-vis d'unepereption en fontion de la position d'une autre. Il ne pourra don pas apprendre ettetâhe de poussée.
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Fig. 8.1 � Exemple de onvoyage vers la droite de trois objets après apprentissage (aveh = 10, N = 2000,  = 0;5 et � = 0;1).Le problème de la poussée vers une position ible est pour nous d'une omplexité deniveau 2 ar le omportement du ontr�leur dépend simultanément de deux pereptionset il faut la onjontion de deux pereptions pour provoquer une réompense (la elluleet la ible au même endroit). En omparaison, les objetifs préédents étaient de niveau1 ar haque pereption intervenait diretement sur le omportement du ontr�leur etsur le signal de réompense.Il faut don faire évoluer l'arhiteture parallèle pour intégrer la possibilité d'établirdes liens entre deux pereptions et pourquoi pas entre trois, quatre ou plus.8.3 ConlusionNous avons montré dans ette thèse la apaité de l'arhiteture parallèle à apprendreà ontr�ler un système réel relativement simple sans auune simulation et en un tempsaeptable.Ces résultats satisfaisants nous motivent à penser que l'apprentissage par renfore-ment représente une voie prometteuse pour la ommande de systèmes omplexes dont onne onnaît pas le omportement et notamment dans des domaines où l'humain ne peutintervenir diretement ave failité omme 'est le as pour la mirorobotique.



Annexe ALogiiel de simulation du labyrintheLe logiiel que nous avons développé pour tester nos algorithmes sur l'exemple dulabyrinthe est disponible sur le CD-ROM de démonstration joint au mémoire. Pourharger le logiiel, il su�t d'exéuter le �hier Labyrinthe.exe présent dans le répertoirenommé \Labyrinthe (uniquement sous un environnement Windows).Ce logiiel a été développé en C++ ave Borland Builder 4.0. Il se ompose de troisparties distintes : une appliation appelée système qui gère la simulation du labyrinthe,une appliation appelée ontr�leur qui gère les algorithmes d'apprentissage par renfor-ement et une appliation appelée pupitre de test qui permet de faire fontionner lesdeux premières parties ensemble et de réaliser des mesures omme le gain ou le tempsde onvergene.A.1 Appliation systèmeLa fenêtre de l'appliation système (f. �gure A.1) permet de visualiser l'état dulabyrinthe et de suivre les déplaements de la souris (si l'option animation système estativée dans la fenêtre pupitre de test).En liquant dans le labyrinthe, l'utilisateur peut à sa guise ajouter ou enlever desmurs (lique gauhe) et des fromages (lique droit).En�n, le menu déroulant intitulé �hier permet de harger ou sauvegarder un laby-rinthe.A.2 Appliation ontr�leurLa fenêtre de l'appliation ontr�leur (f. �gure A.2) permet la visualisation de l'étatdu ontr�leur (si l'option animation ontr�leur est ativée dans la fenêtre pupitre de test)ainsi que le réglage de ses di�érents paramètres.Le groupe visualisation permet de séletionner le type de l'information a�hée. Cinqoptions sont possibles :� l'option pereptions ative l'a�hage des pereptions reçues par le ontr�leur sousla forme de points olorés, 135
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Fig. A.1 � Fenêtre de l'appliation système du labyrinthe.

Fig. A.2 � Fenêtre de l'appliation ontr�leur.



137� l'option mise en orrespondane ative l'a�hage de traits reliant les ouples depereptions réés par la fontion de mise en orrespondane,� l'option attribution des réompenses ative l'a�hage de la réompense attribuée àun ouple de pereptions sous la forme d'un point si la réompense est nulle, d'unsigne - si la réompense est négative et d'un signe + si la réompense est positive,� l'option fontion d'utilité q (maxima) ative l'a�hage des valeurs maximales de lafontion d'utilité (maxu q(x;u)) pour haque pereption x à l'aide de points olorésselon l'éhelle des ouleurs située en bas à droite de la fenêtre,� l'option fontion d'utilité q (minima) ative l'a�hage des valeurs minimales de lafontion d'utilité (minu q(x;u)) pour haque pereption x à l'aide de points olorésselon l'éhelle des ouleurs située en bas à droite de la fenêtre.Le groupe éhelle des q-valeurs permet de modi�er l'éhelle des ouleurs pour l'a�-hage de la fontion d'utilité.Le groupe réompenses a�he la somme des réompenses négatives et positives ou-rantes.Le groupe paramètres permet de hoisir les paramètres de l'apprentissage :� Alpha orrespond au oe�ient d'apprentissage �,� Gamma orrespond au oe�ient de pondération des réompenses futures ,� Epsilon orrespond au taux d'exploration de l'�-gourmand,� Nb orrespond au nombre N de mises à jour par période d'éhantillonnage,� Historique orrespond à la dimension h de l'historique mémorisé par le modèle m.Les groupes fusion, algorithme et mise en orrespondane permettent de séletionnerles algorithmes utilisés par les di�érentes fontions du ontr�leur.La boîte de texte a�he les estimations de l'espérane de gain globale Qt(u) pour lasituation ourante et haque ommande u.En�n, le menu déroulant intitulé �hier permet de harger ou sauvegarder la mémoiredu ontr�leur ainsi que l'exportation dans un �hier texte des valeurs de la fontiond'utilité.A.3 Appliation pupitre de testLe pupitre de test ontr�le l'ensemble du logiiel (f. �gure A.3).Le groupe yle permet de laner ou de stopper l'exéution de la boule sensori-motrie. Les animations du système et du ontr�leur peuvent être ativées (au détrimentde la vitesse d'exéution).Le groupe yle automatique permet de laner plusieurs fois la boule sensori-motriesans animation. Le nombre de boules est préisé dans le blo de texte.Le groupe mode manuel permet à l'utilisateur de guider le ontr�leur. L'apprentissagese poursuit mais l'utilisateur déide lui-même des ommandes à e�etuer.Le groupe test performane permet de réaliser un enregistrement du gain moyen auours de la simulation.Le groupe test paramètre permet de mesurer le gain limite et le temps d'apprentissagepour di�érentes valeurs du paramètre hoisi.
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Fig. A.3 � Fenêtre de l'appliation pupitre de test.A.4 Desription des exemples automatiques de démonstra-tion du logiielDes versions automatiques de démonstration du logiiel sont disponibles sur le CD-ROM joint au mémoire. Le tableau A.1 en donne la liste.



139Aperçu Desription FihierApprentissage du Dyna-Q parallèle avedes fromages : le ontr�leur apprend àattraper les fromages en quelques dizainesde seondes. Labyrinthe1.exe
Trajetoire de la souris aprèsapprentissage ave des ibles et desobstales. Labyrinthe2.exe

Illustration du problème des impassesave la fusion somme. Labyrinthe3.exe
Résolution du problème des impasses avela fusion de modèles et une mise enorrespondane exate. Labyrinthe4.exe
Résolution du problème des impasses avela fusion de modèles et une mise enorrespondane exate. Labyrinthe5.exe

Tab. A.1 � Liste des exemples de démonstration du logiiel.
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Annexe BPlateforme de maro-manipulationWIMSLa plateforme de maro-manipulation est onstituée d'un maro-manipulateur per-mettant de déplaer l'outil au milieu des objets et d'un système informatique équipé d'unearte d'aquisition vidéo et d'une arte de ommande reliée au maro-manipulateur. La�gure B.1 présente une vue d'ensemble de la plateforme.B.1 Maro-manipulateurLe maro-manipulateur permet de déplaer un outil par l'intermédiaire d'un aimantpermanent situé sous la zone de manipulation (�gure B.2) et �xé à une table de posi-tionnement deux axes.B.1.1 Outil et objetsL'outil est un ylindre en aier de 5 mm de diamètre et de 2,5 mm de haut. Pourêtre lairement visible par la améra, l'outil est peint en noir.Les objets sont des billes de plastique normalement destinées à l'injetion. Leur dia-mètre est ompris entre 3 et 4 mm. Pour pouvoir distinguer les billes de l'outil, les billessont de ouleur grise.B.1.2 Table de positionnement de l'aimantLa partie méanique de la table de positionnement (f. �gure B.3) a été réalisée lorsd'un projet de �n d'études par des étudiants de l'E.N.S.M.M. (Éole Nationale Supérieurede Méanique et des Mirotehniques). Elle permet de déplaer l'aimant permanent sousla plaque de verre. Elle peut e�etuer des déplaements selon deux axes orthogonaux ethorizontaux. Les axes sont pilotés par des moteurs à ourant ontinu non asservis. Letableau B.1 résume les aratéristiques tehniques de la table de positionnement.141
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Caméra

Eclairage

Zone de
manipulation

Macro-manipulateur

Système
informatique

Etage de
puissanceFig. B.1 � Vue d'ensemble de la plateforme de maro-manipulation WIMS.

Axe 1 Axe 2Course 400 mm 300 mmVitesse maximum 60 mm/sMotorisation Moteur à ourant ontinu PremoteTension nominale 6 VCourant maximum 360 mA / moteurTab. B.1 � Caratéristiques de la table de positionnement.
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(a) Maro-manipulateur

(b) Détail de la liaison magnétique aimant�outilFig. B.2 � Maro-manipulateur WIMS.
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Fig. B.3 � Table de positionnement deux axes.Caméra Sony XC-8500CE ProgressiveRésolution 752� 560Niveaux de gris 256Fréquene maximum 25 images/sImage Non entrelaéeObjetif 50 mmÉhelle 0,173 mm/pixelCarte d'aquisition Matrox Meteor IITraitement vidéo Matrox Imaging Library 6.0Tab. B.2 � Caratéristiques du matériel d'aquisition vidéo.B.1.3 Életronique de puissaneLes moteurs à ourant ontinu de la table de positionnement sont pilotés par l'in-termédiaire d'un étage de puissane que nous avons réalisé au laboratoire (f. �gureB.4). Cet ampli�ateur est fondé sur l'utilisation des ampli�ateurs opérationnels detype SGS-Thomson L165.B.2 Système informatiqueB.2.1 Aquisition vidéoUne améra vidéo reliée à une arte d'aquisition vidéo permet d'obtenir des imagesde la zone de manipulation. Les axes de la table de positionnement et de l'image vidéo
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Fig. B.4 � Étage de puissane pour l'alimentation des moteurs à ourant ontinu.sont parallèles. Les aratéristiques du matériel d'aquisition sont dérites dans le tableauB.2.A partir des images vidéo, une étape de traitement permet d'extraire la position dubaryentre de l'outil et des objets (f. �gure B.5).B.2.2 CalulateurLe miro-ordinateur utilisé pour le traitement vidéo ainsi que pour le ontr�le estun Pentium III adené à 450 MHz, et équipé de 192 Mo de mémoire vive. Le systèmed'exploitation est Windows 98SE.B.2.3 Carte de ommandeLe miro-ordinateur est équipé d'une arte à 8 sorties analogiques (Keithley DDA-08/16) destinées à ommander les moteurs de la table de positionnement par l'intermé-diaire de l'étage d'ampli�ation.B.3 LogiielComme le logiiel de simulation du labyrinthe, le logiiel que nous avons développépour tester nos algorithmes sur le maro-manipulateur WIMS se ompose de trois par-ties : une appliation système qui gère le maro-manipulateur et les appliations ontr�-leur et pupitre de test. Les appliations ontr�leur et pupitre de test sont identiques àelles employées ave le labyrinthe (f. annexe A).
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Image vidéo#Seuillage. &
Image binaire de l'outil Image binaire des objets# #Extration du baryentre de l'outil Extration du baryentre des objets# #Position de l'outil dans l'image Position des objets dans l'image& .Positions relatives des objets par rapport à l'outilFig. B.5 � Traitement de l'image vidéo.
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Fig. B.6 � Fenêtre de l'appliation système du maro-manipulateur WIMS.



148Outre la visualisation graphique de l'état du système, la fenêtre de l'appliationsystème présente 6 groupes de fontions (f. �gure B.6) :� le groupe d'aquisition vidéo permet de provoquer l'a�hage de l'image vidéo etde l'image binaire, de visualiser l'histogramme des niveaux de gris de l'image et derégler les seuils de apture de l'outil et des objets,� le groupe étalonnage des ommandes permet de régler l'éhelle entre les ommandesmoteurs et les déplaements sur l'image vidéo,� le groupe position de l'outil donne la position ourante de l'outil ainsi que savariation par rapport à la position préédente,� le groupe a�hage permet de hoisir le mode d'a�hage (e�aer les objets entrehaque ommande ou laisser les traes), de préiser si une ible virtuelle est replaéeautomatiquement quand l'outil l'a atteinte et d'ativer l'enregistrement des imagesvidéo dans un �hier AVI,� le groupe ommande direte permet d'e�etuer des déplaements manuels de latable de positionnement,� en�n, le groupe mode permet de passer en mode simulé ou en mode réel.



Annexe CDesription des enregistrementsvidéoDes enregistrements vidéo montrant les trajetoires obtenues après apprentissage sontdisponibles sur le CD-ROM joint au mémoire. Le tableau C.1 en donne la liste.Aperçu Desription FihierExemple de trajetoire de l'outil sur lesystème réel après apprentissage aveuniquement des ibles (ave h = 10,N = 2000,  = 0;5 et � = 0;1). video1.avi
Exemple de trajetoire de l'outil sur lesystème réel après apprentissage ave desibles et des obstales (ave h = 10,N = 2000,  = 0;5 et � = 0;1). video2.avi
Exemple de onvoyage vers la droite detrois objets après apprentissage (aveh = 10, N = 2000,  = 0;5 et � = 0;1). video3.aviTab. C.1 � Liste des enregistrements vidéos.
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RésuméEn mirorobotique, la ommande des systèmes est déliate ar les phénomènes physiques liésà l'éhelle mirosopique sont omplexes. Les méthodes dites d'apprentissage par renforementonstituent une approhe intéressante ar elles permettent d'établir une stratégie de ommandesans onnaissane a priori sur le système. Au vu des grandes dimensions des espaes d'états dessystèmes étudiés, nous avons développé une approhe parallèle qui s'inspire à la fois des arhi-tetures omportementales et de l'apprentissage par renforement. Cette arhiteture, basée surla parallélisation de l'algorithme du Q-Learning, permet de réduire la omplexité du système etd'aélérer l'apprentissage. Sur une appliation simple de labyrinthe, les résultats obtenus sontbons mais le temps d'apprentissage est trop long pour envisager la ommande d'un système réel.Le Q-Learning a alors été remplaé par l'algorithme du Dyna-Q que nous avons adapté à laommande de systèmes non déterministes en ajoutant un historique des dernières transitions.Cette arhiteture, baptisée Dyna-Q parallèle, permet non seulement d'améliorer la vitesse deonvergene, mais aussi de trouver de meilleures stratégies de ontr�le. Les expérimentations surle système de manipulation montrent que l'apprentissage est alors possible en temps réel et sansutiliser de simulation. La fontion de oordination des omportements est e�ae si les obstalessont relativement éloignés les uns des autres. Si e n'est pas le as, ette fontion peut réerdes maxima loaux qui entraînent temporairement le système dans un yle. Nous avons donélaboré une autre fontion de oordination qui synthétise un modèle plus global du système àpartir du modèle de transition onstruit par le Dyna-Q. Cette nouvelle fontion de oordinationpermet de sortir très e�aement des maxima loaux à ondition que la fontion de mise enorrespondane utilisée par l'arhiteture soit robuste.Mots-lés : ommande par apprentissage, proessus déisionnels de Markov, programma-tion dynamique, apprentissage par renforement, Q-Learning, Dyna-Q, arhiteture omporte-mentale, mirorobotique, miromanipulation.AbstratIn the mirorobotis �eld, the ontrol of systems is di�ult beause the physial phenomenaonneted to the mirosopi sale are omplex. The reinforement learning methods onstitutean interesting approah beause they allow to draw up a ontrol poliy without any knowledgeof the system. With regard to the large dimensions of the state spaes of the studied systems,we developed a parallel approah whih is inspired by the behaviour-based arhitetures andby the reinforement learning. This arhiteture is based on parallel Q-Learning algorithms. Itallows to redue the system omplexity and to speed up the learning proess. On the gridworldexample, the results are good but the learning time is too long to ontrol a real system. Then, theQ-Learning algorithm was replaed by the Dyna-Q algorithm whih we adapted to the ontrolof no deterministi systems by using a hronologial aount of the last transitions. This arhi-teture, alled parallel Dyna-Q, allows to inrease the onvergene speed and also to �nd betterontrol poliies. The experiments done with the real manipulation system show that the learningis possible in real time without no need of simulations. The behaviours o-ordination funtionworks well if the obstales are separated from eah others. If that is not ase, it an reate loalmaxima whih trap temporarily the system in a yle. So, we developed another o-ordinationfuntion whih reates a more global model of the system from the model of transition built withthe Dyna-Q algorithm. This new o-ordination funtion allows to go out of loal maxima if thetemporal pattern mathing funtion used by the arhiteture is sturdy.Keywords: ontrol by learning, Markovian deision proess, dynami programming, rein-forement learning, Q-Learning, Dyna-Q, behaviour-based arhiteture, mirorobotis, miro-manipulation.


