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Introduction

La diffusion de la technologie & I’ensemble de la population est une tendance particu-
lierement notable de nos jours. Elle se fait largement au travers des moyens informatiques
qui se propagent jour aprés jour dans les différentes couches de la société. Pour que cette
diffusion soit la plus efficace possible, I’ensemble des sciences! concernées cherchent &
simplifier les interactions entre I’lhomme et les machines pour les rendre accessibles &
tout type d’utilisateur et en toutes circonstances.

En effet, la prise en main d’un systéme ou d’une application requiert bien souvent
un certain temps d’apprentissage. De plus, méme lorsque celle-ci est assurée, il subsiste
généralement des difficultés importantes pour piloter certaines applications de fagon
intuitive et efficace. On peut par exemple citer les problémes d’ergonomie liés a la
saisie de formules mathématiques ou encore a ’envoie de messages sur des téléphones
portables. Cette difficulté du dialogue entre ’homme et la machine provient d’une part
de la souplesse et de la variété des modes d’interactions que nous sommes capable
d’utiliser (geste, écriture, parole, etc.) et d’autre part de la rigidité de ceux classiquement
offerts par les systémes informatiques. Une partie de la recherche actuelle vise donc a
concevoir des applications mieux adaptées aux différentes modalités de communication
couramment employées par I’homme. Il s’agit de doter les systémes informatisés de
fonctionnalités permettant d’appréhender les informations que 'homme manipule lui-
méme tous les jours.

D’une fagon générale, la nature des informations & traiter est trés riche. Il peut s’agir
de textes, tableaux, images, paroles, sons, écriture, gestes, etc. De par les contextes géo-
graphiques, sociaux, professionnels, applicatifs et personnels, la fagon de représenter ces
informations et de les transmettre est trés variable. Il suffit de considérer par exemple la
variété des styles d’écriture, que ce soit entre les différentes langues et méme pour une
méme langue. De plus, & cause de la sensibilité des capteurs et des médias utilisés pour
acquérir et transmettre les informations, celles qui sont finalement traitées différent trés
souvent des originales. Elles sont donc caractérisées par des imprécisions, soit intrin-
seques aux phénomeénes dont elles sont issues, soit liées & leurs modes de transmission.
Leur traitement [47] nécessite donc la mise en ceuvre de systémes complexes d’analyse
et de décision. Cette complexité est un facteur limitant important dans le contexte de
la diffusion des moyens informatiques. Cela reste vrai malgré la croissance des puis-
sances de calcul et I’amélioration des systémes de traitement, puisque parallélement, les

1. informatiques, physiques, cognitives, etc.
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recherches s’orientent vers la résolution de taches de plus en plus difficiles et vers 'inté-
gration de ces applications dans des systémes nomades peu chers et ne possédant donc
que de faibles ressources informatiques. Aussi, I’élaboration de ces systémes nécessite
presque toujours un compromis entre les fonctionnalités souhaitées et les capacités que
la machine « réceptacle » posséde. Le plus bel exemple & ’heure actuelle est sans doute
I'intégration d’outils d’assistance variés et la prise en compte de modalités complexes
comme |’écriture manuscrite sur des biens de consommation courants comme les télé-
phones portables ou les assistants personnels.

Dans cette thése, nous nous intéressons plus particuliérement aux systémes de re-
connaissance de formes qui constituent bien souvent un maillon essentiel des systémes
de traitement de l'information. Leur réle consiste a analyser une forme présentée en
entrée afin de l'identifier.

Dans ce domaine en général, mais aussi dans des sous-domaines plus précis comme
celui de la reconnaissance de formes manuscrites qui est & l'origine de notre démarche,
la « Quéte du Graal » est sans aucun doute d’arriver & concevoir un mécanisme qui
permette de résoudre automatiquement la plupart des problémes que 'on est amené &
rencontrer. De nombreuses approches « génériques » ont donc été élaborées, en s’ap-
puyant sur différents cadre d’études tels que les statistiques, la théorie des langages, la
biologie. Mais aucune d’elles n’est réellement « la solution » pour tous les problémes.
Elles posseédent chacune leurs avantages et leurs inconvénients, qui les rendent plus ou
moins efficaces dans un contexte donné. Il semble donc particuliérement important de
pouvoir bénéficier d'une méthodologie permettant de choisir ou de concevoir un systéme
de reconnaissance en fonction du probléme & traiter et de son contexte d’utilisation |76].
Cependant, une telle « grille de correspondance » n’existe pas encore & I’heure actuelle.
Les concepteurs doivent donc souvent adapter les systémes existants ou en créer de nou-
veaux en fonction de leurs besoins et des contraintes applicatives. Cette tiche s’avére
trés souvent fastidieuse parce que les classifieurs ont longtemps été considérés comme
des « boites noires », des composants logiciels, qui & une entrée devait faire correspondre
une sortie. En conséquence de quoi il est souvent difficile de les paramétrer correctement
et de comprendre pourquoi ils fonctionnent mal dans certains cas.

Nous pensons donc qu’il est nécessaire, pour un classifieur donné, de pouvoir iden-
tifier quels sont les éléments qui sont & l'origine de défaillances afin d’essayer de les
corriger. Pour cela, le systéme ne doit plus étre considéré comme une « boite noire »
mais plutét comme un ensemble de modules et de connaissances que le concepteur peut
manipuler et comprendre. Ce point de vue est assez proche de celui qui est adopté en
extraction de connaissances a partir de données (ECD) [58, 56]. Cependant, dans ce
dernier cas, I’ensemble de la chaine de traitement est orientée vers 'utilisateur, afin de
produire des informations et des connaissances sur le phénomeéne (représenté par les
données) pour qu'il puisse les exploiter. Ici les connaissances qui nous intéressent sont
avant tout destinées au concepteur, pour la compréhension du systéme en lui-méme.

L’approche que nous présentons tente de remplir un certain nombre d’objectifs qui
sont rarement satisfaits dans un méme systéme de reconnaissance de formes. Ainsi, le



Introduction 15

classifieur doit étre suffisamment générique pour pouvoir s’adapter automatiquement
ou étre adaptable & différents types de problémes de complexités variées. Pour obtenir
de bonnes performances, il doit pouvoir étre fiable et posséder de bonnes propriétés de
robustesse face a 'imprécision et & la variabilité des formes. En outre, en vue de son
usage dans différents contextes applicatifs, on souhaite qu’il soit compact afin de faciliter
son intégration dans des systémes embarqués. Enfin, pour faciliter son optimisation et
son adaptation aux différents contextes d’utilisation, on souhaite que ’architecture soit
modulaire et compréhensible pour le concepteur, c’est-a-dire « transparente » en quelque
sorte.

Notre méthode repose sur la structuration d’un ensemble de connaissances repré-
sentant les propriétés des formes dans leur espace de représentation. L’architecture du
systéme correspond plus précisément & une organisation originale autour de connais-
sances intrinséques aux classes et de connaissances discriminantes entre classes. Ces
différentes natures de connaissances ont été caractérisées précisément de facon & iden-
tifier leurs propriétés et les fonctions qu’elles pouvaient remplir dans un systéme de
reconnaissance. L’architecture du systéme a ensuite été concue autour de ces connais-
sances, de facon a les extraire, les représenter et les structurer en fonction de leur nature.
Ainsi, les connaissances intrinséques aux classes sont représentées par des prototypes
flous qui permettent au systéme de se focaliser sur les formes des différentes classes
ayant des propriétés similaires et donc plus difficiles & différencier. Une nouvelle forme
d’arbres de décision flous est ensuite utilisée sur le résultat de cette focalisation pour
extraire de fagon fine et robuste les connaissances discriminantes permettant de distin-
guer les formes des différentes classes. Le systéme est donc entiérement guidé par les
données et centré sur la complémentarité de ces deux natures de connaissances, & la fois
sur le plan fonctionnel, structurel mais pour aussi pour la décision.

Tout au long de ces travaux, nous nous sommes appuyé sur I’expérience acquise dans
le cadre de la reconnaissance de formes manuscrites et notamment sur les mécanismes
du reconnaisseur dédié ResifCar [13, 14] qui présente des propriétés intéressantes pour
la résolution de notre problématique. Ce sont eux qui ont permis d’aboutir au systéme
de reconnaissance Mélidis (ModELIsation Intrinséque/DIScriminante) que nous présen-
tons ici.

Dans le chapitre 1, nous présentons les concepts élémentaires de la reconnaissance
de formes en partant de la problématique particuliérement riche de la reconnaissance
de formes manuscrites. L’ensemble de ’exposé s’appuie sur la notion de connaissances
dans un classifieur, leurs liens avec les données et leur intérét pour le concepteur. Nous
terminons ce chapitre en donnant nos objectifs ainsi que les grandes lignes de notre
approche.

Le chapitre 2 décrit ensuite le cadre général sur lequel se fonde notre méthode: la
représentation et le raisonnement & base de connaissances imprécises grace a la théorie
des sous-ensembles flous et l'utilisation de multiples classifieurs pour pouvoir traiter
des problémes complexes et structurer un systéme de reconnaissance. Nous en profi-
tons pour introduire précisément l’architecture du systéme de reconnaissance Mélidis
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et ses différences par rapport aux autres méthodes reposant sur une combinaison de
classifieurs.

Le chapitre 3 est dédié a la modélisation du systéme et & son apprentissage auto-
matique. L’intérét d’utiliser & la fois des connaissances intrinséques aux classes et des
connaissances discriminantes entre classes y est développé, ainsi que les moyens utilisés
pour les extraire, les représenter et les structurer en fonction de leur nature et de nos
objectifs. Nous proposons notamment une nouvelle approche par arbres de décision flous
particulierement adaptée pour la représentation des connaissances discriminantes.

Dans le chapitre 4, nous décrivons comment cette modélisation est exploitée pour
extraire un ensemble de régles de décision formalisées par des systémes d’inférence floue
(SIF). Nous présentons ensuite ’ensemble du mécanisme de décision et notamment
comment ces SIF sont combinés pour profiter des avantages de la structuration et de la
complémentarité des deux types de connaissances utilisées.

Le systéme de reconnaissance Mélidis a été validé par un ensemble d’expérimenta-
tions permettant de mettre en évidence l'intérét de son architecture structurée autour
des connaissances intrinséques et discriminantes. L’ensemble des propriétés du systéme
(performances, généricité, compacité, complémentarité des connaissances) ont notam-
ment été validées & partir de benchmarks classiques et de problémes plus complexes
comme ceux liés a la reconnaissance de caractéres manuscrits, en particulier au travers
de la base UNIPEN. Les résultats de ces tests sont reportés dans le chapitre 5.

Finalement, nous terminons ce mémoire en concluant sur notre travail ainsi qu’en
proposant un certain nombre de perspectives qu’il reste & étudier.
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Chapitre 1

Principes généraux de la
reconnaissance de formes

La reconnaissance de formes est un domaine majeur de 'informatique dans lequel
les recherches sont particuliérement actives. Il existe en effet un trés grand nombre
d’applications qui peuvent nécessiter un module de reconnaissance, notamment dans les
systémes de traitement visant & automatiser certaines taches de I’lhomme. Parmi celles-
ci, la reconnaissance de I’écriture manuscrite et plus généralement la reconnaissance de
formes manuscrites est un probléme délicat a traiter car il regroupe a lui seul une bonne
partie des difficultés généralement rencontrées en reconnaissance de formes. Il constitue
donc un bon point de départ pour ’élaboration d’une architecture générique pour la
reconnaissance de formes.

Dans ce chapitre, aprés avoir introduit le contexte et la problématique de la recon-
naissance de formes manuscrites, nous présentons les principes fondamentaux régissant
le fonctionnement des systémes de reconnaissance. Tout au long de la description 'ac-
cent est mis sur la nature de la modélisation. C’est en effet elle qui confére aux systémes
leurs propriétés et les rend plus ou moins aptes a traiter certains problémes. Nous ter-
minons ce chapitre par une présentation de ’approche proposée dans cette thése dont
I’objectif est de fournir une architecture pour la reconnaissance qui soit générique et
souple et avec laquelle le concepteur puisse interagir pour optimiser le systéme dans son
contexte d’utilisation.
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1.1 L’homme, ’écrit et la machine

L’écriture est une modalité de communication utilisée par ’'homme depuis bien long-
temps pour transmettre les informations a travers ’espace et le temps. C’est aussi de-
venu un complément indispensable & la modalité orale, a la fois pour assurer la pérénité
des informations (fonction de stockage) mais aussi parce qu’elle offre des possibilités
de description mieux adaptées a certaines taches. Ainsi, I’écrit est devenu une étape
incontournable pour la représentation d’agencements spatiaux par le biais de schémas
et de diagrammes, pour les raisonnements mathématiques avec symboles et formules,

pour la composition musicale avec les partitions, etc.

Aujourd’hui, I’ére numérique offre des possibilités de diffusion, de stockage et d’assis-
tance pour le traitement de I'information bien supérieures a celles classiquement offertes
par le support papier. Cependant, I'usage de ce dernier reste trés largement répandu,
pour des raisons essentiellement pratiques, économiques et culturelles. Afin que 'homme
puisse bénéficier & la fois des avantages du numérique et de ’écrit, il est indispensable
que les systémes informatisés puissent absorber cette modalité. Cela passe par deux
processus de traitements: la lecture automatique de documents papiers et 1’écriture
électronique a l’aide d’un stylet. Bien que les mécanismes de lecture/écriture soient
parfaitement maitrisés par 'homme, ils n’en sont pas moins complexes et leur mise en
ceuvre sur des machines pose un ensemble de problémes. Parmi ceux-ci, la reconnais-
sance de formes manuscrites (symboles, lettres, mots, etc.) constitue un maillon central
délicat & aborder. Mais la richesse de sa problématique le rend aussi particuliérement
intéressant pour la reconnaissance de formes en général.

Dans ce paragraphe, nous présentons dans un premier temps le contexte de la recon-
naissance de formes manuscrites dans le cadre du traitement automatique de documents
papiers ainsi que dans celui de la saisie avec un stylet. Nous décrivons alors plus pré-
cisément ’ensemble des problémes associés et montrons comment ceux-ci peuvent se
retrouver dans les problémes de reconnaissance de formes en général.

1.1.1 La lecture automatique de documents papiers

Méme si actuellement un effort important est fait pour que le numérique soit de
plus en plus utilisé comme support de 'information graphique, le papier est loin d’avoir
« dit son dernier mot ». Il reste un média trés accessible, peu cher et donc trés em-
ployé. De plus, il existe une quantité trés importante d’ouvrages et de documents qui
sont conservés dans de nombreux endroits tels que les administrations ou les centres
culturels. De par le format méme du « papier », le stockage, la conservation et 1’accés
a ces documents sont généralement cotiteux et difficiles. Mettre ceux-ci sous une forme
numérique représente alors une solution avantageuse.

La numérisation est une premiére étape dans ce sens mais elle n’est pas suffisante.
Il faut aussi pouvoir indexer les documents afin de faciliter 'accés et la recherche de
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ceux-ci [12]. Pour cela, le contenu (et notamment le contenu textuel) doit étre au moins
partiellement accessible sous un format directement exploitable par le systéme informa-
tique. La numeérisation est alors couplée & une phase de reconnaissance hors-ligne des
caractéres qui travaille directement & partir d’une image du document (cf. figure 1.1).
Lorsque le document d’origine est imprimé, le mécanisme de reconnaissance est ap-
pelé OCR (Optical Character Recognition). S’il est manuscrit, la dénomination est ICR
(Intelligent Character Recognition).

Document manuscrit

/ \ L \4 @ . <?CA>4[> . ’i “
\ Emm —1 S L7 LT e
- /[— Reconnaissance

Homme

Tnslalalalslstelslal — . Trai
I= I Numérisation raitements

hors-ligne
Document imprimé

Fi1G. 1.1 — Traitement d’un document « papier » par numérisation et reconnaissance.

Il existe a I'heure actuelle un certain nombre d’OCR qui fonctionnent de facon
tout a fait satisfaisante sur les documents imprimés (pour peu que les conditions de
numeérisation soient correctes). Mais le traitement des documents manuscrits tels que
les documents d’archives, les feuilles de soins, les notes manuscrites, pose toujours des
problémes, bien que les ICR soient de plus en plus courantes.! Cette difficulté lice a
la modalité elle-méme est encore accrue par les problémes résultants de la qualité du
support. En effet, lors de la phase de numérisation, le grain du papier, la présence
de quadrillage, de taches ou encore la dégradation liée a I’dge, ajoutent & 'image des
informations inutiles et souvent génantes, complexifiant le traitement automatique du
document [40, 42].

1.1.2 L’écriture électronique orientée stylet

Parallelement au traitement automatique de documents papiers, la prise en compte
de la modalité écrite par les systémes informatiques s’est aussi développée au travers de
nouveaux modes d’interaction.

Traditionnellement, les ordinateurs ne proposent a l'utilisateur que le clavier et la
souris comme seuls outils de communication. Hors ceux-ci ne sont pas toujours faciles
& maitriser et ils sont trés mal adaptés pour certaines taches. D’'une maniére générale,
ils sont difficilement utilisables dans le cadre de la prise de notes, telle que nous la

1. Pour des exemples d’'ICR, le lecteur peut se référer a:
http://www.recogniform.com /icr.htm
http://www.readsoft.com /icr.shtml
http://www.haifa.il.ibm.com /projects/image/ocr/icr.html
http://www.recoscript.com/english /src-main.htm
http://www.abbyy.co.uk/products/kofax.htm
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pratiquons quotidiennement. Plus particuliérement, la saisie rapide de texte nécessite
une bonne maitrise du clavier et donc un apprentissage qui est en général assez long et
fastidieux. De plus, pour la saisie de formes graphiques, la souris est trés mal adaptée,
introduisant notamment des imprécisions dans les gestes. Les éditeurs proposent alors
une assistance par des systémes de menus permettant de sélectionner les formes & tracer.
Mais ce mode de fonctionnement reste peu intuitif et fatiguant & I'usage. Il suffit pour
s’en convaincre de considérer les problémes liés & la saisie de formules mathématiques
par exemple. Enfin, le clavier et la souris sont encombrants et donc inadéquats pour un
usage sur les systémes nomades tels que les assistants de poches ou encore les téléphones
portables.

Pour faire face & ces difficultés, des interfaces stylet grand public commencent & voir
le jour. Celles-ci peuvent se décliner sous différentes formes, mais toutes reposent sur
I'utilisation d’un outil semblable au stylo et d’un support assimilable & la traditionnelle
feuille de papier. Sans étre nécessairement exhaustif, voici les formes d’interaction stylet
les plus courantes:

— le stylet est un stylo ordinaire mais muni d’'une caméra qui envoie les images
acquises au systéme chargé d’exploiter I'information. Dans ce cas, le support reste
la feuille de papier. Cette derniére peut posséder un quadrillage spécial qui permet
de repérer la position du stylo de facon absolue? ;

— une tablette (voir un écran) tactile enregistre les mouvements de la pointe d’un
stylet a sa surface (Wacom3, Palm Pilot, Pocket PC, Smart Phone, etc.)

— une tablette (voir un écran) posséde un capteur non tactile capable de repérer la

position d’un stylet adapté. Le plus souvent, les capteurs sont électromagnétiques
(Tablette PC).

Dans ces modes d’interaction, l'information initiale correspondant au geste de 'uti-
lisateur est acquise au moyen de capteurs et transformée sous un format numérique que
peut utiliser le systéme informatique. La tendance actuelle consiste & s’orienter vers la
génération d’une encre électronique?. Cette encre est composée des informations sur le
tracé qui a été effectué sur le support (papier ou tablette). Il s’agit au minimum de la
séquence des points acquis & intervalles de temps réguliers (fréquence d’échantillonnage)
par les capteurs de la tablette ou du stylo. Ces points, représentés par leur position spa-
tiale (coordonnées en x et en y dans le repére associé au support), sont ordonnés dans
le temps. Ce signal contient donc la dynamique du tracé. Il est qualifié de en-ligne.

En fonction du type d’interface, I’encre électronique peut aussi contenir des infor-
mations supplémentaires telles que la pression du stylet sur la tablette, son orientation
en trois dimensions (notamment pour voir si le stylet est penché et dans quel sens),

2. Le systéme Anoto (cf. http://www.anoto.com) en est un exemple. Il est intégré dans le
pack Logitech io (cf. http://www.logitech.com) qui utilise le cahier spécial Fasybook d’Ozford (cf.
http://www.cahiers-oxford.com)

3. http://www.wacom.com

4. Le lecteur peut se référer aux travaux du W3C sur ce sujet : http://www.w3.org/TR/inkreqs/
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la couleur de I’encre courante, etc. Cette encre électronique peut étre conservée telle
qu’elle. Un certain nombre d’opérations d’édition élémentaires sont alors possible telle
que la sélection, le déplacement, la suppression, etc. Cependant, pour que des traite-
ments plus avancés comme l'insertion des données dans un traitement de textes ou une
base de données soient possibles, les symboles doivent étre identifiés par un systéme de
reconnaissance en-ligne (cf. figure 1.2).

1.1.3 Problématique de la reconnaissance de formes manuscrites

Qu’il s’agisse de reconnaissance en-ligne ou hors-ligne de formes manuscrites, la pro-
blématique associée est particulierement riche et complexe.

Tout d’abord, il existe une grande variété de problémes & traiter en fonction des
différents contextes applicatifs. Les besoins vont de la reconnaissance de chiffres a la
reconnaissance de mots en passant par la reconnaissance de lettres, symboles, figures
géométriques, gestes d’éditions, etc. Méme si la complexité de ces différents problémes
est variable, celle-ci reste bien souvent trés importante.

Ainsi, le nombre de classes de formes & reconnaitre varie selon le probléme de une
dizaine pour les chiffres & plusieurs dizaines de milliers pour le chinois, rendant la mo-
délisation d’autant plus délicate.

De plus, les formes sont trés variables. Cette variabilité est essentiellement de deux
ordres: intra-scripteur et inter-scripteur. La variabilité intra-scripteur résulte de 'im-
précision méme du geste graphique et de 'incapacité pour une personne de reproduire
4 lidentique une méme forme. Elle peut aussi étre une conséquence de ’évolution de
I’écriture du scripteur au cours du temps, ou encore du contexte de saisie. Les formes
tracées seront en effet différentes selon que le support posséde ou non des repéres gra-
phiques (grilles, lignes, etc.), que la saisie est faite de facon isolée ou non (lettres seules,
en début, milieu ou fin de mot par exemple) ou encore que l'environnement direct du
scripteur est plus ou moins propice a 'action méme (bureau Vs. métro). La figure 1.3
présente un exemple de variabilité intra-scripteur pour la lettre ’a’.

La variabilité inter-scripteur est quant & elle liée aux différents styles d’écriture que
chacun d’entre nous développe de fagon personnelle et qui font qu’il existe différents
allographes® pour un méme type de forme (cf. figure 1.4).

5. Un allographe est une représentation concréte de la forme, du caractére.
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SNONS

Fic. 1.3 — Exemple de variabilité intra-scripteur pour la lettre ’o’.

SNASOYS N Y

Fi1G. 1.4 — Exemple de variabilité inter-scripteur pour la lettre ’a’.

Un autre facteur de complexité résulte de la présence de bruit dans le signal cor-
respondant aux formes & reconnaitre. Ce bruit est un ensemble d’artefacts directement
liés & la modalité écrite et aux médias utilisés. Ainsi, pour la reconnaissance hors-ligne,
nous avons déja évoqué le fait que la mauvaise qualité du support était préjudiciable
pour la lecture automatique du document. Mais le bruit peut aussi venir du capteur
optique, s’il est de médiocre qualité ou partiellement défectueux. Dans le cas de la sai-
sie en-ligne, les capteurs représentent aussi une part importante de la détérioration du
signal, que ce soit & cause d’effets de parallaxes liés & ’écran tactile ou & 'inconfort de
la surface de contact. Des « maladresses » de 'utilisateur peuvent aussi introduire dans
le signal des données supplémentaires qui perturbent les systémes de reconnaissance.
Il peut s’agir par exemple de posés et levés de crayons inutiles, de traits doublés, etc.
Méme si certains prétraitements comme le filtrage permettent de limiter son impact,
la présence de bruit est rarement négligeable dans tout signal et c’est donc un point
important que les systémes de reconnaissance doivent prendre en compte.

Outre cette complexité relative au probléme de reconnaissance en lui-méme, le cadre
applicatif impose aussi certaines contraintes qui rendent les traitements encore plus dif-
ficiles. La premiére est certainement la nécessité d’obtenir de bonnes performances. La
notion de « bonnes » performances varie évidemment d’un probléme & ’autre et en fonc-
tion du contexte d’utilisation mais la recherche des meilleurs taux de reconnaissance est
systématiquement considérée comme un objectif de premiére importance. Ce point re-
vét une importance toute particuliére lorsque le systéme de reconnaissance constitue un
maillon fort d’une chaine de traitement et que le bon fonctionnement de ’ensemble dé-
pend de ses performances. C’est aussi le cas lorsque le confort de 'utilisateur en dépend
directement, comme par exemple pour la saisie de texte sur des assistants personnels
ou des téléphones portables.
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En dehors des performances brutes, il est aussi fréquent de devoir imposer une cer-
taine fiabilité au systéme de reconnaissance pour qu’il soit exploitable dans des condi-
tions réelles [65]. Dans le cas de traitement automatique de cheques [178] ou d’adresses
postales [65] par exemple, la fiabilité sera méme au moins aussi importante que les
capacités de reconnaissance en elles-mémes. En effet, il cotitera moins cher de ne pas
traiter un document parce que le classifieur « pense » qu’il risque de se tromper, plu-
tot que de commettre une erreur et de traiter un chéque avec un mauvais montant ou

N

encore d’envoyer une lettre & une mauvaise destination. En dehors de ce « refus de
classement » lié & une ambiguité, la fiabilité d’un systéme peut aussi étre accrue en
prenant la décision de rejeter explicitement certaines formes identifiées comme incor-
rectes parce qu’elles sont trop dégradées ou n’appartiennent « visiblement » pas aux
classes de l'espace de sortie. Par exemple, dans une application traitant des formules
mathématiques, trois classifieurs peuvent collaborer : un pour reconnaitre les chiffres, un
autre pour les lettres et un dernier pour les symboles mathématiques. Si tous utilisent
la méme entrée ou bien §'ils sont organisés en série (du plus simple au plus complexe
par exemple), chaque classifieur doit pouvoir rejeter les formes qui lui parviennent et
qui ne correspondent pas & celles pour lesquelles il a été concu.

Une autre contrainte liée au cadre applicatif concerne les possibilités d’embarque-
ment du systéme. De plus en plus, les applications informatiques tendent & étre intégrées
sur des machines de poche dont les ressources sont limitées. Les systémes concus doivent
donc étre compacts et peu gourmands en mémoire et processeur. Ces contraintes de
cotits restent valables malgré la croissance des puissances de calcul, les progres de la
miniaturisation et 'amélioration des techniques de classification, puisque parallélement,
les recherches s’orientent vers le traitement de problémes de plus en plus difficiles et vers
leur intégration dans des systémes nomades peu chers et donc avec de faibles ressources.

Enfin, il ne faut pas oublier que dans la plupart des applications, le contexte d’uti-
lisation est amené & évoluer. Ainsi, au fil du temps, les spécificités de ’écriture d’un
méme scripteur peuvent changer. Une méme application peut aussi étre utilisée par de
nouveaux scripteurs dont les styles n’étaient pas prévus au départ. Une autre forme
d’évolution découle de ’ajout ou de la modification de certaines fonctionnalités qui
peuvent remettre en cause tout ou partie du systéme. Tous ces changements imposent
de pouvoir maintenir et adapter les modules de reconnaissance.

Ce sont I'ensemble de ces problémes qui font de la reconnaissance de symboles ma-
nuscrits un domaine de recherche complexe encore aujourd’hui.

1.1.4 Discussion

L’ensemble des difficultés présentées ci-dessus dans le cadre de la reconnaissance de
formes manuscrites ne sont pas entiérement spécifiques a ce probléme. Méme si elles
ne transparaissent pas toujours de la méme maniére ni avec la méme force, elles sont
au contraire assez générales et se retrouvent dans de nombreux autres problémes de
classification et de reconnaissance de formes.
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Ainsi, les problémes de variabilités sont aussi présents de facon presque identique
dans la problématique de la reconnaissance de la parole par exemple. D’une facon plus
générale, le fait d’avoir plusieurs représentations possible pour une méme classe (va-
riabilité inter-scripteur en manuscrit) se retrouve dans de nombreux domaines tels que
la botanique ou il existe différentes variétés d’une méme plante ne différant que par
certains critéres (couleur, longueur des feuilles, etc.). Il en sera de méme en zoologie,
mais aussi pour des problémes de diagnostique et de décision ou plusieurs hypothéses
peuvent aboutir & la méme conclusion, pour l'indexation d’images, etc. En fait, tout
dépend du niveau de description auquel on se situe mais dans la plupart des problémes
non triviaux, les classes peuvent étre représentées par différentes modalités. On parlera
de classes multimodales. En dehors de cette premiére forme de variabilité, la variabilité
intra-scripteur peut aussi étre généralisée par ce que l'on appellera la variabilité intra-
classe®. Celle-ci est notamment liée & I’évolution des conditions d’acquisition des formes.
Il peut s’agir des conditions climatiques dans le cas de capteurs optiques extérieurs, de
I’évolution d’une forme au cours du temps, de la précision et du réglage des capteurs.

D’une fagon similaire, les problémes de bruits se retrouveront dans la plupart des
applications ot la forme présentée au systéme est issue d’un capteur et plus généralement
d’un ensemble de mesures, que celles-ci soient faites automatiquement ou non.

Enfin, 'ensemble des autres difficultés (contraintes de fiabilité, d’embarquement et
d’adaptation) sont, comme nous I'avons déja souligné, essentiellement liées aux cadres
applicatifs. Deés lors qu'une exploitation dans des conditions réelles d’utilisation est en-
visagée, ceux-ci peuvent intervenir & différents degrés. Il nous semble donc important
de ne pas les négliger.

A travers ce point de vue, on se rend compte qu’en cherchant & élaborer une approche
qui permette de répondre & la problématique générale de la reconnaissance de formes
manuscrites, celle-ci ne devient pas nécessairement spécifique & ce probléme. Par la
mise en ceuvre de processus de modélisation et de décision adaptés, elle doit au contraire
pouvoir étre plus générique et étre capable d’appréhender un grand nombre de problémes
de reconnaissance de formes différents et ce dans plusieurs contextes d’utilisation. C’est
un des objectifs du travail présenté ici.

1.2 Notions élémentaires sur la reconnaissance de formes

Dans la partie précédente, nous avons vu que pour pouvoir traiter la modalité écrite,
les systémes informatiques avaient besoin d’'un module de reconnaissance capable de
retrouver 'identité associée & un tracé manuscrit, que celui-ci soit représenté par une
image dans le cas de traitements hors-ligne ou bien par un signal issu d’un stylet et
d’une tablette pour le traitement en-ligne. Dans cette partie, les principes généraux
liés a la reconnaissance de formes sont décrits de facon formelle. Cette présentation

6. La variabilité inter-classe dénote quant a elle ce qui permet de distinguer les classes. Plus elle sera
grande et plus il est facile (en théorie en tout cas) de discriminer les classes. Lors du choix d’un espace
pour représenter les formes, on cherchera a4 maximiser cette variabilité.
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s’appuie de temps & autre sur le cadre applicatif lié au manuscrit & la fois pour illustrer
les concepts mais aussi pour mettre en avant un certain nombre d’écueils. Cependant,
cela ne constitue pas une restriction a ce cadre d’utilisation.

1.2.1 Formalisation de la fonction de classification

Un classifieur peut étre vu comme une fonction de décision f qui associe a une entrée
e décrite dans un espace F une sortie s d’un espace S':

f:E—S (1.1)
Vee E,3s€ S f(e)=s '

Les entrées du systéme représentent les formes & reconnaitre et les sorties les classes
ou catégories auxquelles elles appartiennent. En reconnaissance de formes manuscrites
par exemple, une entrée sera représentée par un tracé effectué par ’lhomme. Le role du
classifieur consiste & identifier celle-ci afin de retrouver la classe a laquelle elle appartient
parmi celles de ’espace de sortie. Cela revient & déterminer dans ’espace des formes les
régions associées a chaque catégorie de S. Ces régions sont appelées régions de décision
et la frontiére entre deux catégories, est appelée frontiére de décision.

Pour faire cette identification, le classifieur utilise la fonction de décision f pour
confronter ’entrée a une modélisation M du probléme. Pour marquer le lien entre la
modélisation et la fonction de décision nous noterons cette derniére fp; par la suite.
Cette notation souligne le fait que pour nous il existe bien deux entités distinctes (fonc-
tion de décision et modélisation), méme si en pratique elles ne sont pas toujours sé-
parables. Cette distinction facilitera la suite des explications. La figure 1.5 illustre le
schéma fonctionnel d’un tel classifieur.

ee 1 fu —»seS

Fi1G. 1.5 — Schéma fonctionnel général d’un classifieur fas.

On distingue trois étapes dans la mise en ceuvre d’un systéme de reconnaissance.
La premiére étape correspond & la conception du classifieur, c¢’est-a-dire a 1’élaboration
de la modélisation M et & son association avec la fonction de décision f. Cette étape
peut étre faite par un expert ou par un apprentissage automatique a partir d’un en-
semble de données du probléme appelé ensemble ou base d’apprentissage. C’est la phase
d’apprentissage.

La deuxiéme étape consiste a évaluer les performances du systéme a partir d’un
ensemble de données, la base de test, pour déterminer ses capacités de généralisation.
Elle est couramment appelée phase de généralisation.
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Finalement, si le systéme est intégré dans un cadre applicatif réel, il rentre dans sa
phase d’ezploitation.

Dans les paragraphes suivants, nous décrivons plus précisément chacune des trois
entités caractérisant le systéme de classification: les entrées, les sorties et la modélisa-
tion.

1.2.2 Espace de représentation des entrées

D’une fagon générale, ’entrée d’un classifieur est une forme qui correspond & une
observation de ’environnement extérieur au systéme. Elle est acquise au moyen d’un
capteur et présentée au systéme sous la forme d’un signal (temporel ou statique). Par
exemple, en reconnaissance de formes manuscrites, le systéme informatique dans lequel
est inclus le classifieur est en relation avec I'extérieur par le biais de la modalité écrite.
Les informations, issues de la main de I’homme, sont donc transmises au systéme par
un capteur, soit tactile (tablette et stylet) soit optique (OCR/ICR). Une fois le signal
acquis, celui-ci peut étre présenté au classifieur tel quel (signal brut) ou bien subir
un ensemble de modifications, allant de simples prétraitements jusqu’a l'extraction de
caractéristiques complexes (cf. figure 1.6).

i entrées :
i possibles i

— ' | Classifieur
Prétraitements —> i

. filtrage : : YAy — sortie
Signal o ¢ i i <1©|>
brut rééchantillonnage, : ' A

transformations, Eth‘a,Ct'IOfl de E :
caractéristiques ' !

F1G. 1.6 — De la forme a entrée du classifieur : le choix d’un espace de représentation.

Dans le cas ot 'entrée du systéme est le signal en lui-méme, ’espace de représen-
tation E dépend directement du capteur. Il peut s’agir d’'une matrice de pixels, d’une
séquence de points ordonnée dans le temps, etc. Ce mode de fonctionnement peut poser
plusieurs problémes. Il impose notamment de pouvoir traiter des signaux dans lesquels
la quantité d’information utile peut varier (en fonction de la taille de la forme, de la du-
rée de 'acquisition, de la précision du capteur). C’est pourquoi le signal brut subit tres
souvent une série de prétraitements. L’objectif de ceux-ci est d’obtenir une description
de la forme qui soit la plus stable possible, c’est-a-dire qu’entre différentes acquisitions
d’un méme type de forme, les signaux obtenus doivent étre les plus semblables pos-
sible. Ces prétraitements sont de natures diverses et variées et dépendent fortement
du cadre applicatif. Il peut s’agir de segmentation, de rééchantillonnage, d’élimination
d’informations redondantes voir inutiles (bruit), de transformations géométriques (pour
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obtenir une invariance par rapport aux rotations, translations) etc. Ce type d’approche
a ’avantage de réduire au minimum les prétraitements, ce qui peut étre important dans
un systéme ot le facteur temps est important. Cependant, la quantité de données a trai-
ter pour une forme peut vite devenir trés importante (matrice de pixels par exemple)
et dans celle-ci, I'information utile pour l'identification des classes n’est pas toujours
directement accessible. C’est donc le classifieur qui doit compenser cette faiblesse. [135]
est un exemple de systéme fonctionnant sur ce mode de représentation.

Une seconde possibilité, trés souvent utilisée en pratique bien que nécessitant des
traitements supplémentaires, consiste & extraire du signal un certain nombre de ca-
ractéristiques, ou attributs, décrivant la forme. Celles-ci sont trés souvent numériques
(quantité de pixels noirs, centre de gravité, position de points remarquables, etc.) mais
peuvent aussi dans certains cas étre symboliques. L’objectif est d’obtenir une descrip-
tion & la fois réduite et la plus pertinente possible, c’est-a-dire contenant le maximum
d’informations pour pouvoir différencier les classes, et donc faciliter le travail du clas-
sifieur. A ce niveau, une sélection et une hiérarchisation des caractéristiques peut étre
faite, soit automatiquement, soit a priori afin de n’employer que les plus pertinentes
dans un contexte donné. D’autres connaissances a priori peuvent aussi étre introduites
telles que la maniére de mettre en relation différentes parties de la forme pour représen-
ter une information importante (position relative de deux courbes, position d’une lettre
par rapport a la ligne de base, etc.). On parlera dans ce dernier cas de caractéristiques
de haut niveau.

On notera que, quel que soit ’espace de représentation des formes, il s’agit d’'un
des points clés de tout systéme de reconnaissance puisque d’une certaine fagon il repré-
sente la « matiére premiére ». Si 'information qu’elle contient est insuffisante ou trop
variable pour un méme type de forme, le classifieur ne pourra en aucun cas fonctionner
correctement.

Dans la suite, nous ne considérerons que le cas le plus général sur le mode de repré-
sentation d’une entrée e, a savoir qu’elle est décrite par un vecteur [e!,...,e¥,...,e"]T
dans un espace de représentation F a n dimensions (n étant fixe). Pour des raisons de
simplicité, nous noterons ce vecteur de la méme fagon que la forme a laquelle il cor-
respond (e). Chaque dimension k représente une caractéristique particuliére, prenant
elle méme ses valeurs dans son propre espace de définition. Dans notre cas, ces valeurs
sont supposées numériques, ce qui est le le plus fréquent dés lors que le systéme est en
relation avec I’environnement extérieur par le biais de capteurs.

De plus, nous ne nous intéressons pas directement au probléme de 'extraction de

ces caractéristiques. Il s’agit en effet, d'un domaine de recherche a part entiére [83, 133].

1.2.3 Espace de sortie

Les classes de S correspondent a l'identité des formes par rapport au probléme de
classification considéré. Elles sont représentées par leurs étiquettes (ou labels) {wy, ...,
ws}. Les classes sont généralement connues a priori par expertise du probléme. Par
exemple, pour la reconnaissance de chiffres manuscrits, les 10 classes sont représentées



Notions élémentaires sur la reconnaissance de formes 29

par les étiquettes suivantes: {0’ 1’2"/ 3" /4'/5' /6" 78 9}. Cependant, il arrive
que cet espace de sortie ne soit pas initialement connu. Il devra alors étre déterminé
automatiquement par apprentissage (cf. paragraphe 1.2.4.4).

Lors de la formalisation du classifieur (cf. équation (1.1)), nous avons dit que le
résultat de la fonction de décision était une classe s € S. En pratique, la sortie peut
prendre différentes formes, en fonction de 'information supplémentaire qu’elle apporte
en plus de la classification. Quatre types de sorties sont généralement distingués:

— le type classe: les classifieurs fournissent en sortie une seule classe s: celle qu’ils

jugent la plus adaptée a l'entrée présentée (c’est le cas précédemment utilisé) ;

— le type ensemble: ce type de sortie est sans doute moins fréquent car plus difficile-
ment exploitable. Il fournit comme résultat, un ensemble de classes, sans aucune
indication sur leur priorité par rapport & la fonction de classification ;

— le type rang: il s’agit d’une extension du type ensemble o1, cette fois-ci, un ordre
de préférence est donné pour toutes les classes ou pour une partie d’entre elles ;

— le type mesure: 1a encore, il s’agit d’une extension du précédent type puisque les
classes ne sont plus simplement ordonnées mais que cet ordre est quantifié par
une mesure (mesure de confiance, score, probabilité, etc.).

Dans la suite, nous considérons le cas général ou la sortie s d'un classifieur fys est
un vecteur [sy,...,Ss,...,Ss| ou chaque élément ss est un indicateur sur I’adéquation
de la forme présentée en entrée par rapport a la classe wg € S. Selon le cas, ce vecteur
peut étre booléen (type classe et ensemble) ou numeérique (type rang et mesure).

1.2.4 Modélisation et apprentissage automatique a partir de données :
une vision centrée sur les connaissances

Une des principales difficultés en reconnaissance de formes est de choisir et de conce-
voir la fonction de décision f et la modélisation M sur laquelle elle repose.

Parfois, des connaissances a priori sur le probléme de classification sont disponibles,
suite & des expertises. Elles peuvent alors permettre de choisir le type de classifieur (et
donc de modélisation) le plus adapté a la situation. Ces connaissances peuvent aussi
apporter au concepteur du systéme des informations précises sur la configuration du
reconnaisseur. Il arrive méme qu’elles soient suffisantes pour que I’élaboration de la mo-
délisation et de la fonction de décision puisse se faire entiérement de fagon « manuelle »,
aboutissant ainsi & une conception a priori, le plus souvent dédiée au probléme.

Cependant, la plupart du temps, trés peu de connaissances directement exploitables
sont disponibles pour I’élaboration du systéme. Seul un ensemble d’observations a pu
étre recueilli. Ces données sont souvent difficiles et complexes a analyser pour en extraire
les informations nécessaires a 1’élaboration du systéme. Des mécanismes spécifiques
doivent alors étre mis en ceuvre pour en extraire automatiquement les connaissances
qui serviront & 1’élaboration du modéle.

Dans les paragraphes suivants, nous abordons les principes liés & 1’élaboration du
classifieur et & la modélisation du probléme. Ceux-ci sont présentés en se basant sur une
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vision personnelle relative a la notion de connaissances dans un systéme de reconnais-
sance. Il s’agit en effet pour nous d’un point clé & 'origine de notre démarche.

1.2.4.1 Une vision des connaissances dans un systéme de reconnaissance de
formes

Dans notre étude, la notion de connaissances est abordée d’une maniére un peu par-
ticuliére par rapport a 1'usage courant qui en est fait en informatique. Ce terme étant
largement utilisé dans la suite de I’exposé, il convient ici d’en donner une définition
précise.

Le terme connaissance fait partie de notre vocabulaire courant. Sa définition n’en
reste pas moins trés générale, laissant de nombreuses possibilités d’interprétation. On
trouve par exemple dans le dictionnaire” la définition suivante relative a la connaissance
dans le domaine de 1’éducation, c’est-a-dire selon le sens le plus courant :

Définition 1 (Connaissances en éducation) Ensemble des notions et des principes
qu’une personne acquiert par l’étude, 'observation ou l’expérience et qu’elle peut inté-
grer o des habiletés. |

On notera que dans cette définition la connaissance s’acquiert et qu’elle peut s’inté-
grer a des habiletés, c’est-a-dire étre utile pour ’accomplissement de taches particuliéres.
Ce sont 1a des notions fondamentales sur 'origine et la fonction des connaissances qui
se retrouvent dans I'usage informatique du terme. Ainsi, toujours dans le méme diction-
naire, la définition appliquée a l'informatique et plus particulierement au domaine de
I'intelligence artificielle est la suivante:

Définition 2 (Connaissances en intelligence artificielle) Ensemble de faits, évé-
nements, régles d’inférence et heuristiques permettant o un programme de fonctionner
intelligemment.
Note(s) :

On distingue traditionnellement, en intelligence artificielle, la connaissance et le rai-
sonnement. Bien que cette distinction ne soit certainement pas si nette dans le cerveau
humain, la séparation a €té trés fructueuse pour la mise en cuvre de programmes « in-
telligents ». Les questions liées a la connaissance sont celles de son acquisition (appren-
tissage), de sa représentation et de son utilisation (raisonnement). |

Cette définition fait écho a la précédente puisque les mémes notions liées & 1’acqui-
sition et & la fonction des connaissances se retrouvent. Un autre point important est
aussi soulevé : celui de leur représentation. Celui-ci résulte directement de la volonté de
doter le systéme informatique de capacités permettant de manipuler ces connaissances

7. Définition récupérée a partir du Grand Dictionnaire Terminologique :
http://www.granddictionnaire.com.
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c’est-a-dire de « raisonner ». Il faut donc trouver un formalisme adapté & la machine.
Le choix de ce mode de représentation n’est pas anodin. C’est en effet lui qui sert de
« passerelle » entre 'environnement extérieur, c’est-a-dire 1'utilisateur, et celui du sys-
téme. Si les connaissances manipulées et extraites par le systéme informatique doivent
représenter des concepts eux-mémes utilisés par l'utilisateur, alors elles doivent étre
interprétables et compréhensibles par lui.

C’est par exemple le cas en extraction de connaissances a partir de données (ECD)
[56, 57, 58] ou, & partir d’'une masse de données et d’informations & 'origine inexploi-
tables, le systéme de traitement doit extraire un ensemble de connaissances informantes
pour l'utilisateur. Ainsi, dans [56], les auteurs associent les connaissances aux motifs
qui sont déduits & partir des données et a leur intérét :

« we can consider a pattern to be knowledge if it exceeds some interestin-
gness threshold, [. .. | knowledge in this definition is purely user oriented and
domain specific and is determined by whatever functions and thresholds the
user chooses. »

Les motifs sont eux-mémes définis de la maniére suivante:

« pattern is an expression in some language describing a subset of the data
or a model applicable to the subset. Hence in our usage here, extracting a
pattern also designates fitting a model to data; finding structure from data;
or, in general, making any high-level description of a set of data. »

Dans cette définition, les notions précédentes sur I'acquisition, la représentation et
le role des connaissances se retrouvent a nouveau. Cependant, celles-ci sont enrichies de
deux maniéres. L’acquisition est ici connectée & la recherche de motifs qui sont intime-
ment liés & la description des données. De plus, ces motifs, ou connaissances, deviennent
dépendants de leur usage, c’est-a-dire de l'intérét qu’ils représentent par rapport a ce
que l'utilisateur souhaite en faire.

A travers toutes ces définitions, il transparait que la notion de connaissances, et
notamment son extraction et sa représentation, sont intimement dépendantes de son
usage et du type d’utilisateurs potentiels. Dans le cadre spécifique de la reconnaissance
de formes, les connaissances sont avant tout destinées au classifieur en lui-méme. C’est
lui qui les intégre dans son architecture afin de pouvoir effectuer sa tache de recon-
naissance. Les connaissances ne se situent donc pas au méme niveau qu’en ECD. Nous
essayons ici d’en donner une définition pour ce contexte particulier. L’objectif de cette
définition est avant tout d’éclairer le lecteur sur ce qui est réellement sous entendu dans
ce manuscrit lorsque ce terme est utilisé sans autres précisions.

Définition 3 (Connaissances dans un classifieur) Ensemble des éléments du sys-
teme de reconnaissance sur lesquels repose la modélisation, qui sont soit issus de connais-
sances a priori injectées par un expert, soit issus d’'une extraction automatique o partir
de données et qui permettent a la fonction de décision d’identifier les formes du pro-
bléme. O



32 Principes généraux de la reconnaissance de formes

Dans cette définition, les connaissances peuvent étre de simples paramétres, des
exemples de formes réelles ou fictives, des éléments structurels des formes, etc. Ainsi,
dans un classifieur neuronal de type perceptron par exemple (cf. paragraphe 1.3.3), les
connaissances manipulées par le systéme correspondent essentiellement a ’ensemble des
poids reliant les neurones des différentes couches. L’ensemble de ces connaissances, inté-
grées dans la structure connexionniste, permettent de remplir 'objectif de classification
en déterminant des frontiéres de décision. Dans un classifieur neuronal de fonctions
a base radiales (cf. paragraphe 1.3.5), les connaissances correspondront aux zones de
Pespace de représentation décrites par ces fonctions (forme et position des fonctions).

Cette définition se limite donc volontairement aux connaissances que 1’on pourrait
qualifier d’élémentaires car ce sont elles qui vont nous intéresser plus particuliérement.
Cependant, il est bien entendu que d’autres types de connaissances peuvent étre distin-
guées, selon le niveau de description auquel on se place. On pourrait par exemple parler
de connaissances structurantes permettant d’organiser les connaissances élémentaires
(de méme nature ou bien de natures différentes). Au plus haut niveau, le classifieur,
c’est-a-dire la fonction de décision fjr, pourrait aussi étre considéré comme une connais-
sance mais destinée cette fois & un utilisateur extérieur (humain ou non). Mais dans ce
manuscrit, le terme de connaissance dans un classifieur renverra systématiquement & la
notion de connaissances élémentaires.

L’intérét de considérer un systéme de reconnaissance comme étant un ensemble
de connaissances est qu’il devient nécessaire de s’interroger sur la nature, le role, la
représentation et I'organisation de celles-ci par rapport aux objectifs que le systéme
doit remplir. Ce sont en effet ces éléments qui conférent au classifieur ses propriétés
et qui peuvent le rendre apte ou au contraire inadapté pour la résolution de certains
problémes. 11 s’agit donc d’un fil conducteur important pour 1’élaboration d’une nouvelle
approche de reconnaissance, comme c’est le cas dans cette étude.

Cette terminologie trouve aussi tout son intérét deés que ’homme est amené & ma-
nipuler ces connaissances. Nous avons déja cité plus haut le cas typique de 'ECD ou
un utilisateur exploite le systéme pour améliorer sa compréhension d’un phénomeéne.
Mais il faut aussi considérer le cas du concepteur du classifieur qui peut étre amené a le
maintenir, I’adapter ou 'optimiser. L’interprétabilité du systéme devient alors un point
important. Nous y reviendrons au paragraphe 1.2.4.4.

1.2.4.2 Modélisation implicite des classes par des fonctions discriminantes
et modélisation explicite des classes par des prototypes

En général, deux types de modélisation peuvent étre distingués selon leur objectif:
la modélisation par description implicite des classes qui opére par des fonctions discri-
minantes (modélisation discriminante) et la modélisation par description explicite des
classes au moyen de prototypes (modélisation explicite). Dans la premiére, le but est
de partitionner 1’espace de représentation des formes en recherchant les frontiéres dis-
criminantes permettant de séparer les classes (cf. figure 1.7 (a)). Les classes sont donc
comparées les unes aux autres afin de rechercher ce qui les différencie et & s’appuyer
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dessus pour déterminer des frontiéres séparatrices définies par des fonctions discrimi-
nantes. Dans ce cas, la modélisation M correspond & I’ensemble de ces fonctions et leurs
parameétres représentent les connaissances élémentaires du classifieur.

Dans la modélisation explicite, ’objectif n’est pas de trouver les frontiéres séparant
les classes mais plutot de décrire ces derniéres en recherchant des prototypes (aussi ap-
pelés modeles ou encore patrons) les caractérisant dans ’espace de représentation (cf.
figure 1.7 (b)). Ce sont ces prototypes qui constituent les connaissances du systéme.
Cette modélisation est souvent utilisée pour mesurer la similarité entre une forme en
entrée et les différentes classes modélisées. Elle est aussi utile pour obtenir une descrip-
tion explicite et compréhensible de la structure des classes.® Cependant, elle peut aussi
servir comme connaissance élémentaire pour effectuer une modélisation discriminante
des classes. Il suffit pour cela de mettre en concurrence les modeéles de chaque classe par
le biais d’une fonction de décision.

Fia. 1.7 — Deux types de modélisation : description implicite des classes par fonctions
discriminantes (a) et description explicite des classes par prototypes (b).

Bien que la modélisation discriminante soit la plus souvent utilisée en reconnaissance
de formes, ces deux modes de représentation posseédent des propriétés trés spécifiques qui
s’avérent fort utiles dans le processus de reconnaissance. Nous verrons quelques exemples
un peu plus loin dans ce chapitre (cf. paragraphe 1.2.5.2) et plus particuliérement dans
le chapitre 3.

1.2.4.3 Architecture et structuration des connaissances dans un classifieur

Selon les approches, les connaissances élémentaires constituant la modélisation M
peuvent étre mises en relation de différentes maniéres, entre elles et par rapport a la
fonction de décision. La modélisation est donc plus ou moins structurée.

Lorsqu’elle existe, la structuration se fait notamment selon deux axes. La structu-
ration horizontale consiste & utiliser des connaissances de méme nature, mais sur des

8. Cela ne signifie pas que toute modélisation explicite est compréhensible.
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parties différentes du probléme. Ainsi, la description de la structure sous-jacente aux
classes en déterminant des sous-classes est un exemple de structuration horizontale.
Chaque sous-classe représente un ensemble de propriétés communes & la classe et se
situe au méme niveau de description que les autres. Les classes décrites de cette facon
sont appelées classes multimodales.

La structuration verticale se traduit quant a elle par une une forme de dépendance
entre les connaissances, imposant un ordre sur leur utilisation et donc une forme de hié-
rarchisation sur différents niveaux. Cette dépendance peut résulter par exemple d’une
description sur différents niveaux de détails comme dans une modélisation multi-échelle,
ou encore pour une description structurelle hiérarchique de formes (une voiture posséde
des roues qui possédent elles-mémes une jante sur laquelle sont fixés des boulons. .. ).
Dans ce schéma, une fonction discriminante représente aussi une structuration verticale
des connaissances puisque ces derniéres (les parameétres de la fonction) sont dépendantes
les unes des autres pour la réalisation de la discrimination.

Ces principes liés & la structuration des connaissances élémentaires entre elles sont
aussi valables pour la structuration d’ensemble de connaissances structurées. Ainsi,
I'utilisation d’un ensemble de fonctions discriminantes pour modéliser un probléme a
plusieurs classes est un autre exemple de structuration horizontale. Par extension, les
systémes de reconnaissance reposant sur 1'utilisation de multiples classifieurs reposent
eux aussi sur ces principes de structuration mais & une plus grande échelle. Nous abor-
derons ce sujet dans la deuxiéme partie du chapitre 2 (cf. paragraphe 2.2).

Dans tous les cas, cette structuration, communément appelée architecture du clas-
sifieur, est un aspect fondamental de toute approche de reconnaissance. En effet, elle
permet de conférer au systéme des propriétés importantes. Ce sont les points sur lesquels
nous allons particuliérement insister tout au long de ce document.

1.2.4.4 Apprentissage automatique d’un classifieur

Le mécanisme d’apprentissage a pour objectif d’extraire d’une base d’apprentissage
I’ensemble des connaissances nécessaires a la modélisation du probléme et a les struc-
turer si besoin est. Les données {e; / j =1,..., N} de la base sont elles-mémes, suivant
les auteurs et les contextes, appelées observations, échantillons, individus ou encore
exemples. Quand elles ont été expertisées au préalable pour leur attribuer I'étiquette
d’une des classes du probléme, cette information peut étre utilisée lors de 'apprentissage
qui est alors qualifié de supervisé (ou avec professeur). Chaque individu e; est décrit dans

1 k n (n+1)7 o (n+1) p ] < 122
E x S par [ej, RPN RN N |* ou e; € S représente la classe de e; considérée

comme exacte (méme s'il peut arriver qu'il y ait des failles dans le processus d’expertise

visant & attribuer ces étiquettes). Dans le cas d’'un apprentissage non supervisé (sans
(n+1)

professeur), l'information e; n’est pas disponible a priori et 'apprentissage consiste

a identifier une structure dans les données en regroupant celles qui possédent des pro-
priétés similaires. Ce type de modélisation s’effectue par des algorithmes de classification

non supervisée (cf. annexe B).
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L’induction est un processus d’apprentissage dérivé du mode de pensée de I’homme.
Il repose sur le principe de la généralisation, et vise & établir une loi générale (connais-
sance complexe) & partir d’un ensemble d’observations (connaissances simples). Cette
démarche est typiquement celle utilisée en sciences physiques ou les scientifiques en-
treprennent une série d’expérimentations pour récupérer des observations (mesures)
et pour pouvoir ensuite établir une loi générale ou encore un modéle, plus ou moins
complexe. En classification et en reconnaissance de formes, I'induction est donc un mé-
canisme qui permet d’établir un ensemble de régles de classification générales & partir
d’une base d’exemples.

Une des limites de I'induction et des méthodes d’apprentissage & partir de données
réside en général dans leur principe méme : comme la modélisation est établie & partir
d’un ensemble d’observations, celles-ci doivent étre suffisamment représentatives pour
que les capacités de généralisation du modeéle soient efficaces. C’est pourquoi en recon-
naissance de formes, la composition de la base d’apprentissage constitue souvent un
frein pour I’élaboration des classifieurs, parce que les classes sont représentées de fagon
hétérogéne ou encore parce que des données sont mal étiquetées. Aussi, le mécanisme
d’apprentissage doit étre capable d’extraire les connaissances les plus pertinentes, tout
en éliminant celles qui ne résultent que de la composition particuliére de la base et qui
ne refléetent pas la réalité. Si la modélisation s’appuie trop sur les « détails » de la base
d’apprentissage, le classifieur deviendra trop spécialisé et n’aura pas de bonnes capacités
de généralisation. Ce phénomeéne est appelé sur-apprentissage. Il peut étre limité dans
certaines approches en utilisant pendant 1’apprentissage une base de validation dédiée
a I’évaluation des capacités de généralisation du classifieur.

Un autre inconvénient de I'apprentissage a partir d’exemples résulte de ’acquisition
de nouvelles observations qui peuvent remettre en cause la modélisation préalablement
établie. Il est alors particuliérement important que la modélisation puisse étre adaptée
et modifiée pour prendre en compte la variation de son contexte d’utilisation. Sinon,
un nouvel apprentissage complet du systéme doit étre effectué, sans nécessairement de
garanties sur le résultat.

1.2.4.5 Interprétabilité de la modélisation

Meéme si le role premier d'un classifieur est 'identification de formes (ou d’une fagon
plus générale d’un objet, d’une situation) la compréhension du modeéle et des connais-
sances qui le constituent se révéle souvent utile, voire nécessaire. Le diagnostique mé-
dical en est un exemple puisqu’au-deld de l'identification de la pathologie, le médecin
souhaite aussi savoir quels sont les facteurs & 'origine de celle-ci et a quels degrés ils
interviennent. Ces éléments sont indispensables d’une part pour vérifier '’hypothése du
systéme de reconnaissance et d’autre part pour pouvoir soigner plus efficacement la
maladie. D’une fagon générale, un classifieur est considéré comme « opaque » lorsque sa
modélisation n’est pas interprétable et que la fagon dont il est parvenu a se résultat ne
peut étre expliquée a posteriori. On parle aussi de « boite noire ». Dans le cas contraire,
il est qualifié de « transparent ».
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D’une facon plus précise, nous relevons au moins deux niveaux d’interprétabilité
selon le point de vue adopté. Dans le cas usuel, I'interprétabilité de la modélisation est
considérée du point de vue de l'utilisateur. Cela correspond & I'exemple précédent et plus
généralement au cadre de I’ECD dans lequel on souhaite que le systéme puisse apporter
des informations a 'utilisateur sur le domaine étudié. Les constituants du modéle, leurs
relations ainsi que leur réle doivent alors étre clairement identifiables et posséder une
signification précise par rapport au probléme tel que ’homme le percoit. Le systéme
manipule donc les mémes concepts que ’'utilisateur dans un formalisme compréhensible
par ce dernier.

En plus de cette définition classique, nous introduisons ici un deuxiéme niveau d’in-
terprétabilité correspondant au point de vue du concepteur du systéme de reconnais-
sance. Dans ce cas de figure, ’expert du systéme n’est pas toujours un expert du domaine
comme le serait I'utilisateur. De plus, il existe bien souvent une certaine forme d’abstrac-
tion du probléme initial par la description des données dans l’espace de représentation
E. Tl est alors difficile de pouvoir aboutir & une modélisation entiérement interprétable
au sens ol nous ’avons décrite ci-dessus. En revanche, la modélisation du systéme de
reconnaissance peut étre suffisamment explicite pour que la nature, la fonction ainsi
que le comportement de ses différents constituants puissent étre compréhensibles par
le concepteur dans le cadre du processus de reconnaissance. L’intérét est alors évident.
Si le concepteur du systéme est capable d’identifier les différentes briques, la maniére
dont elles se comportent ainsi que leurs interactions, il lui devient possible d’identi-
fier plus aisément les éventuels problémes afin d’essayer de les résoudre. De méme, si
le systéme nécessite des propriétés précises et un comportement particulier liés a son
contexte d’utilisation (ce qui est souvent le cas en pratique), il devient plus facile de
les obtenir en modifiant la modélisation et en y injectant de nouvelles connaissances de
fagon supervisée. C’est donc tout un ensemble d’optimisations guidées par un expert
(le concepteur) qui deviennent possibles. On peut illustrer ce principe par I’exemple du
mécanicien travaillant sur une voiture de course. En fonction du comportement de la
voiture sur un circuit donné, des piéces spécifiques seront changées par d’autres, plus
adaptées, et un ensemble de réglages seront effectués de fagon a s’adapter au mieux
aux conditions de courses. Bien entendu, cela n’est possible que si le mécanicien mai-
trise I’ensemble des éléments de la voiture, ce qui passe par une connaissance et une
compréhension de ceux-ci.

Pour que ce niveau d’interprétabilité puisse étre atteint, il est essentiel que l’ar-
chitecture repose sur une modélisation structurée, en s’appuyant notamment sur 'un
et/ou lautre des axes horizontaux et verticaux. Cette structuration doit notamment
permettre d’introduire une certaine modularité dans ’architecture ainsi que différents
niveaux de descriptions qui faciliteront la compréhension et le traitement, notamment
pour des problémes complexes. De plus, si les connaissances du modéle sont directe-
ment connectées aux propriétés des formes telles qu’elles transparaissent dans l'espace
de représentation F, la modélisation gagne encore en interprétabilité car elle conserve
un lien explicite avec le référentiel initial (E). Cela rejoint la notion de motif définie
dans [56] dans le cadre de 'ECD (cf. paragraphe 1.2.4.1). Par exemple, dans un espace
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de représentation numérique, ce type de modélisation s’appuiera sur les agencements
« naturels » des formes dans E (forme et position des nuages de points), c’est-a-dire sur
des zones de connaissances explicites. Elle est notamment opposée aux modélisations
décrivant des régions de E sans rapport direct avec les zones de connaissances explicites,
ainsi qu’a celles reposant sur un niveau d’abstraction supplémentaire par rapport a FE
comme dans les systémes type « boites noires ».

1.2.5 Fiabilité et notions de rejet

Comme nous l'avons déja mentionné, dans le cadre de la reconnaissance de sym-
boles manuscrits et plus généralement pour la reconnaissance de formes, la fiabilité des
réponses du systéme est souvent un élément primordial dés que ce dernier est inté-
gré dans une chaine de traitement compléte comme par exemple en combinaison de
classifieurs [81, 9, 20, 169].

Cette fiabilité du reconnaisseur passe par la mise en ceuvre de mécanismes permet-
tant de détecter des formes susceptibles de provoquer une erreur de classification. Ces
mécanismes se traduisent par I'ajout de nouveaux types de décisions a l’espace de sor-
tie qui sont employées par le reconnaisseur lorsque celui-ci est incapable d’attribuer &
I’entrée une étiquette de S suffisamment pertinente. Deux cas de figure principaux sont
a Porigine d’une telle situation :

— la fonction de décision considére que plusieurs classes de 'espace de sortie peuvent
étre attribuées de maniére & peu prés identique & une méme entrée. Plutdt que
de lui assigner une étiquette de fagon arbitraire parmi celles qui sont possibles, le
reconnaisseur exprime son incertitude et son incapacité a traiter ce cas en prenant
la décision de ne pas classer la forme. Celle-ci devra étre traitée soit par un autre
module dédié & la résolution de tels conflits, soit directement par un acteur humain.
Nous appelons ce cas de figure le refus de classement et on lui associe la décision
WRamb POUT signifier que c’est une ambiguité qui est & lorigine de cette décision ;°

— aucune classe de S ne correspond a la forme en entrée. Il peut s’agir d’une forme
d’un type différent de celui pour lequel le classifieur a été congu (une lettre pour
un reconnaisseur de chiffres par exemple) ou encore d’une forme du bon type mais
trop dégradée pour pouvoir étre identifiée. Lorsqu’il se trouve dans cette situation,
qualifiée de rejet de forme inconnue ou encore de rejet de distance, le classifieur
prend une décision spécifique notée wgg;si-

Dans beaucoup d’approches de classification ces deux notions sont regroupées sous
le terme général de rejet [154] qui est alors associé a une seule classe wg générale. Cela
s’explique soit parce qu’un seul des deux cas est traité, soit parce que d’un point de
vue applicatif la distinction entre les deux n’est pas primordiale. Cependant, dans la
suite, nous distinguons systématiquement ces deux notions parce qu’elles reposent sur
des concepts fondamentalement différents. Le refus de classement traduit une certaine

9. On trouve aussi parfois le terme de rejet d’ambiguité ou encore de rejet de confusion pour parler
de cette situation. Cependant, le terme de rejet est en général associé au deuxiéme cas de figure, le
rejet de forme inconnue. C’est pour éviter toute ambiguité que nous employons le terme de refus de
classement.
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forme de défaillance du classifieur : il refuse de classer une forme parce qu’il est incapable
de l'identifier alors qu’il devrait pouvoir le faire. Au contraire, le rejet de distance
correspond & un comportement parfaitement voulu: la capacité du systéme a identifier
les éléments perturbateurs (bruit). La conséquence directe de cette distinction est que
leur mise en ceuvre nécessite des traitements spécifiques pour chacun d’eux. De plus,
si le systéme est inclus dans une chaine de traitement, ces deux décisions devront étre
traitées spécifiquement par des modules différents. Enfin, en les considérant séparément,
on récupére des informations différentes sur le fonctionnement du systéme qui peuvent
s’avérer trés utiles en vue d’optimisations et d’adaptations futures.

1.2.5.1 Le refus de classement

D’un point de vue fonctionnel, le refus de classement peut étre vu comme une fonc-
tion de décision fpr,. Celle-ci utilise comme entrée la sortie de fjs et donne une réponse
dans S U {wramb}, O wrams représente la décision associée au refus de classement (cf.
figure 1.8).

ec k fu
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Fi1a. 1.8 — Schéma fonctionnel d’un systéeme de classification gérant le refus de classe-
ment.

Pour que fr, puisse opérer convenablement, il faut que la sortie du classifieur initial
soit suffisamment informante. Autrement dit, un systéme avec une sortie de type classe
sera insuffisant ici pour pouvoir gérer le refus de classement. Le plus souvent, le systéme
far est défini de fagon & produire une sortie de type mesure. Le refus de classement
peut alors étre implémenté de différentes maniéres. Généralement, il est réalisé par la
détermination d’un ou plusieurs seuils relatifs aux deux sorties (les deux classes) les
plus activées par fas [20, 81, 73].

1.2.5.2 Rejet de distance

Pour qu’un reconnaisseur puisse gérer le rejet de distance, il faut qu’il puisse dé-
terminer si une forme ne correspond & aucune des classes de S. Ces formes inconnues
seront considérées comme appartenant & une classe fictive nommeée wj,.. Ce probléme
peut étre abordé de deux fagons: soit en s’appuyant sur une modélisation discriminante,
soit en considérant au contraire une modélisation explicite par prototypes. Un exemple
illustratif de ces deux principes est donné par la figure 1.9. Les formes appartenant aux
classes wq, wo et wine sont localisées explicitement dans 'espace de représentation et
la zone de rejet de distance déterminée par le systéme de reconnaissance est hachurée
(décision wrgist)-
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F1G. 1.9 — Représentation de deux modes de gestion du rejet de distance : approche par
modélisation discriminante (a) et approche par modélisation explicite par prototypes (b).

Modélisation du rejet de distance par une frontiére discriminante:
L’approche discriminante consiste & déterminer une fonction de décision fry modélisant
une frontiére discriminante entre les formes de S et les autres formes que le systéme peut
étre amené a rencontrer (et qu’il doit donc rejeter). Il peut s’agir comme nous ’avons
déja dit de formes n’appartenant pas & S ou bien de formes trop dégradées, déformées.
La modélisation s’effectue généralement & partir d’une base dite de rejet (ou de rebut)
dont les échantillons sont étiquetés comme appartenant a wjy..

Pour élaborer la modélisation Rd, deux possibilités sont envisageables. Soit celle-
ci est déterminée complétement indépendamment de M, soit elle y est directement
intégrée. Dans le premier cas (envisagé par exemple dans [20]), un classifieur spécialisé
effectue une modélisation discriminante fry entre la classe wiy. et la classe wg qui
regroupe ’ensemble des classes de S. Du point de vue fonctionnel, si une entrée e n’est
pas rejetée (la décision est wg), elle est présentée en entrée du systéme fps pour étre
classée (cf. figure 1.10).

ec E frd S T Wrist > S = Wrdis
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F1G. 1.10 — Schéma fonctionnel d’un systéme de classification gérant le rejet de distance
par un classifieur spécialisé.

Dans le deuxiéme cas, le rejet de distance est directement intégré dans le processus de
modélisation de M. Pour bien signifier la différence, celui-ci est noté Md (cf. figure 1.11).
Cette derniére solution rend en général le processus d’apprentissage plus complexe et
plus difficile & maitriser, d’autant plus que le type de modélisation utilisé pour construire
la modélisation M n’est pas forcément adapté pour la modélisation du rejet de distance.

L’inconvénient de cette vision discriminante du rejet de distance est que sa fiabilité
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F1G. 1.11 — Schéma fonctionnel d’un systéme de classification gérant le rejet de distance
de facon intégrée.

dépend presque entiérement de la pertinence de la base de rebut. Celle-ci doit étre suf-
fisamment représentative des formes a rejeter ce qui n’est pas aisé dans le cas de formes
dégradées ou mal segmentées. De plus, il est souvent difficile de prévoir & ’avance tous
les types de formes & rejeter. Cette méthode peut donc s’avérer génante dans le cas
d’une évolution du systéme ou de ’environnement d’utilisation. La figure 1.12 illustre
un exemple ot une forme e, présentée au systéme, n’est pas rejetée et donc classée,
alors qu’elle ne correspond vraisemblablement & aucune classe de S (a). Cette forme est
en revanche bien rejetée si le rejet de distance est géré en utilisant une modélisation
explicite des classes (b). C’est ce que nous décrivons dans le paragraphe suivant.

Fi1G. 1.12 — Forme e devant étre rejetée et provoquant une erreur si le rejet de distance
est modélisé de fagon discriminante (a), mais bien gérée par le rejet reposant sur une
description des classes par prototypes (b).

Modélisation du rejet de distance en s’appuyant sur une description explicite
des classes:

Cette approche utilise une modélisation explicite des classes pour rejeter toute forme ne
correspondant pas a cette description. Ce mécanisme peut étre rapproché des méthodes
plus générales consistant a élaborer des mesures de confiance (ou de pertinence) d’une
forme par rapport au modele M du classifieur [154, 173, 65]. La vision est cependant
légérement différente puisque la mesure de confiance n’est pas déterminée directement
par rapport au probléme de reconnaissance en lui-méme (et notamment par rapport a
la description des classes) mais par rapport au modeéle du classifieur (quel que soit sont
type) et & ses capacités de reconnaissance. Les deux points de vue convergent cependant
si I'on considére la finalité de fiabilité du mécanisme de décision.
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L’idée ici consiste & localiser et & décrire les zones de connaissances correspondant
aux classes de S dans l'espace de représentation. Ces zones représentent d’une cer-
taine facon les « valeurs » typiques que peuvent prendre les échantillons des différentes
classes. La description de classes multimodales, telle que nous ’avons évoquée dans le
paragraphe 1.2.4.3, est donc un exemple de modélisation possible pour ce probléme.
Une fois la modélisation Rd établie, une fonction de décision permettant de comparer
une forme en entrée & celle-ci doit étre choisie. Il peut s’agir d’une distance adéquate,
d’une mesure de similarité, de ressemblance, etc. Si une forme ne correspond & aucune
des classes, elle est rejetée. Ce type de décision peut étre fait en déterminant des seuils
qui peuvent éventuellement étre appris a partir d’une base de rebut.

L’avantage de cette méthode est qu’elle ne modélise que I'information nécessaire pour
le rejet, en s’appuyant sur des connaissances supposées stables. On remarquera en effet
qu’une description trop fine des classes peut devenir préjudiciable, entrainant un rejet
important. Un autre intérét de cette approche est que la modélisation M du classifieur
peut lui-méme tirer avantage de cette modélisation. C’est ce que nous montrerons par
la suite dans les chapitre 3 et 4. La conséquence directe de ce dernier point est que le
schéma fonctionnel dans cette approche peut étre vu de deux facons différentes : soit frg
effectue sa propre description explicite des classes, indépendamment des connaissances
utilisées par M (idem figure 1.10), soit M intégre déja les connaissances descriptives
nécessaires & frg qui les utilise directement pour prendre sa décision (cf. figure 1.13).

eeE_____ | fm |—»s€eS
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F1G. 1.13 — Schéma fonctionnel d’un systéme de classification gérant le rejet de distance
en s’appuyant sur la modélisation du classifieur principal.

1.2.6 Evaluation des performances d’un classifieur

Nous décrivons dans ce paragraphe les critéres les plus souvent employés pour évaluer
la performance des systémes de reconnaissance en phase de généralisation. L’objectif est
d’obtenir une estimation la plus fidéle possible du comportement du systéme dans des
conditions réelles d’utilisation. Pour cela, des critéres classiques comme les taux de
reconnaissance et taux d’erreurs sont presque systématiquement utilisés. Mais d’autres
critéres comme la fiabilité ou la complexité apportent aussi des informations utiles.

1.2.6.1 Taux de reconnaissance et taux d’erreurs

Les taux de reconnaissance et d’erreurs permettent d’évaluer la qualité du classifieur
far par rapport au probléme pour lequel il a été congu. Ces taux sont évalués grace a une
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base de test qui contient des formes décrites dans le méme espace de représentation E
que celles utilisées pour "apprentissage. Elles sont aussi étiquetées par leur classe réelle
d’appartenance afin de pouvoir vérifier les réponses du classifieur. Pour que I’estimation
du taux de reconnaissance soit la plus fiable possible, il est primordial que le reconnais-
seur n’ait jamais utilisé les échantillons de cette base pour faire son apprentissage (la
base de test ne doit avoir aucun individu en commun avec la base d’apprentissage et
les éventuelles bases de validation). De plus, cette base de test doit étre suffisamment
représentative du probléme de classification. '

En général, quand les échantillons étiquetés a disposition sont suffisamment nom-
breux, ils sont séparés en deux parties disjointes et en respectant les proportions par
classes de la base initiale. Une partie sert pour former la base d’apprentissage et ’autre
pour former la base de test (cf. figure 1.15 (a)). Le découpage le plus courant est de 2/3
pour l'apprentissage et le 1/3 restant pour la base de test. Les performances en terme
de taux de reconnaissance sont alors déterminées en présentant au classifieur chacun des
exemples e; de la base de test et en comparant la classe donnée en résultat far(e;) = s
a la vraie classe de e;, c’est-a-dire eg-nﬂ). En considérant que la base de test contient
N individus et que sur ceux-ci Neorrects SOnt biens classés par le systéme, le tauz de

reconnaissance est simplement défini par :

N, - 100
Treco = COTTEJC\I;S - (]_ 2)

Le taur d’erreur Tep, est défini & partir du nombre d’individus N, mal classés c’est-a-

dire les individus pour lesquels fas(ej) = s avec s # e§-n+1) :

N, - 100
Torr = % (1.3)

La répartition des exemples bien et mal classés est illustré sur la figure 1.14.

Base de test : N exemples

FiG. 1.14 — Répartition des exemples dans la base de test: cas général.

Il arrive aussi que le nombre total d’échantillons disponible soit insuffisant pour
pouvoir faire & la fois une base d’apprentissage et une base de test. De plus, méme si
les taux de reconnaissance et d’erreurs peuvent fournir une estimation des capacités de
généralisation du classifieur, ils ne permettent pas d’évaluer la stabilité de la méthode
d’apprentissage par rapport a des variations sur le contenu de la base d’apprentissage.

10. Dans [72], les auteurs donnent une méthode pour déterminer la taille d’une base de test statisti-
quement significative dans le contexte de la reconnaissance de caractéres et de formes.
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Le mécanisme de walidation croisée [175] permet de répondre aux deux problémes
précédents. Il consiste & diviser la base contenant ’ensemble des échantillons en k& sous-
bases b;, + = 1,...,k disjointes et de tailles équivalentes. Si chaque sous-base contient
la méme proportion d’échantillons de chaque classe que la base initiale, la validation
croisée est dite stratifie [96]. k étapes apprentissage/validation sont ensuite faites. A
I'étape 4, 'apprentissage est effectué¢ sur 'union des bases b;, 7 # ¢ et le test sur b;
(cf. figure 1.15 (b)). Le taux de reconnaissance est alors égal a la moyenne des taux
obtenus a chaque étape. La stabilité de la méthode d’apprentissage peut étre évaluée
en calculant I’écart type du taux de reconnaissance sur ces k étapes. Bien entendu, il
est aussi possible d’obtenir une meilleure estimation en répétant plusieurs validations
croisées et en prenant les résultats moyens.

A noter qu’il existe différentes formes de validation croisée [96]. Citons par exemple
le cas ou k = Ny, avec Ny le nombre total d’échantillons disponibles. Cette méthode
de validation est appelée le leave-one-out. C’est elle qui donne en général la meilleure
approximation du taux de reconnaissance réel du classifieur. Son inconvénient majeur
est qu’elle demande beaucoup de temps de calcul.

Base d’exemples initiale (V,,, exemples)

(b) Validation croisée

en k parties : Base d’apprentissage 1 Base de test b1

Base d’apprentissage 2 Base de test b2 Base d’app. 2

Base de test bk Base d’apprentissage k

Fia. 1.15 — Découpage d’une base d’exemples en fonction du protocole de test utilisé :
(a) découpage classique : (b) validation croisée en k-parties.

1.2.6.2 Rejet et fiabilité

Si le classifieur gére le refus de classement, le taur de refus de classement lié aux
ambiguités (Tremp) est défini en fonction du nombre d’échantillons Npgpmp de la base de
test pour lesquels la décision wramp est prise (cf. figure 1.16) :

N - 100
TRamb = RﬂWX)[ (14)

Si le classifieur gére en outre le rejet distance, plusieurs critéres sont a évaluer afin
de déterminer la validité du rejet et son impact sur la classification. Pour cela, la base
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Base de test : N exemples

Neorrects Nramb Ner

FiG. 1.16 — Répartition des exemples dans la base de test: avec refus de classement.

de test doit contenir une base de rebut (différente de celle éventuellement utilisée pour
la modélisation de Rd) composée de Np échantillons d’étiquette wjy,. (cf. figure 1.17).

Deux types d’erreurs de rejet sont généralement distinguées. Les erreurs de faux rejet
correspondent aux Ny, individus de S rejetés (décision wggist) parmi les Ng individus
étiquetés dans S (Ng + Np = N). Le tauz de faux rejet 7, correspondant est défini
par:

Ny, - 100
Ng
Les erreurs de fausses acceptations correspondent aux Ny, individus de wjy,. reconnus
comme appartenant & une classe de S alors qu’ils auraient da étre rejetés. Le tauz de

fausse acceptation Ty, correspondant est donné par:

Nya - 100
Ngr

(1.5)

Tir =

Tt = (1.6)
Le taux d’erreur total lié au rejet (de distance), Teqrgej, est la combinaison de ces deux

types d’erreurs:
Ny + Ngg) - 100
TerrRej — ( Ir Nfa) (17)

Les erreurs restantes sont indépendantes du rejet et liées a une confusion du classifieur
parmi les S classes de S. S'il y a Neprcony échantillons de ce type, le tauz d’erreur de
cOnfusion Terrconf est défini par:

NerrConf - 100
Ng

Il est aussi intéressant d’évaluer le taux de vrai rejet Tggjs¢ qui détermine D'apti-

tude du systéme & bien détecter les formes de type inconnu. Il est défini & partir de

Neorrectskebut qui est le nombre d’échantillons ayant 1’étiquette wj,. et pour lesquels la
décision prise par le classifieur est wgrgist. Traist vaut alors:

(1.8)

TerrConf =

Neorrects Rebut * 100 (19)

TRdist = Nr

En plus des critéres précédents, le critére de fiabilité 71;45 du classifieur est souvent
utilisé lorsque celui-ci implémente le rejet en général (refus de classement et/ou rejet
de distance). Il est défini comme étant le taux de reconnaissance sur les individus non
rejetés, soit :

Ncorrectsw 100
N — Nramb — NRaist

(1.10)

Tfiab =
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ol Neorrectsw €St le nombre d’échantillons bien classés appartenant a w;, (i =1,...,8),
Nraist = Nfr+ Neorrects Rebut €St le nombre d’échantillons pour lesquels le systeme prend
la décision wrgist €6 Nramb = Nrambo + NRambRrebut €t le nombre d’échantillons pour
lesquels le systéme prend la décision wgrgmep-

Base de test : N exemples

/\

Base d’exemples (®,...,0s) : Base de rebut () :
Ns exemples Ny exemples
]vmrredsm N, errConf N, Rambo N fr N, corresctsRebut N, RambRebut N fa
Décisions du classifieur : ; ; ORamb ORdist ORdist ORamb ;

Fia. 1.17 — Répartition des exemples dans la base de test en fonction des décisions du
classifieur : avec refus de classement et rejet de distance.

NOTE :

En fonction des cadres applicatifs, la terminologie et les critéres utilisés peuvent va-
rier. Ainsi, on trouve assez souvent les termes de vra: négatifs pour désigner Neorrects Rebut
de spécificité (specificity) pour Tggist, de vrai positifs pour Neoprectsw, de sensibilité (sen-
sitivity) pour (Neorrectsw - 100)/Ng), de fauz positifs pour Ny, et de fauz négatifs pour
Ny, [38].

On remarquera aussi le lien avec le cas général (cf. figure 1.14) qui peut s’établir
par: Neorrects = Neorrectsw + NeorrectsRebut €6 Nepr = errConf T Nfr + Nfa-

1.2.6.3 Autres critéres pour caractériser les systémes de reconnaissance

En dehors des critéres de performances et de fiabilité, d’autres éléments sont par-
fois a prendre en considération, notamment pour la mise au point et ’exploitation du
systeme. Il s’agit d’'une tiche complexe et de longue haleine. En effet, selon les ap-
proches de classification, il existe généralement un certain nombre de paramétres (liés
a l'architecture, a la fonction de décision, a la méthode d’apprentissage) a régler pour
obtenir des performances optimales. A moins de posséder des connaissances a priori
permettant de les obtenir directement ou de bénéficier des avantages d’une modélisa-
tion modulaire ou interprétable, il faut souvent procéder par des essais successifs, ce qui
est long et fastidieux. Pouvoir caractériser les capacités du processus d’apprentissage en
terme de complexité algorithmique ou de durée d’apprentissage est un élément qui revét
alors une importance certaine, bien qu’il faille la relativiser par rapport aux avancées
technologiques qui font sans cesse croitre les puissances de calcul.

Lors de I'exploitation du systéme dans des conditions réelles d’utilisation, d’autres
critéres peuvent aussi devenir trés importants. Ainsi, s’il existe des contraintes sur la
vitesse de traitement, comme par exemple pour des applications interagissant directe-
ment avec 'utilisateur, le temps de reconnaissance devient un critére important. Si ’on
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considére 'embarquement du systéme sur des machines aux ressources limitées (Tablette
PC, PDA voire smart phone), la taille mémoire du modéle ou d’une fagon plus générale
le nombre de paramétres nécessaires a la modélisation sont des critéres de compacité
importants & prendre en compte.

1.3 Différentes approches de reconnaissance

Dans ce paragraphe, nous passons en revue quelques exemples de systémes et de
méthodes de reconnaissance couramment utilisés. L’objectif n’est pas de décrire les
algorithmes eux-mémes (le lecteur intéressé pourra pour cela se référer a la littérature)
mais plutot d’énoncer leurs propriétés en fonction des éléments présentés précédemment
et notamment de ’architecture. Cela nous permettra de présenter et d’illustrer de facon
plus explicite les objectifs et les choix relatifs a notre approche de reconnaissance dans
le paragraphe suivant (cf. paragraphe 1.4). Les approches sont présentées dans un ordre
qui se veut « croissant » par rapport a la structuration et a l'interprétabilité de la
modélisation et donc des connaissances.

Nous nous sommes concentré ici sur les méthodes reposant sur un apprentissage su-
pervisé, permettant d’établir directement une relation entre '’espace des entrées et celui
des sorties. Les approches de classification non supervisée utilisées en reconnaissance
de formes sont généralement intégrées dans des architectures plus complexes telles que
celles mettant en ceuvre la compétition de modeéles de classes et la combinaison de clas-
sifieurs que nous décrivons dans le paragraphe 2.2. Ce sont des outils essentiels pour
extraire automatiquement une structure & partir des données et constituent une des
bases de notre approche. Nous y reviendrons donc plus en détails dans le chapitre 3.
Une présentation générale de ces algorithmes est aussi fournie dans 'annexe B.

1.3.1 Meéthodes probabilistes

Les méthodes probabilistes considérent le probléme de classification comme étant un
processus stochastique dont les probabilités décrivent le caractére aléatoire. L’objectif
de la modélisation est d’établir les probabilités a posteriori des classes, c’est-a-dire la
probabilité d’obtenir la classe w; sachant que la forme e a été observée en entrée du
systéme. Cette probabilité est déterminée a partir de la régle de Bayes:

ple|lw;) P(w;)

P(wjle) = )

: (1.11)

ol p(e|w;) est la densité de probabilité conditionnelle de e, P(w;) est la probabilité a
priori de la classe w; et p(e) est la densité de probabilité de e définie par:

C

ple) = plelwi) P(wi). (1.12)

=1

La difficulté de cette approche réside essentiellement dans la détermination des den-
sités p(e|wj). Celles-ci peuvent étre considérées comme étant définies par un ensemble de
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parametres {); 113 estimer a partir des échantillons de la base d’apprentissage. Il existe
plusieurs approches pour parvenir a l’estimation de ces parameétres. Les plus connues
sont la méthode Bayésienne et la méthode du maximum de vraisemblance. La différence
entre les deux est d’origine conceptuelle. La méthode du maximum de vraisemblance
considére {}; comme un ensemble de parametres fixes a estimer a partir des échantillons.
La méthode Bayésienne la considere comme une variable aléatoire dont la densité de
probabilité a posteriori est estimée & partir des données. Cette méthode est beaucoup
plus complexe mais fournit en général une meilleure estimation, notamment quand des
connaissances a priori fiables peuvent étre injectées dans la modélisation. Cependant, la
méthode du maximum de vraisemblance donne en pratique des résultats presque aussi
bons (cela est d’autant plus vrai que la base d’apprentissage est importante) avec une
complexité nettement moindre. Pour plus d’informations sur ces méthodes, le lecteur
peut se référer a [49].

La décision Bayésienne offre un cadre théorique et un formalisme solides et bien dé-
finis qui font toute sa réputation. Cependant, elle repose sur un ensemble de contraintes
et d’hypotheéses liées au cadre probabiliste qui, si elles s’avérent fausses, provoquent des
dysfonctionnements importants dans le systéme. De plus, 'abstraction mathématique
sur laquelle repose la modélisation n’est pas toujours facile & interpréter ni & manipuler,
d’autant plus que le nombre de classes et leurs interactions sont importants.

1.3.2 Les k plus proches voisins

L’approche par les k plus proches voisins (k-PPV) posséde au moins deux avan-
tages : elle est trés simple et elle ne nécessite pas d’apprentissage. La modélisation utili-
sée pour la classification est simplement la base d’apprentissage elle-méme qui constitue
I’ensemble des connaissances du systéme. Il n’y a donc pas d’architecture & proprement
parler. La regle de décision utilisée consiste & attribuer & une entrée e la classe représen-
tée majoritairement dans son voisinage. Ce voisinage est défini par les k plus proches
individus de e parmi ceux se trouvant dans la base d’apprentissage. Les seuls parameétres
a déterminer sont donc k ainsi que la métrique utilisée pour comparer les individus et
trouver les plus proches voisins.

Dans plusieurs cadres applicatifs, cette approche a montré des résultats intéressants.
Cependant, elle posséde plusieurs inconvénients. Son efficacité dépend directement de
la pertinence de la base d’apprentissage et notamment de sa densité dans les différentes
régions de 1’espace des données. La présence de bruit (données mal étiquetées) est aussi
fortement handicapante. Autre inconvénient, la base d’apprentissage entiére doit étre
stockée, ce qui nécessite en général une place mémoire importante. '? Enfin, la recherche
des plus proches voisins est cotiteuse et cela d’autant plus que la métrique '3 utilisée est
complexe.

11. 11 existe aussi des méthodes d’estimations non paramétriques par des noyaux, des histogrammes,
des fenétres (Parzen), etc.).

12. Des techniques de réduction de la base d’apprentissage sont donc souvent nécessaires.

13. Les distances les plus courantes sont reportées dans 'annexe A.
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1.3.3 Les réseaux de neurones de type perceptron

Les classifieurs de type réseaux de neurones viennent de recherches orthogonales
entre les sciences informatiques et la biologie. Plus précisément, ceux-ci ont été définis a
partir d’'un modeéle de neurone artificiel simulant le mode de fonctionnement du neurone
biologique [125]. Du point de vue de la classification, ils reposent sur une modélisation
discriminante. Un neurone permet de définir une fonction discriminante linéaire g dans
I'espace de représentation E des formes. Cette fonction réalise une combinaison linéaire
du vecteur de caractéristiques de la forme e présentée en entrée:

g(e) = w'e + wy, (1.13)

ol w est un vecteur de poids de la combinaison linéaire et wy est le biais. Ainsi, g(e) =0
définit un hyperplan permettant de séparer F en deux régions de décision. En détermi-
nant les bonnes valeurs de w et wy, celles-ci peuvent étre associées & deux classes pour
faire leur discrimination. Pour des problémes a S classes, S fonctions discriminantes
sont établies. L’extension & des réseaux de type perceptron multi-couches (PMC) [23]
permet d’obtenir des frontiéres de décision de complexité quelconques'. L’apprentis-
sage des poids, est généralement fait par des méthodes comme la rétro-propagation du
gradient de l'erreur.

Les PMC ont été trés largement utilisés en classification et en reconnaissance de
formes, notamment pour leur bonnes performances et leur simplicité. Ils possédent en
outre des propriétés intéressantes. Par exemple, ils offrent la possiblité de faire de ’ap-
prentissage « en-ligne », c’est-a-dire & chaque fois qu’une nouvelle donnée est dispo-
nible. En reconnaissance en-ligne de symboles manuscrits, cela peut permettre de faire
de ’adaptation au scripteur. En revanche, ils ont aussi leurs points faibles. Ainsi, ’algo-
rithme de rétro-propagation du gradient de I’erreur risque de converger vers un minimum
local, donnant une solution sous-optimale. La détermination de ’architecture et des pa-
ramétres du réseau est aussi un inconvénient majeur. En effet, avant d’entreprendre
I’apprentissage, il faut déterminer le nombre de couches cachées du classifieur ainsi que
le nombre de neurones de chacune de ces couches. Aussi, sans connaissances a priori,
il faut rechercher l’architecture optimale par essais successifs. Un autre inconvénient
majeur réside dans le manque d’interprétabilité et de modularité de sa modélisation.
Bien que celle-ci soit assez fortement structurée en couches, les liaisons inter-neurones
sont tellement complexes qu’il est difficile de déterminer le role et I'impact des différents
poids (connaissances) et neurones dans le résultat.

1.3.4 Les machines a vecteurs supports

Les machines & vecteurs supports (Support Vectors Machines (SVM)) [1, 166] sont
des techniques de classification assez récentes qui montrent de trés bonnes performances
dans de nombreux domaines. Elles reposent elles aussi sur une modélisation discrimi-
nante qui s’appuie sur la détermination de supports qui sont des formes remarquables de

14. Les PMC sont des approximateurs universels.
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la base d’apprentissage. Deux notions clés sont a la base de leur fonctionnement. La pre-
miére, qui rend les SVM trés efficaces en généralisation, repose sur le principe de marge
de classification. Dans le cas d’un probléme & deux classes linéairement séparables, la
discrimination optimale est obtenue par un hyperplan qui maximise sa distance (la
marge) avec les individus des deux classes les plus proches. Pour obtenir cette marge,
une SVM recherche les formes de la base d’apprentissage (les supports) qui sont les plus
proches de cet hyperplan, c’est-a-dire les plus difficiles a classer (cf. figure 1.18).

o
hyperplan o ]
séparateur (V)
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Fic. 1.18 — Marge et hyperplan séparateur obtenus par une SVM pour un probléme a
deuz classes wy et wq.

La deuxiéme notion importante est la possibilité d’obtenir des fonctions de décision
non linéaires. Pour cela, 1’'idée consiste & effectuer une transformation non linéaire ¢
de l'espace E dans un espace de plus grande dimension (éventuellement infinie) qui
permet de se ramener au cas linéaire. En pratique, pour éviter d’avoir a travailler direc-
tement dans un espace de taille éventuellement infinie, les SVM permettent de rester
dans I'espace courant F en utilisant des fonctions noyau K (e, supp;) définies a partir
des supports supp;. Ces noyaux peuvent étre de plusieurs formes (polynomes, fonc-
tions & base radiales, etc.) mais doivent satisfaire plusieurs critéres pour étre valides
(cf. [110, 34, 131]). Dans le cas de noyaux a base radiale, les SVM s’apparentent aux
réseaux de neurones de fonctions & base radiale présentés en 1.3.5. Cependant, la ma-
niére dont sont déterminés les supports produit une modélisation et un comportement
différents [43, 153] qui peut tourner & I’avantage des réseaux de neurones de fonctions a
base radiales [43| quand la taille de la base d’apprentissage devient importante. En effet,
les SVM s’appuyant sur les supports difficiles a classer (proches de la marge) produisent
des frontiéres de décision trés « découpées » et peuvent ainsi perdre de leur pouvoir de
généralisation.

D’une facon générale, les SVM ont aussi quelques inconvénients. Le principal réside
certainement dans la difficulté de choisir la fonction noyau la mieux adaptée au probléme
considéré. De plus, I'algorithme est a l'origine congu pour traiter des problémes a deux
classes. L’extension aux problémes multi-classes n’est pas encore clairement établie.
Bien souvent, pour des raisons calculatoires, la résolution s’effectue en se ramenant a
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des problémes de classification binaires par des techniques de type « une classe contre
les autres » ou « une classe contre une autre » [79, 124]. Un autre probléme réside
dans la difficulté de D'algorithme & travailler sur des bases d’apprentissage de taille
importante. Des méthodes pour diviser la base en sous-bases (chunking [166]) ou encore
des méthodes de prétraitements pour réduire le nombre d’échantillons [54]| doivent alors
étre utilisées. Enfin, comme la modélisation repose sur les formes les plus difficiles a
classer, le nombre de vecteurs supports et donc de parameétres nécessaires est souvent
trés important. Cet effet est encore accru lorsque des problémes & plusieurs classes
sont traités en les ramenant & des probléemes de classification a deux classes [79]. Cet
inconvénient ne fait qu’accroitre le manque d’interprétabilité de la modélisation lié a la
résolution du probléme dans un espace de trés grande dimension.

1.3.5 Les réseaux de neurones de fonctions a base radiale

Les réseaux de neurones de fonctions a base radiale (Radial Basis Function Net-
works : RBFN) [32, 128] s’appuient aussi sur la détermination de supports dans 'espace
de représentation E. Cependant, & la différence des SVM, ceux-ci peuvent aussi cor-
respondre & des formes fictives. Ils sont associés & une zone d’influence définie par une
fonction a base radiale. La fonction discriminante g d’'un RBFN & une sortie est définie
a partir de la distance de la forme en entrée & chacun des supports et de la combinaison
linéaire des fonctions & base radiale correspondantes :

Nn
gle) =wo + Y w; - p(d(e, supp;)), (1.14)
i=1
ou d(e, supp;) est la distance (au sens d’une métrique a définir) entre l'entrée e et le
support supp;, {wo, ..., wny} sont les poids de la combinaison, ¢ est la fonction a base
radiale.

L’apprentissage de ce type de modéle peut se faire en une ou deux étapes. Dans
le premier cas, une méthode de type gradient est utilisée pour ajuster I’ensemble des
parameétres en minimisant une fonction objectif basée sur un critére comme les moindres
carrés. Dans le deuxiéme cas, une premiére étape consiste & déterminer les parameétres
liés aux fonctions & base radiale (position des supports et zones d’influence associées).
Pour déterminer les centres, des méthodes de classification non supervisée sont souvent
utilisées. Les poids de la couche de sortie peuvent ensuite étre appris par différentes
méthodes comme la pseudo-inverse. Les RBFN posseédent alors plusieurs avantages par
rapport aux PMC. Tout d’abord, il est possible de déterminer I’architecture (nombre et
paramétres des fonctions a base radiale) indépendamment des paramétres de la combi-
naison linéaire. L’apprentissage des poids consiste alors a résoudre un probléme d’opti-
misation linéaire plus rapide que les méthodes & base de gradient et sans les problémes
de minima locaux.

Du point de vue de la modélisation, celle-ci est beaucoup plus structurée que celle
d’'un PMC ou d’une SVM en général. la modélisation repose sur une structuration
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verticale en deux couches bien distinctes. La premiére correspond aux fonctions a base
radiale qui permettent de localiser des zones de connaissances précises dans 1’espace de
représentation. Cette forme de modélisation produit ainsi une structuration horizontale
importante au niveau de cette couche. Elle permet en outre de déterminer si une forme
présentée en entrée est en adéquation avec cette partie du modele. Si ce n’est pas le
cas, c’est-a-dire si elle ne « tombe » dans aucune des zones d’influences associées aux
supports, elle peut étre rejetée (rejet de distance). Cette particularité a été exploitée
notamment en déterminant des facteurs ou degrés de confiance [154, 173, 65]. Enfin,
en prenant des précautions particuliéres sur la forme et la position des fonctions a
base radiale, il est possible d’aboutir & une modélisation relativement interprétable du
probléme en décrivant la structure sous-jacente aux données des différentes classes [15].

La deuxiéme couche réalise quand & elle une modélisation discriminante pour séparer
les classes en effectuant une combinaison linéaire de la couche précédente.

Méme s’il subsiste une forte interconnexion entre les différents éléments du réseau,
ce type d’architecture est beaucoup plus modulaire et compréhensible que les approches
précédentes. Les RBFN peuvent méme, sous certaines conditions, étre assimilés & des
systémes a base de régles floues [21, 87|, formalisme trés intéressant pour une repré-
sentation plus facilement manipulable et interprétable comme nous allons le voir dans
la partie suivante. Les inconvénients principaux des RBFN sont donc directement liés
aux choix des fonctions a base radiale et & leur pouvoir de description, aux limites des
techniques utilisées pour déterminer leurs parameétres et aux interactions importantes
de celles-ci au travers de la couche de poids en sortie.

1.3.6 Les systémes d’inférences floue

Les systémes & base de régles sont trés souvent utilisés en intelligence artificielle
notamment pour la mise en ceuvre de systémes experts. Mais ils sont aussi couramment
employés en reconnaissance et en classification, notamment quand le mécanisme de
décision doit étre interprétable pour l'utilisateur.

Une régle de décision en reconnaissance de formes se présente sous la forme d’une
formule en logique des propositions:

« SI'la forme e satisfait la condition Cond; ALORS la classe est w; ».

La prémisse de la régle correspond & une condition que doit satisfaire la forme pour
que la conclusion soit valide. Il s’agit d’une proposition logique qui peut étre simple ou
complexe et qui porte en général sur la valeur de certains attributs de la forme. Cette
prémisse est mise en relation avec la conclusion (une autre proposition logique) par une
implication. En définissant plusieurs de ces régles, il est possible de décrire les concepts
associés aux différentes classes. Des mécanismes de raisonnement comme la déduction
peuvent ensuite étre mis en ceuvre pour prendre des décisions.

Les systéemes d’inférence floue (SIF) étendent les principes des systémes & base de
régles classiques en modélisant les imperfections liées aux connaissances manipulées
grace aux outils de la théorie des sous-ensembles flous. Les mécanismes de raisonnement
résultants sont ainsi plus robustes et plus proches de la réalité (cf. paragraphe 2.1 pour
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plus de détails sur les principes de la logique floue et des SIF).

L’avantage des SIF est qu'ils représentent un formalisme pour la décision (et donc la
reconnaissance) qui est facilement interprétable et manipulable. Ils permettent donc de
traduire des relations simples ou complexes entre les connaissances et les classes. Méme
s'il est ainsi possible de produire une modélisation interprétable du probléme, cet as-
pect dépend avant tout de la facon dont sont extraites et organisées les connaissances.
Si ’on souhaite obtenir une certaine lisibilité tout en utilisant un apprentissage auto-
matique, les algorithmes utilisés doivent refléter les propriétés des formes dans ’espace
de représentation.

1.3.7 Les arbres de décision

Les arbres de décision |17, 97, 129, 150, 188] sont parmi les méthodes de classification
les plus anciennes et les plus intuitives. Leur modélisation repose sur une structuration
précise des connaissances sous la forme d’un graphe orienté (un arbre). Cette orga-
nisation les rend particuliérement simples a utiliser et & interpréter. C’est pourquoi
cette approche a connu un vif succés dans différents domaines comme la fouille de don-
nées [17, 38, 37] ou encore 'aide au diagnostic et les systémes d’expertise (médicale,
financiére, etc.) [129].

En reconnaissance de formes, la structure d’arbre peut étre élaborée manuellement
pour opérer une modélisation explicite voir structurelle des formes. Lorsqu’un apprentis-
sage automatique est effectué, les informations les plus pertinentes permettant de par-
titionner ’espace de représentation en régions de décision représentatives d’une classe
sont extraites de la base d’apprentissage. Le partitionnement final est obtenu en utili-
sant une stratégie de type « diviser pour régner » afin de ne pas considérer le probléme
de maniére « globale » mais au contraire pour le subdiviser en sous-problémes plus aisés
a traiter. Pour cela, des partitionnements récursifs de ’espace sont faits en déterminant
des conditions (tests) a satisfaire sur les différents attributs. Le choix des conditions
est fait en fonction de leur pouvoir de discrimination, ce qui permet de les organiser
hiérarchiquement, rendant ainsi le processus de décision plus fiable et plus robuste.

Une particularité de ce principe de modélisation est qu’il est possible de mettre « a
plat » la structure arborescente pour pouvoir travailler directement sur une base de
régles de décision. Ce formalisme est plus lisible et facile & manipuler que la structure
d’arbre en elle-méme.

Le principal inconvénient des arbres de décision réside dans leur difficulté & trai-
ter les données numériques. Dans ce cas, le mécanisme de partitionnement repose sur
des tests a partir de seuils sur les attributs. Ces seuils rendent la modélisation parti-
culiérement sensible au bruit et & la variabilité des formes en entrée. C’est pourquoi
ils sont plus souvent utilisés dans des domaines o ’espace de représentation est repré-
senté par des attributs symboliques. Cependant, I'introduction d’une représentation par
sous-ensembles flous a permis d’élaborer des arbres de décision flous, particuliérement
adaptés et plus efficaces pour traiter les données numériques et symboliques sujettes
aux imprécisions. Nous étudierons ceux-ci en détails dans la partie 3.4.
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1.4 Vers une approche générique pour une modélisation
explicite centrée sur les connaissances

Les approches de reconnaissance présentées dans le paragraphe précédent ont mon-
trées de bonnes performances pour un grand nombre d’applications. Cependant, leurs
aptitudes face a des problémes complexes comme celui de la reconnaissance de formes
manuscrites restent souvent limitées sur au moins un aspect. Il peut s’agir des per-
formances et/ou de la fiabilité qui restent insuffisantes, d’'un paramétrage du systéme
difficile & obtenir & cause du manque d’interprétabilité de la modélisation, des ressources
nécessaires (mémoire et processeur) trop importantes, etc. La conséquence générale est
que leur configuration (ou adaptation) & un contexte applicatif particulier s’avére sou-
vent difficile.

De nouvelles approches ont donc été développées afin de spécialiser les systémes exis-
tants en modifiant leur structure, en faisant collaborer plusieurs classifieurs ou encore en
élaborant des systémes complétement dédiés a un probléme de reconnaissance précis et
ce afin d’obtenir les propriétés souhaitées. Le systéme ResifCar [14], que nous décrivons
dans le paragraphe suivant, est un exemple particuliérement intéressant qui a été une
source d’inspiration importante pour notre approche. Ce systéme a été spécifiquement
con¢u pour la reconnaissance de lettres manuscrites de facon & pouvoir faire face a la
grande variabilité des caractéres. La modélisation sur laquelle il repose permet en outre
de faire évoluer le classifieur pour I’adapter a différents contextes d’utilisation. Ce sont 1a
deux atouts indéniables pour une approche de reconnaissance de formes. Cependant, le
systéme étant dédié, il est difficile de le réexploiter pour la résolution d’autres problémes.

La question qui nous intéresse alors est la suivante:

Est-il possible de concevoir une approche de reconnaissance suffisamment
ouverte pour pouvoir bénéficier a la fois de la généricité des méthodes repo-
sant sur une modélisation « abstraite » du probléme (PMC, RBEN, SVM,
etc.) tout en offrant des possibilités d’adaptation suffisantes aux différents
contextes d’utilisation pour parvenir & des propriétés proches de celles que
I’on obtiendrait avec une approche dédiée?

Dans cette thése, nous essayons d’apporter un début de réponse en proposant une
méthodologie de conception qui s’articule autour de ’extraction de connaissances, de
leur organisation sous la forme d’une modélisation fortement structurée ainsi que de leur
formalisation de la facon la plus compréhensible possible pour le concepteur du systéme.

Dans cette partie, nous décrivons dans un premier temps les principes et méca-
nismes qui font l'originalité et l'intérét de ResifCar et qui nous ont guidés dans nos
travaux. Nous donnons ensuite de facon explicite les objectifs de notre approche avant
de présenter les grandes lignes de celle-ci.
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1.4.1 Le systéme ResifCar

ResifCar est un classifieur dédié pour la reconnaissance en-ligne de caractéres latins
manuscrits. Il a été élaboré au cours de travaux précédents par Anquetil dans le cadre
de recherches sur la reconnaissance en-ligne de mots manuscrits [13, 16]|. Le systéme
mis au point repose sur une étude approfondie de la fagon dont les caractéres sont
tracés, aboutissant & une modélisation structurelle et explicite de ceux-ci. Les objectifs
étaient de concevoir un systéme de reconnaissance performant et capable d’appréhender
la grande variabilité des caractéres de facon & ce que l'utilisateur ne soit pas contraint
dans son style d’écriture.

D’un point de vue théorique, I’approche se fonde sur une modélisation dans laquelle
les connaissances sont structurées a la fois horizontalement et verticalement. Les classes
sont modélisées de facon explicite par des modéles eux-méme structurés hiérarchique-
ment sur plusieurs niveaux. Les niveaux supérieurs décrivent les propriétés fondamen-
tales des formes qui sont les plus stables et les plus robustes. Les niveaux inférieurs
opérent quant a eux une description plus fine d’éléments plus caractéristiques mais
aussi moins stables. Pour chacun des niveaux, les éléments de description sont représen-
tés par des prototypes extraits automatiquement & partir d’une base d’apprentissage et
formalisés par des sous-ensembles flous (cf. partie 2.1.1). Cela les rend robustes face a
la variabilité des formes et au bruit tout en leur conférant une bonne interprétabilité.
Le systéme peut ainsi étre plus facilement optimisé et adapté au contexte applicatif
par un expert et en fonction de son comportement en phase d’exploitation. Il est en
effet possible de rajouter/supprimer des modéles de classe et de modifier la forme et la
position des prototypes flous.

La fonction de décision associée & cette modélisation s’appuie sur la structuration
horizontale et verticale des connaissances. Les modéles de classes sont mis en compéti-
tion les uns avec les autres, niveaux par niveaux en utilisant le formalisme interprétable
des systémes d’inférence floue. Ce processus de décision hiérarchique permet de n’utili-
ser que les connaissances nécessaires, accélérant les traitements et limitant les effets de
bords.

En dehors de cet aspect théorique de l'approche, le caractére dédié de ResifCar
vient de la structure des modeéles qui est définie a priori en s’appuyant sur les proprié-
tés morphologiques des différents allographes des caractéres a reconnaitre. Les modéles
se présentent sous la forme d’une arborescence & trois niveaux correspondant a la hié-
rarchisation des connaissances des plus stables et pertinentes aux plus fines et sensibles
évoquée ci-dessus. C’est hiérarchisation issue de ’expertise de I’écriture manuscrite qui
permet de faire une discrimination robuste des caractéres. D’une facon plus précise,
chaque niveau du modéle caractérise un type de primitive correspondant & différents
éléments du tracé manuscrit (cf. figure 1.19):
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— traits descendants:
Le premier niveau modélise les traits descendants'® les plus significatifs des ca-
ractéres. Ceux-ci sont reconnus pour étre des éléments stables du tracés, de par
leur nombre, leur forme et leur position. Ils représentent donc la structure fonda-
mentale des caractéres.

— contexte morphologique:

Afin d’obtenir une modélisation plus précise, les contextes morphologiques associés
a chacun des traits descendants du niveau précédent sont ensuite caractérisés. Ces
primitives correspondent au trait descendant lui méme prolongé par une portion
du tracé avant et aprés. Cette portion est déterminée essentiellement & partir de
points d’ancrage visuel, tels que les points de rebroussement, les points multiples
(boucles par exemple), etc. Comme le montre la figure 1.19, pour un méme trait
descendant, plusieurs contextes morphologiques peuvent étre modélisés.

— zones de liaisons :

Le troisiéme niveau de modélisation décrit les zones du tracé correspondant aux
signes diacritiques (points sur les 'i’ et ’j’, barre du ’t’, etc.) et aux zones de
liaisons entre les contextes morphologiques des traits descendants. Ces derniéres
peuvent étre des liaisons inter-caractéres ou intra-caractéres. L’ensemble de ces
primitives peuvent s’avérer trés discriminantes pour distinguer certaines lettres
mais elles sont aussi moins robustes et moins fiables que celles des niveaux précé-
dents. C’est pourquoi elles ne sont utilisées que pour affiner les décisions lorsque
cela est nécessaire.

L’intérét de la modélisation de ResifCar a pu étre validé récemment au cours d’un
transfert industriel [14]. Le systéme a en effet été embarqué sur des téléphones portables
offrant la possibilité a l'utilisateur de saisir ses informations (numéros de téléphones,

15. Rappelons que ce systéme fonctionne pour la reconnaissance en-ligne.
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adresses, textos, etc.) en les écrivant naturellement a 1’aide d’un stylet sur I’écran tactile.
Ces téléphones bon marché n’ont que trés peu de ressources disponibles. Ils utilisent no-
tamment un processeur de type ARM7 TDMI cadencés & 13Mhz qui rendrait impossible
I'utilisation de systémes de reconnaissance reposant sur des approches classiques. Dans
le cas de ResifCar, grace a la modélisation explicite et intelligible des connaissances, il a
été possible d’une part, d’effectuer une optimisation algorithmique ciblée pour réduire
la place mémoire occupée ainsi que les temps d’exécution et d’autre part, d’opérer une
optimisation progressive des performances en terme de taux de reconnaissance par une
série de tests d’exploitation mettant en relief les connaissances a ’origine des confusions
inter-classes.

Le systéme ResifCar constitue donc un bel exemple de ce qu’il est possible de faire
pour des problémes complexes comme en reconnaissance de formes manuscrites. C’est
pourquoi nous nous sommes inspiré de ses principes pour essayer d’en déduire une
méthodologie de conception plus générique pour la reconnaissance de formes.

1.4.2 Les objectifs de notre approche

L’approche de reconnaissance de formes Mélidis présentée ici s’attache a résoudre
plusieurs objectifs qui sont rarement satisfaits en méme temps par un méme classifieur.
L’idée n’est pas de concevoir un systéme « universel'® » mais plutot de s’appuyer
sur une méthodologie conceptuelle suffisamment riche pour pouvoir aborder un grand
nombre de problémes. Cela passe nécessairement par des compromis mais si le systéme
est suffisamment ouvert, il doit permettre au concepteur de mettre 'accent sur ses
objectifs principaux, en fonction du contexte d’utilisation.

Les objectifs généraux de I’approche sont présentés ci-dessous en les distinguant bien
les uns des autres pour plus de clarté. Cependant, le lecteur ne doit pas perdre de vue
qu’ils sont fortement interdépendants.

1.4.2.1 Généricité

Etant donné le nombre important de problémes de reconnaissance qu'’il peut étre
nécessaire de traiter, bénéficier d'une approche de reconnaissance générique est un atout
majeur en terme de cotit de conception. Elle permet de limiter 'intervention humaine,
dégageant un gain de temps important. Pour satisfaire cet objectif, la structuration de
la modeélisation (I’architecture) du classifieur doit étre indépendante des problémes de
reconnaissance traité, au contraire d’approches comme ResifCar par exemple. De plus
pour pouvoir s’adapter aux différents niveaux de complexité, elle doit étre suffisamment
modulaire. En outre, les connaissances nécessaires a 1’élaboration du modeéle doivent
étre extraites de facon automatique a partir d’une base d’apprentissage. Les seules
contraintes imposées ici sur le contenu et la forme de cette base sont que les échantillons
soient étiquetés (supervision), représentés par un vecteur de caractéristiques a valeurs
numeériques et que ce vecteur soit de taille fixe.

16. Est-il réellement possible de concevoir un tel systéme?
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1.4.2.2 Performances

Les performances du systéme de reconnaissance restent un des objectifs privilégiés
afin de permettre son intégration dans des applications réelles. Ces performances se
traduisent directement par les capacités de reconnaissance du classifieur (taux de re-
connaissance) qui pourraient constituer I’objectif de performances en soi. Mais celui-ci
dépend directement de sous-objectifs plus précis dont la réalisation unitaire permet
d’améliorer les performances d’ensemble. 11 s’agit de:

— La robustesse face a la variabilité des formes :

Dans la plupart des problémes de reconnaissance, deux entrées du systéme repré-
sentant une méme forme ne seront pas strictement identiques. Cette variabilité
peut avoir plusieurs origines. Elle peut provenir des formes elles mémes, comme
c’est le cas en reconnaissance d’écriture manuscrite par exemple (variabilité intra-
scripteur). Elle peut aussi résulter du processus d’acquisition de la forme, pendant
lequel du bruit peut venir perturber le signal. Afin de pouvoir faire face & ces im-
précisions relatives aux données, la modélisation sur laquelle repose le systéme doit
étre suffisamment robuste pour absorber la variabilité des formes. Comme les don-
nées traitées sont numeériques, la modélisation doit donc s’affranchir de frontiéres
de décision strictes trop souvent contraignantes et sources d’instabilités.

— La fiabilité des décisions :

Le processus de décision du systéme doit fournir des réponses fiables notamment
en vue d’intégration dans des systémes de traitement automatiques. Cet objectif
est intimement 1lié¢ & celui de robustesse: moins le classifieur sera sensible aux
variations des données et plus il sera fiable. Cependant, la fiabilité peut aussi étre
améliorée par la mise en ceuvre d’'une gestion du refus de classement et du rejet
distance qui permettent de ne pas considérer les cas trop difficiles ou incohérents
avec la modélisation.

— L’adaptabilité et ’optimisation :
Aprés I'apprentissage du modéle, le comportement du classifieur ne sera pas tou-
jours entiérement satisfaisant pour l'intégration dans son contexte applicatif. De
plus, ce dernier peut évoluer au cours du temps. Il est donc important de pouvoir
adapter la modélisation afin d’améliorer les performances générales du systéme
pour son exploitation. Par exemple, pour le traitement de 1’écriture manuscrite,
il semble intéressant de pouvoir adapter un reconnaisseur au style d’écriture d’un
scripteur. Cette adaptation peut s’effectuer de différentes maniéres. Il peut s’agir
de faire un ré-apprentissage complet en utilisant des informations a priori supplé-
mentaires (base d’apprentissage spécifique, modification de paramétres, etc.) ou
encore de faire des adaptations du systéme complet ou de sous-parties de celui-ci
en modifiant « manuellement » ou automatiquement la modélisation ou la fonction
de décision. Les possibilités d’adaptation dépendent directement de la modularité
de ’architecture ainsi que du formalisme utilisé pour représenter les connaissances.
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1.4.2.3 Interprétabilité

Afin de rendre 'optimisation finale du classifieur et son adaptation & une situation
particuliere plus facile, le concepteur du systéme doit pouvoir comprendre et maitri-
ser le fonctionnement de celui-ci. Aussi, pour que le processus de conception soit le
plus efficace possible, il faut que la modélisation et le processus de décision associé
soient suffisamment compréhensibles et interprétables pour permettre au concepteur de
déterminer précisément les maillons a améliorer. Il pourra alors injecter de nouvelles
connaissances dans le systéme afin de corriger son fonctionnement. L’objectif est donc
d’aboutir & une modélisation suffisamment structurée et explicite.

1.4.2.4 Compacité

La compacité (et donc la concision) de la modélisation est un autre facteur qui va
dans le sens de l'interprétabilité puisqu’'un systéme avec peu de parameétres sera plus
facile a analyser qu’un systéme complexe. Cet objectif est aussi conforme & la pro-
blématique générale de la reconnaissance de formes puisqu’il est reconnu que de deux
classifieurs qui ont les mémes performances sur la base d’apprentissage, le plus simple
(celui qui utilise le moins de paramétres) devrait avoir de meilleures performances en
généralisation. Enfin, dans certains cadres applicatifs ot peu de ressources sont dispo-
nibles, la compacité devient un facteur critique. Nous avons déja vu un exemple avec le
systeme ResifCar. Méme si ce n’est pas systématique, la tendance actuelle est fortement
orientée vers l'intégration de systémes informatiques de plus en plus évolués sur des ma-
chines de poches. Il nous parait donc important de ne pas élaborer notre approche sans
considérer la taille de la modélisation. Il est donc essentiel que, dés le départ, le nombre
de paramétres nécessaires soit le plus réduit possible. Si les objectifs d’adaptabilité et
d’interprétabilité sont eux aussi satisfaits, ils devraient ensuite permettre de réduire au
mieux les cotits d’exploitation du reconnaisseur.

1.4.3 La philosophie de notre méthode

Comme nous 'avons déja souligné, la problématique de la reconnaissance de formes
manuscrites est a l'origine de notre démarche. Elle est en effet suffisamment riche et
intéressante pour pouvoir étre généralisée & de nombreux problémes de reconnaissance
de formes en général. Ceci nous a permis de déterminer les objectifs de notre approche.

Les recherches faites pour le systéme ResifCar fournissent en outre un exemple de
conception capable de répondre & une grande partie de nos besoins pour un probléme
spécifique. Elles constituent donc une source d’inspiration importante et nous avons
essayé d’en extraire les principes susceptibles de satisfaire nos attentes, en les reconsi-
dérant hors contexte pour pouvoir les reformuler et les intégrer dans une méthodologie
pour la conception d’un classifieur générique.

Le systeme final repose essentiellement sur I'utilisation de techniques de modélisation
et d’apprentissage issues du domaine du soft computing [184], en adoptant notamment
un formalisme & base de systémes d’inférence floue pour la décision.
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1.4.3.1 Architecture générale

L’architecture générale du systéme peut étre synthétisée comme & la figure 1.20.
Les formes sont traitées par deux modules hiérarchisés. Le premier, qualifié¢ de module
de description intrinséque'” par prototypes, caractérise les propriétés remarquables et
stables des classes par des prototypes. Le second, qualifié de module de discrimination
focalisée, se concentre ensuite sur les propriétés plus spécifiques des formes afin de
résoudre les confusions mise en évidence par la description intrinséque. La classification
résulte de la combinaison des deux modules par un module de fusion.

entrée

l

Module de description
intrinséque par prototypes

l

Module de
discrimination focalisée

l

Module de fusion

|

sortie

Fi1a. 1.20 — Schéma-bloc du systeme Mélidis.

Pour parvenir & ’élaboration de cette architecture, notre démarche a été guidée par
la nature, le role et les propriétés des connaissances dans un systéme de reconnaissance
de formes. Notamment, chaque module ainsi que le lien les unissant s’appuie fortement
sur la structure des données (leurs propriétés) dans ’espace de représentation. Il s’agit
donc d’'un mode de combinaison de classifieurs un peu particulier que nous qualifions
ici de combinaison structurée guidée par les données.

1.4.3.2 Meéthodologie de conception

En se basant sur I'expérience de ResifCar, deux notions nous paraissent particulie-
rement importantes pour la réalisation de nos objectifs: la nature et le formalisme des
connaissances constituant la modélisation ainsi que leur organisation (qui correspond &
Parchitecture du systéme). C’est en effet la maniére d’extraire celles-ci, de les représen-
ter et de les mettre en relation qui confére au systéme ses propriétés.

La méthodologie présentée ici s’attache donc a déterminer quelles sont les connais-
sances utiles, comment les extraire, les formaliser et les structurer au mieux. Dans ce

17. intrinséque : caractére qui appartient & un objet en lui-méme, et non dans ses relations avec un
autre.
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contexte, les connaissances de nature intrinséque aux classes et les connaissances de
nature discriminante entre classes jouent des roles fondamentaux de par leur complé-
mentarité.

Les connaissances intrinséques permettent de faire une modélisation descriptive ro-
buste et explicite des classes. Elles sont aussi tout a fait adaptées pour mettre en évi-
dence la présence de sous-classes et opérer une structuration/décomposition horizontale
du probléme. De plus, comme elles caractérisent les propriétés générales et stables des
classes, elles peuvent étre utilisées pour faire du rejet de formes inconnues. Enfin, elles
permettent de mettre en évidence les sources de confusion importantes entre les classes
qu’il faudra résoudre.

Les connaissances discriminantes servent & distinguer différentes entités (classes,
sous-classes voir sous-ensembles de formes) et n’ont donc de sens que dans le cadre de
cette comparaison. Elles s’appuient sur des propriétés trés spécifiques des formes qui ne
transparaissent que dans des sous-espaces particuliers. Elles sont donc beaucoup plus
sensibles que les connaissances intrinséques, notamment face a la variabilité des formes
et au bruit. De plus, elles n’ont pas toutes le méme pouvoir de discrimination. Toutes
ces raisons font qu’elles doivent étre utilisées avec parcimonie et de préférence dans un
contexte bien défini comme les différents types de confusion mis en évidence par les
connaissances intrinséques.

Pour que la modélisation de ces deux natures de connaissances soit & la fois ro-
buste, compacte et interprétable nous utilisons, comme dans le systéme ResifCar, un
formalisme & base de sous-ensembles flous. Ceux-ci sont extraits automatiquement en
s’appuyant sur les regroupements naturels des formes dans I’espace de représentation '8,
c’est-a-dire sur leurs propriétés dans cet espace. Cela permet d’extraire des connais-
sances plus stables et plus explicites, ce qui va dans le sens de l'interprétabilité au sens
ot nous l'avons définie dans le paragraphe 1.2.4.5.

En s’appuyant sur ces éléments, la modélisation a été organisée autour d’une struc-
turation verticale sur deux niveaux (cf. figure 1.21). Le premier niveau, qualifié de
niveau de modélisation intrinséque, est structuré horizontalement. Il définit des modeéles
flous intrinséques a chacune des classes w; sous forme de prototypes, révélant ainsi leur
caractére multimodal. Ce niveau s’inspire donc directement des principes de modélisa-
tion utilisés dans le systéme ResifCar. Il est aussi utilisé pour décomposer le probléme
en sous-problémes représentés par les formes des différentes classes qui se ressemblent
d’aprés les modeéles intrinséques, et qui sont donc sources potentielles de confusions.
Il s’agit de la (décomposition guidée par les données). Le deuxiéme niveau, qualifié de
niveau de modélisation discriminante, effectue une modélisation discriminante focalisée
sur chacun de ces sous-problémes & 1’aide d’arbres de décision flous. Il est donc forte-
ment structuré, a la fois horizontalement et verticalement, structuration qui 1a encore
est inspirée des modeéles de allographes utilisés dans ResifCar. Cependant, alors que
dans ResifCar la discrimination est faite de maniére implicite par le choix a priori des
connaissances modélisées & chacun des niveaux et la compétition des différents modéles,

18. Rappelons ici que nous considérons que l'espace de représentation est numérique.
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dans Mélidis, les connaissances discriminantes sont extraites et formalisées explicitement
dans le niveau de modélisation discriminante.

Décomposition guidée
par les données

Niveau de modélisation|

discriminante

B (2w N
T N[ AN

AN AN

Module de discrimination focalisée

Fia. 1.21 — Structuration des connaissances dans le systéme Mélidis.

1.4.3.3 Meécanisme de décision

Pour la reconnaissance, la fonction de décision utilise les modeéles flous préalable-
ment extraits en essayant de bénéficier au mieux de leur complémentarité. Comme nous
I’avons déja dit au paragraphe 1.2.4.2, une modélisation par description explicite des
classes peut aussi étre utilisée pour discriminer les classes. Ainsi, comme les connais-
sances extraites par la modélisation intrinséque sont différentes de celles utilisées par
la modélisation discriminante, elles peuvent apporter un complément d’information in-
téressant pour la classification. Nous exploitons ici cette particularité en définissant
trois niveaux de décision (cf. figure 1.22). Le premier exploite (=) les connaissances du
niveau intrinséque pour effectuer une pré-classification de la forme. Le second utilise
(=) ensuite les connaissances discriminantes en adéquation avec la forme pour faire la
classification principale. Cette sélection des connaissances se fait grace au méme méca-
nisme de décomposition que celui utilisé pour la modélisation (cf. figure 1.21). Enfin, le
troisiéme niveau combine les deux précédents pour fournir la classification finale. Pour
que cette combinaison soit facilitée mais aussi pour améliorer la compréhension des mé-
canismes de décision, les deux premiers niveaux de décision sont formalisés de facon
homogeéne par des systémes d’inférence floue (SIF), principe repris 1a aussi de ResifCar.
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FiG. 1.22 — Mécanisme de décision du systéme Mélidis.

1.5 Bilan

Dans ce chapitre, nous avons présenté la problématique de la reconnaissance de
formes manuscrites pour en extraire un ensemble de difficultés générales a la recon-
naissance de formes. Nous avons ensuite présenté les mécanismes sur lesquels reposent
les systémes de reconnaissance en les abordant du point de vue des connaissances qu'’ils
renferment. Cette vision permet de se focaliser sur ’architecture, sa structuration, et les
propriétés qui en découlent et de les confronter aux objectifs que le concepteur souhaite
atteindre (description et/ou discrimination des classes, robustesse, fiabilité, interpréta-
bilité, etc.).

Nous avons finalement terminé en présentant les grandes lignes de notre méthode,
pour la conception d’une architecture générique pour la reconnaissance de formes. Celle-
ci a été élaborée de facon a offrir une bonne souplesse et un certain nombre de fonction-
nalités nécessaires pour pouvoir aborder différents types de problémes dans différents
contextes d’utilisation. Elle repose notamment sur les principes de structuration, de
complémentarité entre description explicite et discrimination des classes ainsi que sur
la notion d’interprétabilité du point de vue du concepteur.
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Avant d’aborder plus précisément les principes liés & la conception de notre approche
ainsi que les mécanismes d’apprentissage et de décision associés, le chapitre suivant
présente deux points fondamentaux. Dans un premier temps, les notions élémentaires
de la logique floue sont rappelées. Celles-ci permettent de représenter et de manipuler
des connaissances qui sont par nature imprécises et sujettes & la variabilité. Dans un
deuxiéme temps, les mécanismes de combinaison de classifieurs sont décrits et nous
montrons comment ceux-ci peuvent s’inscrire dans un processus de structuration de la
modélisation d’un probléme de reconnaissance.
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Chapitre 2

Représentation de connaissances
imprécises et architecture
structurée par multiples classifieurs

Comme tout systéme de traitement, les classifieurs utilisés en reconnaissance de
formes sont amenés & effectuer des taches complexes (notamment lors de ’apprentissage)
& partir de données réelles.

Pour que le systéme soit opérationnel en phase d’exploitation, il est primordial que
la nature des données et notamment leurs imperfections soit correctement prises en
compte. De nombreux systémes informatiques ont été et sont encore établis en partant
du principe que les données et 'information qu’elles véhiculent sont fiables et précises.
Les éventuelles imperfections sont alors supposées « insignifiantes » au regard de la tache
a accomplir. Cette approximation permet de simplifier I’élaboration des systémes ainsi
que la modélisation sur laquelle ils reposent. Malheureusement, cette hypothése trés
forte s’avére parfois fausse, et peut étre & l'origine de dysfonctionnements importants.
Ce décalage entre la théorie et la pratique n’est pas le seul fait des systémes de traite-
ment de 'information. Citons par exemple le cas de I’élaboration des semi-conducteurs
en physique. Les propriétés de ces composants ont été établies a partir de modeles théo-
riques reposant sur des structures moléculaires pures de composés comme le germanium
et le silicium. Les premiéres tentatives d’exploitation de ces modeéles furent des échecs
car ils ne correspondaient pas a la réalité. Le comportement du composant était en
effet perturbé par les impuretés présentes dans les matériaux. La difficulté & prendre
en compte ces imprécisions dans les modéles ont amené les physiciens & chercher des
processus pour éliminer les impuretés du germanium, pari réussit puisque sa pureté
atteint aujourd’hui des taux proches de 100 %. Mais dans les systémes de traitement,
il n’est pas toujours possible d’éliminer les imperfections, notamment lorsque celles-ci
sont intrinséquement liées au phénomeéne considéré. 11 faut alors adopter une stratégie
différente telle que leur prise en compte de fagon explicite [47].

Si on considére a présent les traitements eux-mémes, lorsque ceux-ci s’avérent trop
difficiles & réaliser par un seul module, une solution consiste a en faire collaborer plu-
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sieurs. Ils peuvent alors étre dédiés a la réalisation de sous-taches spécifiques afin de
réduire la complexité ou bien effectuer les mémes traitements mais d’une facon diffé-
rente afin d’essayer d’augmenter les performances globales de I’ensemble.

Dans la premiére partie de ce chapitre, nous présentons les principes généraux de
la Théorie des sous-ensembles flous qui permettent de représenter des connaissances
imprécises d’'une fagcon compacte et intuitive facilitant leur compréhension. Ce forma-
lisme peut ensuite étre utilisé pour faire des raisonnements robustes a partir de données
réelles, ce qui nous intéresse particuliérement ici dans le cadre de notre approche de
reconnaissance de formes.

Dans un second temps, nous abordons le probléme de la réalisation de taches com-
plexes en reconnaissance au travers des principes de la combinaison de classifieurs. Dans
le cadre de notre problématique, nous proposons un nouveau schéma de combinaison,
la combinaison structurée guidée par les données. Celle-ci s’appuie sur les propriétés des
données dans I’espace de représentation de facon & organiser les différents modules du
systéme pour conférer a ’ensemble une plus grande robustesse, une meilleure lisibilité
et une plus grande modularité pour la mise au point et la maintenance.
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2.1 Représentation de connaissances imprécises

Lorsque 'on souhaite modéliser un probléme qui est par nature soumis aux im-
précisions et a l'incertitude, il est important de prendre en compte ces imperfections
pour que ’exploitation du modéle soit la plus robuste possible. Dans ce cadre, les pro-
babilités constituent un premier outil de représentation permettant de gérer certaines
formes d’incertitudes. Elles peuvent étre utilisées pour traduire le caractére aléatoire des
phénomenes observés (approche fréquenciste) ou encore pour représenter l'incertitude
lice & des connaissances a priori (approche subjectiviste) [24]. Mais les approches pro-
babilistes sont généralement contraintes par les axiomes et les hypothéses sur lesquels
repose la théorie et limitées par la difficulté d’obtenir de « bonnes » estimations. De
plus, les probabilités ne permettent pas de traiter les imperfections liées aux impréci-
sions, phénoméne particuliérement présent dés lors que des données du monde réel sont
manipulées.

Pour faire face & ces limitations, Zadeh a introduit en 1965 la Théorie des sous-
ensembles flous [180] et en 1978 la Théorie des possibilités [183]. Alors que la premiére
vise a gérer les imprécisions liées aux observations, la seconde permet en plus de prendre
en compte les incertitudes et notamment celles qui ne sont pas de nature probabiliste.
Il existe aussi d’autres théories permettant de raisonner avec les deux types d’imperfec-
tions, telles que la Théorie de I’évidence de Shafer [155].

Dans cette étude, nous nous sommes restreint & la seule prise en compte des im-
perfections liées aux imprécisions dans les données. Nous ne présentons donc ici que les
principes de la théorie des sous-ensembles flous ainsi que la facon dont ils peuvent étre
utilisés dans un systéme de reconnaissance. L’extension & la gestion des incertitudes est
cependant une perspective intéressante qui reste a étudier.

2.1.1 Théorie des sous-ensembles flous

La théorie des sous-ensembles flous est une extension de la théorie ensembliste qu’elle
généralise pour pouvoir représenter les imprécisions des ensembles manipulés. Nous ne
donnons ici que les bases nécessaires a notre étude. Le lecteur intéressé pourra se reporter
aux nombreux ouvrages sur le domaine [26, 27| dont ce résumé s’inspire.

2.1.1.1 Ensembles, sous-ensembles et sous-ensembles flous

Dans la théorie ensembliste classique, un sous-ensemble d’un ensemble de référence
est constitué des éléments qui possédent une ou plusieurs propriétés communes carac-
téristiques de ce sous-ensemble. Chaque élément e de l'univers de référence E est ainsi
caractérisé par son appartenance ou sa non appartenance aux sous-ensembles F; définis.
Cela s’exprime par la fonction caractéristique g, : E — {0,1}:

)1 siecE;
vE;(€) = { 0 sinon (2.1)
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Par exemple, si E est ’ensemble des tailles des personnes vivant en France, le sous-
ensemble Fy,.q,4 correspondant aux grandes tailles est défini par:

1 siTaille(e) > 180cm
(IDEgT‘and(e) = { 0 Sinon ( ) (2'2)

Ce concept ce traduit par le graphe de la figure 2.1

DEgrand

0 >
180 _
E : Taille (cm)

F1G. 2.1 — Fonction caractéristique de Egrongd

Les limites de cette représentation apparaissent ici trés clairement. La grande taille
d’une personne est un concept que 1’étre humain est capable de formuler et d’utiliser
pour raisonner. Sa définition se fonde essentiellement sur des observations et ’expérience
acquise dans son environnement. Sa représentation stricte formulée par la fonction ca-
ractéristique ci-dessus n’est donc qu’une restriction du concept initial.

La formulation par sous-ensemble flou essaie de pallier les contraintes imposées par
le précédent mode de représentation. Ainsi, un sous-ensemble flou Ezf étend la notion
de sous-ensemble en généralisant la fonction caractéristique par une fonction d’appar-
tenance ppr @ B — [0,1] qui permet de rendre compte de l’appartenance partielle

(ou encore graduelle) d’un élément au sous-ensemble flou. Les fonctions d’appartenance
peuvent étre définies de différentes manieres (cf. figure 2.2) mais leur principal objectif
est de décrire le concept associé au sous-ensemble flou. Il existe donc une relation sé-
mantique forte entre les deux qui rend leur extraction automatique souvent difficile (cf.
paragraphe 3.2).

0 >
E

Fi1G. 2.2 — Exemples de fonctions d’appartenance.
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En reprenant I’exemple sur les personnes de grande taille, la figure 2.3 illustre le

) . ) : f
graphe d’une fonction d’appartenance possible pour le sous-ensemble flou Egr and-

UE fgrand

160 180 E : Taille (cm)

FiG. 2.3 — Fonction d’appartenance a E;rand

La forme du sous-ensemble flou ainsi défini traduit que les personnes de plus de
180cm sont considérées comme étant grandes et que celles dont la taille se trouve entre
160cm et 180cm le sont plus ou moins.

On remarquera a ce stade de la présentation qu’en dehors de la prise en compte
des imprécisions, les sous-ensembles flous permettent de représenter des concepts de
fagon intuitive, ce qui facilite leur compréhension. De plus, de par leur granularité,
les ensembles flous sont parfaitement adaptés pour représenter des données de fagon
synthétique et compacte, notamment lorsque 'univers de référence est numérique. Par
exemple, si un échantillon de 10000 personnes est utilisé pour étudier la taille d’une
population, celui-ci peut étre synthétisé par trois (voir plus) sous-ensembles flous (petit,
moyen et grand), évitant ainsi d’avoir & manipuler et/ou stocker I’ensemble des données.
Ces deux points vont donc tout a fait dans le sens de nos objectifs.

2.1.1.2 Eléments caractéristiques des sous-ensembles flous

Bien que la fonction d’appartenance p4 d’un sous-ensemble flou A permette de le
définir entiérement, plusieurs éléments caractéristiques sont couramment employés pour
les manipuler. Nous les énumérons ici de maniére rapide en considérant £ comme étant
I'univers de référence.

— Le noyau:
Le noyau Noy(A) d’un sous-ensemble flou A est I’ensemble des éléments de FE
dont le degré d’appartenance & A vaut 1:

Noy(A) = {e € B| pale) = 1} (2.3)
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Le support:
Le support Supp(A) d’un sous-ensemble flou A est 'ensemble des éléments de E
dont le degré d’appartenance a A est non nul:

Supp(A) = {e € E|pa(e) > 0} (2.4)

La hauteur:
La hauteur h(A) d’un sous-ensemble flou A est la valeur maximale de la fonction
d’appartenance p 4 :

h(A) = Sup fa(e) (2.5)

Si h(A) =1, on dit que le sous-ensemble flou A est normalisé.

La cardinalité:
La cardinalité |A| d’un sous-ensemble flou A est la quantité (floue) d’éléments de

FE qui appartiennent a A:
Al =" pale) (2.6)

eck

L’a-coupe:
L’a-coupe A, d’un sous-ensemble flou A est 'ensemble des éléments de E qui
appartiennent & A avec un degré au moins égale & «:

Ay ={e € E|pale) > a} (2.7)

L’a-coupe est un procédé qui permet a partir de sous-ensembles flous de revenir &
la notion de sous-ensembles classiques. Ainsi, A, est un sous-ensemble décrit par
sa fonction caractéristique comme définie par ’équation 2.1.

La figure 2.4 illustre les principales notions définies ci-dessus.

2.1.1.3 Opérations sur les sous-ensembles flous

La théorie des sous-ensembles flous étant une généralisation de la théorie ensembliste,

la plupart des opérations ensemblistes ordinaires sont aussi généralisées. Nous présentons
ici les principales opérations utilisées pour la manipulation de deux sous-ensembles flous
Aet B:

— L’égalité:

Deux sous-ensembles flous A et B sont égaux si leurs fonctions d’appartenance
sont égales en tout point de E':

A=B <<= Ve€E, uale) =pgle) (2.8)
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h(4)

v

“Noy(4) *»

— g, — i

F1G. 2.4 — Principauz éléments caractéristiques d’un sous-ensemble flou A.

— L’inclusion:
Le sous-ensemble flou A est inclus dans le sous-ensemble flou B si tout élément
de F appartient & A avec un degré d’appartenance inférieur ou égal a celui & B:

ACB <= Vec€E, pa(e) <punrle) (2.9)

— L’union:
L’union de deux sous-ensembles flous A et B est un sous-ensemble flou C' constitué
des éléments de FE associés & un degré d’appartenance & C qui correspond & la
plus grande valeur ! entre I'appartenance a A et Pappartenance a B :

Ve € B, pc(e) = paup(e) = max(ua(e), up(e)) (2.10)

Un exemple de résultat de 'union entre deux sous-ensembles flous est présenté
sur la figure 2.5.

»
»

E

Fia. 2.5 — Union de deuz sous-ensemble flou A et B.

— L’intersection:
L’intersection de deux sous-ensembles flous A et B est un sous-ensemble flou C

1. L’union peut étre définie de maniére plus générale en utilisant un type d’opérateur appelé conorme
triangulaire (ou encore t-conorme) dont max fait partie (cf. paragraphe 2.1.1.4).
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constitué des éléments de E associés a un degré d’appartenance & C qui correspond
a la plus petite valeur? entre ’appartenance a A et I'appartenance a B :

Ve € E, pc(e) = panp(e) = min(ua(e), up(e)). (2.11)

Un exemple de résultat de l'intersection entre deux sous-ensembles flous est pré-
senté sur la figure 2.6.

F1G. 2.6 — Intersection de deuz sous-ensemble flou A et B.

Le complément :

Le complément A du sous-ensemble flou A est un sous-ensemble flou constitué des
éléments de E associés 4 un degré d’appartenance 4 A qui est d’autant plus grand
que le degré d’appartenance a A est faible:

Ve € E, pz(e) =1—pa(e). (2.12)

Le produit cartésien:

Les problémes considérés sont souvent décrits dans plusieurs univers de référence
Eq,...,E, et il peut étre intéressant de pouvoir raisonner dans un univers de
référence E global composé de chacun des univers initiaux. F correspond donc
au produit cartésien de Fi,...,E,: E = Fy x ... X E, et ses éléments e sont
des n-uplets: e = (e1,...,e,). Le produit cartésien de n sous-ensembles flous
Aq,..., A, définis respectivement sur les univers de référence Fy, ..., E, est un
sous-ensemble flou A défini sur E par sa fonction d’appartenance :

Ve = (e1,...,en) € B, pa(e) = min(pa,(€1),...,1na,(en)) (2.13)

La projection:
De fagon analogue, si E est un univers de référence complexe résultant du produit
cartésien d’autres univers de référence F1, ..., E,, il peut étre intéressant d’obtenir

2. L’intersection peut étre définie de maniére plus générale en utilisant un type d’opérateur appelé

norme triangulaire (ou encore t-norme) dont min fait partie (cf. paragraphe 2.1.1.4).
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des informations sur un univers plus simple F' = Fj, x ... x F}, avec {a,...,k} C
{1,...,n}. La projection d’un sous-ensemble flou A, défini sur E, sur 'univers F'
est un sous-ensemble flou B défini sur F par:

vf:(faaafk)EFa ,MB(f): sup /‘A((aela)) (214)

{i[1<i<n, i#a,....ik}

— Relations floues et compositions:
Une relation floue R permet de représenter un lien entre deux univers FEy et Fo
par un sous-ensemble flou défini dans Fq X Es par sa fonction d’appartenance
pr : E1 x Ey — [0,1]. La composition B = A o R est alors l'opération qui
permet, & partir de la relation R et d’un sous-ensemble flous A de Fy, de déduire
le sous-ensemble flou B de Fo défini par:

Ves € Eo, up(es) = supmin(ua(er), pr(er,es)) (2.15)
er

L’extension a des relations floues n-aires et la composition de plusieurs relations
floues sont bien entendu possibles.

2.1.1.4 Normes et conormes triangulaires

Dans la partie précédente, les opérations d’union et d’intersection ont été réalisées
grace aux fonctions min et max. Il ne s’agit en fait que de deux fonctions particu-
lieres qui appartiennent & une famille plus vaste: les normes triangulaires (t-normes)
et les conormes triangulaires (t-conormes) respectivement. Dune facon générale, les t-
normes et t-conormes permettent de généraliser les opérations ensemblistes d’union et
d’intersection (et par extension la disjonction et la conjonction de propositions) sur les
sous-ensembles flous. Pour que cette généralisation soit correcte, un certain nombre de
propriétés doivent étre vérifiées:

— t-norme:
La norme triangulaire est une fonction T : [0,1] x [0,1] — [0, 1] qui pour tout
élément z,y, z,t € [0,1] posséde les propriétés suivantes :
— commutativitée: T(z,y) = T(y,z),
— associativité: T(z, T(y,2)) = T(T(z,v), 2)
— monotonie: T(x,y) < T(z,t) siz<zety<t
— 1 est élément neutre: T(z,1) =z
De plus, elle assure que Vz,y € [0,1], T(z,y) < z et T(z,y) < y. Le tableau 2.1
regroupe les t-normes les plus courantes.

— t-conorme:
La conorme triangulaire est une fonction L : [0,1] x [0,1] — [0, 1] qui pour tout
élément x,y, z,t € [0, 1] posséde les propriétés suivantes:

— commutativitée: L(z,y) = L(y,z),
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‘ Nom ‘ Fonction ‘
Zadeh min(z, y)
probabiliste .y
Lukasiewicz | max(z +y — 1,0)

TAB. 2.1 — Exzemples de normes triangulaires.

— associativité: L(z, L(y,2)) = L(L(z,y),2)

— monotonie: L(z,y) < L(z,t)siz<zety<t

— 0 est élément neutre: L(z,0) =z
Elle assure aussi que Vz,y € [0,1], L(z,y) > z et que L(z,y) > y. Le tableau 2.2
regroupe les t-conormes les plus courantes.

‘ Nom ‘ Fonction ‘

Zadeh max(x,y)
probabiliste | =z 4+y — x.y

Lukasiewicz | min(z + y, 1)

TAB. 2.2 — Exemples de conormes triangulaires.

L’existence de fonctions différentes pour réaliser les normes et conormes triangulaires
n’est pas anodin. Elles ont été définies pour obtenir des comportements particuliers
en fonction du type d’opération a réaliser et du contexte d’utilisation ([25] donne un
exemple dans le cadre de la fusion de données). Le choix de ces fonctions dans un
systéme revét donc une importance toute particuliére.

2.1.2 Raisonnement a partir des sous-ensembles flous

Lors de leur définition, les sous-ensembles flous peuvent étre associés a un concept
& décrire. Il existe alors un lien sémantique fort entre le sous-ensemble flou décrit par
sa fonction d’appartenance et I'univers de référence sur lequel il est défini. Dans ce
contexte, des mécanismes de raisonnement peuvent étre mis en ceuvre pour étendre les
principes de la logique classique & ceux de la logique floue.

2.1.2.1 Variable linguistique

En logique, les concepts manipulés sont décrits par des attributs qui prennent leurs
valeurs sur un univers de référence. En logique floue, ces concepts sont représentés par
des variables linguistiques. Une variable linguistique est définie par un triplet (A, E4, Fx)
ou A est un attribut (nom de variable), E 4 son univers de référence et Fy = {A1, Ao, ...}
est un ensemble de sous-ensembles flous décrivant A. Les sous-ensembles flous Ay, Ao, ...
sont souvent désignés par un terme linguistique (ou valeur) précisant leur role. La fi-
gure 2.7 montre un exemple de variable linguistique associée au concept de taille d’une
personne: (taille,[0,300], {petit, moyen, grand}).
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Taille (cm)
FiG. 2.7 — Variable linguistique associée a la taille d’une personne

Une variable linguistique permet donc d’une part de synthétiser 'information ma-
nipulée grace aux sous-ensembles flous (modélisation qualitative) et d’autre part de
représenter des concepts imprécis tels que ’homme en manipule quotidiennement. La
détermination de la forme et de la position de ces sous-ensembles flous est un élément
essentiel pour pouvoir effectuer des raisonnements valides, robustes et compréhensibles.
C’est pour cette raison que dans beaucoup de systémes comme ceux destinés & l'aide
a la décision, les sous-ensembles flous sont définis a priori par des experts du domaine
afin qu’ils représentent exactement leurs connaissances. Cependant, il n’est pas toujours
possible d’obtenir une telle expertise, que ce soit a cause de la complexité du probléme
ou bien parce que les experts sont trop rares voir inexistants. Dans ces conditions, des al-
gorithmes peuvent étre mis en ceuvre pour extraire automatiquement les sous-ensembles
flous (cf. chapitre 3). Une expertise du résultat peut éventuellement étre faite par la
suite afin de déterminer la signification (le terme linguistique) des sous-ensembles flous
obtenus. En général, cette expertise ne sera réellement possible que si les algorithmes
utilisés limitent la quantité de sous-ensembles flous produits ainsi que leur chevauche-
ments [66].

2.1.2.2 Propositions floues

La logique classique manipule des propositions qui sont soit vraies, soit fausses. En
logique floue, les propositions sont généralisées sous la forme de propositions floues. Si
(A, E4, Fy4) est une variable linguistique, « A est A; » est un exemple de proposition
floue. Celle-ci n’est plus caractérisée par une valeur de vérité dans {vrai, fauz} mais
par un degré de vérité dans [0, 1] qui est déduit de la fonction d’appartenance au sous-
ensemble flou mis en jeu. En reprenant ’exemple précédent, le degré de vérité de « A
est A; » sera déterminée par p4, pour chaque élément de E4.

Ces propositions floues élémentaires peuvent ensuite étre utilisées pour former des
propositions floues plus complexes, en les combinant entre elles par différents opérateurs.
Ainsi, la négation d’une proposition floue « A est A; » sera désignée par « A n’est pas
A1 ». Son degré de vérité peut étre obtenu a partir de la fonction d’appartenance au
complément du sous-ensemble flou Ay soit i (mais d’autres types de négation peuvent
aussi étre employés).
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Deux propositions p4 et pg peuvent aussi étre combinées afin de construire une
nouvelle proposition floue dont la valeur de vérité dépendra de celles de py et pp. 1l
existe trois formes courantes de combinaison: la conjonction (A), la disjonction (V) et
Pimplication (=). En logique classique, la conjonction paap est vraie si et seulement
si pa et pp sont toutes les deux vraies. En logique floue, I'imprécision relative aux
propositions se traduira par paap est d’autant plus vraie que p4 et pg le sont ensemble.
Le degré de vérité associé & panp est généralement obtenu en utilisant une t-norme:
wAang = min(pu4, pug) par exemple.

De fagon similaire, la disjonction ordinaire veut que p 4B Soit vraie si p 4 est vraie ou
bien si pp est vraie. En logique floue, p oy p sera d’autant plus vraie que p4 ou ppg le sera.
Le degré de vérité s’obtient généralement par une t-conorme: pu4yp = max(pu4, ) par
exemple.

L’implication joue un réle particulier puisqu’elle est & la base de la déduction logique.
Il existe 1a aussi plusieurs fonctions permettant de mettre en relation deux propositions
floues, suivant que I'on souhaite conserver les propriétés de la logique classique ou non.
Ce cas particulier est décrit en détails dans le paragraphe suivant.

2.1.3 Regles floues et systémes d’inférence floue

Grace aux éléments de base définis ci-dessus, des raisonnements & base de régles
floues peuvent étre effectués. Une régle de décision ordinaire se présente sous la forme
suivante: « Si A est A; Alors B est Bj ». Une régle floue étend ce principe afin de pouvoir
gérer les imprécisions. Des bases de régles peuvent ainsi étre élaborées pour modéliser
différents types de problémes, qu’il s’agisse de classification, d’aide au diagnostic, de
commande, etc. Ces bases de régles floues sont appelées systémes d’inférence floue. Ils
mettent en ceuvre un mécanisme de déduction® pour obtenir de nouvelles connaissances
a partir de celles représentées dans les régles.

2.1.3.1 Les régles floues

Une régle floue R: « Si A est A; Alors B est B; » est une relation entre deux
propositions floues ayant chacune un role particulier. La premiére (A est A;) est appelée
prémisse de la régle alors que la seconde (B est Bj) est la conclusion. Dans le cas de
propositions floues élémentaires, la prémisse et la conclusion sont définies & partir de
deux variables linguistiques (A, Ea, F4) et (B, Eg, Fp) qui décrivent les connaissances
relatives aux univers de référence F4 et Ep de maniére & prendre en compte 'imprécision
relative aux modalités de A et B. Gréace a ce mode de représentation, des relations
imprécises comme « S’il fait beau temps alors la visibilité en mer est bonne » peuvent
étre exprimées alors que ce n’est pas le cas en logique classique.

Une proposition floue élémentaire est souvent insuffisante pour représenter ’en-
semble des informations & manipuler. Plusieurs propositions floues peuvent alors étre
combinées pour enrichir et détailler la représentation. Ainsi, la prémisse correspondant
A « le temps est beau » peut correspondre & la conjonction de deux autres propositions:

3. Il existe aussi d’autres formes de raisonnement [27].
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« la mer est calme et le taux d’humidité est faible ». Les opérateurs de conjonction,
disjonction et de négation énoncés dans la partie précédente sont souvent utilisés & cet
effet.

La relation R entre la prémisse et la conclusion de la régle est déterminée par une
implication floue dont le degré de vérité est défini par une fonction d’appartenance ug
qui dépend du degré de vérité de chacune des deux propositions. Si p 4, et pp; désignent
les fonctions d’appartenance aux sous-ensembles flous A; et B; caractérisant la prémisse
et la conclusion de la régle R, la fonction d’appartenance décrivant la proposition floue
R est de la forme:

pr(e,y) = I(pa;(e), ps; (v)),

ou (e,y) appartient & F4 x Ep et I : [0,1] — [0,1] est une fonction correspondant &
I'implication floue. Il existe un certain nombre de fonctions permettant d’implémenter
I'implication floue et de prendre en compte 1’aspect graduel des propositions floues
qu’elle relie. Le tableau 2.3 en précise quelques unes.

‘ Nom ‘ Degré de vérité ‘
Reichenbach 1—pale) +pale)us(y)

1 sipale) < pp(y)
0 sinon

Rescher-Gaines

Kleene-Dienes | max(1 — pa(e), up(y))
Lukasiewicz min(l — pa(e) + pp(y), 1)

TAB. 2.3 — Ezemples d’implications floues I(ua(e), up(y)).

Ces implications généralisent l'interprétation des régles implicatives de la logique
classique et ont des comportements plus ou moins analogues dans les applications. Elles
possédent cependant des propriétés différentes qui peuvent étre plus ou moins adaptées
selon le contexte d’utilisation (cf. [27] pour plus de détails).

Il existe aussi une autre facon de représenter la relation R entre la prémisse et la
conclusion d’une régle. Cette méthode considére que le lien entre les deux propositions
est de nature conjonctive. On parle alors de relation floue conjonctive et par extension,
Popérateur I est souvent appelé implication « conjonctive » [85] bien que celle-ci ne
corresponde pas au comportement de 'implication en logique classique. Elle repose sur
P'utilisation d’un opérateur type t-norme (cf. tableau 2.4).

Nom ‘ Degré de vérité ‘

Mamdani | min(u(e), ug(y))
Larsen pale) - up(y)

TAB. 2.4 — Exemples d’implications conjonctives I(pa(e), up(y)).
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2.1.3.2 Raisonnement par déduction

Le modus ponens est le mode de raisonnement principal utilisé en logique classique.
Dans le cas des régles floues, ce mode de raisonnement est étendu par le modus ponens
généralisé. Etant donné une régle floue R: « Si A est A; Alors B est B; » et une
proposition floue « A est A} » qui ne correspond que partiellement & la prémisse de R,
le modus ponens généralisé permet d’en déduire un sous-ensemble flou B;- décrivant B.
B;- est défini par sa fonction d’appartenance :

Vy € Bp, up (y) = sup Ponens(p (e), jurle,y)), (2.16)
J ecE 4 ¢
ou Ponens : [0,1] x [0,1] — [0, 1] est I'opérateur du modus ponens généralisé, le plus
souvent choisi parmi les t-normes.*
Le comportement du modus ponens généralisé doit permettre d’obtenir en résultat
un sous-ensemble flou B;- d’autant plus proche de Bj que A} est proche A;. Pour que la
généralisation soit effective, il doit permettre de retrouver B; si A} = A;. Le choix de

la fonction Ponens est donc important et dépend généralement de 'implication floue T
choisie [27].

Il existe un cas particulier de l'utilisation des régles qu’il est intéressant de souli-
gner. Celui-ci intervient lorsque les observations présentées en entrée du systéme sont
numériques. Dans cette situation, lors de la mise en ceuvre du raisonnement déductif,
I’observation mise en relation avec les régles n’est pas un sous-ensemble flou A} mais
une valeur précise ey de 'univers de référence E4. Le modus ponens généralisé (cf.
équation (2.16)) se simplifie alors de la maniére suivante:

Vy € Ep, pp;(y) = nr(eo,y) = 1(na;(eo), nm; (v)) (2.17)

2.1.3.3 Systémes d’inférence floue

En général, une simple régle de décision ne permet pas a elle seule de condenser
toute 'information nécessaire a la représentation d’un probléme complexe. Des bases de
régles doivent alors étre élaborées pour aboutir & une description suffisamment compléte
qui puisse étre utilisable. Ces bases de régles floues, associées aux mécanismes de déci-
sion, permettent de déduire de nouvelles connaissances. Elles constituent des systémes
d’inférence floue (SIF). Les paragraphes précédents ont décrit les processus permettant
de mettre en relation une régle floue et une observation (qu’elle soit précise ou floue)
pour déterminer une conclusion. Nous présentons ici le fonctionnement lorsque plusieurs
régles sont utilisées de fagon conjointe.

Lorsque plusieurs régles d’un SIF sont activées en méme temps, soit les conclusions
portent sur des variables linguistiques différentes, soit un certain nombre d’entre elles
partagent les méme variables linguistiques. Dans le premier cas, la mise en ceuvre du

4. Dans le cadre de relations floues, le modus ponens généralisé correspond a la régle compositionnelle
d’inférence [182] qui se déduit du principe de composition (cf. équation (2.15)).
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SIF aboutit & des conclusions multiples, une pour chaque variable linguistique. Dans le
deuxiéme cas, il faut agréger les résultats des différentes régles, de maniére & n’obtenir
qu’une seule conclusion par variable linguistique. Il existe alors deux maniéres de pro-
céder. Considérons alors une observation « A est A’ » et une base composée de r régles
R;, 1 =1,...,r de la forme suivante: « Si A est A; Alors B est B; ».

La premiére solution, appelée inférence locale, consiste & établir le résultat de chaque
régle indépendamment les unes des autres. En reprenant ’équation 2.16, cela nous donne
les sous-ensembles flous définis par: up (y), ..., up; (y). Ensuite, une intersection de ces
résultats intermédiaires est faite a I’aide d’une t-norme. La conclusion finale est donc le
sous-ensemble flou B’ de fonction d’appartenance :

pp (y) = Ti=t,..r (1B (y)) (2.18)

Si les régles utilisent une implication conjonctive (implication de Larsen ou de Mam-
dani par exemple), il faut combiner les conclusions de chaque régle non pas par une
intersection mais par une union avec une t-conorme |27, 85]:

pp(y) = Lizt,.r (05 (y)) (2.19)

La deuxiéme solution est la méthode dite d’inférence globale ou encore d’agrégation.
Elle consiste & élaborer une nouvelle régle R qui se substitue aux précédentes. Celle-
ci est définie par la fonction d’appartenance décrivant la relation floue: pr(e,y) =
Ti=1,..r(tr;(e,y)). La encore, si les régles utilisent une implication conjonctive, il faut
utiliser une t-conorme au lieu de la t-norme. La conclusion finale est obtenue en utilisant
le modus ponens généralisé sur cette nouvelle régle :

pp (y) = sup Ponens(pa(e), ur(e,y)).
e€FE 4

Il existe plusieurs différences entre ces deux types d’inférence. La premiére est d’ordre
calculatoire : 'inférence globale est plus cotiteuse que l'inférence locale qui lui est donc
souvent préférée. Une seconde différence réside dans leur comportement en fonction
de l'implication utilisée. Ainsi, les régles basées sur une implication conjonctive ont
I'intéressante particularité de produire le méme résultat pour les deux types d’inférence.
En revanche, ce n’est pas toujours le cas lorsque les régles utilisent une implication
floue qui généralise 'implication de la logique ordinaire. Dans ce cas, les résultats d’une
inférence locale sont en général moins restrictifs (moins informants) que ceux d’une
inférence globale. Elles peuvent alors aboutir & des conclusions de type « indéfini », ce
qui n’est pas toujours souhaitable en pratique [85].

2.1.4 Cas particuliers en reconnaissance de formes et en soft compu-
ting

Suivant les contextes applicatifs et la facon dont le probléme est envisagé, il existe
différentes fagons de concevoir un SIF et de ’exploiter. Les problémes de reconnais-
sance de formes qui nous intéressent ici possédent certaines particularités qui doivent



80 Connaissances imprécises et systémes a multiples classifieurs

étre prises en compte lors de 1’élaboration de systémes d’inférence. On considére no-
tamment que les entrées sont des formes décrites de fagon précise (non floue) dans leur
espace de représentation et que l'univers de sortie S des classes est une variable catégo-
rielle non ordonnée (chiffres arabes ou lettres de I’alphabet latin par exemple). Il existe
alors différentes possibilités pour représenter les régles de classification [27, 28|. Nous
n’en présentons que quelques unes ici.

Une premiére fagon de procéder consiste & établir une relation floue entre ’espace
des entrées et ’espace des sorties. Pour cela, I’espace des entrées est découpé en sous-
domaines qui sont associés aux classes. En reprenant le formalisme de régle, cela se
traduit de la facon suivante:

R;: « Siey est Ay; et ...et e, est Ay; Alors e appartient & wy avec un degré by;
et... et e appartient & wg avec un degré bs;. »

Dans cette régle, la prémisse correspond a la description d’un sous-domaine de ’es-
pace des entrées qui est associé & chacune des classes wg. Les valeurs bg; sont des coef-
ficients mesurant la force de la relation entre le sous-domaine et les classes.® Pour une
donnée e, son appartenance a chacune des classes est obtenue en utilisant une compo-
sition de type sup-min:

fiw; (€) = sup min(f3;(e), bji)
(3
avec (3;(e) représentant 'adéquation de e au sous-domaine décrit dans la prémisse de la
régle i, soit par exemple: f;(e) = min(pa,;(€),. .., 1a,,(€)).

Une autre possibilité, consiste & représenter les régles en les formalisant de fagon
générale par:

R;: «Siej est Ay; et ...et e, est A,; Alors wy est by; et ...et wg est bg; »

La signification des conclusions peut étre envisagée ici de différentes fagons. Il peut
par exemple s’agir de sous-ensembles flous réduits & des singletons, de coefficients mesu-
rant le lien entre la prémisse et la conclusion (ce qui est similaire a la représentation par
relations floues vue ci-dessus) ou encore de poids. Ces régles peuvent notamment étre
exploitées dans des systémes de type Mamdani ou Takagi-Sugeno d’ordre 0 que nous
présentons ci-dessous.

Les systémes de type Mamdani reposent sur des régles semblables & celles qui ont
été présentées tout au long du chapitre. Elles utilisent en prémisse et en conclusion
des variables linguistiques, dont les sous-ensembles flous peuvent éventuellement étre
réduits & des singletons. Soit £ = Fy X ... x E, l'univers de référence et en considérant

5. Ce type de régles a conclusion multiple peut aussi étre divisé en S régles pour simplifier l'inter-
prétation.



Représentation de connaissances imprécises 81

que ey = (e1,...,e,) est un vecteur numérique en entrée du systéme, une régle R; est
formalisée de la maniére suivante:

R;: «Siejest Ay; et ...et e, est A,; Alors B est B; »

Les opérateurs de conjonction et d’implication sont classiquement représentés par le
minimum, et l'agrégation des régles par le maximum. De part les simplifications du
modus ponens généralisé (équation 2.17) résultant de I'utilisation d’entrées numeériques,
la méthode d’inférence est souvent appelée par le nom de ces deux opérateurs. Les
principales variantes sont résumeées ci-dessous :

— D'inférence maz-min:

pp (y) = max min(G;, ug,(v)), (2.20)

i=1,...,r

ou f; = minj:l,...,n(MAji (e;)) représente 1'activation de la prémisse de la régle R;;
— l'inférence maz-produit :

pp(y) = max f;-pp;(y), (2.21)
o B; = minj—1,__n(pa,(ej)) ou encore, f; = H;’Zl,uAji(ej) :
Lorsque la sortie du systéme doit étre numérique, pour qu’elle puisse étre traitée par
d’autres modules, il faut faire une « défuzzification » du sous-ensemble flou résultant
de l'inférence. Il existe plusieurs méthodes [85] dont la plus connue est la méthode du
centre de gravité. Dans le cas discret elle s’exprime par:

- SN e w (Yk)
ZkKZI 19324 (yk)

ou K représente le nombre de partitions utilisées pour discrétiser ’espace de sortie.
Les systémes type Takagi-Sugeno utilisent quant & eux des régles dont les conclusions
sont des fonctions des entrées. Une régle R; est formalisée par:

R;: « Siey est Ajjet...et e, est Ay Alors b; = fi(eg) »,

ou b; est une valeur numérique et f; une fonction (constante, polynomiale, non-linéaire,
etc.). De part cette forme particuliére des conclusions, le calcul de la sortie du systéme
s’obtient par une opération mélant « inférence » et « défuzzification », souvent appelée
inférence de type somme-produit:

p— ZiziFibi (2.22)

;';1 ﬁz ,
ou fB; = I A].i(ej) représente l'activation de la prémisse de la régle R; et r est le
nombre de régles. On notera que lorsque les conclusions des regles sont des constantes
(fonctions d’ordre 0), elles deviennent équivalentes aux régles utilisées dans les systémes
type Mamdani avec des sous-ensembles flous B; réduits & des singletons b;.
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Les systémes de type Mamdani et Takagi-Sugeno sont trés utilisés dans de nombreux
domaines et notamment en commande floue [85, 28] parce qu’ils possédent des propriétés
trés particuliéres. Ils reposent sur un mécanisme d’inférence simple qui permet d’obte-
nir un résultat analytique sans surcharge calculatoire puisque, comme souligné dans le
paragraphe 2.1.3.3, dans le cas d’entrées numériques, I'inférence d’une régle se simplifie
de fagon considérable (cf. équation (2.17)). De plus, ils peuvent étre aisément améliorés
par des méthodes d’optimisation comme les moindre carrés ou une descente de gradient,
méme s’il existe des risques de perdre au niveau de 'interprétabilité des régles si aucune
contrainte n’est imposée sur ’optimisation. Il faut donc en général faire un compromis
entre les performances et l'interprétabilité. Pour de plus amples détails, le lecteur peut
se référer a [66].

Ces systémes offrent donc une certaine souplesse sur la forme de la sortie et per-
mettent assez simplement d’obtenir de bonnes performances. Cela rend leur utilisation
en reconnaissance de forme et en soft computing particuliérement intéressante.

2.2 Systémes 4 multiples classifieurs : vers une approche de
combinaison structurée guidée par les données

Dans la partie précédente, nous avons présenté les principes permettant de modéliser
des connaissances imprécises de facon robuste, synthétique et interprétable ainsi que la
fagon dont elles pouvaient étre intégrées pour élaborer des régles de décision pour la
reconnaissance de formes. Il nous reste & présent a voir comment traiter les problémes
complexes tout en conservant une modélisation la plus interprétable et compacte pos-
sible.

La plupart des systémes de reconnaissance courants reposent sur une modélisation
unique et globale du probléme considéré. Méme si de telles approches peuvent suffire
lorsque la complexité de la tache de reconnaissance est modérée, elles montrent souvent
leurs limites sur des problémes complexes. Ces limitations sont généralement de deux
ordres : soit les performances sont insuffisantes, soit la complexité de la modélisation de-
vient trop importante, rendant le systéme difficile & maintenir et & exploiter notamment
sur des machines aux ressources limitées.

Pour pouvoir aborder ces problémes complexes, des systémes & classifieurs multiples
ont commencé & étre développés dans les années 1990. L’idée principale derriére ces
approches est d’essayer de bénéficier au maximum de la complémentarité de différentes
modélisations. Pour cela, plusieurs classifieurs utilisant des architectures et/ou des don-
nées différentes sont combinés de maniére a obtenir des décisions plus robustes et &
compenser les faiblesses propres & chacun d’eux.

Dans cette partie, les principes généraux de la combinaison de classifieurs sont abor-
dés en ’appuyant sur le point de vue du concepteur. En effet, pour la réalisation de
notre systéme, le choix des différents constituants ainsi que leur organisation sont pri-
mordiaux. Ils ont été guidés avant tout par les fonctionnalités et propriétés désirées.



Vers une approche de combinaison structurée guidée par les données 83

C’est pourquoi nous introduisons une catégorisation des approches selon la nature du
lien unissant les « composants » du systéme combiné et leur réle par rapport aux ob-
jectifs que le concepteur peut avoir. Nous montrons alors que dans le cadre de notre
problématique, il est important que chaque élément, ainsi que le lien les unissant, repose
de facon explicite sur les propriétés des données dans leur espace de représentation afin
de maintenir la plus grande lisibilité possible et accroitre la robustesse. C’est pourquoi
ce type d’approche est qualifié de combinaison structurée gquidée par les données.

2.2.1 Accroitre les performances en combinant plusieurs classifieurs

L’idée d’utiliser plusieurs classifieurs pour obtenir un systéme de reconnaissance
plus performant provient en grande partie de I'observation du fonctionnement humain,
notamment au niveau de ses méthodes d’analyse et de son comportement décisionnel
au sein d’'un groupe.

Lorsque I’homme analyse une situation, il utilise plus ou moins consciemment plu-
sieurs de ses sens afin d’améliorer sa compréhension du probléme. Ainsi, lorsque nous
parlons avec quelqu’un, nous analysons bien entendu les mots que nous entendons mais
notre cerveau « augmente » aussi cette information en exploitant des informations vi-
suelles telles que les gestes de I'interlocuteur ou encore les traits que prend tour & tour
son visage. Méme si cette information supplémentaire ne permet pas & elle seule de
trouver le sens des mots, elle ajoute des connaissances supplémentaires sur la séman-
tique du message émis par l'interlocuteur. Il est d’ailleurs reconnu depuis longtemps
que sous certaines conditions, la multimodalité, c’est-a-dire la prise en compte de plu-
sieurs modes de communication, facilite la compréhension. Il suffit pour s’en convaincre
de prendre I'exemple simple des exposés oraux qui sont désormais presque systémati-
quement appuyés d’une présentation visuelle. Ce gain 1ié & la multimodalité peut aussi
étre généralisé a l'exploitation de sources multiples d’informations. Prenons le cas de
I’apprentissage scolaire. Quand une notion est difficile & acquérir, un étudiant utilisera
bien souvent un livre pour reprendre les points mal compris pendant le cours. Si ce
livre ne lui permet toujours pas de bien assimiler la notion, il pourra en rechercher un
second, voire un troisiéme, présentant les choses différemment. Il pourra aussi se faire
réexpliquer le probléme par un ou plusieurs de ses camarades. Ces différentes sources
d’informations ne font pas qu’introduire une redondance de la notion & acquérir. Elles
permettent au contraire de fournir des points de vue différents que I’homme est capable
de fusionner pour faciliter sa compréhension du sujet. Les décisions ultérieures qu’il sera
amené a prendre et qui dépendront de ces informations acquises n’en seront que plus
efficaces.

En considérant & présent 'homme dans une structure de groupe élaborée dans le
but de résoudre une tache particuliére, les mécanismes d’analyse et de décision associés
deviennent plus riches et plus variés. Ce schéma de groupe est essentiellement carac-
térisé par ses membres, la fonction qu’ils y remplissent et le mécanisme de décision
associé. Les fonctionnalités des membres sont trés importantes car ce sont elles qui dé-
terminent les propriétés de I’ensemble. Les capacités de traitement du groupe ainsi que
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son organisation en dépendent donc directement.

Dans le cas le plus simple, chaque membre agit comme un acteur indépendant dans le
mécanisme de décision. Chacun posséde sa propre vision globale du probléme en fonction
de ses connaissances personnelles, de son intuition et des sources d’informations plus ou
moins complétes qu’il posséde. Chacun donne son opinion directement sur la décision
a prendre, sans étre influencé par les autres membres. Des avis différents vont émerger,
chacun ayant sa propre justification & sa vision du probléme. La décision finale se fait
alors en prenant en compte les différents avis par un vote par exemple et en accordant
éventuellement plus de poids & tel ou tel membre en fonction de sa position au sein du
groupe, que celle-ci soit liée & son expérience, son efficacité, sa renommée ou totalement
arbitraire.

Un autre cas de figure se présente lorsque les membres du groupe sont non plus indé-
pendants mais au contraire fonctionnellement dépendants les uns des autres par rapport
a la tache principale a effectuer. Chaque individu est ici spécialisé, remplit une fonction
précise dont le résultat peut dépendre de celui d’'un ou plusieurs autres membres. Le
groupe est donc organisé autour des fonctionnalités de ses membres.

Ces schémas de décision peuvent étre appliqués aux problémes de classification par
le biais d’approches a multiples classifieurs.® Comme les structures de groupes a 1’échelle
humaine, ces ensembles de classifieurs sont caractérisés par leurs membres (les systémes
de reconnaissance qui les composent), leurs fonctions au sein du systéme et le mécanisme
de décision associé. Dans la littérature, plusieurs catégorisations de ces approches de
classification ont été faites, en se basant sur: la topologie, c’est-a-dire ’architecture du
systéme [106]; 'espace de représentation des entrées, qu’il soit multiple ou pas [95];
la stratégie de résolution, par optimisation de la combinaison ou par optimisation de
la couverture des classifieurs (decision optimization/coverage optimization [75]) qui se
rapprochent des méthodes génératives et non-génératives [165]). Ces catégorisations ont
un inconvénient : elles refleétent plus les moyens utilisés pour faire la combinaison que la
nature méme de celle-ci, c’est-a-dire son roéle, qui se traduit par la nature du lien entre
les classifieurs. Or c’est bien celle-ci, ainsi que les fonctionnalités souhaitées, qui guident
I’élaboration du systéme et de son architecture.

Aussi nous proposons une nouvelle catégorisation des approches de combinaison de
classifieurs qui est orthogonale aux précédentes. Elle ne vise pas a les remplacer mais
plutdt a introduire le point de vue du concepteur, en s’appuyant sur 1’aspect fonction-
nel du systéme. Pour cela, nous distinguons d’une part les approches de combinaison
fonctionnellement indépendantes et d’autre part les approches de combinaison fonc-
tionnellement dépendantes par rapport a la tache de classification. Ces derniéres sont
elles-mémes subdivisées en qualifiant la nature de la relation entre les classifieurs par
rapport aux objectifs. Ce type de catégorisation n’est ni strict, ni absolu mais encore
une fois, son objectif est de refléter 'intention du concepteur.

6. Méme si la multimodalité peut étre traitée d’une fagon différente, notamment par le biais de la
fusion de données.
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2.2.2 Approches de combinaison fonctionnellement indépendantes

Ces approches de combinaison ont comme objectif de résoudre le probléme de clas-
sification en utilisant un mécanisme de décision reposant sur l'utilisation de points de
vue multiples. Chaque classifieur du systéme posséde sa propre modélisation/vision
du probléme et prend ses décisions indépendamment des autres. Soit ces classifieurs
existent déja, auquel cas il ne reste plus qu’a trouver une combinaison optimale, soit
il est nécessaire de générer ces classifieurs de fagon & ce qu’ils reposent sur différents
points de vue. Les approches fonctionnellement indépendantes peuvent donc étre divi-
sées en deux, en reprenant la distinction faite dans [165] entre approches génératives et
approches non-génératives. 7

Qu’elles soient génératives ou non, ces approches possédent de nombreux points com-
muns. Elles sont donc présentées en méme temps, en précisant uniquement les notions
qui les différencient (cf. paragraphe 2.2.2.2).

2.2.2.1 Indépendance des classifieurs

L’intérét des approches fonctionnellement indépendantes repose sur la possibilité
d’utiliser des points de vue différents du probléme en espérant que ceux-ci puissent se
compléter pour la tache de classification. Ce mode de fonctionnement a été directement
déduit de ’analogie avec les mécanismes d’analyse et de décision de I’homme, seul ou
en groupe, comme ils ont été présentés en introduction.

Ces raisons intuitives qui poussent a combiner des classifieurs effectuant la méme
tache mais difféeremment sont aussi appuyées par des raisons plus conceptuelles liées aux
mécanismes de classification en eux-mémes. Ainsi, comme le montre Dietterich [44], il
existe au moins trois raisons pour lesquelles 'utilisation d’un ensemble de classifieurs
peut améliorer les performances en reconnaissance.® La premiére raison est d’ordre sta-
tistique : utiliser plusieurs reconnaisseurs différents permet de réduire les risques d’er-
reurs liés & l'utilisation d’un seul classifieur. La deuxiéme raison est liée aux méthodes
d’apprentissage des algorithmes de classification qui atteignent souvent des solutions
optimales mais localement seulement. Utiliser plusieurs reconnaisseurs permet alors
d’obtenir une meilleure approximation de la solution en limitant les effets de ces op-
tima locaux. Enfin, la troisiéme raison est liée au pouvoir d’expression des classifieurs.
Meéme si certains sont reconnus comme étant des approximateurs universels (PMC [78],
RBFN [134], SIF [87]), la quantité et la qualité des données nécessaires pour obtenir
une telle approximation ainsi que la complexité du classifieur résultant limitent les per-
formances en pratique. Utiliser plusieurs classifieurs permet donc d’étendre le pouvoir
de représentation d’un seul reconnaisseur.

Quelle que soit I'origine de cette diversité dans la représentation du probléme, celle-
ci se traduit directement sur les sorties des classifieurs qui doivent étre différentes.
C’est pourquoi, il est souvent question d’indépendance des classifieurs (du point de

7. Cette distinction est similaire a celle faite dans [75].
8. Celles-ci sont reprises et étendues dans [165].
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vue de la décision) comme étant un des critéres nécessaires pour pouvoir faire une
bonne combinaison [164, 51, 5|. Mais la terminologie est en fait assez vague puisque
d’autres termes comme la non-corrélation [19, 18, 109] ou encore la différence [44] sont
couramment rencontrés. Il est donc important ici de s’attarder sur ce qui est réellement
sous-entendu par ces termes.

La notion d’indépendance vient du cadre de décision Bayésien ou les classifieurs sont
assimilés & des variables aléatoires. Ainsi, si s' et s% sont les sorties de deux classifieurs,
ils sont considérés comme indépendants si la condition suivante est assurée:

P(s' = wj, s* = wj) = P(s' = w;)P(s* = wj), Ywj;,w; € S (2.23)

ou S est I'ensemble des classes et P représente une probabilité. Comme le montre
Moobed dans sa thése [127], I'indépendance n’est en général pas équivalente & la non-
corrélation de deux variables aléatoires. De plus, cette indépendance ne peut étre ob-
tenue que si les classifieurs sont aléatoires ce qui est rarement le cas en pratique. On
considére alors 1’indépendance conditionnelle qui impose simplement que les classifieurs
soient indépendants pour chaque classe. Elle se traduit par:

P(s' = wi, s* = wjlw) = P(s' = wj|lw) P(s* = wj|wy), Yw;,wj,w € S (2.24)

C’est cette indépendance qui est en générale requise et plus particuliérement pour cer-
taines méthodes de combinaison comme la combinaison par le produit [164], la combi-
naison Bayésienne ou encore par la régle de Dempster-Shafer [19, 18, 127]. Cependant,
méme si cette condition n’est pas complétement vérifiée, certaines combinaisons peuvent
malgré tout s’appliquer et étre bénéfiques [19, 18|. Dans [102], les auteurs vont encore
plus loin en montrant qu’une dépendance ou corrélation négative est méme préférable a
une indépendance. En fait, I'idée intuitive sous-jacente consiste a considérer que si des
classifieurs font des erreurs différentes, alors une combinaison adéquate doit permettre
de donner des résultats meilleurs que chacun des classifieurs pris indépendamment.

Deux points sont donc particuliérement importants ici. Le premier est de déterminer
comment obtenir des classifieurs suffisamment indépendants ou négativement corrélés.
C’est 'objet du paragraphe 2.2.2.2. Le deuxiéme point reléve quant a lui du mode de
combinaison utilisé et de sa sensibilité (cf. paragraphe 2.2.2.4).

2.2.2.2 Comment obtenir des points de vue différents

Ce paragraphe concerne essentiellement le cas des approches génératives puisque
pour les approches non-génératives, ces points de vue existent déja comme nous ’avons
déja mentionné en introduction du paragraphe 2.2.2. L’idée ici consiste & élaborer dif-
férents classifieurs en essayant de les rendre les plus indépendants possibles ou négati-
vement corrélés.

D’une maniére générale, cette indépendance peut avoir deux origines. Soit elle pro-
vient de la nature des classifieurs en eux-mémes, soit elle résulte de la nature des données
utilisées pour leur apprentissage. En s’inspirant de I’énumération faite dans [51], voici un
ensemble de solutions pour obtenir des classifieurs ayant des comportements différents.



Vers une approche de combinaison structurée guidée par les données 87

Celle-ci est rangée approximativement par ordre croissant de I'impact sur la différence
entre les classifieurs obtenus:

— utiliser des paramétres d’initialisation différents lorsque cela est possible et que la
fonction de décision résultante en dépend;

— utiliser des paramétres différents: critéres d’arrét ou d’élagage dans un arbre de
décision, parameétre de régularisation dans un réseau de neurone, fonction des
noyaux dans les machines & vecteurs supports, etc. ;

— utiliser des paramétres d’architecture différents : nombre de couches cachées et de
neurones par couche dans un réseau de neurones, arbres de décision binaires ou
n-aires, etc.;

— utiliser différents types de classifieurs [94, 171, 177];

— utiliser des bases d’apprentissage différentes, si besoin en les manipulant: bag-
ging [29], etc.

— utiliser des espaces de représentation différents [95, 6].

Cette liste n’est bien siir ni exhaustive ni restrictive, plusieurs techniques pouvant étre
utilisées en méme temps.

Meéme si 'utilisation de ces méthodes est sensée produire des classifieurs différents,
il est souvent difficile d’évaluer a priori & quel point leurs décisions seront réellement
indépendantes ou complémentaires. De nombreuses mesures ont donc été élaborées afin
d’estimer 'indépendance ou la non corrélation de classifieurs [171, 19, 105, 102, 109].
Des techniques de production de classifieurs puis de sélection des plus intéressants par
rapport a la mesure peuvent alors étre employés [148].

A présent que les moyens permettant de générer des classifieurs différents (lorsque
ceux-ci n’existent pas) ont été présentés, il reste un point important a étudier avant de
pouvoir faire la combinaison elleeméme. Il s’agit du probléme de la nature des sorties
des systémes de reconnaissance utilisés.

2.2.2.3 Combinaison de classifieurs avec des sorties hétérogénes

Comme énoncé dans le paragraphe 1.2.3, parmi ’ensemble des classifieurs existants,
tous ne fournissent pas les mémes informations en sortie. Rappelons que celles-ci peuvent
étre de type classe, ensemble, rang ou mesure. Pour pouvoir combiner ou fusionner les
réponses de plusieurs classifieurs, il faut: soit utiliser des classifieurs fournissant des
sorties homogeénes; soit se ramener a une sortie homogéne [74]; ou encore utiliser un
processus de combinaison capable de gérer ces classifieurs hétérogenes [127, 18, 177, 161].

Chacun des types de sortie peut en général étre converti dans un autre type avec ou
sans perte d’information. Par exemple, les sorties de type mesure peuvent étre converties
dans tous les autres formats ? mais au prix d’une perte d’information. Les sorties de type
classe peuvent étre converties sans probléme en sorties de type ensemble, rang ou mesure

9. Pour la conversion en sortie de type ensemble, il faut ajouter de I'information a priori comme le
nombre de classes désiré pour ’ensemble.
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car elles n’en représentent que des cas particuliers. Cette conversion s’effectue cette fois
sans perte d’information.

Parce qu’ils apportent le plus d’information, les classifieurs & sorties de type mesure
sont assez souvent choisis dans les systémes a multiples classifieurs. Mais avant de pou-
voir effectuer celle-ci, il faut bien souvent procéder & une homogénéisation des sorties. En
effet, tous les classifieurs utilisés ne produiront pas nécessairement le méme genre de me-
sures. Il pourra s’agir de distances, de probabilités, de scores, etc. Elles ne s’exprimeront
donc pas toutes dans le méme intervalle de valeur ni sur la méme échelle. Bien souvent,
il faut opérer une uniformisation des sorties. Il n’existe pas de fonction universelle pour
cela. Cependant, plusieurs contraintes sont généralement imposées, notamment afin de
se rapprocher des modes de raisonnement usuels. Soit {s1,...,;,...,Ss} le vecteur de
sortie de type mesure (une par classe ¢ de S) d’un classifieur et (s,...,s},...,5%) le
vecteur obtenu aprés uniformisation. Les contraintes généralement imposées sont les
suivantes :

. .
Vi, s; € [0,1];

— les mesures s, sont croissantes avec l'importance accordée a la classe i par le
classifieur. Ainsi, pour une entrée donnée, les classes i pour lesquelles s; = 1

seront les plus privilégiées et celles pour lesquelles s, = 0 seront celles qui seront
écartées par le classifieur;

— la transformation appliquée pour uniformiser les sorties ne doit pas changer les
préférences initiales du classifieur ;

— la fonction d’uniformisation doit étre consistente et donc pouvoir s’appliquer a
toutes les valeurs possibles des mesures initiales.

D’autres contraintes peuvent aussi étre rajoutées pour se rapprocher d’un cadre proba-
biliste par exemple (ce qui ne garantit absolument pas que les nouvelles sorties obtenues
seront des probabilités). Dans ce cas, la condition suivante est rajoutée : Zf:l sh =1
Celle-ci est vérifiée en utilisant une méthode de normalisation dont voici les plus cou-
rantes:

! S
S, = —a—— (2.25)
’ Zf:1 Si
2
! 53
S, = —a—— (2.26)
' ZZ‘S:1 3%

Bien que ce genre de normalisation soit souvent nécessaire, il faut y faire trés at-
tention. En effet, comme montré dans [10], elles réduisent la dimension de ’espace de
sortie, provoquant une perte d’information. Ainsi, des classes initialement séparables
dans 'espace de sortie associé & ’ensemble des classifieurs, peuvent devenir non sépa-
rable aprés normalisation. Une grande attention doit donc étre portée pour le choix
de la fonction de transformation. Dans ce cadre, il semblerait que (2.26) soit meilleure
que (2.25) [10].
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2.2.2.4 Difféerentes méthodes de combinaison

Du point de vue de la topologie du systéme, les approches fonctionnellement in-
dépendantes reposent essentiellement sur une combinaison paralléle de N classifieurs
utilisant chacun son propre espace de représentation F;, ¢ = 1,..., N, qui peut étre
éventuellement commun pour certains. Il s’agit donc d’une structuration horizontale du
point de vue de I’ensemble de classifieurs. Un module de combinaison est utilisé afin de
produire une nouvelle sortie y a partir de I’ensemble des sorties s’ (cf. figure 2.8). Cest
pourquoi on parle trés souvent de fusion des sorties des classifieurs.

entrée e
NN EEPUP NP
! espaces de
H représentations
! ec E ] TTTTTTTmmmemsoes e e EN !
i l l :
L I A 1
Classifieur | ____________ Classifieur
1 N
S] SN
v v
Fusion
Yy

FiG. 2.8 — Schéma de combinaison paralléle

La méthode de fusion dépend le plus souvent du type de sortie des classifieurs [127].
Si les sorties sont des classes, des méthodes par votes, pondérés ou non, sont fréquem-
ment utilisées [107]. La classe correspondant a la sortie y est celle qui est représentée
majoritairement dans I’ensemble des sorties des classifieurs. Plusieurs variantes existent,
notamment en fonction de la fiabilité désirée de la réponse. Ainsi, pour que la classe
majoritaire soit acceptée, il est possible de rajouter des conditions telles que: 'unani-
mité ; 'absence de conflit (cette méthode différe de la majorité unanime dans le sens o
les classifieurs peuvent étre « sans opinion » c’est-a-dire rejeter la forme); un nombre
de voix suffisantes ; la majorité notoire (un nombre de voix suffisant séparant les deux
classes les plus majoritaires) ; etc.

Si les sorties s* sont de type mesure (s = {s,...,s%,..., s%}), les modes de combi-
naison les plus courants sont la régle du mazimum:

i
= mhax S. .

S
y i=1,.,N 5’
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du minimum:

Yo =
la moyenne arithmétique:
T
Ys = ﬁ Z Sg )
i=1
et géométrique :
\1/N
ys = (M)

ces deux derniéres pouvant étre pondérées. Dans le cas de classifieurs indépendants, les
méthodes multiplicatives donnent en général de meilleurs résultats que les méthodes
reposant sur l'utilisation de la somme. Cependant, si les sorties des classifieurs sont
sujettes au bruit ou peu fiables, I'utilisation de la somme donne des résultats plus stables
alors que le produit peut dégrader trés nettement les performances du systéme, au point
que celles-ci deviennent inférieures a celles du meilleur classifieur de ’ensemble [164, 4].
Il faut donc prendre grand soin lorsqu’une telle combinaison est utilisée. Une solution
consiste a réduire les « effets de bords » en ne combinant que les décisions les plus
fiables [8].

I’ensemble des techniques précédentes utilise une régle de combinaison fixe. Il existe
aussi des méthodes de fusion reposant sur un apprentissage de la régle de combinaison.
Celui-ci s’effectue & partir d’'une base de validation permettant notamment de prendre
en compte ’efficacité de chacun des classifieurs de I’ensemble. Ces méthodes donnent
en général de bons résultats mais nécessitent que la base de validation soit différente
des bases d’apprentissage (pour éviter le sur-apprentissage) et de taille suffisamment
importante pour avoir de bonnes propriétés de généralisation [51]. Citons par exemple
l'utilisation de la régle de Bayes ou encore la technique du BKS (Behavior Knowledge
Space), etc. [52, 93, 80|

Pour plus d’informations sur I’ensemble de ces techniques, le lecteur peut se référer
a[7, 104, 127, 19, 18, 177, 161].

Les méthodes de combinaison par fusion de classifieurs énumeérées ci-dessus utilisent
systématiquement les résultats de tous les reconnaisseurs pour établir la décision finale
y. Pourtant, pour une forme donnée en entrée, tous les classifieurs n’auront pas né-
cessairement la méme pertinence du fait de leur indépendance. Certains peuvent étre
plus efficaces que d’autres pour la reconnaissance de certaines formes. Cette constata-
tion est a I'origine des mécanismes de sélection de classifieurs. A I'inverse des méthodes
de fusion, celles-ci considérent que pour une entrée donnée, il existe un classifieur de
I’ensemble qui est mieux adapté pour prendre la décision. La sélection s’effectue par
exemple en évaluant D'efficacité de chaque classifieur dans le voisinage de la forme a
reconnaitre [63]. Des méthodes ont aussi été élaborées de fagon & choisir, pour chaque
entrée, entre une combinaison par sélection ou par fusion de classifieur [103].

Le mécanisme de sélection peut aussi étre utilisé afin de réduire la nombre de clas-
sifieurs utilisés pour la combinaison et donc pour accélérer les traitements. Cela a no-
tamment été mis en ceuvre dans [137, 136]| en hiérarchisant les classifieurs sur deux
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niveaux. Le deuxiéme niveau est un classifieur reposant sur des modéles de classes. '°.

Seuls ceux correspondant aux classes les plus activées par le premier niveau sont utilisés
pour la combinaison. L’architecture n’est donc plus paralléle mais de type cascade (cf.
paragraphe 2.2.3.1).

2.2.3 Approches de combinaison fonctionnellement dépendantes

Les approches de combinaison fonctionnellement indépendantes présentées dans le
paragraphe précédent visent & utiliser un ensemble de classifieurs considérant indépen-
damment les uns des autres la tache de classification. Chacun repose sur un point de vue
qui lui est propre et c’est cette diversité qui permet d’obtenir de bonnes performances.
Une autre fagon de concevoir des approches & multiples classifieurs consiste & assigner &
chacun des éléments du systéme un réle particulier correspondant & une sous-tache de
la fonction principale de classification. Dans ces systémes, les fonctionnalités des clas-
sifieurs sont dépendantes les unes des autres pour la résolution du probléme considéré.
Seule I'utilisation de ’ensemble des classifieurs et donc la réalisation de chacune des
sous-taches auxquelles ils correspondent permet & ’ensemble de fonctionner correcte-
ment. C’est pourquoi nous qualifieront ces approches de fonctionnellement dépendantes.
Leur intérét est double : elles permettent d’une part de résoudre la tache de classification
principale par la résolution de sous-taches plus simples gréace & des classifieurs spécialisés
et d’autre part, elles offrent la possibilité de réaliser des objectifs secondaires beaucoup
plus facilement que si une seule approche était utilisée. Elle peuvent ainsi favoriser
Iinterprétabilité et la maintenance du systéme en conférant une certaine modularité a
I’ensemble, ou encore utiliser des architectures plus adaptées pour la gestion du refus
de classement et du rejet de distance.

Plusieurs distinctions peuvent étre faites, selon la nature du lien qui unit les classi-
fieurs de ’ensemble. Nous distinguons ici essentiellement deux possibilités (ce qui n’est
pas nécessairement exhaustif) que nous allons détailler dans les paragraphes suivants:
les approches de combinaison correctives et les approches de combinaison par experts.
Les premiéres reposent sur 1'utilisation d’un classifieur principal dont les performances
sont jugées insuffisantes (décisions pas assez fiables et/ou taux de reconnaissance trop
faibles). I’objectif principal consiste alors a utiliser d’autres classifieurs afin de corriger
les décisions du premier.

Les approches de combinaison par experts sont quant a elles issues de la volonté de
décomposer le probléme initial en sous-problémes. Un classifieur spécialisé est ensuite
élaboré pour traiter chacun d’eux séparément et leurs résultats sont combinés. Rappe-
lons encore une fois que la distinction entre ces différentes approches n’est pas stricte.
Il est tout & fait envisageable par exemple qu'un systéme repose sur un mécanisme de
correction lui-méme établit & partir d’experts. En pratique, c’est méme assez souvent le
cas.

10. Ce reconnaisseur est donc lui méme un systéme & multiples classifieurs qui sont fonctionnellement
dépendants les uns des autres. Plus précisément, il s’agit d'une approche par experts (un par classe)
comme décrit dans le paragraphe 2.2.3.2.
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2.2.3.1 Approches de combinaison correctives

Lorsque l’on traite un probléme complexe de reconnaissance et que ’approche de
classification dont on dispose a des performances insuffisantes, il est possible d’utili-
ser d’autres classifieurs pour essayer de corriger ses erreurs. Les approches correctives
utilisent la plupart du temps un classifieur principal qui traite le probléme de recon-
naissance dans son intégralité. Un ou plusieurs autres modules de reconnaissance sont
utilisés ensuite pour traiter les cas difficiles que le systéme principal ne peut résoudre
lui-méme.

Ces systémes reposent le plus souvent sur des schémas de combinaison de type série
ou série-paralléle (cascade) dans lesquels les classifieurs sont hiérarchisés (structuration
verticale). La sortie d’un classifieur est donc utilisée comme entrée d’un ou plusieurs
autres qui peuvent éventuellement réutiliser en plus le vecteur d’entrée. Dans le cas de
la combinaison série la sortie y du systéme est celle du dernier classifieur de la chaine
(cf. figure 2.9). Dans le cas de la combinaison cascade, elle peut soit étre récupérée au
niveau d’un des classifieurs de la chaine, soit étre une combinaison d’une partie des
sorties (cf. figure 2.10).
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F1G. 2.9 — Schéma de combinaison série.

Les techniques issues du weak learning et notamment celles de boosting [60] font
partie de ces approches. Ces derniéres utilisent une chaine de classifieurs entrainés sur
la base d’apprentissage dans laquelle chaque individu posséde un poids. Si au début
tous sont aussi représentatifs, leur poid augmente lorsqu’ils sont mal classés par un
classifieur. Le reconnaisseur suivant dans la chaine se focalise donc davantage sur la
classification de ces individus afin d’améliorer les performances de ’ensemble. La sortie
est une somme pondérée des sorties de chaque classifieur de la chaine en fonction de
leurs performances sur la base ayant servie a leur apprentissage.

D’autres types de systémes utilisent un principe de combinaison similaire pour ré-
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soudre explicitement les cas difficiles & traiter pour le classifieur principal. Ce méca-
nisme est possible si le classifieur principal met en ceuvre le refus de classement [81]
comme nous l’avons présenté dans le paragraphe 1.2.5.1. La topologie de ce mode de
combinaison, qualifice de conditionnelle dans [106], permet d’optimiser le processus de
classification en limitant 1'utilisation des ressources. En effet, le classifieur principal
peut étre de complexité modérée voire faible afin de minimiser les coiits de traitement
dans la majorité des cas. Les classifieurs spécialisés peuvent en revanche utiliser des
représentations et des techniques de classification plus coiiteuses afin d’améliorer les
performances uniquement pour les cas difficiles [9, 64, 6]. Une variante des approches
précédentes consiste non plus & utiliser un seul classifieur pour résoudre les cas difficiles
mais plusieurs. Ainsi, dans [20| par exemple, les auteurs construisent une machine a
vecteur support pour faire la discrimination de chaque paire de classes qui sont sources
de confusions aprés 'utilisation d’un classifieur principal de type PMC. Ce principe est
aussi utilisé dans [139] en combinant des réseaux de neurones pour faire la discrimina-
tion des classes restant en confusion aprés 'utilisation d’un classifieur reposant sur une
modélisation explicite des classes par prototypes.

Les méthodes de stacked generalization [175] sont aussi un exemple d’approches
de combinaison correctives. Dans celles-ci, un classifieur est utilisé afin de corriger le
comportement d’'un ou plusieurs autres. Il effectue son apprentissage dans un espace
de représentation intermédiaire correspondant aux sorties des classifieurs principaux.
Elles repose aussi souvent sur le principe des approches de combinaison par experts (cf.
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paragraphe suivant) puisque les classifieurs qui sont corrigés sont trés souvent appris
sur des régions précises de I'espace des données.

2.2.3.2 Approches de combinaison par experts

Ces approches traitent les problémes de classification complexes en utilisant la mé-
thode « diviser pour régner ». Elles procédent donc par une décomposition du probléme
initial en sous-problémes. Cette décomposition peut se faire soit sur I’espace de repré-
sentation, soit sur ’espace de sortie et le schéma de combinaison le plus courant est la
combinaison paralléle (un expert par sous-probléme).

Les méthodes les plus courantes pour diviser ’espace de représentation consistent
a faire un découpage selon le principe de la validation croisée [5]. La base d’appren-
tissage est divisée en k sous-bases disjointes et k classifieurs sont appris sur chacune
de ces sous-bases. La décision est faite le plus souvent par une régle de combinaison
classique comme vue dans le paragraphe 2.2.2.4. Les « mélanges d’experts » (mizture of
experts) [84, 160] sont une variante des méthodes précédentes. Les experts sont appris
de la méme fagon & partir d’une partition de la base d’apprentissage. En revanche, la
combinaison est faite par un classifieur spécialisé qui pondére chacune des sorties avant
que celles-ci soient sommeées.

Les approches utilisant une décomposition de I'espace de sortie sont aussi assez
fréquentes. Elles sont notamment utilisées lorsque ’on souhaite résoudre un probléme
multi-classes avec un classifieur binaire ne permettant de faire que la discrimination
de deux classes. La décomposition consiste le plus souvent a apprendre un classifieur
pour faire la discrimination d’une classe contre toutes les autres, et ce pour chaque
classe (approches one against rest). Ces techniques sont fréquentes pour 'utilisation de
machines & vecteurs supports [79, 124] et d’arbres de décision [121] par exemple. Une
variante consiste & élaborer un classifieur pour faire la discrimination de chaque paire
de classes. Cette solution est cependant moins économique et son efficacité dépend de
la méthode de combinaison utilisée [163].

Un autre exemple d’utilisation de la décomposition de ’espace de sortie se retrouve
dans les systémes reposant sur la génération d’'un modeéle par classes par une modélisa-
tion descriptive. L’extension & une décomposition en sous-classes a aussi été envisagée
comme par exemple dans le systéme ResifCar ou encore dans [62].

Le mécanisme de décision le plus simple associé a ces approches consiste a mettre
les experts en compétition. La classe choisie est celle correspondant & I’expert ayant le
meilleur score (dans le cas de sorties de type mesure bien entendu). On remarquera que
dans le systéme ResifCar, cette compétition est un peu particuliére puisqu’elle intervient
sur chacun des niveaux des modeéles (cf. paragraphe 1.4.1).
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2.2.4 Une nouvelle approche: la combinaison structurée guidée par
les données

Les approches & multiples classifieurs ont montré leur intérét dans de nombreuses ap-
plications, aboutissant la plupart du temps a des systémes trés performants. Pour notre
approche, 'utilisation de plusieurs classifieurs peut aussi étre bénéfique et ce & plusieurs
points de vue. Ils peuvent non seulement permettre d’obtenir de bonnes performances,
mais aussi de traiter plus facilement des problémes complexes en les décomposant. En-
fin, ils peuvent étre utiles pour favoriser la réalisation de nos autres objectifs tels que
I'interprétabilité, en structurant ’ensemble pour le rendre plus modulaire et explicite,
ou encore d’améliorer la fiabilité, en introduisant un module pour le rejet de distance
ou le refus de classement par exemple.

L’inconvénient dans la conception de ces approches de combinaison est que le choix
des composants par rapport au probléme & traiter reste souvent assez obscur et arbi-
traire. Méme si la définition d’objectifs secondaires et donc la détermination du lien
fonctionnel entre les éléments du systéme et le probléme de reconnaissance est une aide
précieuse, il manque encore actuellement des informations précises permettant de gui-
der les choix de conceptions. Nous détaillons ces problémes dans le paragraphe suivant.
Suite a ce constat, nous proposons, pour notre approche de reconnaissance, de s’appuyer
sur la structure des données dans 1’espace de représentation afin de guider 1’élaboration
du mode de combinaison.

2.2.4.1 Problémes de conception avec les approches de combinaison usuelles

Dans [75, 76], une critique est faite sur 'utilisation de multiples classifieurs, soule-
vant un certain nombre de questions sur la maniére dont I’élaboration de ces approches
est actuellement envisagée et les problémes qui peuvent en résulter. Une des principales
constatations est I’absence d’étude théorique compléte sur le comportement des classi-
fieurs par rapport aux problémes considérés et par rapport & leurs possibles interactions.
C’est pourquoi, les systémes qui reposent explicitement sur la nécessité d’indépendance
des classifieurs peuvent avoir des comportements inattendus. Cette contrainte est en
effet trés forte et souvent éloignée de la réalité puisque les décisions des classifieurs sont
intrinséquement corrélées car liées par la forme & reconnaitre. De plus, cette corrélation
peut varier d’une entrée a ’autre. Méme si cette contrainte d’indépendance est relaxée
en imposant plus simplement d’avoir des classifieurs faisant des erreurs différentes, la
meilleure maniére d’y parvenir n’est pas évidente. De combien de classifieurs a-t-on be-
soin dans tel ou tel cas? Quel classifieur utiliser pour tel espace de représentation ou
telle base d’apprentissage? Quel sont les classifieurs qui se complétent le mieux pour
un probléme donné? Bien souvent, ces questions sont laissées de coté, I’attention étant
plus particuliérement portée sur la méthode de combinaison qui doit se « débrouiller »
pour exploiter au mieux l'interdépendance ou l'indépendance des classifieurs utilisés.
Mais 1a encore, il est difficile de trouver le meilleur mode de combinaison en fonction
des classifieurs utilisés et du contexte d’utilisation.

Les approches fonctionnellement dépendantes possédent alors un avantage certain :
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le choix des éléments du systéme ainsi que leur mise en relation sont guidés par le role
que chacun d’eux doit remplir au sein du systéme. Malgré tout, les différentes possibi-
lités restent nombreuses et il est difficile de trouver une méthode optimale. Comme le
montre T.K. Ho [75, 76], il semble donc nécessaire d’élaborer un « langage » afin de
décrire les problémes de classification et le comportement des classifieurs en fonction
de celles-ci. Cette description doit se baser sur les données du probléme, notamment en
établissant la pertinence du jeu de caractéristiques mais aussi la densité, la couverture et
donc la structure des données dans 1’espace de représentation. Car méme si un probléme
contient une composante stochastique, il devrait y avoir une structure sous-jacente ré-
gissant le processus [77]. 1! Avec un tel outil, il deviendrait théoriquement possible de
choisir spécifiquement des classifieurs adaptés pour résoudre chaque probléme de recon-
naissance, que ce soit par des approches mono-classifieur ou multi-classifieurs. Mais les
recherches dans ce sens ne sont que trés récentes [76, 77, 158].

2.2.4.2 Le mode de combinaison proposé

Puisqu’il est difficile d’établir a priori le meilleur systéme et par extension le meilleur
schéma de combinaison pour un probléme donné, nous choisissons ici de structurer notre
approche en nous basant sur les propriétés des formes, en utilisant une combinaison
structurée guidée par les données. Le schéma-bloc correspondant & notre systéme de
reconnaissance Mélidis (ModELisation Intrinséque-DIScriminate), est représenté sur la
figure 2.11.

Afin de pouvoir traiter les problémes difficiles tout en conservant une bonne lisibilité,
nous utilisons un premier module, le module de description intrinséque par prototypes,
dont l'objectif est triple. Il doit d’une part pouvoir offrir un premier niveau de lisibilité
du probléme en le décrivant dans son ensemble. Pour cela, la modélisation repose sur
une description des formes en s’appuyant sur leurs propriétés intrinséques dans ’espace
de représentation pour faciliter l'interprétabilité (niveau de modélisation intrinséque).
Cette description doit en outre permettre de mettre en lumiére les principales sources
de confusion entre les classes. Celles-ci sont alors utilisées pour décomposer le probléme
initial en sous-problémes (décomposition guidée par les données). Enfin, ce module doit
permettre de controler le rejet de distance. Cette fonctionnalité est intégrée ici afin
de pouvoir le gérer par une modélisation explicite par prototypes et non pas par une
modélisation discriminante et ce pour les raisons évoquées dans le paragraphe 1.2.5.2.

Un deuxiéme module, le module de discrimination focalisée, effectue une modéli-
sation discriminante fine et ciblée au sein des sous-problémes (sources de confusions)
déterminés par le module de description intrinséque (niveau de modélisation discrimi-
nante). Cette modélisation doit aussi utiliser des connaissances interprétables et donc
s’appuyer sur les propriétés des données dans l’espace de représentation, mais cette
fois-ci sur les propriétés discriminantes.

11. La plupart des processus physiques considérés comme chaotiques reposent en fait sur une structure
qui leur est propre [2].
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Pour la classification, puisque 'utilisation de points de vue différents est un facteur
permettant d’accroitre les performances, chacun des deux modules fournit sa propre dé-
cision sous la forme de scores relatifs a chaque classe (sorties de type mesures). Ainsi, le
module de description intrinséque par prototypes utilise un module de pré-classification.
Celui-ci contient un classifieur qui exploite (=) la modélisation intrinséque. De méme
le module de discrimination focalisée utilise un module de classification principale qui
contient un classifieur expert par sous-problémes issus de la décomposition et qui ex-
ploite (=) la modélisation discriminante. On remarquera que la classification principale
repose sur la combinaison des sorties de ces classifieurs experts. Ces deux décisions
intermédiaires sont fusionnées pour obtenir la classification finale qui peut intégrer la
gestion du refus de classement.
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Ce schéma de combinaison est donc structuré verticalement et horizontalement sous
la forme d’une « cascade arborescente ». On remarquera que dans celle-ci, la structura-
tion verticale correspond a la fois & une dépendance fonctionnelle entre les deux modules
(description explicite et discrimination) et & une dépendance par rapport aux propriétés
intrinseques des formes, ce qui distingue assez nettement notre approche des modes de
combinaison usuels. Cette derniére est particuliérement intéressante pour trois raisons.

La premiére est qu’elle permet au module de discrimination focalisée de se concen-
trer uniquement sur les formes possédant des propriétés similaires (celles déterminées
par le module de description intrinséque) et qui sont donc potentiellement difficiles a
distinguer. Ce mécanisme de focalisation permet de réduire au mieux la taille des sous-
problémes (& la différence d’une approche de décomposition ordinaire comme présentée
en 2.2.3.2), ce qui devrait permettre une plus grande efficaciteé.

Cette focalisation permet en outre d’accroitre la robustesse du lien entre les deux
modules. Dans les approches utilisant le résultat de la classification d’un premier ni-
veau pour construire/sélectionner les classifieurs a utiliser au deuxiéme niveau, cette
sélection est tributaire de la robustesse du mécanisme de décision. Il peut alors arriver
que pour une faible variation de la forme en entrée, celle-ci soit traitée par des classi-
fieurs complétement différents. La figure 2.12 (a) illustre ce phénomeéne de fagon simple
pour un probléme & trois classes (wy,ws,ws). Les frontiéres de décision d’un classifieur
utilisé comme premier étage d’un systéme & deux niveaux y sont représentées. Si le
deuxiéme étage dépend de la décision du premier, les formes noires & classer seront trai-
tées différemment alors qu’elles possédent des propriétés trés similaires dans 'espace de
représentation (il peut d’ailleurs s’agir de la méme forme mais légérement bruitée). Ce
probléme est en revanche correctement absorbé si le lien entre les deux niveaux se base
sur les propriétés des formes dans ’espace de représentation (b).

Enfin, la troisiéme raison est que cette structuration permet de rendre I’ensemble
modulaire. En effet, on conserve d’un coété la modélisation du probléme favorisant son
interprétabilité et de ’autre le mécanisme de décision que ’on peut optimiser de fagon
séparée, sans remettre en cause la modélisation. De plus, le processus de décomposition
du probléme peut facilement opérer & différents niveaux de précision sans remettre en
cause l'architecture de I’ensemble. Par exemple, pour des problémes de complexité mo-
dérée, les experts du niveau de discrimination focalisée pourront fonctionner au niveau
d’une décomposition en classes. Pour des problémes plus difficiles, leur précision pourra
étre du niveau de la sous-classe si celles-ci ont été identifiées par le module de descrip-
tion intrinséque . Dans les approches plus classiques a deux étages, le deuxiéme niveau
opére généralement sur les sorties du premier, ce qui limite sa précision au niveau de la
classe (que ce soit pour discriminer une classe contre toutes les autres ou bien les paires
de classes a l'origine de confusions) [20, 139].

Outre ces propriétés liées a la dépendence entre les modules, une deuxiéme originalité
importante de notre systéme réside dans 1'utilisation systématique de classifieurs repo-
sant sur des connaissances et un formalisme interprétable, s’appuyant sur la structure
des données dans ’espace de représentation. Cela permet de rendre ’ensemble plus ho-
mogene facilitant ainsi la fusion des deux niveaux de classification (cf. chapitres 3 et 4).
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(b)

FiGc. 2.12 — Ezemples de probléemes relatif o l'utilisation directe des sorties d’un clas-
sifieur pour une combinaison & deux étages. Si le deuzrieme étage utilise les sorties du
premier, les formes noires, qui sont semblables, seront traitées différemment (a). Ce
probléme est absorbé dans le cas de la combinaison structurée guidée par les données

(b).

2.3 Bilan

Dans ce chapitre, nous avons présenté les mécanismes généraux essentiels pour la
résolution de notre problématique. Ceux-ci sont relatifs d’'une part & la représentation
des connaissances dans le cadre de données imprécises et sujettes a la variabilité et
d’autre part a 'architecture générale de notre approche.

Le premier point a été traité en introduisant les principes de la théorie des sous-
ensembles flous qui, en plus de la robustesse face aux imprécisions, permettent de syn-
thétiser les données sous une forme plus interprétable. Leur utilisation pour la mise en
ceuvre de raisonnements et plus particuliérement pour la prise de décision en reconnais-
sance de formes a ensuite été présentée.

Le probléme de la conception de I’architecture de notre méthode de reconnaissance
a été envisagée dans le cadre de la combinaison de classifieurs. Afin de répondre & nos
objectifs de robustesse et de performances, de modularité et d’interprétabilité, nous
avons présenté un nouveau type de combinaison, structurée et guidée par les données.
Celle-ci repose sur la hiérarchisation de deux modules liés I'un & ’autre par les proprié-
tés intrinseques des formes dans 'espace de représentation. Chaque module posséde sa,
propre modélisation et un mécanisme de décision séparé. Ces derniers sont fusionnés
pour la classification finale.

Dans le chapitre suivant, nous décrivons en détails la modélisation de chacun des
deux modules ainsi que les méthodes d’apprentissage associées. Le formalisme ainsi que
les mécanismes utilisés pour la décision seront ensuite présentés dans le chapitre 4.
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Chapitre 3

Extraction et structuration des
connaissances dans notre
modélisation : méthodologie et
apprentissage

Dans I’architecture de notre approche, les modules de description intrinséque par
prototypes et de discrimination focalisée reposent sur une modélisation qui leur est
propre pour pouvoir remplir leur role dans le systéme. Le but de la phase d’apprentissage
est d’extraire des données disponibles I’ensemble des connaissances permettant d’aboutir
A cette modélisation pour un probléme donné. Mais avant d’arriver & cette étape, il
est important de définir précisément quelles connaissances utiliser pour remplir quelles
fonctions ainsi que les propriétés qu’elles doivent posséder pour y parvenir. On pourra
ensuite en déduire les mécanismes a utiliser pour les extraire et le mode de représentation
a adopter.

Dans la définition 3 du paragraphe 1.2.4.1, nous avons introduit la notion de connais-
sances dans un systéme de reconnaissance de formes en présentant celles-ci de facon trés
générale. Il existe bien entendu différentes natures de connaissances que I’on doit pouvoir
répertorier selon leurs propriétés et leurs usages au sein d’un systéme. Notre objectif
n’est pas ici de produire une telle taxonomie.! Cependant, il nous semble important
d’insister sur les conditions qu’elles doivent remplir ici pour pouvoir atteindre les ob-
jectifs que nous nous sommes fixés.

Dans ce chapitre, nous présentons les différentes natures de connaissances que nous
avons choisi d’utiliser pour établir la modélisation de notre systéme. Nous présentons
ensuite les mécanismes d’extraction et de modélisation associés & chacun des deux mo-

1. Celle-ci pourrait en revanche s’avérer intéressante pour élaborer un langage de description des
systémes de reconnaissance et éventuellement permettre d’établir un lien avec les différentes natures de
problémes a traiter. Le choix ou la conception d’un systéme pour un probléme donné s’en trouverait
alors facilité (cf. paragraphe 2.2.4.1).
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dules du systéme, définissant ainsi le processus d’apprentissage.
L’exploitation de cette modélisation et des connaissances associées au travers des
modules de pré-classification, de classification principale et de fusion sera ensuite pré-

sentée dans le chapitre 4.
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3.1 Les connaissances utilisées pour la modélisation du sys-
téme Mélidis

A partir de I’ensemble des fonctionnalités du systéme présentées dans le para-
graphe 2.2.4.2 ainsi que des objectifs définis en 1.4.2, nous avons déterminés essentielle-
ment deux natures de connaissances différentes : les connaissances de nature intrinséque
aux classes et les connaissances de nature discriminante par rapport aux classes. Nous
détaillons ci-dessous chacune d’elle en précisant leurs roles et leurs propriétés. Nous
décrivons ensuite comment ces connaissances sont structurées entre elles en fonction de
leur nature et des objectifs fixés.

3.1.1 Les connaissances de nature intrinséque aux classes

Les connaissances intrinséques sont utilisées pour décrire le ou les caractéres in-
trinséques d’un objet. Rappelons que ces derniers, sont définis comme étant ce qui
appartient & un objet, en lui-méme, et non dans ses relations avec un autre.

Dans le cadre de la description de classes, ces connaissances définissent donc de facon
« absolue » un modéle ou patron? qui peut étre plus ou moins complexe. Il peut s’agir
par exemple d’un ensemble de prototypes représentant les caractéres les plus typiques®
des classes (par le biais d’exemples de formes, fictives ou réelles [138], etc.). Les modéles
d’allographes utilisés dans ResifCar [16] (cf. paragraphe 1.4.1) sont aussi des exemples de
modéles, plus complexes, ot chaque primitive d’un allographe est elle-méme caractérisée
de fagon intrinséque par un ou plusieurs prototypes flous.

3.1.1.1 Leurs réles dans notre approche

Dans le contexte de notre approche, nous utilisons ces connaissances dans le mo-
dule de description intrinséque par prototypes afin de caractériser chacune des classes
du probléme indépendamment les unes des autres. Cela permet au module de remplir
I’ensemble de ses fonctions.

Tout d’abord, en caractérisant les classes par leurs propriétés intrinséques, on opére
une description générale du probléme. Bien que ce type de modélisation nécessite comme
connaissance a priori de connaitre les classes, cela ne va pas a ’encontre de ’objectif
de généricité puisque nous travaillons dans le cadre d’un apprentissage supervisé (cf.
paragraphe 1.4.2.1). Dans un espace de représentation numérique, cette description se
traduit ici par la délimitation de régions de ’espace correspondant aux valeurs les plus
typiques de chaque classe, formant des prototypes. Ceux-ci sont définis par leur forme
et leur position. S’il y en a plusieurs qui correspondent a une méme classe, c’est que
celle-ci posséde un caractére multimodal. Chaque prototype décrit alors une sous-classe
(cf. figure 3.1).

2. On retrouve ici la notion de motif utilisée dans [56].

3. La notion de typicalité différe d’un auteur a l'autre [147, 46]. Par exemple, dans [147], la défini-
tion de typicalité inclue explicitement un critére de dissemblance avec les autres classes, que nous ne
considérons pas pour nos connaissances intrinséques aux classes.
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v

FiG. 3.1 — Illustration de la description de trois classes par des prototypes intrinséques
dans un espace & deux dimensions. Ces prototypes ne tiennent pas compte des valeurs
non typiques.

Grace a ce type de description, il est aussi possible de décomposer le probléme initial
en sous-problémes plus simples. Il suffit pour cela de constituer un sous-probléme par
classe. Un sous-probléme est constitué de I’ensemble des formes ayant des propriétés
intrinseques similaires a celles de la classe considérée (cf. figure 3.2 (a)). Cette décom-
position a l'avantage d’étre étroitement reliée & la complexité du probléme. En effet,
méme si plusieurs problémes qui possédent le méme nombre de classes n’ont pas tous la
méme complexité, celle-ci est en générale d’autant plus importante qu’il y a de classes.
On remarquera aussi que pour les problémes trés complexes, la décomposition peut étre
facilement adaptée en effectuant un découpage sur la base des sous-classes directement
(cf. figure 3.2 (b)). Cependant, pour des raisons de simplicité, nous ne décrivons ici que
les processus associés a une décomposition sur la base des classes (mais la description
intrinséque des classes modélise bien les sous-classes lorsqu’elles existent).

Gréce a leur nature méme, ces connaissances permettent aussi la mise en ceuvre du
rejet de distance. En effet, la description des classes étant explicite et par prototypes,
il est possible de comparer une forme donnée a chacun des prototypes pour évaluer sa
ressemblance. Si la forme ne correspond a aucun d’eux, elle ne peut étre correctement
identifiée par le systéme et sera donc rejetée. Nous reparlerons plus précisément de cela
dans le paragraphe 4.3.1.

3.1.1.2 Leurs propriétés

Dans notre contexte, les connaissances intrinséques doivent posséder un certain
nombre de propriétés pour ne pas aller & ’encontre des objectifs fixés.

La définition méme d’un caractére intrinséque impose & ces connaissances qu’elles
soient déterminées de fagon absolue, c’est-a-dire en dehors de toute comparaison avec
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(b) Décomposition sur la
base des sous-classes

(a) Décomposition sur
la base des classes
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Fia. 3.2 — Illustration de la décomposition du probléme a partir de la description in-
trinséque des classes par des prototypes: sur la base des classes (a); sur la base des
sous-classes (b).

les autres classes. Elles doivent en outre étre représentatives des propriétés de la classe.

Une autre propriété essentielle est qu’elles soient interprétables au moins du point
de vue du concepteur. En plus de la propriété de représentativité énoncée ci-dessus,
cette interprétabilité n’est possible que si le formalisme utilisé pour les représenter est
compréhensible.

Comme les connaissances intrinséques sont utilisées pour décomposer le probléme,
il est important qu’elles représentent des propriétés stables des classes. Cela implique
notamment une bonne immunité au bruit lors du processus d’extraction afin que les don-
nées erronées ou peu représentatives n’influent pas sur la détermination des prototypes
(cf. figure 3.1).

D’une fagon générale, il est aussi important que les connaissances extraites soient
représentées d’une fagon robuste, notamment pour pouvoir absorber les problémes liés &
la variabilité et a 'imprécision des formes. Cela passe par une modélisation qualitative
souple et non une représentation quantitative stricte (numérique). Cette granularité
permet aussi de synthétiser les connaissances, les rendant plus compactes, ce qui va
dans le sens de nos objectifs de compacité et d’interprétabilité.

4. Un paralléle plus approfondit devrait étre fait ici avec le vocabulaire utilisé pour la détermination
de prototypes flous, notamment en terme de mesure de représentativité, de compatibilité, de spécificité,
etc. Cependant, les processus d’extraction des prototypes utilisés ici ne reposent pas explicitement sur
de telles mesures. Pour un ensemble de référence, le lecteur peut consulter [147].
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3.1.2 Les connaissances de nature discriminante

Les connaissances de nature discriminante sont utilisées lorsque 1’on souhaite faire
la distinction de plusieurs entités en mettant en avant ce qui les différencie. Elles re-
présentent des informations de dissemblance et ont donc une fonction complétement
différente des connaissances de nature intrinseque. Elles peuvent étre représentées de
plusieurs facons, que ce soit par des fonctions discriminantes (simples ou complexes),
ou encore par la présence (resp. absence) d’un caractére d’une entité qui est absent ou
différent (resp. présent) sur 'autre entiteé.

3.1.2.1 Leur réle dans notre approche

Ces connaissances sont utilisées pour faire la modélisation dans le module de discri-
mination focalisée. Plus précisément, elles sont employées par chacun des experts sur
chacun des sous-problémes déterminés par le module de description intrinséque (rap-
pelons que dans notre cas il y a un sous-probléme par classe (voire sous-classe)). Dans
un sous-probléme, la discrimination s’effectue entre les formes de la classe (voire sous-
classe) a l'origine de la création du sous-probléme et une classe fictive représentée par
les formes des autres classes qui possédent des propriétés intrinséques similaires (et
uniquement celles 14). La figure 3.3 reprend I’exemple de la figure 3.2 pour illustrer ce
mécanisme. Dans ce sous-probléme, la classe réelle wy doit étre discriminée de la classe
fictive (we + w3) constituée uniquement par les 4 étoiles de wy et les 3 étoiles de ws.

Sous-probléme issu de la
description intrinséque de @y

4
o

A

I

Formes a discriminer par
I’expert correspondant

A A%A *if*
ARND s,
AMA‘A i ff’
A A
)] (@ + a3)

Fi1a. 3.3 — Classes a discriminer (wy Vs. (we + ws3)) dans un sous-probléeme issu de la
description intrinséque de la classe wy.
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Comme leur role est de permettre la distinction entre les classes (réelles ou fictives),
elles doivent matérialiser dans I’espace de représentation des frontiéres séparatrices.

3.1.2.2 Leurs propriétés

La particularité essentielle de ces connaissances est qu’elles sont conteztuelles (ou
relatives), c’est-a-dire qu’elles n’ont d’intérét que dans le cadre de la discrimination des
deux entités pour lesquelles elles ont été extraites. Par exemple, si le contexte consiste
a faire la discrimination d’un ’a’ et un ’u’, la différence entre la fermeture des deux
caractéres est une connaissance discriminante intéressante (cf. figure 3.4). Elle n’a en
revanche que peu d’intérét pour faire la discrimination d’un 'u’ et d’un ’y’.

fermeture

" T

FiG. 3.4 — Fermeture du ’a’ comme critére de discrimination par rapport au "u’.

Dans le cadre des sous-problémes issus de la description intrinséque, le contexte
se matérialise par I’ensemble des formes relatives aux deux classes (fictives ou réelles)
a discriminer. Il peut s’agir de faire la distinction entre une classe et un ensemble
de classes, entre deux classes, ou entre deux sous-classes appartenant & deux classes
différentes. D’ une fagon générale, le contexte est représenté par deux ensembles de formes
issus de classes différentes. Pour reprendre I’exemple de la figure 3.3, le contexte associé
au sous-probléme consistant a faire la discrimination entre wy et (ws +ws3) est représenté
par la classe wy dans son ensemble (tous les triangles du probléme initial illustré par la
figure 3.1) et les 7 étoiles représentant la classe fictive (ws + ws3). De cette propriété de
contextualité découle un certain nombre d’autres propriétés.

Ainsi, pour un contexte fixé, il peut exister plusieurs connaissances permettant de
faire la discrimination des entités considérées. Par exemple, pour distinguer un 'u’ d’un
'0’, la fermeture du caractére ou encore sa courbure totale sont deux connaissances
discriminantes utiles. Elles sont donc multiples. Cependant, toutes n’auront pas le méme
pouvoir de discrimination dans le méme contexte.

On constate par les exemples précédents que 'information utilisée par ces connais-
sances est essentiellement portée par quelques attributs de 1’espace de représentation.
Plus particuliérement, dans un espace de représentation numérique, elles sont asso-
ciées 4 un sous-espace de ’espace de représentation complet dans lequel sont décrites
les formes. Dans ces sous-espaces, les connaissances discriminantes doivent définir des
frontiéres séparatrices. Pour que celles-ci soient robustes (avec un fort pouvoir de géné-
ralisation), leur placement doit étre optimisé en s’appuyant sur les propriétés des formes
dans cet espace. De plus, cela favorise leur interprétabilité.
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Enfin, comme pour les connaissances intrinséques, on souhaite que leur représenta-
tion soit compacte.

3.1.3 Structuration des connaissances

L’ensemble des connaissances qui vont étre extraites doivent étre structurées les unes
par rapport aux autres pour établir leurs liens de dépendance. On en distingue deux
types ici.

Le premier traduit la dépendance fonctionnelle entre les connaissances intrinséques
et les connaissances discriminantes, c’est-a-dire entre le module de description intrin-
séque par prototypes et le module de discrimination focalisée. Plus précisément, il per-
met de faire la décomposition du probléme en assignant les formes du niveau de modéli-
sation intrinséque a chacun des sous-problémes du niveau de modélisation discriminante
auxquels elles correspondent. Cette affectation s’effectue a partir de la description de la
forme, en la comparant & chacun des prototypes des classes définis par les connaissances
intrinséques.

Le deuxiéme type de lien est utilisé pour organiser les connaissances de nature dis-
criminante. En effet, nous avons montré en présentant ces derniéres, qu’elles étaient
multiples et qu’elles n’avaient pas toutes le méme pouvoir de discrimination. La consé-
quence directe est que si plusieurs éléments de connaissances sont nécessaires pour
parvenir a discriminer les classes d'un sous-probléme (ce qui sera presque systématique
hormis dans les cas trés simples), alors il faut structurer celles-ci de maniére & prendre
en compte leur pertinence. Cette structuration se présente donc naturellement sous la
forme d’une hiérarchisation des connaissances.

3.1.4 Synthése

Le tableau 3.1 récapitule la nature, la fonction et les propriétés des connaissances,
ainsi que les liens qui les unissent.

L’intégration de ces connaissances dans la modélisation de notre systéme est alors
illustrée sur la figure 3.5.

Au module de description intrinséque par prototypes est associé le niveau de mo-
délisation intrinséque. Il représente chaque classe w; par un modéle intrinseque M1 (w;)
décrivant sa structure en sous-classes.

Le module de discrimination focalisée est quant & lui associé au niveau de modélisa-
tion discriminante. Il élabore un modele discriminant M D(w;4, w;—) par sous-probléme,
c’est-a-dire par classe w; dans notre cas. Celui-ci a pour objectif de différencier les formes
du sous-probléme appartenant & w; (notées w;y) de l'ensemble w;_ des autres formes
ayant des propriétés intrinséques proches.

Pour que les connaissances puissent remplir leur fonction et satisfaire nos objec-
tifs, il faut a présent déterminer quels mécanismes d’extraction et quel formalisme de
représentation utiliser. C’est I'objet de la suite du chapitre. Pour pouvoir faciliter la
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| Nature | Role dans la modélisation | Propriétés
Intrinséques - description des classes - stables
- sert de base pour la - représentatives
décomposition de la classe
- sert de base pour le - interprétables
rejet de distance - robustes (formalisme)
Discriminantes | - discrimination des - compactes
classes d’un sous-probléme - associées & un sous-espace
- pouvoir de discrimination  (contexte)
- multiples
- frontiéres séparatrices
Structuration | - décomposition
- hiérarchisation des
connaissances discriminantes

TAB. 3.1 — Les connaissances utilisées dans

notre approche

S
8

Décomposition guidée
par les données

——v—

Niveau de modélisation
discriminante

v
S—

MD(ws+, ws )

i MD( @+, @;.)

Module de discrimination focalisée

et leur structuration.

FiG. 3.5 — Structuration des connaissances dans la modélisation du systéeme Mélidis.

lecture et la compréhension de celle-ci nous reportons sur la figure 3.6 un résumé des
moyens utilisés pour 'apprentissage de la modélisation. Le lecteur peut s’y référer a
tout moment pour avoir une vision synthétique du processus.




110 Meéthodologie pour Iapprentissage du modéle

Niveau de modélisation intrinséque:
— FEtape 1: Ezxtraction des modéles intrinséques auz classes

— But : extraire les sous-classes des classes du probléme et les modéliser par des
prototypes flous

— Initialisation : création d’une base d’apprentissage Bflpp par classe w; conte-

nant uniquement les exemples appartenant a cette classe

— Processus: utilisation des C-moyennes possibilistes sur ces bases; le nombre
de sous-classes est défini par ’indice de Xie et Beni et les fonctions d’appar-
tenance sont des fonctions & base radiale

— Résultat : les modeles MT(w;) constitués d’un ensemble de sous-ensembles
flous décrivant de facon intrinséque les sous-classes des classes w;

— Etape 2: Décomposition quidée par les données du probléme en sous-problémes

— But: création d’une sous-base d’apprentissage par classe w; regroupant les
exemples ayant des propriétés intrinséques similaires a celles des sous-classes

— Processus: utilisation d’un seuillage relatif sur 'appartenance des exemples
aux modeles M1 (w;). Cette appartenance est déterminée par la disjonction
(t-conorme max) sur 'appartenance a chacune des sous-classes du modéle.
Remarque: les exemples peuvent étre dupliqués dans plusieurs sous-bases

— Résultat : une sous-base d’apprentissage Bépp2 par classe w; dans laquelle les

exemples appartenant a w; sont étiquetés par le label w;,, les autres par w;_

Niveau de modélisation discriminante:

— But: extraire les connaissances permettant de discriminer w;y et w;_ dans chaque
i
sous-base B, o

— Processus: création d’un arbre de décision flou a partir de chaque base B’

app2
— Particularités des arbres:
— Modalités floues: extraction dynamique localement & chaque nceud par les

C-moyennes floues

— Mode de partitionnement : partitionnements binaires dans des sous-espaces
F}. a deux dimensions. Les modalités floues sont nommées Fjq et Fjy. Pro-
pagation des individus le long des branches par une a-coupe

— Choix de I’espace : utilisation d’un algorithme génétique couplé & la mesure
d’entropie étoile

— Construction des feuilles: critére d’arrét reposant sur le nombre minimum
d’individus nécessaire & un nceud pour continuer le partitionnement et le
gain d’information; calcul des degrés de représentativité dy; et dy_ des
classes wjy et w;— par la probabilité conditionnelle floue d’obtenir ces classes
au niveau de la feuille

F1G. 3.6 — Résumé du processus d’apprentissage de la modélisation du systéme Mélidis.
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3.2 Modélisation des connaissances par extraction automa-
tique de sous-ensembles flous

Nous avons choisi d’utiliser les sous-ensembles flous comme formalisme de représen-
tation des connaissances de nature intrinséque et discriminante. Les spécificités de ces
derniers permettent en effet de leur conférer une bonne partie des propriétés que nous
avons énoncées, notamment celles qui leurs sont communes. Ainsi, comme montré dans
le chapitre 2, les sous-ensembles flous définis sur des attributs numériques permettent
de décrire un ensemble de valeurs de fagon synthétique. Grace & cette granularité ainsi
qu’a la notion d’appartenance partielle & ’ensemble, les connaissances ainsi représen-
tées sont plus robustes et permettent d’absorber efficacement la variabilité ainsi que les
imprécisions relatives aux concepts qu’elles représentent. Enfin, ce formalisme est assez
intuitif et offre une meilleure lisibilité que les modes de représentation courants.

Les autres propriétés, comme le lien avec la structure des données dans I'espace de
représentation ainsi que celles qui sont spécifiques & chacune des natures de connais-
sances ne peuvent étre obtenues que par le processus permettant de définir la forme et
la position des sous-ensembles flous. Il existe de nombreuses facons pour obtenir ces der-
niers. Bien souvent, lorsqu’une expertise existe ou que I’on souhaite avoir la plus grande
interprétabilité (du point de vue de 'utilisateur), les sous-ensembles flous sont définis a
priori. Cependant, dans notre contexte d’étude, cela va & I’encontre de I'objectif de gé-
néricité. Il faut donc utiliser un procédé d’extraction automatique. La encore différentes
techniques sont possibles, qu’il s’agisse d’un partitionnement régulier de ’espace par un
systéme de grille ou d’'une détermination automatique par algorithmes génétiques, par
des techniques reposant sur la morphologie mathématique, etc. Pour notre approche,
nous avons repris les mémes principes que ceux utilisés dans ResifCar [16]. Ils reposent
sur l'utilisation d’algorithmes de classification floue non-supervisée qui permettent de
conserver un lien explicite avec les données et donc d’aller dans le sens de l'interpréta-
bilité. De plus, il existe un certain nombre d’algorithmes, chacun ayant des propriétés
spécifiques, permettant ainsi d’adapter ’extraction des sous-ensembles flous en fonction
du but recherché. Ce dernier point est important pour que les connaissances intrinséques
et discriminantes possédent le comportement souhaité.

Dans ce paragraphe, nous faisons quelques brefs rappels sur les principes de clas-
sification non supervisée avant d’introduire leurs extensions « floues » et notamment
Palgorithme des C-moyennes floues [22]. C'est en effet ce dernier ainsi que ses ver-
sions dérivées qui nous permettront d’extraire et de représenter automatiquement les
connaissances qui nous intéressent.

3.2.1 Intéréts de la classification non supervisée

L’objectif de la classification non supervisée est d’extraire une structure dans une
base de données non étiquetée. Pour cela, des regroupements (ou classes) sont recher-
chés. Chacun d’eux correspond & un sous-ensemble d’échantillons ayant des propriétés
communes.
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On distingue essentiellement deux grands types d’approches pour la classification
non supervisée : les approches hiérarchiques et les approches adaptatives. Les premiéres
utilisent les données initiales soit pour les regrouper au fur et & mesure (approches
agglomératives), soit au contraire pour effectuer des divisions successives (approches
divisives). Les secondes visent & optimiser une partition initiale de maniére itérative en
se basant sur une fonction objectif. Les principes généraux de ces approches sont décrits
dans ’annexe B.

Les approches ordinaires de classification non-supervisée ont un inconvénient ma-
jeur: les données ne peuvent appartenir qu’a un seul regroupement. Cette vision est
en fait assez éloignée de la réalité. En effet, dans la plupart des cas, les regroupements
recherchés ne possédent pas de frontiéres bien déterminées. Il arrive aussi qu’ils se che-
vauchent. Il est alors plus correct de dire qu’un individu situé prés d’une frontiére peut
appartenir aux différents groupes concernés plutot que de I’affecter « arbitrairement » a
un seul regroupement. Ce comportement est génant non seulement pour la classification
de nouveaux individus mais aussi pour la détermination de la partition si celle-ci s’effec-
tue de maniére itérative. En effet si les données sont variables, ou bruitées (c’est-a-dire
imprécises), une erreur de classement lors d’une itération peut avoir une répercution
importante sur les itérations suivantes et produire une classification peu pertinente.

L’introduction de la logique floue dans les algorithmes de classification non super-
visée constitue alors une alternative séduisante comme nous allons le voir ci-dessous.

3.2.2 Les C-moyennes floues

L’algorithme des C-moyennes floues (CMF), introduit par Dunn [53] et défini par
Bezdek [22] est une généralisation de l'algorithme des C-moyennes décrit dans Ian-
nexe B.2. Il se base sur une fonction objectif pour optimiser une partition initiale des
données. Cette partition est caractérisée par un ensemble de prototypes correspondant
a des centroides.

Le principe de fonctionnement de ’algorithme ainsi que ses avantages et inconvé-
nients sont décrits ci-dessous.

3.2.2.1 Principes

Soit & = {ej]j =1,..., N} 'ensemble des données définies dans R" que I’on souhaite
partitionner en C' regroupements C1,...,Cq,...,Cc. Soit P = {P,...,Pc} 'ensemble
des centroides caractérisant ces regroupements et d(e;, P.) une distance de la forme
générale des distances de Mahalanobis (cf. annexe A) entre une donnée e; et un centroide
P, (I'algorithme standard des C-moyennes floues est défini avec la distance Euclidienne).

Chaque individu e; de & est caractérisé par un degré d’appartenance (comme défini
au paragraphe 2.1.1.1) pjc & chacun des regroupements C,.

Le but de l'algorithme consiste alors & minimiser la fonction objectif suivante qui
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représente la distance moyenne intra-groupe « floue » au sens des moindres carrés:

C N
Tpue =Y (nje)"d*(ej, P.) (3.1)
c=1j=1

Dans cette fonction, U représente la matrice C' X N de partitionnement flou (par op-
position & un partitionnement net) au sens de Ruspini [149]. Elle est constituée des
éléments pj. tels que:

C N
Vie{l,...,N}, ce{l,....,C}, pje €0,1]; Vi, Y pje=1; Ve, 0<> pje <N
c=1 j=1
(3.2)
La contrainte imposée sur les degrés d’appartenance (leur somme vaut 1) empéche
d’obtenir pj. = 0, Vj,c comme solution triviale pour la minimisation de Jp,¢. Enfin,
le paramétre m défini dans [1, oo[ introduit le degré de flou de la partition. Il permet de
jouer sur le degré de chevauchement autorisé entre les regroupements. Quand m — 1,
la partition tend vers une partition nette (c’est-a-dire non floue) ; au contraire, quand
m — oo, la partition devient de plus en plus floue. Lorsque m = 2 (choix qui est
trés souvent fait en pratique), la fonction objectif est équivalente a celle introduite
initialement dans [53].
Pour que la fonction objectif puisse étre minimisée, le calcul des centroides et des
fonctions d’appartenance s’effectue de la maniére suivante :

Y (i)™

e = , (3.3)
Y ()™
o = 1 siJ; =0
Hie c (d2(ez-,Pc))ﬁ J
=1 d2(ej,Pl) (3 4)
=0 sicé J; . ’
(e Il G0

ZCEJJ' Hje = 1 sice Jj

avec J; = {c|l <c¢ < C, d*(ej, P.) = 0}.

L’algorithme des C-moyennes floues se déroule finalement selon les étapes suivantes :

— initialisation : déterminer le nombre de regroupements C, le degré de flou m, la
distance d. Initialiser la matrice U.

— calcul des centres : calculer la position des C' centroides P, (équation (3.3)).
— partitionnement : mémoriser U dans Ug,gq et re-calculer U par les équations 3.4.

— arrét: recommencer a I'étape calcul des centres tant que ||U — Ugygall > €.

3.2.2.2 Avantages et inconvénients de 1’algorithme

Le principal avantage de 'algorithme par rapport aux algorithmes plus classiques
provient de l'introduction des degrés d’appartenance pj.. Grace a eux, le processus
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d’optimisation itératif est rendu beaucoup plus robuste, notamment en permettant de
prendre en compte les recouvrements entre les regroupements. Il permet ainsi d’obte-
nir des partitions plus pertinentes et plus proches de la réalité. En outre, ces degrés
permettent de prendre des décisions nuancées pour ’assignation d’une forme & un re-
groupement, ce qui s’avére trés intéressant pour toute forme de classification.

Parmi les autres avantages de l'algorithme, on peut noter que sa complexité algo-
rithmique est relativement réduite par rapport a d’autres algorithmes de classification
non supervisée. Cela le rend plus facilement exploitable pour traiter des problémes de
taille importante (avec beaucoup de données).

Outre ces avantages trés généraux, 1’algorithme des CMF est aussi particuliérement
adapté au cadre de notre étude. Il permet en effet d’extraire automatiquement des sous-
ensembles flous décrivant d’une fagon robuste et synthétique la structure des données.
Ces sous-ensembles flous peuvent étre définis & partir de I’équation 3.4 donnant direc-
tement la fonction d’appartenance. Ils ne dépendent alors que de la connaissance des
centroides P, du degré de flou m et de la métrique d. Les paramétres nécessaires & leur
représentation sont donc peu nombreux, ce qui les rend peu coiiteux a utiliser et ce qui
va dans donc le sens de notre objectif de compacité.

Malgré tout, I'algorithme posséde aussi quelques inconvénients. On peut citer par
exemple le probléme de la sensibilité a I'initialisation (différentes initialisations peuvent
aboutir & différentes partitions), la nécessité d’imposer le nombre de regroupements C'
a priori ou encore le manque de flexibilité sur la forme des regroupements qu’il peut
détecter. La plupart de ces difficultés peuvent cependant étre contournées. Un exemple
relatif a la forme des regroupements est donné dans le paragraphe suivant.

En dehors de ces inconvénients, I'algorithme posséde aussi certaines spécificités qui
peuvent le rendre inadapté pour certains usages. Nous reportons celles-ci un peu plus
loin parce qu’elles ont un impact important dans le cadre de notre étude.

3.2.3 Les algorithmes dérivés des C-moyennes floues

Les CMF ont été trés largement utilisées dans de nombreux domaines. Différentes
adaptations ont aussi été faites, notamment pour pouvoir traiter les problémes dans
lesquels les regroupements ont des formes variées. Ces adaptations se fondent essentiel-
lement sur une modification de la métrique utilisée [98] et de la forme des prototypes.

Pour pouvoir effectuer des regroupements avec des formes variées, une solution
simple consiste a modifier la distance utilisée. Rappelons que dans le cas des CMF,
la distance utilisée est la distance Euclidienne. Les regroupements trouvés posseédent
donc une forme hypersphérique.

Une variante proposée par Gustafson et Kessel [70| consiste a adapter cette dis-
tance de maniére & pouvoir obtenir des regroupements de formes hyperellispoidales
quelconques. Pour cela, la distance Euclidienne est remplacée par une distance générale
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de Mahalanobis (cf. annexe A) et en définissant une par regroupement C, :
d%(ej, P.) = [det(Cov.)]Y™ (ej — P.)!Cov, H(ej — P.) (3.5)

avec n la dimension de l’espace des données et C'ov. la matrice de covariance floue
associée au regroupement c. Celle-ci est calculée a chaque pas de l'itération par:

1 N
COUC = Niﬂ‘b Z ,u;'z(ej - PC) (6] - Pc)t (36)
dj=1 Mje j=1

Dans cet algorithme, les prototypes décrivant les regroupements ne sont plus unique-
ment déterminés par les centroides P. mais aussi par la matrice de covariance Couv,
associée.

D’une fagon similaire, Gath et Geva [61] partent de ’hypothése selon laquelle les
données ont une distribution Gaussienne dans chaque regroupement. La mesure de
dissimilarité entre une donnée e; et un regroupement C,. est alors considérée comme
étant inversement proportionnelle & la probabilité a posterior: que e; appartienne & C..
Pour cela, la distance utilisée est adaptée de la maniére suivante :

[det(Cov,)]/? (e; — P.)Cov ' (e; — P.)t
di(ej, Pe) = o exp T

ol p. est la probabilité a priori quune donnée appartienne a C.. Celle-ci est estimée
N

a chaque pas de l'itération par: p. = # Cette mesure de dissimilarité permet

d’obtenir des regroupements hyperellipsoidaux de formes et de densités variées. Dans
ce contexte, les prototypes sont définis & la fois par les centroides P., les matrices de
covariance C'ov. et la probabilité p..

D’autres types de modifications ont été apportées a 'algorithme initial des CMF,
notamment pour modifier son comportement en agissant sur la fonction objectif. C’est
un point important que nous exploitons ici pour pouvoir extraire des sous-ensembles
flous correspondant aux différentes nature de connaissances que nous utilisons dans
notre systéme. Le paragraphe suivant présente 1’adaptation utilisée pour extraire et
représenter les connaissances intrinséques.

3.3 Niveau intrinséque : modélisation des connaissances et
décomposition

Le niveau de modélisation intrinséque a pour fonction de décrire chacune des classes
du probléme en s’appuyant sur leurs propriétés intrinséques. Cette modélisation doit
notamment tirer parti du caractére multimodal des classes afin de faire ressortir une
structuration horizontale en sous-classes. Les connaissances utilisées pour décrire cette
structure doivent donc représenter les caractéres les plus représentatifs et les plus stables
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des classes. Ces propriétés sont essentielles pour I'interprétabilité de la modélisation mais
aussi pour le bon fonctionnement du systéme puisque le mécanisme de décomposition
ainsi que celui de rejet de distance s’appuient directement sur cette description.

Nous avons vu précédemment que les algorithmes de classification floue non supervi-
sée étaient des outils particuliérement intéressants dans le cadre de notre problématique
pour extraire et modéliser les connaissances. Cependant, pour une modélisation intrin-
séque les CMF ainsi que les extensions présentées dans le paragraphe 3.2 sont en fait
assez mal adaptées. Nous montrons ci-dessous pourquoi et proposons comme alternative
de nous appuyer sur un algorithme de type possibiliste [98, 100, 99, 101] pour extraire
les modeéles intrinséques aux classes. Celui-ci est semblable & celui qui est utilisé dans
ResifCar pour modéliser les primitives des tracés [16].

3.3.1 Inconvénients des C-moyennes floues pour ’extraction de con-
naissances intrinséques

Dans les CMF, la contrainte imposée aux degrés d’appartenance des individus (cf.
équation (3.4)), fait que les prototypes et les regroupements sont établis les uns par
rapport aux autres. La conséquence directe est la forme particuliére des fonctions d’ap-
partenance déduites de I'algorithme. Elles sont définies les unes par rapport aux autres
(cf. équation 3.4) et traduisent la notion de « partage » des individus entre les regrou-
pements.

La figure 3.7 montre 'impact sur le comportement des fonctions d’appartenance
lorsque celles-ci sont déterminées en une dimension (a) ou bien en deux dimensions
(matérialisées par leurs lignes de niveaux) (b).

FiG. 3.7 — Forme et comportement des fonctions d’appartenance issues des C-moyen-
nes floues lorsque deux regroupements sont recherchés : en une dimension (a); en deux
dimensions aprés projection des lignes de niveauz (p = 0,9 a p = 0,5). Les degrés
d’appartenance tendent vers 0,5 lorsqu’on est a égale distance des centroides, que ce
soit prés de ceuz-ci (indwidu ’x’) ou loin (individu y’) (b).

On se rend compte en observant la forme des fonctions loin des centroides (a),
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qu’avec cette représentation il est impossible de distinguer les individus se situant prés
de la frontiére tout en étant proches des centroides des individus se situant prés de
la frontiére mais loin de ceux-ci. Ainsi, sur (b), les deux observations notées = et y
sont toutes les deux & une distance égale des deux centroides (d(z, Py) = d(z, P) et
d(y, Py) = d(y, P»)) et ont donc le méme degré d’appartenance a chacun d’eux (uz1 =
P2 = fy1 = phy2 = 0.5). Pourtant, I'individu y est clairement plus loin des centroides
que z (d(y, P1) > d(z, Py)).

Méme si cette particularité tend & s’estomper quand le nombre de regroupements re-
cherchés (C') augmente puisque les degrés tendent vers 1/C, celle-ci est particuliérement
génante et ne correspond pas du tout a une caractérisation intrinséque des données. En
effet, ce que l'on désire, c’est que les individus éloignés d’un centroide possédent un
degré d’appartenance & celui-ci qui soit faible. C’est la notion de « typicalité » telle
qu’elle est utilisée dans [100] et qui s’oppose a celle de « partage » des CMF.

Une autre conséquence de cette notion de partage est que ’algorithme reste assez
sensible aux bruit. Comme une donnée appartient nécessairement & un ou plusieurs
regroupements, la présence de données non représentatives influe sur la position et
la forme des sous-ensembles flous. La figure 3.8 illustre ce point: la donnée notée x
provoque une « rotation » des sous-ensembles flous par rapport & leur axe naturel. Elle
induit aussi un « décalage » des centroides P; et P qui ne représentent plus la valeur
la plus typique des données associées a chacun des regroupements.

Fi1G. 3.8 — Problémes liés a la définition relative des fonction d’appartenance dans les
C-moyennes floues : la donnée 'z’ est du bruit mais elle déforme et déplace les sous-
ensembles flous.

Pour toutes ces raisons, l'algorithme des CMF ne satisfait pas nos besoins pour
I'extraction et la modélisation de connaissances intrinséques aux classes. Méme s’il peut
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étre utilisé pour extraire une structure de sous-classes, il est incapable de déterminer et
de représenter les valeurs les plus typiques. Afin de remédier & ces différents problémes, il
faut modifier le mode de fonctionnement de l'algorithme. L’algorithme des C-moyennes
possibilistes correspond a une telle évolution.

3.3.2 Les C-moyennes possibilistes

Le principe de lalgorithme des C-moyennes possibilistes (CMP) [98, 100, 99, 101]
est de caractériser les regroupements non plus de maniére relative, les uns par rapport
aux autres, mais au contraire de facon « absolue », ce qui correspond exactement & la
définition d’un caractére intrinséque.

Pour cela, I'idée consiste a relacher la contrainte sur la sommation a 1 des degrés
d’appartenance de l'algorithme des CMF (cf. équation 3.2). Mais si cette contrainte est
simplement supprimée, la minimisation de la fonction objectif initiale (équation (3.1)) a
comme solution triviale I'attribution de degrés d’appartenance nuls pour chaque donnée.
Pour éviter ce probléme, la fonction objectif est modifiée comme suit :

N

c N c
Jpue = Z Z(Mjc)md2(€j, P+ Z Ne 2(1 — pje)™ (3.7)

c=1j=1 =1 j=1

La premiére partie de la fonction est identique a celle des CMF. Elle vise toujours a
minimiser la distance au sein de chacun des regroupements. Le second terme vise quant
& lui & maximiser les degrés d’appartenance pour qu’il ne soient pas tous nuls.

Dans cette fonction, la matrice U représente toujours une matrice de partition floue
C x N mais plus au sens de Ruspini [149]. Elle est constituée des degrés d’appartenance
pje des N individus au C regroupements. Ceux-ci satisfont les contraintes suivantes :

N
Vie{l,...,N},ce{l,...,C}, pjc €[0,1]; Ve, m?xujc>0; Ve, 0 < Z,ujcgN
j=1
(3.8)
La contrainte sur la sommation & 1 des degrés d’appartenance dans (3.2) a donc été
remplacée par une simple contrainte sur l’existence, pour chaque centroide, d’au moins
une donnée y appartenant. Pour que ces contraintes soit satisfaites et que Jp7,¢ puisse
étre minimisée, les centroides sont calculés de la méme fagon qu’avant (équation 3.3) et
les degrés d’appartenance sont définis par:

1
Hje = i (3-9)

()T

Ces derniers permettent de mesurer de maniére absolue ’adéquation (ou encore la cor-
respondance) entre un individu et un prototype puisqu’ils ne dépendent que de la dis-
tance au centroide. Ils correspondent donc aux concepts associés a la notion de typicalité.

Le paramétre 7, qui apparait & la fois dans la fonction objectif (3.7) et dans le
calcul des degrés d’appartenance permet, pour chaque centroide, de déterminer sa zone
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d’influence. Plus précisément, il définit & quelle distance du centroide P, une donnée
aura un degré d’appartenance de 0,5. Il permet aussi de pondérer la deuxiéme partie
de la fonction objectif par rapport & la premiére. Ainsi, pour que la minimisation des
distances au sein des regroupements soit considérée comme un objectif aussi important
que la maximisation des degrés d’appartenance, il faut que 7, soit de Pordre de d?(e;, P.).
Pour déterminer sa valeur de facon automatique, Krishnapuram [98, 100] propose de
I’évaluer en lui affectant une valeur proportionnelle & la distance moyenne au sein du
regroupement :

N m 2
> j=1 e d”(ej, Pe)
N m
Z]‘:1 Hie
Ici, K est souvent choisi égal & 1. Une variante pour évaluer 7. consiste & n’utiliser que
les individus représentatifs :

ne =K (3.10)

_ Ldie(oa d2|(ej’PC) (3.11)

)
e (Mo)a

ou (II;), représente I’a-coupe associée au sous-ensemble flous définit par pjc et |(II;)q|
est le nombre d’individus de cette a-coupe. Généralement, « prend une valeur entre 0, 1
et 0,4.

Il est théoriquement possible de réévaluer 7. a chaque pas de ’algorithme. Cepen-
dant, il existe des risques d’instabilité. La meilleure approche consiste alors & approximer
Ne & partir d’une partition initiale en utilisant (3.10) puis a les ré-estimer de maniére
plus précise aprés la convergence de ’algorithme avec (3.11). L’algorithme est ensuite
relancé une seconde fois avec ces nouvelles valeurs, ce qui a pour effet de limiter encore
plus I'impact du bruit sur la position et la forme des regroupements. Cette deuxiéme
étape converge généralement trés vite et n’est nécessaire que si ’on souhaite obtenir la
véritable forme des fonctions d’appartenance (dans certains cadres de travail, les cen-
troides peuvent suffire).

De par son mode de fonctionnement, 1’algorithme est trés sensible & l'initialisation.
D’autres algorithmes comme celui de Gath et Geva [61] (cf. paragraphe 3.2.3) sont
donc trés souvent utilisés dans un premier temps pour obtenir la partition initiale.
L’algorithme se déroule alors selon les deux phases suivantes:

— Phase 1:

— Initialisation : déterminer le nombre de regroupements C, le degré de flou m,
la distance d. Initialiser la matrice U a partir du résultat d’un algorithme
d’initialisation comme celui de Gath et Geva et évaluer les 7, a partir de
(3.10) ;

~ Mise a jour des centres: calculer la position des C' centroides P. (équa-
tion (3.3)).

— Mise a jour du partitionnement : mémoriser U dans Ug,gq et re-calculer U
par les équations (3.9).

— Arrét: recommencer a la mise a jour des centres tant que ||U — Ugyqdl| > €.
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— Phase 2 (optionnelle):

— Initialisation : recalculer les 7, avec (3.11);

~ Mise a jour des centres: calculer la position des C' centroides P. (équa-
tion (3.3)).

— Mise a jour du partitionnement : mémoriser U dans Ug,gq et re-calculer U
par I’équation 3.9.

— Arrét : recommencer la mise & jour des centres tant que ||U — Ugygall > €.

3.3.3 Propriétés de I’algorithme pour une modélisation intrinséque

Avec les modifications apportées aux CMF, 'algorithme des CMP permet d’obtenir
des fonctions d’appartenance aux différents regroupements qui ne sont plus dépendantes
de leurs interactions mais uniquement de la distance d’'une donnée aux centres. Cela se
traduit au niveau de l’algorithme, lors des itérations par une mobilité plus réduite des
prototypes qui n’ont qu'un champ d’action limité par 7.. C’est une des raisons prin-
cipales qui rend la phase d’initialisation de I’algorithme trés importante. En revanche,
cela permet de distinguer clairement les individus proches des centroides de ceux qui
en sont éloignés. La forme des fonctions d’appartenance est illustrée sur la figure 3.9.

Fia. 3.9 — Forme d’une fonction d’appartenance issue des C-moyennes possibilistes en
une dimension.

En reprenant le méme probléme que celui de la figure 3.7, le résultat de I'algorithme
possibiliste présenté sur la figure 3.10 montre bien que cette fois, l'individu y possede
un degré d’appartenance trés nettement inférieur a celui de z.

De plus, comme annoncé, ’algorithme est beaucoup moins sensible & la présence de
bruit dans les données, ce qui est illustré sur la figure 3.11 qui est & comparer avec la
figure 3.8.

Grace a ces propriétés, 'algorithme des CMP permet d’extraire automatiquement
des sous-ensembles flous caractérisant de maniére intrinseque l'organisation spatiale
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FiG. 3.11 — Immunité au bruit des prototypes issus des C-moyennes possibilistes.

d’un ensemble de données, notamment en s’appuyant sur les valeurs les plus typiques.
Nous nous appuyons donc sur celui-ci pour faire la description intrinseque des classes.
3.3.4 Extraction des modéles intrinséques aux classes

Pour chaque classe wj, nous voulons obtenir un modéle intrinseque M I(w;) (cf. fi-
gure 3.5). Pour faire cette modélisation et respecter le caractére intrinséque de la classe,
il ne faut considérer que les échantillons appartenant a celle-ci.

Soit Bgpp la base d’apprentissage telle que nous ’avons déja définie :
Bopp ={ejlj =1,...,N},

o
Ve; € Bapp, €j = [€j,...,€
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avec N le nombre d’individus de la base, n le nombre de caractéristiques de ’espace

de représentation et e§"+1) €S (S ={w,...,wi...,ws}) létiquette de e;. Bgpy est
divisée en autant de sous-bases B

)
app

Vi=1,...,8 B, ={ej € Bapple!"™ = w;}

qu’il y a de classes de la facon suivante:

Apres avoir configuré l'algorithme des CMP comme indiqué dans le paragraphe
suivant, il est utilisé indépendamment sur chaque sous-base pour obtenir les modéles
intrinséques correspondant & chaque classe (cf. paragraphe 3.3.4.2).

3.3.4.1 Configuration des C-moyennes possibilistes pour la caractérisation
des classes

Afin d’exploiter au mieux 'algorithme des CMP dans notre contexte d’utilisation,
certains paramétres doivent étre fixés.

Le premier concerne la forme des regroupements ou plus précisément la forme des
fonctions d’appartenance décrivant ces regroupements. Celle-ci dépend a la fois de la
distance d et des valeurs .. Nous avons vu dans le paragraphe 3.3.2 que dans la version
standard de l'algorithme, la distance est de la forme générale des distances de type
Mahalanobis et que 7. pouvait étre déterminé par I’équation (3.11). Mais I'estimation de
ce paramétre est particuliérement sensible. Une possibilité pour s’en affranchir consiste
a déterminer directement la forme des fonctions d’appartenance désirée [99], ce qui
permet en méme temps d’intégrer directement la distance. Par exemple, il est possible
d’utiliser des fonctions exponentielles comme :

1
jc = exp <—§(ej — P)!Cov; ! (ej — Pc)> (3.12)

ou Cov, est la matrice de covariance des individus appartenant au regroupement C..
Dans ce cas, Cov. est estimée une premiére fois lors de l'initialisation (phase 1) a
partir de la matrice de covariance floue (cf. équation (3.6)) résultant de I’algorithme
d’initialisation utilisé. Elle est ensuite ré-estimée lors de l’initialisation de la phase 2,
mais cette fois-ci de maniére classique (non floue) a partir des données appartenant au
regroupement C, uniquement (matrice de partition non floue) et aprés avoir supprimé les
données ayant un degré d’appartenance faible & chacun des regroupements (élimination
du bruit).

Pour la modélisation de sous-classes, les fonctions exponentielles tendent vers 0 assez
rapidement, limitant la portée des prototypes et rendant la modélisation assez stricte.
Dans notre cas de figure, comme les modéles intrinséques aux classes sont utilisés pour
décomposer le probléme et établir le lien entre le module de description intrinséque par
prototypes et le module de discrimination focalisée, il est important que la description
soit robuste et pas trop restrictive. Nous nous sommes donc tourné vers des fonctions
d’appartenance a base radiale (forme de « cloche ») plus souples [16] (cf. figure 3.12):

1
1+ (ej — P.)tCovz " (ej — P.)

e = (3.13)
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16
420x)

0z cloche

«—— exponentielle

F1G. 3.12 — Différence entre les fonctions d’appartenance exponentielles et les fonctions
de type « cloche » utilisées.

Ce probléme peut aussi étre adressé par le biais du paramétre m, comme expliqué
dans [101].

Le deuxiéme point important pour le bon fonctionnement de I’algorithme concerne le
nombre de regroupements C' recherchés. Ce paramétre est trés difficile & obtenir si ’on ne
posséde aucune information a priori sur le nombre de modalités de chacune des classes.
Deux méthodes sont alors fréquemment utilisées pour le déterminer automatiquement.

La premiére méthode consiste a utiliser un critére de validité mesurant la qualité
d’une partition et & choisir celle qui optimise ce critére pour des valeurs de C' comprises
entre Chin et Chuz. De nombreuses études ont été faites sur le sujet, que ce soit dans le
cas des algorithmes classiques [123] ou bien dans la cas des algorithmes flous [22, 176, 98,
185, 174]. La plupart se fondent sur une évaluation des distances intra-regroupements
c’est-a-dire sur la compacité des groupes, ou encore sur la distance inter-regroupements
c’est-a-dire sur leur séparation. D’autres utilisent aussi des critéres géométriques. Nous
ne répertorions ici que quelques unes des approches les plus classiques en environnement
flou:

— D’entropie d’une partition U, qui dérive de ’entropie de Shannon est définie par:

. chzl Z;V:1 tjclog(pje)
N

Entropie(U) =

— le ceefficient de partition [22] coef Part qui mesure le recouvrement entre les dif-
férents regroupements, s’évalue de la maniére suivante:

N C 2
j=1 D=1 Hie

coef Part(U) = N

(3.14)
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Ce critére est compris entre [0, 1] avec une partition « optimale » (sans recouvre-

ment) obtenue pour coef Part(U) = 1.
L’inconvénient de ces méthodes provient de leur sensibilité vis-a-vis des paramétres
utilisés. Ainsi, la valeur du ceefficient de partition et de ’entropie varie en fonction
des valeurs de m et de C' notamment. [174] propose alors un critére mieux adapté
pour l'utilisation des CMF et insensible aux parameétres. D’autres critéres ont aussi été
élaborés afin de prendre en compte & la fois les propriétés liées au partitionnement flou
(par le biais des fonctions d’appartenance) et les propriétés géométriques des données.
Ce point est 13 encore trés important dans le cadre de notre étude pour que les prototypes
extraits refletent bien la structure des données.

Le critére que nous utilisons est ’indice de Xie et Beni [176] qui se base sur le rapport

entre la compacité et la séparabilité des regroupements. Ce critére, noté indicex p, doit
étre minimisé pour obtenir une bonne partition :

25:1 Z;vzl M?c dz(ej - P)
N min;, d2(F, - P.)

indicexp(U) = (3.15)

Il existe bien entendu d’autres critéres comme par exemple celui proposé dans [185].

Outre l'utilisation d’un critére de validité pour élaborer une partition correcte, il
est aussi possible de procéder par agglomération ou division des regroupements. L’idée
consiste a rechercher une partition sur-découpée puis & fusionner les différents regrou-
pements en fonction de leur similarité, ou au contraire & partir d’un seul regroupement
puis a essayer de le diviser. Pour plus d’informations sur ces méthodes, le lecteur peut
se référer a [98, 99].

3.3.4.2 Définition des modéles intrinséques aux classes

Il convient de souligner ici que I’extraction des modéles intrinséques s’effectue par
défaut en utilisant P'espace de représentation complet (c’est-a-dire en n dimensions).
Cependant, lorsque n est grand, il peut étre intéressant de travailler sur un sous-espace
de dimension réduite pour accélérer les traitements. Lorsque cela est nécessaire®, nous
effectuons la recherche de ce sous-espace en nous appuyant sur un algorithme génétique
standard [67] (cf. annexe C). Celui-ci cherche & optimiser les performances en recon-
naissance (sur une base de validation) du module de décision associé a la modélisation
intrinséque (cf. module de pré-classification dans le chapitre 4). On remarquera alors que
méme si des informations de discrimination sont utilisées pour choisir ce sous-espace, les
connaissances extraites représentent toujours le caractére intrinséque des classes (seul
le contexte associé & ces connaissances est différent).

Pour obtenir les modéles intrinséques, 1’algorithme des CMP est lancé pour chaque

classe w; & partir de la base By, correspondante.

5. Ce choix est fait a priori.

6. On pourrait aussi choisir d’accentuer ce caractére intrinséque en recherchant un sous-espace qui
favorise a la fois la compacité et la séparabilité des prototypes flous en utilisant un critére comme
indicexn.
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Un modeéle intrinseque M1 (w;) est constitué d’autant de sous-classes que de regrou-
pements déterminés en utilisant le critére indicex . Soit L; ce nombre. Chaque sous-
classe est représentée par un sous-ensemble flou Fi,i, [ =1,...,L; dont les fonctions
d’appartenance ppi dérivent de I'équation (3.13). Elles sont définies par leur centre

Pf,i et leur matrice de covariance Covfui. Pour un individu e;, son degré d’appartenance
a Fi,l est donc déterminé par:

1
T+ (e = PL)T(Col,) ey = PL)

g () = (3.16)

La figure 3.13 illustre un exemple de modéle intrinséque en deux dimensions d’une classe
constituée de trois sous-classes.

1 | degré d'appartenance

“

0.8
06
04
0.2

Fia. 3.13 — Ezemple de modéle intrinséque pour une classe constituée de trois sous-
classes.

On peut facilement déduire de cette description l'adéquation d’un point de vue

intrinseque d’un individu e; & une classe w;, c’est-a-dire son adéquation au modele
M1 (w;). Pour cela, nous utilisons la t-conorme max comme opérateur de disjonction :

(1pe, (€5)) (3.17)

L’interprétation intuitive correspondante est qu'un individu appartient d’autant plus
au modeéle d’une classe qu’il appartient & une de ses sous-classes, c’est-a-dire si ses
propriétés sont compatibles avec les propriétés intrinséques de la classe.

MMI(wi)(ej) =

max
=1

I=1,..,L;

3.3.5 Principes de la décomposition en sous-problémes

Pour déterminer les sous-problémes sur lesquels doit se concentrer le module de
discrimination focalisée, la base d’apprentissage initiale By, est divisée en sous-bases
szpg. Celles-ci sont constituées de ’ensemble des formes ayant des propriétés intrin-
séques en adéquation’ avec le modeéle intrinséque de la classe w;. La décomposition

7. Ce mécanisme est donc assez similaire au principe du filtrage flou [27].
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n’est donc pas stricte: un méme exemple peut se retrouver dans plusieurs sous-bases
(cf. figure 3.14).

Décomposition sur la base
des classes

a; — BIappZ E ap — Bzappz E a3 — B3app2
, g ,
A TS SR S
A E%’X‘gﬁg A Ya g
A : x| aE
A : Ji’:«‘% o <+
AL | x i

Fi1c. 3.14 — Ezemple du mécanisme de décomposition a partir des modéles intrinséques
de trois classes.

Une premiére solution pour constituer celles-ci consiste & utiliser un mécanisme d’a-
coupe:

(Zzpp2 = {6]' € Bapp|HM1(wi)(€j) > ai} (3'18)
ol «; est a déterminer pour chaque classe soit a priori soit par apprentissage ce qui
s’avére en général assez complexe.

Une solution plus simple et qui expérimentalement s’avére efficace consiste & utiliser
non pas un seuillage absolu par classe mais un seuillage relatif & chaque individu. Ainsi,
un exemple sera considéré comme pouvant appartenir a toutes les classes pour lesquelles
son adéquation sera suffisamment importante par rapport a la classe privilégiée :

maXS:L...,S(MMI(wS) (e5))
(0%

} (3.19)

Dans cette approche, il n’y a plus qu'une seule valeur « & déterminer, contrairement
aux S valeurs «; de la méthode précédente. Expérimentalement, une valeur comprise
entre 2 et 3 donne de bons résultats. On notera cependant que cette fagon de faire
comporte certains risques, notamment si la base d’apprentissage contient du bruit (des
exemples n’appartenant a aucune classe). En effet, méme si un individu posséde un

Lllpp2 = {ej € BﬂpIDLuMI(wi)(ej) 2



Niveau discriminant : modélisation et structuration des connaissances 127

degré d’appartenance faible & tous les modéles intrinséques, celui-ci sera tout de méme
ajouté dans les sous-bases. Toutefois, 'intégration du mécanisme de rejet de distance
(qui est un des objectifs) devrait permettre d’éviter ces effets de bords.

Une fois les sous-bases constituées, il faut réétiqueter les individus pour que les

experts du module de discrimination focalisée puisse opérer convenablement : les indi-
(n+1)

vidus de Bépp2 appartenant effectivement a w; (e; = wj) sont réétiquetés comme
. 1
des exemples positifs: e§-n+ ) = wi+, et tous les autres comme des contre-exemples:
1
e§-n+ ) = w;_.

Les connaissances discriminantes peuvent & présent étre extraites dans chacune de
ces sous-bases pour discriminer les exemples positifs des exemples négatifs.

3.4 Niveau discriminant : extraction, modélisation et struc-
turation des connaissances de nature discriminante

Le niveau discriminant est composé d’un ensemble de modéles discriminants, un
pour chaque modeéle intrinseque M1 (w;). Ils représentent les connaissances permettant
de différencier les formes appartenant a w;, de celles appartenant & w; . Nous avons vu
dans le paragraphe 3.1.2 que ces connaissances possédaient des propriétés spécifiques a
leur nature qui nécessitaient notamment de les structurer en fonction de leur pertinence
pour la discrimination. Nous avons aussi souligné qu’elles étaient fortement dépendantes
de leur contexte d’utilisation. L’élaboration de ce niveau nécessite donc de pouvoir
résoudre I’ensemble des points suivants:

— comment extraire automatiquement un ensemble de connaissances discriminantes
dans un contexte donné et comment les représenter par des sous-ensembles flous;

— comment choisir automatiquement les connaissances les plus pertinentes dans ce
méme contexte;

— comment passer d'un contexte & un autre et faire le lien entre les connaissances
(c’est-a-dire les structurer) pour rendre la modélisation & la fois robuste et inter-
prétable.

Dans ce contexte, les arbres de décision flous constituent une approche de modélisa-
tion tout & fait intéressante. En effet, ils permettent & la fois d’extraire des connaissances
discriminantes et de les organiser hiérarchiquement en fonction de leur pouvoir de dis-
crimination. De plus, ils opérent de fagon récursive en se focalisant peu a peu sur des
sous-problémes de plus en plus simples représentant des contextes différents. Enfin, en
adoptant un mode de représentation & base de sous-ensembles flous, la modélisation est
rendue plus robuste et elle posséde de meilleures propriétés d’interprétabilité.

Dans les paragraphes suivants, nous présentons dans un premier temps comment
la structure d’arbre permet d’organiser les connaissances discriminantes. Nous faisons
ensuite un bref rappel des mécanismes d’apprentissage associés aux arbres de décision
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classiques. Ceux-ci sont importants car ils nous servent de base pour pouvoir présenter
notre nouvelle approche pour la construction d’arbres de décision flous. Ceux-ci ont
été élaborés de fagon & s’intégrer a notre problématique pour obtenir les propriétés
requises. Ils reposent pour cela sur l'utilisation des CMF pour extraire des connaissances
discriminantes robustes et interprétables par rapport aux données.

3.4.1 La structure d’arbre de décision pour organiser les connais-
sances discriminantes

Le principe des arbres de décision pour la classification a été présenté trés briéve-
ment en introduction (cf. paragraphe 1.3.7). Rappelons simplement que leur objectif est
de mettre en relation un ensemble de connaissances relatives aux propriétés des formes
dans l’espace de représentation de facon & pouvoir discriminer les classes auxquelles
elles appartiennent. Ces connaissances se présentent sous la forme de conditions sur
la valeur des attributs et leurs relations sont décrites par une arborescence facilement
interprétable.

De maniére formelle, la structure d’un arbre de décision est un graphe G = (N, A)
composé d’un ensemble de neeuds (ou encore sommets) N et d’arcs A. Chaque nceud
Ni4 de larbre posséde un identifiant que nous notons Id d’une fagon générale. Cet
identifiant est en fait une séquence d’indices repérant la position du nceud dans ’arbre.
Chaque arc (N7g,N74,) est orienté et relie un neeud pére Ny et un neeud fils Ng; ou
Id.l est la concaténation (.) de I'identifiant I'd du pére avec l'indice [ du fils (son numéro
parmi I’ensemble des fils du neeud pére). Chaque nceud posséde exactement un pére, a
I’exception de la racine de I’arbre qui n’en posséde aucun. Son identifiant est 1 et elle est
notée N1. Les noeuds terminaux, appelés feuilles, ne possédent pas de fils. Un chemin (ou
branche) dans I’arbre est une suite d’arcs qui relie deux sommets. Un neeud non terminal
N4 est étiqueté par un des attributs Fj, k = 1,...,n de espace de représentation. Les
arcs sont quant a eux étiquetés par une condition Fj; portant sur les valeurs de Fj et
qui permet de passer du nceud pére Id au nceud fils Id.l si elle est satisfaite. Cette
condition représente en général une modalité de 'attribut ou un ensemble de valeurs.
Enfin, les feuilles sont étiquetées par une classe w; € S représentant la décision qui doit
étre prise si une forme satisfait I’ensemble des conditions le long du chemin allant de la
racine & la feuille.

La figure 3.15 présente un exemple partiel et simplifié d’arbre de décision pour la
discrimination de lettres latines, tracées en-ligne. Les attributs de ’espace de représen-
tation portent ici sur les propriétés morphologiques des tracés et les classes sont les
lettres de ’alphabet latin.

Grace & la structuration des connaissances sous cette forme arborescente, I'inter-
prétation est rendue relativement aisée. Ainsi, sur I’exemple précédent, si un caractére
posséde trois traits descendants alors c’est un 'm’. De la méme maniére, si un caractére
ne posséde qu’un trait descendant et qu’il posséde un signe diacritique dont le rapport
hauteur/largeur est supérieur ou égal a 0,5 alors il s’agit d’'un i’ ou d’un ’j’. On notera
que cet exemple n’est que partiel et qu’ils ne permet pas de faire une discrimination
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nb traits
descendants

signe
diacritique

rapport
hauteur/largeur

FiG. 3.15 — Ezemple d’arbre de décision (partiel) pour la discrimination de caractéres
latins.

compléte des classes (les feuilles ne sont pas étiquetées par une seule classe). Pour pou-
voir discriminer le ’i’ du ’j’ et le 'f” du 't’, il faudrait raffiner ’arbre en y incorporant
d’autres connaissances discriminantes.

Ce type de structure a été utilisé dans de nombreux domaines applicatifs ot son
interprétabilité ainsi que son habileté & manipuler des attributs & la fois numériques et
symboliques en ont fait une approche privilégiée par rapport & d’autres approches de
classification. Cependant, dans le cadre de la reconnaissance de formes, sa capacité a
gérer efficacement les données numériques reste limitée. En effet, comme la plupart des
données réelles manipulées sont sujettes aux imprécisions et au bruit, 1'utilisation de
conditions strictes comme « > 0,5 » provoque parfois des comportements indésirables
et sont source d’erreurs. Un des intéréts des arbres de décision flous, comme celui que
nous présentons plus loin, est justement de limiter ces effets.

Dans le paragraphe suivant, nous décrivons un processus d’apprentissage classique
permettant d’élaborer automatiquement un arbre de décision, c’est-a-dire d’extraire les
connaissances discriminantes et de les structurer sous la forme d’une arborescence. Cela
nous permet de mettre en lumiére un certain nombre de points importants qui nous ont
guidés dans notre approche.

3.4.2 Meécanisme d’apprentissage général des arbres de décision

Les arbres de décision ont fait I’'objet d’un grand nombre d’études, selon différentes
considérations, qu’elles soient d’ordre statistique, liées & lintelligence artificielle, a la
reconnaissance des formes, etc. Il en résulte un vaste choix d’algorithmes, chacun ayant
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ses particularités. Le lecteur peut se référer a [30, 31, 37, 59, 82, 108, 141, 142, 115].
Parmi les principales approches, on peut citer algorithme CART (Classification and
Regression Trees) de Breiman et al. [30] et l’algorithme /D3 de Quinlan [141] qui sont
a l'origine de beaucoup d’autres méthodes de construction d’arbres de décision clas-
siques et flous. Il existe aussi un certain nombre d’articles qui font un état de 'art de
ces différentes méthodes [17, 97, 129, 150, 121, 188]. La présentation qui suit s’inspire
des approches descendantes et plus particulierement de Palgorithme du C4.5 [142] qui
dérive lui-méme de I'ID3.

La construction de l'arbre s’effectue a partir d’'une base d’apprentissage Bypp ini-
tiale étiquetée® telle que nous I'avons définie dans le paragraphe 1.2.4.4. L'objectif est
d’extraire de cette base les connaissances pertinentes permettant de partitionner la base
d’apprentissage en sous-ensembles d’individus représentatifs d’une unique classe, opé-
rant ainsi une discrimination des classes. Ce partitionnement repose sur le principe de
la stratégie « diviser pour régner » afin de diviser le probléme de discrimination initial
en sous-problémes plus faciles & traiter au lieu de le considérer dans sa globalité. Pour
cela, les partitionnements s’effectuent de maniére récursive sur une base d’exemples B
(B = Bgpp au départ) a partir de conditions sur la valeur des attributs Fj,k =1,...,n
de I'espace de représentation des formes. Ces attributs prennent un ensemble de valeurs
(ou modalités) Fy, [ = 1,..., Li. L’extension aux attributs numériques continus sera
discutée dans le paragraphe suivant (cf. paragraphe 3.4.2.2).

L’algorithme d’apprentissage se résume alors de la maniére suivante:

INITIALISATION :
B = Bpp.
CONSTRUIRE-ARBRE(B)
DEBUT
SI le critére d’arrét est vérifié
ALORS créer une feuille

SINON
choisir un attribut Fj, et créer un neud
partitionner B en Ly sous-ensembles By, | =1,..., L
Pourl=1,...,L, CONSTRUIRE-ARBRE(By;)
FINSI
FIN

Cet algorithme récursif est caractérisé par quatre notions fondamentales qui per-
mettent de distinguer les différentes approches:
— le choix d’un attribut pour partitionner B ;

8. Il existe aussi certaines méthodes d’apprentissage utilisant d’autres sources d’informations comme
les probabilités a priori, une base de régles, un réseau de neurones, etc. (cf. [129] pour une revue sur
les arbres de décision non flous)
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— une stratégie de partitionnement ;
— un critére d’arrét ;
— la création d’une feuille.
Chacune d’elle est décrite en détails dans les paragraphes suivants.

3.4.2.1 Le choix d’un attribut pour partitionner

Lors de la construction d’un nceud non terminal, il faut déterminer 'attribut qui
doit permettre de partitionner la base courante B d’individus. Ce point est crucial dans
le mécanisme de construction d’arbre de décision puisqu’il influe directement sur la
structure finale de I’arbre et donc sur ses propriétés. Rappelons que les connaissances
discriminantes, telles que nous les avons définies (cf. paragraphe 3.1.2) ne sont pas toutes
aussi pertinentes puisqu’elles sont caractérisées par leur pouvoir de discrimination. De
plus, cette pertinence est fortement dépendante du contexte dans lequel elle est éva-
luée. Choisir les attributs les plus discriminants localement & chaque noeud permet donc
d’obtenir une modélisation plus robuste mais aussi plus compacte et lisible [121, 33].

Pour évaluer la pertinence d’un attribut relativement a la distribution en classes
d’un ensemble d’individus, on utilise le plus souvent une mesure de discrimination. De
nombreux travaux ont été effectués sur ’élaboration de ces mesures et les propriétés
qu’elles doivent posséder [30, 121, 111, 142].

La mesure la plus utilisée est probablement [’entropie de Shannon [156] qui repose
sur les principes de la théorie de 'Information. Dans le cas général on P = (p1,p2, ..., Pn)
est une distribution de probabilité, I’entropie est donnée par la formule suivante :?

H(P) ==Y pilogp (3.20)
i=1

Ainsi, H(P) sera maximale si p; = ps = 0,5 c’est-a-dire si les distributions sont forte-
ment corrélées. Elle sera au contraire minimale si p; ou po est nul.

Intégrons & présent cette mesure dans le processus d’apprentissage des arbres de
décision. Rappelons tout d’abord que S = {wy,...,w;,...,ws} est ’ensemble des classes
et que B désigne un ensemble de N individus'? a partitionner au niveau d’un nceud.
Parmi ces échantillons, N* appartiennent & la classe w; et la probabilité associée est

p(w;) = % L’information relativement a la distribution en classes S sur B s’écrit:

S
Hp(S) = =Y p(wi) logp(w;) (3.21)
i=1
Considérons maintenant un attribut Fj prenant les modalités Fy,l = 1,..., Lg.

Si cet attribut est choisi pour partitionner B, les N exemples sont partagés en Ly

9. Le logarithme est ici en base deux.
10. Pour éviter une multipication des notations, N représente a la fois le nombre d’individus de la base
d’apprentissage initiale Bqpp ainsi que celui des différentes sous-bases B résultant des partitionnements.
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sous-ensembles By, [ = 1,..., L suivant la modalité a laquelle ils appartiennent (cf.
équation (3.24) dans le paragraphe 3.4.2.2 pour plus de détails sur le mode de partition-
nement). Les effectifs associés aux By sont notés Ny;. Parmi eux, N,il appartiennent
a la classe w;. L’entropie associée a cette division relativement aux classes est appelée
entropie conditionnelle:

L L
Ha(SIF) = — 3 p(Fr) ilp(wiwm logp(wilFit) = > p(Fe) () (3.22)
=1 = =1
avec )
p(wilF) = Nii
et
p(Fr) = %

Prendre I’attribut Fj le plus discriminant revient alors & choisir celui qui maximise
le gain d’information :

Gp(Fy) = Hp(S) — Hp(S|F}) (3.23)

La mesure d’impureté de Gini [30] ou encore le critére du x? sont d’autres exemples
bien connus de mesures de discrimination parmi les nombreuses autres qui existent [111,
122, 157, 115]. Etant donné le nombre important de mesures, il est tout naturel de
s’interroger sur laquelle choisir. De nombreuses études ont été conduites, la plupart du
temps de maniére empirique, pour essayer d’établir une hiérarchisation des mesures de
discriminations. La plupart de ces travaux convergent vers la méme constatation: il
semblerait qu’aucune mesure ne soit supérieure a une autre de maniére significative [30,
126] et que le choix de ce critére soit nettement moins important pour lefficacité de
larbre de décision que d’autres paramétres comme le critére d’arrét [30]. Mais cela ne
signifie nullement que les attributs peuvent étre choisis au hasard et ce pour toutes les
raisons évoquées plus haut.

Il existe malgré tout des différences entre les mesures, différences qui peuvent ai-
der & choisir en fonction du type d’arbre que 1’on souhaite construire. Par exemple, le
critére de Gini se révele mal adapté pour mesurer 'impureté quand plusieurs classes
doivent étre séparées [30]. De plus, ce critére tend a favoriser les attributs produisant
une partition dans laquelle les sous-ensembles sont de taille et de pureté équivalente.
Au contraire, 'entropie favorise les partitions les plus pures, ce qui peut aboutir a des
arbres déséquilibrés. Certains auteurs ont aussi montré que cette mesure était biaisée
en faveur des attributs possédant un grand nombre de modalités [141]. Quinlan a alors
proposé le gain ratio [142] pour réduire ce biais. Marsala [121, 120] a aussi présenté un
cadre de travail pour I’étude et la construction de mesures de discrimination & partir
d’un modele hiérarchique de fonctions. Celui-ci permet d’étudier le comportement des
mesures de discrimination les unes par rapport aux autres afin de les choisir en fonction
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des propriétés désirées.

Dans le cadre de nos arbres de décision flous, la mesure de discrimination doit étre
adaptée & l'environnement flou afin de prendre en compte I'imprécision des données.
Celle que nous utilisons est une extension de ’entropie de Shannon.

3.4.2.2 La stratégie de partitionnement

La procédure de construction des arbres de décision vise & partitionner ’ensemble
d’apprentissage jusqu’a obtenir des sous-ensembles d’individus appartenant tous a la
méme classe. On dit alors que ces sous-ensembles sont « purs ». Les partitionnements
s’effectuent dans I'espace de représentation, suivant les différentes modalités des attri-
buts. Il existe alors différentes possibilités pour effectuer un partitionnement au niveau
d’un nceud, selon que les attributs sont nominaux ou continus.

Dans le cas des attributs nominaux, un attribut Fj posséde un nombre fini Lj
de modalités. On peut donc effectuer un partitionnement suivant ces valeurs. Soit B
la sous-base de N individus & un nceud donné et Fj un attribut utilisé pour faire le

partitionnement. B est divisée en L; sous-bases By, [ = 1,..., L, en répartissant les
échantillons e;, 5 = 1,..., N en fonction de la modalité qu’ils possedent pour ’attribut
considéré:

By = {ej € B |e} = Fy} (3.24)

Dans certains cas, en fonction de la méthode utilisée pour choisir les attributs, ou
bien pour éviter une division trop rapide de la base d’apprentissage, ou encore pour
des raisons de lisibilité, il peut étre souhaitable de se ramener & des partitionnements
binaires. Pour cela, un attribut & L; modalités est dérivé en Lj attributs caractérisés
chacun par une modalité de I'attribut d’origine et une autre correspondant & la réunion
des modalités restantes. Par exemple, si 'attribut couleur prend les modalités {rouge,
vert, bleu}, trois attributs binaires peuvent en étre déduits. Le premier aura les moda-
lites {rouge, autre}, le deuxiéme {vert, autre} et le troisieme {bleu, autre}. C’est 'un
des deux processus utilisé par 1'algorithme CART [30] lorsque le nombre d’attributs est
grand. La deuxiéme méthode, utilisée quand le nombre d’attributs est réduit, consiste
a dériver un attribut pour chaque paire de modalités possible ({rouge, vert}, {rouge,
bleu}, {vert, bleu} dans le cas de notre exemple).

Le probléme est plus difficile avec les attributs continus. Il est théoriquement possible
de discrétiser un espace de représentation numérique afin de créer artificiellement des
modalités, mais il est plus difficile d’obtenir une discrétisation qui ait un sens par rapport
au probléme et qui soit robuste. Ce sont donc souvent des experts qui effectuent cette
tache.

Il existe cependant plusieurs techniques de partitionnement automatique & partir
d’attributs numériques continus. Dans le 4.5, Quinlan [142]| propose d’ordonner les
valeurs prises sur un attribut Fj par les N individus de la base B, c’est-a-dire localement

aun noeud. Soit (e, ek, ..., ek ) cette liste avec ef < ek < ... < ek, A partir de celle-ci,
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les seuils Sj = (ef + e’(cj+1))/2, j=1,...,N — 1 sont calculés, générant autant de
partitionnements binaires reposant sur les nouvelles modalités: {F), < S7j, Fi > Sj}.

De nombreuses autres études ont été faites pour élaborer des techniques de parti-
tionnement reposant sur les attributs continus [143, 30, 55, 121]. Certains auteurs ont
aussi étudié la possibilité de faire des partitionnements non pas en se basant sur un
seul attribut, mais en en utilisant plusieurs afin de bénéficier de I'interaction entre les
attributs, notamment du point de vue de leur pouvoir de discrimination. Les techniques
utilisées reposent sur leur combinaison linéaire [31, 115] ou non linéaire [82] ou encore
sur l'utilisation de réseaux de neurones [69, 151]. Les arbres de décision résultant sont
souvent plus efficaces mais ils sont aussi plus coiiteux a apprendre et & construire. De
plus, l'interprétabilité de la modélisation s’en trouve fortement réduite alors que c’est
un des atouts des arbres de décision.

Ces techniques de partitionnement ont montré que lorsque 1’espace de représen-
tation utilisé est continu, le partitionnement s’effectue trés souvent localement a un
nceud afin d’exploiter le caractére contextuel des connaissances discriminantes. De plus,
l'utilisation de plusieurs attributs en méme temps permet d’étre plus efficace pour la
discrimination. Ce sont donc deux points importants que nous exploitons dans notre
méthode par arbres de décision flous.

3.4.2.3 Critére d’arrét et élagage d’un arbre de décision

Le critére d’arrét est un point essentiel de la procédure de construction de ’arbre
car il détermine en grande partie son efficacité, tant au niveau de sa compacité que de
ces capacités de geénéralisation [30].

Une premiére idée simple consiste & grossir ’arbre (en réitérant la procédure CONS-
TRUIRE-ARBRE) tant que les noeuds ne sont pas purs; c¢’est-a-dire tant qu'’ils contien-
nent des exemples de classes différentes. L’arbre de décision ainsi obtenu décrit exac-
tement l’ensemble d’apprentissage et ne fait aucune erreur de classification sur cette
base. Cette approche posséde deux inconvénients majeurs: d’une part les capacités de
généralisation de I’arbre de décision seront trés souvent mauvaises, conduisant a un
sur-apprentissage ; d’autre part, la taille de ’arbre risque de devenir trés importante
si les classes sont difficilement séparables. L’impact sur la taille de ’arbre dépend en
général du nombre d’exemples dans la base d’apprentissage : plus le nombre d’individus
utilisé en apprentissage est important et plus ’arbre risque d’étre de taille importante.
Ce phénomeéne est accru par la présence de bruit dans les données. Outre les problémes
d’utilisation de ressources mémoire et CPU que cela suscite, un arbre trop grand est
difficilement interprétable, ce qui n’est pas souhaitable en général.

Pour limiter ces effets néfastes, d’autres critéres d’arrét sont introduits dans la pro-
cédure de construction. On distingue principalement deux approches: 1’arrét « précoce »
et 1’élagage.

La premiére agit pendant la construction de ’arbre tout comme le critére d’arrét
sur la pureté d'un nceud. Classiquement, une feuille est construite lorsque le nombre



Niveau discriminant : modélisation et structuration des connaissances 135

d’échantillons de la base B d’un nceud est trop faible ou encore lorsque la pureté de ce
sous-ensemble d’individus est jugée suffisante. Cette estimation peut se déduire directe-
ment de la mesure de discrimination utilisée pour les partitionnements. Cependant, ces
mesures sont calculées localement & un nceud et sont souvent fortement dépendantes
du nombre d’échantillons. Il est donc difficile d’établir un seuil unique qui puisse étre
valable pour tous les nceuds de ’arbre. La construction de 'arbre risquerait alors de s’ar-
réter prématurément pour certains nceuds ou au contraire tardivement pour d’autres.
D’autres variantes ont été congues pour pallier & ces problémes comme par exemple une
mesure d'impureté qui se calcule sur 'arbre complet [122].

Au lieu d’arréter la construction de ’arbre de maniére « précoce », certains auteurs
comme Breiman [30] suggérent de construire I’arbre de décision de taille maximale puis
de réduire sa taille dans une seconde phase par une méthode d’élagage. Le principe
général consiste a supprimer des nceuds ou des sous-arbres peu représentatifs ou encore
a les regrouper. De nombreuses techniques ont été étudiées montrant pour la plupart
une efficacité réelle par rapport a I’arbre non élagué. Dans [30], les auteurs procédent en
deux étapes. La premiére consiste a construire une série d’arbres de plus en plus petits
a partir de la base d’apprentissage en supprimant les nceuds en fonction d’un critére
basé sur le rapport entre le taux d’erreur de I'arbre sur la base d’apprentissage et sa
taille (cost complexity). La seconde utilise une base de validation pour choisir arbre qui
a le taux d’erreur le plus faible sur cette base. Comme il est parfois difficile d’obtenir
une base de validation, les auteurs proposent une variante reposant sur le principe de la
validation croisée (cf. paragraphe 1.2.6.1). Cette derniére méthode est cependant assez
cotiteuse. Une autre solution proposée par Quinlan [142], consiste a utiliser le taux d’er-
reur sur la base d’apprentissage ajusté de maniére statistique pour prendre en compte
le biais introduit. C’est aussi le principe adopté dans [117, 92] ou l'algorithme d’éla-
gage, qualifié de « pessimiste », & ’avantage de ne fonctionner qu’en une seule passe,
contrairement a beaucoup d’autres.

Dans les arbres de décision flous, le critére d’arrét est moins important que dans
les arbres de décision classiques. En effet, grace & la modélisation par sous-ensembles
flous, les données sont synthétisées et ’expansion de 1’arbre implicitement limitée. Nous
verrons cependant lors des expérimentations que l'influence de ce critére n’est pas a
n’égliger (cf. paragraphe 5.2).

3.4.2.4 Création d’une feuille

Une feuille différe d’un nceud non terminal par le fait qu’elle marque 'arrét de
I’expansion d’une branche, parce qu'un des critéres d’arrét a été satisfait.

La feuille signifie alors que ’on peut (doit) étre capable d’identifier la classe la plus
représentative dans la sous-base B locale. Lorsque cette sous-base est pure, il n’y a
qu’une seule classe possible et c’est elle qui étiquette la feuille. C’est le cas idéal mais il
est rarement satisfait en pratique. Dans tous les autres cas, la régle générale consiste a
étiqueter la feuille avec la classe possédant le plus de représentants.
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3.4.2.5 Inconvénients des arbres de décision classiques dans le cadre de
notre approche

Le gros inconvénient des arbres de décision tels qu’ils ont été présentés ici provient de
la facon dont les conditions sur les attributs sont utilisées pour faire les partitionnements.
Ces conditions sont strictes, ne laissant aucune alternative possible pour attribuer un
individu & un des fils du nceud considéré. Les partitionnements résultants peuvent ainsi
devenir arbitraires, rendant la modélisation moins robuste voire incohérente (et donc
difficilement exploitable). Ce phénomeéne est encore accru si les données manipulées
sont imprécises. Plus particuliérement, pour une approche de reconnaissance de forme
travaillant dans un espace de représentation numérique, les conditions sur les attributs
se traduisent essentiellement par des frontiéres séparatrices nettes. Celles-ci étant dé-
terminées de fagon & optimiser la séparation des classes (par le biais de la mesure de
discrimination), elles ne possédent bien souvent aucun lien explicite avec les propriétés
des formes telles qu’elles apparaissent dans I’espace de représentation. Les connaissances
qui en résultent manquent donc souvent de robustesse et sont difficiles & interpréter,
ce qui ne satisfait pas nos objectifs. Les arbres de décision flous apportent alors une
solution intéressante & ces différents problémes.

3.4.3 Les arbres de décision flous

Afin d’améliorer la robustesse des arbres de décision classiques, certains auteurs
comme Quinlan [142] ont modifié le mode de représentation de leurs arbres afin d’utili-
ser des conditions plus souples sur les attributs numériques. Les arbres de décision flous
sont alors une extension directe reposant sur le formalisme bien établi de la théorie
des sous-ensembles flous. Les premiers travaux dans le domaine sont ceux de Chang et
Pavlidis [35]. L’idée principale consiste a décrire les attributs par des sous-ensembles
flous, que nous appellerons modalités floues, et a utiliser celles-ci dans les conditions
permettant de faire les partitionnements. Par exemple, dans la figure 3.15, les deux
conditions portant sur le rapport hauteur/largeur du diacritique peuvent étre définies
par les deux propositions floues suivantes: « la forme du diacritique est un point » (rap-
port hauteur/largeur proche de 1) et « la forme du diacritique est un trait » (rapport
hauteur/largeur faible). Au niveau de la structure de ’arbre, les arcs sont alors étiquetés
par les sous-ensembles flous (termes linguistiques) correspondants.

Les méthodes liées a 'apprentissage des arbres de décision flous [36, 91, 89, 121, 130,
172] peuvent étre considérées comme une extension de celles des arbres de décision clas-
sique. En s’appuyant sur la méthode générale présentée dans le paragraphe précédent,
on peut distinguer trois évolutions majeures:

— une « fuzzification » de ’espace de représentation c’est-a-dire la détermination de
sous-ensembles flous pour décrire les attributs, qu’ils soient a ’origine symboliques
ou numériques et continus;

— l’adaptation de la méthode de partitionnement ;

— l'adaptation de la mesure de discrimination.
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Nous présentons dans le paragraphe suivant, une nouvelle approche pour construire
de tels arbres afin que celle-ci produise une modélisation en accord avec notre définition
des connaissances discriminantes et avec nos objectifs.

3.4.4 Une nouvelle approche de construction d’arbres de décision
flous pour I’extraction de connaissances discriminantes

Nous présentons ici un nouvel algorithme d’apprentissage pour les arbres de décision
flous qui différe des autres notamment par la stratégie de partitionnement et la maniére
d’extraire les sous-ensembles flous. Ces adaptations ont été faites dans le but d’extraire
des connaissances discriminantes avec les propriétés que nous avons définies et de pou-
voir intégrer I’ensemble dans notre architecture pour la reconnaissance de formes. Dans
ce cadre, chaque chemin allant de la racine & une feuille peut étre interprété comme un
processus ou concept de discrimination.

3.4.4.1 L’algorithme d’apprentissage

L’algorithme que nous présentons ici est une extension de la procédure CONS-
TRUIRE-ARBRE du paragraphe 3.4.2. Il permet d’élaborer un arbre de décision
flou & partir d’'une base d’exemples B. Pour son utilisation dans notre architecture, il
doit étre appliqué sur chacune des sous-bases Bépﬂ déterminées & partir des modéles in-
trinséques. On notera ici que quelque soit ’espace de représentation utilisé par le niveau
de modélisation intrinséque (partiel ou complet), les arbres du niveau de modélisation
discriminante choisissent les attributs qui les intéressent parmi I’espace complet.

L’algorithme de construction d’un arbre se présente de la maniére suivante :

INITIALISATION :
B =By ;Vi=1,....,N pi(ej) =1
CONSTRUIRE-ARBRE-FLOU(B)
DEBUT
SI le critére d’arrét est vérifié
ALORS créer une feuille Ny et calculer la représentativité dy;y et dy;_
des classes w4 et w;—
SINON
Choisir un sous-espace Fj o deur dimensions adapté a la
discrimination des exemples de B
Créer un neud Nig4
Partitionner B en Ly sous-ensembles: By, | =1,..., L
par les C-moyennes floues
Pour chaque sous-ensemble By,
déterminer les degrés pn,,,(e;) Ve; € By
Pourl=1,...,L, CONSTRUIRE-ARBRE-FLOU(By,;)
FINSI
FIN
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La différence essentielle entre cet algorithme et le précédent résulte de I'introduction
du formalisme des sous-ensembles flous pour décrire les conditions étiquetant les arcs.
Elle se matérialise par le fait que les individus qui sont propagés a travers I’arbre n’appar-
tiennent plus de fagon stricte aux différents nceuds mais au contraire & chacun d’eux avec
différents degrés. Chaque observation e; est donc caractérisée par un degré d’apparte-
nance i, (e;) au nceud courant Nzg. A la racine de larbre, pp; (ej) =1V =1,..., N.
Au niveau d'une feuille f, yz,(e;) indique & quel degré I'observation e; correspond au
processus de discrimination modélisé par le chemin allant de la racine & la feuille.

Une autre différence importante concerne le choix de 1’espace utilisé au niveau d’un
nceud pour faire le partitionnement. Dans un cadre classique, cet espace est monodi-
mensionnel : il s’agit d'un seul attribut Fj. Dans notre approche, nous autorisons que
cet attribut soit remplacé par un sous-espace de dimension fixe que nous notons aussi Fj,
pour éviter d’introduire des notations supplémentaires. Bien entendu, si la dimension
des sous-espaces vaut 1, on retrouve le cas classique. Cette maniére de faire procure une
plus grande souplesse a l’algorithme et nous montrerons dans le paragraphe 3.4.4.4 que
nous travaillerons dans Ly = 2 dimensions. La figure 3.16 illustre la structure d’un tel
arbre de décision flou.

3.4.4.2 Obtention des modalités floues

Dans les arbres de décision classiques, les partitionnements au niveau des neceuds de
I’arbre s’effectuent en s’appuyant sur les modalités existantes des attributs, sur le ré-
sultat de leur discrétisation ou encore par la détermination de frontiéres discriminantes
s’ils sont numériques et continus. Dans les arbres de décision flous, les partitionnements
se font & partir de modalités floues décrivant les attributs. La question que ’on se pose
ici est de savoir comment obtenir ces modalités floues.

Plusieurs possibilités sont envisageables mais on distingue deux origines principales.
La premiére est d’origine humaine et consiste & faire appel & un expert du domaine.
En s’appuyant sur son expérience, il peut déterminer a la fois la forme et la position
des sous-ensembles flous relatifs aux attributs de I'espace de représentation. Ce procédé
a ’avantage de produire un partitionnement en parfaite adéquation avec le probléme
traité en bénéficiant de I'expérience déja acquise. Les attributs sont ainsi transcrits sous
forme de variables linguistiques et les modalités floues correspondent alors aux termes
linguistiques. ! Ce procédé a 'avantage de rendre la modélisation parfaitement inter-
prétable par les experts du domaine. Cependant, il est cotiteux en temps, en « homme »,
et doit étre répété pour chaque nouveau probléme a traiter, ce qui n’est pas toujours
possible et va a ’encontre de notre objectif de généricité.

Cela nous améne directement a la deuxiéme origine qui consiste & extraire automa-
tiqguement les sous-ensembles flous & partir des données. Cette extraction peut se faire
soit lors de prétraitements, soit au cours de la construction de 'arbre. Cependant, effec-
tuer 'extraction lors de prétraitements est en contradiction avec la stratégie sur laquelle
repose le processus de construction des arbres de décision. A chaque nceud correspond

11. Ce sont les hypothéses de travail faites dans [89, 172, 68, 36].
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F1G. 3.16 — Structure des arbres de décisions flous utilisés.

un sous-probléme différent qu’il faut résoudre. Il est donc naturel d’utiliser les outils
les mieux adaptés pour traiter ce sous-probléme. Ce principe correspond parfaitement
4 la nature des connaissances discriminantes que ’on veut extraire puisque nous avons
vu que la pertinence de celles-ci dépend du contexte. On préférera donc une eztraction
dynamique des modalités floues au cours de la construction de ’arbre, localement &
chaque nceud comme par exemple dans les approches de Marsala [121] ou encore de
Hsu et Chiang [91] et plus récemment de Olaru et Wehenkel [130].'2 On notera aussi
qu’il est possible de partir de sous-ensembles flous prédéterminés puis de les optimiser
localement & chaque nceud [90, 88].

Apres avoir déterminé quand extraire les modalités floues, il reste a établir com-

12. On remarquera d’ailleurs que c’était déja la stratégie employée dans les arbres de décision clas-
siques pour traiter les attributs continus [30, 143].
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ment les extraire. La encore, différents processus ont été mis en ceuvre, s’appuyant sur
la recherche de points de coupure [186, 187, 130], sur la théorie de la morphologie ma-
thématique [121], etc. Dans notre étude, ce sont ces modalités floues qui représentent les
connaissances discriminantes que 1’on recherche. Elles doivent donc respecter les pro-
priétés relatives a la discrimination et & la structure des données. Dans ce cadre, les
C-moyennes floues sont particuliérement intéressantes et c’est le choix que nous avons
adopté.

3.4.4.3 Les C-moyennes floues pour représenter des connaissances discri-
minantes

Les sous-ensembles flous issus des C-moyennes floues ont des propriétés particuliéres
qui résultent de la fagcon dont sont déterminées les fonctions d’appartenance (cf. équa-
tion (3.4)) et notamment de la contrainte imposée aux degrés ;. dont la somme doit
valoir 1 pour tout individu e; (cf. équation (3.2)). La conséquence immeédiate dont nous
avons déja parlé est le caractére relatif des centroides trouvés et des sous-ensembles flous
dérivés (cf. paragraphe 3.3.1). Alors que cette propriété était particuliérement génante
pour 'extraction et la représentation de connaissances intrinséques, elle devient ici trés
intéressante. En effet, des frontiéres implicites se forment automatiquement entre les
différents regroupements. Ainsi, ce sont les propriétés de séparation de ces regroupe-
ments qui sont réellement modélisées. Cela apparait clairement sur la figure 3.17 ou
I'algorithme est utilisé pour rechercher deux regroupements dans un espace & deux di-
mensions. La frontiére entre ceux-ci est matérialisée par la ligne de niveau correspondant
a un degré d’appartenance de 0,5 & chacun des sous-ensembles flous.

degré d'appartenance:
14

12

1
08
06
0.4
02

Fia. 3.17 — Frontiére discriminante résultant d’une modélisation par les C-moyennes
floues.

De plus, comme ’algorithme repose sur une fonction objectif visant & minimiser la
distance intra-groupe, les centroides et donc les frontiéres de séparation qui en sont dé-
duites sont automatiquement positionnées de fagon stable par rapport a la distribution
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« naturelle » (la structure) des données dans l'espace de représentation. De par leur
aspect non supervisé, les C-moyennes floues mettent donc ’accent sur la recherche de
frontiéres naturelles de séparation, ce qui va a la fois dans le sens de la robustesse mais
aussi dans celui de l'interprétabilité.

Nous avons vu ci-dessus l'intérét d’utiliser des sous-ensembles flous résultant des
CMF pour trouver des frontiéres séparatrices inter-regroupements. Mais il ne faut
pas oublier non plus de considérer la forme des fonctions d’appartenance lorsque 1’on
s’éloigne des centroides. En effet, nous avons vu que dans cette situation, celles-ci ten-
daient vers 1/C (ot C est le nombre de regroupements cherchés) et sont donc non-
convexes. Cette particularité a bien évidemment une incidence, & la fois sur le résultat
de la modélisation mais aussi sur le processus de décision. Il est donc légitime de s’in-
terroger sur la cohérence de la représentation par rapport a son utilisation. Nous allons
voir dans le paragraphe suivant que dans le cadre du processus de partitionnement, et
par extension pour la prise de décision, cette propriété s’interpréte de facon tout a fait
logique. '3

A présent que nous avons déterminé un mode d’extraction et de représentation
adapté pour la modélisation de connaissances discriminantes, il reste a voir comment
Iintégrer dans le processus de construction de nos arbres de décision flous, notamment
pour que la discrimination s’opére sur les classes du probléme. C’est 'objet des deux
paragraphes suivants.

3.4.4.4 Partitionner par les C-moyennes floues

Il y a plusieurs questions auxquelles il faut pouvoir répondre pour intégrer les C-
moyennes floues dans le processus de construction de nos arbres de décision flou. La
premiére était de déterminer quand extraire les sous-ensembles flous et nous avons vu
que l'extraction dynamique, dans le contexte associé & chaque nceud, permettait d’étre
en accord & la fois avec le mode de fonctionnement des arbres mais aussi avec la nature
des connaissances que ’on souhaite extraire. Un deuxiéme point & considérer est de
savoir sur quelles données utiliser les CMF.

Partitionner sur quelles données?

Récemment, dans [91], les auteurs ont utilisé les CMF pour 1’élaboration d’arbres
de classification flous. Ils effectuent 'extraction & chaque noeud sur les individus de
chaque classe séparément. L’algorithme détermine ensuite le meilleur partitionnement
parmi I’ensemble des classes avec une mesure de discrimination. Cette méthode offre de
bons résultats mais elle ne correspond pas a notre point de vue sur la représentation des
connaissances. En effet, en procédant ainsi, les CMF sont utilisées dans le but de décrire
les classes de fagon explicite, ce qui correspond davantage & une vision intrinseque du

13. Le lecteur notera aussi qu’il existe une variante récente des CMF permettant de générer des
sous-ensembles flous convexes [113] si on souhaite se ramener & une situation plus ordinaire.
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probléme qu’a une vision discriminante.'* Or nous avons vu que les CMF ainsi que les
sous-ensembles flous résultants étaient assez mal adaptés pour ce type de modélisation.
Dans notre étude, nous souhaitons extraire des connaissances discriminantes robustes
et dans ce contexte, les frontiéres discriminantes « naturelles » entre les classes sont
sans doute les plus stables. C’est pourquoi nous utilisons les CMF sur ’ensemble des
données de la base B localement & un nceud et indépendamment de leur classe, pour
en extraire des frontiéres naturelles. La mesure de discrimination permettra ensuite de
choisir celles qui sont les plus discriminantes par rapport aux classes, en fonction du
sous-espace Fj dans lequel elles ont été extraites (cf. paragraphe suivant).

Apres avoir déterminé quand et sur quelles données il fallait utiliser ’algorithme, il
reste & voir comment le configurer, et notamment dans combien de dimensions faire les
extractions (puisque nous avons vu que Fj pouvait étre un sous-espace de dimension
> 1) et combien de regroupements chercher (paramétre C' des CMF).

Partitionner dans quel espace?

Classiquement, dans les arbres de décision flous, ’extraction des sous-ensembles
flous se fait en une seule dimension ce qui facilite 'interprétabilité. Cependant, dans un
espace de représentation numérique, il est évident que plusieurs attributs peuvent étre
corrélés et que cette corrélation peut aider pour faire la discrimination des classes. On
peut reprendre I’exemple de la discrimination des lettres pour illustrer ce principe. Ainsi,
pour distinguer le ’i’ de la plupart des autres lettres, la présence du signe diacritique
et sa forme sont deux caractéres discriminants (cf. figure 3.15). Cependant, si la forme
du diacritique est traduite dans 'espace de représentation par deux attributs (hauteur
et largeur), seule I'utilisation des deux, ensemble, est réellement intéressante. Ce point
a déja été vérifié avec les arbres de décision classiques reposant sur une combinaison
linéaire des attributs (cf. paragraphe 3.4.2.2). Les C-moyennes floues ont Pavantage
de pouvoir fonctionner directement en x dimensions, z < n. Il semble donc intéressant
d’essayer de tirer parti de cette propriété. Cependant, pour ne pas aller trop a I’encontre
de la compacité et de l'interprétabilité, se restreindre & des partitionnements dans un
sous-espace Fj & deux dimensions est une nécessité. Expérimentalement, cela permet
un gain en performance important par rapport a l'utilisation d’'une seule dimension
et le résultat reste compact et relativement interprétable, pour le concepteur, puisque
le partitionnement est facilement visualisable. Une autre solution aussi envisageable
consiste a effectuer les partitionnements dans un sous-espace a z dimensions (z > 2)
puis & projeter les sous-ensembles flous obtenus sur chacun des attributs concernés. Mais
14 encore, le nombre de modalités floues risque de croitre de maniére considérable. De
plus, le mécanisme de projection provoque une perte d’information assez importante.
Nous nous limitons donc & des partitionnements en deux dimensions Fjq et Fjo (cf.
figure 3.18).

14. Méme si le choix du partitionnement permet ensuite d’agir de fagon discriminante. On se rap-
proche dans ce cas de I’élaboration de prototypes au sens de [147]. L’analogie a d’ailleurs été soulignée
dans [121].
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Partitionner en combien de parties?

Abordons a présent le probléme du nombre de regroupements C' & rechercher, c’est-
a-dire le nombre de modalités floues que ’on souhaite déterminer & chaque nceud. Une
premiére solution consiste, comme dans le cas de I'algorithme des C-moyennes possibi-
listes, a utiliser un critére de partition comme coef Part(U) (cf. paragraphe 3.3.4.1). Ce-
pendant, comme celui-ci nécessite de construire toutes les partitions de Cmin & Cmax,
le colt calculatoire peut vite devenir prohibitif. De plus, comme pour les arbres de
décision classiques, un trop grand nombre de modalités au niveau d’un nceud entraine
une expansion horizontale de I'arbre qui peut conduire & une subdivision trop héative
de la base d’apprentissage. Enfin, nous avons aussi vu que certaines mesures de dis-
crimination comme l'entropie de Shanon étaient sensibles au nombre de modalités (cf.
paragraphe 3.4.2.1). 1l faudrait donc s’assurer que la mesure utilisée dans ce contexte
soit indépendante. Pour ’ensemble de ces raisons, nous avons choisi d’opérer des parti-
tionnements flous binaires au niveau des nceuds de I'arbre.

Une fois ces éléments déterminés, le processus d’extraction des sous-ensembles flous
et de partitionnement associé se passe de la maniére suivante.

Mécanisme de partitionnement

Les CMF sont utilisées localement & un nceud N4 sur la sous-base d’apprentissage
courante B, indépendamment des classes, et dans un sous-espace Fj & deux dimensions
qu’il restera & déterminer (cf. paragraphe 3.4.4.5). Deux modalités floues Fjq et Fjo
sont ainsi déduites (cf. figure 3.18) et deux nceuds fils vont étre construits & leur tour en
s’appuyant sur les sous-bases By et Bpo résultant du partitionnement flou de B. Dans
les arbres de décision classiques, le partitionnement produit des sous-bases disjointes,
suivant la valeur ef de l’individu pour l'attribut Fj. Dans nos arbres, ce processus
doit étre adapté pour prendre en compte les degrés d’appartenances des individus aux
différentes modalités floues.

Rappelons que lors de la construction de ’arbre, la création d’un neceud correspond
a un changement de contexte et nécessite la résolution d’une sous-tache correspondant
a la discrimination des classes représentées dans B. Dés lors, il est inutile (et méme
risqué) de travailler systématiquement sur la base d’apprentissage compléte (Bgpp),
méme si les individus possédent des degrés d’appartenance i, (e;) différents a chacun
des nceuds. En effet, ’'ensemble des individus qui ont un degré d’appartenance faible &
un nceud donné ne sont que peu pertinents dans ce contexte. Ils représentent donc &
la fois un surcoiit calculatoire mais peuvent aussi perturber le processus d’extraction
des modalités floues par les CMF. Il y aura aussi des risques d’effets de bords sur le
processus de sélection du sous-espace Fj pour la discrimination. D’une fagon générale,
un nombre important d’individus avec un degré faible ne peut étre considéré comme
négligeable. Pour limiter cet impact, les sous-bases By sont constituées en utilisant un
mécanisme d’a-coupe afin de ne conserver que les échantillons les plus pertinents pour
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Fia. 3.18 — Exemple de visualisation d’un partitionnement en deuz dimensions par les
C-moyennes floues. Le contexte de discrimination est représenté a la fois par les données
locales au neud (base B constituée ici d’exemples de 2 classes: "X’ et ©’) et l'espace
{Fg1 X Fya} permettant la discrimination. Les deur modalités floues sont représentées
par les lignes de niveaur associées auz fonctions d’appartenance.

chaque sous-base : 1°

By = {ej € B |ur, (e;) > a} (3.25)

Avec une valeur de « réduite (inférieure a 0,5 pour des partitions binaires avec les
CMF), les individus situés prés des frontiéres de deux regroupements sont dupliqués
dans chacun des nceuds fils.

Ce mode de fonctionnement peut paraitre surprenant puisqu’il duplique I'informa-
tion qui localement est la plus sensible. Mais cela s’interpréte assez facilement dans notre
contexte. En effet, I’algorithme des CMF optimise le positionnement des centroides, et
donc des frontiéres qui en résultent, de facon & séparer au mieux % les données du sous-
probléme B. Dés lors, si un individu se situe prés d’une frontiére, que ce soit prés des
centres ou loin de ceux-ci!’, cela signifie que I’espace dans lequel I’algorithme a effectué
le partitionnement n’est pas adapté pour faire la discrimination de cet individu et 1’at-
tribuer de fagon robuste a 'un des regroupements. En fait, le contexte local n’apporte
pas d’informations suffisantes pour une prise de décision relative & cet individu.

La solution consistant a l’attribuer de fagon plus ou moins arbitraire & 'un des re-
groupements ou méme & ’éliminer pourrait devenir préjudiciable pour la suite. En effet,
les sous-ensembles flous sont extraits dans un sous-espace Fj favorisant la discrimina-
tion des classes. Un choix est donc fait, en accord avec ’objectif local de discrimination,
mais le résultat ne sera que rarement parfait. Il se fera donc nécessairement en faveur de
certains exemples (ceux qui participent fortement a la détermination des centroides) et
au détriment d’autres (ceux qui se trouvent prés des frontiéres). Hors ces derniers sont

15. Ce processus est aussi utilisé dans [121].
16. Au sens de la fonction objectif.
17. Cela est équivalent ici de par la non convexité des fonctions d’appartenance des CMF.
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peut-étre porteurs d’informations intéressantes mais qui n’apparaitront que dans un
autre contexte (avec d’autres exemples et dans un autre sous-espace F}). L’utilisation
de fonctions d’appartenance non convexes permet de traduire cette forme d’imperfection
et d’éviter les prises de décisions trop hatives.

Une autre solution classique consiste a créer un nceud fils supplémentaire N 1d.(Ly+1)
regroupant l’ensemble de ces individus problématiques. Mais 14 encore, cette solution
n’est pas exempte de risques. En effet, il ne faut pas oublier que les CMF reposent
trés fortement sur les propriétés des individus dans I'espace de représentation et leurs
interactions. Effectuer des regroupements arbitraires d’individus qui n’ont peut étre
que peu de points communs et les séparer au contraire de ceux avec qui ils peuvent
représenter une information importante semble donc étre une mauvaise solution.

C’est pour toutes ces raisons que les individus prés des frontiéres inter-regroupements
sont dupliqués dans chaque sous-base correspondante, laissant aux étages inférieurs de
I’arbre la possibilité de les utiliser d’'une meilleure facon.

Finalement, une fois les sous-bases By, [ = 1,2 définies, les degrés d’appartenance
PN, (e;) des individus e; sont adaptés pour prendre en compte a la fois leur appar-
tenance au noeud pére N4 ainsi que celle a la modalité floue Fy;. Cette opération est
effectuée par une t-norme T marquant la conjonction :

N (e5) = T (n,(e5), nry, (€5)) (3.26)

ol pr,, (e;) est le degré d’appartenance de e; a Fj,; que I'on déduit du résultat des CMF
(cf. équation (3.4)). Le choix de la t-norme utilisée étant lié & ’exploitation de Iarbre,
nous précisons celui-ci au paragraphe 4.3.3.

Jusqu’a présent, nous avons laissé en suspens le choix du sous-espace Fj au niveau
d’un nceud, précisant juste qu’il était déterminé de facon & optimiser la discrimination
des classes. Nous détaillons ce point ci-dessous.

3.4.4.5 Choix d’un sous-espace pour discriminer les classes

Dans les arbres de décision classiques, les mesures de discrimination sont utilisées
afin de choisir le meilleur partitionnement au niveau d’un nceud dans le but de séparer les
individus des différentes classes (cf. paragraphe 3.4.2.1). Le principe est similaire pour
les arbres de décision flous. Ceux-ci se fondent sur une mesure adaptée pour prendre en
compte I'imprécision relative a 'appartenance d'un individu e; au nceud Npq considéré.
Plusieurs mesures ont ainsi été définies, & partir de mesures de discrimination classiques,
de la notion d’entropie, etc. [162, 179, 121, 144, 172] (cf. [121, 118, 119, 172] pour un
panorama de plusieurs d’entre elles).

Dans notre travail, nous avons utilisé comme mesure de discrimination la mesure
d’entropie étoile |162] qui généralise I'entropie de Shannon. Celle-ci a été largement
utilisée dans les arbres de décision flous, donnant de bons résultats [121, 89, 91]. Elle
a aussi été comparée dans [118] a la mesure de Yuan et Shaw [179]. Les auteurs ont



146 Meéthodologie pour Iapprentissage du modéle

ainsi montré que la mesure d’entropie étoile avait tendance & favoriser la création de
feuilles pures dans I'arbre avec le risque d’obtenir un arbre déséquilibré. Au contraire,
la mesure de Yuan et Shaw favorise la construction d’arbres équilibrés,en général plus
gros (ils possédent plus de feuilles).

En reprenant les notations de ’équation (3.20), 'entropie étoile est définie par:

H*(P*) =~ _pj logp} (3.27)
i=1

Dans cette équation, la distribution de probabilité P est remplacée par une distribu-
tion de probabilité d’événement flou p* [181]. Si cette distribution est déterminée a
partir d’un ensemble de N individus, la probabilité d’événement flou p*(w;) relative a
l'obtention de la classe w; est:

N
pH(wi) =Y i, (e5)p(e;) (3.28)
j=1

avec p(e;) la probabilité classique d’occurrence de I'individu e;.
L’entropie conditionnelle floue relativement aux classes w;y et w;_ correspondant au
choix d’un attribut F} est alors donnée par:

Ly
HE(S|Fp) ==Y _p"(F) >, p"(wi|Fiu) log p*(wi| Frr) (3.29)
=1 i={iti—}

On peut alors calculer le gain d’information G (F}) associé au choix de Fj :
Gp(Fk) = Hp(S) — Hp(S|Fy) (3.30)

Une fois le choix de la mesure de discrimination établi, il faut mettre en ceuvre une
procédure de sélection du sous-espace optimisant la discrimination des classes. La solu-
tion la plus simple consiste & calculer le gain d’information & partir du partitionnement
résultant des CMF pour chaque sous-espace F}. possible. Cette solution est tout a fait
envisageable si F, est un sous-espace & une dimension (un attribut) et que la dimension
totale de ’espace de représentation reste petite. Pour nos arbres, comme nous utilisons
des sous-espaces de dimension 2 d’un espace qui peut étre éventuellement trés grand,
cette recherche exhaustive peut s’avérer cotiteuse en temps de calculs. Il est donc inté-
ressant de mettre en place une stratégie de sélection alternative évitant une explosion
combinatoire. Elle pourra ainsi s’appliquer & des sous-espaces de dimension supérieure a
deux (si on souhaite sacrifier la lisibilité). Plusieurs types d’algorithmes sont utilisables
et notre choix s’est porté sur l'utilisation d’un algorithme génétique [67].'8 Celui-ci
repose sur ’optimisation d’une fonction objectif (la fonction de fitness) qui utilise di-
rectement le gain d’information (cf. équation (3.30)).

Finalement, pour terminer de décrire notre mécanisme d’apprentissage d’arbre de
décision, il reste & voir le probléme de la création des feuilles.

18. Les principes des algorithmes génétiques sont reportés dans ’annexe C.
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3.4.4.6 Création des feuilles

Lorsqu’un critére d’arrét est rencontré (nous utilisons ici les critéres ordinaires tels
que le nombre d’individus minimal & un nceud, ou encore la valeur du gain d’infor-
mation), une feuille f est construite. Celle-ci est ici caractérisée par les degrés de re-
présentativité dyq et dy;— des classes w;; et w;_. La fagon la plus simple et la plus
courante pour déterminer ces degrés consiste a leur assigner la probabilité conditionnelle
floue [181] d’obtenir la classe a laquelle ils correspondent sachant que les conditions
permettant d’arriver jusqu’a la feuille f sont satisfaites:

Zej Cw;q MNF (6]’)

dfiy = P*(wit|f) = (3.31)
ol py;(ej) est le degré d’appartenance de e; a la feuille f. Le degré dy;— est calculé de
fagon similaire.

Si on considére I'arbre de décision flou uniquement dans le cadre de la modélisa-
tion discriminante, ces degrés constituent simplement une source d’information sur la
qualité de la discrimination au niveau de chaque feuille. Cependant, dans le cadre du
processus de décision associé a notre systéme, ces degrés prennent une importance toute
particuliere. Nous détaillons cet aspect dans le chapitre 4.

3.5 Bilan

Dans ce chapitre, nous avons décrit les fondements sur lesquels reposent la modé-
lisation de notre approche de reconnaissance de formes. En partant de nos besoins,
nous avons défini le type de connaissances & utiliser pour un usage donné, ainsi que
les propriétés qu’elles devaient posséder. Dans notre modéle constitué de deux niveaux
de modélisation associés au module de description intrinséque par prototypes et au
module de discrimination focalisée, nous avons identifié deux types fondamentaux de
connaissances : les connaissances de nature intrinséque aux classes utilisées pour décrire
le probléme de fagon explicite et robuste et pour pouvoir fournir une base solide pour
le mécanisme de décomposition ; les connaissances de nature discriminante entre classes
pour pouvoir représenter les éléments locaux qui permettent de faire une distinction
fine des classes.

Les connaissances intrinséques et discriminantes sont extraites automatiquement &
partir d’algorithmes de classification floue non supervisée permettant de s’appuyer sur
la structure des données pour extraire des sous-ensembles flous robustes et explicites.
Ainsi, les connaissances intrinséques aux classes sont déduites de l'utilisation de 1’al-
gorithme des C-moyennes possibilistes. Les connaissances discriminantes entre classes
sont quant & elles extraites et structurées par une nouvelle approche de construction
d’arbres de décision flous. Ceux-ci ont été concus spécifiquement pour répondre a nos
objectifs et & notre vision des connaissances discriminantes. Ils reposent sur 'utilisation
des C-moyennes floues afin d’extraire des frontiéres « naturelles » et robustes permet-
tant la discrimination dans des sous-espaces a deux dimensions choisis par algorithme
génétique.
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Ces connaissances sont structurées entre elles par un mécanisme de décomposition
permettant de passer du niveau intrinséque au niveau discriminant. Les connaissances
discriminantes sont de plus hiérarchisées en fonction de leur pertinence afin de rendre
leur utilisation plus robuste.

Une fois que les modéles associés au niveau intrinséque et au niveau discriminant ont
été extraits, ceux-ci sont utilisés pour définir le mécanisme de décision du systéme. Afin
d’obtenir une bonne compréhension de ce dernier, les connaissances des deux niveaux
sont intégrées dans des systémes d’inférence floue permettant de faire un lien explicite
entre celles-ci et les classes. Le chapitre suivant décrit en détails le processus de décision
qui en découle.
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Chapitre 4

Exploitation du modéle pour la
décision : combinaison de systémes
d’inférence floue

Gréace aux mécanismes d’apprentissage vus dans le chapitre 3, il nous est possible
de générer automatiquement une modélisation pour un probléme donné. Cette modéli-
sation, qui repose sur la structuration de connaissances intrinseques et discriminantes
formalisées de fagon homogeéne par des sous-ensembles flous, est exploitée pendant la
phase de généralisation pour l'identification de formes inconnues. Elle est pour cela
associée a une fonction de décision.

Celle-ci se matérialise par deux éléments: la mise en relation explicite des connais-
sances du modeéle avec les différentes classes et un processus qui permet, a partir de ces
relations et d’une entrée e, de classer cette derniére. Les connaissances de la modélisa-
tion étant représentées par des sous-ensembles flous, nous adoptons ici un mécanisme
de décision & base de régles floues. Celles-ci sont intégrées dans des systemes d’inférence
floue qui sont combinés de fagon & bénéficier au maximum de la structuration de la
modeélisation.

Dans ce chapitre, nous présentons tout d’abord la structure générale sur laquelle
repose le mécanisme de décision. Nous décrivons ensuite en détails le formalisme a
base de systémes d’inférence floue utilisé pour associer les connaissances du modeéle aux
classes. Nous terminons enfin en explicitant le processus de décision dans son intégralité.
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4.1 Principe du mécanisme de décision et complémentarité
des connaissances pour la décision

Dans la modélisation que nous avons décrite, le niveau de modélisation discriminante
regroupe l'essentiel des connaissances utiles pour la classification. En effet, il bénéficie
directement des connaissances intrinséques par le biais de la décomposition guidée par les
données et integre les connaissances discriminantes permettant de distinguer les classes.
Il est donc associé & un module de décision appelé module de classification principale.

Cependant, en plus du mécanisme de décomposition, la modélisation intrinséque des
classes fournit sa propre vision du probléme en utilisant notamment des connaissances
plus générales et plus stables que les connaissances discriminantes qui sont particulié-
rement sensibles & cause de leur caractére contextuel. Or nous avons vu dans le para-
graphe 2.2.1 que l'utilisation de points de vue différents était un moyen efficace pour
accroitre les performances d’un systéme de reconnaissance. Il est donc intéressant de
s’appuyer sur le niveau intrinséque non seulement pour la structuration qu’il apporte
mais aussi pour les informations qu’il posséde et qui peuvent s’avérer utiles pour la
classification.

En partant de ce principe, le mécanisme de décision du systéme Mélidis (cf. fi-
gure 4.1) s’articule autour des trois modules de classification comme évoqué au para-
graphe 1.4.3.3: le module de pré-classification, le module de classification principale et
le module de classification finale.

Comme les connaissances de la modélisation sont représentées par des sous-ensembles
flous, nous appliquons les principes vus dans le paragraphe 2.1 pour formaliser 1’en-
semble de fagon homogéne par des systémes d’inférence floue (SIF). Ceux-ci permettent
de faire un lien explicite entre les connaissances de la modélisation et les classes par des
régles de décision plus facilement compréhensibles par le concepteur. Comme le niveau
intrinséque travaille sur I’ensemble du probléme modélisé, il est associé a un seul SIF.
En revanche, comme chaque modéle discriminant opére de facon indépendante sur un
sous-probléme, chacun d’eux est associé & un SIF. Les résultats de ceux-ci doivent donc
étre combinés pour fournir une sortie homogeéne & la pré-classification afin que les deux
puissent & leur tour étre fusionnés pour la classification finale.

Dans le paragraphe suivant, nous décrivons chacun de ces SIF de facon détaillée. Le
processus de décision complet se rapportant a la figure 4.1 est ensuite expliqué dans le
paragraphe 4.3.

4.2 Intégration des connaissances de la modélisation dans
des systémes d’inférence floue

A la fin de Papprentissage de la modélisation, les connaissances extraites sont in-
tégrées automatiquement dans des régles de décision. Leur formalisme est décrit ci-
dessous.
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Fi1G. 4.1 — Principe du mécanisme de décision du systeme Mélidis.

4.2.1 Module de pré-classification

A partir de la modélisation du niveau intrinséque, un ensemble de régles de décision
relatives au probléme sont déduites automatiquement. Pour cela, il suffit de définir un
lien explicite entre chaque modeéle M I(w;) et la classe w; qu'il décrit par une régle floue
R,,.

Comme nous I’avons montré dans le paragraphe 2.1.4, une régle peut prendre diffé-
rentes formes. Nous proposons ici trois formalismes.

4.2.1.1 Regles a une conclusion

La fagon la plus intuitive et la plus simple pour construire les régles associées aux
connaissances intrinséques est la suivante :

R, : SI e correspond & MI(w;) ALORS la classe est w; (4.1)
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Dans cette régle, la prémisse correspond & ’adéquation d’un individu e au modéle
intrinséque M1 (w;), c’est-a-dire & au moins une des sous-classes de w;. Elle peut étre
détaillée de la facon suivante:

SIeest F, ou... oueest F, ou... oueest Fli (4.2)

L’inconvénient de cette forme de régle est qu’elle ne rend pas du tout compte de la
pertinence de la description des modéles intrinséques aux classes. En effet, ils n’auront
vraisemblablement pas tous la méme robustesse. On peut alors modifier la régle pour
la pondérer par un degré d; :

R, : SI e; correspond & MI(w;) ALORS la classe est w; avec un degré d;  (4.3)

La facon la plus simple pour définir d; consiste & lui affecter la probabilité conditionnelle
floue: P*(w;|M1(w;)) déterminée sur la base d’apprentissage.

4.2.1.2 Regles a conclusions multiples

La forme des régles décrites dans le paragraphe précédent ne correspond que par-
tiellement & la réalité. Elle considére en effet que chaque modéle ne décrit que sa classe,
de facon exclusive. Or il est évident que les modéles intrinséques, et plus précisément
leurs sous-classes, vont se recouvrir dans certaines zones de l’espace de représentation
(sauf peut-étre pour les cas les plus simples). Ceci est d’autant plus vrai que les mo-
déles sont déterminés indépendamment les uns des autres. Pour obtenir une description
plus compléte de ce que les modéles intrinséques englobent, il convient de modifier les
conséquences des régles de facon & les rendre multiples :

R,,,: SI e correspond a MI(w;)
ALORS la classe est wy avec le degré d;; et ... et
la classe est ws avec le degré d;; et ... et
la classe est wg avec le degré d;s

(4.4)

ou les d;s sont toujours les probabilités conditionnelles floues associées aux classes. On
remarquera alors que la premiére régle (régle (4.1)) se retrouve aisément en fixant d;; = 1
et d;s = 0 pour s # 1.

4.2.1.3 Reégles optimisées pour la classification

Malgré ces différentes améliorations, les régles précédentes conservent un inconveé-
nient majeur dans le cadre de notre processus de décision. Elles permettent de repré-
senter le pouvoir de description des modéles intrinséques de facon précise mais elles
ne permettent pas de prendre en compte leurs interactions pour la discrimination des
classes. Or dans une approche de reconnaissance de formes, les performances restent
un objectif majeur. On a donc tout intérét d’essayer de tirer parti au maximum des
modéles intrinséques pour maximiser les performances de la pré-classification en vue de
la fusion et de la classification finale.
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Pour cela, on considére le SIF comme une fonction de décision qui & une entrée e
associe un score 321 pour chaque classe w;. L’objectif consiste ensuite & optimiser cette
fonction de fagon a ce qu’elle produise un score s} = 1 si w; est la vrai classe de e, et de
st = 0 sinon. Les régles peuvent alors étre exprimées sous la forme suivante, en reprenant
le formalisme des systémes de type Takagi-Sugeno d’ordre 0 (cf. paragraphe 2.1.4):

R,,: SI e correspond a M1 (w;)
ALORS S% = Q;1 et ... et
s}j =a;s et ... et (4.5)
5§ = ais

ot les a;s sont des constantes qui mesurent la participation de la régle dans le résultat
vis & vis de chaque classe. Elles peuvent étre déterminées directement par une méthode
d’optimisation comme la méthode de la pseudo-inverse ou encore initialisées (en prenant
par exemple a;; = 1 et a;s = 0 pour s # i) puis optimisées par des méthodes s’appuyant
sur une descente de gradient [66].

Grace & ces possibilités d’optimisation des conclusions, ce formalisme de régle offre
a notre avis un trés bon compromis entre lisibilité et performances. En effet, méme
si les conclusions perdent en lisibilité, I’essentiel de l'interprétabilité du systéme est
conservée puisqu’elle réside dans les modéles intrinséques eux-mémes. De plus, comme
nous l'avons montré dans le paragraphe 2.1.4, ce type de SIF simplifie le mécanisme
d’inférence et permet de le rendre moins cotiteux (en mémoire et en temps de calcul), ce
qui dans la perspective de portage sur des machines aux ressources limitées peut devenir
trés intéressant. C’est donc ce type de régle que nous avons choisi d’utiliser dans notre
approche.

NOTE:
On remarquera que quelle que soit la forme des régles utilisées, il est encore possible
d’utiliser une description plus précise des relations entre les modéles intrinséques et
les classes en s’appuyant sur la décomposition en sous-classes. Dans ce cas, le SIF ne
contiendra plus une régle par modeéle intrinséque M1 (w;) (et donc par classe) mais une
pour chaque prototype flou Ff,z (pour chaque sous-classe) les composant. !

4.2.2 Module de classification principale

Afin de conserver un formalisme homogeéne avec le module de pré-classification, le
niveau de modélisation discriminant est & son tour utilisé pour générer automatique-
ment un ensemble de systémes d’inférence floue. Chaque arbre est formalisé par un SIF
qui se déduit naturellement de sa structure. La formalisation des arbres sous la forme
d’une base de régles de décision n’est pas récente [142] et a largement été utilisée pour
la manipulabilité et I'interprétabilité qu’elle offre [89, 121, 179].

1. Rappelons en effet que le modéle intrinséque d’une classe est constitué de la réunion d’un ensemble
de prototypes flous caractérisant les sous-classes.
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Pour un arbre donné, une régle floue R; est extraite pour chaque chemin qui va de
la racine a une feuille N7 :

Ry:  SI e satisfait les conditions conduisant a Ny
ALORS sa classe est w;; avec le degré dy;, et (4.6)
sa classe est w;  avec le degré dy;_

La prémisse correspond a 'adéquation d’un individu e a la feuille Ny et représente donc

la conjonction des conditions sur le chemin de la racine N; a la feuille Ny. Elle peut
donc étre détaillée de la facon suivante, en s’appuyant sur le schéma de la figure 4.2 :2

SIeest Fjyet ... et eest Frgp et ... (4.7)

FiG. 4.2 — Chaque chemin de l’arbre qui va de la racine a une feuille est traduit par une
régle.

La conclusion utilise quant a elle les degrés de représentativité des classes dy;y et
dgi— comme nous les avons définis dans I’équation (3.31).

Comme pour le module de pré-classification, les régles peuvent aussi s’exprimer en
utilisant le formalisme des régles de Takagi-Sugeno d’ordre 0 de facon a les optimiser

2. Cette notation est simplifiée dans le sens ou il serait plus convenable de remplacer I'individu e
(et donc le vecteur de caractéristique associé) par son sous-vecteur de caractéristiques correspondant a
I'espace de représentation utilisé & chaque nceud.
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pour la reconnaissance. Elles prennent alors la forme suivante:

Ry : SI e satisfait les conditions conduisant & N [
ALORS s? =by et (4.8)
SZZ_ = bfl,

La encore, c’est le formalisme que nous adoptons.

Nous allons & présent voir comment ces SIF sont exploités et leurs résultats combinés.

4.3 Processus de décision pour la classification

Une fois les SIF des modules de pré-classification et de classification obtenus, ceux-
ci peuvent étre exploités en phase de généralisation pour déterminer & quelle classe
appartient un individu e dont I’étiquette est inconnue.

Le processus de décision se déroule en quatre étapes (cf. figure 4.1). Le module
de pré-classification détermine, en se basant sur les connaissances intrinséques, quels
SIF vont étre exploités au deuxiéme niveau (cf. paragraphe 4.3.1). Il délivre aussi un
score 3} a chaque classe w;, I’ensemble de ceux-ci formant la pré-classification (cf. pa-
ragraphe 4.3.2). Le module de classification principale fournit a son tour un score s?
pour chaque classe, résultant de la combinaison des SIF précédemment sélectionnés (cf.
paragraphe 4.3.3). Finalement, le résultat de la pré-classification et de la classification
principale sont fusionnés de fagon a obtenir la classification finale (cf. paragraphe 4.3.4).

4.3.1 Sélection des connaissances discriminantes et rejet de distance

La structuration hiérarchique sur deux niveaux du classifieur permet d’opérer une
sélection des connaissances discriminantes & mettre en jeu lors du processus de décision.
Elle assure donc que les éléments pris en compte pour la classification sont en adéqua-
tion avec la forme présentée en entrée. Elle limite ainsi les perturbations qui pourraient
survenir & cause des interactions trop complexes entre les connaissances. Cela rend le
processus de décision plus robuste tout en favorisant son intelligibilité et sa vitesse
d’exécution.

Cette phase de sélection s’appuie sur les connaissances des modéles intrinseques afin
de déterminer quelles sont les classes auxquelles 'individu présenté en entrée s’apparente
le plus. Pour cela, le mécanisme utilisé lors de ’apprentissage pour la décomposition
en sous-problémes est & nouveau employé (cf. paragraphe 3.3.5). Ainsi, en reprenant
Péquation (3.19), un individu e sera propagé au niveau du SIF du deuxiéme niveau
correspondant a la classe w; seulement si:

maxszl,...,S(,uMI(ws) (e))
(0%

() (e) > (4.9)

avec une valeur de « identique a celle utilisée lors de 'apprentissage. L’adéquation de e
au modele de la classe M I(w;) est toujours déterminé par I’équation (3.17). Finalement,
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on note Z l'ensemble des SIF (le numéro de la classe a laquelle ils correspondent) du
module de classification principale qui sont ainsi activés:

mastl,...,s(MMI(ws)(e)) }
(0%

T = {Z, 1= 1,...,8 | uM[(wi)(e) Z

Comme cette sélection s’appuie sur un mécanisme de seuillage relatif défini par
a, une entrée activera systématiquement au moins un SIF (Z # (). La conséquence
directe de cette maniére de procéder est que si e est une entrée invalide, c’est-a-dire
ne correspondant a aucune classe d’un point de vue intrinséque, celle-ci sera malgré
tout dirigée vers le module de classification principale pour étre identifiée, produisant
nécessairement une erreur. Une solution intéressante pour pallier ce probléme, consiste
& exploiter les propriétés des connaissances intrinséques aux classes afin de mettre en
ceuvre un mécanisme de rejet de distance.

Pour introduire celui-ci, une possibilité consiste & déterminer (a priori ou par ap-
prentissage) des seuils ; pour chaque classe.? A partir de ceux-ci, on considére qu’un
individu e doit étre rejeté si:

Vi=1,...,8 ,MMI(wi)(e) < oy (4:10)

En effet, si 'adéquation jipr7(,,;)(e) d'un individu & un modele de classe est inférieure
au seuil a; correspondant, e peut étre considéré comme trop différent de MI(w;) pour
pouvoir appartenir & w;. Si c’est le cas pour toutes les classes, 'individu est rejeté et
non classé. Les seuils «; ainsi définis pourront aussi remplacer efficacement le seuillage
relatif dans I’équation (4.9) employé pour la sélection des STF. Dans ce cas, un SIF du

module de classification principale sera ajouté a Z si:

IMI(w;)(€) > i

4.3.2 Pré-classification

Suite au processus de sélection, si la forme n’est pas rejetée, le module de pré-
classification produit un vecteur de sortie en exploitant le SIF généré. Nous avons vu
qu’il existait différentes fagons de formuler les régles (cf. paragraphe 4.2.1). Ici, nous ne
présentons que le mécanisme aux régles de la forme (4.5) utilisées pendant les expéri-
mentations. 4

La sortie est représentée par un ensemble de scores szl,i =1,...,S relatifs a chaque
classe. Ils sont obtenus & partir de U'inférence somme-produit définie par I’équation (2.22) :

ol — Zf:1 MMI(wS)(e) * Qi
‘ Zf:l :uMI(UJj)(e)
3. Les moyens d’obtenir ces seuils sont toujours a I’étude actuellement et nous ne les reportons donc
pas ici.
4. Les régles de la forme (4.3) et (4.4) peuvent étre inférées par différents mécanismes comme ceux
présentés dans le paragraphe 2.1.3.3.

(4.11)
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Ce choix a priori est motivé par ’expérience qui a montré qu’il permettait d’obtenir des
performances intéressantes. C’est en effet le mécanisme d’inférence utilisé dans ResifCar
et, comme nous l'avons souligné auparavant dans les paragraphes 2.1.4 et 4.2.1.3, il
permet d’optimiser les conclusions du SIF par des méthodes numériques simples. Ce
choix va donc le sens de notre objectif de performances. Cependant, d’autres mécanismes
peuvent aussi étre envisagés et leur étude fait partie des perspectives.

4.3.3 Classification principale

Une fois la sélection des SIF effectuée par le module de pré-classification, I'individu
e (non rejeté) est présenté a chacun des SIF de Z.

Quelle que soit la forme des régles utilisées parmi celles présentées dans le para-
graphe 4.2.2, la prémisse d'une régle R est obtenue en utilisant la t-norme produst pour
représenter la conjonction des conditions le long de la branche menant & la feuille f:

iy (€) = i, (€) - o piry (€) - (4.12)

Ce choix va de pair avec celui du mode d’inférence. En effet de par la nature méme
des fonctions d’appartenance des CMF et par le choix du produit comme opérateur de
conjonction, chaque individu est « partagé » entre les différentes branches de ’arbre.
Ainsi, si on considére pps,, (e;) non plus comme Iappartenance de e; & N4 mais comme
sa représentativité localement a ce nceud®, ce partage se traduit par le fait que pour
toutes les feuilles f de l'arbre, > ¢ W\/f(ej) = 1. Il convient alors, lors de la classifica-
tion, de prendre en compte ce partage de I'individu entre les différentes branches et de
cumuler leurs effets. Dans ce cadre, 'utilisation d’une inférence somme-produit sur les
régles (4.8) est donc tout a fait adaptée. De plus, elle procéde & une normalisation im-
plicite des scores et permet ainsi de les rendre homogéne pour chacun des SIF du niveau
discriminant, facilitant leur fusion. Enfin, ce mécanisme facilite & nouveau les optimisa-
tions pour 'objectif de performances. Bien entendu, d’autres mécanismes d’inférence et
opérateurs de conjonction peuvent aussi étre utilisés. Ainsi, les régles (4.6) peuvent étre
exploitées de maniére classique par une inférence type maz-produit (cf. paragraphe 2.1.4,
équation (2.21)) ou encore par la méthode de classification de Marsala [121]. I s’agit 1a
encore de perspectives a étudier.
Le score associé a la classe w;4 se calcule finalement de la maniére suivante :

_ Yot b, () by
25:1 BN (e)

s74(e) (4.13)

2

ou F et le nombre de régles du SIF (feuilles de I'arbre). Le score s;_ s’obtient de facon

similaire.

5. Pour tout individu, sa représentativité vaut 1 a la racine de l'arbre.
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Pour obtenir le vecteur de sortie du module de classification principale, il faut com-
biner les résultats de chacun des SIF du module. Comme tous n’ont pas été activés suite
a la phase de sélection, les scores correspondants sont fixés de la maniéres suivante :

Vj¢I3?+=Oets?_=1

La combinaison peut alors s’effectuer de différentes maniéres. Par exemple, on peut
combiner 4 la fois les scores associés aux classes du problémes (s? ) et les scores associés
aux « autres classes » (s?_) avec avec la régles de Dempster-Shafer reposant sur la
théorie de I’évidence [155]. C’est le choix fait par exemple dans [121] pour gérer les foréts
d’arbres de décision flous. Mais ici, la combinaison s’effectue simplement en composant
directement le vecteur de sortie avec les scores 322+ ({3%4_, e s?+, e s§+}). Ce principe
est simple et s’est avéré efficace a 'usage. Cependant, d’autres mécanismes peuvent aussi
étre envisagés.

On notera enfin qu’il est possible d’introduire & ce niveau des mécanismes permettant
de fiabiliser le processus de décision. Un exemple simple repose sur la non-contradiction
des SIF. Par exemple, si deux SIF associés aux classes w; et w; fournissent respectivement
les scores s? | et s? 4 et que ceux-ci sont élevés (supérieurs a un seuil a déterminer), on
peut considérer qu’ils se contredisent (les deux classes w; et w; sont en concurrence).
D’une fagon similaire, si aucun score s? ", ©=1,...,8 n’est supérieur a un seuil, alors
aucune classe ne semble vraiment étre privilégiée. Dans ces deux cas, on peut décider
soit de ne pas classer la forme (refus de classement), soit de faire confiance au module
de pré-classification. Dans ce dernier cas, étant donné le mode de fusion adopté (cf.
paragraphe 4.3.4), les scores s%_, i=1,...,8 sont fixés a 1.

4.3.4 Classification finale

Le module de classification finale utilise en entrée les scores 3%, 1 =1,...,8 issus

du module de pré-classification ainsi que les scores s? ', 1 =1,...,8 issus du module de
classification principale. La décision finale repose sur la fusion de ces deux informations
qui sont complémentaires pour chaque classe étant donné leurs origines différentes. La
premiére chose & faire pour pouvoir les fusionner est de s’assurer que ces deux vecteurs
sont bien normalisés. Plusieurs possibilités sont bien siir envisageables mais expérimen-
talement, le procédé qui consiste & normaliser par la somme des scores (équation (2.25))
semble donner les résultats les plus stables.

Pour le choix de la méthode de fusion en elle-méme, celle-ci doit tenir compte des
aspects suivants:

- s} est une mesure stable mais peu discriminante par rapport & s? ', qui est plus
précise mais aussi plus instable aux abords des frontiéres. Il semble donc difficile
a priori de privilégier, lors de la fusion, une information plutét qu'une autre;

— s} et s?, mesurent toutes les deux l'adéquation a la classe w; mais en se basant
sur des connaissances complémentaires (intrinséques et discriminantes). Pour que
la classe w; reste un choix privilégié pour la classification finale, les scores doivent
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étre forts en méme temps. Si 'un des deux est faible, la classe correspondante doit
étre écartée au profit de celles qui sont plus favorables ;

— le résultat de la combinaison doit rendre compte de la participation des deux
mesures de facon précise afin d’éviter les comportements ératiques.

Parmi les nombreuses méthodes de combinaison couramment utilisées [19, 127, 164,
25, 95, 7|, le produit est un opérateur de fusion intéressant puisqu’il a un comportement
fusion faites dans [25], le produit est : commutatif, indépendant du contexte, conjonctif,
continu. De plus, il a I’avantage d’étre peu cotiteux, a l'inverse de méthodes comme la
régle de combinaison de Dempster-Shafer ou encore de la méthode du BKS, ce qui va
toujours dans le sens de nos objectifs. Il permet aussi de conserver une bonne sépara-
tion entre le module de fusion et les deux autres modules, ce qui permet de faciliter les
optimisations de ces derniers. Cela serait plus difficile avec une fusion résultant d’un
apprentissage automatique comme par exemple une solution utilisant un réseau de neu-
rones. L’'inconvénient de ’opérateur produit est sa sensibilité par rapport aux scores qui
lui sont fournis: si le score pour une classe est faible, celle-ci est irrémédiablement ex-
clue de la décision (cf. paragraphe 2.2.2.4) [8]. Ici, grace a 'utilisation des connaissances
intrinséques en premier lieu et & la sélection des connaissances discriminantes ensuite,
ces effets sont limités. Nous avons donc opté pour ce mode de combinaison.

Une fois le produit choisi comme opérateur de fusion, la décision finale est représentée
par le vecteur de sortie s = {s1,...,ss} défini par:

Vi=1,...,8 s =s; 52, (4.14)
Finalement, la classe attribuée a e est celle pour laquelle la valeur de s; est maximale.

A la suite de lobtention du vecteur s, il est & nouveau possible de fiabiliser les
réponses du systéme en refusant de classer une entrée qui provoque une décision trop
ambigué. Comme pour les mécanismes de rejet de distance, le refus de classement est
encore a I’étude et nous ne donnons ici que quelques éléments de réponse. Le principe
est le suivant. Soit w; et w; les deux classes ayant les scores s; et s; les plus élevés pour
un individu e. Si ceux-ci sont trop « proches » 'un de 'autre, c’est-a-dire si:

lsi = s5ll <@

avec 6 a déterminer, alors le classifieur refuse de classer e pour signifier que le risque
d’erreur de confusion est trop important.

4.4 Bilan

Dans ce chapitre, nous avons présenté le mécanisme de décision associé & notre
systéme. Celui-ci utilise directement les connaissances des niveaux de modélisation in-
trinseque et discriminant et les intégre dans des régles de décision floues. Celles-ci ont
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été concgues de facon a optimiser les performances en terme de taux de reconnaissance.
Il s’agit d’un choix guidé par le cadre applicatif lié¢ & la reconnaissance de formes et
orienté vers la phase d’exploitation. Pour I’étude des différents modules du systéme et
leur optimisation, nous avons proposé des formalismes intermédiaires plus facilement
interprétables.

Le processus de décision a été organisé de facon & bénéficier au mieux de la struc-
turation de la modélisation. Il repose sur trois modules de classification. Le module de
pré-classification fournit un premier ensemble de scores reflétant la correspondance entre
la forme et les différentes classes du point de vue de ses caractéristiques intrinséques.
En s’appuyant sur celles-ci, ce module sélectionne aussi les connaissances discriminantes
qui seront exploitées. Cette sélection permet & la fois d’accélérer les traitements et de
les rendre plus robustes et fiables. Le module de classification discriminante exploite
ensuite les connaissances sélectionnées pour fournir un deuxiéme ensemble de scores.
Finalement, ceux-ci sont fusionnés par 'opérateur produit pour produire la classifica-
tion finale.

Il reste des points & approfondir dans cette partie relative au mécanisme de décision.
Il reste notamment l'intégration des mécanismes de rejet de distance et de « refus de
classement » & ajouter pour pouvoir améliorer la fiabilité des réponses. Le choix des
modes de combinaison et de fusion sont aussi a étudier plus en détails. Il serait en effet
intéressant d’essayer de bénéficier un peu plus des informations disponibles (comme les
scores s7_) mais aussi d’essayer de se placer entiérement dans le contexte du raisonne-
ment approximatif. L’introduction de la logique possibiliste ou encore d’éléments de la
théorie de ’évidence sont des voies de recherche a privilégier.

Cependant, avec la configuration présentée, le systéme obtient déja des performances
intéressantes permettant de valider les différents modules ainsi que la facon dont ils sont

combinés. C’est ce que nous présentons au chapitre suivant.
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Chapitre 5

Expérimentations

Au cours de ces travaux, un ensemble d’expérimentations a été conduit afin de
valider les propriétés du systéme Mélidis. Celles qui sont reportées ici ont deux objectifs
essentiels :

— montrer les performances brutes du classifieur par rapport aux objectifs principaux
que nous nous sommes fixés (notamment en terme de généricité, de performances
et de compaciteé) ;

— valider les différents modules du systéme ainsi que leurs apports relatifs dans
I’ensemble.

Pour effectuer cette validation et notamment évaluer la généricité du systéme, nous
nous sommes appuyé sur la résolution de plusieurs problémes. Nous avons travaillé d’une
part sur des benchmarks classiques couramment utilisés en classification, et d’autre part
sur des problémes plus complexes et spécifiques liés a la reconnaissance d’écriture ma-
nuscrite qui est une des origines de I"approche.

Dans ce chapitre, nous présentons dans un premier temps I’ensemble des bases uti-
lisées pour les expérimentations. Nous décrivons ensuite les performances générales du
classifieur en donnant quelques éléments comparatifs avec d’autres méthodes de classi-
fication et de reconnaissance. Nous terminons enfin en détaillant les apports de chacun
des modules ce qui permet de valider la structuration hiérarchique.
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5.1 Benchmarks et bases utilisées pour les expérimenta-
tions

Afin de valider la propriété de généricité, il était essentiel de faire des expérimenta-
tions sur plusieurs problémes de complexité variable. Cette complexité peut se traduire
de différentes facons. Il peut s’agir de difficultés inhérentes au probléme en lui-méme
comme le nombre de classes, la complexité des formes, leur variabilité, leur ressemblance,
etc. Les difficultés peuvent aussi venir de la représentation du probléme, c’est-a-dire de
la base de données: espaces de représentation mal choisis, bruits dans les formes et
dans la base (présence de formes inconnues), quantité de données peu importante ou
au contraire trés importante, etc. Tous ces éléments influent de maniére importante sur
les processus d’apprentissage et de décision d’un classifieur, ce qui rend leur évaluation
treés délicate. Utiliser des bases issues de différents problémes et de composition variée
est donc un élément essentiel.

Dans un premier temps, nous nous sommes focalisé sur quatre types de problémes de
différentes natures. Nous avons utilisé deux benchmarks classiques: les formes d’ondes
de Breiman ainsi que le probléme des images satellites. Les deux autres problémes sont
relatifs a la reconnaissance en-ligne de caractéres manuscrits. L'un porte sur les chiffres,
l'autre sur les lettres minuscules. Nous présentons chacun d’eux dans les paragraphes
suivants.

5.1.1 Les benchmarks classiques

On peut trouver a différents endroits un certain nombre de benchmarks permettant
d’évaluer les classifieurs. Le site de 'UCI ML Repository ' en regroupe plusieurs qui
sont trés fréquemment utilisés. Nous en avons sélectionné deux.

Les formes d’ondes est un probléme artificiel composé de trois classes dont les re-
présentants sont décrits par 21 caractéristiques & valeurs numériques. Il a été introduit
par Breiman [30] dans le cadre de 'étude des arbres de décision et a été trés largement
utilisé par la suite. Il s’agit d’un probléme complexe dont le taux de reconnaissance
optimal (Bayésien) est de 86 %.

Le deuxiéme benchmark utilisé est le probléme des images satellites du projet Stat-
log. Il y a 6 classes a identifier correspondant & différentes natures de sols. Les exemples
sont caractérisés par 36 attributs numériques. Deux bases sont fournies: la base d’ap-
prentissage contient 4435 individus et la base de test en contient 2000 autres.

5.1.2 Problémes associés a la reconnaissance en-ligne de caractéres
manuscrits

Comme nous ’avons mentionné dans le chapitre 1, les difficultés associées a la re-
connaissance de formes manuscrites sont particuliérement nombreuses et intéressantes

1. II est accessible a 'adresse suivante: http://www.ics.uci.edu/~mlearn/MLRepository.html
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& considérer. Le probléme est en effet complexe en lui-méme et la création de bases
d’échantillons est elle aussi particuliérement délicate.

Cette autre série d’expérimentations vise & étudier le comportement du systéme a
partir de données issues d’un cadre applicatif réel.

Dans ces expérimentations, nous avons utilisé deux bases de données contenant dif-
férents caractéres manuscrits. Il s’agit d’une part de la base IRONOFF et d’autre part
de la base UNIPEN.

5.1.2.1 La base IRONOFF

La base IRONOFF [168] a été congue avec l'objectif de fournir simultanément la
version en-ligne et hors-ligne de caractéres et de mots manuscrits saisis par différents
scripteurs. Les formes ont été acquises a partir d’une tablette électronique et d’un stylet
électronique & encre au travers de formulaires papier. Ce processus a permis a la fois de
capturer le signal en-ligne tout en conservant le signal hors-ligne (sur le formulaire) qui
a été ensuite numérisé pour obtenir 'image correspondante. Dans ces expérimentations,
nous avons travaillé uniquement sur la version en-ligne des chiffres manuscrits. Cette
base contient environ 4000 chiffres saisis par 400 scripteurs différents. Comme on peut
le voir sur la figure 5.1, la qualité des saisies est relativement correcte.

(DAL 232532044
SSSEFLYH 834

Fi1G. 5.1 — Exzemples de chiffres manuscrits de la base IRONOFF.

5.1.2.2 La base UNIPEN

Lors de sa création (1992), le projet UNIPEN? [71] avait pour objectif de produire
une base de grande taille pour le domaine de la reconnaissance d’écriture manuscrite,
chose qui n’existait pas alors. Un grand nombre de caractéres et de mots ont ainsi
été recueillis, en provenance d’une quarantaine d’organismes différents. La conséquence
directe de ’ampleur de cette base est qu'’il existe une variabilité trés importante des
formes & reconnaitre. Le nombre de scripteurs différents ayant participé au projet est en
effet tres important (plus de 2200). Une autre conséquence est la variabilité de la qua-
lité de ’acquisition des tracés. Certaines formes ont été acquises sur des périphériques
de mauvaise qualité ou mal réglés (résolution insuffisante) produisant des dégradations

2. http://unipen.nici.kun.nl/
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importantes. De plus, certains tracés ont été mal segmentés et mal étiquetés, les rendant
impossible & identifier.

Dans ces travaux, nous avons utilisé le corpus train r01-v07 de la base et plus parti-
culiérement les sections la et lc relatives aux chiffres arabes et aux minuscules de 1’al-
phabet latin respectivement. Pour les chiffres, la base initiale contient 15953 exemples.
Elle a été partiellement nettoyée en supprimant uniquement les tracés mal étiquetés ou
mal segmentés, soit 146 individus. La figure 5.2 montre quelques exemples de cette base.

@Q£4ZQ%3

v|01a "|11 v||14 'Hza v||240 'H32 v|a12
> [+ 10 MIEE: v||55 > [= s MIEE ~| [ e M

77@99%8

v||75 V‘|933 v||QC’? V‘|955 v||955 V“S‘l

Fi1G. 5.2 — Exemples de chiffres manuscrits de la base UNIPEN.

Quant & la base de lettres, elle est constituée de 61351 exemples dont 265 ont été
écartés. La figure 5.3 montre quelques exemples.
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Fi1G. 5.3 — Exemples de lettres manuscrites de la base UNIPEN.
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5.1.2.3 Type de caractéristiques utilisées pour décrire les tracés

Les tracés dynamiques issus des bases IRONOFF et UNIPEN ont été caractéri-
sés par un ensemble d’attributs numériques. Ceux-ci ont été déterminés en s’appuyant
sur ’expérience acquise grace au systéme ResifCar et ils reposent donc sur les méme
principes [13]. Notre objectif n’est pas ici d’évaluer le systéme Mélidis en tant que re-
connaisseur de formes manuscrites afin d’obtenir des performances brutes comparables
a d’autres systémes de ce genre. Les comparaisons avec d’autres classifieurs ont donc
été effectuées dans les mémes conditions et sur le méme jeu de caractéristiques. Décrire
précisément celles-ci n’a donc que peu d’intérét ici et nous donnons simplement leur
principe ci-dessous.

Avant ’extraction, les caractéres sont simplement renormalisés pour avoir une taille
standard. Le mécanisme d’extraction des caractéristiques s’appuie sur le module de
segmentation des tracés de ResifCar qui permet de les découper en trois types de pri-
mitives : traits descendants, contextes morphologiques associés & ces traits et zones de
liaisons (cf. paragraphe 1.4.1). Ce sont ces primitives qui sont ensuite caractérisées par
leur position absolue, relative, leur courbure, etc.

Un premier jeu de 44 caractéristiques a ainsi été extrait pour les chiffres et il a été
étendu a 73 pour les lettres.

5.2 Expérimentations préliminaires sur notre approche des
arbres de décision flous

Nous reportons ici les résultats d’'un ensemble d’expérimentations préléminaires qui
ont été conduites afin de valider notre principe de construction et d’exploitation des
arbres de décision flous comme nous les avons décrits dans les paragraphes 3.4.4, 4.2.2
et 4.3.3.

Les premiéres expérimentations ont été faites sur le benchmark des formes d’ondes
de Breiman. Les résultats ont été obtenus en effectuant la moyenne de 5 validations
croisées en 10 parties (cf. paragraphe 1.2.6.1) sur une base de 600 exemples.

L’arbre est configuré pour faire des partitionnements binaires avec les CMF dans
des sous-espaces de dimension 'Dim.’. Lorsque *Dim.’= 1, le choix de 'attribut se fait
par une recherche exhaustive (la mesure d’entropie étoile est évaluée pour chaque at-
tribut). Si ’Dim.’>2, la recherche s’effectue en utilisant 1’algorithme génétique reposant
sur la mesure d’entropie étoile. On indique aussi le critére d’arrét (Arrét) utilise, qui
correspond au nombre d’individus minimum nécessaire a un nceud donné pour conti-
nuer & partitionner. Le SIF déduit de I'arbre a été testé de deux facons. La premiére
(type 1) correspond & l'utilisation des régles de la forme (4.6) avec une inférence type
maz-produit (équation (2.21)). La deuxiéme (type 2) correspond & la version optimisée
du SIF avec les régles (4.8) dont les conclusions ont été déterminées par la méthode de
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la pseudo-inverse sur la base d’apprentissage. 3

Les résultats sont présentés dans le tableau 5.1. On y trouve le taux d’erreur (Err.),
la taille de I'arbre exprimée en terme de nombre de régles/feuilles (nb. régles), profondeur
maximale (Prof. maz.) et profondeur moyenne (Prof. moy.), ainsi que ’écart-type du
taux d’erreur (Ec.).

‘ Dim. ‘ Arrét ‘ SIF H Err. ‘ nb. régles ‘ Prof. max. ‘ Prof. moy. ‘ Ec. ‘

1 4 [type 1] 239% | 728 9,1 6,8 5,2
1 10 | type 1] 228% | 317 6,9 53 41
1 4 [type 2| 219% | 743 9,4 6,9 47
1 10 | type 2] 222% | 32,0 7,0 53 45
2 4 [type 1]206 %[ 998 10,0 75 3,9
2 10 | type 1]20,7% | 371 7.2 5.8 3,7
2 4 [type 2| 198% | 981 9,7 75 48
2 10 [ type 2186 % | 37,0 7.3 5.8 4,0
| 3 | 10 [ewpe2|184%| 491 | 86 | 65 [44]

TaB. 5.1 — Comportement des arbres de décision flous utilisant les C-moyennes floues
comme processus de partitionnement sur le probléme des formes d’ondes.

Ces résultats sont intéressants & plusieurs niveaux. On notera tout d’abord que
comme annonceé, le choix du mode de représentation des régles ainsi que de l'inférence
associée influe de maniére assez nette sur les performances de I'arbre. Ainsi, les SIF
optimisés de type 2 ont des taux d’erreurs qui sont systématiquement inférieurs a ceux
des SIF de type 1.

Un autre résultat intéressant concerne le choix de la taille du sous-espace utilisé
pour faire les partitionnements. On constate en effet que les résultats sont nettement
meilleurs en effectuant les partitionnement dans un sous-espace de dimension 2 plutot
qu’en se basant sur un seul attribut. Cependant, cet effet semble décroitre avec 1’aug-
mentation de Dim. au-dela de deux, puisqu’avec trois attributs, le gain en performance
est nettement moins important. De plus, on remarquera que le nombre de régles est aussi
en augmentation (et le nombre de parameétres encore plus a cause de l'augmentation de
la taille des sous-espaces).

On remarquera enfin 'importance du critére d’arrét, a la fois sur la taille de I'arbre,
mais aussi sur les performances. Pour faire un partitionnement qui soit représentatif,
les C-moyennes floues nécessitent un nombre d’échantillons suffisamment important (et
proportionnel a la taille de I'espace de représentation utilisé). C’est pourquoi les résul-
tats sont meilleurs (en terme de taux d’erreur) lorsque 1’on s’arréte plus tot (moins de
10 individus). Comme expliqué dans la paragraphe 3.4.2.3, le critére d’arrét était déja
un point important pour les arbres de décision classiques. Il I'est donc aussi dans le
cas des arbres de décision flous, méme si son impact est nettement moins important
du fait de la modélisation granulaire par sous-ensembles flous. Ce phénoméne est aussi

3. En théorie, il serait plus intéressant d’utiliser une base de validation mais le nombre d’échantillons
pour 'apprentissage méme deviendrait alors trop juste.
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une illustration du probléme du sur-apprentissage : lorsque ’arbre croit de fagon trop
importante, il fait un apprentissage par cceur et les performances en généralisation sont
égales ou inférieures et moins stables (écart-type supérieur).

Nous terminons cette série d’expérimentations en reportant les résultats d’autres ap-
proches par arbres de décision sur le méme probléme. Le protocole de test est le méme
que celui utilisé dans [114] ainsi qu’au paragraphe 5.3.1: une base de 600 individus est
utilisée pour 'apprentissage des arbres qui sont testés sur une autre base indépendante
de 3000 individus. Le tableau 5.2 résume les performances (taux d’erreurs) obtenues
par: une approche par arbre de décision classique, le C4.5 [142, 143]; une approche
d’arbre utilisant une combinaison linéaire des attributs pour effectuer les partitionne-
ments, Quest [115]; et notre approche floue basée sur les CMF dans sa configuration
« standard » (partitionnements binaires en deux dimensions, critére d’arrét fixé a dix
individus et SIF de type 2).

‘ Arbres de décision ‘ Err. ‘

Cl.5 254 %
Quest 18,5 %
| parlessCMF  [192% |

TAB. 5.2 — Comparaison de différentes approches de reconnaissance par arbres de déci-
sion (classiques et flous) sur les formes d’ondes de Breiman.

La comparaison entre Quest et C4.5, confirme que, comme pour nos arbres, se baser
sur 'utilisation de plusieurs attributs pour effectuer les partitionnements permet une
amélioration significative des performances. On remarquera aussi que ’approche floue
(par les CMF) est sensiblement meilleure que ’approche classique du C4.5, ce qui justifie
I'intérét de 'introduction de la gestion des imprécisions. Ce point avait déja été montré
dans [121] que le lecteur pourra consulter pour avoir des résultats avec un autre arbre
de décision flou sur la méme base mais avec un protocole de test différent.

5.3 Evaluation des performances générales du systéme Mé-
lidis

Dans un premier temps, nous donnons quelques résultats sur les performances gé-
nérales du systéme afin de I’évaluer par rapport aux objectifs que nous nous sommes
posés. Pour cela, nous présentons d’une part les taux de reconnaissance sur les problémes
présentés ci-dessus et, d’autre part, une évaluation de la compacité de la modélisation
pour les problémes liés au manuscrit. Les résultats présentés correspondent aux perfor-
mances brutes du systéme : aucune optimisation n’a été faite aprés apprentissage et nous
n’avons pas cherché & obtenir les meilleurs paramétres manuellement par de multiples
expérimentations.

Trés souvent, comparer objectivement une approche avec d’autres méthodes exis-
tantes est quelque chose de difficile. En effet, les conditions de test sont souvent diffé-
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rentes (taille des bases utilisées en apprentissage et en test, espaces de représentation
des formes différents, etc.) et pas toujours trés explicites dans la littérature. Or ce sont
des points qui influent nettement sur les propriétés d’un systéme. C’est pourquoi nous
détaillons au maximum nos conditions d’expérimentations. Lorsque c’est possible, nous
donnons des résultats comparatifs avec d’autres systémes en précisant si les conditions
étaient identiques (ou suffisamment proches) ou différentes. Pour les bases UNIPEN,
nous renvoyons le lecteur & [146] pour un recensement des approches ayant été vali-
dées sur ces bases. A titre indicatif, les deux approches les plus performantes sur cette
base obtiennent des résultats de 99,1 % [139] et 98,9 % [145] pour les chiffres, et de
97,8 % [139] et 92,3 % [145] pour les minuscules.

5.3.1 Benchmarks classiques

L’objectif de cette série d’expérimentations est de fournir une comparaison avec
d’autres approches de classification citées dans la littérature. Pour que cette comparai-
son soit la plus informante, nous avons utilisé le méme protocole expérimental que celui
donné dans [114].

Pour les formes d’ondes, la base d’apprentissage utilisée contient 600 individus et
les performances sont évaluées sur une base de test indépendante de 3000 individus.

La base des images satellites est quant a elle utilisée avec le découpage prédéterminé
(cf. paragraphe 5.1.1).

Pour I'ensemble de ces tests, notre systéme a été configuré de maniére standard,
comme il a été présenté dans les chapitres 3 et 4. Les arbres de décision flous effectuent
donc des partitionnements binaires dans des sous-espaces a deux dimensions choisis par
I’algorithme génétique. De plus, une optimisation des conclusions des SIF a été faite en
minimisant l'erreur de classification sur la base d’apprentissage? par la méthode de la
pseudo-inverse.

Le tableau 5.3 présente les taux de reconnaissance moyens® obtenus par le systéme
Mélidis sur les bases de test. Ces résultats sont comparés avec les performances obte-
nues par deux des meilleurs classifieurs sur ces deux problémes, parmi ’ensemble des
algorithmes recensés dans l'article de Lim et Loh [114] et qui ont été testés avec le
méme protocole expérimental. Il s’agit de réseaux de neurones de type RBFN [152], de
lapproche LVQ (Learning Vector Quantization) [167].

Par rapport aux 33 techniques de classification recensées dans [114], le RBFN se
classe en premiére position (en terme de taux de reconnaissance) sur les formes d’ondes
et en deuxiéme position pour les images satellites. L’approche LVQ se classe quant a
elle en premiére position sur les images satellites et en sixiéme position sur les formes
d’ondes. Le systéme Mélidis s’intercale quant a lui en cinquiéme position sur les formes

4. En théorie, il faudrait utiliser une base de validation mais le nombre d’échantillons pour ’appren-
tissage méme deviendrait trop juste.
5. Moyenne obtenue sur 5 phases apprentissage/test sur les bases décrites ci-dessus.
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‘ ‘ Formes d’ondes ‘ Images satellites ‘

[ Mélidis | 834 % | 89,8 % |
LVQ* 83,0 % 90,2 %
RBFN* 84,9 % 87,9 %

TAB. 5.3 — Performances comparatives sur deux benchmarks classiques (* Ces taux sont

tirés de [114]).

d’ondes et en deuxiéme position sur les images satellites. Ses performances sont donc
tout & fait intéressantes, ce qui apporte un premier élément de validation en faveur de
I’objectif de généricité.

5.3.2 Reconnaissance en-ligne de chiffres manuscrits

Sur le probléme de la reconnaissance de chiffres manuscrits, le systéme a été évalué
selon deux modes: en omni-scripteurs sur la base IRONOFF et en multi-scripteurs sur
la base UNIPEN.

5.3.2.1 Reconnaissance omni-scripteurs

Pour ces tests, la base IRONOFF a été divisée en deux sous-bases disjointes pour les
phases d’apprentissage et de test. Ces deux sous-bases sont constituées chacune d’envi-
ron 200 échantillons par classe et les scripteurs sont différents dans les deux bases.

Pour 'apprentissage de notre systéme, le module de description globale s’appuie sur
une présélection d’'un jeu de 20 caractéristiques parmi les 44 disponibles en utilisant
le principe vu dans le paragraphe 3.3.4.2. Le reste de la configuration est identique a
celle présentée dans le paragraphe 5.3.1 (arbres de décision flous binaires effectuant des
partitionnement dans des sous-espaces a deux dimensions choisis parmi ’espace de re-
présentation complet ; optimisation des conclusions des SIF).

Le systeme Mélidis est comparé avec trois autres approches de reconnaissance dans
les mémes conditions expérimentales: un MLP (Multi-Layer Perceptron), un réseau de
neurones de fonctions & base radiale (RBFN), et une machine & vecteurs de supports
(SVM). Le MLP est composé d’une seule couche cachée pour laquelle différentes tailles
ont été testées. Les poids ont été appris par rétro-propagation du gradient de I'erreur. Le
RBFN [15] ne se base que sur le sous-espace de 20 caractéristiques présélectionnées pour
le module de description intrinséque de notre systéme, les performances étant meilleures
qu’avec ’espace entier. Les poids de la couche de sortie ont été appris en utilisant la
méthode de la pseudo-inverse. Enfin, pour la SVM, le logiciel SVMTorch® [41] a été
utilisé en mode « multi-classes” » avec des fonctions de noyaux & base radiale. Les

6. SVMTorch est disponible sur le site: fip.idiap.ch/pub/learning/SVMTorch.gz.
7.Un SVM est construit par classe pour faire la discrimination de cette classe contre toutes les
autres.
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paramétres de la SVM ont été affinés en effectuant des expérimentations successives.

En dehors de ces approches, nous reportons aussi & titre indicatif les performances
de ResifCar [14] qui a été évalué dans des conditions similaires mais pas tout a fait
identiques (exemples des bases d’apprentissage et de test légérement différents, jeu de
caractéristiques avec quelques variantes).

Le tableau 5.4 présente les résultats de ces différentes approches en précisant : une
estimation du nombre de paramétres (nb. param.) nécessaire pour la modélisation® ; les
taux de reconnaissance sur la base de test (% reco.).

‘ nb. param. ‘ % reco.
MLP 5400 92,7
MLP 8100 93,5
MLP 10800 93,3
RBFN 8 600 93,6
SVM [ 114075 (137565%) | 94,6 (95,5%)
| ResifCar | 6084 | 943 |

| Mélidis | 12150 (12416%) | 94,7 (95,8%) |

TAB. 5.4 — Performances comparatives sur la reconnaissance en-ligne de chiffres en
mode omni-scripteurs (x aprés optimisation du jeu de caractéristiques).

En considérant dans un premier temps notre principal objectif (les performances),
on constate que les approches neuronales (RBFN et MLP) obtiennent des taux de recon-
naissance qui sont inférieurs aux autres approches, ce qui les rend moins intéressantes.
Parmi les autres approches, le systéme ResifCar parvient & des taux de reconnaissance
qui sont voisins de la SVM et de M¢élidis, avec un nombre de paramétres trés réduit. Ce-
pendant, il ne faut pas perdre de vue qu’il s’agit d’une approche dédiée, au contraire des
deux autres. Finalement, la SVM et M¢lidis obtiennent des performances comparables
en terme de taux de reconnaissance et sont toutes les deux génériques. Cependant, le
nombre de vecteurs supports de la SVM et donc le nombre de paramétres nécessaire
a sa modélisation est largement supérieur a celui de Mélidis (environ 10 fois plus), ce
qui peut devenir contraignant dans ’optique d’une intégration sur des machines avec
des ressources limitées. Le systéme Mélidis répond donc ici parfaitement a la fois aux
objectifs de performances, généricité et compacité (en terme de nombre de parameétres).

8. Il s’agit d’une estimation en fonction du nombre de sous-ensembles flous (neurones, fonctions a
base radiale, vecteurs supports), et du nombre de paramétres nécessaires pour les décrire en fonction
de la taille de I’espace utilisé pour chacun d’eux. Par exemple, un sous-ensemble flou en n dimensions
décrit par son centre et sa matrice de covariance nécessite n + n X n paramétres.
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5.3.2.2 Reconnaissance multi-scripteurs

Nous avons aussi testé notre systéme sur la base UNIPEN pour évaluer son com-
portement lorsque le nombre de scripteurs est trés grand. La base a été divisée en deux
bases disjointes (2/3,1/3) contenant respectivement 10556 échantillons pour l’appren-
tissage et 5251 pour le test, chaque scripteur se retrouvant dans les deux bases & la fois.

Pour ces expérimentations, notre systéme est configuré exactement de la méme fagon
que dans les tests précédents et la comparaison, dans les méme conditions, a été faite
avec la SVM. Nous ne conservons ici que cette approche pour la comparaison car elle
présente des performances en terme de taux de reconnaissance qui sont supérieures aux
autres que nous avons testé. De plus, elle est reconnue comme étant une des méthodes
de classification parmi les plus performantes & I’heure actuelle. Le tableau 5.5 donne
les résultats de ces deux approches en terme de nombre de paramétres et de taux de
reconnaissance.

‘ ‘ nb. param. ‘ % reco. ‘

SVM 308025 97,8
Mélidis 14600 96,3

TAB. 5.5 — Performances comparatives avec une SVM sur la reconnaissance en-ligne de
chiffres en mode multi-scripteurs.

Sur cette base contenant beaucoup d’individus, on constate que notre approche
obtient des taux de reconnaissance un peu moins bon que la SVM mais celle-ci voit son
nombre de parameétres multipliés par presque trois alors que notre systéme conserve lui
approximativement la méme taille. Au total, le rapport en terme de compacité entre les
deux approches est de plus de 20 en faveur de Mélidis.

5.3.3 Reconnaissance en-ligne de lettres manuscrites

Les derniéres expérimentations ont porté sur la reconnaissance en-ligne des minus-
cules issues de la base UNIPEN. Ces tests ont été faits en mode multi-scripteurs en
découpant la base en deux bases disjointes: la base d’apprentissage contient 40613
échantillons et la base de test 20473.

La configuration de notre systéme est toujours la méme, sauf que le sous-espaces
utilisé pour le module de description globale est de 21 caractéristiques au lieu de 20
pour les chiffres. Celles-ci ont & nouveau été présélectionnées par le méme processus
que celui décrit dans le paragraphe 3.3.4.2. La comparaison s’effectue 1& encore avec le
classifieur SVM.

Les résultats sont reportés dans le tableau 5.6.

Pour ce probléme, on constate & nouveau le méme comportement des deux systémes.
Les taux de reconnaissance sont meilleurs avec la SVM mais pour cela, elle utilise environ
30 fois plus de paramétres. Pour compléter ces tests, et obtenir un lien plus étroit
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‘ ‘ nb. param. ‘ % reco. ‘

SVM 2438784 92,2
Mélidis 82506 89,7

TAB. 5.6 — Performances comparatives avec une SVM sur la reconnaissance en-ligne de
lettres minuscules en mode multi-scripteur.

entre le nombre de paramétres et les taux de reconnaissance, d’autres expérimentations
devraient étre faites en utilisant moins d’échantillons en apprentissage.

5.4 Etude des différents modules du systéme

L’objectif des résultats reportés dans cette partie est de montrer 'intérét et la vali-
dité de D’architecture du systéme ainsi que des choix qui ont été faits. Nous reportons
donc les détails concernant le comportement des différents modules du systéme au cours
des expérimentations précédentes.

5.4.1 Le systéme a la loupe

Dans ce paragraphe, nous reprenons les expérimentations qui ont été faites dans les
paragraphes précédents en détaillant la participation de chacun des modules du systéme
afin de mettre en évidence la complémentarité de la modélisation intrinséque et de la
modélisation discriminante.

Le tableau 5.7 reprend les résultats sur les deux benchmarks classiques.

‘ ‘ Formes d’ondes ‘ Images satellites ‘

Pré-classification 81,9 % 84,3 %
Classification principale 824 % 89,3 %
Classification finale 83,4 % 89,8 %

TAB. 5.7 — Tauzx de reconnaissance des différents modules du systéme sur deuz bench-
marks classiques.

Les résultats illustrent de facon assez nette la participation de chacun des modules du
systéme. On constate en effet que chaque module supplémentaire permet d’améliorer les
taux de reconnaissance. Ainsi, le module de classification principale permet de réduire
les erreurs de pré-classification de 2,76 % sur les formes d’ondes et de 31,8 % sur les
images satellites. De méme, le module de classification finale réduit les erreurs de pré-
classification de 8,3 % sur les formes d’ondes et de 35 % sur les images satellites. C’est
donc un premier élément de validation de ’architecture.

De plus, en observant de plus prés les individus sur lesquels sont commises les er-
reurs, il est intéressant de remarquer que le nombre d’erreurs commises sur les mémes
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exemples par les modules de pré-classification et de classification principale est trés in-
férieur au nombre d’erreurs commises indépendamment par chacun d’eux. Par exemple,
sur les formes d’ondes, la pré-classification reposant sur les connaissances intrinséques
commet 543 erreurs en moyenne. La classification principale utilisant les connaissances
discriminantes commet, elle, 528 erreurs et parmi celles-ci, seules 304 sont communes
avec les 543. De la méme maniére, sur les images satellites, la pré-classification fait
314 erreurs, la classification principale 213 et seules 132 sont communes aux deux. Ces
résultats laissent aussi imaginer que, comme annoncé, il doit étre possible d’améliorer
la méthode de fusion puisque les taux d’erreurs actuels sont supérieurs a ceux que 1’on
peut théoriquement atteindre en ne considérant que les erreurs communes.

Reprenons a présent les résultats du systéme sur la base IRONOFF (cf. tableau 5.8).

‘ ‘ nb. param. ‘ % reco. ‘
Pré-classification 8500 93,8 (94,5%)
Classification principale | 3650 (3916%) | 94,0 (94,3x%)
Classification finale 12150 (12416%) | 94,7 (95,8%)

TaB. 5.8 — Performances des différents modules sur la reconnaissance en-ligne de
chiffres en mode omni-scripteurs (base IRONOFF) (x aprés optimisation du jeu de
caractéristiques).

Sur ce probléme, les deux premiers niveaux ont des performances en terme de taux
de reconnaissance qui sont & peu prés équivalentes. Mais 14 encore, la combinaison des
deux par le module de fusion permet de réduire les erreurs de pré-classification de 23,6 %
(sur le jeu de caractéristiques optimisé (x)).

On remarquera aussi, en ce qui concerne le nombre de parameétres, que c’est la modé-
lisation intrinséque des classes qui est la plus cotiteuse, notamment a cause des matrices
de covariance qui sont nécessaires pour définir les sous-ensembles flous. Une solution a
envisager consisterait alors a faire une projection des sous-ensembles flous sur chacun
des attributs et a évaluer la perte qu’elle engendre au niveau des performances.

Finalement, le tableau 5.9 présente les méme types de résultats pour la reconnais-
sance de chiffres en mode multi-scripteurs sur la base UNIPEN.

‘ ‘ nb. param. ‘ % reco. ‘

Pré-classification 8600 93,7
Classification discriminante 6 000 96,2
Classification finale 14600 96,3

TAB. 5.9 — Performances des différents modules sur la reconnaissance en-ligne de chiffres
en mode multi-scripteurs (base UNIPEN).

La encore, chaque niveau permet d’améliorer les taux de reconnaissance. Cependant,
cela se passe légérement différemment. En effet, comme la base est plus complexe et le
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nombre de scripteurs plus important, le niveau de modélisation intrinséque semble avoir
un peu plus de difficultés pour opérer une bonne caractérisation des classes.? Cependant,
le niveau de modélisation discriminante permet de rattraper cette faiblesse grace au mé-
canisme de décomposition guidée par les données qui permet aux arbres de se focaliser
sur les formes difficiles & discriminer. La réduction des erreurs de pré-classification qu’il
apporte est de 39,7 % et I’ensemble réduit les erreurs de pré-classification de 41,3 %.

Nous avons finalement reporté sur le graphique de la figure 5.4 la réduction relative
des erreurs de chacun des niveaux par rapport aux erreurs de pré-classification comme
énoncé précédemment.

501
40
30
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O.

Formes Images IRONOFF UNIPEN
d’ondes satellites

E Pré-classification
M Classification principale
O Classification finale

F1G. 5.4 — Réduction relative des erreurs par rapport a la pré-classification (%).

Celui-ci illustre parfaitement la complémentarité des différents niveaux de modéli-
sation et l'intérét de leur combinaison.

5.4.2 Apports de la décomposition guidée par les données

Les résultats précédents ont montré les apports combinés de chacun des modules de
décision. On peut aussi essayer d’évaluer quel est ’apport de la décomposition guidée
par les connaissances intrinséques pour le module de discrimination focalisée. Autre-
ment dit, on cherche & savoir si ce module fonctionne aussi bien ou moins bien selon
qu’il est utilisé seul ou bien en bénéficiant des connaissances intrinséques.

9. Cela devrait pouvoir étre corrigé en « forcant » l’algorithme des CMP a repérer plus de sous-
classes, puisque le critére indicexp tend a en favoriser un nombre limité.
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Pour cela, nous avons construit et évalué une forét 9 d’arbres de décision flous sur
la base de chiffres IRONOFF, dans les mémes conditions expérimentales que celles
présentées précédemment. Cette forét consiste & construire un arbre pour faire la dis-
crimination de chaque classe vis-a-vis de I’ensemble des autres (one against rest). Ces
arbres sont configurés exactement de la méme maniére que ceux utilisés par le module
de discrimination focalisée et la prise de décision se fait de maniére identique & la classi-
fication principale (la classe choisie est celle correspondant a ’arbre fournissant le score
322 ', le plus élevé). La seule différence provient donc de la décomposition utilisée dans
Mélidis et notamment du « filtrage » associé aux connaissances intrinséques.

Dans cette situation, la forét obtient un taux de reconnaissance sur la base de test
de 92,4 %, qui est assez nettement inférieur & celui de 94,0 % obtenu par le module de
classification principale de Mélidis. C’est donc un élément supplémentaire permettant
de valider la structuration hiérarchique du systéme.

5.5 Implémentation

Le systéme Mélidis présenté dans ce mémoire a été implémenté en langage C++ de
fagon a offrir une bonne modularité et permettre I'ajout/la modification d’un certain
nombre de fonctionnalités. Il ne s’agit donc encore que d’une version prototype destinée
a l'expérimentation. La partie qui a été développée représente environ 14000 lignes de
code commentées.

En ce qui concerne les vitesses d’exécution sur un Pentium IIT & 450MHz, le probléme
de 'apprentissage des chiffres met environ 2h sur la base IRONOFF et 8h sur la base
UNIPEN. Les vitesses de reconnaissance sont de 100 chiffres & la seconde en moyenne.
Pour les lettres de la base UNIPEN, "apprentissage nécessite environ 12h sur un Pentium
IV & 2,4GHz et la vitesse de reconnaissance est de 10 lettres a la secondes. Dans tous
ces traitements, c’est le module de description intrinséque par prototypes qui est le plus
cotiteux.

5.6 Bilan

La variété des problémes traités au cours de ces expérimentations ont permis de
valider ’essentiel des propriétés du systeme Mélidis.

Cette phase de tests a montré les bonnes propriétés de généricité et de compacité
de la modélisation, notamment face a une approche de type SVM.

L’intérét de D’architecture structurée autour de la combinaison de connaissances
intrinséques et discriminantes a aussi été validée puisque 1’adjonction de chacun des
niveaux de classification permet d’accroitre les performances de maniére sensible sur les
problémes difficiles.

Ces expérimentations ont aussi mis en évidence que c’était le niveau de modélisation
intrinséque qui était le plus cotiteux en ressources. Il serait alors intéressant d’envisager
le méme type d’optimisations que celles qui ont été faites sur le systéme ResifCar et

10. Ce terme est repris de [121].
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qui ont permis de diminuer sensiblement ’occupation mémoire et de diviser le temps
de traitement moyen d’un caractére par un facteur de 20, le tout sans pertes de perfor-
mances (d’autres types d’optimisations ont méme permis d’accroitre les performances).
Suite & cela, il faudrait tester les possibilités d’intégration du classifieur sur des systémes
embarqueés.
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Conclusion et perspectives

La démarche qui a été présentée ici trouve son origine dans la constatation suivante :
il existe toujours & I’heure actuelle des besoins importants en terme de classification et
de reconnaissance. Cela est vrai d’'une fagon générale, mais aussi pour des domaines
plus précis comme celui de la reconnaissance de formes manuscrites. En effet, bien qu’il
existe des systémes trés performants, ceux-ci se trouvent trés souvent soit confrontés a
la complexité croissante des problémes a traiter, soit inadaptés pour pouvoir répondre
aux contraintes liées a leur intégration dans un cadre applicatif réel. Ce dernier point est
particulierement vrai si ’on considére la volonté de miniaturisation qui est omniprésente
dans notre quotidien.

Nous sommes alors partis de la problématique riche et complexe de la reconnaissance
de formes manuscrites pour la généraliser et définir un ensemble d’objectifs essentiels
que devrait pouvoir satisfaire un systéme de reconnaissance de formes. Ces objectifs
sont :

— la généricité afin de pouvoir traiter un grand nombre!! de problémes de natures
et de complexités variables ;

— les performances afin de pouvoir utiliser le systéme dans des cadres applicatifs
réels. Cet objectif inclut les notions de robustesse, de fiabilité et d’adaptabilité;

la compacité pour 'intégration dans des systémes embarqués limités en ressources ;

Iinterprétabilité afin que le concepteur puisse détecter les problémes, les corriger
et optimiser le systéme en fonction des contraintes d’utilisation.

Ce dernier point devient & notre avis une nécessité parce qu’il n’est pas possible a priori
de concevoir un reconnaisseur universel. Dés lors, des choix et des compromis doivent
étre faits et ils ne peuvent I’étre efficacement que si le concepteur est capable de mai-
triser et comprendre le systéme de reconnaissance et ses composants.

Dans ce contexte, nous avons adopté une vision centrée sur les connaissances du
systéme, comment les définir, quels sont leurs roles et leurs propriétés, que ce soit par
rapport au probléme (représenté par les données) ou bien par rapport aux objectifs que
le concepteur s’est fixé. Nous avons alors dégagé deux natures de connaissances élémen-
taires qui sont fondamentalement différentes, complémentaires et pourtant rarement
exploitées ensemble. Il s’agit d'une part des connaissances intrinséques auzx classes et
d’autre part des connaissances discriminantes entre classes. Les premiéres permettent

11. Pouvoir les traiter tous avec une méme approche reste un probléme non résolu !
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de décrire les classes indépendamment les unes des autres, de fagon robuste et stable,
en mettant en avant leur caractére multimodal. Elles peuvent donc étre utilisées pour
obtenir une premiére description du probléme mais aussi pour le décomposer en sous-
problémes d’une facon « naturelle » et robuste. Elles sont & notre avis nécessaires pour
déterminer un ensemble de « contextes » précis dans lesquels les connaissances discri-
minantes peuvent opérer de facon plus efficace. Ces derniéres possédent en effet une
propriété forte de contextualité, ce qui les rend difficiles & extraire et particuliérement
sensibles. L’utilisation d’un mécanisme de focalisation et leur organisation de fagon hié-
rarchique sont donc particuliérement adaptés. Nous avons alors associé ces deux types
de connaissances en les intégrant dans une architecture fortement structurée de fagon a
bénéficier au mieux de leurs propriétés et de leurs complémentarités.

A la différence d’autres approches reposant sur un couplage similaire entre une des-
cription des classes par modeéles (ou encore patrons, ou prototypes) et leur discrimina-
tion, nous avons introduit ici un lien explicite entre les connaissances elles-mémes ainsi
qu’entre celles-ci et le probléme (au travers des données). L’idée consiste & s’appuyer
sur les regroupements naturels des données dans leur espace de représentation de facon
& établir des liens robustes entre les connaissances et afin d’obtenir une interprétabilité
suffisante pour faciliter le travail du concepteur. Ce point est pour nous essentiel puis-
qu’il n’existe a 'heure actuelle que bien peu d’informations permettant de choisir, pour
un probléme donné, le mécanisme de reconnaissance le plus adapté et de le configurer
facilement en fonction de son contexte d’utilisation.

Nous avons alors choisi d’utiliser le formalisme des sous-ensembles flous qui permet
de décrire les données d’une facon & la fois robuste, synthétique et compréhensible.
Ceux-ci sont extraits automatiquement par des algorithmes de classification floue non
supervisée qui s’appuient sur la structure naturelle des données. Ils ont été choisis afin
de représenter exactement les deux natures de connaissances qui nous intéressent. Ainsi,
les connaissances intrinséques aux classes sont extraites par un algorithme de type C-
moyennes possibilites. Quant aux connaissances discriminantes, elles sont obtenues par
les C-moyennes floues qui sont intégrées dans une structure d’arbre de décision flou
spécifiquement adapté pour la discrimination.

Pour la reconnaissance, la fonction de décision a été séparée de la modélisation de fa-
con & pouvoir 'optimiser sans remettre en cause toute ’architecture. Elle se traduit par
une combinaison de systémes d’inférence floue qui permettent d’avoir une représentation
homogéne, plus facilement manipulable et interprétable et qui permettent 1'utilisation
de différents mécanismes d’inférence en fonction des usages. Cette combinaison exploite
la. complémentarité des deux natures de connaissances, a la fois du point de vue de la
structuration, mais aussi du point de vue des informations différentes qu’elles apportent
pour la reconnaissance.

Le systéme M¢élidis a été testé sur différents types de problémes, de natures et de
complexités variables, de facon & pouvoir valider le coté générique. Les expérimentations
ont porté d’une part sur des benchmarks classiques afin d’apporter des éléments de
comparaison par rapport & d’autres approches de classification et d’autres part sur des
problémes plus spécifiques et plus riches issus de la reconnaissance en-ligne de caractéres
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manuscrits.
Les performances brutes obtenues (sans optimisation des parameétres ni de la struc-
ture) sont trés bonnes sur les benchmarks classiques. Sur les problémes liés & ’écriture

\

manuscrite, les performances sont similaires ou légérement inférieures & celles d’une
machine & vecteur support. Cependant, celle-ci a nécessité une mise au point délicate
pour parvenir & la meilleure configuration (en terme de taux de reconnaissance). De
plus, elle utilise un trés grand nombre de paramétres. Celui-ci peut étre jusqu’a 30 fois
supérieur & celui utilisé par notre approche, ce qui la rend difficilement intégrable dans
des systémes embarqués aux ressources limitées.

Ces tests ont aussi permis de mettre en évidence I'intérét de la structuration du sys-
téme ainsi que de la complémentarité des connaissances intrinséques et discriminantes.
Chacune d’elle, ainsi que leur combinaison, permet en effet d’améliorer les performances
de ’ensemble de facon notable.

Perspectives

Le systéme tel qu’il a été décrit dans ce manuscrit constitue les fondements d’une
approche qui peut étre améliorée a plusieurs niveaux.

En ce qui concerne le niveau de modélisation intrinséque et aux vues des résultats, il
apparait que la description des sous-classes par des prototypes définis par leur centre et
leur matrice de covariance est la partie du systéme qui nécessite le plus de paramétres.
Pour accroitre encore la compacité de Mélidis, différentes possibilités doivent étre étu-
diées pour essayer de réduire la taille de ces modéles sans que les performances n’en
soient trop affectées.

Une premiére solution dans ce sens, que nous avons commencé & explorer, consiste
A sélectionner un sous-espace d’attributs dans lequel faire la modélisation intrinséque.
Cette sélection se fait actuellement par algorithme génétique. La fonction de fitness
utilisée repose sur I’évaluation des performances de pré-classification du systéme. On
peut aussi envisager de s’appuyer davantage sur une évaluation de la robustesse des
modeéles intrinséques en utilisant par exemple des critéres de compacité et de séparabilité
des prototypes. Le couplage entre ces critéres de performances et de robustesse est aussi
une piste de recherche intéressante.

Une deuxiéme solution, qui a été utilisée dans ResifCar et qui est trés avantageuse,
consiste & projeter les sous-ensembles flous correspondant aux sous-classes sur chacun
des attributs de ’espace. Il faudrait alors évaluer la perte d’information résultant de
cette projection afin que le concepteur puisse faire les choix qui lui conviennent le plus.

Toujours sur ce niveau intrinséque, la mesure actuelle utilisée pour trouver le bon
nombre de sous-classes, semble limiter leur nombre par rapport a ce quoi on s’attendrait
(sur la base UNIPEN notamment). Il faut donc déterminer si ce probléme vient des ca-
ractéristiques définies ou de la mesure en elle-méme et comment détecter ces cas et y
remédier. Dans ce cadre, de nombreuses études ont été faites sur les mesures d’évalua-
tion des partitionnements [185, 174, 123] et il conviendrait de les étudier plus en détails.
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Si 'on considére & présent la méthode de décomposition du probléme, on s’apercoit
que lorsque les problémes deviennent trés complexes (reconnaissance des lettres minus-
cules par exemple), constituer un sous-probléme par classe (a partir de la description en
sous-classes) limite les performances. Une solution, que nous avons mentionné, consiste
& décomposer le probléme directement en sous-classes lorsque ceux-ci deviennent trop
complexes. Cette modification n’impose pas de remise en cause de 'architecture du sys-
téme puisque seule une adaptation du mode de combinaison des experts du module de
classification principale est nécessaire.

Pour les arbres de décision flous, un certain nombre d’extensions sont envisageables.
Celle qui nous parait la plus intéressante dans un premier temps consisterait & rem-
placer I’algorithme des C-moyennes floues par une version un peu plus robuste. Par
exemple, les C-moyennes floues possibilistes [132], qui combinent le mode de partition-
nement relatif des C-moyennes floues avec la robustesse face au bruit des C-moyennes
possibilistes, est & étudier en détails. L’extension vers une supervision partielle ou totale
de l'algorithme est aussi un point clé & approfondir afin de pouvoir ajuster le position-
nement des frontiéres discriminantes, notamment lorsque la quantité d’échantillons est
trés différente entre les deux classes a discriminer. Enfin, I'initialisation de I’algorithme
est aussi un point qu'il peut étre intéressant d’améliorer afin d’augmenter la robustesse
et la vitesse de convergence des algorithmes.

Un deuxiéme point qui nous semble important concerne la taille des arbres utilisés. Il
s’agit en effet d’un élément crucial dans les arbres de décision classique et il conditionne
directement leurs performances. Nos expérimentations semblent aussi aller dans ce sens
pour les arbres de décision flous méme si ce phénoméne est implicitement atténué grace
a leur capacité de syntheése. On peut donc envisager d’utiliser des critéres d’arrét plus
performants ou bien des algorithmes d’élagages adaptés aux arbres flous (ou aux sys-
témes d’inférence flous qui en sont déduits).

En ce qui concerne le processus de décision, il semble intéressant d’approfondir les
différents mécanismes d’inférence pour évaluer plus précisément leurs apports/manques
en terme d’interprétabilité, de performances et par rapport aux connaissances qui sont
exploitées. L'introduction de la gestion des incertitudes est un point a étudier plus par-
ticuliérement, notamment pour les mécanismes de combinaison. Ceux qui sont actuelle-
ment utilisés restent relativement simples et ne permettent pas d’exploiter entiérement
la complémentarité des deux niveaux de modélisation.

Un autre point qu’il reste a travailler & propos du processus de décision concerne
I'introduction des mécanismes de rejet de distance et de refus de classement afin d’amé-
liorer la fiabilité des réponses. Ces deux notions sont particuliérement importantes,
notamment lorsque 1’on travaille sur des bases comme UNIPEN. Nous poursuivons ac-
tuellement ces travaux.

Enfin, pour revenir sur le contexte applicatif, nos prochaines études porteront sur les
possibilités d’intégration du classifieur Mélidis sur des systémes nomades. Cela va nous
permettre de valider plus précisément ses propriétés et notamment d’exploiter I'interpré-
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tabilité et la modularité du systéme et de comparer ainsi les possibilités d’optimisation
a celles du classifieur dédié ResifCar.
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Annexe A

Principales distances

Soit z et y deux vecteurs définis dans un espace de représentation numérique R"™:

=z 2k 2T ety=1[y',...,9", ..., y"]". Deux grandes familles de distances

sont couramment employées en reconnaissance de formes et en classification: les dis-
tances de Minkowski et les distances de Mahalanobis.

Les distances de Minkowski sont définies de la maniére suivante:

n
d(z,y) = 2| D |k — yl?
k=1

Cette famille permet par le choix de p de retrouver les distances usuelles telles que:

— la distance de Hamming (ou encore city bloc) avec p = 1:
n
d(z,y) = ek — yil
k=1

— la distance Euclidienne si p = 2:

d(xay) =

— la distance de Tschebyshev si p = 00

d(z,y) = , max |k — Ykl

=1l,...

La figure A.1 illustre le comportement de ces trois distances dans un espace (a1, a2)
de R? en indiquant I’ensemble des points z & égale distance du point y = (0, 0).
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—— Distance de Hamming
I 2 — — = Distance Euclidienne
: — = Distance de Tschebyshev

Fic. A.1 — Ilustration des principales distances de Minkowski.

Les distances de Mahalanobis sont quant & elles définies de maniére générale par:
d(z,y) = (z —y)' M~z —y) (A.1)

ol M est une matrice définie positive. On notera, deux cas particuliers des distances
de Mahalanobis. Si la matrice M est la matrice identité, on retrouve la distance Eu-
clidienne. Si la matrice M est diagonale (les attributs de ’espace de représentation
sont statistiquement indépendants les uns par rapport aux autres), la distance devient
équivalente a la distance de Bhattaharaya: d(z,y) = > 71— % olt les o sont les

éléments diagonaux de M.
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Annexe B

Classification non supervisée

La classification non supervisée a pour objectif de déterminer une structuration des
données manipulées. Pour cela, des regroupements (ou classes) sont recherchés & partir
d’une base d’exemples non étiquetés. Chaque regroupement est caractérisé par un sous-
ensemble d’exemples ayant des propriétés communes et présentant donc une certaine
similarité entre eux.

On distingue essentiellement deux grands types d’approches pour la classification
non supervisée : les approches hiérarchiques et les approches adaptatives. Les premiéres
utilisent les données initiales soit pour les regrouper au fur et & mesure (approches agglo-
mératives), soit au contraire pour effectuer des divisions successives (approches divisives)
(cf. paragraphe B.1). Les secondes visent a optimiser une partition initiale de maniére
itérative en minimisant une fonction objectif (cf. paragraphe B.2).

Quelle que soit ’approche envisagée, toutes reposent sur un méme fondement : 1'uti-
lisation d’une mesure de similarité (ou de dissimilarité) qui permet de déterminer si
deux individus de la base et par extension si deux sous-ensembles d’individus (deux
regroupements) se ressemblent.

Plusieurs études ont été faites notamment pour pouvoir comparer différents types
d’individus. Il existe ainsi des mesures similarité/dissimilarité entre des chaines de ca-
ractéres [112, 170], entre des sous-ensembles flous ou des prototypes flous [121, 147],
entre des mots (au sens acoustique du terme), des images [140, 3], etc.

Dans les espaces de représentation numeériques, les mesures de dissimilarité les plus
courantes reposent sur l'utilisation d’une distance (cf. annexe A). Le choix de celle-ci est
un élément trés important pour le bon fonctionnement des algorithmes de classification
non supervisée. Il influe trés fortement sur la forme des regroupements trouvés ainsi
que sur les propriétés de classification qui en découlent. Ainsi, si la distance Euclidienne
fonctionne bien dans des espaces ot les données sont réparties de facon homogéne dans
toutes les dimensions, elle donnera des résultats moins satisfaisants si les données sont
étalées selon une direction privilégiée dans I’espace.
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B.1 Les algorithmes de classification non supervisée hié-
rarchiques

Comme pour tout principe de classification non supervisée, la classification hiérar-
chique [86] détermine une structuration des données en regroupant celles qui possédent
des propriétés similaires. Cependant, elle ne s’arréte pas a cette structuration « horizon-
tale » en classes. Elle cherche aussi & établir un lien hiérarchique entre les regroupements.
Ce mécanisme de classification arborescent est trés souvent utilisé en sciences naturelles
par exemple. Il existe essentiellement deux types d’algorithmes: les algorithmes procé-
dant par agglomération et ceux fonctionnant par division [45].

Les algorithmes agglomératifs partent de la base d’exemples initiale et considérent
chaque individu comme étant différent des autres. Chaque exemple constitue donc un
regroupement a lui seul. Ensuite, & chaque étape, les deux regroupements les plus sem-
blables sont recherchés et sont fusionnés pour former un nouveau regroupement qui
remplace les deux précédents. Le processus est réitéré jusqu'a ce que le nombre de
regroupements souhaité soit obtenu ou qu’il n’y en ait plus qu’un seul.

11 existe plusieurs méthodes permettant de déterminer quels regroupements il faut fu-
sionner. Beaucoup sont fondées sur 'utilisation d’une distance d. Ainsi, si {C1,...,Cc}
représente ’ensemble des regroupements qui ont déja été établis a 'itération courante
et que x et y sont les exemples de la base, on peut utiliser les critéres suivants pour
fusionner deux regroupements 7 et j :

la distance minimum entre les regroupements:

2 J

la distance maximum entre les regroupements:

dmam(cia C]) = xegil%fécj d(l", y) ;

la distance moyenne entre les regroupements :

1
Aoy (Ci, C5) = e > d(zy)

J zeC; yeC;

ou |Cj| (respectivement |C;|) représente le nombre d’échantillons appartenant a
C; (respectivement Cj);

la distance entre les centroides des regroupements:
dcentre(oia C]) = d(mCiamC]‘) s

ot mc; et mg; sont les centroides des regroupements C; et Cj.

Cette derniére méthode évite le calcul de toutes les distances entre les couples (z,y) de
données. Cependant, elle n’est applicable que dans le cas ot un centre peut étre défini.
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Cela ne pose pas de problémes dans un espace de représentation numeérique (on peut
utiliser par exemple le vecteur moyen) mais devient plus complexe si on travail sur des
chaines de caractéres par exemple.

Le résultat de la classification hiérarchique peut étre visualisé sous la forme de
dendogramme. Cette représentation graphique indique non seulement les regroupements
successifs qui ont eut lieu mais aussi la distance entre les groupes fusionnés. Elle permet
donc de détecter facilement quand une agglomération semble naturelle (distance peu
importante) ou au contraire lorsqu’elle semble avoir été forcée (cf. figure B.1).

‘ A

e e €3 €4 s €6 distance

Fic. B.1 — Exemple de dendogramme résultant d’une classification non supervisée hié-
rarchique.

Les algorithmes divisifs fonctionnent a l'inverse des algorithmes précédents: le point
de départ est un regroupement unique constitué de ’ensemble des données de la base.
Des divisions sont ensuite faites a chaque pas de l'itération. Ces divisions peuvent par
exemple s’opérer sur les regroupements de plus grande taille ce qui favorise les partitions
équilibrées mais ne refléte pas nécessairement la réalité. Utiliser la distance intra-classe
au sein de chaque regroupement comme critére de division donne alors de meilleurs
résultats lorsque les regroupements naturels sont de tailles variées [45].

B.2 Les algorithmes basés sur une fonction objectif

Ces algorithmes fonctionnent d’une facon trés différente des algorithmes hiérar-
chiques. Ils cherchent & obtenir la partition qui satisfait au mieux un critére donné:
la fonction objectif. Celle-ci repose généralement sur la minimisation de la distance
intra-classe et sur la maximisation de la distance inter-classe. Comme une recherche
exhaustive de toutes les partitions possibles n’est pas réalisable (pour des raisons com-
binatoires évidentes), I'idée consiste & optimiser une partition initiale de fagon itérative.

Ces algorithmes nécessitent trés souvent l'introduction de connaissances a priori
telles que: la fonction objectif & optimiser [50], la forme des regroupements recherchés,
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leur nombre, ainsi que la partition de départ. La plupart fonctionnent sur des espaces
de représentation numériques, facilitant la définition de la fonction objectif. Les regrou-
pements sont alors caractérisés par des prototypes correspondant le plus souvent & des
centroides.

Les différentes étapes de I'algorithme sont les suivantes :

— initialisation : déterminer une partition initiale ;'

— calcul des centres : déduire les prototypes & partir du partitionnement courant ;

— partitionnement : effectuer un nouveau partitionnement des données en fonction
des prototypes et de la mesure de similarité/dissimilarité ;

— arrét: arrét si Palgorithme a convergé, sinon reprendre & 1’étape de calcul des
centres.

Pour illustrer de maniére plus explicite ce fonctionnement, nous présentons ici I’algo-
rithme général des C-moyennes qui se décline en différentes versions suivant les modes
d’initialisation, la méthode de calcul des prototypes et la mesure de similarité utili-
sée [116, 11, 48].

Soit £ = {ej|j = 1,..., N} I’ensemble des données de R™ utilisées pour établir le

partitionnement, C' le nombre de regroupements cherchés, P = {P;,..., Pc} ’ensemble
des prototypes correspondants, d(e;, P) la distance Euclidienne utilisée pour mesurer la
dissemblance entre une donnée e; et un prototype P. et {¢p.|c =1,...,C} les fonctions

caractéristiques indiquant Pappartenance (ou non appartenance) d’un élément & chacun
des C regroupements. Les fonctions caractéristiques ¢p, sont des fonctions & — {0,1}
définies par:

1 sic=argming—,. . c d(ej, Py
or (e]) = { b= argmine (¢5:Fe) (B.1)

Le partitionnement & l'itération ¢ est représenté par la matrice C x N U = [pp.(ej)].
Ce partitionnement est met puisqu’une donnée ne peut appartenir qu’a un et un seul
regroupement. Leurs intersections deux & deux sont par conséquent vides.

Le critére & optimiser est basé sur le principe des moindres carrés:

c N
Tpue =YY or.(e;)d*(ej, P) (B.2)
s

Il mesure la distance moyenne intra-groupe que ’algorithme doit minimiser.

1. L’initialisation peut aussi étre faite en déterminant des prototypes initiaux. Dans ce cas, les étapes
suivantes d’adaptation et de partitionnement sont inversées.
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Les différentes étapes de I'algorithme sont :

— initialisation : initialiser la matrice U ;

— calcul de centres : les prototypes, correspondant aux centres des regroupements,
sont évalués de la maniére suivante:

N Ve
Vee{l,...,C}, P.= L= r(e)e) (B.3)

Z;'V:I ©p. (€;)

partitionnement : la matrice U est sauvegardée dans Usygq puis mise a jour en
calculant ¢p,(e;) Vj € {1,...,N},Ve € {1,...,C} (cf. équation B.1);
— arrét : le partitionnement est réitéré tant que ||U — Ugygall > €.

La complexité de cet algorithme, dont la convergence a été prouvée, est inférieure a
celle des algorithmes de classification hiérarchique standards quand N est grand [39]. I
posséde cependant plusieurs inconvénients. Ainsi, méme si la convergence est assurée,
celle-ci ne garantie pas d’atteindre un minimum global. L’initialisation est donc par-
ticuliérement importante puisqu’elle peut conduire a des partitionnements différents.
De plus, il est souvent difficile de déterminer a priori le nombre de regroupements C'
optimal.
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Annexe C

Algorithmes génétiques

Les algorithmes génétiques [67] s’inspirent des principes évolutionnistes pour ré-
soudre des problémes. Un individu, correspondant a une solution possible au probléme,
est codé par une chaine dont les éléments sont appelés génes. Ces derniers représentent
les « paramétres » variables de la solution. Une population de tels individus est créée et
elle évolue par des mécanismes de mutations, croisements et reproductions. L’objectif
de cette évolution est de permettre ’apparition du meilleur individu pour un critére
donné, c’est-a-dire la meilleure solution du probléme.

Nous décrivons ci-dessous les principes généraux de ces algorithmes et nous illustrons
rapidement les principes de codage, croisement et mutation pour le probléme de la
sélection de caractéristiques. Pour plus de détails, le lecteur peut se référer a [67, 159].

C.1 Principes généraux des algorithmes génétiques

Pour pouvoir mettre en ceuvre un algorithme génétique, il faut commencer par dé-
finir un codage du probléme sous la forme d’une chaine de génes! ou chromosome. Il
faut aussi définir la fonction de fitness qui permet d’évaluer la pertinence d’un individu
par rapport au probléme. Il peut s’agir d’une simple fonction mathématique ou d’un
processus complexe qui fait correspondre & toute chaine de génes un score.

Une fois ces éléments déterminés, I’algorithme génétique se déroule de la maniére
suivante :

— Initialisation : Initialiser la population et calculer le fitness de chacun des individus
— Fuire jusqu’a FIN : Créer une nouvelle génération :

Sélectionner les parents dans la population ;
— Faire des croisements et des mutations;

Calculer le fitness des nouveaux individus;

— Sélectionner les survivants.

1. Dans le cadre des méthodes évolutionnistes, ces génes peuvent prendre un ensemble de valeurs
différentes. Cependant, dans le cas des algorithmes génétiques, ils sont normalement binaires.
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Dans cet algorithme, I'initialisation s’effectue généralement en créant artificiellement
des individus en leur affectant aléatoirement des valeurs pour chacun des génes.

La sélection des parents qui seront utilisés pour le renouvellement de la population et
notamment pour la création de nouveaux individus s’effectue & partir du score de fitness
des individus: plus un individu posséde un score important (est proche de la meilleure
solution) plus il sera favorisé pour engendré un ou plusieurs nouveaux enfants.

Une fois les parents sélectionnés, ceux-ci sont croisés entre eux de fagon & obtenir
de nouveaux individus. Un croisement s’effectue a partir de la chaine de génes des deux
parents et en sélectionnant un ou plusieurs points de croisement dans celle-ci. Ces points
de croisement déterminent des sous-séquences de génes qui sont combinées entre parents
pour créer de nouveaux individus. Ces derniers peuvent ensuite subir des mutations au
niveau d’un ou plusieurs génes en altérant leurs valeurs.

Les nouveaux individus sont évalués a leur tour en calculant leur fitness et ceux
qui possédent les scores les plus importants (parents compris en général) ont le plus de
chance de survivre pour constituer la nouvelle génération.

Le processus est réitéré jusqu’a ce qu'un critére d’arrét soit rencontré (FIN). Il peut
s’agir d’'un nombre de génération maximal fixé, d’un critére de convergence reposant
sur I’évolution du fitness d’une génération a l'autre, etc.

C.2 Exemple pour la sélection de caractéristiques

Les algorithmes génétiques sont fréquemment utilisés lorsque 1’on souhaite éviter les
problémes liés & I'explosion combinatoire. En reconnaissance de formes, ils constituent
donc un outil particulierement utile pour paramétrer un systéme (réseaux de neurones,
systémes d’inférence floue, etc.) ou encore pour faire de la sélection de caractéristiques.
Nous décrivons ci-dessous un exemple simple appliqué a ce dernier cas pour illustrer les
principes de codage des individus ainsi que les opérations de croisement et de mutation.

Soit Bgpp une base d’apprentissage et B,, une base de validation, toutes les deux
constituées d’exemples décrits par n attributs. On recherche un sous-espace de n' at-
tributs (n' < n) permettant d’optimiser les performances d'un classifieur sur la base de
validation. On utilise pour cela un algorithme génétique qui fonctionne de la maniére
suivante.

Un individu, solution particuliére de notre probléme, est décrit par n génes qui
correspondent & chaque attribut 4, 1 = 1,...,n de I'espace de représentation. Ces génes
sont binaires (booléens) et indiquent si Pattribut 4 fait partie (marqué V' comme vrai) ou
non (marqué F' comme faux) du sous-espace solution. La figure C.1 donne un exemple
de deux individus ainsi codés lorsque n = 6. Le premier est la solution initiale (tous
les attributs sont sélectionnés) et le deuxiéme est une solution possible n’utilisant que
3 attributs.

La fonction de fitness utilisée pour évaluer un individu Ind consiste a faire 'appren-
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tissage du classifieur & partir de Bgy), et a évaluer ses performances sur By, le tout en
se restreignant & l'utilisation du sous-espace d’attributs décrit par les génes de Ind.

Attributs Attl  Att2  Att3 Attd  AttS At

Individu(a)|V|V|V|V|V|V|

dividao) | F [ v [ v [ F | v [ F |

Fic. C.1 — Ezemple de codage des individus dans un algorithme génétique utilisé pour
rechercher un sous-espace d’attributs : un individu est représenté par 6 génes a valeurs
booléennes correspondant aux 6 attributs de l’espace complet. L’individu (a) représente
lespace complet, et lindividu (b) représente un sous-espace de 3 attributs.

A partir de ce codage, 'opération de croisement est illustrée sur la figure C.2. Deux
fils sont créés a partir d'un individu (a) et d’un individu (b) en utilisant un seul point
de croisement situé entre les génes correspondants a 'attribut Att2 et & 'attribut Att3.

Attributs Attl  Att2  Att3 Attd  AttS At

viv]v]
L v

Individu (a) | v | v | v

|
individuo) [ F [ v [ v | F |
point de croisement‘ ‘ l ) ¢
croisement
st [ v]|v]|v][FE|[v]F]
fis2 | F | v [v][v]v]v]

Fic. C.2 — Ezxemple de la création de deuz fils a partir de deuz individus (a) et (b) en
utilisant un croisement a un point.

De méme, la figure C.3 illustre la mutation du fils 1 de la figure précédente au niveau
du géne correspondant & ’attribut Att4.

Attributs Attl  Att2 A3 Att4  Att5S At

st [ v [ v ]v]E]v]F]

géne subissant une mutation?

l mutation

ﬁls1’|V|V|V|V|V|F|

Fic. C.3 — Exemple de mutation d’un individu sur le géne correspondant & ['attribut

Att.
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Résumé:
Pour faciliter la mise au point de systémes de reconnaissance de formes, nous proposons
une méthodologie de classification visant & réunir un ensemble de propriétés rarement
satisfaites dans une méme approche : performances, généricité, fiabilité, robustesse, com-
pacité et interprétabilité. Ce dernier point permet au concepteur d’adapter, de maintenir
et d’optimiser le systéme plus facilement. I’approche proposée, centrée sur la notion de
connaissances dans un classifieur, est entiérement guidée par les données. L’originalité
réside notamment dans ’exploitation conjointe de connaissances intrinseques et discri-
minantes extraites automatiquement et organisées sur deux niveaux pour bénéficier au
mieux de leur complémentarité: le premier modélise les classes par des prototypes flous
et le second effectue une discrimination des formes similaires par des arbres de décision
flous. L’ensemble est formalisé par des systéemes d’inférence floue qui sont combinés
pour la classification. Cette approche a conduit & la réalisation du systéme Mélidis qui
a été validé sur plusieurs benchmarks dont des problémes de reconnaissance de carac-
téres manuscrits en ligne.

Mots clés: Reconnaissance de formes, logique floue, systémes d’inférence floue,
classification non supervisée, arbres de décision flous, combinaison de classifieurs, re-
connaissance de formes manuscrites.

Abstract:
To facilitate the integration of pattern recognition systems in real applications, we
present a new approach which aim is to combine properties that are rarely fully satisfied
in the same recognition system. These properties are: performances, generic architecture
and learning, reliability, robustness, compactness and transparency. This last point is
particularly important to make the system easier to adapt, maintain and optimize for
a given application. Our approach is totally data driven and focuses on knowledge
properties in a classifier. The main originality comes from the cooperation of intrinsic
and discriminant knowledge that are extracted and modelized automatically. They are
organized in two levels: the first one models classes with fuzzy prototypes and the second
one operates discrimination on shapes that have similar intrinsic properties using fuzzy
decision trees. The system is entirely formalized by fuzzy inference systems that are
combined for final classification. This approach led up to the implementation of the
M¢élidis system that has been evaluated on several benchmarks including handwritten
character recognition.

Keywords: Pattern recognition, fuzzy logic, fuzzy inference systems, unsupervised
learning, fuzzy decision trees, classifier combination, handwritten character recognition.



